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numpy用户指南¶



本指南旨在介绍Numpy，并解释如何安装和使用Numpy最重要的功能。有关包中包含的函数和类的详细参考文档，请参见 数字参考 .
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NumPy是什么？¶



numpy是Python中科学计算的基本包。它是一个python库，提供多维数组对象、各种派生对象（如屏蔽数组和矩阵）以及各种用于对数组进行快速操作的例程，包括数学、逻辑、形状操作、排序、选择、I/O、离散傅立叶变换、基本线性代数、基本统计操作。随机模拟等等。

在 NumPy 包的核心，是 ndarray 对象。它封装了 n -齐次数据类型的维度数组，许多操作是在编译后的代码中执行的，以提高性能。numpy数组和标准的python序列之间有几个重要的区别：


	numpy数组在创建时的大小是固定的，与python列表不同（它可以动态增长）。更改的大小 ndarray 将创建新数组并删除原始数组。

	numpy数组中的元素都需要具有相同的数据类型，因此内存中的元素大小相同。例外：可以有（python，包括numpy）对象数组，从而允许不同大小的元素数组。

	numpy数组有助于对大量数据进行高级数学和其他类型的操作。通常，这样的操作比使用Python的内置序列更高效、代码更少。

	越来越多的基于python的科学和数学软件包正在使用numpy数组；尽管这些通常支持python序列输入，但它们在处理之前将这些输入转换为numpy数组，并且通常输出numpy数组。换言之，为了有效地使用当今基于python的科学/数学软件，仅仅知道如何使用python的内置序列类型是不够的——人们还需要知道如何使用numpy数组。



序列大小和速度在科学计算中尤为重要。作为一个简单的例子，考虑将一维序列中的每个元素与相同长度的另一个序列中的相应元素相乘的情况。如果数据存储在两个python列表中， a 和 b ，我们可以迭代每个元素：

c = []
for i in range(len(a)):
    c.append(a[i]*b[i])





这会产生正确的答案，但如果 a 和 b 每个包含数百万个数字，我们将为Python中的循环效率低下付出代价。通过编写代码，我们可以更快地在C语言中完成相同的任务（为了清晰起见，我们忽略变量声明和初始化、内存分配等）。

for (i = 0; i < rows; i++): {
  c[i] = a[i]*b[i];
}





这节省了解释python代码和操作python对象所涉及的所有开销，但代价是牺牲了用python编码所带来的好处。此外，所需的编码工作随着数据的维数而增加。例如，在二维数组的情况下，C代码（如前所述）扩展为

for (i = 0; i < rows; i++): {
  for (j = 0; j < columns; j++): {
    c[i][j] = a[i][j]*b[i][j];
  }
}





numpy为我们提供了两个方面的最佳选择：当 ndarray 包含，但元素对元素的操作由预编译的C代码快速执行。在NumPy

c = a * b





以接近C的速度执行前面的示例所做的操作，但是使用基于Python的代码简单性是我们所期望的。的确， NumPy 成语更简单！最后一个例子说明了numpy的两个特性，它们是其强大功能的基础：矢量化和广播。


为什么 NumPy 很快？¶

矢量化描述了代码中没有任何显式循环、索引等——当然，这些事情发生在优化的、预编译的C代码中，只是“幕后”。矢量化代码有很多优点，其中包括：


	矢量化代码更简洁，更易于阅读

	更少的代码行通常意味着更少的错误

	代码更像标准的数学符号（通常更容易对数学结构进行正确编码）

	矢量化导致更多的“ Python ”代码。如果没有矢量化，我们的代码将到处都是效率低下且难以读取的代码。 for 循环。



广播是一个术语，用来描述操作的每一个元素的行为；一般来说，在nummy中，所有的操作，不仅是算术操作，而且是逻辑的、位的、功能的等，都是以这种每一个元素的隐式方式表现的，即它们广播。此外，在上面的例子中， a 和 b 可以是相同形状的多维数组，或者是一个标量和一个数组，或者甚至是两个形状不同的数组，前提是较小的数组可以“扩展”为较大的数组，这样生成的广播就不会模糊不清。广播的详细“规则”见 numpy.doc.broadcasting .




还有谁用 NumPy ？¶

Numpy完全支持面向对象的方法，再次使用 ndarray .  例如， ndarray 是一个类，拥有许多方法和属性。它的许多方法都被最外层最 NumPy 名称空间中的函数镜像，从而允许程序员使用他们喜欢的任何范式进行编码。这种灵活性允许numpy数组方言和numpy ndarray 类成为 de-facto Python中使用的多维数据交换语言。







              

安装Numpy¶



在大多数使用情况下，在系统上安装numpy的最佳方法是为操作系统使用预构建的包。有关可用选项的链接，请参阅https://scipy.org/install.html。

有关生成源包的说明，请参见 从源代码生成 . 此信息主要对高级用户有用。





              

快速入门教程¶




先决条件¶

在阅读本教程之前，您应该了解一些Python。如果你想刷新你的记忆，看看 Python tutorial _.

如果您希望使用本教程中的示例，您的计算机上还必须安装一些软件。有关说明，请参阅https://scipy.org/install.html。




基础知识¶

Numpy的主要对象是同构多维数组。它是一个元素表（通常是数字），所有元素都属于同一类型，由一个正整数元组索引。在numpy维度中称为 axes .

例如，三维空间中的点坐标 [1, 2, 1] 有一个轴。这个轴有3个元素，所以我们说它有3个长度。在下面的示例中，数组有两个轴。第一轴的长度为2，第二轴的长度为3。

[[ 1., 0., 0.],
 [ 0., 1., 2.]]





调用numpy的数组类 ndarray . 别名也知道 array . 注意 numpy.array 与标准的python库类不同 array.array 它只处理一维数组并提供较少的功能。更重要的属性 ndarray 对象是：


	ndarray.ndim

	数组的轴（维度）数。

	ndarray.shape

	数组的维度。这是一个整数元组，指示数组在每个维度中的大小。对于矩阵 n 行和 m 柱， shape 将 (n,m) . 的长度 shape 因此tuple是轴的数目， ndim .

	ndarray.size

	数组的元素总数。这等于 shape .

	ndarray.dtype

	描述数组中元素类型的对象。可以使用标准的python类型创建或指定dtype。此外，numpy还提供自己的类型。numpy.int32、numpy.int16和numpy.float64是一些示例。

	ndarray.itemsize

	数组中每个元素的字节大小。例如，类型的元素数组 float64 有 itemsize 8（=64/8），而类型之一 complex32 有 itemsize 4（＝32/8）。它相当于 ndarray.dtype.itemsize .

	ndarray.data

	包含数组的实际元素的缓冲区。通常，我们不需要使用这个属性，因为我们将使用索引工具访问数组中的元素。




一个例子¶

>>> import numpy as np
>>> a = np.arange(15).reshape(3, 5)
>>> a
array([[ 0,  1,  2,  3,  4],
       [ 5,  6,  7,  8,  9],
       [10, 11, 12, 13, 14]])
>>> a.shape
(3, 5)
>>> a.ndim
2
>>> a.dtype.name
'int64'
>>> a.itemsize
8
>>> a.size
15
>>> type(a)
<type 'numpy.ndarray'>
>>> b = np.array([6, 7, 8])
>>> b
array([6, 7, 8])
>>> type(b)
<type 'numpy.ndarray'>








数组创建¶

创建数组有几种方法。

例如，可以使用 array 功能。结果数组的类型是根据序列中元素的类型推导出来的。

>>> import numpy as np
>>> a = np.array([2,3,4])
>>> a
array([2, 3, 4])
>>> a.dtype
dtype('int64')
>>> b = np.array([1.2, 3.5, 5.1])
>>> b.dtype
dtype('float64')





一个常见的错误是调用 array 使用多个数字参数，而不是提供一个数字列表作为参数。

>>> a = np.array(1,2,3,4)    # WRONG
>>> a = np.array([1,2,3,4])  # RIGHT





array 将序列转换为二维数组、序列转换为三维数组等等。

>>> b = np.array([(1.5,2,3), (4,5,6)])
>>> b
array([[ 1.5,  2. ,  3. ],
       [ 4. ,  5. ,  6. ]])





数组的类型也可以在创建时显式指定：

>>> c = np.array( [ [1,2], [3,4] ], dtype=complex )
>>> c
array([[ 1.+0.j,  2.+0.j],
       [ 3.+0.j,  4.+0.j]])





通常，数组的元素最初是未知的，但其大小是已知的。因此，numpy提供了几个函数来创建带有初始占位符内容的数组。这些都将增加阵列的必要性降到最低，这是一项昂贵的操作。

函数 zeros 创建一个满是零的数组，函数 ones 创建一个满是1的数组，函数 empty 创建初始内容是随机的且取决于内存状态的数组。默认情况下，创建的数组的数据类型为 float64 .

>>> np.zeros( (3,4) )
array([[ 0.,  0.,  0.,  0.],
       [ 0.,  0.,  0.,  0.],
       [ 0.,  0.,  0.,  0.]])
>>> np.ones( (2,3,4), dtype=np.int16 )                # dtype can also be specified
array([[[ 1, 1, 1, 1],
        [ 1, 1, 1, 1],
        [ 1, 1, 1, 1]],
       [[ 1, 1, 1, 1],
        [ 1, 1, 1, 1],
        [ 1, 1, 1, 1]]], dtype=int16)
>>> np.empty( (2,3) )                                 # uninitialized, output may vary
array([[  3.73603959e-262,   6.02658058e-154,   6.55490914e-260],
       [  5.30498948e-313,   3.14673309e-307,   1.00000000e+000]])





为了创建数字序列，numpy提供了一个类似于 range 返回数组而不是列表。

>>> np.arange( 10, 30, 5 )
array([10, 15, 20, 25])
>>> np.arange( 0, 2, 0.3 )                 # it accepts float arguments
array([ 0. ,  0.3,  0.6,  0.9,  1.2,  1.5,  1.8])





什么时候？ arange 与浮点参数一起使用时，由于浮点精度有限，通常无法预测获得的元素数。因此，通常最好使用函数 linspace 作为参数接收所需元素的数量，而不是步骤：

>>> from numpy import pi
>>> np.linspace( 0, 2, 9 )                 # 9 numbers from 0 to 2
array([ 0.  ,  0.25,  0.5 ,  0.75,  1.  ,  1.25,  1.5 ,  1.75,  2.  ])
>>> x = np.linspace( 0, 2*pi, 100 )        # useful to evaluate function at lots of points
>>> f = np.sin(x)






参见

array,
zeros,
zeros_like,
ones,
ones_like,
empty,
empty_like,
arange,
linspace,
numpy.random.rand,
numpy.random.randn,
fromfunction,
fromfile






列印阵列¶

打印数组时，numpy以类似于嵌套列表的方式显示数组，但使用以下布局：


	最后一个轴从左到右打印，

	“倒数第二个”从上到下打印，

	其余的部分也从上到下打印，每个部分与下一个部分之间用空行分隔。



然后一维数组被打印成行，二维数组被打印成矩阵，三维数组被打印成矩阵列表。

>>> a = np.arange(6)                         # 1d array
>>> print(a)
[0 1 2 3 4 5]
>>>
>>> b = np.arange(12).reshape(4,3)           # 2d array
>>> print(b)
[[ 0  1  2]
 [ 3  4  5]
 [ 6  7  8]
 [ 9 10 11]]
>>>
>>> c = np.arange(24).reshape(2,3,4)         # 3d array
>>> print(c)
[[[ 0  1  2  3]
  [ 4  5  6  7]
  [ 8  9 10 11]]
 [[12 13 14 15]
  [16 17 18 19]
  [20 21 22 23]]]





见 below 获取更多详细信息 reshape .

如果数组太大而无法打印，numpy会自动跳过数组的中心部分，只打印角：

>>> print(np.arange(10000))
[   0    1    2 ..., 9997 9998 9999]
>>>
>>> print(np.arange(10000).reshape(100,100))
[[   0    1    2 ...,   97   98   99]
 [ 100  101  102 ...,  197  198  199]
 [ 200  201  202 ...,  297  298  299]
 ...,
 [9700 9701 9702 ..., 9797 9798 9799]
 [9800 9801 9802 ..., 9897 9898 9899]
 [9900 9901 9902 ..., 9997 9998 9999]]





要禁用此行为并强制numpy打印整个数组，可以使用 set_printoptions .

>>> np.set_printoptions(threshold=np.nan)








基本操作¶

应用数组上的算术运算符 元素的 . 将创建一个新数组并用结果填充。

>>> a = np.array( [20,30,40,50] )
>>> b = np.arange( 4 )
>>> b
array([0, 1, 2, 3])
>>> c = a-b
>>> c
array([20, 29, 38, 47])
>>> b**2
array([0, 1, 4, 9])
>>> 10*np.sin(a)
array([ 9.12945251, -9.88031624,  7.4511316 , -2.62374854])
>>> a<35
array([ True, True, False, False])





与许多矩阵语言不同，产品运算符 * 在numpy数组中操作elementwise。矩阵产品可以使用 @ 运算符（在python中>=3.5）或 dot 函数或方法：

>>> A = np.array( [[1,1],
...             [0,1]] )
>>> B = np.array( [[2,0],
...             [3,4]] )
>>> A * B                       # elementwise product
array([[2, 0],
       [0, 4]])
>>> A @ B                       # matrix product
array([[5, 4],
       [3, 4]])
>>> A.dot(B)                    # another matrix product
array([[5, 4],
       [3, 4]])





一些操作，例如 += 和 *= ，就地修改现有数组，而不是创建新数组。

>>> a = np.ones((2,3), dtype=int)
>>> b = np.random.random((2,3))
>>> a *= 3
>>> a
array([[3, 3, 3],
       [3, 3, 3]])
>>> b += a
>>> b
array([[ 3.417022  ,  3.72032449,  3.00011437],
       [ 3.30233257,  3.14675589,  3.09233859]])
>>> a += b                  # b is not automatically converted to integer type
Traceback (most recent call last):
  ...
TypeError: Cannot cast ufunc add output from dtype('float64') to dtype('int64') with casting rule 'same_kind'





当对不同类型的数组进行操作时，得到的数组的类型对应于更一般或更精确的数组（一种称为上溯的行为）。

>>> a = np.ones(3, dtype=np.int32)
>>> b = np.linspace(0,pi,3)
>>> b.dtype.name
'float64'
>>> c = a+b
>>> c
array([ 1.        ,  2.57079633,  4.14159265])
>>> c.dtype.name
'float64'
>>> d = np.exp(c*1j)
>>> d
array([ 0.54030231+0.84147098j, -0.84147098+0.54030231j,
       -0.54030231-0.84147098j])
>>> d.dtype.name
'complex128'





许多一元操作，例如计算数组中所有元素的总和，都是作为 ndarray 班级。

>>> a = np.random.random((2,3))
>>> a
array([[ 0.18626021,  0.34556073,  0.39676747],
       [ 0.53881673,  0.41919451,  0.6852195 ]])
>>> a.sum()
2.5718191614547998
>>> a.min()
0.1862602113776709
>>> a.max()
0.6852195003967595





默认情况下，这些操作应用于数组，就好像它是一个数字列表，而不管其形状如何。但是，通过指定 axis 参数可以沿数组的指定轴应用操作：

>>> b = np.arange(12).reshape(3,4)
>>> b
array([[ 0,  1,  2,  3],
       [ 4,  5,  6,  7],
       [ 8,  9, 10, 11]])
>>>
>>> b.sum(axis=0)                            # sum of each column
array([12, 15, 18, 21])
>>>
>>> b.min(axis=1)                            # min of each row
array([0, 4, 8])
>>>
>>> b.cumsum(axis=1)                         # cumulative sum along each row
array([[ 0,  1,  3,  6],
       [ 4,  9, 15, 22],
       [ 8, 17, 27, 38]])








通用函数¶

numpy提供了熟悉的数学函数，如sin、cos和exp。在numpy中，这些函数称为“通用函数”。（ufunc ）在numpy中，这些函数对数组进行元素操作，生成一个数组作为输出。

>>> B = np.arange(3)
>>> B
array([0, 1, 2])
>>> np.exp(B)
array([ 1.        ,  2.71828183,  7.3890561 ])
>>> np.sqrt(B)
array([ 0.        ,  1.        ,  1.41421356])
>>> C = np.array([2., -1., 4.])
>>> np.add(B, C)
array([ 2.,  0.,  6.])






参见

all,
any,
apply_along_axis,
argmax,
argmin,
argsort,
average,
bincount,
ceil,
clip,
conj,
corrcoef,
cov,
cross,
cumprod,
cumsum,
diff,
dot,
floor,
inner,
inv,
lexsort,
max,
maximum,
mean,
median,
min,
minimum,
nonzero,
outer,
prod,
re,
round,
sort,
std,
sum,
trace,
transpose,
var,
vdot,
vectorize,
where






索引、切片和迭代¶

One-dimensional 数组可以被索引、切片和迭代，就像 lists _以及其他的python序列。

>>> a = np.arange(10)**3
>>> a
array([  0,   1,   8,  27,  64, 125, 216, 343, 512, 729])
>>> a[2]
8
>>> a[2:5]
array([ 8, 27, 64])
>>> a[:6:2] = -1000    # equivalent to a[0:6:2] = -1000; from start to position 6, exclusive, set every 2nd element to -1000
>>> a
array([-1000,     1, -1000,    27, -1000,   125,   216,   343,   512,   729])
>>> a[ : :-1]                                 # reversed a
array([  729,   512,   343,   216,   125, -1000,    27, -1000,     1, -1000])
>>> for i in a:
...     print(i**(1/3.))
...
nan
1.0
nan
3.0
nan
5.0
6.0
7.0
8.0
9.0





多维的 数组每个轴可以有一个索引。这些索引以一个用逗号分隔的元组给出：

>>> def f(x,y):
...     return 10*x+y
...
>>> b = np.fromfunction(f,(5,4),dtype=int)
>>> b
array([[ 0,  1,  2,  3],
       [10, 11, 12, 13],
       [20, 21, 22, 23],
       [30, 31, 32, 33],
       [40, 41, 42, 43]])
>>> b[2,3]
23
>>> b[0:5, 1]                       # each row in the second column of b
array([ 1, 11, 21, 31, 41])
>>> b[ : ,1]                        # equivalent to the previous example
array([ 1, 11, 21, 31, 41])
>>> b[1:3, : ]                      # each column in the second and third row of b
array([[10, 11, 12, 13],
       [20, 21, 22, 23]])





当提供的索引少于轴的数目时，丢失的索引被视为完整的切片。:

>>> b[-1]                                  # the last row. Equivalent to b[-1,:]
array([40, 41, 42, 43])





中括号内的表达式 b[i] is treated as an i followed by as many instances of : as needed to represent the remaining axes. NumPy also allows you to write this using dots as `` 乙 [我，…] ''.

这个 dots  (... ）根据需要表示尽可能多的冒号，以生成完整的索引元组。例如，如果 x 是一个有5个轴的数组，然后


	x[1,2,...] 等于 x[1,2,:,:,:] ，

	x[...,3] 到 x[:,:,:,:,3] 和

	x[4,...,5,:] 到 x[4,:,:,5,:] .



>>> c = np.array( [[[  0,  1,  2],               # a 3D array (two stacked 2D arrays)
...                 [ 10, 12, 13]],
...                [[100,101,102],
...                 [110,112,113]]])
>>> c.shape
(2, 2, 3)
>>> c[1,...]                                   # same as c[1,:,:] or c[1]
array([[100, 101, 102],
       [110, 112, 113]])
>>> c[...,2]                                   # same as c[:,:,2]
array([[  2,  13],
       [102, 113]])





迭代 在多维数组上，相对于第一个轴：

>>> for row in b:
...     print(row)
...
[0 1 2 3]
[10 11 12 13]
[20 21 22 23]
[30 31 32 33]
[40 41 42 43]





但是，如果要对数组中的每个元素执行操作，可以使用 flat 属性是 iterator _在数组的所有元素上：：

>>> for element in b.flat:
...     print(element)
...
0
1
2
3
10
11
12
13
20
21
22
23
30
31
32
33
40
41
42
43






参见

索引,
索引 (reference),
newaxis,
ndenumerate,
indices








形状操纵¶


更改数组的形状¶

数组的形状由沿每个轴的元素数给定：

>>> a = np.floor(10*np.random.random((3,4)))
>>> a
array([[ 2.,  8.,  0.,  6.],
       [ 4.,  5.,  1.,  1.],
       [ 8.,  9.,  3.,  6.]])
>>> a.shape
(3, 4)





数组的形状可以通过各种命令更改。请注意，以下三个命令都返回一个已修改的数组，但不更改原始数组：：

>>> a.ravel()  # returns the array, flattened
array([ 2.,  8.,  0.,  6.,  4.,  5.,  1.,  1.,  8.,  9.,  3.,  6.])
>>> a.reshape(6,2)  # returns the array with a modified shape
array([[ 2.,  8.],
       [ 0.,  6.],
       [ 4.,  5.],
       [ 1.,  1.],
       [ 8.,  9.],
       [ 3.,  6.]])
>>> a.T  # returns the array, transposed
array([[ 2.,  4.,  8.],
       [ 8.,  5.,  9.],
       [ 0.,  1.,  3.],
       [ 6.,  1.,  6.]])
>>> a.T.shape
(4, 3)
>>> a.shape
(3, 4)





ravel（）产生的数组元素的顺序通常是“c-style”，即最右边的索引“更改最快”，因此 [0,0] 是一个 [0,1] . 如果数组被重新整形为其他形状，则该数组再次被视为“C样式”。numpy通常创建按此顺序存储的数组，因此ravel（）通常不需要复制其参数，但如果该数组是通过获取另一个数组的切片创建的，或者是使用不寻常的选项创建的，则可能需要复制它。函数ravel（）和reforme（）也可以使用可选参数指示使用Fortran样式的数组，其中最左边的索引更改最快。

这个 reshape 函数返回其具有已修改形状的参数，而 ndarray.resize 方法修改数组本身：：

>>> a
array([[ 2.,  8.,  0.,  6.],
       [ 4.,  5.,  1.,  1.],
       [ 8.,  9.,  3.,  6.]])
>>> a.resize((2,6))
>>> a
array([[ 2.,  8.,  0.,  6.,  4.,  5.],
       [ 1.,  1.,  8.,  9.,  3.,  6.]])





如果在整形操作中某个维度被指定为-1，则其他维度将自动计算：

>>> a.reshape(3,-1)
array([[ 2.,  8.,  0.,  6.],
       [ 4.,  5.,  1.,  1.],
       [ 8.,  9.,  3.,  6.]])






参见

ndarray.shape,
reshape,
resize,
ravel






将不同的阵列堆叠在一起¶

几个数组可以沿不同的轴堆叠在一起：

>>> a = np.floor(10*np.random.random((2,2)))
>>> a
array([[ 8.,  8.],
       [ 0.,  0.]])
>>> b = np.floor(10*np.random.random((2,2)))
>>> b
array([[ 1.,  8.],
       [ 0.,  4.]])
>>> np.vstack((a,b))
array([[ 8.,  8.],
       [ 0.,  0.],
       [ 1.,  8.],
       [ 0.,  4.]])
>>> np.hstack((a,b))
array([[ 8.,  8.,  1.,  8.],
       [ 0.,  0.,  0.,  4.]])





函数 column_stack 将一维数组作为列堆叠到二维数组中。它相当于 hstack 仅适用于二维阵列：

>>> from numpy import newaxis
>>> np.column_stack((a,b))     # with 2D arrays
array([[ 8.,  8.,  1.,  8.],
       [ 0.,  0.,  0.,  4.]])
>>> a = np.array([4.,2.])
>>> b = np.array([3.,8.])
>>> np.column_stack((a,b))     # returns a 2D array
array([[ 4., 3.],
       [ 2., 8.]])
>>> np.hstack((a,b))           # the result is different
array([ 4., 2., 3., 8.])
>>> a[:,newaxis]               # this allows to have a 2D columns vector
array([[ 4.],
       [ 2.]])
>>> np.column_stack((a[:,newaxis],b[:,newaxis]))
array([[ 4.,  3.],
       [ 2.,  8.]])
>>> np.hstack((a[:,newaxis],b[:,newaxis]))   # the result is the same
array([[ 4.,  3.],
       [ 2.,  8.]])





另一方面，功能 row_stack 等于 vstack 对于任何输入数组。一般来说，对于二维以上的阵列， hstack 沿着第二个轴堆叠， vstack 沿着第一个轴堆叠，以及 concatenate 允许一个可选参数，给出发生连接的轴的编号。

Note

在复杂情况下， r_ 和 c_ 用于通过沿一个轴堆叠数字来创建阵列。它们允许使用范围文本（“：”）：：

>>> np.r_[1:4,0,4]
array([1, 2, 3, 0, 4])





将数组用作参数时， r_ 和 c_ 类似于 vstack 和 hstack 在它们的默认行为中，但是允许使用一个可选参数，给出要连接的轴的编号。


参见

hstack,
vstack,
column_stack,
concatenate,
c_,
r_






将一个数组拆分为几个较小的数组¶

使用 hsplit ，可以沿水平轴拆分数组，方法是指定要返回的等形状数组的数目，或者指定在其后面进行拆分的列：

>>> a = np.floor(10*np.random.random((2,12)))
>>> a
array([[ 9.,  5.,  6.,  3.,  6.,  8.,  0.,  7.,  9.,  7.,  2.,  7.],
       [ 1.,  4.,  9.,  2.,  2.,  1.,  0.,  6.,  2.,  2.,  4.,  0.]])
>>> np.hsplit(a,3)   # Split a into 3
[array([[ 9.,  5.,  6.,  3.],
       [ 1.,  4.,  9.,  2.]]), array([[ 6.,  8.,  0.,  7.],
       [ 2.,  1.,  0.,  6.]]), array([[ 9.,  7.,  2.,  7.],
       [ 2.,  2.,  4.,  0.]])]
>>> np.hsplit(a,(3,4))   # Split a after the third and the fourth column
[array([[ 9.,  5.,  6.],
       [ 1.,  4.,  9.]]), array([[ 3.],
       [ 2.]]), array([[ 6.,  8.,  0.,  7.,  9.,  7.,  2.,  7.],
       [ 2.,  1.,  0.,  6.,  2.,  2.,  4.,  0.]])]





vsplit 沿垂直轴拆分，以及 array_split 允许指定沿哪个轴拆分。






副本和视图¶

在操作和操作数组时，它们的数据有时会被复制到新的数组中，有时则不会。对于初学者来说，这常常是一个困惑的根源。有三种情况：


根本没有复制品¶

简单分配不复制数组对象或其数据。

>>> a = np.arange(12)
>>> b = a            # no new object is created
>>> b is a           # a and b are two names for the same ndarray object
True
>>> b.shape = 3,4    # changes the shape of a
>>> a.shape
(3, 4)





python将可变对象作为引用传递，因此函数调用不进行复制。

>>> def f(x):
...     print(id(x))
...
>>> id(a)                           # id is a unique identifier of an object
148293216
>>> f(a)
148293216








查看或浅复制¶

不同的数组对象可以共享相同的数据。这个 view 方法创建一个新的数组对象，该对象查看相同的数据。

>>> c = a.view()
>>> c is a
False
>>> c.base is a                        # c is a view of the data owned by a
True
>>> c.flags.owndata
False
>>>
>>> c.shape = 2,6                      # a's shape doesn't change
>>> a.shape
(3, 4)
>>> c[0,4] = 1234                      # a's data changes
>>> a
array([[   0,    1,    2,    3],
       [1234,    5,    6,    7],
       [   8,    9,   10,   11]])





切片数组返回其视图：：

>>> s = a[ : , 1:3]     # spaces added for clarity; could also be written "s = a[:,1:3]"
>>> s[:] = 10           # s[:] is a view of s. Note the difference between s=10 and s[:]=10
>>> a
array([[   0,   10,   10,    3],
       [1234,   10,   10,    7],
       [   8,   10,   10,   11]])








深拷贝¶

这个 copy 方法生成数组及其数据的完整副本。

>>> d = a.copy()                          # a new array object with new data is created
>>> d is a
False
>>> d.base is a                           # d doesn't share anything with a
False
>>> d[0,0] = 9999
>>> a
array([[   0,   10,   10,    3],
       [1234,   10,   10,    7],
       [   8,   10,   10,   11]])





有时 copy 如果不再需要原始数组，则应在切片后调用。例如，假设 a 是一个巨大的中间结果和最终结果 b 只包含一小部分 a ，在构造时应进行深度复制 b 切片：

>>> a = np.arange(int(1e8))
>>> b = a[:100].copy()
>>> del a  # the memory of ``a`` can be released.





如果 b = a[:100] 而是使用， a 被引用 b 即使 del a 执行。




功能和方法概述¶

下面是按类别排列的一些有用的numpy函数和方法名称的列表。见 日常工作 完整的列表。


	数组创建

	arange,
array,
copy,
empty,
empty_like,
eye,
fromfile,
fromfunction,
identity,
linspace,
logspace,
mgrid,
ogrid,
ones,
ones_like,
r,
zeros,
zeros_like

	转换

	ndarray.astype,
atleast_1d,
atleast_2d,
atleast_3d,
mat

	手法

	array_split,
column_stack,
concatenate,
diagonal,
dsplit,
dstack,
hsplit,
hstack,
ndarray.item,
newaxis,
ravel,
repeat,
reshape,
resize,
squeeze,
swapaxes,
take,
transpose,
vsplit,
vstack

	问题

	all,
any,
nonzero,
where

	排序

	argmax,
argmin,
argsort,
max,
min,
ptp,
searchsorted,
sort

	操作

	choose,
compress,
cumprod,
cumsum,
inner,
ndarray.fill,
imag,
prod,
put,
putmask,
real,
sum

	基础统计学

	cov,
mean,
std,
var

	基本线性代数

	cross,
dot,
outer,
linalg.svd,
vdot








较少基础¶


广播规则¶

广播允许通用功能以有意义的方式处理形状不完全相同的输入。

广播的第一条规则是，如果所有输入数组的维数都不相同，则会重复在较小数组的形状前面加上“1”，直到所有数组的维数都相同。

第二个广播规则确保沿特定维度的大小为1的数组的大小与沿该维度的最大形状的数组的大小相同。假定数组元素的值在“广播”数组的该维度上相同。

应用广播规则后，所有阵列的大小必须匹配。有关更多详细信息，请参见 广播 .






花哨的索引和索引技巧¶

numpy提供了比常规的python序列更多的索引工具。正如我们前面看到的，除了按整数和片索引之外，还可以按整数数组和布尔数组索引数组。


用索引数组索引¶

>>> a = np.arange(12)**2                       # the first 12 square numbers
>>> i = np.array( [ 1,1,3,8,5 ] )              # an array of indices
>>> a[i]                                       # the elements of a at the positions i
array([ 1,  1,  9, 64, 25])
>>>
>>> j = np.array( [ [ 3, 4], [ 9, 7 ] ] )      # a bidimensional array of indices
>>> a[j]                                       # the same shape as j
array([[ 9, 16],
       [81, 49]])





当索引数组 a 是多维的，单个索引数组引用 a . 下面的示例通过使用调色板将标签图像转换为彩色图像来显示此行为。

>>> palette = np.array( [ [0,0,0],                # black
...                       [255,0,0],              # red
...                       [0,255,0],              # green
...                       [0,0,255],              # blue
...                       [255,255,255] ] )       # white
>>> image = np.array( [ [ 0, 1, 2, 0 ],           # each value corresponds to a color in the palette
...                     [ 0, 3, 4, 0 ]  ] )
>>> palette[image]                            # the (2,4,3) color image
array([[[  0,   0,   0],
        [255,   0,   0],
        [  0, 255,   0],
        [  0,   0,   0]],
       [[  0,   0,   0],
        [  0,   0, 255],
        [255, 255, 255],
        [  0,   0,   0]]])





我们还可以为多个维度提供索引。每个维度的索引数组必须具有相同的形状。

>>> a = np.arange(12).reshape(3,4)
>>> a
array([[ 0,  1,  2,  3],
       [ 4,  5,  6,  7],
       [ 8,  9, 10, 11]])
>>> i = np.array( [ [0,1],                        # indices for the first dim of a
...                 [1,2] ] )
>>> j = np.array( [ [2,1],                        # indices for the second dim
...                 [3,3] ] )
>>>
>>> a[i,j]                                     # i and j must have equal shape
array([[ 2,  5],
       [ 7, 11]])
>>>
>>> a[i,2]
array([[ 2,  6],
       [ 6, 10]])
>>>
>>> a[:,j]                                     # i.e., a[ : , j]
array([[[ 2,  1],
        [ 3,  3]],
       [[ 6,  5],
        [ 7,  7]],
       [[10,  9],
        [11, 11]]])





当然，我们可以 i 和 j 在一个序列中（比如说一个列表），然后用该列表进行索引。

>>> l = [i,j]
>>> a[l]                                       # equivalent to a[i,j]
array([[ 2,  5],
       [ 7, 11]])





但是，我们不能通过 i 和 j 到数组中，因为此数组将被解释为对a的第一个维度进行索引。

>>> s = np.array( [i,j] )
>>> a[s]                                       # not what we want
Traceback (most recent call last):
  File "<stdin>", line 1, in ?
IndexError: index (3) out of range (0<=index<=2) in dimension 0
>>>
>>> a[tuple(s)]                                # same as a[i,j]
array([[ 2,  5],
       [ 7, 11]])





对数组进行索引的另一个常见用途是搜索时间相关序列的最大值：

>>> time = np.linspace(20, 145, 5)                 # time scale
>>> data = np.sin(np.arange(20)).reshape(5,4)      # 4 time-dependent series
>>> time
array([  20.  ,   51.25,   82.5 ,  113.75,  145.  ])
>>> data
array([[ 0.        ,  0.84147098,  0.90929743,  0.14112001],
       [-0.7568025 , -0.95892427, -0.2794155 ,  0.6569866 ],
       [ 0.98935825,  0.41211849, -0.54402111, -0.99999021],
       [-0.53657292,  0.42016704,  0.99060736,  0.65028784],
       [-0.28790332, -0.96139749, -0.75098725,  0.14987721]])
>>>
>>> ind = data.argmax(axis=0)                  # index of the maxima for each series
>>> ind
array([2, 0, 3, 1])
>>>
>>> time_max = time[ind]                       # times corresponding to the maxima
>>>
>>> data_max = data[ind, range(data.shape[1])] # => data[ind[0],0], data[ind[1],1]...
>>>
>>> time_max
array([  82.5 ,   20.  ,  113.75,   51.25])
>>> data_max
array([ 0.98935825,  0.84147098,  0.99060736,  0.6569866 ])
>>>
>>> np.all(data_max == data.max(axis=0))
True





还可以使用数组索引作为要分配给的目标：：

>>> a = np.arange(5)
>>> a
array([0, 1, 2, 3, 4])
>>> a[[1,3,4]] = 0
>>> a
array([0, 0, 2, 0, 0])





但是，如果索引列表包含重复项，则会多次执行该分配，留下最后一个值：

>>> a = np.arange(5)
>>> a[[0,0,2]]=[1,2,3]
>>> a
array([2, 1, 3, 3, 4])





这是合理的，但是如果您想使用python的 += 构造，因为它可能不符合您的期望：

>>> a = np.arange(5)
>>> a[[0,0,2]]+=1
>>> a
array([1, 1, 3, 3, 4])





即使0在索引列表中出现两次，第0个元素也只增加一次。这是因为python要求“a+=1”等同于“a=a+1”。




使用布尔数组编制索引¶

当我们用（整数）索引数组对数组进行索引时，我们将提供要选择的索引列表。对于布尔索引，方法是不同的；我们显式地选择数组中需要哪些项，不需要哪些项。

对于布尔索引来说，最自然的方法是使用具有 相同的形状 作为原始数组：

>>> a = np.arange(12).reshape(3,4)
>>> b = a > 4
>>> b                                          # b is a boolean with a's shape
array([[False, False, False, False],
       [False,  True,  True,  True],
       [ True,  True,  True,  True]])
>>> a[b]                                       # 1d array with the selected elements
array([ 5,  6,  7,  8,  9, 10, 11])





此属性在工作分配中非常有用：

>>> a[b] = 0                                   # All elements of 'a' higher than 4 become 0
>>> a
array([[0, 1, 2, 3],
       [4, 0, 0, 0],
       [0, 0, 0, 0]])





您可以查看以下示例，了解如何使用布尔索引生成 Mandelbrot set ②：

>>> import numpy as np
>>> import matplotlib.pyplot as plt
>>> def mandelbrot( h,w, maxit=20 ):
...     """Returns an image of the Mandelbrot fractal of size (h,w)."""
...     y,x = np.ogrid[ -1.4:1.4:h*1j, -2:0.8:w*1j ]
...     c = x+y*1j
...     z = c
...     divtime = maxit + np.zeros(z.shape, dtype=int)
...
...     for i in range(maxit):
...         z = z**2 + c
...         diverge = z*np.conj(z) > 2**2            # who is diverging
...         div_now = diverge & (divtime==maxit)  # who is diverging now
...         divtime[div_now] = i                  # note when
...         z[diverge] = 2                        # avoid diverging too much
...
...     return divtime
>>> plt.imshow(mandelbrot(400,400))
>>> plt.show()






[image: ../_images/quickstart-1.png]
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数据类型¶




数据类型¶




参见

Data type objects




数组类型和类型之间的转换¶

numpy支持比python更多的数值类型。本节显示哪些可用，以及如何修改数组的数据类型。

支持的基元类型与C中的基元类型紧密相连：








数组创建¶




数组创建¶




参见

Array creation routines




介绍¶

创建数组的一般机制有5种：


	从其他Python结构（如列表、元组）转换

	内部numpy数组创建对象（例如，arange、one、zero等）

	从磁盘读取阵列，可以是标准格式，也可以是自定义格式

	通过使用字符串或缓冲区从原始字节创建数组

	特殊库功能的使用（如随机）



本节将不介绍复制、连接或以其他方式扩展或改变现有阵列的方法。它也不包括创建对象数组或结构化数组。这两个部分都包含在各自的章节中。




将类似python数组的对象转换为numpy数组¶

通常，在python中，以类似数组的结构排列的数字数据可以通过使用array（）函数转换为数组。最明显的例子是列表和元组。有关其使用的详细信息，请参阅array（）的文档。有些对象可能支持数组协议，并允许以这种方式转换到数组。使用array（）来确定对象是否可以转换为numpy数组的一个简单方法就是交互地尝试它，看看它是否有效！（ Python 的方式）。

例子：：

>>> x = np.array([2,3,1,0])
>>> x = np.array([2, 3, 1, 0])
>>> x = np.array([[1,2.0],[0,0],(1+1j,3.)]) # note mix of tuple and lists,
    and types
>>> x = np.array([[ 1.+0.j, 2.+0.j], [ 0.+0.j, 0.+0.j], [ 1.+1.j, 3.+0.j]])








内部numpy数组创建¶

numpy有内置的函数，可以从头创建数组：

零（形状）将创建一个用指定形状填充0值的数组。默认的数据类型是float64。：：

>>> np.zeros((2, 3))
array([[ 0., 0., 0.], [ 0., 0., 0.]])





一个（形状）将创建一个由1个值填充的数组。它在所有其他方面都与零相同。

arange（）将创建具有规则递增值的数组。请检查docstring以获取有关其各种使用方法的完整信息。这里将给出几个例子：：

>>> np.arange(10)
array([0, 1, 2, 3, 4, 5, 6, 7, 8, 9])
>>> np.arange(2, 10, dtype=float)
array([ 2., 3., 4., 5., 6., 7., 8., 9.])
>>> np.arange(2, 3, 0.1)
array([ 2. , 2.1, 2.2, 2.3, 2.4, 2.5, 2.6, 2.7, 2.8, 2.9])





注意，对于用户应该知道的最后一次使用，有一些微妙的地方在arange docstring中描述。

linspace（）将创建具有指定数量元素的数组，并在指定的开始值和结束值之间等距分布。例如：

>>> np.linspace(1., 4., 6)
array([ 1. ,  1.6,  2.2,  2.8,  3.4,  4. ])





这个创建函数的优点是可以保证元素的数量以及开始和结束点，而arange（）通常不会对任意的开始、停止和步骤值执行此操作。

indexs（）将创建一组数组（堆叠为一个更高维度的数组），每个维度一个数组，每个数组表示该维度中的变量。一个例子说明了比口头描述好得多：：：

>>> np.indices((3,3))
array([[[0, 0, 0], [1, 1, 1], [2, 2, 2]], [[0, 1, 2], [0, 1, 2], [0, 1, 2]]])





这对于在规则网格上评估多个维度的函数特别有用。




从磁盘读取阵列¶

这可能是创建大型数组最常见的情况。当然，细节在很大程度上取决于磁盘上数据的格式，因此本节只能给出如何处理各种格式的一般性指针。


标准二进制格式¶

各种字段都有数组数据的标准格式。下面列出了具有已知的python库来读取它们并返回numpy数组的那些库（可能还有其他库可以读取并转换为numpy数组，因此请检查最后一节）：：

HDF5: h5py
FITS: Astropy





不能直接读取但不难转换的格式示例是PIL等库支持的格式（能够读取和写入许多图像格式，如JPG、PNG等）。




通用ASCII格式¶

逗号分隔值文件（comma-separated value files，csv）被广泛使用（也是Excel等程序的导出和导入选项）。在python中有许多方法可以读取这些文件。python中有csv函数，pylab中有函数（matplotlib的一部分）。

使用scipy中的IO包可以读取更多通用的ASCII文件。




自定义二进制格式¶

我们可以使用多种方法。如果文件的格式相对简单，那么可以编写一个简单的I/O库，并使用numpy fromfile（）函数和.to file（）方法直接读取和写入numpy数组（注意字节顺序！）如果一个好的C或C++库存在读取数据，则可以用多种技术来封装该库，尽管这肯定是更为有用的工作，并且需要更高级的知识来与C或C++接口。




特殊类库的使用¶

有些库可用于生成特殊用途的数组，因此无法枚举所有这些库。最常见的用途是使用可以生成随机值数组的多个随机数组生成函数，以及一些用于生成特殊矩阵（例如对角线）的实用函数。









              



NumPy 输入输出¶




NumPy 输入输出¶





	导入数据时使用 genfromtxt
	定义输入

	将行拆分为列

	跳过行并选择列

	选择数据类型

	设置名称

	调整转换

	快捷方式功能













              



导入数据时使用 genfromtxt¶




导入数据时使用 genfromtxt¶



numpy提供了几个从表格数据创建数组的函数。我们关注的是 genfromtxt 功能。

简而言之， genfromtxt 运行两个主循环。第一个循环以字符串序列转换文件的每一行。第二个循环将每个字符串转换为适当的数据类型。这种机制比单个循环慢，但具有更大的灵活性。特别地， genfromtxt 当其他更快、更简单的功能如 loadtxt 不能。


注解

在举例时，我们将使用以下约定：

>>> import numpy as np
>>> from io import StringIO








定义输入¶

唯一的强制性论点 genfromtxt 是数据源。它可以是字符串、字符串列表或生成器。如果提供单个字符串，则假定它是本地或远程文件的名称，或者是具有 read 方法，例如文件或 io.StringIO 对象。如果提供了字符串列表或返回字符串的生成器，则每个字符串在一个文件中被视为一行。当传递远程文件的URL时，该文件将自动下载到当前目录并打开。

可识别的文件类型是文本文件和存档。目前，功能识别 gzip 和 bz2  (bzip2 档案。存档类型由文件扩展名确定：如果文件名以 '.gz' ，A gzip 需要存档；如果以 'bz2' ，A bzip2 假设为存档。




将行拆分为列¶


这个 delimiter 论点¶

一旦文件被定义并打开以供读取， genfromtxt 将每个非空行拆分为一系列字符串。只跳过空行或注释行。这个 delimiter 关键字用于定义应如何进行拆分。

通常，一个字符标记列之间的分隔。例如，逗号分隔文件（csv）使用逗号 (, ）或者分号 (; ）作为分隔符：：

>>> data = u"1, 2, 3\n4, 5, 6"
>>> np.genfromtxt(StringIO(data), delimiter=",")
array([[ 1.,  2.,  3.],
       [ 4.,  5.,  6.]])





另一个常见的分隔符是 "\t" ，制表符。但是，我们不局限于单个字符，任何字符串都可以。默认情况下， genfromtxt 假设 delimiter=None ，表示该行沿空白（包括制表符）拆分，连续的空白视为单个空白。

或者，我们可以处理固定宽度的文件，其中列被定义为给定数量的字符。在这种情况下，我们需要 delimiter 对于单个整数（如果所有列的大小相同）或整数序列（如果列的大小不同）：：

>>> data = u"  1  2  3\n  4  5 67\n890123  4"
>>> np.genfromtxt(StringIO(data), delimiter=3)
array([[   1.,    2.,    3.],
       [   4.,    5.,   67.],
       [ 890.,  123.,    4.]])
>>> data = u"123456789\n   4  7 9\n   4567 9"
>>> np.genfromtxt(StringIO(data), delimiter=(4, 3, 2))
array([[ 1234.,   567.,    89.],
       [    4.,     7.,     9.],
       [    4.,   567.,     9.]])








这个 autostrip 论点¶

默认情况下，当一行分解为一系列字符串时，单个条目不会被去掉前导空格或尾随空格。通过设置可选参数可以覆盖此行为 autostrip 达到一定的价值 True ：：

>>> data = u"1, abc , 2\n 3, xxx, 4"
>>> # Without autostrip
>>> np.genfromtxt(StringIO(data), delimiter=",", dtype="|U5")
array([['1', ' abc ', ' 2'],
       ['3', ' xxx', ' 4']],
      dtype='|U5')
>>> # With autostrip
>>> np.genfromtxt(StringIO(data), delimiter=",", dtype="|U5", autostrip=True)
array([['1', 'abc', '2'],
       ['3', 'xxx', '4']],
      dtype='|U5')








这个 comments 论点¶

可选参数 comments 用于定义标记注释开头的字符串。默认情况下， genfromtxt 假设 comments='#' .  注释标记可能出现在行的任何位置。注释标记后出现的任何字符都将被忽略：

>>> data = u"""#
... # Skip me !
... # Skip me too !
... 1, 2
... 3, 4
... 5, 6 #This is the third line of the data
... 7, 8
... # And here comes the last line
... 9, 0
... """
>>> np.genfromtxt(StringIO(data), comments="#", delimiter=",")
[[ 1.  2.]
 [ 3.  4.]
 [ 5.  6.]
 [ 7.  8.]
 [ 9.  0.]]






1.7.0 新版功能: 什么时候？ comments 设置为 None ，没有任何行被视为注释。




注解

这种行为有一个显著的例外：如果可选参数 names=True ，将检查第一行注释的名称。








跳过行并选择列¶


这个 skip_header 和 skip_footer 争论¶

文件中的头可能会妨碍数据处理。在这种情况下，我们需要使用 skip_header 可选参数。在执行任何其他操作之前，此参数的值必须是与要在文件开头跳过的行数相对应的整数。同样，我们可以跳过最后一个 n 通过使用 skip_footer 属性并赋予其值 n ：：

>>> data = u"\n".join(str(i) for i in range(10))
>>> np.genfromtxt(StringIO(data),)
array([ 0.,  1.,  2.,  3.,  4.,  5.,  6.,  7.,  8.,  9.])
>>> np.genfromtxt(StringIO(data),
...               skip_header=3, skip_footer=5)
array([ 3.,  4.])





默认情况下， skip_header=0 和 skip_footer=0 ，表示不跳过任何行。




这个 usecols 论点¶

在某些情况下，我们对数据的所有列不感兴趣，只对其中的一些列感兴趣。我们可以选择要用导入的列 usecols 争论。此参数接受与要导入的列的索引对应的单个整数或整数序列。请记住，按照惯例，第一列的索引为0。负整数的行为与常规的python负索引相同。

例如，如果只导入第一列和最后一列，则可以使用 usecols=(0, -1) ：：

>>> data = u"1 2 3\n4 5 6"
>>> np.genfromtxt(StringIO(data), usecols=(0, -1))
array([[ 1.,  3.],
       [ 4.,  6.]])





如果列有名称，我们还可以通过将其名称指定给 usecols 参数，可以是字符串序列，也可以是逗号分隔的字符串：

>>> data = u"1 2 3\n4 5 6"
>>> np.genfromtxt(StringIO(data),
...               names="a, b, c", usecols=("a", "c"))
array([(1.0, 3.0), (4.0, 6.0)],
      dtype=[('a', '<f8'), ('c', '<f8')])
>>> np.genfromtxt(StringIO(data),
...               names="a, b, c", usecols=("a, c"))
    array([(1.0, 3.0), (4.0, 6.0)],
          dtype=[('a', '<f8'), ('c', '<f8')])










选择数据类型¶

控制从文件中读取的字符串序列如何转换为其他类型的主要方法是设置 dtype 争论。此参数的可接受值为：


	单一类型，如 dtype=float . 输出将是具有给定数据类型的2d，除非使用 names 参数（见下文）。注意 dtype=float 是的默认值 genfromtxt .

	一系列类型，如 dtype=(int, float, float) .

	逗号分隔的字符串，如 dtype="i4,f8,|U3" .

	有两个键的字典 'names' 和 'formats' .

	元组序列 (name, type) ，如 dtype=[('A', int), ('B', float)] .

	现有的 numpy.dtype 对象。

	特殊价值 None . 在这种情况下，列的类型将由数据本身决定（见下文）。



在除第一种情况外的所有情况下，输出将是一个具有结构化数据类型的一维数组。此数据类型的字段数与序列中的项目数相同。字段名是用 names 关键字。

什么时候？ dtype=None ，每个列的类型是根据其数据迭代确定的。我们首先检查字符串是否可以转换为布尔值（即，如果字符串匹配 true 或 false 在较低的情况下）；然后它是否可以转换为整数，然后转换为浮点，然后转换为复数，最后转换为字符串。此行为可以通过修改 StringConverter 班级。

选择权 dtype=None 提供方便。但是，它比显式设置数据类型慢得多。




设置名称¶


这个 names 论点¶

处理表格数据时的一种自然方法是为每一列分配一个名称。第一种可能是使用显式结构化数据类型，如前所述：

>>> data = StringIO("1 2 3\n 4 5 6")
>>> np.genfromtxt(data, dtype=[(_, int) for _ in "abc"])
array([(1, 2, 3), (4, 5, 6)],
      dtype=[('a', '<i8'), ('b', '<i8'), ('c', '<i8')])





另一个简单的方法是使用 names 具有字符串序列或逗号分隔字符串的关键字：：

>>> data = StringIO("1 2 3\n 4 5 6")
>>> np.genfromtxt(data, names="A, B, C")
array([(1.0, 2.0, 3.0), (4.0, 5.0, 6.0)],
      dtype=[('A', '<f8'), ('B', '<f8'), ('C', '<f8')])





在上面的示例中，我们使用了这样一个事实：默认情况下， dtype=float . 通过给出一系列名称，我们将强制输出到结构化的数据类型。

有时我们可能需要从数据本身定义列名。在这种情况下，我们必须使用 names 值为的关键字 True .  然后将从第一行（在 skip_header 一个），即使行被注释掉：

>>> data = StringIO("So it goes\n#a b c\n1 2 3\n 4 5 6")
>>> np.genfromtxt(data, skip_header=1, names=True)
array([(1.0, 2.0, 3.0), (4.0, 5.0, 6.0)],
      dtype=[('a', '<f8'), ('b', '<f8'), ('c', '<f8')])





默认值为 names 是 None .  如果我们给关键字赋予任何其他值，新名称将覆盖我们可能用dtype定义的字段名：：

>>> data = StringIO("1 2 3\n 4 5 6")
>>> ndtype=[('a',int), ('b', float), ('c', int)]
>>> names = ["A", "B", "C"]
>>> np.genfromtxt(data, names=names, dtype=ndtype)
array([(1, 2.0, 3), (4, 5.0, 6)],
      dtype=[('A', '<i8'), ('B', '<f8'), ('C', '<i8')])








这个 defaultfmt 论点¶

如果 names=None 但应为结构化数据类型，名称的定义使用标准numpy默认值 "f%i" ，产生类似的名称 f0 ， f1 等等：

>>> data = StringIO("1 2 3\n 4 5 6")
>>> np.genfromtxt(data, dtype=(int, float, int))
array([(1, 2.0, 3), (4, 5.0, 6)],
      dtype=[('f0', '<i8'), ('f1', '<f8'), ('f2', '<i8')])





同样，如果我们没有提供足够的名称来匹配数据类型的长度，那么将使用此默认模板定义缺少的名称：

>>> data = StringIO("1 2 3\n 4 5 6")
>>> np.genfromtxt(data, dtype=(int, float, int), names="a")
array([(1, 2.0, 3), (4, 5.0, 6)],
      dtype=[('a', '<i8'), ('f0', '<f8'), ('f1', '<i8')])





我们可以用 defaultfmt 参数，采用任何格式字符串：：

>>> data = StringIO("1 2 3\n 4 5 6")
>>> np.genfromtxt(data, dtype=(int, float, int), defaultfmt="var_%02i")
array([(1, 2.0, 3), (4, 5.0, 6)],
      dtype=[('var_00', '<i8'), ('var_01', '<f8'), ('var_02', '<i8')])






注解

我们要记住 defaultfmt 仅当需要某些名称但未定义时使用。






正在验证名称¶

具有结构化数据类型的numpy数组也可以查看为 recarray ，可以像访问属性一样访问字段。因此，我们可能需要确保字段名不包含任何空格或无效字符，或者它不对应于标准属性的名称（如 size 或 shape 这会使口译员感到困惑。 genfromtxt 接受三个可选参数，这些参数对名称提供更好的控制：



	deletechars

	给出一个字符串，该字符串组合了必须从名称中删除的所有字符。默认情况下，无效字符为 ~!@#$%^&*()-=+~\|]}}[{{';: /?.>,< .

	excludelist

	提供要排除的名称列表，例如 return ， file ， print …如果输入名称之一是此列表的一部分，则为下划线字符 ('_' ）将附加到其中。

	case_sensitive

	名称是否区分大小写 (case_sensitive=True ）转换为大写 (case_sensitive=False 或 case_sensitive='upper' ）或小写 (case_sensitive='lower' ）











调整转换¶


这个 converters 论点¶

通常，定义一个数据类型就足以定义必须如何转换字符串序列。然而，有时可能需要一些额外的控制。例如，我们可能希望确保日期的格式 YYYY/MM/DD 转换为 datetime 对象，或字符串 xx% 已正确转换为介于0和1之间的浮点。在这种情况下，我们应该用 converters 争论。

此参数的值通常是一个字典，其中列索引或列名作为键，转换函数作为值。这些转换函数可以是实际函数，也可以是lambda函数。在任何情况下，它们应该只接受一个字符串作为输入，只输出所需类型的单个元素。

在下面的示例中，第二列将从表示百分比的字符串转换为介于0和1之间的浮点值：

>>> convertfunc = lambda x: float(x.strip("%"))/100.
>>> data = u"1, 2.3%, 45.\n6, 78.9%, 0"
>>> names = ("i", "p", "n")
>>> # General case .....
>>> np.genfromtxt(StringIO(data), delimiter=",", names=names)
array([(1.0, nan, 45.0), (6.0, nan, 0.0)],
      dtype=[('i', '<f8'), ('p', '<f8'), ('n', '<f8')])





我们需要记住，在默认情况下， dtype=float .  因此，第二列需要一个浮点。但是，字符串 ' 2.3%' 和 ' 78.9%' 无法转换为float，我们最终 np.nan 相反。现在让我们使用转换器：

>>> # Converted case ...
>>> np.genfromtxt(StringIO(data), delimiter=",", names=names,
...               converters={1: convertfunc})
array([(1.0, 0.023, 45.0), (6.0, 0.78900000000000003, 0.0)],
      dtype=[('i', '<f8'), ('p', '<f8'), ('n', '<f8')])





使用第二列的名称可以获得相同的结果。 ("p" ）作为键而不是其索引（1）：：

>>> # Using a name for the converter ...
>>> np.genfromtxt(StringIO(data), delimiter=",", names=names,
...               converters={"p": convertfunc})
array([(1.0, 0.023, 45.0), (6.0, 0.78900000000000003, 0.0)],
      dtype=[('i', '<f8'), ('p', '<f8'), ('n', '<f8')])





转换器还可用于为缺少的条目提供默认值。在下面的示例中，转换器 convert 将剥离的字符串转换为相应的浮点值，如果字符串为空，则转换为-999。我们需要从空格中显式地去掉字符串，因为它在默认情况下不是这样做的：

>>> data = u"1, , 3\n 4, 5, 6"
>>> convert = lambda x: float(x.strip() or -999)
>>> np.genfromtxt(StringIO(data), delimiter=",",
...               converters={1: convert})
array([[   1., -999.,    3.],
       [   4.,    5.,    6.]])








使用缺失值和填充值¶

我们尝试导入的数据集中可能缺少某些条目。在前面的示例中，我们使用转换器将空字符串转换为浮点。然而，用户定义的转换器可能会很快变得难以管理。

这个 genfromtxt 函数提供了另外两种补充机制： missing_values 参数用于识别丢失的数据和第二个参数， filling_values ，用于处理这些丢失的数据。




missing_values¶

默认情况下，任何空字符串都标记为丢失。我们还可以考虑更复杂的字符串，例如 "N/A" 或 "???" 表示丢失或无效的数据。这个 missing_values 参数接受三种值：



	字符串或逗号分隔的字符串

	此字符串将用作所有列缺少数据的标记

	一串字符串

	在这种情况下，每个项目都按顺序关联到一列。

	字典

	字典的值是字符串或字符串序列。相应的键可以是列索引（整数）或列名称（字符串）。另外，专用钥匙 None 可用于定义适用于所有列的默认值。









filling_values¶

我们知道如何识别丢失的数据，但是我们仍然需要为这些丢失的条目提供一个值。默认情况下，此值根据下表从预期的数据类型确定：







索引¶




索引¶




参见

Indexing routines



数组索引是指使用方括号（[]）对数组值进行索引。索引有很多选择，这给numpy索引带来了巨大的力量，但是随着力量的增加，会带来一些复杂性和潜在的混乱。本节只是与索引相关的各种选项和问题的概述。除了单元素索引之外，大多数选项的详细信息都可以在相关章节中找到。


赋值与引用¶

下面的大多数示例显示了在引用数组中的数据时使用索引。这些示例在分配给数组时也同样有效。有关作业如何工作的具体示例和解释，请参见结尾部分。




单元素索引¶

一维数组的单元素索引是我们所期望的。它的工作方式与其他标准的Python序列完全相同。它是基于0的，并且接受从数组末尾开始索引的负索引。：：

>>> x = np.arange(10)
>>> x[2]
2
>>> x[-2]
8





与列表和元组不同，numpy数组支持多维数组的多维索引。这意味着不需要将每个维度的索引分隔成它自己的方括号集。：：

>>> x.shape = (2,5) # now x is 2-dimensional
>>> x[1,3]
8
>>> x[1,-1]
9





请注意，如果一个索引多维数组的索引少于维度，则会得到一个多维数组。例如：

>>> x[0]
array([0, 1, 2, 3, 4])





也就是说，指定的每个索引都选择与所选维度的其余部分对应的数组。在上面的示例中，选择0表示长度5的剩余维度未指定，返回的是该维度和大小的数组。必须注意，返回的数组不是原始数组的副本，而是指向内存中与原始数组相同的值。在这种情况下，返回第一个位置（0）的一维数组。因此，对返回的数组使用单个索引，会导致返回单个元素。那是：：

>>> x[0][2]
2





所以请注意 x[0,2] = x[0][2] 尽管第二种情况效率更低，因为在第一个索引之后创建了一个新的临时数组，随后该索引被2索引。

请注意那些用于IDL或Fortran内存顺序的内存，因为它与索引相关。numpy使用C顺序索引。这意味着最后一个索引通常表示变化最快的内存位置，与FORTRAN或IDL不同，前者表示内存中变化最快的位置。这种差异代表了一种巨大的混淆可能性。




其他索引选项¶

可以对数组进行切片和跨步，以提取具有相同维数但与原始数组大小不同的数组。切片和删除的工作方式与列表和元组完全相同，只是它们也可以应用于多个维度。几个例子最能说明：：

>>> x = np.arange(10)
>>> x[2:5]
array([2, 3, 4])
>>> x[:-7]
array([0, 1, 2])
>>> x[1:7:2]
array([1, 3, 5])
>>> y = np.arange(35).reshape(5,7)
>>> y[1:5:2,::3]
array([[ 7, 10, 13],
       [21, 24, 27]])





请注意，数组切片不会复制内部数组数据，而是只生成原始数据的新视图。

为了将数组中的值列表选择到新数组中，可以将数组与其他数组建立索引。实现这一目标有两种不同的方法。一个使用一个或多个索引值数组。另一种方法是给出一个适当形状的布尔数组，以指示要选择的值。索引数组是一个非常强大的工具，它可以避免在数组中的单个元素上循环，从而大大提高性能。

可以使用特殊功能通过索引有效地增加数组中的维数，从而使生成的数组获得表达式或特定函数所需的形状。




索引数组¶

numpy数组可以与其他数组（或任何其他可以转换为数组的类似序列的对象，如列表，但元组除外；有关这一点的原因，请参见本文档末尾）。索引数组的使用范围从简单、简单的情况到复杂、难以理解的情况。对于索引数组的所有情况，返回的是原始数据的副本，而不是切片的视图。

索引数组必须是整数类型。数组中的每个值指示数组中要使用哪个值来代替索引。举例说明：

>>> x = np.arange(10,1,-1)
>>> x
array([10,  9,  8,  7,  6,  5,  4,  3,  2])
>>> x[np.array([3, 3, 1, 8])]
array([7, 7, 9, 2])





由值3、3、1和8组成的索引数组相应地创建一个长度为4的数组（与索引数组相同），其中每个索引都被索引数组中的值替换。

允许负值，并像处理单个索引或切片那样工作：：：

>>> x[np.array([3,3,-3,8])]
array([7, 7, 4, 2])





索引值越界是错误的：：：

>>> x[np.array([3, 3, 20, 8])]
<type 'exceptions.IndexError'>: index 20 out of bounds 0<=index<9





一般来说，使用索引数组时返回的是一个形状与索引数组相同的数组，但数组的类型和值是被索引的。例如，我们可以使用多维索引数组来代替：：：

>>> x[np.array([[1,1],[2,3]])]
array([[9, 9],
       [8, 7]])








索引多维数组¶

当多维数组被索引时，事情变得更加复杂，特别是在多维索引数组中。这些往往是更不寻常的用途，但它们是允许的，并且对某些问题有用。我们将从最简单的多维情况开始（使用前面示例中的数组y）：：：

>>> y[np.array([0,2,4]), np.array([0,1,2])]
array([ 0, 15, 30])





在这种情况下，如果索引数组具有匹配的形状，并且要索引的数组的每个维度都有一个索引数组，则结果数组与索引数组具有相同的形状，并且值与索引数组中每个位置的索引集相对应。在本例中，两个索引数组的第一个索引值都是0，因此结果数组的第一个值是y。 [0,0] . 下一个值是y [2,1] 最后一个是Y [4,2] .

如果索引数组不具有相同的形状，则尝试将它们广播到相同的形状。如果无法将它们广播到同一形状，将引发异常：：：

>>> y[np.array([0,2,4]), np.array([0,1])]
<type 'exceptions.ValueError'>: shape mismatch: objects cannot be
broadcast to a single shape





广播机制允许索引数组与其他索引的标量相结合。结果是，标量值用于索引数组的所有对应值：：：

>>> y[np.array([0,2,4]), 1]
array([ 1, 15, 29])





跳到复杂度的下一个层次，只可能用索引数组对数组进行部分索引。理解这种情况下会发生什么需要一些思考。例如，如果我们只使用一个索引数组和y:：：

>>> y[np.array([0,2,4])]
array([[ 0,  1,  2,  3,  4,  5,  6],
       [14, 15, 16, 17, 18, 19, 20],
       [28, 29, 30, 31, 32, 33, 34]])





结果是构建一个新数组，其中索引数组的每个值从被索引的数组中选择一行，结果数组具有结果形状（索引元素的数量、行的大小）。

一个可能有用的例子是，对于一个颜色查找表，我们希望将一个图像的值映射到一个用于显示的RGB三元组中。查阅表格可以有一个形状（nlookup，3）。用dtype=np.uint8的形状（ny，nx）的图像（或任何整数类型，只要值与查找表的边界在一起）索引这样的数组将导致形状（ny，nx，3）的数组，其中三倍的rgb值与每个像素位置相关联。

通常，结果数组的形状将是索引数组的形状（或所有索引数组广播到的形状）与被索引数组中任何未使用维度（未索引的维度）的形状的串联。




布尔或“屏蔽”索引数组¶

用作索引的布尔数组的处理方式与索引数组完全不同。布尔数组的形状必须与被索引数组的初始维度相同。在最简单的情况下，布尔数组具有相同的形状：：：

>>> b = y>20
>>> y[b]
array([21, 22, 23, 24, 25, 26, 27, 28, 29, 30, 31, 32, 33, 34])





与整数索引数组的情况不同，在布尔情况下，结果是一个一维数组，其中包含索引数组中对应于布尔数组中所有真元素的所有元素。索引数组中的元素总是迭代并返回到 row-major （C型）订单。结果也与 y[np.nonzero(b)] . 与索引数组一样，返回的是数据的副本，而不是切片视图。

如果Y的维度多于B，则结果将是多维的。例如：：：

>>> b[:,5] # use a 1-D boolean whose first dim agrees with the first dim of y
array([False, False, False,  True,  True])
>>> y[b[:,5]]
array([[21, 22, 23, 24, 25, 26, 27],
       [28, 29, 30, 31, 32, 33, 34]])





在这里，第4行和第5行是从索引数组中选择的，并组合成二维数组。

通常，当布尔数组的维数小于要索引的数组时，这相当于y [B，…] ，也就是说，y被b索引，后面跟着任意多个：根据需要填充y的秩。因此，结果的形状是一个维度，包含布尔数组的真元素数，后面是被索引数组的其余维度。

例如，使用具有四个真元素的二维形状布尔数组（2,3）从三维形状数组（2,3,5）中选择行，将得到形状（4,5）的二维结果：

>>> x = np.arange(30).reshape(2,3,5)
>>> x
array([[[ 0,  1,  2,  3,  4],
        [ 5,  6,  7,  8,  9],
        [10, 11, 12, 13, 14]],
       [[15, 16, 17, 18, 19],
        [20, 21, 22, 23, 24],
        [25, 26, 27, 28, 29]]])
>>> b = np.array([[True, True, False], [False, True, True]])
>>> x[b]
array([[ 0,  1,  2,  3,  4],
       [ 5,  6,  7,  8,  9],
       [20, 21, 22, 23, 24],
       [25, 26, 27, 28, 29]])





有关更多详细信息，请参阅有关数组索引的numpy参考文档。




将索引数组与切片组合¶

索引数组可以与切片组合。例如：

>>> y[np.array([0,2,4]),1:3]
array([[ 1,  2],
       [15, 16],
       [29, 30]])





实际上，切片被转换为索引数组np.array。（ [[1,2] ]）（形状（1,2）），用索引数组广播以生成形状的结果数组（3,2）。

同样，切片可以与广播的布尔索引组合使用：：：

>>> y[b[:,5],1:3]
array([[22, 23],
       [29, 30]])








结构索引工具¶

为了方便将数组形状与表达式和分配进行匹配，可以在数组索引中使用np.newaxis对象添加大小为1的新维度。例如：

>>> y.shape
(5, 7)
>>> y[:,np.newaxis,:].shape
(5, 1, 7)





注意，数组中没有新的元素，只是增加了维数。这样可以方便地将两个数组组合在一起，否则将需要显式地重新整形操作。例如：

>>> x = np.arange(5)
>>> x[:,np.newaxis] + x[np.newaxis,:]
array([[0, 1, 2, 3, 4],
       [1, 2, 3, 4, 5],
       [2, 3, 4, 5, 6],
       [3, 4, 5, 6, 7],
       [4, 5, 6, 7, 8]])





省略号语法可用于指示完全选择任何剩余的未指定维度。例如：

>>> z = np.arange(81).reshape(3,3,3,3)
>>> z[1,...,2]
array([[29, 32, 35],
       [38, 41, 44],
       [47, 50, 53]])





这相当于：：：

>>> z[1,:,:,2]
array([[29, 32, 35],
       [38, 41, 44],
       [47, 50, 53]])








为索引数组赋值¶

如前所述，可以使用单个索引、切片、索引和掩码数组选择要分配给的数组子集。分配给索引数组的值必须是形状一致的（相同的形状或可广播到索引生成的形状）。例如，允许将常量赋给切片：：：

>>> x = np.arange(10)
>>> x[2:7] = 1





或大小合适的数组：：：

>>> x[2:7] = np.arange(5)





请注意，如果将更高的类型分配给较低的类型（如floattoints），甚至是异常（将complex分配给floats或ints），则分配可能会导致更改：：：

>>> x[1] = 1.2
>>> x[1]
1
>>> x[1] = 1.2j
<type 'exceptions.TypeError'>: can't convert complex to long; use
long(abs(z))





与某些引用（如数组和掩码索引）不同的是，总是对数组中的原始数据进行赋值（实际上，没有其他任何东西是有意义的！）不过，请注意，有些行为可能不会像人们天真地期望的那样奏效。这个特殊的例子经常让人感到惊讶：

>>> x = np.arange(0, 50, 10)
>>> x
array([ 0, 10, 20, 30, 40])
>>> x[np.array([1, 1, 3, 1])] += 1
>>> x
array([ 0, 11, 20, 31, 40])





人们期望第一个位置将增加3。实际上，它只会增加1。原因是从包含1、1、3、1处的值的原始数组（作为临时数组）中提取新数组，然后将值1添加到临时数组，然后将临时数组分配回原始数组。因此数组在x处的值 [1] +1分配给X [1] 三次，而不是增加三次。




处理程序中索引的可变数目¶

索引语法非常强大，但在处理数量可变的索引时受到限制。例如，如果您想编写一个函数，该函数可以处理具有不同维数的参数，而不必为每个可能的维数编写特殊的大小写代码，那么该如何完成呢？如果向索引提供元组，则该元组将被解释为索引列表。例如（使用数组z的先前定义）：：

>>> indices = (1,1,1,1)
>>> z[indices]
40





因此，可以使用代码构造任意数量索引的元组，然后在索引中使用这些元组。

可以使用python中的slice（）函数在程序中指定切片。例如：

>>> indices = (1,1,1,slice(0,2)) # same as [1,1,1,0:2]
>>> z[indices]
array([39, 40])





同样，代码也可以通过使用省略号对象来指定省略号：：：

>>> indices = (1, Ellipsis, 1) # same as [1,...,1]
>>> z[indices]
array([[28, 31, 34],
       [37, 40, 43],
       [46, 49, 52]])





因此，可以直接将np.nonzero（）函数的输出用作索引，因为它总是返回索引数组的元组。

由于对元组的特殊处理，它们不会像列表那样自动转换为数组。例如：：：

>>> z[[1,1,1,1]] # produces a large array
array([[[[27, 28, 29],
         [30, 31, 32], ...
>>> z[(1,1,1,1)] # returns a single value
40
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广播¶




参见

numpy.broadcast


	阵列广播

	介绍这里讨论的概念






注解

见 this article 用于说明广播概念。



术语广播描述了numpy如何在算术运算中处理不同形状的数组。受某些限制，较小的数组在较大的数组中“广播”，以便它们具有兼容的形状。广播提供了一种向量化数组操作的方法，以便循环在C中而不是在Python中发生。它可以在不进行不必要的数据复制的情况下做到这一点，并且通常会导致高效的算法实现。然而，有些情况下，广播是一个坏主意，因为它会导致内存使用效率低下，从而减慢计算速度。

numpy操作通常基于元素对数组进行。在最简单的情况下，两个数组的形状必须完全相同，如下例所示：

>>> a = np.array([1.0, 2.0, 3.0])
>>> b = np.array([2.0, 2.0, 2.0])
>>> a * b
array([ 2.,  4.,  6.])





当数组的形状满足某些约束时，numpy的广播规则会放宽此约束。最简单的广播示例是在操作中组合数组和标量值：

>>> a = np.array([1.0, 2.0, 3.0])
>>> b = 2.0
>>> a * b
array([ 2.,  4.,  6.])





结果与前面的示例等效，其中 b 是一个数组。我们可以想到标量 b 存在 拉伸 在对形状与相同的数组执行算术运算时 a . 中的新元素 b 只是原始标量的副本。拉伸类比只是概念上的。numpy足够聪明，可以使用原始的标量值而不进行实际的复制，因此广播操作的内存和计算效率尽可能高。

第二个例子中的代码比第一个例子中的代码更有效，因为广播在乘法过程中移动的内存更少。 (b 是标量而不是数组）。


一般广播规则¶

在两个数组上操作时，numpy会比较它们的形状元素。它从尾随的维度开始，并向前推进。当


	它们是相等的，或者

	其中一个是1



如果不满足这些条件，a ValueError: operands could not be broadcast together 引发异常，指示数组具有不兼容的形状。结果数组的大小是沿着输入数组的每个维度的最大大小。

数组不需要具有相同的 数 尺寸。例如，如果您有 256x256x3 RGB值的数组，如果要按不同的值缩放图像中的每种颜色，可以将图像乘以一个具有3个值的一维数组。根据广播规则排列这些阵列的尾随轴的大小，表明它们是兼容的：

Image  (3d array): 256 x 256 x 3
Scale  (1d array):             3
Result (3d array): 256 x 256 x 3





当比较的两个维度中的任何一个是一个时，使用另一个。换句话说，尺寸为1的尺寸被拉伸或“复制”以匹配另一个尺寸。

在下面的示例中，两个 A 和 B 阵列具有长度为1的轴，在广播操作期间扩展为更大的轴：

A      (4d array):  8 x 1 x 6 x 1
B      (3d array):      7 x 1 x 5
Result (4d array):  8 x 7 x 6 x 5





以下是更多示例：

A      (2d array):  5 x 4
B      (1d array):      1
Result (2d array):  5 x 4

A      (2d array):  5 x 4
B      (1d array):      4
Result (2d array):  5 x 4

A      (3d array):  15 x 3 x 5
B      (3d array):  15 x 1 x 5
Result (3d array):  15 x 3 x 5

A      (3d array):  15 x 3 x 5
B      (2d array):       3 x 5
Result (3d array):  15 x 3 x 5

A      (3d array):  15 x 3 x 5
B      (2d array):       3 x 1
Result (3d array):  15 x 3 x 5





以下是不广播的形状示例：

A      (1d array):  3
B      (1d array):  4 # trailing dimensions do not match

A      (2d array):      2 x 1
B      (3d array):  8 x 4 x 3 # second from last dimensions mismatched





实践中广播的一个例子：

>>> x = np.arange(4)
>>> xx = x.reshape(4,1)
>>> y = np.ones(5)
>>> z = np.ones((3,4))

>>> x.shape
(4,)

>>> y.shape
(5,)

>>> x + y
ValueError: operands could not be broadcast together with shapes (4,) (5,)

>>> xx.shape
(4, 1)

>>> y.shape
(5,)

>>> (xx + y).shape
(4, 5)

>>> xx + y
array([[ 1.,  1.,  1.,  1.,  1.],
       [ 2.,  2.,  2.,  2.,  2.],
       [ 3.,  3.,  3.,  3.,  3.],
       [ 4.,  4.,  4.,  4.,  4.]])

>>> x.shape
(4,)

>>> z.shape
(3, 4)

>>> (x + z).shape
(3, 4)

>>> x + z
array([[ 1.,  2.,  3.,  4.],
       [ 1.,  2.,  3.,  4.],
       [ 1.,  2.,  3.,  4.]])





广播提供了获取两个阵列的外部产品（或任何其他外部操作）的方便方法。以下示例显示两个一维数组的外部加法操作：

>>> a = np.array([0.0, 10.0, 20.0, 30.0])
>>> b = np.array([1.0, 2.0, 3.0])
>>> a[:, np.newaxis] + b
array([[  1.,   2.,   3.],
       [ 11.,  12.,  13.],
       [ 21.,  22.,  23.],
       [ 31.,  32.,  33.]])





这里 newaxis 索引运算符将新轴插入 a 使之成为二维的 4x1 数组。结合 4x1 数组与 b ，有形状 (3,) 产量A 4x3 数组。
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字节排序和数据数组介绍¶

这个 ndarray 是为内存中的数据提供Python数组接口的对象。

通常情况下，使用数组查看的内存与运行python的计算机的字节顺序不同。

例如，我可能在一台有一个小endian CPU的计算机上工作，比如英特尔奔腾，但是我已经从一台大endian计算机写的文件中加载了一些数据。假设我已经从Sun（big endian）计算机编写的文件中加载了4个字节。我知道这4个字节代表两个16位整数。在big-endian机器上，两个字节的整数首先存储最有效字节（msb），然后存储最低有效字节（lsb）。因此，字节按内存顺序为：


	MSB整数1

	LSB整数1

	MSB整数2

	LSB整数2



假设这两个整数实际上是1和770。因为770=256*3+2，内存中的4个字节将分别包含：0、1、3、2。我从文件中加载的字节将包含以下内容：

>>> big_end_str = chr(0) + chr(1) + chr(3) + chr(2)
>>> big_end_str
'\x00\x01\x03\x02'





我们可能想使用 ndarray 访问这些整数。在这种情况下，我们可以围绕这个内存创建一个数组，并告诉numpy有两个整数，它们是16位和big-endian：

>>> import numpy as np
>>> big_end_arr = np.ndarray(shape=(2,),dtype='>i2', buffer=big_end_str)
>>> big_end_arr[0]
1
>>> big_end_arr[1]
770





注意数组 dtype 以上 >i2 .  这个 > 意思是“big endian” (< 是小endian）和 i2 表示“有符号2字节整数”。例如，如果我们的数据表示一个单无符号的4字节小尾数整数，那么dtype字符串将是 <u4 .

事实上，我们为什么不试试呢？

>>> little_end_u4 = np.ndarray(shape=(1,),dtype='<u4', buffer=big_end_str)
>>> little_end_u4[0] == 1 * 256**1 + 3 * 256**2 + 2 * 256**3
True





回到我们的 big_end_arr -在这种情况下，我们的基础数据是big endian（数据endianness），我们已经将dtype设置为匹配（dtype也是big endian）。然而，有时你需要把这些翻过来。


警告

scalar当前不包含字节顺序信息，因此从数组中提取标量将返回本机字节顺序的整数。因此：

>>> big_end_arr[0].dtype.byteorder == little_end_u4[0].dtype.byteorder
True










更改字节顺序¶

正如您从介绍中可以想象到的，有两种方法可以影响数组的字节顺序和它所查看的底层内存之间的关系：


	更改数组数据类型中的字节顺序信息，以便将基础数据解释为不同的字节顺序。这是 arr.newbyteorder()

	更改基础数据的字节顺序，使数据类型解释保持原样。这是什么 arr.byteswap() 做。



需要更改字节顺序的常见情况是：


	您的数据和DTYPE结束符不匹配，您希望更改DTYPE，使其与数据匹配。

	您的数据和DTYPE结束符不匹配，您希望交换数据，以便它们与DTYPE匹配。

	您的数据和DTYPE端序匹配，但您希望交换的数据和DTYPE反映这一点。




数据和DTYPE ENDIANNESS不匹配，请更改DTYPE以匹配数据¶

我们做了一些不匹配的事情：

>>> wrong_end_dtype_arr = np.ndarray(shape=(2,),dtype='<i2', buffer=big_end_str)
>>> wrong_end_dtype_arr[0]
256





对于这种情况，最明显的解决方法是更改数据类型，使其具有正确的结束方式：

>>> fixed_end_dtype_arr = wrong_end_dtype_arr.newbyteorder()
>>> fixed_end_dtype_arr[0]
1





注意，数组在内存中没有更改：

>>> fixed_end_dtype_arr.tobytes() == big_end_str
True








数据和类型结尾不匹配，请更改数据以匹配数据类型¶

如果您需要内存中的数据进行某种排序，那么您可能需要这样做。例如，您可能正在将内存写到需要特定字节顺序的文件中。

>>> fixed_end_mem_arr = wrong_end_dtype_arr.byteswap()
>>> fixed_end_mem_arr[0]
1





现在数组 has 内存已更改：

>>> fixed_end_mem_arr.tobytes() == big_end_str
False








数据和数据类型的端序匹配、交换数据和数据类型¶

您可能有一个正确指定的数组数据类型，但您需要该数组在内存中具有相反的字节顺序，并且您希望该数据类型匹配，这样数组值才有意义。在这种情况下，您只需执行前面的两个操作：

>>> swapped_end_arr = big_end_arr.byteswap().newbyteorder()
>>> swapped_end_arr[0]
1
>>> swapped_end_arr.tobytes() == big_end_str
False





使用ndarray-astype方法可以实现将数据强制转换为特定数据类型和字节顺序的更简单方法：

>>> swapped_end_arr = big_end_arr.astype('<i2')
>>> swapped_end_arr[0]
1
>>> swapped_end_arr.tobytes() == big_end_str
False













              



结构化数组¶




结构化数组¶




介绍¶

结构化数组是数据类型由简单数据类型组成的ndarrays，这些数据类型组织为一个名为 fields . 例如：

>>> x = np.array([('Rex', 9, 81.0), ('Fido', 3, 27.0)],
...              dtype=[('name', 'U10'), ('age', 'i4'), ('weight', 'f4')])
>>> x
array([('Rex', 9, 81.0), ('Fido', 3, 27.0)],
      dtype=[('name', 'S10'), ('age', '<i4'), ('weight', '<f4')])





在这里 x 是长度为2的一维数组，其数据类型为具有三个字段的结构：1。长度小于等于10的字符串，名为“name”，2。名为“age”和3的32位整数。名为“weight”的32位浮点。

如果你索引 x 在位置1，你得到一个结构：

>>> x[1]
('Fido', 3, 27.0)





通过使用字段名进行索引，可以访问和修改结构化数组的各个字段：

>>> x['age']
array([9, 3], dtype=int32)
>>> x['age'] = 5
>>> x
array([('Rex', 5, 81.0), ('Fido', 5, 27.0)],
      dtype=[('name', 'S10'), ('age', '<i4'), ('weight', '<f4')])





结构化数据类型设计为能够模仿C语言中的“结构”，并共享类似的内存布局。它们用于与C代码接口，以及对结构化缓冲区的低级操作，例如解释二进制blob。为了实现这些目的，它们支持诸如子数组、嵌套数据类型和联合等特殊功能，并允许控制结构的内存布局。

希望处理表格数据（如存储在csv文件中）的用户可能会发现其他pydata项目更适合，如xarray、pandas或dataarray。这些为表格数据分析提供了一个高级接口，并针对该用途进行了更好的优化。例如，在numpy中，结构化数组的类C结构内存布局相比之下，可能会导致较差的缓存行为。




结构化数据类型¶

结构化数据类型可以看作是一个特定长度的字节序列（结构的 itemsize ）它被解释为字段的集合。每个字段在结构中都有一个名称、一个数据类型和一个字节偏移量。字段的数据类型可以是任何numpy数据类型，包括其他结构化数据类型，也可以是 sub-array 其行为类似于指定形状的ndarray。场的偏移量是任意的，甚至可能重叠。这些偏移通常由numpy自动确定，但也可以指定。


结构化数据类型创建¶

可以使用函数创建结构化数据类型 numpy.dtype . 规范有4种可选形式，在灵活性和简洁性上各不相同。这些进一步记录在 Data Type Objects 参考页，总结如下：


	元组列表，每个字段一个元组

每个元组都有这样的形式 (fieldname, datatype, shape) 其中形状是可选的。 fieldname 是字符串（或元组，如果使用了标题，请参见 Field Titles 下面） datatype 可以是任何可转换为数据类型的对象，并且 shape 是指定子数组形状的整数元组。

>>> np.dtype([('x', 'f4'), ('y', np.float32), ('z', 'f4', (2,2))])
dtype=[('x', '<f4'), ('y', '<f4'), ('z', '<f4', (2, 2))])





如果 fieldname 是空字符串 '' ，将为该字段提供表单的默认名称。 f# 在哪里 # 是字段的整数索引，从左边的0开始计算：：

>>> np.dtype([('x', 'f4'),('', 'i4'),('z', 'i8')])
dtype([('x', '<f4'), ('f1', '<i4'), ('z', '<i8')])





结构中字段的字节偏移量和总结构项大小是自动确定的。



	逗号分隔的数据类型规范字符串

在这个速记法中 string dtype specifications 可以用在字符串中，并用逗号分隔。字段的itemsize和byte偏移量将自动确定，字段名将被赋予默认名称。 f0 ， f1 等：：

>>> np.dtype('i8,f4,S3')
dtype([('f0', '<i8'), ('f1', '<f4'), ('f2', 'S3')])
>>> np.dtype('3int8, float32, (2,3)float64')
dtype([('f0', 'i1', 3), ('f1', '<f4'), ('f2', '<f8', (2, 3))])







	字段参数数组的字典

这是最灵活的规范形式，因为它允许控制字段的字节偏移量和结构的项大小。

字典有两个必需的键：“名称”和“格式”，以及四个可选键：“偏移量”、“项大小”、“对齐”和“标题”。“name”和“formats”的值应分别是字段名列表和相同长度的数据类型规范列表。可选的“offsets”值应该是整型字节偏移量列表，每个字段对应一个。如果没有给出“偏移量”，则自动确定偏移量。可选的“itemsize”值应该是一个整数，以字节为单位描述数据类型的总大小，该值必须足够大才能包含所有字段。：：

>>> np.dtype({'names': ['col1', 'col2'], 'formats': ['i4','f4']})
dtype([('col1', '<i4'), ('col2', '<f4')])
>>> np.dtype({'names': ['col1', 'col2'],
...           'formats': ['i4','f4'],
...           'offsets': [0, 4],
...           'itemsize': 12})
dtype({'names':['col1','col2'], 'formats':['<i4','<f4'], 'offsets':[0,4], 'itemsize':12})





可以选择偏移量，使字段重叠，但这意味着分配给一个字段可能会破坏任何重叠字段的数据。作为例外，字段 numpy.object 类型不能与其他字段重叠，因为可能会破坏内部对象指针，然后取消对其的引用。

可选的“对齐”值可以设置为 True 要使自动偏移计算使用对齐偏移（请参见 自动字节偏移和对齐 ，就好像 numpy.dtype 已设为真。

可选的“标题”值应该是与“名称”长度相同的标题列表，请参见 Field Titles 下面。



	字段名词典

不鼓励使用这种形式的规范，但这里记录了这些规范，因为旧的numpy代码可能会使用它。字典的键是字段名，值是指定类型和偏移量的元组：：

>>> np.dtype=({'col1': ('i1',0), 'col2': ('f4',1)})
dtype([(('col1'), 'i1'), (('col2'), '>f4')])





不鼓励使用此表单，因为python字典在python 3.6之前的版本中不保留顺序，并且结构化数据类型中字段的顺序具有意义。 Field Titles 可以通过使用3元组来指定，请参见下文。








操作和显示结构化数据类型¶

结构化数据类型的字段名列表可以在 names dtype对象的属性：

>>> d = np.dtype([('x', 'i8'), ('y', 'f4')])
>>> d.names
('x', 'y')





可以通过将分配给 names 属性使用相同长度的字符串序列。

dtype对象还具有类似字典的属性， fields ，其键是字段名（和 Field Titles ，请参见下文），其值是包含每个字段的数据类型和字节偏移量的元组。：：

>>> d.fields
mappingproxy({'x': (dtype('int64'), 0), 'y': (dtype('float32'), 8)})





两个 names 和 fields 属性将等于 None 对于非结构化数组。测试数据类型是否结构化的建议方法是 if dt.names is not None 而不是 if dt.names ，以说明具有0个字段的数据类型。

如果可能，结构化数据类型的字符串表示形式将显示在“元组列表”窗体中，否则numpy将返回到使用更通用的字典窗体。




自动字节偏移和对齐¶

numpy使用两种方法之一自动确定字段字节偏移量和结构化数据类型的总体项大小，具体取决于 align=True 被指定为的关键字参数 numpy.dtype .

默认情况下 (align=False ，numpy将把这些字段打包在一起，以便每个字段从上一个字段结束时的字节偏移量开始，并且这些字段在内存中是连续的。：：

>>> def print_offsets(d):
...     print("offsets:", [d.fields[name][1] for name in d.names])
...     print("itemsize:", d.itemsize)
>>> print_offsets(np.dtype('u1,u1,i4,u1,i8,u2'))
offsets: [0, 1, 2, 6, 7, 15]
itemsize: 17





如果 align=True 如果设置了，numpy将以与许多C编译器填充C结构相同的方式填充结构。在某些情况下，对齐结构可以以增加数据类型大小为代价提高性能。填充字节插入到字段之间，这样每个字段的字节偏移量将是该字段对齐方式的倍数，对于简单数据类型，这通常等于字段的字节大小，请参见 PyArray_Descr.alignment .  该结构还将添加尾随填充，使其itemsize是最大字段对齐方式的倍数。：：

>>> print_offsets(np.dtype('u1,u1,i4,u1,i8,u2', align=True))
offsets: [0, 1, 4, 8, 16, 24]
itemsize: 32





注意，尽管几乎所有现代的C编译器都是以这种方式填充的，但是C结构中的填充是依赖于C实现的，因此这种内存布局不能保证与C程序中相应的结构完全匹配。可能需要做一些工作，无论是在 NumPy 方面还是在C方面，以获得精确的对应关系。

如果使用可选的 offsets 输入基于字典的数据类型规范，设置 align=True 将检查每个字段的偏移量是否为其大小的倍数，以及项大小是否为最大字段大小的倍数，如果不是，则引发异常。

如果字段的偏移量和结构化数组的itemsize满足对齐条件，则数组将具有 ALIGNED  flag 集合。

便利功能 numpy.lib.recfunctions.repack_fields 将对齐的数据类型或数组转换为压缩的数据类型或数组，反之亦然。它接受一个数据类型或结构化的ndarray作为参数，并返回一个带有重新打包的字段（有填充字节或没有填充字节）的副本。




字段标题¶

除了字段名之外，字段还可以有一个关联的 title ，备用名称，有时用作字段的附加说明或别名。标题可以用于索引数组，就像字段名一样。

要在使用数据类型规范的元组列表形式时添加标题，可以将字段名指定为两个字符串的元组，而不是单个字符串，后者分别是字段的标题和字段名。例如：：

>>> np.dtype([(('my title', 'name'), 'f4')])





当使用基于词典的规范的第一种形式时，标题可以作为额外的标题提供。 'titles' 键如上所述。当使用第二个（不鼓励使用的）基于字典的规范时，可以通过提供3元素元组来提供标题。 (datatype, offset, title) 而不是通常的2元素元组：

>>> np.dtype({'name': ('i4', 0, 'my title')})





这个 dtype.fields 字典将包含 titles 如果使用任何标题，则作为键。这实际上意味着具有标题的字段将在字段字典中表示两次。这些字段的元组值还有第三个元素，即字段标题。因为这个，因为 names 属性保留字段顺序，而 fields 属性不能，建议使用 names 不列出标题的数据类型的属性，如：

>>> for name in d.names:
...     print(d.fields[name][:2])








联合类型¶

结构化数据类型在numpy中实现为具有基类型 numpy.void 默认情况下，但可以使用 (base_dtype, dtype) 数据类型规范格式 Data Type Objects .  在这里， base_dtype 是所需的基础数据类型，字段和标志将从 dtype . 此数据类型类似于C中的“union”。






结构化数组的索引和分配¶


将数据分配给结构化数组¶

有许多方法可以为结构化数组赋值：使用python元组、使用标量值或使用其他结构化数组。


来自Python本机类型（元组）的赋值¶

将值赋给结构化数组的最简单方法是使用Python元组。每个指定的值应该是一个长度等于数组中字段数的元组，而不是一个列表或数组，因为这些将触发numpy的广播规则。元组的元素从左到右分配给数组的连续字段：

>>> x = np.array([(1,2,3),(4,5,6)], dtype='i8,f4,f8')
>>> x[1] = (7,8,9)
>>> x
array([(1, 2., 3.), (7, 8., 9.)],
     dtype=[('f0', '<i8'), ('f1', '<f4'), ('f2', '<f8')])








从标量赋值¶

分配给结构化元素的标量将分配给所有字段。当将标量分配给结构化数组或将非结构化数组分配给结构化数组时，会发生这种情况：

>>> x = np.zeros(2, dtype='i8,f4,?,S1')
>>> x[:] = 3
>>> x
array([(3, 3.0, True, b'3'), (3, 3.0, True, b'3')],
      dtype=[('f0', '<i8'), ('f1', '<f4'), ('f2', '?'), ('f3', 'S1')])
>>> x[:] = np.arange(2)
>>> x
array([(0, 0.0, False, b'0'), (1, 1.0, True, b'1')],
      dtype=[('f0', '<i8'), ('f1', '<f4'), ('f2', '?'), ('f3', 'S1')])





结构化数组也可以分配给非结构化数组，但前提是结构化数据类型只有一个字段：

>>> twofield = np.zeros(2, dtype=[('A', 'i4'), ('B', 'i4')])
>>> onefield = np.zeros(2, dtype=[('A', 'i4')])
>>> nostruct = np.zeros(2, dtype='i4')
>>> nostruct[:] = twofield
ValueError: Can't cast from structure to non-structure, except if the structure only has a single field.
>>> nostruct[:] = onefield
>>> nostruct
array([0, 0], dtype=int32)








来自其他结构化数组的赋值¶

在两个结构化数组之间进行赋值，就好像源元素已转换为元组，然后分配给目标元素一样。也就是说，源数组的第一个字段被分配给目标数组的第一个字段，第二个字段同样如此，依此类推，而不考虑字段名。具有不同字段数的结构化数组不能相互分配。未包含在任何字段中的目标结构的字节不受影响。：：

>>> a = np.zeros(3, dtype=[('a', 'i8'), ('b', 'f4'), ('c', 'S3')])
>>> b = np.ones(3, dtype=[('x', 'f4'), ('y', 'S3'), ('z', 'O')])
>>> b[:] = a
>>> b
array([(0.0, b'0.0', b''), (0.0, b'0.0', b''), (0.0, b'0.0', b'')],
      dtype=[('x', '<f4'), ('y', 'S3'), ('z', 'O')])








涉及子阵列的分配¶

当分配给属于子数组的字段时，分配的值将首先广播到子数组的形状。






索引结构化数组¶


访问单个字段¶

可以通过用字段名索引数组来访问和修改结构化数组的各个字段。：：

>>> x = np.array([(1,2),(3,4)], dtype=[('foo', 'i8'), ('bar', 'f4')])
>>> x['foo']
array([1, 3])
>>> x['foo'] = 10
>>> x
array([(10, 2.), (10, 4.)],
      dtype=[('foo', '<i8'), ('bar', '<f4')])





生成的数组是原始数组中的视图。它共享相同的内存位置，写入视图将修改原始数组。：：

>>> y = x['bar']
>>> y[:] = 10
>>> x
array([(10, 5.), (10, 5.)],
      dtype=[('foo', '<i8'), ('bar', '<f4')])





此视图与索引字段具有相同的dtype和itemsize，因此它通常是非结构化数组，嵌套结构除外。

>>> y.dtype, y.shape, y.strides
(dtype('float32'), (2,), (12,))





如果访问的字段是子数组，则子数组的维度将附加到结果的形状：：

>>> x = np.zeros((2,2), dtype=[('a', np.int32), ('b', np.float64, (3,3))])
>>> x['a'].shape
(2, 2)
>>> x['b'].shape
(2, 2, 3, 3)








访问多个字段¶

可以使用多字段索引对结构化数组进行索引和分配，其中索引是字段名称列表。


警告

多字段索引的行为从numpy 1.15变为numpy 1.16。



使用多字段索引进行索引的结果是原始数组中的视图，如下所示：

>>> a = np.zeros(3, dtype=[('a', 'i4'), ('b', 'i4'), ('c', 'f4')])
>>> a[['a', 'c']]
array([(0, 0.), (0, 0.), (0, 0.)],
     dtype={'names':['a','c'], 'formats':['<i4','<f4'], 'offsets':[0,8], 'itemsize':12})





对视图的赋值将修改原始数组。视图的字段将按索引顺序排列。请注意，与单字段索引不同，视图的数据类型与原始数组具有相同的项大小，并且字段与原始数组具有相同的偏移量，而未索引的字段只会丢失。


警告

在numpy 1.15中，使用多字段索引对数组进行索引时，返回了上面结果的副本，但将字段打包在内存中，就像通过 numpy.lib.recfunctions.repack_fields .

与1.15相比，numpy 1.16的新行为会在未索引字段的位置导致额外的“填充”字节。您将需要更新任何依赖于具有“打包”布局的数据的代码。例如，代码如下：

>>> a = np.zeros(3, dtype=[('a', 'i4'), ('b', 'i4'), ('c', 'f4')])
>>> a[['a','c']].view('i8')  # Fails in Numpy 1.16
ValueError: When changing to a smaller dtype, its size must be a divisor of the size of original dtype





需要更改。此代码引发了 FutureWarning 自numpy 1.12以来，类似的代码已经引发 FutureWarning 自1.7以来。

在1.16中，在 :module:`numpy.lib.recfunctions` 用于帮助用户解释此更改的模块。这些是 numpy.lib.recfunctions.repack_fields . numpy.lib.recfunctions.structured_to_unstructured ， numpy.lib.recfunctions.unstructured_to_structured ， numpy.lib.recfunctions.apply_along_fields ， numpy.lib.recfunctions.assign_fields_by_name 和 numpy.lib.recfunctions.require_fields .

函数 numpy.lib.recfunctions.repack_fields 总是可以用来重现旧的行为，因为它将返回结构化数组的打包副本。例如，上面的代码可以替换为：

>>> repack_fields(a[['a','c']]).view('i8')  # supported in 1.16
array([0, 0, 0])





此外，numpy现在提供了一个新的函数 numpy.lib.recfunctions.structured_to_unstructured 对于希望将结构化数组转换为非结构化数组的用户来说，这是一种更安全、更高效的选择，因为上面的视图通常不需要这样做。与视图不同，此函数允许安全地转换为非结构化类型，同时考虑填充，通常避免复制，并根据需要强制转换数据类型。代码如：

>>> a = np.zeros(3, dtype=[('x', 'f4'), ('y', 'f4'), ('z', 'f4')])
>>> a[['x', 'z']].view('f4')





替换为以下内容可以更安全：

>>> structured_to_unstructured(a[['x', 'z']])
array([0, 0, 0])







对具有多字段索引的数组的赋值将修改原始数组：：

>>> a[['a', 'c']] = (2, 3)
>>> a
array([(2, 0, 3.0), (2, 0, 3.0), (2, 0, 3.0)],
      dtype=[('a', '<i8'), ('b', '<i4'), ('c', '<f8')])





这符合上面描述的结构化数组分配规则。例如，这意味着可以使用适当的多字段索引交换两个字段的值：

>>> a[['a', 'c']] = a[['c', 'a']]








使用整数进行索引以获取结构化标量¶

索引结构化数组的单个元素（使用整数索引）返回结构化标量：

>>> x = np.array([(1, 2., 3.)], dtype='i,f,f')
>>> scalar = x[0]
>>> scalar
(1, 2., 3.)
>>> type(scalar)
numpy.void





与其他numpy scalar不同，结构化scalar是可变的，在原始数组中的作用类似于视图，因此修改标量将修改原始数组。结构化标量还支持按字段名访问和分配：

>>> x = np.array([(1,2),(3,4)], dtype=[('foo', 'i8'), ('bar', 'f4')])
>>> s = x[0]
>>> s['bar'] = 100
>>> x
array([(1, 100.), (3, 4.)],
      dtype=[('foo', '<i8'), ('bar', '<f4')])





与元组类似，结构化标量也可以使用整数进行索引：：

>>> scalar = np.array([(1, 2., 3.)], dtype='i,f,f')[0]
>>> scalar[0]
1
>>> scalar[1] = 4





因此，tuples可以被认为是与numpy的结构化类型等价的本机python，很像本机python整数与numpy的整数类型等价。结构化标量可以通过调用 ndarray.item ：：

>>> scalar.item(), type(scalar.item())
((1, 2.0, 3.0), tuple)










查看包含对象的结构化数组¶

为了防止在 numpy.object 类型，numpy当前不允许查看包含对象的结构化数组。




结构比较¶

如果两个void结构化数组的数据类型相等，则测试数组的相等性将生成一个布尔数组，该数组的维数为原始数组的维数，元素设置为 True 相应结构的所有字段都相等。如果字段名、数据类型和标题相同，则结构化数据类型是相等的，而忽略了顺序，并且字段的顺序相同：：

>>> a = np.zeros(2, dtype=[('a', 'i4'), ('b', 'i4')])
>>> b = np.ones(2, dtype=[('a', 'i4'), ('b', 'i4')])
>>> a == b
array([False, False])





当前，如果两个void结构化数组的数据类型不相等，则比较失败，返回标量值 False . 此行为自numpy 1.10起已被弃用，将来将引发错误或执行元素比较。

这个 < 和 > 操作员总是返回 False 比较void结构化数组时，不支持算术和位运算。






记录数组¶

作为可选的便利，numpy提供了一个ndarray子类， numpy.recarray 以及 numpy.rec 子模块，允许按属性而不是仅按索引访问结构化数组的字段。记录数组还使用特殊的数据类型， numpy.record ，允许从数组中获取的结构化标量的属性进行字段访问。

创建记录数组的最简单方法是 numpy.rec.array ：：

>>> recordarr = np.rec.array([(1,2.,'Hello'),(2,3.,"World")],
...                    dtype=[('foo', 'i4'),('bar', 'f4'), ('baz', 'S10')])
>>> recordarr.bar
array([ 2.,  3.], dtype=float32)
>>> recordarr[1:2]
rec.array([(2, 3.0, 'World')],
      dtype=[('foo', '<i4'), ('bar', '<f4'), ('baz', 'S10')])
>>> recordarr[1:2].foo
array([2], dtype=int32)
>>> recordarr.foo[1:2]
array([2], dtype=int32)
>>> recordarr[1].baz
'World'





numpy.rec.array 可以将多种参数转换为记录数组，包括结构化数组：：

>>> arr = array([(1,2.,'Hello'),(2,3.,"World")],
...             dtype=[('foo', 'i4'), ('bar', 'f4'), ('baz', 'S10')])
>>> recordarr = np.rec.array(arr)





这个 numpy.rec 模块为创建记录数组提供了许多其他方便的函数，请参见 record array creation routines .

可以使用适当的 view ：：

>>> arr = np.array([(1,2.,'Hello'),(2,3.,"World")],
...                dtype=[('foo', 'i4'),('bar', 'f4'), ('baz', 'a10')])
>>> recordarr = arr.view(dtype=dtype((np.record, arr.dtype)),
...                      type=np.recarray)





为方便起见，将ndarray作为类型查看 np.recarray 将自动转换为 np.record 数据类型，因此可以将该数据类型从视图中删除：：

>>> recordarr = arr.view(np.recarray)
>>> recordarr.dtype
dtype((numpy.record, [('foo', '<i4'), ('bar', '<f4'), ('baz', 'S10')]))





要返回普通的ndarray，必须重置dtype和type。考虑到recorderr不是结构化类型的异常情况，以下视图会执行此操作：

>>> arr2 = recordarr.view(recordarr.dtype.fields or recordarr.dtype, np.ndarray)





如果字段具有结构化类型，则由索引或属性访问的记录数组字段将作为记录数组返回，否则将作为普通的ndarray返回。：：

>>> recordarr = np.rec.array([('Hello', (1,2)),("World", (3,4))],
...                 dtype=[('foo', 'S6'),('bar', [('A', int), ('B', int)])])
>>> type(recordarr.foo)
<type 'numpy.ndarray'>
>>> type(recordarr.bar)
<class 'numpy.core.records.recarray'>





请注意，如果字段与ndarray属性同名，则以ndarray属性为准。这些字段将无法被属性访问，但仍可以被索引访问。




Recarray帮助程序函数¶

用于操作结构化数组的实用程序集合。

这些功能中的大部分最初是由JohnHunter为Matplotlib实现的。为了方便起见，它们被重写和扩展。


	
numpy.lib.recfunctions.append_fields(base, names, data, dtypes=None, fill_value=-1, usemask=True, asrecarray=False)[源代码]¶

	将新字段添加到现有数组。

字段的名称与 names 参数，对应的值与 data 争论。如果附加了一个字段， names ， data 和 dtypes 不必是列表，只需要值。






子类数据数组¶




子类数据数组¶




介绍¶

子类化ndarray相对简单，但与其他Python对象相比，它有一些复杂的地方。在本页中，我们将解释允许您对ndarray子类的机制，以及实现子类的含义。


日历和对象创建¶

由于新的ndarray类实例可以以三种不同的方式出现，因此对ndarray进行子类化非常复杂。这些是：


	显式构造函数调用-如中所示 MySubClass(params) .  这是创建Python实例的常用路径。

	视图转换-将现有的ndarray转换为给定的子类

	从模板新建-从模板实例创建新实例。示例包括从子类数组返回切片、从ufunc创建返回类型以及复制数组。见 从模板新建 有关详细信息



最后两个是ndarrays的特性——为了支持数组切片之类的东西。子类数据库的复杂性是由于numpy必须支持后两个实例创建路径的机制造成的。






视图铸造¶

视图铸造 是标准的ndarray机制，通过该机制可以获取任何子类的ndarray，并将数组的视图作为另一个（指定的）子类返回：

>>> import numpy as np
>>> # create a completely useless ndarray subclass
>>> class C(np.ndarray): pass
>>> # create a standard ndarray
>>> arr = np.zeros((3,))
>>> # take a view of it, as our useless subclass
>>> c_arr = arr.view(C)
>>> type(c_arr)
<class 'C'>








从模板新建¶

Ndarray子类的新实例也可以通过与 视图铸造 ，当numpy发现需要从模板实例创建新实例时。最明显的情况是，当您对子类数组进行切片时，会发生这种情况。例如：

>>> v = c_arr[1:]
>>> type(v) # the view is of type 'C'
<class 'C'>
>>> v is c_arr # but it's a new instance
False





切片是 view 在原版上 c_arr 数据。所以，当我们从ndarray中查看时，我们返回一个新的ndarray，它属于同一类，指向原始数据。

在使用ndarrays的过程中，还有其他一些点需要这样的视图，例如复制数组 (c_arr.copy() ，创建ufunc输出数组（另请参见 __array_wrap__ 对于UFUNC和其他功能 以及减少方法（如 c_arr.mean() .




视图投射与新模板的关系¶

这些路径都使用相同的机器。我们在这里进行区分，因为它们会导致对您的方法的不同输入。明确地， 视图铸造 意味着您已经从ndarray的任何潜在子类创建了数组类型的新实例。 从模板新建 意味着您已经从一个预先存在的实例创建了一个类的新实例，允许您（例如）跨特定于子类的属性进行复制。




子类化的含义¶

如果我们对ndarray进行子类化，那么不仅需要处理数组类型的显式构造，而且还需要处理 视图铸造 或 从模板新建 .  numpy有这样的机制，这种机制使得子类化稍微不标准。

Ndarray用于支持视图的机制有两个方面，以及子类中模板的新增功能。

第一个是使用 ndarray.__new__ 方法的主要工作是初始化对象，而不是更常见的 __init__ 方法。第二种是使用 __array_finalize__ 方法来允许子类在从模板创建视图和新实例后进行清理。


关于 __new__ 和 __init__¶

__new__ 是标准的python方法，如果存在，则在 __init__ 当我们创建一个类实例时。见 python __new__ documentation 更多细节。

例如，考虑下面的python代码：

class C(object):
    def __new__(cls, *args):
        print('Cls in __new__:', cls)
        print('Args in __new__:', args)
        return object.__new__(cls, *args)

    def __init__(self, *args):
        print('type(self) in __init__:', type(self))
        print('Args in __init__:', args)





这意味着我们得到：

>>> c = C('hello')
Cls in __new__: <class 'C'>
Args in __new__: ('hello',)
type(self) in __init__: <class 'C'>
Args in __init__: ('hello',)





当我们呼唤 C('hello') , the __new__ 方法获取自己的类作为第一个参数，并获取传递的参数，该参数是字符串 'hello' .  在python调用之后 __new__ ，它通常（见下文）调用 __init__ 方法，输出为 __new__ 作为第一个参数（现在是类实例），传递的参数如下。

如您所见，可以在 __new__ 方法或 __init__ 方法，或者两者都有，实际上，ndarray没有 __init__ 方法，因为所有初始化都是在 __new__ 方法。

为什么使用 __new__ 而不是像往常一样 __init__ ？因为在某些情况下，对于ndarray，我们希望能够返回其他类的对象。考虑以下事项：

class D(C):
    def __new__(cls, *args):
        print('D cls is:', cls)
        print('D args in __new__:', args)
        return C.__new__(C, *args)

    def __init__(self, *args):
        # we never get here
        print('In D __init__')





意思是：

>>> obj = D('hello')
D cls is: <class 'D'>
D args in __new__: ('hello',)
Cls in __new__: <class 'C'>
Args in __new__: ('hello',)
>>> type(obj)
<class 'C'>





定义 C 和以前一样，但是 D , the __new__ 方法返回类的实例 C 而不是 D .  请注意 __init__ 方法 D 不会被呼叫。一般来说，当 __new__ 方法返回一个类的对象，而不是在其中定义该对象的类， __init__ 不调用该类的方法。

这就是ndarray类的子类如何返回保留类类型的视图。在查看时，标准的ndarray机械会创建新的ndarray对象，其内容如下：

obj = ndarray.__new__(subtype, shape, ...





在哪里？ subdtype 是子类。因此，返回的视图与子类属于同一类，而不是属于类。 ndarray .

这解决了返回同一类型视图的问题，但现在我们有了一个新问题。ndarray的机器可以这样设置类，在它的标准视图方法中，但是ndarray __new__ method knows nothing of what we have done in our own __new__ method in order to set attributes, and so on.  (Aside - why not call obj = subdtype.__new__(... 那么呢？因为我们可能没有 __new__ 具有相同调用签名的方法）。




角色 __array_finalize__¶

__array_finalize__ 是numpy提供的允许子类处理新实例创建的各种方式的机制。

记住，子类实例可以通过以下三种方式实现：


	显式构造函数调用 (obj = MySubClass(params) ）这将调用 MySubClass.__new__ 那么（如果它存在的话） MySubClass.__init__ .

	视图铸造

	从模板新建



我们的 MySubClass.__new__ 方法只在显式构造函数调用的情况下被调用，因此我们不能依赖 MySubClass.__new__ 或 MySubClass.__init__ 处理视图转换和新模板。结果是 MySubClass.__array_finalize__  does 调用所有三种对象创建方法，因此这是我们的对象创建内务管理通常要做的事情。


	对于显式构造函数调用，我们的子类需要创建一个自己类的新ndarray实例。在实践中，这意味着代码的作者需要调用 ndarray.__new__(MySubClass,...) ，类层次结构准备调用 super(MySubClass, cls).__new__(cls, ...) 或查看现有数组的强制转换（请参见下文）

	对于视图铸造和新模板，等效于 ndarray.__new__(MySubClass,... 在C级别调用。



关于 __array_finalize__ 对于上面三种创建实例的方法，接收不同。

下面的代码允许我们查看调用序列和参数：

import numpy as np

class C(np.ndarray):
    def __new__(cls, *args, **kwargs):
        print('In __new__ with class %s' % cls)
        return super(C, cls).__new__(cls, *args, **kwargs)

    def __init__(self, *args, **kwargs):
        # in practice you probably will not need or want an __init__
        # method for your subclass
        print('In __init__ with class %s' % self.__class__)

    def __array_finalize__(self, obj):
        print('In array_finalize:')
        print('   self type is %s' % type(self))
        print('   obj type is %s' % type(obj))





现在：

>>> # Explicit constructor
>>> c = C((10,))
In __new__ with class <class 'C'>
In array_finalize:
   self type is <class 'C'>
   obj type is <type 'NoneType'>
In __init__ with class <class 'C'>
>>> # View casting
>>> a = np.arange(10)
>>> cast_a = a.view(C)
In array_finalize:
   self type is <class 'C'>
   obj type is <type 'numpy.ndarray'>
>>> # Slicing (example of new-from-template)
>>> cv = c[:1]
In array_finalize:
   self type is <class 'C'>
   obj type is <class 'C'>





签字 __array_finalize__ 是：：

def __array_finalize__(self, obj):





一个人看到了 super 呼叫，转到 ndarray.__new__ 通过 __array_finalize__ 我们班的新对象 (self ）以及从中获取视图的对象 (obj ）从上面的输出可以看到， self 始终是子类的新创建实例，并且 obj 三种实例创建方法不同：


	当从显式构造函数调用时， obj 是 None

	当从视图强制转换调用时， obj 可以是ndarray的任何子类的实例，包括我们自己的。

	当从模板调用new时， obj 是我们自己的子类的另一个实例，我们可以使用它来更新 self 实例。



因为 __array_finalize__ 是唯一一个始终可以看到正在创建新实例的方法，它是为新对象属性和其他任务填充实例默认值的合理位置。

通过一个例子，这可能更清楚。






简单示例-向ndarray添加额外属性¶

import numpy as np

class InfoArray(np.ndarray):

    def __new__(subtype, shape, dtype=float, buffer=None, offset=0,
                strides=None, order=None, info=None):
        # Create the ndarray instance of our type, given the usual
        # ndarray input arguments.  This will call the standard
        # ndarray constructor, but return an object of our type.
        # It also triggers a call to InfoArray.__array_finalize__
        obj = super(InfoArray, subtype).__new__(subtype, shape, dtype,
                                                buffer, offset, strides,
                                                order)
        # set the new 'info' attribute to the value passed
        obj.info = info
        # Finally, we must return the newly created object:
        return obj

    def __array_finalize__(self, obj):
        # ``self`` is a new object resulting from
        # ndarray.__new__(InfoArray, ...), therefore it only has
        # attributes that the ndarray.__new__ constructor gave it -
        # i.e. those of a standard ndarray.
        #
        # We could have got to the ndarray.__new__ call in 3 ways:
        # From an explicit constructor - e.g. InfoArray():
        #    obj is None
        #    (we're in the middle of the InfoArray.__new__
        #    constructor, and self.info will be set when we return to
        #    InfoArray.__new__)
        if obj is None: return
        # From view casting - e.g arr.view(InfoArray):
        #    obj is arr
        #    (type(obj) can be InfoArray)
        # From new-from-template - e.g infoarr[:3]
        #    type(obj) is InfoArray
        #
        # Note that it is here, rather than in the __new__ method,
        # that we set the default value for 'info', because this
        # method sees all creation of default objects - with the
        # InfoArray.__new__ constructor, but also with
        # arr.view(InfoArray).
        self.info = getattr(obj, 'info', None)
        # We do not need to return anything





使用对象如下：

>>> obj = InfoArray(shape=(3,)) # explicit constructor
>>> type(obj)
<class 'InfoArray'>
>>> obj.info is None
True
>>> obj = InfoArray(shape=(3,), info='information')
>>> obj.info
'information'
>>> v = obj[1:] # new-from-template - here - slicing
>>> type(v)
<class 'InfoArray'>
>>> v.info
'information'
>>> arr = np.arange(10)
>>> cast_arr = arr.view(InfoArray) # view casting
>>> type(cast_arr)
<class 'InfoArray'>
>>> cast_arr.info is None
True





这个类不是很有用，因为它与裸Ndarray对象具有相同的构造函数，包括传入缓冲区和形状等。我们可能希望构造函数能够从通常的numpy调用中获取已经形成的ndarray np.array 并返回一个对象。




稍微现实一点的示例-添加到现有数组的属性¶

这是一个类，它采用已经存在的标准ndarray，将其转换为我们的类型，并添加一个额外的属性。

import numpy as np

class RealisticInfoArray(np.ndarray):

    def __new__(cls, input_array, info=None):
        # Input array is an already formed ndarray instance
        # We first cast to be our class type
        obj = np.asarray(input_array).view(cls)
        # add the new attribute to the created instance
        obj.info = info
        # Finally, we must return the newly created object:
        return obj

    def __array_finalize__(self, obj):
        # see InfoArray.__array_finalize__ for comments
        if obj is None: return
        self.info = getattr(obj, 'info', None)





所以：

>>> arr = np.arange(5)
>>> obj = RealisticInfoArray(arr, info='information')
>>> type(obj)
<class 'RealisticInfoArray'>
>>> obj.info
'information'
>>> v = obj[1:]
>>> type(v)
<class 'RealisticInfoArray'>
>>> v.info
'information'








__array_ufunc__ 为UMULSS¶



1.13 新版功能.






子类可以通过覆盖默认值来覆盖在其上执行numpy ufunc时发生的情况。 ndarray.__array_ufunc__ 方法。执行此方法 相反 并应返回操作的结果，或 NotImplemented 如果请求的操作未实现。

签字 __array_ufunc__ 是：：

def __array_ufunc__(ufunc, method, *inputs, **kwargs):

- *ufunc* is the ufunc object that was called.
- *method* is a string indicating how the Ufunc was called, either
  ``"__call__"`` to indicate it was called directly, or one of its
  :ref:`methods<ufuncs.methods>`: ``"reduce"``, ``"accumulate"``,
  ``"reduceat"``, ``"outer"``, or ``"at"``.
- *inputs* is a tuple of the input arguments to the ``ufunc``
- *kwargs* contains any optional or keyword arguments passed to the
  function. This includes any ``out`` arguments, which are always
  contained in a tuple.





典型的实现将转换任何属于自己类的实例的输入或输出，并使用 super() ，最后在可能的反向转换之后返回结果。示例，取自测试用例 test_ufunc_override_with_super 在里面 core/tests/test_umath.py ，如下所示。

input numpy as np

class A(np.ndarray):
    def __array_ufunc__(self, ufunc, method, *inputs, **kwargs):
        args = []
        in_no = []
        for i, input_ in enumerate(inputs):
            if isinstance(input_, A):
                in_no.append(i)
                args.append(input_.view(np.ndarray))
            else:
                args.append(input_)

        outputs = kwargs.pop('out', None)
        out_no = []
        if outputs:
            out_args = []
            for j, output in enumerate(outputs):
                if isinstance(output, A):
                    out_no.append(j)
                    out_args.append(output.view(np.ndarray))
                else:
                    out_args.append(output)
            kwargs['out'] = tuple(out_args)
        else:
            outputs = (None,) * ufunc.nout

        info = {}
        if in_no:
            info['inputs'] = in_no
        if out_no:
            info['outputs'] = out_no

        results = super(A, self).__array_ufunc__(ufunc, method,
                                                 *args, **kwargs)
        if results is NotImplemented:
            return NotImplemented

        if method == 'at':
            if isinstance(inputs[0], A):
                inputs[0].info = info
            return

        if ufunc.nout == 1:
            results = (results,)

        results = tuple((np.asarray(result).view(A)
                         if output is None else output)
                        for result, output in zip(results, outputs))
        if results and isinstance(results[0], A):
            results[0].info = info

        return results[0] if len(results) == 1 else results





所以，这个类实际上并没有做任何有趣的事情：它只是将自己的任何实例转换为常规的ndarray（否则，我们将得到无限递归！）并添加了 info 一种字典，用来说明它转换了哪些输入和输出。因此，例如，

>>> a = np.arange(5.).view(A)
>>> b = np.sin(a)
>>> b.info
{'inputs': [0]}
>>> b = np.sin(np.arange(5.), out=(a,))
>>> b.info
{'outputs': [0]}
>>> a = np.arange(5.).view(A)
>>> b = np.ones(1).view(A)
>>> c = a + b
>>> c.info
{'inputs': [0, 1]}
>>> a += b
>>> a.info
{'inputs': [0, 1], 'outputs': [0]}





注意另一种方法是 getattr(ufunc, methods)(*inputs, **kwargs) 而不是 super 打电话。在这个例子中，结果是相同的，但是如果另一个操作数也定义了 __array_ufunc__ . 例如，假设我们评估 np.add(a, b) 在哪里 b 是另一个类的实例 B 有一个覆盖。如果你使用 super 就像例子中那样， ndarray.__array_ufunc__ 会注意到 b 有一个重写，这意味着它不能计算结果本身。因此，它将返回 NotImplemented 我们班也一样 A . 然后，控制权将移交给 b 要么知道如何处理我们并产生结果，要么不知道并返回 NotImplemented 抬起 TypeError .

如果相反，我们将替换 super 打电话 getattr(ufunc, method) 我们确实做到了 np.add(a.view(np.ndarray), b) . 再一次， B.__array_ufunc__ 将被调用，但现在它看到 ndarray 作为另一个论点。很可能，它将知道如何处理此问题，并返回 B 给我们上课。我们的示例类没有设置为处理这个问题，但是如果（例如）重新实现一个示例类，那么它可能是最好的方法。 MaskedArray 使用 __array_ufunc__ .

最后一点：如果 super 路由适合于给定的类，使用它的一个优点是它有助于构造类层次结构。例如，假设我们的另一个班 B 也使用了 super 在其 __array_ufunc__ 实现，我们创建了一个类 C 这取决于两者，即， class C(A, B) （为了简单起见，不是另一个 __array_ufunc__ 重写）。然后是的实例上的任何ufunc C 会传给 A.__array_ufunc__ , the super 拜访 A 会去 B.__array_ufunc__ 和 super 拜访 B 会去 ndarray.__array_ufunc__ 从而允许 A 和 B 合作。




__array_wrap__ 对于UFUNC和其他功能¶

在numpy 1.13之前，只能使用 __array_wrap__ 和 __array_prepare__ . 这两个允许一个更改ufunc的输出类型，但与 __array_ufunc__ ，不允许对输入进行任何更改。人们希望最终会贬低这些，但是 __array_wrap__ 也用于其他numpy函数和方法，例如 squeeze 因此，目前仍然需要完整的功能。

概念上， __array_wrap__ “包装操作”是指允许子类设置返回值的类型并更新属性和元数据。让我们用一个例子来说明这是如何工作的。首先，我们返回到更简单的示例子类，但使用不同的名称和一些print语句：

import numpy as np

class MySubClass(np.ndarray):

    def __new__(cls, input_array, info=None):
        obj = np.asarray(input_array).view(cls)
        obj.info = info
        return obj

    def __array_finalize__(self, obj):
        print('In __array_finalize__:')
        print('   self is %s' % repr(self))
        print('   obj is %s' % repr(obj))
        if obj is None: return
        self.info = getattr(obj, 'info', None)

    def __array_wrap__(self, out_arr, context=None):
        print('In __array_wrap__:')
        print('   self is %s' % repr(self))
        print('   arr is %s' % repr(out_arr))
        # then just call the parent
        return super(MySubClass, self).__array_wrap__(self, out_arr, context)





我们在新数组的一个实例上运行一个ufunc：

>>> obj = MySubClass(np.arange(5), info='spam')
In __array_finalize__:
   self is MySubClass([0, 1, 2, 3, 4])
   obj is array([0, 1, 2, 3, 4])
>>> arr2 = np.arange(5)+1
>>> ret = np.add(arr2, obj)
In __array_wrap__:
   self is MySubClass([0, 1, 2, 3, 4])
   arr is array([1, 3, 5, 7, 9])
In __array_finalize__:
   self is MySubClass([1, 3, 5, 7, 9])
   obj is MySubClass([0, 1, 2, 3, 4])
>>> ret
MySubClass([1, 3, 5, 7, 9])
>>> ret.info
'spam'





注意，UFunc (np.add ）已呼叫 __array_wrap__ 带参数的方法 self 作为 obj 和 out_arr 作为添加的（ndarray）结果。反过来，默认 __array_wrap__  (ndarray.__array_wrap__ ）已将结果强制转换为类 MySubClass 并称之为 __array_finalize__ -因此，复制 info 属性。这一切都发生在C级。

但是，我们可以做任何我们想做的事情：

class SillySubClass(np.ndarray):

    def __array_wrap__(self, arr, context=None):
        return 'I lost your data'





>>> arr1 = np.arange(5)
>>> obj = arr1.view(SillySubClass)
>>> arr2 = np.arange(5)
>>> ret = np.multiply(obj, arr2)
>>> ret
'I lost your data'





因此，通过定义 __array_wrap__ 方法，我们可以调整ufuncs的输出。这个 __array_wrap__ 方法要求 self ，然后是一个参数（这是ufunc的结果）和一个可选参数 语境 . 此参数由ufuncs作为3元素元组返回：（ufunc的名称、ufunc的参数、ufunc的域），但不由其他numpy函数设置。不过，如上所述，也有可能采取其他措施， __array_wrap__ 应返回其包含类的实例。有关实现，请参见屏蔽数组子类。

除了 __array_wrap__ 在离开UFunc的路上，也有一个 __array_prepare__ 方法，在创建输出数组之后，但在执行任何计算之前，在进入ufunc的过程中调用。默认实现只通过数组进行传递。 __array_prepare__ 不应尝试访问数组数据或调整数组的大小，它用于设置输出数组类型、更新属性和元数据，以及根据计算开始前可能需要的输入执行任何检查。喜欢 __array_wrap__ ， __array_prepare__ 必须返回ndarray或其子类或引发错误。




额外gotchas-自定义 __del__ 方法和ndarray.base¶

Ndarray解决的问题之一是跟踪Ndarray及其视图的内存所有权。考虑一下我们创建了一个ndarray的情况， arr 吃了一片 v = arr[1:] . 这两个对象正在查看相同的内存。numpy跟踪特定数组或视图的数据来源，使用 base 属性：

>>> # A normal ndarray, that owns its own data
>>> arr = np.zeros((4,))
>>> # In this case, base is None
>>> arr.base is None
True
>>> # We take a view
>>> v1 = arr[1:]
>>> # base now points to the array that it derived from
>>> v1.base is arr
True
>>> # Take a view of a view
>>> v2 = v1[1:]
>>> # base points to the view it derived from
>>> v2.base is v1
True





一般来说，如果数组拥有自己的内存，那么 arr 在这种情况下，那么 arr.base 将没有-有一些例外，这-见 NumPy 书，以获得更多的细节。

这个 base 属性在判断是否有视图或原始数组时很有用。如果我们需要知道在删除子类数组时是否要进行某些特定的清理，那么这反过来会很有用。例如，我们可能只希望在删除原始数组的情况下进行清理，而不希望删除视图。有关这项工作的示例，请查看 memmap 班在 numpy.core .




子类化和下游兼容性¶

分类时 ndarray 或者创造出模仿 ndarray 接口，您有责任决定API与numpy的API的一致性。为了方便起见，许多numpy函数 ndarray 方法（例如， sum ， mean ， take ， reshape ）检查函数的第一个参数是否具有相同名称的方法。如果该方法存在，则调用该方法，而不是将参数强制为numpy数组。

例如，如果您希望子类或duck类型与numpy兼容 sum 函数，此对象的方法签名 sum 方法应如下：

def sum(self, axis=None, dtype=None, out=None, keepdims=False):
...





这是完全相同的方法签名 np.sum ，如果用户调用 np.sum 在这个对象上，numpy将调用该对象自己的 sum 方法并传入上面在签名中枚举的这些参数，不会引发任何错误，因为签名完全兼容。

但是，如果您决定偏离此签名并执行如下操作：

def sum(self, axis=None, dtype=None):
...





此对象不再与兼容 np.sum 因为如果你打电话 np.sum ，它将传入意外的参数 out 和 keepdims ，导致引发类型错误。

如果您希望保持与numpy及其后续版本（可能会添加新的关键字参数）的兼容性，但不希望显示numpy的所有参数，那么您的函数的签名应该接受 **kwargs . 例如：

def sum(self, axis=None, dtype=None, **unused_kwargs):
...





此对象现在与兼容 np.sum 同样，因为任何无关的参数（即关键字不是 axis 或 dtype ）将被隐藏在 **unused_kwargs 参数。







              



其他¶




其他¶




IEEE 754浮点特殊值¶

numpy中定义的特殊值：nan，inf，

奶奶可以当穷人的面具（如果你不在乎最初的价值是什么的话）

注意：不能使用相等来测试nan。例如：：

>>> myarr = np.array([1., 0., np.nan, 3.])
>>> np.nonzero(myarr == np.nan)
(array([], dtype=int64),)
>>> np.nan == np.nan  # is always False! Use special numpy functions instead.
False
>>> myarr[myarr == np.nan] = 0. # doesn't work
>>> myarr
array([  1.,   0.,  NaN,   3.])
>>> myarr[np.isnan(myarr)] = 0. # use this instead find
>>> myarr
array([ 1.,  0.,  0.,  3.])





其他相关特殊值函数：：

isinf():    True if value is inf
isfinite(): True if not nan or inf
nan_to_num(): Map nan to 0, inf to max float, -inf to min float





以下与常规函数相对应，但结果中不包括nan:：

nansum()
nanmax()
nanmin()
nanargmax()
nanargmin()

>>> x = np.arange(10.)
>>> x[3] = np.nan
>>> x.sum()
nan
>>> np.nansum(x)
42.0








numpy如何处理数字异常¶

默认为 'warn' 对于 invalid ， divide 和 overflow 和 'ignore' 对于 underflow .  但这可以更改，并且可以针对不同类型的异常单独设置。不同的行为是：



	“忽略”：发生异常时不采取任何操作。

	“警告”：打印 RuntimeWarning （通过Python） warnings 模块）。

	“升高”：升高 FloatingPointError .

	“call”：调用使用 seterrcall 功能。

	“print”：将警告直接打印到 stdout .

	“日志”：在由指定的日志对象中记录错误 seterrcall .






这些行为可以针对各种错误或特定错误进行设置：



	全部：应用于所有数值异常

	无效：生成NAN时

	除以：除以零（对于整数也是如此！）

	溢出：浮点溢出

	下溢：浮点下溢






请注意，整数除以零是由同一个机器处理的。这些行为是在每个线程的基础上设置的。




实例¶

>>> oldsettings = np.seterr(all='warn')
>>> np.zeros(5,dtype=np.float32)/0.
invalid value encountered in divide
>>> j = np.seterr(under='ignore')
>>> np.array([1.e-100])**10
>>> j = np.seterr(invalid='raise')
>>> np.sqrt(np.array([-1.]))
FloatingPointError: invalid value encountered in sqrt
>>> def errorhandler(errstr, errflag):
...      print("saw stupid error!")
>>> np.seterrcall(errorhandler)
<function err_handler at 0x...>
>>> j = np.seterr(all='call')
>>> np.zeros(5, dtype=np.int32)/0
FloatingPointError: invalid value encountered in divide
saw stupid error!
>>> j = np.seterr(**oldsettings) # restore previous
...                              # error-handling settings








与C接口¶

只有对选择的调查。每一个工作原理的小细节。


	裸金属，手工包装自己的C代码。





	Plusses：
	有效的

	不依赖其他工具





	缺点：
	大量的学习开销：
	需要学习Python C API的基础知识

	需要学习numpy c api的基础知识

	需要学习如何处理参考计数并喜欢它。





	参考计数通常很难得到正确的结果。
	出错会导致内存泄漏，更糟的是，会导致SegFaults





	API将更改为python 3.0！











	赛隆





	Plusses：
	避免学习C API

	不处理参考计数

	可以用伪python编码并生成C代码

	也可以与现有的C代码接口

	应该保护您免受对python c api的更改

	已经成为科学 Python 社区中的事实标准

	对数组的快速索引支持





	缺点：
	可以以非标准形式编写可能会过时的代码

	不像手工包装那样灵活











	C型





	Plusses：


	python标准库的一部分



	适用于与现有可共享库（尤其是Windows DLL）的接口



	避免API/引用计数问题



	良好的numpy支持：数组的ctypes属性中包含所有这些属性：：：

a.ctypes.data              a.ctypes.get_strides
a.ctypes.data_as           a.ctypes.shape
a.ctypes.get_as_parameter  a.ctypes.shape_as
a.ctypes.get_data          a.ctypes.strides
a.ctypes.get_shape         a.ctypes.strides_as











	缺点：


	不能用于编写要转换为C扩展的代码，只能使用包装工具。











	自动包装机





	Plusses：
	大约很长时间

	多脚本语言支持

	C++支持

	适合包装大型（多个函数）现有C库





	缺点：
	在python和c代码之间生成大量代码

	可能导致性能问题，几乎不可能优化

	接口文件可能难以写入

	不一定避免引用计数问题或需要了解API











	scipy.weave





	Plusses：
	可以将许多numpy表达式转换为C代码

	动态编译和加载生成的C代码

	可以在python模块中嵌入纯C代码，并有weave提取、生成接口和编译等功能。





	缺点：
	未来非常不确定：它是scipy中唯一一个没有移植到python 3的部分，实际上已经被弃用，取而代之的是cython。











	心理医生





	Plusses：
	通过类似于JIT的优化，将纯Python转换为高效的机器代码

	优化得很好，速度很快





	缺点：
	仅在Intel（Windows？）

	对 NumPy 没什么作用？













与Fortran接口：¶

包装Fortran代码的明确选择是 f2py .

Pyfort是一个较旧的替代方案，但不再受支持。fwrap是一个新的项目，看起来很有希望，但现在还没有开发出来。




C++接口¶



	赛隆

	CXX

	Boost.python

	SWIG

	SIP（主要用于PYQT）












              



用于matlab用户的numpy¶




用于matlab用户的numpy¶




介绍¶

matlab®和numpy/scipy有很多共同之处。但是有很多不同之处。numpy和scipy是以最自然的方式使用python来进行数值和科学计算的，而不是matlab®克隆。本页面旨在收集关于差异的智慧，主要是为了帮助精通matlab®的用户成为精通numpy和scipy的用户。




一些关键区别¶







从源代码生成¶




从源代码生成¶



本文概述了从源代码构建numpy，并分别给出了具体平台的详细说明。


先决条件¶

构建numpy需要安装以下软件：


	python 2.7.x、3.4.x或更高版本

关于debian和衍生工具（ubuntu）：python、python dev（或python3 dev）

在Windows上：官方的python安装程序 www.python.org 够了

继续之前，请确保已安装python包distutils。例如，在debian gnu/linux中，安装python dev也会安装distuils。

必须在启用zlib模块的情况下编译python。这几乎总是预先包装好的 Python 。



	编译程序

要为Python构建任何扩展模块，您需要一个C编译器。各种numpy模块使用Fortran 77库，因此您还需要安装Fortran 77编译器。

注意，numpy主要是使用GNU编译器开发的。其他供应商（如Intel、AbSoft、Sun、NAG、Compaq、Vast、Portland、Lahey、HP、IBM、Microsoft）的编译器仅以社区反馈的形式提供支持，而且可能无法在开箱即用的情况下工作。建议使用GCC4.x（及更高版本）编译器。



	线性代数库

numpy不需要安装任何外部线性代数库。但是，如果这些可用，numpy的安装脚本可以检测到它们并使用它们进行构建。可以使用许多不同的lapack库设置，包括优化的lapack库，如atlas、mkl或OS X上的accelerate/veclib框架。



	赛隆

要构建numpy的开发版本，您需要最新版本的cython。pypi上已发布的numpy源包括从cython代码生成的C文件，因此对于已安装cython的已发布版本，不需要。








基本安装¶

要安装numpy run:：

python setup.py install





要执行可从源文件夹运行的就地生成，请运行：

python setup.py build_ext --inplace





numpy构建系统使用 setuptools （从numpy 1.11.0开始，在那之前它是普通的 distutils ） numpy.distutils . 使用 virtualenv 应该按预期工作。

注意：有关对numpy本身进行开发工作的构建说明，请参见  设置和使用开发环境 .


并行构建¶

从numpy 1.10.0开始，还可以使用以下命令进行并行构建：

python setup.py build -j 4 install --prefix $HOME/.local





这将在4个CPU上编译numpy并将其安装到指定的前缀中。要执行并行就地生成，请运行：

python setup.py build_ext --inplace -j 4





还可以通过环境变量指定生成作业的数量。 NPY_NUM_BUILD_JOBS .






Fortran ABI不匹配¶

最流行的两种开源Fortran编译器是G77和Gfortran。不幸的是，它们不兼容ABI，这意味着具体地说，您应该避免将彼此构建的库混合在一起。尤其是，如果您的BLAS/LAPACK/ATLAS是用G77构建的，那么您 must 当你的地图册是用gfortran建造的，你可以用g77来建造numpy和scipy。 must 用gfortran创建numpy/scipy。这适用于可能使用不同Fortran编译器的大多数其他情况。


选择Fortran编译器¶

使用gfortran进行构建：

python setup.py build --fcompiler=gnu95





有关详细信息，请参阅：

python setup.py build --help-fcompiler








如何检查BLAS/LAPACK/ATLAS的ABI¶

检查用于构建库的编译器的一个相对简单和可靠的方法是在库上使用ldd。如果libg2c.so是一个依赖项，这意味着已经使用了g77。如果libgfortran.so是依赖项，则使用gfortran。如果两者都是依赖项，这意味着两者都已被使用，这几乎总是一个非常糟糕的主意。






禁用Atlas和其他加速库¶

可以通过以下方式禁用Numpy中的Atlas和其他加速库：

BLAS=None LAPACK=None ATLAS=None python setup.py build








提供其他编译器标志¶

通过设置 OPT ， FOPT （对于Fortran），以及 CC 环境变量。当提供可以提高代码性能的选项时，请确保 -DNDEBUG 这样就不会执行调试代码。




带Atlas支持的建筑¶


乌邦图¶

您可以使用以下命令为优化的Atlas安装必要的包：

sudo apt-get install libatlas-base-dev













              



使用numpy c-api¶




使用numpy c-api¶





	如何扩展numpy
	编写扩展模块

	所需子程序

	定义函数
	不带关键字参数的函数

	带关键字参数的函数

	参考计数





	处理数组对象
	转换任意序列对象

	创建全新的日历

	获取ndarray内存并访问ndarray的元素





	例子





	使用python作为胶水
	从python调用其他已编译的库

	手工制作的包装纸

	F2PY
	为基本扩展模块创建源

	创建已编译扩展模块

	改进基本接口

	在Fortran源中插入指令

	过滤示例

	从python调用f2py

	自动扩展模块生成

	结论





	赛隆
	赛通中的复合加成

	Cython中的图像过滤器

	结论





	C型
	拥有共享的库

	加载共享库

	转换参数

	调用函数

	完整的例子

	结论





	可能会发现有用的其他工具
	SWIG

	SIP

	增强Python

	PyFort









	写你自己的ufunc
	创建新的通用函数

	非ufunc扩展示例

	一个数据类型的numpy ufunc示例

	具有多个数据类型的numpy ufunc示例

	带多个参数/返回值的numpy ufunc示例

	带结构化数组dtype参数的numpy ufnc示例





	超越基础
	迭代数组中的元素
	基本迭代

	迭代除一个轴以外的所有轴

	迭代多个数组

	在多个阵列上广播





	用户定义的数据类型
	添加新数据类型

	注册强制转换函数

	正在注册强制规则

	注册ufunc循环





	在C中对ndarray进行子类型化
	创建子类型

	ndarray子类型的特定特征
	这个 __array_finalize__ 方法

	这个 __array_priority__ 属性

	这个 __array_wrap__ 方法





















              



如何扩展numpy¶




如何扩展numpy¶




静态的和重复的是无聊的。充满活力的

随机性让人困惑。艺术介于两者之间。

--- 约翰·A·洛克




科学是一个微分方程。宗教是一个边界条件。

--- 艾伦图灵




编写扩展模块¶

虽然ndarray对象被设计为允许在python中快速计算，但它也被设计为通用的，并满足各种各样的计算需求。因此，如果绝对速度是必需的，那么就没有任何替代品可以替代一个精心设计的、专门针对应用程序和硬件的编译循环。这是NUMPY包含F2PY的原因之一，因此可以将简单的C/C++和（任意）FORTRAN代码直接链接到Python中的一种易于使用的机制。我们鼓励您使用和改进这种机制。本节的目的不是记录此工具，而是记录编写此工具所依赖的扩展模块的更基本步骤。

当扩展模块被写入、编译并安装到python路径（sys.path）的某个位置时，代码就可以像标准的python文件一样导入python。它将包含用C代码定义和编译的对象和方法。在python中实现这一点的基本步骤都有很好的文档记录，您可以在python本身的文档中找到更多信息，该文档可以在 www.python.org .

除了python C-api之外，还有一个完整而丰富的C-api用于numpy，允许在C级别上进行复杂的操作。但是，对于大多数应用程序，通常只使用少数API调用。如果您需要做的只是提取指向内存的指针以及一些形状信息以传递给另一个计算例程，那么您将使用非常不同的调用，然后如果您试图创建一个新的类似数组的类型或为ndarrays添加一个新的数据类型。本章记录最常用的API调用和宏。




所需子程序¶

只有一个函数必须在C代码中定义，以便Python将其用作扩展模块。必须调用函数init name其中name是python中模块的名称。必须声明此函数，以便它对例程之外的代码可见。除了添加所需的方法和常量之外，此子例程还必须包含如下调用 import_array() 和/或 import_ufunc() 取决于需要哪个C-API。一旦实际调用任何C-API子例程，忘记放置这些命令将显示为一个丑陋的分段错误（崩溃）。实际上，在一个文件中可以有多个in it name函数，在这种情况下，该文件将定义多个模块。但是，有一些技巧可以使其正确工作，这里没有介绍。

极小值 init{{name}} 方法如下：

PyMODINIT_FUNC
init{name}(void)
{
   (void)Py_InitModule({name}, mymethods);
   import_array();
}





mymethods必须是pymethoddef结构的数组（通常静态声明），其中包含方法名、实际的C函数、指示该方法是否使用关键字参数的变量以及docstring。这些将在下一节中解释。如果要向模块添加常量，则存储模块对象py-initmodule返回的值。向模块添加项的最一般方法是使用pymodule_getdict（module）获取模块字典。使用模块字典，您可以手动向模块添加您喜欢的任何内容。向模块添加对象的一个更简单的方法是使用另外三个不需要单独提取模块字典的python c-api调用中的一个。这些都记录在Python文档中，但为了方便起见，在这里重复：


	
int PyModule_AddObject(PyObject* module, char* name, PyObject* value)¶

	




	
int PyModule_AddIntConstant(PyObject* module, char* name, long value)¶

	




	
int PyModule_AddStringConstant(PyObject* module, char* name, char* value)¶

	所有这三个功能都需要 模块 对象（py-initmodule的返回值）。这个 name 是标记模块中的值的字符串。根据调用的函数， 价值 参数不是常规对象 (PyModule_AddObject 窃取对它的引用）、整数常量或字符串常量。








定义函数¶

传递给py in it module函数的第二个参数是一个结构，它使在模块中定义函数变得容易。在上面给出的示例中，mymethods结构将在文件的前面（通常在init name子例程之前）定义为：

static PyMethodDef mymethods[] = {
    { nokeywordfunc,nokeyword_cfunc,
      METH_VARARGS,
      Doc string},
    { keywordfunc, keyword_cfunc,
      METH_VARARGS|METH_KEYWORDS,
      Doc string},
    {NULL, NULL, 0, NULL} /* Sentinel */
}





mymethods数组中的每个条目都是 PyMethodDef 结构包含1）python名称，2）实现函数的C函数，3）指示此函数是否接受关键字的标志，以及4）函数的docstring。通过向该表中添加更多条目，可以为单个模块定义任意数量的函数。最后一个条目必须全部为空，如图所示，才能充当哨兵。python查找此条目以了解模块的所有函数都已定义。

完成扩展模块必须做的最后一件事是实际编写执行所需函数的代码。有两种函数：不接受关键字参数的函数和接受关键字参数的函数。


不带关键字参数的函数¶

不接受关键字参数的函数应编写为：

static PyObject*
nokeyword_cfunc (PyObject *dummy, PyObject *args)
{
    /* convert Python arguments */
    /* do function */
    /* return something */
}





此上下文中未使用伪参数，可以安全地忽略它。这个 args 参数包含作为元组传入函数的所有参数。此时您可以做任何您想做的事情，但通常管理输入参数的最简单方法是调用 PyArg_ParseTuple （args，格式化字符串，地址到变量…）或 PyArg_UnpackTuple （元组，“名称”，最小值，最大值，…）。关于如何使用第一个函数的良好描述包含在第5.5节（解析参数和构建值）下的python c-api参考手册中。您应该特别注意使用转换器函数在python对象和c对象之间切换的“o&”格式。所有其他格式函数（大部分）都可以被认为是这个一般规则的特殊情况。numpy c-api中定义的几个转换器函数可能会被使用。特别是， PyArray_DescrConverter 函数对于支持任意数据类型规范非常有用。此函数将任何有效的数据类型python对象转换为 PyArray_Descr * 对象。记住传递应该填写的C变量的地址。

有很多关于如何使用的例子 PyArg_ParseTuple 整个numpy源代码。标准用法如下：

PyObject *input;
PyArray_Descr *dtype;
if (!PyArg_ParseTuple(args, "OO&", &input,
                      PyArray_DescrConverter,
                      &dtype)) return NULL;





重要的是要记住 借来 使用“o”格式字符串时对对象的引用。但是，转换器功能通常需要某种形式的内存处理。在本例中，如果转换成功， D型 将保存对 PyArray_Descr * 对象，而 输入 将持有借来的参考资料。因此，如果此转换与另一个转换（例如整数）混合，并且数据类型转换成功，但整数转换失败，则需要在返回之前释放对数据类型对象的引用计数。一个典型的方法是设置 D型 到 NULL 打电话之前 PyArg_ParseTuple 然后使用 Py_XDECREF 在 D型 返回前。

在处理输入参数之后，将编写实际执行工作的代码（可能根据需要调用其他函数）。C函数的最后一步是返回一些东西。如果遇到错误，则 NULL 应返回（确保实际设置了错误）。如果不应返回任何内容，则递增 Py_None 然后把它还给我。如果应该返回单个对象，则返回该对象（确保您首先拥有对它的引用）。如果应该返回多个对象，那么需要返回一个元组。这个 Py_BuildValue （format_string，c_variables…）函数使从c变量构建python对象的元组变得容易。请特别注意格式字符串中的“n”和“o”之间的区别，否则很容易造成内存泄漏。“o”格式字符串增加 PyObject * 它对应的C变量，而“n”格式字符串窃取对相应的 PyObject * C变量。如果已经为对象创建了一个引用，并且只想将该引用赋给元组，那么应该使用“n”。如果只有对对象的借用引用，并且需要创建一个对象来为元组提供引用，那么应该使用“o”。




带关键字参数的函数¶

这些函数与没有关键字参数的函数非常相似。唯一的区别是函数签名是：

static PyObject*
keyword_cfunc (PyObject *dummy, PyObject *args, PyObject *kwds)
{
...
}





kwds参数包含一个python字典，其键是关键字参数的名称，其值是相应的关键字参数值。这本词典可以按你认为合适的方式处理。然而，处理它的最简单方法是替换 PyArg_ParseTuple （args，format_string，addresses…）函数，调用 PyArg_ParseTupleAndKeywords （args、kwds、format_-string、char * KWLIST[]，地址…）。此函数的kwlist参数是 NULL -终止了提供所需关键字参数的字符串数组。格式为“字符串”的每个条目应有一个字符串。如果传入无效的关键字参数，使用此函数将引发类型错误。

有关此函数的更多帮助，请参见Python文档中“扩展和嵌入”教程的第1.8节（扩展函数的关键字参数）。




参考计数¶

编写扩展模块时最大的困难是引用计数。这是一个重要的原因，流行的f2py，编织，赛通，ctypes等。如果处理错误的引用计数，则可能会从内存泄漏到分段错误。我所知道的正确处理参考计数的唯一策略是血液、汗液和眼泪。首先，将每个python变量都有一个引用计数强制输入您的大脑。然后，您可以准确地了解每个函数对对象的引用计数所做的操作，以便在需要时正确地使用decref和incref。引用计数可以真正测试您对编程过程的耐心和勤奋。尽管描述很严酷，但大多数引用计数的情况都非常简单，最常见的困难是，由于某些错误，在从例程早期退出之前，不在对象上使用减量法。第二，是传递给将要窃取引用的函数或宏的对象上没有引用的常见错误（ e.g.  PyTuple_SET_ITEM 以及大多数功能 PyArray_Descr 对象）。

通常，当变量被创建或是某个函数的返回值时，您会得到一个新的变量引用（但是，也有一些突出的异常，比如从元组或字典中获取一个项）。当你拥有证明人时，你有责任确保 Py_DECREF （var）在不再需要变量时调用（并且没有其他函数“窃取”其引用）。另外，如果您要将一个python对象传递给一个将“窃取”引用的函数，那么您需要确保您拥有它（或使用 Py_INCREF 以获取您自己的参考）。您还将遇到借用参考资料的概念。借用引用的函数不会更改对象的引用计数，也不希望“保留”引用。它只是暂时使用对象。当你使用 PyArg_ParseTuple 或 PyArg_UnpackTuple 您将收到对元组中对象的借用引用，并且不应在函数内更改它们的引用计数。通过练习，你可以学会正确地进行参考计数，但一开始可能会令人沮丧。

引用计数错误的一个常见来源是 Py_BuildValue 功能。注意“n”格式字符和“o”格式字符之间的区别。如果在子例程（如输出数组）中创建一个新对象，并将其传递回一个返回值的元组，则最有可能在 Py_BuildValue . “o”字符将使引用计数增加一。这将给调用者留下两个新数组的引用计数。当变量被删除并且引用计数减1时，仍然会有额外的引用计数，并且数组将永远不会被释放。您将有一个引用计数引起的内存泄漏。使用“n”字符将避免这种情况，因为它将返回具有单个引用计数的对象（在元组内）。






处理数组对象¶

numpy的大多数扩展模块都需要访问ndarray对象（或其子类之一）的内存。要做到这一点，最简单的方法不需要你对numpy的内部了解太多。方法是


	确保处理的是一个行为良好的数组（按机器字节顺序和单个段对齐），该数组的类型和维数正确。



	通过使用 PyArray_FromAny 或者一个基于它的宏。

	通过使用 PyArray_NewFromDescr 或者基于它的更简单的宏或函数。








	获取数组的形状和指向其实际数据的指针。



	将数据和形状信息传递给实际执行计算的子例程或代码的其他部分。



	如果您正在编写算法，那么我建议您使用数组中包含的跨步信息来访问数组的元素（即 PyArray_GETPTR 宏使这变得无痛）。然后，您可以放宽您的需求，以避免强制执行单个段数组和可能导致的数据复制。





下面的小节将介绍这些子主题中的每一个。


转换任意序列对象¶

从任何可以转换为数组的python对象获取数组的主要例程是 PyArray_FromAny . 这个函数非常灵活，有许多输入参数。几个宏使基本函数的使用更加容易。 PyArray_FROM_OTF 可以说是这些宏中最常用的。它允许您将任意python对象转换为特定内置数据类型的数组。（ e.g. float），同时指定一组特定的需求（ e.g. 连续、对齐和可写）。语法是

PyArray_FROM_OTF


从任何python对象返回一个ndarray， obj ，可以转换为数组。返回数组中的维度数由对象确定。返回数组的所需数据类型在中提供 铅字 应该是枚举类型之一。这个 要求 对于返回的数组，可以是标准数组标志的任意组合。下面将更详细地解释这些论点中的每一个。成功时将收到对数组的新引用。失败论 NULL 返回并设置异常。

obj


对象可以是任何可转换为ndarray的python对象。如果对象已经是满足需求的ndarray（的子类），则返回新的引用。否则，将构造一个新的数组。内容 obj 除非使用数组接口，否则将复制到新数组，这样就不必复制数据。可以转换为数组的对象包括：1）任何嵌套的序列对象，2）任何暴露数组接口的对象，3）具有 __array__ 方法（应该返回一个ndarray）和4）任何标量对象（成为零维数组）。将通过以其他方式符合要求的ndarray的子类。如果要确保基类的ndarray，请使用 NPY_ARRAY_ENSUREARRAY 在需求标志中。只有在必要时才复印。如果你想保证一份，那就交给我 NPY_ARRAY_ENSURECOPY 到需求标志。


铅字


枚举类型之一或 NPY_NOTYPE 如果应该从对象本身确定数据类型。基于C的名称可以使用：


NPY_BOOL ， NPY_BYTE ， NPY_UBYTE ， NPY_SHORT ， NPY_USHORT ， NPY_INT ， NPY_UINT ， NPY_LONG ， NPY_ULONG ， NPY_LONGLONG ， NPY_ULONGLONG ， NPY_DOUBLE ， NPY_LONGDOUBLE ， NPY_CFLOAT ， NPY_CDOUBLE ， NPY_CLONGDOUBLE ， NPY_OBJECT .


或者，可以使用平台上支持的位宽度名称。例如：


NPY_INT8 ， NPY_INT16 ， NPY_INT32 ， NPY_INT64 ， NPY_UINT8 ， NPY_UINT16 ， NPY_UINT32 ， NPY_UINT64 ， NPY_FLOAT32 ， NPY_FLOAT64 ， NPY_COMPLEX64 ， NPY_COMPLEX128 .


只有在不丢失精度的情况下才能将对象转换为所需的类型。否则 NULL 将返回并引发错误。使用 NPY_ARRAY_FORCECAST 在“需求”标志中重写此行为。




要求


一个ndarray的内存模型允许在每个维度中任意前进到数组的下一个元素。但是，通常需要与需要C-连续或Fortran连续内存布局的代码进行接口。此外，如果尝试将指针取消引用到数组数据中，则ndarray可能会错位（元素的地址不是元素大小的整数倍），这可能会导致程序崩溃（或至少工作得更慢）。这两个问题都可以通过将python对象转换为一个更“行为良好”的数组来解决，以满足您的特定使用。

需求标志允许指定什么类型的数组是可接受的。如果传入的对象不满足此要求，则会制作一个副本，以便thre返回的对象满足这些要求。这些ndarray可以使用非常通用的内存指针。此标志允许指定返回的数组对象的所需属性。所有标志都在详细的API章节中解释。最常用的标志是 NPY_ARRAY_IN_ARRAY ， NPY_OUT_ARRAY 和 NPY_ARRAY_INOUT_ARRAY ：

NPY_ARRAY_IN_ARRAY


此标志对于必须按C-连续顺序排列并对齐的数组很有用。这些类型的数组通常是某些算法的输入数组。


NPY_ARRAY_OUT_ARRAY


此标志用于指定以C-连续顺序排列、对齐并可以写入的数组。这样的数组通常作为输出返回（尽管通常这样的输出数组是从零开始创建的）。


NPY_ARRAY_INOUT_ARRAY


此标志用于指定将用于输入和输出的数组。 PyArray_ResolveWritebackIfCopy 必须在之前调用 Py_DECREF 在接口例程的末尾，将临时数据写回传入的原始数组。使用 NPY_ARRAY_WRITEBACKIFCOPY 或 NPY_ARRAY_UPDATEIFCOPY 标志要求输入对象已经是一个数组（因为其他对象不能以这种方式自动更新）。如果发生错误，请使用 PyArray_DiscardWritebackIfCopy （obj）在设置了这些标志的数组上。这会将基础基数组设置为可写，而不会导致内容被复制回原始数组。


其他可以作为附加要求的有用标志包括：

NPY_ARRAY_FORCECAST


强制转换为所需的类型，即使它不能在不丢失信息的情况下完成。


NPY_ARRAY_ENSURECOPY


确保生成的数组是原始数组的副本。


NPY_ARRAY_ENSUREARRAY


确保生成的对象是实际的ndarray，而不是子类。









注解

数组是否进行字节交换取决于数组的数据类型。本机字节顺序数组总是由 PyArray_FROM_OTF 所以没有必要 NPY_ARRAY_NOTSWAPPED 需求参数中的标志。也没有办法从这个例程中获得字节交换数组。






创建全新的日历¶

通常，必须从扩展模块代码中创建新的数组。也许需要一个输出数组，而您不希望调用者必须提供它。可能只需要一个临时数组来保存中间计算。无论需要什么，都有简单的方法来获得所需数据类型的ndarray对象。最一般的功能是 PyArray_NewFromDescr . 所有的数组创建函数都要经过这个反复使用的代码。由于它的灵活性，使用起来可能有些混乱。因此，存在更容易使用的简单形式。

PyArray_SimpleNew


此函数分配新内存，并将其放置在具有 nd 其形状由至少 nd 指向的项 dims . 数组的内存未初始化（除非typenum是 NPY_OBJECT 在这种情况下，数组中的每个元素都设置为空）。这个 铅字 参数允许指定任何内置数据类型，例如 NPY_FLOAT 或 NPY_LONG . 如果需要，可以使用 PyArray_FILLWBYTE （返回对象，0）。


PyArray_SimpleNewFromData


有时，您希望将分配到其他地方的内存包装到一个ndarray对象中，以供下游使用。这个例行程序可以很容易地做到这一点。前三个参数与中的相同 PyArray_SimpleNew ，最后一个参数是指向一个连续内存块的指针，ndarray应将该块作为数据缓冲区使用，该缓冲区将以C样式的连续方式解释。将返回对ndarray的新引用，但该ndarray将不拥有其数据。当解除分配此ndarray时，指针将不会被释放。

您应该确保在返回的数组存在时，所提供的内存不会被释放。最简单的处理方法是，如果数据来自另一个引用计数的python对象。传入指针后，应增加此对象的引用计数，返回的ndarray的基成员应指向拥有数据的python对象。然后，当取消分配ndarray时，基础成员将相应地减少。如果您希望在释放ndarray后立即释放内存，那么只需在返回的ndarray上设置owndaa标志。







获取ndarray内存并访问ndarray的元素¶

如果obj是ndarray (PyArrayObject * ，则该空区域指向该数据数组的数据区域。 * pointer PyArray_DATA (obj) or the char* 指针 PyArray_BYTES （OBJ）。请记住（通常）此数据区域可能不会根据数据类型进行对齐，它可能表示字节交换数据，和/或它可能不可写。如果数据区域是按本机字节顺序对齐的，那么如何获取数组的特定元素只由npy-intp变量数组决定。 PyArray_STRIDES （OBJ）。特别是，这个整数的C数组显示了 字节 必须添加到当前元素指针才能到达每个维度中的下一个元素。对于小于4维的数组 PyArray_GETPTR{{k}} （obj，…）宏，其中k是整数1、2、3或4，使使用数组步幅更容易。参数….在数组中表示非负整数索引。例如，假设 E 是一个三维数组。指向元素的（void*）指针 E[i,j,k] 获得作为 PyArray_GETPTR3 （E，I，J，K）。

如前所述，C样式的连续数组和Fortran样式的连续数组具有特定的跨线模式。两个数组标志 (NPY_ARRAY_C_CONTIGUOUS 和 NPY_ARRAY_F_CONTIGUOUS ）指示特定数组的删除模式是否与C样式continuous或Fortran样式continuous匹配。无论划线模式是否与标准C或Fortran模式匹配，都可以使用 PyArray_ISCONTIGUOUS （OBJ）和 PyArray_ISFORTRAN （obj）分别。大多数第三方库需要连续的数组。但是，通常支持通用跨步并不困难。我鼓励您尽可能在自己的代码中使用删除信息，并保留包装第三方代码的单个段要求。使用与数据阵列一起提供的划线信息而不需要连续的划线，可以减少必须进行的复制。






例子¶

下面的示例演示如何编写一个接受两个输入参数（将转换为数组）和一个输出参数（必须是数组）的包装器。函数返回none并更新输出数组。注意更新了对numpy v1.14及更高版本的writebackifcopy语义的使用

static PyObject *
example_wrapper(PyObject *dummy, PyObject *args)
{
    PyObject *arg1=NULL, *arg2=NULL, *out=NULL;
    PyObject *arr1=NULL, *arr2=NULL, *oarr=NULL;

    if (!PyArg_ParseTuple(args, "OOO!", &arg1, &arg2,
        &PyArray_Type, &out)) return NULL;

    arr1 = PyArray_FROM_OTF(arg1, NPY_DOUBLE, NPY_ARRAY_IN_ARRAY);
    if (arr1 == NULL) return NULL;
    arr2 = PyArray_FROM_OTF(arg2, NPY_DOUBLE, NPY_ARRAY_IN_ARRAY);
    if (arr2 == NULL) goto fail;
#if NPY_API_VERSION >= 0x0000000c
    oarr = PyArray_FROM_OTF(out, NPY_DOUBLE, NPY_ARRAY_INOUT_ARRAY2);
#else
    oarr = PyArray_FROM_OTF(out, NPY_DOUBLE, NPY_ARRAY_INOUT_ARRAY);
#endif
    if (oarr == NULL) goto fail;

    /* code that makes use of arguments */
    /* You will probably need at least
       nd = PyArray_NDIM(<..>)    -- number of dimensions
       dims = PyArray_DIMS(<..>)  -- npy_intp array of length nd
                                     showing length in each dim.
       dptr = (double *)PyArray_DATA(<..>) -- pointer to data.

       If an error occurs goto fail.
     */

    Py_DECREF(arr1);
    Py_DECREF(arr2);
#if NPY_API_VERSION >= 0x0000000c
    PyArray_ResolveWritebackIfCopy(oarr);
#endif
    Py_DECREF(oarr);
    Py_INCREF(Py_None);
    return Py_None;

 fail:
    Py_XDECREF(arr1);
    Py_XDECREF(arr2);
#if NPY_API_VERSION >= 0x0000000c
    PyArray_DiscardWritebackIfCopy(oarr);
#endif
    Py_XDECREF(oarr);
    return NULL;
}











              



使用python作为胶水¶




使用python作为胶水¶




没有比每个人都无聊的谈话了

同意。

--- 蒙塔尼米歇尔




管道胶带就像一股力量。它有光明的一面和黑暗的一面，以及

它把宇宙联系在一起。

--- 卡尔茨瓦齐格



许多人喜欢说，Python是一种奇妙的粘合语言。希望这一章能让你相信这是真的。Python在科学上的第一个采用者通常是那些使用它来粘合在超级计算机上运行的大型应用程序代码的人。不仅用python编写代码比用shell脚本或perl编写代码要好得多，而且，轻松扩展python的能力使创建新的类和类型变得相对容易，这些类和类型专门适合要解决的问题。从这些早期贡献者的交互中，numeric出现了一个类似数组的对象，可以用来在这些应用程序之间传递数据。

随着numeric的成熟和发展，人们可以直接用numpy编写更多的代码。通常，此代码对于生产使用来说足够快，但有时仍然需要访问已编译的代码。要么从算法中获得最后一点效率，要么更容易访问用C/C++或FORTRAN编写的广泛可用代码。

本章将回顾许多可用于访问用其他编译语言编写的代码的工具。有许多资源可供学习从Python调用其他编译库，本章的目的不是让您成为专家。主要目标是让你意识到一些可能性，这样你就会知道“谷歌”是什么，以便了解更多。


从python调用其他已编译的库¶

虽然python是一种伟大的语言，而且很乐意编写代码，但它的动态特性会导致开销，从而导致一些代码（ i.e. for循环内部的原始计算）比用静态编译语言编写的等效代码慢10-100倍。此外，由于临时数组是在计算过程中创建和销毁的，因此它可能会导致内存使用量比需要的要大。对于许多类型的计算需求，额外的减速和内存消耗通常是无法避免的（至少对于时间或内存关键的代码部分）。因此，最常见的需求之一是从Python代码中调用一个快速的机器代码例程（例如使用C/C++或Fortran编译）。事实上，这相对容易做到，这就是为什么Python是科学和工程编程的优秀高级语言的一个重要原因。

它们是调用编译代码的两种基本方法：编写一个扩展模块，然后使用import命令导入到python，或者使用 ctypes 模块。编写扩展模块是最常见的方法。


警告

如果不小心，从python调用C代码可能会导致python崩溃。本章中的所有方法都不是免疫的。您必须了解numpy和正在使用的第三方库处理数据的方式。






手工制作的包装纸¶

扩展模块在 编写扩展模块 . 与已编译代码接口的最基本方法是编写扩展模块并构造调用已编译代码的模块方法。为了提高可读性，您的方法应该利用 PyArg_ParseTuple 调用在Python对象和C数据类型之间转换。对于标准的C数据类型，可能已经有了一个内置的转换器。对于其他人，您可能需要编写自己的转换器并使用 "O&" 格式字符串，它允许您指定一个函数，该函数将用于执行从Python对象到所需的任何C结构的转换。

一旦转换到适当的C结构和C数据类型，包装器的下一步就是调用底层函数。如果底层函数是C或C++，这是很简单的。但是，为了调用FORTRAN代码，您必须熟悉如何使用编译器和平台从C/C++中调用FORTRAN子程序。这在一定程度上会改变平台和编译器（这也是f2py使与Fortran代码的接口更加简单的另一个原因），但通常涉及到名称的下划线管理以及所有变量都是通过引用传递的事实（即所有参数都是指针）。

手工生成的包装器的优点是，您可以完全控制C库的使用和调用方式，这将导致一个简洁、紧密的接口，并且具有最小的over head。缺点是您必须编写、调试和维护C代码，尽管大部分代码都可以使用其他扩展模块中的“剪切粘贴和修改”这一久负盛名的技术进行调整。因为调用附加C代码的过程相当有条理，所以开发了代码生成过程以使此过程更简单。其中一种代码生成技术是用numpy发布的，允许与Fortran和（简单的）C代码轻松集成。本文件包（F2PY）将在下一节中简要介绍。




F2PY¶

f2py允许您自动构造一个扩展模块，该模块与Fortran 77/90/95代码中的例程接口。它能够解析Fortran 77/90/95代码并自动为遇到的子例程生成python签名，或者您可以通过构造接口定义文件（或修改f2py生成的文件）来指导子例程如何与python交互。


为基本扩展模块创建源¶

介绍f2py最简单的方法可能是提供一个简单的例子。以下是名为 add.f ：

C
      SUBROUTINE ZADD(A,B,C,N)
C
      DOUBLE COMPLEX A(*)
      DOUBLE COMPLEX B(*)
      DOUBLE COMPLEX C(*)
      INTEGER N
      DO 20 J = 1, N
         C(J) = A(J)+B(J)
 20   CONTINUE
      END





这个例程简单地将元素添加到两个连续的数组中，并将结果放入第三个数组中。调用例程必须提供所有三个数组的内存。这个程序的一个非常基本的接口可以通过f2py自动生成：

f2py -m add add.f





如果搜索路径设置正确，则应该能够运行此命令。此命令将在当前目录中生成名为addmodule.c的扩展模块。现在可以从python编译和使用这个扩展模块，就像其他扩展模块一样。




创建已编译扩展模块¶

您还可以让f2py编译add.f并编译其生成的扩展模块，只留下一个可以从python导入的共享库扩展文件：

f2py -c -m add add.f





此命令在当前目录中留下一个名为add.ext的文件（其中ext是平台上python扩展模块的适当扩展名—so，pyd， etc. ）然后可以从python导入此模块。它将包含ADD中每个子程序的方法（zadd、cadd、dadd、sadd）。每个方法的docstring包含有关如何调用模块方法的信息：：

>>> import add
>>> print add.zadd.__doc__
zadd - Function signature:
  zadd(a,b,c,n)
Required arguments:
  a : input rank-1 array('D') with bounds (*)
  b : input rank-1 array('D') with bounds (*)
  c : input rank-1 array('D') with bounds (*)
  n : input int








改进基本接口¶

默认接口是将Fortran代码翻译成python的一个非常直译的接口。Fortran数组参数现在必须是numpy数组，integer参数应该是整数。接口将尝试将所有参数转换为所需的类型（和形状），如果不成功，将发出错误。但是，因为它对参数的语义一无所知（例如C是一个输出，N应该与数组大小真正匹配），所以有可能以可能导致Python崩溃的方式滥用此函数。例如：：

>>> add.zadd([1,2,3], [1,2], [3,4], 1000)





会导致大多数系统的程序崩溃。在封面下，列表被转换成适当的数组，但是底层的添加循环被告知要循环到已分配内存的边界之外。

为了改进接口，应该提供指令。这是通过构造接口定义文件来实现的。通常最好从f2py可以生成的接口文件开始（从中获取默认行为）。要让f2py生成接口文件，请使用-h选项：

f2py -h add.pyf -m add add.f





此命令将文件add.pyf保留在当前目录中。与zadd对应的文件部分是：

subroutine zadd(a,b,c,n) ! in :add:add.f
   double complex dimension(*) :: a
   double complex dimension(*) :: b
   double complex dimension(*) :: c
   integer :: n
end subroutine zadd





通过放置意向指令和检查代码，可以对接口进行相当大的清理，直到Python模块方法既易于使用又更健壮为止。

subroutine zadd(a,b,c,n) ! in :add:add.f
   double complex dimension(n) :: a
   double complex dimension(n) :: b
   double complex intent(out),dimension(n) :: c
   integer intent(hide),depend(a) :: n=len(a)
end subroutine zadd





意向指令，意向（out）用于告诉f2py c 是一个输出变量，在传递给基础代码之前应由接口创建。intent（hide）指令告诉f2py不要允许用户指定变量， n 而是从 a . 依赖性（依赖性） a ）指令有必要告诉f2py n的值取决于输入a（以便它在创建变量a之前不会尝试创建变量n）。

修改后 add.pyf ，新的python模块文件可以通过编译 add.f95 和 add.pyf ：：

f2py -c add.pyf add.f95





新接口具有docstring:：

>>> import add
>>> print add.zadd.__doc__
zadd - Function signature:
  c = zadd(a,b)
Required arguments:
  a : input rank-1 array('D') with bounds (n)
  b : input rank-1 array('D') with bounds (n)
Return objects:
  c : rank-1 array('D') with bounds (n)





现在，可以用更健壮的方式调用函数：

>>> add.zadd([1,2,3],[4,5,6])
array([ 5.+0.j,  7.+0.j,  9.+0.j])





请注意自动转换为正确的格式。




在Fortran源中插入指令¶

通过将变量指令作为特殊注释放在原始Fortran代码中，也可以自动生成nice接口。因此，如果我修改源代码以包含：

C
      SUBROUTINE ZADD(A,B,C,N)
C
CF2PY INTENT(OUT) :: C
CF2PY INTENT(HIDE) :: N
CF2PY DOUBLE COMPLEX :: A(N)
CF2PY DOUBLE COMPLEX :: B(N)
CF2PY DOUBLE COMPLEX :: C(N)
      DOUBLE COMPLEX A(*)
      DOUBLE COMPLEX B(*)
      DOUBLE COMPLEX C(*)
      INTEGER N
      DO 20 J = 1, N
         C(J) = A(J) + B(J)
 20   CONTINUE
      END





然后，我可以使用以下方法编译扩展模块：

f2py -c -m add add.f





函数add.zadd的结果签名与先前创建的签名完全相同。如果原始源代码包含 A(N) 而不是 A(*) 等等 B 和 C ，然后我可以通过放置 INTENT(OUT) :: C 源代码中的注释行。唯一的区别是 N 将是默认长度为 A .




过滤示例¶

与其他方法进行比较。下面是一个函数的另一个例子，该函数使用固定平均过滤器过滤二维双精度浮点数数组。使用fortran索引多维数组的优点应该从这个例子中看出来。

      SUBROUTINE DFILTER2D(A,B,M,N)
C
      DOUBLE PRECISION A(M,N)
      DOUBLE PRECISION B(M,N)
      INTEGER N, M
CF2PY INTENT(OUT) :: B
CF2PY INTENT(HIDE) :: N
CF2PY INTENT(HIDE) :: M
      DO 20 I = 2,M-1
         DO 40 J=2,N-1
            B(I,J) = A(I,J) +
     $           (A(I-1,J)+A(I+1,J) +
     $            A(I,J-1)+A(I,J+1) )*0.5D0 +
     $           (A(I-1,J-1) + A(I-1,J+1) +
     $            A(I+1,J-1) + A(I+1,J+1))*0.25D0
 40      CONTINUE
 20   CONTINUE
      END





可以使用以下方法编译此代码并将其链接到名为filter的扩展模块中：

f2py -c -m filter filter.f





这将在当前目录中使用名为dfilter2d的方法生成名为filter.so的扩展模块，该方法返回已筛选的输入版本。




从python调用f2py¶

f2py程序是用python编写的，可以从代码内部运行，以便在运行时编译Fortran代码，如下所示：

from numpy import f2py
with open("add.f") as sourcefile:
    sourcecode = sourcefile.read()
f2py.compile(sourcecode, modulename='add')
import add





源字符串可以是任何有效的Fortran代码。如果要保存扩展模块源代码，则可以通过 source_fn 编译函数的关键字。




自动扩展模块生成¶

如果您想分发您的f2py扩展模块，那么您只需要包含.pyf文件和Fortran代码。numpy中的distutils扩展允许您完全根据这个接口文件定义扩展模块。有效的 setup.py 允许分发的文件 add.f 模块（作为包的一部分 f2py_examples 以便将其加载为 f2py_examples.add 是：

def configuration(parent_package='', top_path=None)
    from numpy.distutils.misc_util import Configuration
    config = Configuration('f2py_examples',parent_package, top_path)
    config.add_extension('add', sources=['add.pyf','add.f'])
    return config

if __name__ == '__main__':
    from numpy.distutils.core import setup
    setup(**configuration(top_path='').todict())





安装新软件包很容易使用：

python setup.py install





假设您有适当的权限为所使用的Python版本写入主站点包目录。要使生成的包工作，需要创建一个名为 __init__.py （在同一目录中 add.pyf ）注意，扩展模块完全是根据 add.pyf 和 add.f 文件夹。.pyf文件到.c文件的转换由 numpy.disutils .




结论¶

接口定义文件（.pyf）是如何微调Python和Fortran之间的接口的。在numpy/f2py/docs目录中有关于f2py的很好的文档，在您的系统中安装了numpy（通常在站点包下）。在https://scipy-cookbook.readthedocs.io的“Interfaceing with other languages”标题下，还有更多关于使用f2py（包括如何使用它来包装C代码）的信息。

链接编译代码的f2py方法是目前最复杂和最完整的方法。它允许用已编译的代码清晰地分离Python，同时还允许单独分发扩展模块。唯一的收回是，它需要存在一个Fortran编译器，以便用户安装代码。然而，随着免费编译器G77、Gfortran和G95的存在，以及高质量的商业编译器的存在，这种限制并不特别繁重。在我看来，fortran仍然是为科学计算编写快速清晰的代码的最简单方法。它以最简单的方式处理复杂的数字和多维索引。但是，请注意，一些Fortran编译器将无法优化代码以及良好的手写C代码。






赛隆¶

Cython 是一个Python方言的编译器，它为速度添加（可选）静态类型，并允许将C或C++代码混合到模块中。它生成C或C++扩展，可以在Python代码中编译和导入。

如果您正在编写一个扩展模块，该模块还将包含相当多您自己的算法代码，那么Cython是一个很好的匹配。其特点之一是能够轻松快速地使用多维数组。

注意，Cython只是一个扩展模块生成器。与f2py不同，它不包括编译和链接扩展模块的自动工具（必须以通常的方式完成）。它确实提供了一个名为 build_ext 它允许您从 .pyx 来源。因此，您可以在 setup.py 文件：

from Cython.Distutils import build_ext
from distutils.extension import Extension
from distutils.core import setup
import numpy

setup(name='mine', description='Nothing',
      ext_modules=[Extension('filter', ['filter.pyx'],
                             include_dirs=[numpy.get_include()])],
      cmdclass = {'build_ext':build_ext})





当然，添加numpy include目录只有在扩展模块中使用numpy数组时才有必要（我们假设您使用的是cython）。numpy中的distuils扩展还支持自动生成扩展模块并将其与 .pyx 文件。它的工作原理是，如果用户没有安装Cython，那么它会查找文件名相同但 .c 然后使用的扩展，而不是尝试生成 .c 再次归档。

如果您只是使用cython来编译标准的python模块，那么您将得到一个C扩展模块，它通常比等效的python模块运行得更快。使用 cdef 用于静态定义C变量的关键字。

让我们来看两个我们以前见过的例子，看看如何使用Cython实现它们。这些示例使用cython 0.21.1编译成扩展模块。


赛通中的复合加成¶

这是一个叫赛通模块的一部分 add.pyx 它实现了我们以前使用f2py实现的复杂加法函数：

cimport cython
cimport numpy as np
import numpy as np

# We need to initialize NumPy.
np.import_array()

#@cython.boundscheck(False)
def zadd(in1, in2):
    cdef double complex[:] a = in1.ravel()
    cdef double complex[:] b = in2.ravel()

    out = np.empty(a.shape[0], np.complex64)
    cdef double complex[:] c = out.ravel()

    for i in range(c.shape[0]):
        c[i].real = a[i].real + b[i].real
        c[i].imag = a[i].imag + b[i].imag

    return out





本模块展示了 cimport 从中加载定义的语句 numpy.pxd 和赛通一起运送的头。看起来numpy被导入了两次； cimport 仅使numpy c-api可用，而常规 import 导致在运行时导入python样式，并使调用熟悉的numpy python API成为可能。

该示例还演示了Cython的“类型化内存视图”，它类似于C级别的numpy数组，从某种意义上说，它们是了解自身范围的形状和跨步数组（与通过裸指针寻址的C数组不同）。句法 double complex[:] 表示具有任意跨距的一维双精度数组（向量）。一个连续的整数数组将是 int[::1] ，而浮点数矩阵将是 float[:, :] .

显示的注释是 cython.boundscheck decorator，它根据每个函数打开或关闭内存视图访问的边界检查。我们可以使用它来进一步加快代码的速度，以牺牲安全性（或者在进入循环之前进行手动检查）。

除了视图语法之外，该函数对Python程序员来说是可以立即读取的。变量的静态类型 i 是隐含的。除了视图语法，我们还可以使用Cython的特殊numpy数组语法，但视图语法是首选的。




Cython中的图像过滤器¶

我们使用Fortran创建的二维示例同样易于在Cython中编写：

cimport numpy as np
import numpy as np

np.import_array()

def filter(img):
    cdef double[:, :] a = np.asarray(img, dtype=np.double)
    out = np.zeros(img.shape, dtype=np.double)
    cdef double[:, ::1] b = out

    cdef np.npy_intp i, j

    for i in range(1, a.shape[0] - 1):
        for j in range(1, a.shape[1] - 1):
            b[i, j] = (a[i, j]
                       + .5 * (  a[i-1, j] + a[i+1, j]
                               + a[i, j-1] + a[i, j+1])
                       + .25 * (  a[i-1, j-1] + a[i-1, j+1]
                                + a[i+1, j-1] + a[i+1, j+1]))

    return out





这个二维平均过滤器运行很快，因为循环是在C中的，指针计算只在需要时完成。如果上述代码编译为模块 image ，然后是二维图像， img ，可以使用以下代码快速筛选：

import image
out = image.filter(img)





关于代码，有两件事需要注意：第一，不可能将内存视图返回给Python。相反，一个 NumPy 数组 out 首先创建，然后创建视图 b 这个数组用于计算。第二，观点 b 键入 double[:, ::1] . 这意味着具有连续行的二维数组，即C矩阵顺序。显式地指定顺序可以加速一些算法，因为它们可以跳过跨步计算。




结论¶

Cython是几种科学python库的扩展机制，包括scipy、pandas、sage、scikit image和scikit learn，以及XML处理库lxml。语言和编译器维护得很好。

使用赛通有几个缺点：


	当对自定义算法进行编码时，有时在包装现有的C库时，需要对C有一些熟悉。尤其是在使用C内存管理时 (malloc 和朋友），很容易引入内存泄漏。但是，只需编译重命名为的python模块 .pyx 已经可以加快速度，添加一些类型声明可以在某些代码中显著加快速度。

	很容易丢失python和c之间的清晰分离，这使得为其他与python无关的项目重新使用C代码变得更加困难。

	由Cython生成的C代码很难读取和修改（通常编译时带有恼人但无害的警告）。



Cython生成的扩展模块的一大优点是易于分发。总之，Cython是一个非常有能力的工具，可以用来粘合C代码或快速生成扩展模块，不应该被忽略。它对于那些不能或不会编写C或Fortran代码的人特别有用。






C型¶

Ctypes 是包含在stdlib中的python扩展模块，它允许您直接从python调用共享库中的任意函数。这种方法允许您直接从Python与C代码进行接口。这为从Python中使用打开了大量的库。但是，缺点是编码错误很容易导致丑陋的程序崩溃（就像在C中一样），因为对参数进行的类型或边界检查很少。当数组数据作为指向原始内存位置的指针传入时，这种情况尤其明显。这样子例程就不能访问实际数组区域之外的内存了。但是，如果你不介意生活在一个有点危险的类型可以是一个有效的工具，快速利用一个大的共享库（或编写扩展功能在自己的共享库）。

因为ctypes方法向编译的代码公开了一个原始接口，所以它并不总是能够容忍用户错误。CTypes模块的可靠使用通常需要一个额外的python代码层，以便检查传递给底层子程序的对象的数据类型和数组边界。这个额外的检查层（更不用说从CTypes对象到CTypes本身执行的C数据类型的转换）将使接口比手写扩展模块接口慢。但是，如果被调用的C例程正在做大量的工作，那么这个开销应该可以忽略。如果您是一个优秀的Python程序员，而且C技能很差，那么CTypes是一种向编译代码的（共享）库编写有用接口的简单方法。

要使用ctypes，必须


	有一个共享的库。

	加载共享库。

	将python对象转换为ctypes可理解的参数。

	使用ctypes参数从库中调用函数。




拥有共享的库¶

共享库有几个要求，可以与特定于平台的CTypes一起使用。本指南假定您对在系统上创建共享库有一定的了解（或者您只需拥有一个可用的共享库）。要记住的项目有：


	共享库必须以特殊方式编译（ e.g. 使用 -shared GCC标志。



	在某些平台上（ e.g. Windows），共享库需要指定要导出的函数的.def文件。例如，mylib.def文件可能包含：：

LIBRARY mylib.dll
EXPORTS
cool_function1
cool_function2





或者，您可以使用存储类说明符 __declspec(dllexport) 在函数的C-定义中避免 .def 文件。





在python distuils中，没有标准的方法以跨平台的方式创建标准共享库（扩展模块是python理解的“特殊”共享库）。因此，在编写本书时，ctypes的一个很大的缺点是很难以跨平台的方式分发使用ctypes并包含您自己的代码的python扩展，这些代码应该编译为用户系统上的共享库。




加载共享库¶

加载共享库的一种简单而健壮的方法是获取绝对路径名，并使用ctypes的cdll对象加载它：

lib = ctypes.cdll[<full_path_name>]





但是，在访问 cdll 方法将使用在当前目录或路径上找到的名称加载第一个dll。加载绝对路径名需要一些跨平台工作的技巧，因为共享库的扩展有所不同。有一个 ctypes.util.find_library 实用程序，可以简化查找要加载的库的过程，但它不是万无一失的。更复杂的是，不同的平台有不同的默认扩展名，由共享库使用（例如.dll--windows、.so--linux、.dylib--mac os x）。如果您使用CTypes包装需要在多个平台上工作的代码，那么也必须考虑到这一点。

numpy提供了一个名为 ctypeslib.load_library （姓名，路径）。此函数使用共享库的名称（包括任何前缀，如“lib”，但不包括扩展名）和共享库所在的路径。它返回CTypes库对象或引发 OSError 如果找不到库或引发 ImportError 如果CTypes模块不可用。（Windows用户：使用 load_library 总是在假定CDECL调用约定的情况下加载。请参阅下面的ctypes文档 ctypes.windll 和/或 ctypes.oledll 用于在其他调用约定下加载库的方法）。

共享库中的函数可用作CTypes库对象的属性（从返回 ctypeslib.load_library ）或作为项目使用 lib['func_name'] 语法。如果函数名包含在python变量名中不允许使用的字符，则后一种检索函数名的方法尤其有用。




转换参数¶

python ints/long、strings和unicode对象会根据需要自动转换为等效的ctypes参数。none对象也会自动转换为空指针。所有其他python对象都必须转换为特定于ctypes的类型。围绕这一限制，有两种方法可以使CTypes与其他对象集成。


	不要设置函数对象的argtypes属性并定义 _as_parameter_ 要传入的对象的方法。这个 _as_parameter_ 方法必须返回将直接传递给函数的python int。

	将argtypes属性设置为一个列表，该列表的条目包含的对象的classmethod名为from_param，它知道如何将对象转换为ctypes可以理解的对象（int/long、string、unicode或具有 _as_parameter_ 属性）。



numpy使用这两种方法，并优先使用第二种方法，因为这样更安全。ndarray的ctypes属性返回一个具有 _as_parameter_ 返回一个整数的属性，该整数表示与其关联的ndarray的地址。因此，可以将此ctypes属性对象直接传递给期望指向ndarray中数据的指针的函数。调用方必须确保Ndarray对象的类型、形状正确，并且设置了正确的标志，如果传入了指向不正确数组的数据指针，则可能导致严重崩溃。

为了实现第二个方法，numpy提供了类工厂函数 ndpointer 在 ctypeslib 模块。这个类工厂函数生成一个适当的类，可以将它放在CTypes函数的argtypes属性条目中。类将包含一个from-param方法，ctypes将使用该方法将传入函数的任何ndarray转换为ctypes可识别的对象。在此过程中，转换将对用户在调用中指定的ndarray的任何属性执行检查。 ndpointer . 可以检查的ndarray方面包括数据类型、维度数、形状和/或传递的任何数组上标志的状态。from_param方法的返回值是数组的ctypes属性（因为它包含 _as_parameter_ 指向数组数据区域的属性）可由CTypes直接使用。

ndarray的ctypes属性也被赋予了额外的属性，在将关于数组的额外信息传递到ctypes函数时，这些属性可能很方便。属性 data ， 形状 和 大步 可以提供与数据区域、形状和数组步幅相对应的CTypes兼容类型。data属性返回 c_void_p 表示指向数据区域的指针。shape和steps属性每个都返回一个ctypes整数数组（如果是0-d数组，则无表示空指针）。数组的基ctype是一个与平台上的指针大小相同的ctype整数。还有一些方法 data_as({{ctype}}) ， shape_as(<base ctype>) 和 strides_as(<base ctype>) . 它们将数据作为您选择的ctype对象返回，并使用您选择的基础类型返回shape/steps数组。为了方便起见， ctypeslib 模块还包含 c_intp 作为一个ctypes integer数据类型，其大小与 c_void_p 在平台上（如果未安装CTypes，则其值为none）。




调用函数¶

该函数作为已加载共享库的属性或项进行访问。因此，如果 ./mylib.so 具有名为的函数 cool_function1 ，我可以通过以下方式访问此功能：

lib = numpy.ctypeslib.load_library('mylib','.')
func1 = lib.cool_function1  # or equivalently
func1 = lib['cool_function1']





在ctypes中，函数的返回值默认设置为“int”。可以通过设置函数的restype属性来更改此行为。如果函数没有返回值（“void”），则对restype使用none：

func1.restype = None





如前所述，还可以设置函数的argtypes属性，以便在调用函数时让ctypes检查输入参数的类型。使用 ndpointer 工厂函数为检查新函数的数据类型、形状和标志生成现成的类。这个 ndpointer 函数具有签名


	
ndpointer(dtype=None, ndim=None, shape=None, flags=None)¶

	带值的关键字参数 None 未选中。指定关键字会在转换到CTypes兼容对象时强制检查ndarray的这一方面。dtype关键字可以是任何被理解为数据类型对象的对象。ndim关键字应为整数，shape关键字应为整数或整数序列。Flags关键字指定传入的任何数组所需的最小标志。这可以指定为一个逗号分隔的需求字符串、一个指示需求位或需求位在一起的整数，或者从具有必要需求的数组的flags属性返回的flags对象。





在argtypes方法中使用ndpointer类可以使使用ctypes和ndarray的数据区域调用C函数更加安全。您可能仍然希望将函数包装在一个额外的Python包装器中，以使其便于用户使用（隐藏一些明显的参数并使一些参数输出参数）。在这个过程中， requires numpy中的函数可能有助于从给定的输入返回正确类型的数组。




完整的例子¶

在本例中，我将演示如何使用ctypes实现先前使用其他方法实现的加法函数和过滤函数。首先，实现算法的C代码包含函数 zadd ， dadd ， sadd ， cadd 和 dfilter2d . 这个 zadd 功能是：

/* Add arrays of contiguous data */
typedef struct {double real; double imag;} cdouble;
typedef struct {float real; float imag;} cfloat;
void zadd(cdouble *a, cdouble *b, cdouble *c, long n)
{
    while (n--) {
        c->real = a->real + b->real;
        c->imag = a->imag + b->imag;
        a++; b++; c++;
    }
}





具有类似代码 cadd ， dadd 和 sadd 分别处理复杂的float、double和float数据类型：

void cadd(cfloat *a, cfloat *b, cfloat *c, long n)
{
        while (n--) {
                c->real = a->real + b->real;
                c->imag = a->imag + b->imag;
                a++; b++; c++;
        }
}
void dadd(double *a, double *b, double *c, long n)
{
        while (n--) {
                *c++ = *a++ + *b++;
        }
}
void sadd(float *a, float *b, float *c, long n)
{
        while (n--) {
                *c++ = *a++ + *b++;
        }
}





这个 code.c 文件还包含函数 dfilter2d ：

/*
 * Assumes b is contiguous and has strides that are multiples of
 * sizeof(double)
 */
void
dfilter2d(double *a, double *b, ssize_t *astrides, ssize_t *dims)
{
    ssize_t i, j, M, N, S0, S1;
    ssize_t r, c, rm1, rp1, cp1, cm1;

    M = dims[0]; N = dims[1];
    S0 = astrides[0]/sizeof(double);
    S1 = astrides[1]/sizeof(double);
    for (i = 1; i < M - 1; i++) {
        r = i*S0;
        rp1 = r + S0;
        rm1 = r - S0;
        for (j = 1; j < N - 1; j++) {
            c = j*S1;
            cp1 = j + S1;
            cm1 = j - S1;
            b[i*N + j] = a[r + c] +
                (a[rp1 + c] + a[rm1 + c] +
                 a[r + cp1] + a[r + cm1])*0.5 +
                (a[rp1 + cp1] + a[rp1 + cm1] +
                 a[rm1 + cp1] + a[rm1 + cp1])*0.25;
        }
    }
}





与Fortran等效代码相比，此代码的一个可能优势是它可以任意跨步（即非连续数组），并且根据编译器的优化功能，运行速度可能更快。但是，它显然比 filter.f . 此代码必须编译到共享库中。在我的Linux系统上，这是通过以下方式完成的：

gcc -o code.so -shared code.c





在当前目录中创建名为code.so的共享库。在Windows上，不要忘记添加 __declspec(dllexport) 在每个函数定义前一行的void前面，或编写 code.def 列出要导出的函数名的文件。

应该构造一个适合这个共享库的python接口。为此，请创建一个名为interface.py的文件，文件顶部有以下行：

__all__ = ['add', 'filter2d']

import numpy as np
import os

_path = os.path.dirname('__file__')
lib = np.ctypeslib.load_library('code', _path)
_typedict = {'zadd' : complex, 'sadd' : np.single,
             'cadd' : np.csingle, 'dadd' : float}
for name in _typedict.keys():
    val = getattr(lib, name)
    val.restype = None
    _type = _typedict[name]
    val.argtypes = [np.ctypeslib.ndpointer(_type,
                      flags='aligned, contiguous'),
                    np.ctypeslib.ndpointer(_type,
                      flags='aligned, contiguous'),
                    np.ctypeslib.ndpointer(_type,
                      flags='aligned, contiguous,'\
                            'writeable'),
                    np.ctypeslib.c_intp]





此代码加载名为 code.{{ext}} 与此文件位于同一路径。然后它向库中包含的函数添加一个void返回类型。它还将参数检查添加到库中的函数中，以便可以将ndarrays作为前三个参数传递，并将一个整数（大到足以在平台上保存指针）作为第四个参数传递。

设置筛选函数与此类似，并允许使用Ndarray参数作为前两个参数调用筛选函数，使用指向整数（足够大以处理Ndarray的步幅和形状）的指针作为后两个参数调用筛选函数：

lib.dfilter2d.restype=None
lib.dfilter2d.argtypes = [np.ctypeslib.ndpointer(float, ndim=2,
                                       flags='aligned'),
                          np.ctypeslib.ndpointer(float, ndim=2,
                                 flags='aligned, contiguous,'\
                                       'writeable'),
                          ctypes.POINTER(np.ctypeslib.c_intp),
                          ctypes.POINTER(np.ctypeslib.c_intp)]





接下来，定义一个简单的选择函数，该函数根据数据类型选择要在共享库中调用的附加函数：

def select(dtype):
    if dtype.char in ['?bBhHf']:
        return lib.sadd, single
    elif dtype.char in ['F']:
        return lib.cadd, csingle
    elif dtype.char in ['DG']:
        return lib.zadd, complex
    else:
        return lib.dadd, float
    return func, ntype





最后，接口要导出的两个函数可以简单地写为：

def add(a, b):
    requires = ['CONTIGUOUS', 'ALIGNED']
    a = np.asanyarray(a)
    func, dtype = select(a.dtype)
    a = np.require(a, dtype, requires)
    b = np.require(b, dtype, requires)
    c = np.empty_like(a)
    func(a,b,c,a.size)
    return c





还有：

def filter2d(a):
    a = np.require(a, float, ['ALIGNED'])
    b = np.zeros_like(a)
    lib.dfilter2d(a, b, a.ctypes.strides, a.ctypes.shape)
    return b








结论¶

使用ctypes是一种将python与任意C代码连接起来的强大方法。它扩展python的优点包括


	清除C代码与Python代码的分离



	除了python和c，不需要学习新的语法

	允许重复使用C代码

	为其他目的而编写的共享库中的功能可以通过简单的Python包装器和对库的搜索来获得。








	通过ctypes属性轻松与numpy集成



	使用ndpointer类工厂检查完整参数





其缺点包括


	由于缺乏在distutils中构建共享库的支持，很难分发使用ctypes生成的扩展模块（但我怀疑这会随着时间的推移而改变）。

	您必须拥有代码的共享库（没有静态库）。

	很少支持C++代码及其不同的库调用约定。您可能需要一个围绕C代码的C包装器来与cType一起使用（或者只使用Boosix.Python）。



由于使用ctypes制作的扩展模块难以分发，因此f2py和cython仍然是扩展python以创建包的最简单方法。然而，在某些情况下，ctypes是一个有用的选择。这将为ctypes带来更多的特性，从而消除扩展python和使用ctypes分发扩展的困难。






可能会发现有用的其他工具¶

这些工具已经被其他使用python的人发现很有用，所以这里也包括这些工具。它们是分开讨论的，因为它们要么是现在由f2py、cython或ctypes（swig、pyfort）处理的旧方法，要么是因为我对它们不太了解（sip、boost）。我没有添加这些方法的链接，因为我的经验是，你可以使用谷歌或其他搜索引擎更快地找到最相关的链接，这里提供的任何链接都会很快过时。不要仅仅因为它包含在这个列表中，就认为这个包不值得你注意。我将这些包的信息包括在内，因为许多人发现它们很有用，我想为您提供尽可能多的选项来解决轻松集成代码的问题。


SWIG¶

简化的包装器和接口生成器（SWIG）是一种旧的和相当稳定的方法来封装C/C++库到各种各样的其他语言。它不专门理解numpy数组，但可以通过使用类型映射使其与numpy一起使用。numpy.i下的numpy/tools/swig目录中有一些示例类型映射，以及使用它们的示例模块。SWIG擅长封装大型C/C++库，因为它可以（几乎）解析它们的头并自动生成接口。从技术上讲，您需要生成 .i 定义接口的文件。然而，通常情况下 .i 文件可以是头本身的一部分。界面通常需要一些调整才能非常有用。这种解析C/C++头文件和自动生成接口的能力仍然使SWIG成为一种从C/C++到Python中添加泛函的有用方法，尽管已经出现了更多针对Python的其他方法。Swig实际上可以针对多种语言的扩展，但类型映射通常必须是特定于语言的。但是，通过修改特定于Python的类型映射，可以使用swig将库与其他语言（如Perl、Tcl和Ruby）进行接口。

我对Swig的经验总体上是积极的，因为它相对容易使用，而且功能强大。我以前经常使用它，后来才更加熟练地编写C扩展。但是，我很难用swig编写自定义接口，因为它必须使用类型映射的概念来完成，这些类型映射不是特定于Python的，并且是用类似C的语法编写的。因此，我倾向于其他粘贴策略，只会尝试使用SWIG来封装一个非常大的C/C++库。尽管如此，还有一些人很乐意使用swig。




SIP¶

SIP是包C/C++类库的另一种工具，它是Python特定的，并且对C++有很好的支持。Riverbank Computing开发了SIP，以便创建到qt库的python绑定。必须编写接口文件来生成绑定，但接口文件看起来很像C/C++头文件。虽然SIP不是一个完整的C++解析器，但是它理解了相当多的C++语法以及它自己的特殊指令，这些指令允许修改Python绑定是如何完成的。它还允许用户定义Python类型和C/C++结构和类之间的映射。




增强Python¶

Boost是C++库的一个库，Boosi.python是其中的一个库，它提供了一个简洁的接口，用于将C++类和函数绑定到Python。Python方法的惊人之处在于它完全在纯C++中工作，而不引入新的语法。许多C++用户报告了Booost。Python使得可以以无缝的方式组合两个世界中最好的两个。我还没有使用Booost。Python，因为我不是C++的大用户，使用Boost来包装简单的C子程序通常是致命的。它的主要目的是使Python中的C++类可用。因此，如果您有一组C++类需要集成到Python中，请考虑学习和使用BooSt.python。




PyFort¶

Pyfort是一个很好的工具，可以将类似于Fortran和Fortran的C代码打包到Python中，并支持数值数组。这本书是由著名的计算机科学家保罗·杜布瓦（PaulDubois）撰写的，他是第一位数字维护者（现已退休）。值得一提的是，希望有人会更新pyfort，使其也能与numpy数组一起使用，而numpy数组现在支持fortran或c样式的连续数组。









              



写你自己的ufunc¶




写你自己的ufunc¶




我有力量！

--- He-Man




创建新的通用函数¶

在阅读本文之前，通过阅读/略读第1节中的教程，可以帮助您熟悉Python C扩展的基础知识。 Extending and Embedding the Python Interpreter 而在 How to extend NumPy

umath模块是一个计算机生成的C模块，可以创建许多ufunc。它提供了许多关于如何创建通用函数的例子。创建自己的ufunc来使用ufunc机器也不难。假设您有一个函数，您希望在它的输入上逐元素地操作它。通过创建新的ufunc，您将获得一个处理


	广播

	N维循环

	使用最少内存的自动类型转换

	可选输出阵列



创建自己的ufunc并不困难。所需的只是为您想要支持的每种数据类型提供一个一维循环。每个一维循环必须有一个特定的签名，并且只能使用固定大小数据类型的UFUNC。下面给出了用于创建新UFUNC以处理内置数据类型的函数调用。另一种机制用于为用户定义的数据类型注册UFunc。

在接下来的几节中，我们将给出一些示例代码，这些代码可以很容易地修改以创建您自己的UFUNC。这些例子依次是更完整或更复杂的logit函数版本，这是统计建模中的一个常见函数。Logit也很有趣，因为由于IEEE标准（特别是IEEE754）的魔力，下面创建的所有Logit函数都自动具有以下行为。

>>> logit(0)
-inf
>>> logit(1)
inf
>>> logit(2)
nan
>>> logit(-2)
nan





这很好，因为函数编写器不必手动传播inf或nan。




非ufunc扩展示例¶

为了比较和启发读者，我们提供了一个不使用numpy的logit的C扩展的简单实现。

要做到这一点，我们需要两个文件。第一个是包含实际代码的C文件，第二个是用于创建模块的setup.py文件。


#include <Python.h>
#include <math.h>

/*
 * spammodule.c
 * This is the C code for a non-numpy Python extension to
 * define the logit function, where logit(p) = log(p/(1-p)).
 * This function will not work on numpy arrays automatically.
 * numpy.vectorize must be called in python to generate
 * a numpy-friendly function.
 *
 * Details explaining the Python-C API can be found under
 * 'Extending and Embedding' and 'Python/C API' at
 * docs.python.org .
 */


/* This declares the logit function */
static PyObject* spam_logit(PyObject *self, PyObject *args);


/*
 * This tells Python what methods this module has.
 * See the Python-C API for more information.
 */
static PyMethodDef SpamMethods[] = {
    {"logit",
        spam_logit,
        METH_VARARGS, "compute logit"},
    {NULL, NULL, 0, NULL}
};


/*
 * This actually defines the logit function for
 * input args from Python.
 */

static PyObject* spam_logit(PyObject *self, PyObject *args)
{
    double p;

    /* This parses the Python argument into a double */
    if(!PyArg_ParseTuple(args, "d", &p)) {
        return NULL;
    }

    /* THE ACTUAL LOGIT FUNCTION */
    p = p/(1-p);
    p = log(p);

    /*This builds the answer back into a python object */
    return Py_BuildValue("d", p);
}


/* This initiates the module using the above definitions. */
#if PY_VERSION_HEX >= 0x03000000
static struct PyModuleDef moduledef = {
    PyModuleDef_HEAD_INIT,
    "spam",
    NULL,
    -1,
    SpamMethods,
    NULL,
    NULL,
    NULL,
    NULL
};

PyMODINIT_FUNC PyInit_spam(void)
{
    PyObject *m;
    m = PyModule_Create(&moduledef);
    if (!m) {
        return NULL;
    }
    return m;
}
#else
PyMODINIT_FUNC initspam(void)
{
    PyObject *m;

    m = Py_InitModule("spam", SpamMethods);
    if (m == NULL) {
        return;
    }
}
#endif








要使用setup.py文件，请将setup.py和spammodule.c放在同一文件夹中。然后python setup.py build将构建要导入的模块，或者setup.py install将模块安装到站点包目录中。


'''
    setup.py file for spammodule.c

    Calling
    $python setup.py build_ext --inplace
    will build the extension library in the current file.

    Calling
    $python setup.py build
    will build a file that looks like ./build/lib*, where
    lib* is a file that begins with lib. The library will
    be in this file and end with a C library extension,
    such as .so

    Calling
    $python setup.py install
    will install the module in your site-packages file.

    See the distutils section of
    'Extending and Embedding the Python Interpreter'
    at docs.python.org for more information.
'''


from distutils.core import setup, Extension

module1 = Extension('spam', sources=['spammodule.c'],
                        include_dirs=['/usr/local/lib'])

setup(name = 'spam',
        version='1.0',
        description='This is my spam package',
        ext_modules = [module1])








一旦垃圾邮件模块导入到python中，就可以通过spam.logit调用logit。请注意，上面使用的函数不能像对numpy数组那样应用。要做到这一点，我们必须称之为numpy.vectorize。例如，如果在包含垃圾邮件库或已安装垃圾邮件的文件中打开了python解释器，则可以执行以下命令：

>>> import numpy as np
>>> import spam
>>> spam.logit(0)
-inf
>>> spam.logit(1)
inf
>>> spam.logit(0.5)
0.0
>>> x = np.linspace(0,1,10)
>>> spam.logit(x)
TypeError: only length-1 arrays can be converted to Python scalars
>>> f = np.vectorize(spam.logit)
>>> f(x)
array([       -inf, -2.07944154, -1.25276297, -0.69314718, -0.22314355,
    0.22314355,  0.69314718,  1.25276297,  2.07944154,         inf])





产生的logit函数不快！numpy.vectorize只是在spam.logit上循环。循环是在C级别完成的，但是numpy数组一直在被解析和构建备份。这个很贵。当作者将numpy.vectorize（spam.logit）与下面构造的logit ufuncs进行比较时，logit ufuncs几乎快了4倍。当然，根据功能的性质，可以进行较大或较小的加速。




一个数据类型的numpy ufunc示例¶

为了简单起见，我们为单个数据类型提供了一个ufunc，即“f8”双精度。与前一节一样，我们首先给出.c文件，然后给出用于创建包含ufunc的模块的setup.py文件。

代码中与ufunc的实际计算相对应的位置用标记/ * 开始主ufunc计算 * /和/ * 结束主UFUNC计算 * 。这些行之间的代码是必须更改才能创建自己的ufunc的主要内容。


#include "Python.h"
#include "math.h"
#include "numpy/ndarraytypes.h"
#include "numpy/ufuncobject.h"
#include "numpy/npy_3kcompat.h"

/*
 * single_type_logit.c
 * This is the C code for creating your own
 * NumPy ufunc for a logit function.
 *
 * In this code we only define the ufunc for
 * a single dtype. The computations that must
 * be replaced to create a ufunc for
 * a different function are marked with BEGIN
 * and END.
 *
 * Details explaining the Python-C API can be found under
 * 'Extending and Embedding' and 'Python/C API' at
 * docs.python.org .
 */

static PyMethodDef LogitMethods[] = {
        {NULL, NULL, 0, NULL}
};

/* The loop definition must precede the PyMODINIT_FUNC. */

static void double_logit(char **args, npy_intp *dimensions,
                            npy_intp* steps, void* data)
{
    npy_intp i;
    npy_intp n = dimensions[0];
    char *in = args[0], *out = args[1];
    npy_intp in_step = steps[0], out_step = steps[1];

    double tmp;

    for (i = 0; i < n; i++) {
        /*BEGIN main ufunc computation*/
        tmp = *(double *)in;
        tmp /= 1-tmp;
        *((double *)out) = log(tmp);
        /*END main ufunc computation*/

        in += in_step;
        out += out_step;
    }
}

/*This a pointer to the above function*/
PyUFuncGenericFunction funcs[1] = {&double_logit};

/* These are the input and return dtypes of logit.*/
static char types[2] = {NPY_DOUBLE, NPY_DOUBLE};

static void *data[1] = {NULL};

#if PY_VERSION_HEX >= 0x03000000
static struct PyModuleDef moduledef = {
    PyModuleDef_HEAD_INIT,
    "npufunc",
    NULL,
    -1,
    LogitMethods,
    NULL,
    NULL,
    NULL,
    NULL
};

PyMODINIT_FUNC PyInit_npufunc(void)
{
    PyObject *m, *logit, *d;
    m = PyModule_Create(&moduledef);
    if (!m) {
        return NULL;
    }

    import_array();
    import_umath();

    logit = PyUFunc_FromFuncAndData(funcs, data, types, 1, 1, 1,
                                    PyUFunc_None, "logit",
                                    "logit_docstring", 0);

    d = PyModule_GetDict(m);

    PyDict_SetItemString(d, "logit", logit);
    Py_DECREF(logit);

    return m;
}
#else
PyMODINIT_FUNC initnpufunc(void)
{
    PyObject *m, *logit, *d;


    m = Py_InitModule("npufunc", LogitMethods);
    if (m == NULL) {
        return;
    }

    import_array();
    import_umath();

    logit = PyUFunc_FromFuncAndData(funcs, data, types, 1, 1, 1,
                                    PyUFunc_None, "logit",
                                    "logit_docstring", 0);

    d = PyModule_GetDict(m);

    PyDict_SetItemString(d, "logit", logit);
    Py_DECREF(logit);
}
#endif








这是上述代码的setup.py文件。与以前一样，可以通过在命令提示下调用python setup.py build来构建模块，也可以通过python setup.py install安装到站点包中。


'''
    setup.py file for logit.c
    Note that since this is a numpy extension
    we use numpy.distutils instead of
    distutils from the python standard library.

    Calling
    $python setup.py build_ext --inplace
    will build the extension library in the current file.

    Calling
    $python setup.py build
    will build a file that looks like ./build/lib*, where
    lib* is a file that begins with lib. The library will
    be in this file and end with a C library extension,
    such as .so

    Calling
    $python setup.py install
    will install the module in your site-packages file.

    See the distutils section of
    'Extending and Embedding the Python Interpreter'
    at docs.python.org  and the documentation
    on numpy.distutils for more information.
'''


def configuration(parent_package='', top_path=None):
    import numpy
    from numpy.distutils.misc_util import Configuration

    config = Configuration('npufunc_directory',
                           parent_package,
                           top_path)
    config.add_extension('npufunc', ['single_type_logit.c'])

    return config

if __name__ == "__main__":
    from numpy.distutils.core import setup
    setup(configuration=configuration)








安装完成后，可以按如下方式导入和使用。

>>> import numpy as np
>>> import npufunc
>>> npufunc.logit(0.5)
0.0
>>> a = np.linspace(0,1,5)
>>> npufunc.logit(a)
array([       -inf, -1.09861229,  0.        ,  1.09861229,         inf])








具有多个数据类型的numpy ufunc示例¶

最后，我们给出一个完整的ufunc示例，其中包含半浮点数、浮点数、双精度数和长双精度数的内部循环。和前面的部分一样，我们首先给出.c文件，然后给出相应的setup.py文件。

代码中与ufunc的实际计算相对应的位置标记为/ * 开始主ufunc计算 * /和/ * 结束主UFUNC计算 * 。这些行之间的代码是必须更改才能创建自己的ufunc的主要内容。


#include "Python.h"
#include "math.h"
#include "numpy/ndarraytypes.h"
#include "numpy/ufuncobject.h"
#include "numpy/halffloat.h"

/*
 * multi_type_logit.c
 * This is the C code for creating your own
 * NumPy ufunc for a logit function.
 *
 * Each function of the form type_logit defines the
 * logit function for a different numpy dtype. Each
 * of these functions must be modified when you
 * create your own ufunc. The computations that must
 * be replaced to create a ufunc for
 * a different function are marked with BEGIN
 * and END.
 *
 * Details explaining the Python-C API can be found under
 * 'Extending and Embedding' and 'Python/C API' at
 * docs.python.org .
 *
 */


static PyMethodDef LogitMethods[] = {
        {NULL, NULL, 0, NULL}
};

/* The loop definitions must precede the PyMODINIT_FUNC. */

static void long_double_logit(char **args, npy_intp *dimensions,
                              npy_intp* steps, void* data)
{
    npy_intp i;
    npy_intp n = dimensions[0];
    char *in = args[0], *out=args[1];
    npy_intp in_step = steps[0], out_step = steps[1];

    long double tmp;

    for (i = 0; i < n; i++) {
        /*BEGIN main ufunc computation*/
        tmp = *(long double *)in;
        tmp /= 1-tmp;
        *((long double *)out) = logl(tmp);
        /*END main ufunc computation*/

        in += in_step;
        out += out_step;
    }
}

static void double_logit(char **args, npy_intp *dimensions,
                         npy_intp* steps, void* data)
{
    npy_intp i;
    npy_intp n = dimensions[0];
    char *in = args[0], *out = args[1];
    npy_intp in_step = steps[0], out_step = steps[1];

    double tmp;

    for (i = 0; i < n; i++) {
        /*BEGIN main ufunc computation*/
        tmp = *(double *)in;
        tmp /= 1-tmp;
        *((double *)out) = log(tmp);
        /*END main ufunc computation*/

        in += in_step;
        out += out_step;
    }
}

static void float_logit(char **args, npy_intp *dimensions,
                        npy_intp* steps, void* data)
{
    npy_intp i;
    npy_intp n = dimensions[0];
    char *in=args[0], *out = args[1];
    npy_intp in_step = steps[0], out_step = steps[1];

    float tmp;

    for (i = 0; i < n; i++) {
        /*BEGIN main ufunc computation*/
        tmp = *(float *)in;
        tmp /= 1-tmp;
        *((float *)out) = logf(tmp);
        /*END main ufunc computation*/

        in += in_step;
        out += out_step;
    }
}


static void half_float_logit(char **args, npy_intp *dimensions,
                             npy_intp* steps, void* data)
{
    npy_intp i;
    npy_intp n = dimensions[0];
    char *in = args[0], *out = args[1];
    npy_intp in_step = steps[0], out_step = steps[1];

    float tmp;

    for (i = 0; i < n; i++) {

        /*BEGIN main ufunc computation*/
        tmp = *(npy_half *)in;
        tmp = npy_half_to_float(tmp);
        tmp /= 1-tmp;
        tmp = logf(tmp);
        *((npy_half *)out) = npy_float_to_half(tmp);
        /*END main ufunc computation*/

        in += in_step;
        out += out_step;
    }
}


/*This gives pointers to the above functions*/
PyUFuncGenericFunction funcs[4] = {&half_float_logit,
                                   &float_logit,
                                   &double_logit,
                                   &long_double_logit};

static char types[8] = {NPY_HALF, NPY_HALF,
                NPY_FLOAT, NPY_FLOAT,
                NPY_DOUBLE,NPY_DOUBLE,
                NPY_LONGDOUBLE, NPY_LONGDOUBLE};
static void *data[4] = {NULL, NULL, NULL, NULL};

#if PY_VERSION_HEX >= 0x03000000
static struct PyModuleDef moduledef = {
    PyModuleDef_HEAD_INIT,
    "npufunc",
    NULL,
    -1,
    LogitMethods,
    NULL,
    NULL,
    NULL,
    NULL
};

PyMODINIT_FUNC PyInit_npufunc(void)
{
    PyObject *m, *logit, *d;
    m = PyModule_Create(&moduledef);
    if (!m) {
        return NULL;
    }

    import_array();
    import_umath();

    logit = PyUFunc_FromFuncAndData(funcs, data, types, 4, 1, 1,
                                    PyUFunc_None, "logit",
                                    "logit_docstring", 0);

    d = PyModule_GetDict(m);

    PyDict_SetItemString(d, "logit", logit);
    Py_DECREF(logit);

    return m;
}
#else
PyMODINIT_FUNC initnpufunc(void)
{
    PyObject *m, *logit, *d;


    m = Py_InitModule("npufunc", LogitMethods);
    if (m == NULL) {
        return;
    }

    import_array();
    import_umath();

    logit = PyUFunc_FromFuncAndData(funcs, data, types, 4, 1, 1,
                                    PyUFunc_None, "logit",
                                    "logit_docstring", 0);

    d = PyModule_GetDict(m);

    PyDict_SetItemString(d, "logit", logit);
    Py_DECREF(logit);
}
#endif








这是上述代码的setup.py文件。与以前一样，可以通过在命令提示下调用python setup.py build来构建模块，也可以通过python setup.py install安装到站点包中。


'''
    setup.py file for logit.c
    Note that since this is a numpy extension
    we use numpy.distutils instead of
    distutils from the python standard library.

    Calling
    $python setup.py build_ext --inplace
    will build the extension library in the current file.

    Calling
    $python setup.py build
    will build a file that looks like ./build/lib*, where
    lib* is a file that begins with lib. The library will
    be in this file and end with a C library extension,
    such as .so

    Calling
    $python setup.py install
    will install the module in your site-packages file.

    See the distutils section of
    'Extending and Embedding the Python Interpreter'
    at docs.python.org  and the documentation
    on numpy.distutils for more information.
'''


def configuration(parent_package='', top_path=None):
    import numpy
    from numpy.distutils.misc_util import Configuration
    from numpy.distutils.misc_util import get_info

    #Necessary for the half-float d-type.
    info = get_info('npymath')

    config = Configuration('npufunc_directory',
                            parent_package,
                            top_path)
    config.add_extension('npufunc',
                            ['multi_type_logit.c'],
                            extra_info=info)

    return config

if __name__ == "__main__":
    from numpy.distutils.core import setup
    setup(configuration=configuration)








安装完成后，可以按如下方式导入和使用。

>>> import numpy as np
>>> import npufunc
>>> npufunc.logit(0.5)
0.0
>>> a = np.linspace(0,1,5)
>>> npufunc.logit(a)
array([       -inf, -1.09861229,  0.        ,  1.09861229,         inf])








带多个参数/返回值的numpy ufunc示例¶

最后一个例子是一个带有多个参数的ufunc。它是对具有单个数据类型的数据的logit ufunc代码的修改。我们计算（A） logit（a） B）

我们只给出C代码，因为setup.py文件与中的setup.py文件完全相同。 Example NumPy ufunc for one dtype 除了那条线


config.add_extension('npufunc', ['single_type_logit.c'])








替换为


config.add_extension('npufunc', ['multi_arg_logit.c'])








C文件如下。生成的ufunc接受两个参数a和b。它返回一个元组，其第一个元素是 b，第二个元素是logit（a B）请注意，它自动支持广播，以及ufunc的所有其他属性。


#include "Python.h"
#include "math.h"
#include "numpy/ndarraytypes.h"
#include "numpy/ufuncobject.h"
#include "numpy/halffloat.h"

/*
 * multi_arg_logit.c
 * This is the C code for creating your own
 * NumPy ufunc for a multiple argument, multiple
 * return value ufunc. The places where the
 * ufunc computation is carried out are marked
 * with comments.
 *
 * Details explaining the Python-C API can be found under
 * 'Extending and Embedding' and 'Python/C API' at
 * docs.python.org .
 *
 */


static PyMethodDef LogitMethods[] = {
        {NULL, NULL, 0, NULL}
};

/* The loop definition must precede the PyMODINIT_FUNC. */

static void double_logitprod(char **args, npy_intp *dimensions,
                            npy_intp* steps, void* data)
{
    npy_intp i;
    npy_intp n = dimensions[0];
    char *in1 = args[0], *in2 = args[1];
    char *out1 = args[2], *out2 = args[3];
    npy_intp in1_step = steps[0], in2_step = steps[1];
    npy_intp out1_step = steps[2], out2_step = steps[3];

    double tmp;

    for (i = 0; i < n; i++) {
        /*BEGIN main ufunc computation*/
        tmp = *(double *)in1;
        tmp *= *(double *)in2;
        *((double *)out1) = tmp;
        *((double *)out2) = log(tmp/(1-tmp));
        /*END main ufunc computation*/

        in1 += in1_step;
        in2 += in2_step;
        out1 += out1_step;
        out2 += out2_step;
    }
}


/*This a pointer to the above function*/
PyUFuncGenericFunction funcs[1] = {&double_logitprod};

/* These are the input and return dtypes of logit.*/

static char types[4] = {NPY_DOUBLE, NPY_DOUBLE,
                        NPY_DOUBLE, NPY_DOUBLE};


static void *data[1] = {NULL};

#if PY_VERSION_HEX >= 0x03000000
static struct PyModuleDef moduledef = {
    PyModuleDef_HEAD_INIT,
    "npufunc",
    NULL,
    -1,
    LogitMethods,
    NULL,
    NULL,
    NULL,
    NULL
};

PyMODINIT_FUNC PyInit_npufunc(void)
{
    PyObject *m, *logit, *d;
    m = PyModule_Create(&moduledef);
    if (!m) {
        return NULL;
    }

    import_array();
    import_umath();

    logit = PyUFunc_FromFuncAndData(funcs, data, types, 1, 2, 2,
                                    PyUFunc_None, "logit",
                                    "logit_docstring", 0);

    d = PyModule_GetDict(m);

    PyDict_SetItemString(d, "logit", logit);
    Py_DECREF(logit);

    return m;
}
#else
PyMODINIT_FUNC initnpufunc(void)
{
    PyObject *m, *logit, *d;


    m = Py_InitModule("npufunc", LogitMethods);
    if (m == NULL) {
        return;
    }

    import_array();
    import_umath();

    logit = PyUFunc_FromFuncAndData(funcs, data, types, 1, 2, 2,
                                    PyUFunc_None, "logit",
                                    "logit_docstring", 0);

    d = PyModule_GetDict(m);

    PyDict_SetItemString(d, "logit", logit);
    Py_DECREF(logit);
}
#endif











带结构化数组dtype参数的numpy ufnc示例¶

此示例演示如何为结构化数组数据类型创建UFUNC。对于这个例子，我们展示了一个普通的ufunc，用于添加两个数据类型为“u8，u8，u8”的数组。由于调用 PyUFunc_FromFuncAndData 没有为自定义数据类型和结构化数组数据类型完全注册UFUNC。我们还需要打电话 PyUFunc_RegisterLoopForDescr 完成UFUNC的设置。

我们只给出C代码，因为setup.py文件与中的setup.py文件完全相同。 Example NumPy ufunc for one dtype 除了那条线


config.add_extension('npufunc', ['single_type_logit.c'])








替换为


config.add_extension('npufunc', ['add_triplet.c'])








C文件如下。


#include "Python.h"
#include "math.h"
#include "numpy/ndarraytypes.h"
#include "numpy/ufuncobject.h"
#include "numpy/npy_3kcompat.h"


/*
 * add_triplet.c
 * This is the C code for creating your own
 * NumPy ufunc for a structured array dtype.
 *
 * Details explaining the Python-C API can be found under
 * 'Extending and Embedding' and 'Python/C API' at
 * docs.python.org .
 */

static PyMethodDef StructUfuncTestMethods[] = {
    {NULL, NULL, 0, NULL}
};

/* The loop definition must precede the PyMODINIT_FUNC. */

static void add_uint64_triplet(char **args, npy_intp *dimensions,
                            npy_intp* steps, void* data)
{
    npy_intp i;
    npy_intp is1=steps[0];
    npy_intp is2=steps[1];
    npy_intp os=steps[2];
    npy_intp n=dimensions[0];
    uint64_t *x, *y, *z;

    char *i1=args[0];
    char *i2=args[1];
    char *op=args[2];

    for (i = 0; i < n; i++) {

        x = (uint64_t*)i1;
        y = (uint64_t*)i2;
        z = (uint64_t*)op;

        z[0] = x[0] + y[0];
        z[1] = x[1] + y[1];
        z[2] = x[2] + y[2];

        i1 += is1;
        i2 += is2;
        op += os;
    }
}

/* This a pointer to the above function */
PyUFuncGenericFunction funcs[1] = {&add_uint64_triplet};

/* These are the input and return dtypes of add_uint64_triplet. */
static char types[3] = {NPY_UINT64, NPY_UINT64, NPY_UINT64};

static void *data[1] = {NULL};

#if defined(NPY_PY3K)
static struct PyModuleDef moduledef = {
    PyModuleDef_HEAD_INIT,
    "struct_ufunc_test",
    NULL,
    -1,
    StructUfuncTestMethods,
    NULL,
    NULL,
    NULL,
    NULL
};
#endif

#if defined(NPY_PY3K)
PyMODINIT_FUNC PyInit_struct_ufunc_test(void)
#else
PyMODINIT_FUNC initstruct_ufunc_test(void)
#endif
{
    PyObject *m, *add_triplet, *d;
    PyObject *dtype_dict;
    PyArray_Descr *dtype;
    PyArray_Descr *dtypes[3];

#if defined(NPY_PY3K)
    m = PyModule_Create(&moduledef);
#else
    m = Py_InitModule("struct_ufunc_test", StructUfuncTestMethods);
#endif

    if (m == NULL) {
#if defined(NPY_PY3K)
        return NULL;
#else
        return;
#endif
    }

    import_array();
    import_umath();

    /* Create a new ufunc object */
    add_triplet = PyUFunc_FromFuncAndData(NULL, NULL, NULL, 0, 2, 1,
                                    PyUFunc_None, "add_triplet",
                                    "add_triplet_docstring", 0);

    dtype_dict = Py_BuildValue("[(s, s), (s, s), (s, s)]",
        "f0", "u8", "f1", "u8", "f2", "u8");
    PyArray_DescrConverter(dtype_dict, &dtype);
    Py_DECREF(dtype_dict);

    dtypes[0] = dtype;
    dtypes[1] = dtype;
    dtypes[2] = dtype;

    /* Register ufunc for structured dtype */
    PyUFunc_RegisterLoopForDescr(add_triplet,
                                dtype,
                                &add_uint64_triplet,
                                dtypes,
                                NULL);

    d = PyModule_GetDict(m);

    PyDict_SetItemString(d, "add_triplet", add_triplet);
    Py_DECREF(add_triplet);
#if defined(NPY_PY3K)
    return m;
#endif
}








返回的ufunc对象是可调用的python对象。它应该放在（模块）字典中，名称与ufunc创建例程的name参数中使用的名称相同。以下示例改编自umath模块


static PyUFuncGenericFunction atan2_functions[] = {
                      PyUFunc_ff_f, PyUFunc_dd_d,
                      PyUFunc_gg_g, PyUFunc_OO_O_method};
static void* atan2_data[] = {
                      (void *)atan2f,(void *) atan2,
                      (void *)atan2l,(void *)"arctan2"};
static char atan2_signatures[] = {
              NPY_FLOAT, NPY_FLOAT, NPY_FLOAT,
              NPY_DOUBLE, NPY_DOUBLE, NPY_DOUBLE,
              NPY_LONGDOUBLE, NPY_LONGDOUBLE, NPY_LONGDOUBLE
              NPY_OBJECT, NPY_OBJECT, NPY_OBJECT};
...
/* in the module initialization code */
PyObject *f, *dict, *module;
...
dict = PyModule_GetDict(module);
...
f = PyUFunc_FromFuncAndData(atan2_functions,
    atan2_data, atan2_signatures, 4, 2, 1,
    PyUFunc_None, "arctan2",
    "a safe and correct arctan(x1/x2)", 0);
PyDict_SetItemString(dict, "arctan2", f);
Py_DECREF(f);
...














              



超越基础¶




超越基础¶




探索之旅不是寻找新的风景，而是拥有

新眼睛。

--- 马塞尔·普鲁斯特




“发现”是看到别人看到的，而想不到。

还有一个想法。

--- Albert Szent-Gyorgi




迭代数组中的元素¶


基本迭代¶

一个常见的算法要求是能够遍历多维数组中的所有元素。数组迭代器对象以一种通用的方式很容易做到这一点，该方法适用于任何维度的数组。当然，如果您知道将要使用的维度的数量，那么您总是可以编写嵌套for循环来完成迭代。但是，如果您希望编写可用于任意数量维度的代码，那么可以使用数组迭代器。访问数组的.flat属性时返回数组迭代器对象。

基本用法是调用 PyArray_IterNew （ array ）其中，array是一个ndarray对象（或其子类之一）。返回的对象是数组迭代器对象（与ndarray的.flat属性返回的对象相同）。此对象通常强制转换为PyarrayInterObject*以便可以访问其成员。唯一需要的成员是 iter->size 它包含数组的总大小， iter->index ，其中包含数组中的当前一维索引，以及 iter->dataptr 它是指向数组当前元素的数据的指针。有时访问也很有用 iter->ao 它是指向基础ndarray对象的指针。

在处理数组当前元素的数据后，可以使用宏获取数组的下一个元素。 PyArray_ITER_NEXT （ iter ）迭代总是以C样式连续的方式进行（最后一个索引变化最快）。这个 PyArray_ITER_GOTO （ iter ， destination ）可用于跳转到数组中的特定点，其中 destination 是一个npy-intp数据类型的数组，其中至少有空间处理基础数组中的维度数。偶尔使用它是有用的 PyArray_ITER_GOTO1D （ iter ， index ）它将跳转到由以下值给出的一维索引： index . 但是，最常见的用法在下面的示例中给出。

PyObject *obj; /* assumed to be some ndarray object */
PyArrayIterObject *iter;
...
iter = (PyArrayIterObject *)PyArray_IterNew(obj);
if (iter == NULL) goto fail;   /* Assume fail has clean-up code */
while (iter->index < iter->size) {
    /* do something with the data at it->dataptr */
    PyArray_ITER_NEXT(it);
}
...





您也可以使用 PyArrayIter_Check （ obj ）确保您有一个迭代器对象和 PyArray_ITER_RESET （ iter ）将迭代器对象重置回数组的开头。

此时应该强调的是，如果数组已经是连续的，那么您可能不需要数组迭代器（使用数组迭代器可以工作，但比您可以编写的最快的代码慢）。数组迭代器的主要目的是用任意步幅封装N维数组上的迭代。它们在numpy源代码本身的许多地方使用。如果您已经知道您的数组是连续的（fortran或c），那么只需将元素大小添加到正在运行的指针变量中，就可以非常高效地遍历数组。换句话说，在连续的情况下，这样的代码可能会更快（假设是双精度的）。

npy_intp size;
double *dptr;  /* could make this any variable type */
size = PyArray_SIZE(obj);
dptr = PyArray_DATA(obj);
while(size--) {
   /* do something with the data at dptr */
   dptr++;
}








迭代除一个轴以外的所有轴¶

一种常见的算法是循环一个数组的所有元素，并通过发出一个函数调用对每个元素执行一些函数。由于函数调用可能很耗时，加快这种算法的一种方法是编写函数，这样它就需要一个数据向量，然后编写迭代，这样就可以一次对整个数据维度执行函数调用。这会增加每个函数调用完成的工作量，从而将头上的函数调用减少到总时间的一小部分（er）。即使在没有函数调用的情况下执行循环内部，也有利于在元素数量最多的维度上执行内部循环，以利用微处理器上可用的速度增强功能，这些微处理器使用流水线来增强基本操作。

这个 PyArray_IterAllButAxis （ array ， &dim ）构造一个经过修改的迭代器对象，以便它不会在dim指示的维度上迭代。对迭代器对象的唯一限制是 PyArray_Iter_GOTO1D （ it ， ind ）不能使用宏（因此，如果将此对象传递回python，则平面索引也不起作用---因此不应该这样做）。请注意，此例程返回的对象通常仍被强制转换为PyarrayInterObject。 * . 所做的只是修改返回迭代器的步幅和维度，以模拟对数组的迭代。 […，0，…] 其中0位于 \textrm{{dim}}^{{\textrm{{th}}}} 尺寸。如果dim为负，则找到并使用最大轴的尺寸。




迭代多个数组¶

通常，需要同时在多个数组上迭代。通用函数就是这种行为的一个例子。如果您只想迭代具有相同形状的数组，那么只需创建几个迭代器对象就是标准过程。例如，以下代码在假定形状和大小相同的两个数组上迭代（实际上，obj1的元素总数必须至少与obj2的元素总数相同）：

/* It is already assumed that obj1 and obj2
   are ndarrays of the same shape and size.
*/
iter1 = (PyArrayIterObject *)PyArray_IterNew(obj1);
if (iter1 == NULL) goto fail;
iter2 = (PyArrayIterObject *)PyArray_IterNew(obj2);
if (iter2 == NULL) goto fail;  /* assume iter1 is DECREF'd at fail */
while (iter2->index < iter2->size)  {
    /* process with iter1->dataptr and iter2->dataptr */
    PyArray_ITER_NEXT(iter1);
    PyArray_ITER_NEXT(iter2);
}








在多个阵列上广播¶

当一个操作涉及多个数组时，您可能希望使用与数学操作相同的广播规则（ i.e. 不明飞行物）的使用。使用 PyArrayMultiIterObject .  这是从python命令numpy.broadcast返回的对象，几乎和从c返回的对象一样容易使用。 PyArray_MultiIterNew （ n, ... （用于） n input objects in place of ... ）输入对象可以是数组或任何可以转换为数组的对象。返回指向PyrayMultiiteRobject的指针。广播已经完成，它调整迭代器，以便所有需要做的事情，以前进到每个数组中的下一个元素是Pyarray-Iter_下一个被调用为每个输入。此递增由自动执行 PyArray_MultiIter_NEXT （ obj ）宏（可以处理多处理器 obj 作为一个 PyArrayMultiObject * 或A PyObject * ）输入号码的数据 i 可以使用 PyArray_MultiIter_DATA （ obj ， i ）总（广播）大小为 PyArray_MultiIter_SIZE （ obj ）下面是使用此功能的示例。

mobj = PyArray_MultiIterNew(2, obj1, obj2);
size = PyArray_MultiIter_SIZE(obj);
while(size--) {
    ptr1 = PyArray_MultiIter_DATA(mobj, 0);
    ptr2 = PyArray_MultiIter_DATA(mobj, 1);
    /* code using contents of ptr1 and ptr2 */
    PyArray_MultiIter_NEXT(mobj);
}





函数 PyArray_RemoveSmallest （ multi ）可用于获取一个多迭代器对象，并调整所有迭代器，使迭代不会发生在最大维度上（它使该维度的大小为1）。循环使用指针的代码很可能也需要每个迭代器的steps数据。此信息存储在multi->iters中 [i] -跨步。

在numpy源代码中有几个使用多迭代器的例子，因为它使得N维广播代码的编写非常简单。浏览源代码以获取更多示例。






用户定义的数据类型¶

Numpy提供24种内置数据类型。虽然这涵盖了大部分可能的用例，但可以想象用户可能需要一个额外的数据类型。有一些支持向numpy系统中添加额外的数据类型。除了UFUNC必须注册一维循环才能单独处理外，这个额外的数据类型的行为与常规数据类型非常相似。另外，检查是否可以将其他数据类型“安全地”强制转换为此新类型或从中强制转换为其他数据类型将始终返回“可强制转换”，除非您还注册了可以强制转换为新数据类型或从中强制转换的类型。添加数据类型是Numpy1.0测试得不太好的领域之一，因此该方法中可能还有缺陷。只有在无法使用已可用的对象或无效数据类型执行所需操作时，才能添加新的数据类型。作为一个例子，我认为添加数据类型的功能的一个有用的应用是可以将任意精度的数据类型浮点数添加到numpy。


添加新数据类型¶

要开始使用新的数据类型，首先需要定义一个新的python类型来保存新数据类型的标量。如果新类型具有二进制兼容的布局，则可以从数组标量之一继承。这将允许新的数据类型具有数组标量的方法和属性。新数据类型必须具有固定的内存大小（如果要定义需要灵活表示的数据类型，如可变精度数字，则使用指向对象的指针作为数据类型）。新python类型的对象结构的内存布局必须是pyobject头，后跟数据类型所需的固定大小内存。例如，新的python类型的合适结构是：

typedef struct {
   PyObject_HEAD;
   some_data_type obval;
   /* the name can be whatever you want */
} PySomeDataTypeObject;





定义新的python类型对象之后，必须定义新的 PyArray_Descr 结构，其typeobject成员将包含指向刚定义的数据类型的指针。此外，必须定义“.f”成员中所需的函数：nonzero、copyswap、copyswapn、setitem、getitem和cast。但是，您定义的“.f”成员中的函数越多，新数据类型就越有用。将未使用的函数初始化为空非常重要。这可以通过使用 PyArray_InitArrFuncs （f）。

曾经是新的 PyArray_Descr 结构被创建并填充所需的信息和调用的有用函数 PyArray_RegisterDataType （NeNexDISCR）。此调用的返回值是一个整数，为您提供指定数据类型的唯一类型编号。此类型号应由模块存储和提供，以便其他模块可以使用它来识别您的数据类型（查找用户定义的数据类型号的另一种机制是根据与数据类型关联的类型对象的名称进行搜索，使用 PyArray_TypeNumFromName ）




注册强制转换函数¶

您可能希望允许将内置（和其他用户定义的）数据类型自动转换为您的数据类型。为了实现这一点，您必须使用希望能够从中强制转换的数据类型注册强制转换函数。这需要为您想要支持的每个转换编写低级强制转换函数，然后用数据类型描述符注册这些函数。低级的强制转换函数具有签名。


	
void castfunc(void* from, void* to, npy_intp n, void* fromarr, void* toarr)¶

	铸件 n 元素 from 一种 to 另一个。要从中强制转换的数据位于一个连续的、正确交换的、对齐的内存块中，该内存块由From指向。要转换到的缓冲区也是连续的、正确交换和对齐的。fromarr和toarr参数只能用于灵活的元素大小的数组（string、unicode、void）。





Castfunc的一个例子是：

static void
double_to_float(double *from, float* to, npy_intp n,
       void* ig1, void* ig2);
while (n--) {
      (*to++) = (double) *(from++);
}





然后可以注册它，使用代码将double转换为float：

doub = PyArray_DescrFromType(NPY_DOUBLE);
PyArray_RegisterCastFunc(doub, NPY_FLOAT,
     (PyArray_VectorUnaryFunc *)double_to_float);
Py_DECREF(doub);








正在注册强制规则¶

默认情况下，不假定所有用户定义的数据类型都可以安全地强制转换为任何内置数据类型。此外，内置数据类型不被假定为可以安全地强制转换为用户定义的数据类型。这种情况限制了用户定义的数据类型参与UFuncs使用的强制系统的能力，以及在numpy中发生自动强制时的其他时间。这可以通过将数据类型注册为可从特定数据类型对象安全地强制转换来更改。函数 PyArray_RegisterCanCast （from_descr，to type_number，scalarkind）用于指定可以将来自_descr的数据类型对象强制转换为类型号为to type_number的数据类型。如果不尝试更改标量强制规则，则使用 NPY_NOSCALAR 对于scalarkind参数。

如果希望新数据类型也能够共享标量强制规则，则需要在数据类型对象的“.f”成员中指定scalar kind函数，以返回新数据类型应视为的标量类型（标量的值对该函数可用）。然后，可以为用户定义的数据类型返回的每个标量类型分别注册可强制转换为的数据类型。如果不注册标量强制处理，那么所有用户定义的数据类型都将被视为 NPY_NOSCALAR .




注册ufunc循环¶

您可能还希望为数据类型注册低级UFUNC循环，以便数据类型的一个ndarray可以无缝地应用数学。用完全相同的arg_类型签名注册新循环，将自动替换该数据类型以前注册的任何循环。

在为ufunc注册一维循环之前，必须先创建ufunc。然后你打电话 PyUFunc_RegisterLoopForType （…）包含循环所需的信息。此函数的返回值为 0 如果流程成功并且 -1 如果失败，则设置错误条件。






在C中对ndarray进行子类型化¶

自2.2以来，python中潜藏的一个较不常用的特性是C中的子类类型的能力。此功能是基于C中已有的数字代码基的numpy的重要原因之一。C中的子类型在内存管理方面允许更大的灵活性。即使您对如何为Python创建新类型只有一个基本的了解，在C中进行子类型输入也不难。虽然从单个父类型进行子类型是最容易的，但也可以从多个父类型进行子类型。C中的多重继承通常不如Python有用，因为对Python子类型的限制是它们具有二进制兼容的内存布局。也许出于这个原因，从单个父类型进行子类型比较容易。

与Python对象对应的所有C结构必须以 PyObject_HEAD （或） PyObject_VAR_HEAD ）以同样的方式，任何子类型都必须具有与父类型完全相同的内存布局（或者在多重继承的情况下，所有父类型）开头的C结构。这样做的原因是，python可能会尝试像访问父结构一样访问子类型结构的成员。（ i.e. 它将把一个给定的指针强制转换为指向父结构的指针，然后取消对其中一个成员的引用）。如果内存布局不兼容，那么这种尝试将导致不可预测的行为（最终导致内存冲突和程序崩溃）。

中的一个元素 PyObject_HEAD 是指向类型对象结构的指针。通过创建一个新的类型对象结构并用函数和指针填充它来描述该类型所需的行为，可以创建一个新的python类型。通常，还会创建一个新的C结构来包含类型的每个对象所需的特定于实例的信息。例如， &PyArray_Type 是指向ndarray的类型对象表的指针，而 PyArrayObject * 变量是指向ndarray的特定实例的指针（ndarray结构的成员之一反过来是指向类型-对象表的指针 &PyArray_Type ）终于 PyType_Ready 必须为每个新的python类型调用（<pointer_to_type_object>）。


创建子类型¶

要创建子类型，必须遵循类似的过程，除非不同的行为需要类型-对象结构中的新条目。所有其他条目都可以为空，并将由 PyType_Ready 具有来自父类型的适当函数。特别是，要在C中创建子类型，请执行以下步骤：


	如果需要，请创建一个新的C结构来处理类型的每个实例。典型的C型结构为：

typedef _new_struct {
    PyArrayObject base;
    /* new things here */
} NewArrayObject;





请注意，完整的pyarrayObject用作第一个条目，以确保新类型实例的二进制布局与pyarrayObject相同。



	用指向新函数的指针填充一个新的python类型对象结构，这些新函数将超越默认行为，同时保留任何应该保持不变的函数（或空）。tp_name元素应该不同。



	用指向（主）父类型对象的指针填充新类型对象结构的tp_基成员。对于多重继承，还应使用包含所有父对象的元组填充tp_-bases成员，其顺序应用于定义继承。记住，为了使多个继承正常工作，所有父类型都必须具有相同的C结构。



	呼叫 PyType_Ready （<pointer_to_new_type>）。如果此函数返回负数，则会发生故障，并且类型未初始化。否则，类型就可以使用了。通常重要的是将对新类型的引用放入模块字典中，以便可以从Python访问它。





有关在C中创建子类型的更多信息，可以通过阅读PEP253（可从https://www.python.org/dev/peps/pep-0253获得）。




ndarray子类型的特定特征¶

数组使用一些特殊的方法和属性，以便于子类型与基ndarray类型的互操作。


这个 __array_finalize__ 方法¶


	
ndarray.__array_finalize__¶

	Ndarray的几个数组创建函数允许创建特定子类型的规范。这允许在许多例程中无缝地处理子类型。然而，当以这种方式创建子类型时，两者都不会 __new__ 方法也不 __init__ 方法被调用。相反，将分配子类型并填充适当的实例结构成员。最后， __array_finalize__ 属性在对象字典中查找。如果它存在而不是无，那么它可以是包含指向 PyArray_FinalizeFunc 或者它可以是采用单个参数的方法（可以是无参数）。

如果 __array_finalize__ 属性是一个cobject，那么指针必须是指向具有签名的函数的指针：

(int) (PyArrayObject *, PyObject *)





第一个参数是新创建的子类型。第二个参数（如果不是空值）是“parent”数组（如果该数组是使用切片或其他操作创建的，其中存在可清晰区分的父数组）。这个程序可以做任何它想做的事情。它应该在出错时返回-1，否则返回0。

如果 __array_finalize__ 属性既不是none也不是cobject，那么它必须是一个以父数组为参数（如果没有父数组，则可能是none）的python方法，并且不返回任何值。将捕获并处理此方法中的错误。








这个 __array_priority__ 属性¶


	
ndarray.__array_priority__¶

	此属性允许在出现涉及两个或更多子类型的操作时，简单而灵活地确定应将哪个子类型视为“主要”子类型。在使用不同子类型的操作中，最大的子类型 __array_priority__ 属性将确定输出的子类型。如果两个子类型相同 __array_priority__ 然后，第一个参数的子类型确定输出。默认值 __array_priority__ 属性为基ndarray类型返回值0.0，为子类型返回值1.0。此属性也可以由非ndarray子类型的对象定义，并可用于确定 __array_wrap__ 应为返回输出调用方法。








这个 __array_wrap__ 方法¶


	
ndarray.__array_wrap__¶

	任何类或类型都可以定义此方法，该方法应采用ndarray参数并返回该类型的实例。它可以被看作是 __array__ 方法。UFUNCS（和其他numpy函数）使用此方法允许其他对象通过。对于python>2.4，它还可以用于编写一个decorator，该decorator将只与ndarrays一起工作的函数转换为与任何类型一起工作的函数。 __array__ 和 __array_wrap__ 方法。
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数组对象¶




数组对象¶



numpy提供了一个n维数组类型， ndarray ，它描述同一类型的“项”集合。项目可以是 indexed 例如使用n个整数。

所有日历都是 homogenous ：每个项目占用相同大小的内存块，所有块的解释方式完全相同。数组中每个项的解释方式由单独的 data-type object ，其中一个与每个数组关联。除了基本类型（整数、浮点数、 etc. ）数据类型对象也可以表示数据结构。

从数组中提取的项， e.g. 通过索引，由类型为 array scalar types 内置numpy。数组标量允许对更复杂的数据排列进行简单的操作。


[image: ../_images/threefundamental.png]
图形 显示用于描述数组中数据的三个基本对象之间关系的概念图：1）ndarray本身，2）描述数组中单个固定大小元素布局的数据类型对象，3）访问数组的单个元素时返回的数组标量python对象。



n维数组 (ndarray ）¶




n维数组 (ndarray ）¶



安 ndarray 是具有相同类型和大小的项目的多维容器（通常为固定大小）。数组中维度和项的数目由其 shape ，这是一个 tuple 属于 N 指定每个维度大小的正整数。数组中的项类型由单独的 data-type object (dtype) ，其中一个与每个日历关联。

与Python中的其他容器对象一样， ndarray 可以通过访问和修改 indexing or slicing 数组（例如， N 整数），并通过 ndarray .

不同 ndarrays 可以共享相同的数据，以便在一个 ndarray 可能在另一个中可见。也就是说，一个日历可以是 “视图” 到另一个日历，它所引用的数据由 “基地” 恩达雷ndarrays也可以是python拥有的内存的视图 strings 或实现 buffer 或 array 接口。


例子

2 x 3大小的二维数组，由4字节整数元素组成：

>>> x = np.array([[1, 2, 3], [4, 5, 6]], np.int32)
>>> type(x)
<type 'numpy.ndarray'>
>>> x.shape
(2, 3)
>>> x.dtype
dtype('int32')





可以使用类似于python容器的语法对数组进行索引：

>>> # The element of x in the *second* row, *third* column, namely, 6.
>>> x[1, 2]





例如 slicing 可以生成数组的视图：

>>> y = x[:,1]
>>> y
array([2, 5])
>>> y[0] = 9 # this also changes the corresponding element in x
>>> y
array([9, 5])
>>> x
array([[1, 9, 3],
       [4, 5, 6]])








构造数组¶

可以使用中详述的例程构造新数组。 数组创建例程 以及通过使用低水平 ndarray 构造函数：







numpy.ndarray¶




numpy.ndarray¶




	
class numpy.ndarray(shape, dtype=float, buffer=None, offset=0, strides=None, order=None)[源代码]¶

	数组对象表示固定大小项的多维同构数组。关联的数据类型对象描述数组中每个元素的格式（其字节顺序、它在内存中占用的字节数、它是整数、浮点数还是其他类型等）。

数组的构造应使用 array ， zeros 或 empty （请参阅下面的另一节）。这里给出的参数是一种低级方法。 (ndarray(...) ）用于实例化数组。

有关详细信息，请参阅 numpy 模块化并检查数组的方法和属性。






numpy.ndarray.all¶




numpy.ndarray.all¶



方法


	
ndarray.all(axis=None, out=None, k