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机器学习教程 一-不懂这些线性代数知识 别说你是搞机器学习的

                        
                            
                                
                            

                        

                        

                        数学是计算机技术的基础，线性代数是机器学习和深度学习的基础，了解数据知识最好的方法我觉得是理解概念，数学不只是上学时用来考试的，也是工作中必不可少的基础知识，实际上有很多有趣的数学门类在学校里学不到，有很多拓展类的数据能让我们发散思维，但掌握最基本的数学知识是前提，本文就以线性代数的各种词条来做一下预热，不懂的记得百度一下。
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


矩阵与方程组



		还记得n*n方程组是怎么求解的吗？这个术语叫“回代法”，即转成三角形方程组再挨个代入求解

		一直不理解“代数”这个“代”是什么意思，现在终于理解了，代，英文是substitution，含义是代替，从初中到现在一直以为“代数”就是“代入”

		系数矩阵，英文名叫coefficient matrix，怪不得读开源代码里面经常遇到变量名叫做coe，原来是从这来的

		“导数”、“可导”还记得吗？不知道“导”是什么含义的有木有？英文derivative（含义是派生的、衍生的），看起来不是疏导的意思，而是音译过来的

		矩阵就是矩形的数字阵列，这再简单不过了

		n*n的矩阵叫方阵，傻子都知道了

		系数矩阵加一列右端项的矩阵叫增广矩阵，英文叫做augmented matrix，记作：(A|B)，科学家们随便想个东西起个名字就让我们抱着书本啃，我把A后面放两个B，叫做“增广矩阵二”行吗

		行阶梯型矩阵，这回有点难度了，它就是这样的：非零一行比一行少，第一个元素是1，数字靠右

		高斯消元法：把增广矩阵化为行阶梯型矩阵

		超定方程组：方程个数比未知量个数多

		行最简形：行阶梯形，每行第一个非零元是该列唯一的非零元

		高斯-若尔当消元法：将矩阵化为最简形的方法

		齐次方程组(homogeneous)：右端项全为零。齐次方程组总是有解的

		平凡解，就是零解（0,0,0,.....0），能不能别这么平凡的叫....

		非平凡解：零解以外的解

		x上面加水平箭头表示水平数组（行向量），不加则表示列向量，不一样的书里记法不太一样，姑且这么记吧

		对称矩阵的性质：转置等于他自己

		若A=(1)，则An=(2n-1)

		如果AB=BA=I，则称A是可逆的，或A是非奇异的(nonsingular)，B叫做A的逆元，记作A-1

		矩阵没有乘法逆元，那么叫做奇异的(singlular)

		(AB)-1=B-1A-1

		(AB)T=BTAT

		图的邻接矩阵（相连为1否则为0）是对称的

		初等矩阵：乘到方程两端得到行阶梯形，初等矩阵是非奇异的，即有逆

		如果B=多个初等矩阵连乘A，那么说A与B是行等价的

		如果A与I行等价，那么Ax=0只有平凡解0，而且A有逆矩阵A-1，也就是A是非奇异的，此时Ax=b有唯一解

		求逆的方法：对增广矩阵A|I做行列变换，把A变成I，则I变成了A-1

		对角矩阵：对角线以外的元素都是0

		如果A可以仅利用行运算化简为严格上三角形，则A有一LU分解，L是单位下三角矩阵，矩阵值就是变换中用的系数，这叫LU分解

		矩阵分块后满足矩阵乘法规则

		内积也叫标量积：行向量和列向量乘积，得出一个数

		外积：列向量和行向量乘积，得出一个矩阵

		外积展开：两个矩阵分别用向量方式表示，其乘积可以表示为外积展开




 


行列式



		行列式：两条竖线间包括的阵列

		每个方形矩阵可以和他的行列式对应，行列式数值说明方阵是否是奇异的

		行列式算法：展开某一行，每个数乘以他的余子式并加和

		如果行列式非0，则方形矩阵为非奇异

		det(A)可表示为A的任何行或列的余子式展开

		三角形矩阵的行列式等于对角元素乘积

		交换矩阵两行，行列式变成原来的负数，即det(EA)=-det(A)

		矩阵某行乘以a，行列式变成原来的a倍，即det(EA)=adet(A)

		矩阵某行乘以a加到另一行，行列式不变

		如果某行为另一行的倍数，则矩阵行列式为零

		det(AB)=det(A)det(B)

		adj A：矩阵的伴随(adjoint)，将元素用余子式替换并转置

		求逆方法：A-1=(1/det(A)) adj A，推导：A(adj A)=det(A)I所以A(((1/det(A)) adj A) = I

		克拉黙法则：Ax=b的唯一解是xi=det(Ai)/det(A)，这是线性方程组用行列式求解的便利方法

		信息加密方法：找到行列式为正负1的整数矩阵A，A-1=+-adj A易求，乘A加密，乘A-1解密，A的构造方法：单位矩阵做初等变换

		向量积也是一个向量

		微积分中x看做行向量，线性代数中x看做列向量

		假设x和y是行向量，则x*y=(x2y3-y2x3)i-(x1y3-y1x3)j+(x1y2-y1x2)k，其中i,j,k是单位矩阵的行向量

		向量积可用于定义副法线方向

		xT(x*y)=yT(x*y)=0，说明向量积与向量夹角为0




 


向量空间



		向量空间：这个集合中满足加法和标量乘法运算，标量通常指实数

		子空间：向量空间S的子集本身也是个向量空间，这个子集叫做子空间

		除了{0}和向量空间本身外，其他子空间叫做真子空间，类似于真子集的概念，{0}叫做零子空间

		Ax=0的解空间N(A)称为A的零空间，也就是说Ax=0线性方程组的解空间构成一个向量空间

		向量空间V中多个向量的线性组合构成的集合成为这些向量的张成(span)，记作span(v1,v2,...,vn)

		span(e1,e2)为R3的一个子空间，从几何上表示为所有x1x2平面内3维空间的向量

		span(e1,e2,e3)=R3

		如果span(v1,v2,v3)=R3，那么说向量v1,v2,v3张成R3，{v1,v2,v3}是V的一个张集

		最小张集是说里面没有多余的向量

		最小张集的判断方法是：这些向量线性组合=0只有0解，这种情况也就是这些向量是线性无关的，如果有非零解那么就说是线性相关的

		在几何上看二位向量线性相关等价于平行，三维向量线性相关等价于在同一个平面内

		向量构成矩阵的行列式det(A)=0，则线性相关，否则线性无关

		线性无关向量唯一地线性组合来表示任意向量

		最小张集构成向量空间的基，{e1,e2...en}叫做标准基，基向量数目就是向量空间的维数

		转移矩阵：把坐标从一组基到另一组基的变换矩阵

		由A的行向量张成的R1*n子空间成为A的行空间，由A的列向量张成的Rm子空间成为A的列空间

		A的行空间的维数成为A的秩(rank)，求A的秩方法：把A化为行阶梯形，非零行个数就是秩

		矩阵的零空间的维数成为矩阵的零度，一般秩和零度之和等于矩阵的列数

		m*n矩阵行空间维数等于列空间的维数




 


线性变换



		线性变换：L(av1+bv2)=aL(v1)+bL(v2)

		线性算子：一个向量空间到其自身的线性变换

		典型线性算子距离：ax(伸长或压缩a倍)，x1e1（到x1轴的投影），(x1,-x2)T（关于x1轴作对称），(-x2,x1)T逆时针旋转90度

		判断是不是线性变换，就看看这种变换能不能转化成一个m*n矩阵

		线性变换L的核记为ker(L)，表示线性变换后的向量空间中的0向量

		子空间S的象记为L(S)，表示子空间S上向量做L变换的值

		整个向量空间的象L(V)成为L的值域

		ker(L)为V的一个子空间，L(S)为W的一个子空间，其中L是V到W的线性变换，S是V的子空间

		从以E为有序基的向量空间V到以F为有序基的向量空间W的线性变换的矩阵A叫做表示矩阵

		B为L相应于[u1,u2]的表示矩阵,A为L相应于[e1,e2]的表示矩阵，U为从[u1,u2]到[e1,e2]的转移矩阵，则B=U-1AU

		如果B=S-1AS，则称B相似于A

		如果A和B为同一线性算子L的表示矩阵，则A和B是相似的




 


正交性



		两个向量的标量积为零，则称他们正交(orthogonal)

		R2或R3中的向量x和y之间的距离是：||x-y||

		xTy=||x|| ||y|| cos θ，即cos θ=xTy / (||x|| ||y||)

		设方向向量u=(1/||x||)x，v=(1/||y||)y，则cos θ=uTv，即夹角余弦等于单位向量的标量积

		柯西-施瓦茨不等式：|xTy| <= ||x||  ||y||，当且仅当有0向量或成倍数关系时等号成立

		标量投影：向量投影的长度，α=xTy/||y||

		向量投影：p=(xTy/||y||)y=(xTy/yTy)y

		对R3：||x*y|| = ||x|| ||y|| sinθ

		当x和y正交时, ||x+y||2 = ||x||2 + ||y||2，叫毕达哥拉斯定律

		c2=a2+b2叫毕达哥拉斯定理，其实就是勾股弦定理

		余弦应用于判断相似程度

		U为向量组成的矩阵，C=UTU对应每一行向量的标量积值，这个矩阵表示相关程度，即相关矩阵(correlation matrix)，值为正就是正相关，值为负就是负相关，值为0就是不相关

		协方差：x1和x2为两个集合相对平均值的偏差向量，协方差cov(X1,X2)=(x1Tx2)/(n-1)

		协方差矩阵S=1/(n-1) XTX，矩阵的对角线元素为三个成绩集合的方差，非对角线元素为协方差

		正交子空间：向量空间的两个子空间各取出一个向量都正交，则子空间正交。比如z轴子空间和xy平面子空间是正交的

		子空间Y的正交补：是这样一个集合，集合中每个向量都和Y正交

		正交补一定也是一个子空间

		A的列空间R(A)就是A的值域，即Rn中的x向量，列空间中的b=Ax

		R(AT)的正交空间是零空间N(A)，也就是说A的列空间和A的零空间正交

		S为Rn的一个子空间，则S的维数+S正交空间的维数=n

		S为Rn的一个子空间，则S的正交空间的正交空间是他本身

		最小二乘(least squares)用来拟合平面上的点集

		最小二乘解为p=Ax最接近b的向量，向量p为b在R(A)上的投影

		最小二乘解x的残差r(x)一定属于R(A)的正交空间

		残差：r(x) = b - Ax

		ATAx = ATb叫做正规方程组，它有唯一解x = (ATA)-1ATb，这就是最小二乘解，投影向量p=A(ATA)-1ATb为R(A)中的元素

		插值多项式：不超过n次的多项式通过平面上n+1个点

		一个定义了内积的向量空间成为内积空间

		标量内积是Rn中的标准内积，加权求和也是一种内积

		内积表示为<x,y>，内积需满足：<x,x> >= 0; <x,y>=<y,x>; <ax+by,z>=a<x,z>+b<y,z>

		a=<u,v>/||v||为u到v的标量投影

		p=(<u,v>/<v,v>) v为u到v的向量投影

		柯西-施瓦茨不等式：|<u,v>| <= ||u|| ||v||

		范数(norm)：定义与向量相关联的实数||v||，满足||v||>=0; ||av||=|a| ||v||; ||v+w|| <= ||v|| + ||w||

		||v|| = (<v,v>)^-1为一个范数

		||x||=sigma|xi|为一个范数

		||x||=max|xi|为一个范数

		一般地，范数给出了一种方法来度量两个向量的距离

		v1,v2,...,vn如果相互之间<vi,vj>=0，则{v1,v2,...,vn}成为向量的正交集

		正交集中的向量都是线性无关的

		规范正交的向量集合是单位向量的正交集，规范正交集中<vi,vj>=1，里面的向量叫做规范正交基

		正交矩阵：列向量构成规范正交基

		矩阵Q是正交矩阵重要条件是QTQ=I，即Q-1=QT

		乘以一个正交矩阵，内积保持不变，即<x,y>=<Qx,Qy>

		乘以一个正交矩阵，仍保持向量长度，即||Qx||=||x||

		置换矩阵：将单位矩阵的各列重新排列

		如果A的列向量构成规范正交集，则最小二乘问题解为x=ATb

		非零子空间S中向量b到S的投影p=UUTb，其中U为S的一组规范正交基，其中UUT为到S上的投影矩阵

		使用不超过n次的多项式对连续函数进行逼近，可以用最小二乘逼近。

		某取值范围内线性函数的子空间，内积形式是取值范围内对两个函数乘积做积分

		通过将FN乘以向量z来计算离散傅里叶系数d的方法称为DFT算法(离散傅里叶变换)

		FFT(快速傅里叶变换)，利用矩阵分块，比离散傅里叶变换快8w多倍

		格拉姆-施密特正交化过程：u1=(1/||x1||)x1, u2=(1/||x2-p1||) (x2-p1), .....直接求出一组规范正交基

		格拉姆-施密特QR分解：m*n矩阵A如果秩为n，则A可以分解为QR，Q为列向量正交的矩阵，R为上三角矩阵，而且对角元素都为正，具体算法：
	
			r11=||a1||，其中r11是对角矩阵第一列第一个元素，a1是A的列向量，

			rkk=||ak-p(k-1)||, rik=qiTak, a1=r11q1

	

	

		Ax=b的最小二乘解为x=R-1QTb，其中QR为因式分解矩阵，解x可用回代法求解Rx=QTb得到

		使用多项式进行数据拟合以及逼近连续函数可通过选取逼近函数的一组正交基进行简化

		多项式序列p0(x),p1(x),...下标就是最高次数，如果<pi(x), pj(x)>=0，则{pn(x)}成为正交多项式序列，如果<pi,pj>=1，则叫规范正交多项式序列

		经典正交多项式：勒让德多项式、切比雪夫多项式、雅克比多项式、艾尔米特多项式、拉盖尔多项式

		勒让德多项式：在内积<p,q>=-1到1的积分p(x)q(x)dx意义下正交，(n+1)P(n+1)(x)=(2n+1)xPn(x)-nP(n-1)(x)

		切比雪夫多项式：在内积<p,q>=-1到1的积分p(x)q(x)(1-x2)-1/2dx意义下正交，T1(x)=xT0(x), T(n+1)(x)=2xTn(x)-T(n-1)(x)

		拉格朗日插值公式：P(x)=sigma f(xi) Li(x)

		拉格朗日函数Li(x)=(x-xj)连乘积 / (xi-xj)连乘积

		f(x)w(x)在a到b的积分可以简化为sigma Li(x)w(x)在a到b的积分 f(xi)

		请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址




 


特征值



		经过矩阵变换后向量保持不变，稳定后的向量叫做该过程的稳态向量

		存在非零的x使得Ax=λx，则称λ为特征值，x为属于λ的特征向量。特征值就是一个缩放因子，表示线性变换这个算子的自然频率

		子空间N(A-λI)称为对应特征值λ的特征空间

		det(A-λI)=0称为矩阵A的特征方程，求解特征方程可以算出λ

		λ1λ2...λn=det(A)，即所有特征值的连乘积等于矩阵A的行列式的值

		sigma λi = sigma aii，所有特征值的和等于矩阵对角线元素之和

		A的对角线元素的和称为A的迹(trace)，记为tr(A) 

		相似矩阵：B=S-1AS

		相似矩阵具有相同的特征多项式，和相同的特征值

		线性微分方程解法可以用特征值特征向量，形如Y'=AY, Y(0)=Y0的解是ae(λt)x，其中x是向量，这样的问题称为初值问题，如果有多个特征值，则解可以是多个ae(λt)x的线性组合

		任意高阶微分方程都可以转化成一阶微分方程，一阶微分方程可以用特征值特征向量求解

		矩阵A的不同特征值的特征向量线性无关

		如果存在X使得X-1AX=D，D是对角矩阵，则说A是可对角化的，称X将A对角化，X叫做对角化矩阵

		如果A有n个线性无关的特征向量，则A可对角化

		对角化矩阵X的列向量就是A的特征向量，D的对角元素就是A的特征值，X和D都不是唯一的，乘以个标量，或重新排列，都是一个新的

		An=XDnX-1，所以按A=XDX-1因式分解后，容易计算幂次

		如果A有少于n个线性无关的特征向量，则称A为退化的(defective)，退化矩阵不可对角化

		特征值和特征向量的几何理解：矩阵A有特征值2，特征空间由e3张成,看成几何重数(geometric multiplicity)是1

		矩阵B有特征值2，特征向量有两个x=(2,1,0)和e3，看成几何重数(geometric multiplicity)是2

		随机过程：一个试验序列，每一步输出都取决于概率

		马尔可夫过程：可能的输出集合或状态是有限的；下一步输出仅依赖前一步输出，概率相对于时间是常数

		如果1为转移矩阵A的住特征值，则马尔可夫链将收敛到稳态向量

		一个转移矩阵为A的马尔可夫过程，若A的某幂次的元素全为正的，则称其为正则的(regular)

		PageRank算法可以看成浏览网页是马尔可夫过程，求稳态向量就得到每个网页的pagerank值

		A的奇异值(singlular value)分解：把A分解为一个乘积UΣVT，其中U、V都是正交矩阵，Σ矩阵的对角线下所有元素为0，对角线元素逐个减小，对角线上的值叫奇异值

		A的秩等于非零奇异值的个数

		A的奇异值等于特征向量的开方

		若A=UΣVT，那么上面ATuj=σjvj，下面ATuj=0，其中vj叫做A的右奇异向量，uj叫做左奇异向量

		压缩形式的奇异值分解：U1=(u1,u2,...,ur), V1=(v1,v2,...,vr)，A=U1Σ1V1T

		奇异值分解解题过程：先算ATA的特征值，从而算出奇异值，同时算出特征向量，由特征向量得出正交矩阵V，求N(AT)的一组基并化成规范正交基，组成U，最终得出A=UΣVT

		数值秩是在有限位精度计算中的秩，不是准确的秩，一般假设一个很小的epsilon值，如果奇异值小于它则认为是0，这样来计算数值秩

		用来存储图像的矩阵做奇异值分解后去掉较小的奇异值得到更小秩的矩阵，实现压缩存储

		信息检索中去掉小奇异值得到的近似矩阵可以大大提高检索效率，减小误差

		二次型：每一个二次方程关联的向量函数f(x)=xTAx，即二次方程中ax2+2bxy+cy2部分

		ax2+2bxy+cy2+dx+ey+f=0图形是一个圆锥曲线，如果没解则称为虚圆锥曲线，如果仅有一个点、直线、两条直线，则称为退化的圆锥曲线，非退化的圆锥曲线为圆、椭圆、抛物线、双曲线

		一个关于x、y的二次方程可以写为xTAx+Bx+f=0，其中A为2*2对称，B为1*2矩阵，如果A是非奇异的，利用旋转和平移坐标轴，则可化简为λ1(x')2+λ2(y')2+f'=0，其中λ1和λ2为A的特征值。如果A是奇异的，且只有一个特征值为零，则化简为λ1(x')2+e'y'+f'=0或λ2(x')2+d'x'+f'=0

		二次型f(x)=xTAx对于所有x都是一个符号，则称为定的(definite)，若符号为正，则叫正定的(positive definite)，相对应叫负定的(negative definite)，如果符号有不同则叫不定的(indefinite)，如果可能=0，则叫半正定的(positive semidefinite),和半负定的(negative semidefinite)

		如果二次型正定则称A为正定的

		一阶偏导存在且为0的点称为驻点，驻点是极小值点还是极大值点还是鞍点取决于A是正定负定还是不定

		一个对称矩阵是正定的，当且仅当其所有特征值均为正的

		r阶前主子矩阵：将n-r行和列删去得到的矩阵

		如果A是一个对称正定矩阵，则A可分解为LDLT，其中L为下三角的，对角线上元素为1，D为对角矩阵，其对角元素均为正的

		如果A是一个对称正定矩阵，则A可分解为LLT，其中L为下三角的，其对角线元素均为正

		对称矩阵如下结论等价：A是正定的；前主子矩阵均为正定的；A可仅使用行运算化为上三角的，且主元全为正；A有一个楚列斯基分解LLT（其中L为下三角矩阵，其对角元素为正的）；A可以分解为一个乘积BTB，其中B为某非奇异矩阵

		非负矩阵：所有元素均大于等于0

		一个非负矩阵A，若可将下标集{1,2,...,n}划分为非空不交集合I1和I2，使得当i属于I1而j属于I2中时，aij=0，则成其为可约的，否则为不可约的




 


数值线性代数



		舍入误差(round off error):四舍五入后的浮点数x'和原始数x之间的差

		绝对误差：x'-x

		相对误差：(x'-x)/x，通常用符号δ表示，|δ|可以用一个正常数ε限制，称为机器精度(machine epsilon)

		高斯消元法涉及最少的算术运算，因此被认为是最高效的计算方法

		求解Ax=b步骤：将A乘以n个初等矩阵得到上三角矩阵U，把初等矩阵求逆相乘得到L，那么A=LU，其中L为下三角矩阵，一旦A化简为三角形式，LU分解就确定了，那么解方程如下：LUx=b，令y=Ux，则Ly=b，所以可以通过求下三角方程求得y，y求得后再求解Ux=y，即可求得x

		矩阵的弗罗贝尼乌斯范数记作||·||F，求其所有元素平方和的平方根

		若A的奇异值分解A=UΣVT，则||A||2=σ1（最大的奇异值）

		矩阵范数可用于估计线性方程组对系数矩阵的微小变化的敏感性

		将x'代回原方程组观察b'=Ax'和b的接近成都来检验精度，r=b-b'=b-Ax'叫做残差(residual)，||r||/||b||叫做相对残差

		奇异值为一个矩阵接近奇异程度的度量，矩阵越接近奇异就越病态

		豪斯霍尔德变换(householder transformation)矩阵H可由向量v和标量β求得，因此存储v和β更省空间

		主特征值是指最大的特征值

		求主特征值的方法：幂法。

		求特征值方法：QR算法。将A分解为乘积Q1R1，其中Q1为正交的，R1为上三角的，A2=Q1TAQ1=R1Q1，将A2分解为Q2R2，定义A3=Q2TA2Q2=R2Q2，继续这样，得到相似矩阵序列Ak=QkRk，最终将收敛到类似上三角矩阵，对角上是1*1或2*2的对角块，对角块的特征值就是A的特征值




 


最后的总结



		奇异值分解正是对这种线性变换的一个析构，A=，和是两组正交单位向量，是对角阵，表示奇异值，它表示A矩阵的作用是将一个向量从这组正交基向量的空间旋转到这组正交基向量空间，并对每个方向进行了一定的缩放，缩放因子就是各个奇异值。如果维度比大，则表示还进行了投影。可以说奇异值分解描述了一个矩阵完整的功能/特性。

		而特征值分解其实只描述了矩阵的部分功能。特征值，特征向量由Ax=x得到，它表示如果一个向量v处于A的特征向量方向，那么Av对v的线性变换作用只是一个缩放。也就是说，求特征向量和特征值的过程，我们找到了这样一些方向，在这些方向上矩阵A对向量的旋转、缩放变换（由于特征值只针对方阵，所以没有投影变换）在一定程度上抵消了，变成了存粹的缩放（这个缩放比例和奇异值分解中的缩放比例可能不一样）。

		概括一下，特征值分解只告诉我们在特征向量的那个方向上，矩阵的线性变化作用相当于是简单的缩放，其他方向上则不清楚，所以我说它只表示矩阵的部分特性。而奇异值分解则将原先隐含在矩阵中的旋转、缩放、投影三种功能清楚地解析出来，表示出来了，它是对矩阵的一个完整特征剖析。
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机器学习教程 二-安装octave绘制3D函数图像

                        
                            
                                
                            

                        

                        

                        octave是类似于matlab的软件，matlab的缺点是贵，octave作为免费的开源项目，能够绘制三维图形，是用来做大数据统计分析的绝佳工具，也是AndrewNG在机器学习课程中强烈推荐的工具
                        

                        
                        
                        
                        
                        

                         


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


安装方式


mac系统


安装教程在：


http://wiki.octave.org/Octave_for_MacOS_X#Binary_installer_for_OSX_10.9.1


在https://www.macports.org/install.php下载对应osx版本的安装包，下载安装


port会把下载的包安装到/opt/local/var/macports/


如果没装xcode命令行工具，需要安装：


xcode-select --install


然后执行


sudo port install atlas +gcc5
sudo port install arpack -accelerate+atlas
sudo port install texlive-bin
sudo port install texlive-basic
sudo port install texlive-latex
sudo port install octave +qtgui+gui


centos7系统


首先必须保证以图形界面启动，如果没有安装图形界面则先安装：


sudo  yum groupinstall "GNOME Desktop" "Graphical Administration Tools"
sudo ln -sf /lib/systemd/system/runlevel5.target /etc/systemd/system/default.target


重启后就会以图形界面形式启动


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


然后安装octave


yum install epel-release
yum install octave


 


使用样例


命令行执行octave打开octave终端，输入如下语句：


n = 50;
x = y = linspace (-8, 8, n)';
[xx, yy] = meshgrid (x, y);
r = sqrt (xx .^ 2 + yy .^ 2) + eps;
c = 5 * sin (r) ./ r;
h= surf(xx,yy,c,c);
shading interp


会自动弹出图像效果如下：


[image: ]


是不是很漂亮的说！


解释一下


n = 50;
x = y = linspace (-8, 8, n)';


这两句是说把x和y都赋值成从-8到8之间划分成50等份的一个个点


[xx, yy] = meshgrid (x, y);


这句是说把[xx,yy]赋值成由x和y构成的网格点


r = sqrt (xx .^ 2 + yy .^ 2) + eps;
c = 5 * sin (r) ./ r;


这两句实现了一个公式来计算c值


h= surf(xx,yy,c,c);


这句就是在画图像，surface表示把图像表面展示出来


shading interp


这句就是做了一个图像的平滑处理




机器学习教程 三-用scikit-learn求解一元线性回归问题

                        
                            
                                
                            

                        

                        

                        一元线性回归是最简单的一种模型，但应用广泛，比如简单地预测商品价格、成本评估等，都可以用一元线性模型，本节主要讲解scikit-learn一元线性回归的使用以及作图说明
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


一元线性回归


y=f(x)叫做一元函数，回归的意思就是根据已知数据复原某些值，线性回归(regression)就是用线性的模型做回归复原。


那么一元线性回归就是：已知一批(x,y)值来复原另外未知的值。


比如：告诉你(1,1),(2,2),(3,3)，那么问你(4,?)是多少，很容易复原出来(4,4)，这就是一元线性回归问题的求解


当然实际给你的数据可能不是严格线性，但依然让我们用一元线性回归来计算，那么就是找到一个最能代表已知数据的一元线性函数来做复原和求解


 


scikit-learn的一元线性回归


 


编写代码scikit_learn_linear_model_demo.py如下：


 


import numpy as np
from sklearn.linear_model import LinearRegression

x = [[1],[2],[3],[4],[5],[6]]
y = [[1],[2.1],[2.9],[4.2],[5.1],[5.8]]
model = LinearRegression()
model.fit(x, y)
predicted = model.predict([13])[0]
print predicted


执行结果：


[[ 12.82666667]]


 


这里面的model是一个estimator，它通过fit()方法来算出模型参数，并通过predict()方法来预测


LinearRegression的fit()方法就是学习这个一元线性回归模型：


y = a + bx


 


画一元线性图像


 


为了说明scikit-learn的回归效果，我们用matplotlib画图像试一下，先安装：


pip install matplotlib


 


编写plot_linear.py如下：


import matplotlib.pyplot as plt
from matplotlib.font_manager import FontProperties
font = FontProperties()

plt.figure()
plt.title('this is title')
plt.xlabel('x label')
plt.ylabel('y label')
plt.axis([0, 25, 0, 25])
plt.grid(True)
x = [[1],[2],[3],[4],[5],[6]]
y = [[1],[2.1],[2.9],[4.2],[5.1],[5.8]]
plt.plot(x, y, 'k.')
plt.show()


执行后如下图：


[image: ]


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


事实上，我们可以把预测和作图两部分结合起来，如下：


 


import numpy as np
from sklearn.linear_model import LinearRegression
import matplotlib.pyplot as plt
from matplotlib.font_manager import FontProperties

x = [[1],[2],[3],[4],[5],[6]]
y = [[1],[2.1],[2.9],[4.2],[5.1],[5.8]]
model = LinearRegression()
model.fit(x, y)
x2 = [[0], [2.5], [5.3], [9.1]]
y2 = model.predict(x2)

plt.figure()
plt.title('linear sample')
plt.xlabel('x')
plt.ylabel('y')
plt.axis([0, 10, 0, 10])
plt.grid(True)
plt.plot(x, y, 'k.')
plt.plot(x2, y2, 'g-')
plt.show()


 


执行后画出图像如下：


[image: ]


这里面plot()函数的第三个参数非常简单：k表示卡其色khaki，g表示绿色green，r表示红色red，'.'表示点，'-'表示线


 


 


其他相关用法


 


方差计算：方差用来衡量样本的分散程度，方差公式是


[image: ]


用numpy库的已有的方法是：


np.var([1,2,3,4,5,6], ddof=1)


得出方差为：3.5


其中ddof是无偏估计校正技术


 


协方差计算：协方差表示两个变量的总体变化趋势，如果朝同方向变化则为正，朝反方向变化则为负，不相关则为0，协方差公式是：


[image: ]


用numpy库的已有的方法是：


np.cov([1,2,3,4,5,6], [1,2.1,2.9,4.2,5.1,5.8])[0][1]


得出协方差为：3.43


 


事实上，方差/协方差就是线性方程的参数b：1.02


代入一个数据就可以得到a值：1 = a + 1.02 * 1，所以a=-0.02


因此回归方程就是y = -0.02 + 1.02 * x


因此预测x=13时，y=-0.02+1.02*13=13.24


这就是通过最小化成本函数来做回归


 


模型评估


 


R方度量方法可以评估线性回归效果，R方也叫确定系数，表示模型对现实数据的拟合程度。R方算法为：1-(残差平方和/样本总体平方和)


也可以用model.score()方法直接计算R方


model.score(X_test, y_test) 


 




机器学习教程 四-用scikit-learn求解多元线性回归问题

                        
                            
                                
                            

                        

                        

                        一般情况下，一个因变量是和多个自变量有关的，比如一个商品的价格和原料价格、加工方法、上市时间、品牌价值等有关，也就是多元线性，本节介绍如何用scikit-learn解决多元线性回归问题
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多元线性回归模型


方程：Y=Xβ 


求解多元线性回归问题就是求解β：


因为X不一定是方阵，所以不能直接β=X-1Y


两边同时乘以Xt，得到XtY=XtXβ


因为XtX是方阵，它的逆是(XtX)-1，所以两边同时乘(XtX)-1得到


(XtX)-1XtY=β


 


根据这个公式，我们自己设计一个例子，验证一下


 


设计二元一次方程：y=1+2x1+3x2


取样本为(1,1,1),(1,1,2),(1,2,1)，计算得y=(6,9,8)


注意：这里面常数项1相当于1*x0，只不过这里的x0永远取1


 


所以我们的


X = [[1,1,1],[1,1,2],[1,2,1]]


y = [[6],[9],[8]]


 


创建scikit_learn_multvariable_linear_model_demo.py内容如下：


from numpy.linalg import inv
from numpy import dot, transpose

X = [[1,1,1],[1,1,2],[1,2,1]]
y = [[6],[9],[8]]

print dot(inv(dot(transpose(X),X)), dot(transpose(X),y))


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


执行结果为：


[[ 1.]
 [ 2.]
 [ 3.]]


 


这里面transpose是求转置，dot是求矩阵乘积，inv是求矩阵的逆


 


也可以用numpy的最小二乘函数直接计算出β


from numpy.linalg import lstsq
print lstsq(X, y)[0]


这里的lstsq就是least square最小二乘的意思


 


用scikit-learn求解多元线性回归


 


知道了原理，我们就直接尝试一下scikit-learn的线性模型回归吧


from sklearn.linear_model import LinearRegression

X = [[1,1,1],[1,1,2],[1,2,1]]
y = [[6],[9],[8]]

model = LinearRegression()
model.fit(X, y)
x2 = [[1,3,5]]
y2 = model.predict(x2)
print y2


执行结果为:


[[ 22.]]


刚好y=1+2x1+3x2=1+2*3+3*5=22




机器学习教程 五-用matplotlib绘制精美的图表

                        
                            
                                
                            

                        

                        

                        matplotlib是python最著名的绘图库，它提供了一整套和matlab相似的命令API，十分适合交互式地进行制图。本节通过几个样例来介绍下如何使用matplotlib绘制精美的图表
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安装方法


pip install matplotlib


 


绘制一元函数图像y=ax+b


创建single_variable.py，内容如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

import matplotlib.pyplot as plt
import numpy as np

plt.figure() # 实例化作图变量
plt.title('single variable') # 图像标题
plt.xlabel('x') # x轴文本
plt.ylabel('y') # y轴文本
plt.axis([0, 5, 0, 10]) # x轴范围0-5，y轴范围0-10
plt.grid(True) # 是否绘制网格线
xx = np.linspace(0, 5, 10) # 在0-5之间生成10个点的向量
plt.plot(xx, 2*xx, 'g-') # 绘制y=2x图像，颜色green，形式为线条
plt.show() # 展示图像


 


执行后图像：


[image: ]


 


绘制正弦曲线y=sin(x)


创建sinx.py，内容如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

import matplotlib.pyplot as plt
import numpy as np

plt.figure() # 实例化作图变量
plt.title('single variable') # 图像标题
plt.xlabel('x') # x轴文本
plt.ylabel('y') # y轴文本
plt.axis([-12, 12, -1, 1]) # x轴范围-12到12，y轴范围-1到1
plt.grid(True) # 是否绘制网格线
xx = np.linspace(-12, 12, 1000) # 在-12到12之间生成1000个点的向量
plt.plot(xx, np.sin(xx), 'g-', label="$sin(x)$") # 绘制y=sin(x)图像，颜色green，形式为线条
plt.plot(xx, np.cos(xx), 'r--', label="$cos(x)$") # 绘制y=cos(x)图像，颜色red，形式为虚线
plt.legend() # 绘制图例
plt.show() # 展示图像


执行后图像：


[image: ]


绘制多轴图


创建multi_axis.py内容如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

import matplotlib.pyplot as plt
import numpy as np

def draw(plt):
    plt.axis([-12, 12, -1, 1]) # x轴范围-12到12，y轴范围-1到1
    plt.grid(True) # 是否绘制网格线
    xx = np.linspace(-12, 12, 1000) # 在-12到12之间生成1000个点的向量
    plt.plot(xx, np.sin(xx), 'g-', label="$sin(x)$") # 绘制y=sin(x)图像，颜色green，形式为线条
    plt.plot(xx, np.cos(xx), 'r--', label="$cos(x)$") # 绘制y=cos(x)图像，颜色red，形式为虚线
    plt.legend() # 绘制图例

plt.figure() # 实例化作图变量
plt1 = plt.subplot(2,2,1) # 两行两列中的第1张图
draw(plt1)
plt2 = plt.subplot(2,2,2) # 两行两列中的第2张图
draw(plt2)
plt3 = plt.subplot(2,2,3) # 两行两列中的第3张图
draw(plt3)
plt4 = plt.subplot(2,2,4) # 两行两列中的第4张图
draw(plt4)

plt.show() # 展示图像


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


执行后图像：


[image: ]


 


绘制3D图像


创建plot_3d.py，内容如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from mpl_toolkits.mplot3d import Axes3D
import numpy as np
import matplotlib.pyplot as plt

fig = plt.figure()
ax = fig.add_subplot(1,1,1,projection='3d')
theta = np.linspace(-4 * np.pi, 4 * np.pi, 500) # theta旋转角从-4pi到4pi，相当于两圈
z = np.linspace(0, 2, 500) # z轴从下到上,从-2到2之间画100个点
r = z # 半径设置为z大小
x = r * np.sin(theta) # x和y画圆
y = r * np.cos(theta) # x和y画圆
ax.plot(x, y, z, label='curve')
ax.legend()

plt.show()


执行后图像：


[image: ]


 


3D散点图


创建plot_3d_scatter.py，内容如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from mpl_toolkits.mplot3d import Axes3D
import numpy as np
import matplotlib.pyplot as plt

fig = plt.figure()
ax = fig.add_subplot(1,1,1,projection='3d')
xx = np.linspace(0, 5, 10) # 在0-5之间生成10个点的向量
yy = np.linspace(0, 5, 10) # 在0-5之间生成10个点的向量
zz1 = xx
zz2 = 2*xx
zz3 = 3*xx
ax.scatter(xx, yy, zz1, c='red', marker='o') # o型符号
ax.scatter(xx, yy, zz2, c='green', marker='^') # 三角型符号
ax.scatter(xx, yy, zz3, c='black', marker='*') # 星型符号
ax.legend()

plt.show()


执行后图像：


[image: ]


绘制3D表面


创建plot_3d_surface.py，内容如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from mpl_toolkits.mplot3d import Axes3D
from matplotlib import cm
from matplotlib.ticker import LinearLocator, FormatStrFormatter
import matplotlib.pyplot as plt
import numpy as np

fig = plt.figure()
ax = fig.gca(projection='3d')

X = np.arange(-5, 5, 0.25)
Y = np.arange(-5, 5, 0.25)
X, Y = np.meshgrid(X, Y)

Z = X**2+Y**2

ax.plot_surface(X, Y, Z, rstride=1, cstride=1, cmap=cm.coolwarm, linewidth=0, antialiased=False)

plt.show()


 


执行后图像：


[image: ]




机器学习教程 六-用scikit-learn求解多项式回归问题

                        
                            
                                
                            

                        

                        

                        多元真实情况未必是线性的，有时需要增加指数项，也就是多项式回归，现实世界的曲线关系都是通过增加多项式实现的，本节介绍用scikit-learn解决多项式回归问题
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


住房价格样本


 


样本 面积(平方米) 价格(万元)



	
		
				样本
				面积(平方米) 
				价格(万元)
		

		
				1
				50
				150
		

		
				2
				100
				200
		

		
				3
				150
				250
		

		
				4
				200
				280
		

		
				5
				250
				310
		

		
				6
				300
				330
		

	



做图像


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

import matplotlib.pyplot as plt
import numpy as np

plt.figure() # 实例化作图变量
plt.title('single variable') # 图像标题
plt.xlabel('x') # x轴文本
plt.ylabel('y') # y轴文本
plt.axis([30, 400, 100, 400])
plt.grid(True) # 是否绘制网格线

xx = [[50],[100],[150],[200],[250],[300]]
yy = [[150],[200],[250],[280],[310],[330]]
plt.plot(xx, yy, 'k.')
plt.show() # 展示图像


[image: ]


用线性回归


在上述代码中加上


model = LinearRegression()
model.fit(xx, yy)
x2 = [[30], [400]]
y2 = model.predict(x2)
plt.plot(x2, y2, 'g-')


 


得到回归图像：


[image: ]


 


但是实际情况是，如果房屋面积一味的增加，房价并不会线性增长，因此线性关系已经无法描述真实的房价问题


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


采用多项式回归


首先我们用二次多项式


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

import matplotlib.pyplot as plt
import numpy as np
from sklearn.linear_model import LinearRegression
from sklearn.preprocessing import PolynomialFeatures

plt.figure() # 实例化作图变量
plt.title('single variable') # 图像标题
plt.xlabel('x') # x轴文本
plt.ylabel('y') # y轴文本
plt.axis([30, 400, 100, 400])
plt.grid(True) # 是否绘制网格线

X = [[50],[100],[150],[200],[250],[300]]
y = [[150],[200],[250],[280],[310],[330]]
X_test = [[250],[300]] # 用来做最终效果测试
y_test = [[310],[330]] # 用来做最终效果测试
plt.plot(X, y, 'k.')

model = LinearRegression()
model.fit(X, y)
X2 = [[30], [400]]
y2 = model.predict(X2)
plt.plot(X2, y2, 'g-')

xx = np.linspace(30, 400, 100) # 设计x轴一系列点作为画图的x点集
quadratic_featurizer = PolynomialFeatures(degree=2) # 实例化一个二次多项式特征实例
X_train_quadratic = quadratic_featurizer.fit_transform(X) # 用二次多项式对样本X值做变换
xx_quadratic = quadratic_featurizer.transform(xx.reshape(xx.shape[0], 1)) # 把训练好X值的多项式特征实例应用到一系列点上,形成矩阵
regressor_quadratic = LinearRegression() # 创建一个线性回归实例
regressor_quadratic.fit(X_train_quadratic, y) # 以多项式变换后的x值为输入，代入线性回归模型做训练
plt.plot(xx, regressor_quadratic.predict(xx_quadratic), 'r-') # 用训练好的模型作图

print '一元线性回归 r-squared', model.score(X_test, y_test)
X_test_quadratic = quadratic_featurizer.transform(X_test)
print '二次回归     r-squared', regressor_quadratic.score(X_test_quadratic, y_test)

plt.show() # 展示图像


作图如下：


[image: ]


 


红色为二次多项式回归图像，可以看到比线性模型吻合度高，输出的R方结果为：


一元线性回归 r-squared 0.0755555555556
二次回归     r-squared 0.999336734694


可以看到二次回归效果更好


 


我们继续尝试一下三次回归


 


增加如下代码：


cubic_featurizer = PolynomialFeatures(degree=3)
X_train_cubic = cubic_featurizer.fit_transform(X)
regressor_cubic = LinearRegression()
regressor_cubic.fit(X_train_cubic, y)
xx_cubic = cubic_featurizer.transform(xx.reshape(xx.shape[0], 1))
plt.plot(xx, regressor_cubic.predict(xx_cubic))

X_test_cubic = cubic_featurizer.transform(X_test)
print '三次回归     r-squared', regressor_cubic.score(X_test_cubic, y_test)


 


图像如下：


[image: ]


 


R方输出如下：


一元线性回归 r-squared 0.0755555555556
二次回归     r-squared 0.999336734694
三次回归     r-squared 0.999464600659


 


可以看到三次回归比二次回归效果又好了一些，但是不是很明显。所以二次回归更可能是最适合的回归模型，三次回归可能有过拟合现象




机器学习教程 七-用随机梯度下降法(SGD)做线性拟合

                        
                            
                                
                            

                        

                        

                        scikit-learn的线性回归模型都是通过最小化成本函数来计算参数的，通过矩阵乘法和求逆运算来计算参数。当变量很多的时候计算量会非常大，因此我们改用梯度下降法，批量梯度下降法每次迭代都用所有样本，快速收敛但性能不高，随机梯度下降法每次用一个样本调整参数，逐渐逼近，效率高，本节我们来利用随机梯度下降法做拟合
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


梯度下降法


梯度下降就好比从一个凹凸不平的山顶快速下到山脚下，每一步都会根据当前的坡度来找一个能最快下来的方向。随机梯度下降英文是Stochastic gradient descend(SGD)，在scikit-learn中叫做SGDRegressor。


 


样本实验


依然用上一节的房价样本


X = [[50],[100],[150],[200],[250],[300]]
y = [[150],[200],[250],[280],[310],[330]]


 


创建sgd_regressor.py，内容如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

import matplotlib.pyplot as plt
from sklearn.linear_model import SGDRegressor
from sklearn.preprocessing import StandardScaler

plt.figure() # 实例化作图变量
plt.title('single variable') # 图像标题
plt.xlabel('x') # x轴文本
plt.ylabel('y') # y轴文本
plt.grid(True) # 是否绘制网格线

X_scaler = StandardScaler()
y_scaler = StandardScaler()
X = [[50],[100],[150],[200],[250],[300]]
y = [[150],[200],[250],[280],[310],[330]]
X = X_scaler.fit_transform(X)
y = y_scaler.fit_transform(y)
X_test = [[40],[400]] # 用来做最终效果测试
X_test = X_scaler.transform(X_test)

plt.plot(X, y, 'k.')

model = SGDRegressor()
model.fit(X, y.ravel())
y_result = model.predict(X_test)
plt.plot(X_test, y_result, 'g-')

plt.show() # 展示图像


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


[image: ]


讲解一下


这里需要用StandardScaler来对样本数据做正规化，同时对测试数据也要做正规化


 


我们发现拟合出的直线和样本之间还是有一定偏差的，这是因为随机梯度是随着样本数量的增加不断逼近最优解的，也就是样本数量越多就越准确


 


优化效果


既然样本数多拟合的好，那么我们把已有的样本重复多次试一下，修改成如下：


X = [[50],[100],[150],[200],[250],[300],[50],[100],[150],[200],[250],[300],[50],[100],[150],[200],[250],[300],[50],[100],[150],[200],[250],[300],[50],[100],[150],[200],[250],[300],[50],[100],[150],[200],[250],[300],[50],[100],[150],[200],[250],[300],[50],[100],[150],[200],[250],[300]]
y = [[150],[200],[250],[280],[310],[330],[150],[200],[250],[280],[310],[330],[150],[200],[250],[280],[310],[330],[150],[200],[250],[280],[310],[330],[150],[200],[250],[280],[310],[330],[150],[200],[250],[280],[310],[330],[150],[200],[250],[280],[310],[330],[150],[200],


 


最终成像如下：


[image: ]


 


这回靠谱了许多，实事上，如果再继续重复样本，效果会更逼近




机器学习教程 八-用scikit-learn做特征提取

                        
                            
                                
                            

                        

                        

                        现实世界中多数特征都不是连续变量，比如分类、文字、图像等，为了对非连续变量做特征表述，需要对这些特征做数学化表述，因此就用到了特征提取
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


分类变量的特征提取


比如城市作为一个特征，那么就是一系列散列的城市标记，这类特征我们用二进制编码来表示，是这个城市为1，不是这个城市为0


比如有三个城市：北京、天津、上海，我们用scikit-learn的DictVector做特征提取，如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from sklearn.feature_extraction import DictVectorizer
onehot_encoder = DictVectorizer()
instances = [{'city': '北京'},{'city': '天津'}, {'city': '上海'}]
print(onehot_encoder.fit_transform(instances).toarray())


执行后输出：


[[ 0.  1.  0.]
 [ 0.  0.  1.]
 [ 1.  0.  0.]]


不同编码表示不同城市


 


文字特征提取


文字特征无非这几种：有这个词还是没有、这个词的TF-IDF


第一种情况用词库表示法，如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from sklearn.feature_extraction.text import CountVectorizer
corpus = [
        'UNC played Duke in basketball',
        'Duke lost the basketball game' ]
vectorizer = CountVectorizer()
print vectorizer.fit_transform(corpus).todense()
print vectorizer.vocabulary_


执行后输出如下：


[[1 1 0 1 0 1 0 1]
 [1 1 1 0 1 0 1 0]]
{u'duke': 1, u'basketball': 0, u'lost': 4, u'played': 5, u'game': 2, u'unc': 7, u'in': 3, u'the': 6}


数值为1表示词表中的这个词出现，为0表示未出现


词表中的数值表示单词的坐标位置


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


第二种情况TF-IDF表示词的重要性，如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from sklearn.feature_extraction.text import TfidfVectorizer
corpus = [
        'The dog ate a sandwich and I ate a sandwich',
        'The wizard transfigured a sandwich' ]
vectorizer = TfidfVectorizer(stop_words='english')
print(vectorizer.fit_transform(corpus).todense())
print(vectorizer.vocabulary_)


执行后结果：


[[ 0.75458397  0.37729199  0.53689271  0.          0.        ]
 [ 0.          0.          0.44943642  0.6316672   0.6316672 ]]
{u'sandwich': 2, u'wizard': 4, u'dog': 1, u'transfigured': 3, u'ate': 0}


值最高的是第一个句子中的ate，因为它在这一个句子里出现了两次


值最低的自然是本句子未出现的单词


 


数据标准化


数据标准化就是把数据转成均值为0，是单位方差的。比如对如下矩阵做标准化：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from sklearn import preprocessing
import numpy as np
X = np.array([
    [0., 0., 5., 13., 9., 1.],
    [0., 0., 13., 15., 10., 15.],
    [0., 3., 15., 2., 0., 11.]
    ])
print(preprocessing.scale(X))


 


执行结果：


[[ 0.         -0.70710678 -1.38873015  0.52489066  0.59299945 -1.35873244]
 [ 0.         -0.70710678  0.46291005  0.87481777  0.81537425  1.01904933]
 [ 0.          1.41421356  0.9258201  -1.39970842 -1.4083737   0.33968311]]


 




机器学习教程 九-二元分类效果的评估方法

                        
                            
                                
                            

                        

                        

                        效果评估是模型选择和算法设计的重要步骤，知道评估优劣才能选择最佳的模型和算法，本节介绍一些有关评估方法的定义，凡是在统计或大数据领域都用得到
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


真阳性


true positives, TP


真阴性


true negatives, TN


假阳性


false positives, FP


假阴性 


false negatives, FN)


 


准确率


分类器预测正确性的比例，可以通过LogisticRegression.score() 来计算准确率


 


精确率


分类器预测出的脏话中真的是脏话的比例


P=TP/(TP+FP)


 


召回率


也叫灵敏度。所有真的脏话被分类器正确找出来的比例。


R=TP/(TP+FN)


 


综合评价指标


F-measure，精确率和召回率的调和均值。精确率和召回率都不能从差的分类器中区分出好的分类器，综合评价指标平衡了精确率和召回率。


1/F+1/F=1/P+1/R即


F=2*PR/(P+R)


 


误警率


假阳性率，所有阴性样本中分类器识别为阳性的样本所占比例 


F=FP/(TN+FP)


 


ROC(Receiver Operating Characteristic)


ROC曲线画的是分类器的召回率与误警率(fall-out)的曲线 


 


 


AUC(Area Under Curve)


ROC曲线下方的面积,它把ROC曲线变成一个值,表示分类器随机预测的效果 


scikit-learn画ROC曲线和AUC值的方法如下：


import matplotlib.pyplot as plt
from sklearn.metrics import roc_curve, auc
false_positive_rate, recall, thresholds = roc_curve(pred, predictions)
roc_auc = auc(false_positive_rate, recall)
plt.plot(false_positive_rate, recall, 'b', label='AUC = %0.2f' % roc_auc)
plt.show()


 




机器学习教程 十-用scikit-learn的网格搜索快速找到最优模型参数

                        
                            
                                
                            

                        

                        

                        任何一种机器学习模型都附带很多参数，不同场景对应不同的最佳参数，手工尝试各种参数无疑浪费很多时间，scikit-learn帮我们实现了自动化，那就是网格搜索
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


网格搜索


这里的网格指的是不同参数不同取值交叉后形成的一个多维网格空间。比如参数a可以取1、2，参数b可以取3、4，参数c可以取5、6，那么形成的多维网格空间就是：


1、3、5
1、3、6
1、4、5
1、4、6
2、3、5
2、3、6
2、4、5
2、4、6


一共2*2*2=8种情况


网格搜索就是遍历这8种情况进行模型训练和验证，最终选择出效果最优的参数组合


 


用法举例


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from sklearn.feature_extraction.text import TfidfVectorizer
from sklearn.linear_model.logistic import LogisticRegression
from sklearn.grid_search import GridSearchCV
from sklearn.pipeline import Pipeline

# 构造样本，这块得多构造点，不然会报class不足的错误，因为gridsearch会拆分成小组
X = []
X.append("fuck you")
X.append("fuck you all")
X.append("hello everyone")
X.append("fuck me")
X.append("hello boy")
X.append("fuck you")
X.append("fuck you all")
X.append("hello everyone")
X.append("fuck me")
X.append("hello boy")
X.append("fuck you")
X.append("fuck you all")
X.append("hello everyone")
X.append("fuck me")
X.append("hello boy")
X.append("fuck you")
X.append("fuck you all")
X.append("hello everyone")
X.append("fuck me")
X.append("hello boy")
X.append("fuck you")
X.append("fuck you all")
X.append("hello everyone")
X.append("fuck me")
X.append("hello boy")

y = [1,0,1,0,1,1,0,1,0,1,1,0,1,0,1,1,0,1,0,1,1,0,1,0,1]

# 这是执行的序列，gridsearch是构造多进程顺序执行序列并比较结果
# 这里的vect和clf名字自己随便起，但是要和parameters中的前缀对应
pipeline = Pipeline([
    ('vect', TfidfVectorizer(stop_words='english')),
    ('clf', LogisticRegression())
    ])

# 这里面的max_features必须是TfidfVectorizer的参数, 里面的取值就是子进程分别执行所用
parameters = {
        'vect__max_features': (3, 5),
        }

# accuracy表示按精确度判断最优值
grid_search = GridSearchCV(pipeline, parameters, n_jobs = -1, verbose = 1, scoring = 'accuracy', cv = 3)
grid_search.fit(X, y)

print '最佳效果: %0.3f' % grid_search.best_score_
print '最优参数组合: '
best_parameters = grid_search.best_estimator_.get_params()
for param_name in sorted(parameters.keys()):
    print('\t%s: %r' % (param_name, best_parameters[param_name]))


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


执行结果如下：


Fitting 3 folds for each of 2 candidates, totalling 6 fits
[Parallel(n_jobs=-1)]: Done   7 out of   6 | elapsed:    0.0s remaining:   -0.0s
[Parallel(n_jobs=-1)]: Done   7 out of   6 | elapsed:    0.1s remaining:   -0.0s
[Parallel(n_jobs=-1)]: Done   7 out of   6 | elapsed:    0.1s remaining:   -0.0s
[Parallel(n_jobs=-1)]: Done   7 out of   6 | elapsed:    0.1s remaining:   -0.0s
[Parallel(n_jobs=-1)]: Done   7 out of   6 | elapsed:    0.1s remaining:   -0.0s
[Parallel(n_jobs=-1)]: Done   6 out of   6 | elapsed:    0.1s finished
最佳效果: 0.800
最优参数组合:
    vect__max_features: 3


 


这里面并行启动了6个任务，最终判断出max_features的最优解值是3




机器学习教程 十一-用scikit-learn做聚类分析

                        
                            
                                
                            

                        

                        

                        线性回归和逻辑回归都是监督学习方法，聚类分析是非监督学习的一种，可以从一批数据集中探索信息，比如在社交网络数据中可以识别社区，在一堆菜谱中识别出菜系。本节介绍K-means聚类算法
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


K-means


k是一个超参数，表示要聚类成多少类。K-means计算方法是重复移动类的重心，以实现成本函数最小化，成本函数为：


[image: ]


 


其中μk是第k类的重心位置


 


试验


构造一些样本用户试验，如下：


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

import matplotlib.pyplot as plt
import numpy as np

# 生成2*10的矩阵，且值均匀分布的随机数
cluster1 = np.random.uniform(0.5, 1.5, (2, 10))
cluster2 = np.random.uniform(3.5, 4.5, (2, 10))

# 顺序连接两个矩阵，形成一个新矩阵,所以生成了一个2*20的矩阵，T做转置后变成20*2的矩阵,刚好是一堆(x,y)的坐标点
X = np.hstack((cluster1, cluster2)).T

plt.figure()
plt.axis([0, 5, 0, 5])
plt.grid(True)
plt.plot(X[:,0],X[:,1],'k.')
plt.show()


图像如下：


[image: ]


通过k-means做聚类，输出重心点，增加如下代码：


from sklearn.cluster import KMeans
kmeans = KMeans(n_clusters=2)
kmeans.fit(X)
plt.plot(kmeans.cluster_centers_[:,0], kmeans.cluster_centers_[:,1], 'ro')


 


输出图像：


[image: ]


可以看到找到了两个重心点


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


肘部法则


现实情况是多个点并不像上面这么聚类清晰，很可能是这样的：


[image: ]


 


你说不清它应该聚类成2、3、4个点，因此我们需要通过分别计算k=(2,3,4)的聚类结果，并比较他们的成本函数值，随着k的增大，成本函数值会不断降低，只有快速降低的那个k值才是最合适的k值，如下：


 


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

import matplotlib.pyplot as plt
import numpy as np
from sklearn.cluster import KMeans
from scipy.spatial.distance import cdist

# 生成2*10的矩阵，且值均匀分布的随机数
cluster1 = np.random.uniform(0.5, 1.5, (2, 10))
cluster2 = np.random.uniform(1.5, 2.5, (2, 10))
cluster3 = np.random.uniform(1.5, 3.5, (2, 10))
cluster4 = np.random.uniform(3.5, 4.5, (2, 10))

# 顺序连接两个矩阵，形成一个新矩阵,所以生成了一个2*20的矩阵，T做转置后变成20*2的矩阵,刚好是一堆(x,y)的坐标点
X1 = np.hstack((cluster1, cluster2))
X2 = np.hstack((cluster3, cluster4))
X = np.hstack((X1, X2)).T

K = range(1, 10)
meandistortions = []
for k in K:
    kmeans = KMeans(n_clusters=k)
    kmeans.fit(X)
    # 求kmeans的成本函数值
    meandistortions.append(sum(np.min(cdist(X, kmeans.cluster_centers_, 'euclidean'), axis=1)) / X.shape[0])

plt.figure()
plt.grid(True)
plt1 = plt.subplot(2,1,1)
# 画样本点
plt1.plot(X[:,0],X[:,1],'k.');
plt2 = plt.subplot(2,1,2)
# 画成本函数值曲线
plt2.plot(K, meandistortions, 'bx-')
plt.show()


图像如下：


[image: ]


从曲线上可以看到，随着k的增加，成本函数值在降低，但降低的变化幅度不断在减小，因此急速降低才是最合适的，这里面也许3是比较合适的，你也许会有不同看法


通过这种方法来判断最佳K值的方法叫做肘部法则，你看图像像不像一个人的胳膊肘？


 




机器学习教程 十二-神经网络模型的原理

                        
                            
                                
                            

                        

                        

                        深度学习最近火的不行，因为在某些领域应用的效果确实很好，深度学习本质上就是机器学习的一个topic，是深度人工神经网络的另一种叫法，因此理解深度学习首先要理解人工神经网络
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


人工神经网络


人工神经网络又叫神经网络，是借鉴了生物神经网络的工作原理形成的一种数学模型。下面是一张生物神经元的图示：


[image: ]


生物神经网络就是由大量神经元构成的网络结构如下图：


[image: ]


生物的神经网络是通过神经元、细胞、触电等结构组成的一个大型网络结构，用来帮助生物进行思考和行动等。那么人们就想到了电脑是不是也可以像人脑一样具有这种结构，这样是不是就可以思考了？


类似于神经元的结构，人工神经网络也是基于这样的神经元组成：


[image: ]


这里面的x1、x2、x3是输入值，中间的圆就像是神经元，经过它的计算得出hw,b(x)的结果作为神经元的输出值。


由这样的神经元组成的网络就是人工神经网络：


[image: ]


其中橙色的圆都是用来计算hw,b(x)的，纵向我们叫做层（Layer），每一层都以前一层为输入，输出的结果传递给下一层


 


这样的结构有什么特别的吗？


如果我们把神经网络看做一个黑盒，那么x1、x2、x3是这个黑盒的输入X，最右面的hw,b(x)是这个黑盒的输出Y，按照之前几篇机器学习的文章可以知道：这可以通过一个数学模型来拟合，通过大量训练数据来训练这个模型，之后就可以预估新的样本X应该得出什么样的Y


但是使用普通的机器学习算法训练出的模型一般都比较肤浅，就像是生物的进化过程，如果告诉你很久以前地球上只有三叶虫，现在地球上有各种各样的生物，你能用简单的模型来表示由三叶虫到人类的进化过程吗？不能。但是如果模拟出中间已知的多层隐藏的阶段（低等原始生物、无脊椎动物、脊椎动物、鱼类、两栖类、爬行动物、哺乳动物、人类时代）就可以通过海量的训练数据模拟出


也可以类比成md5算法的实现，给你无数个输入字符串和它的md5值，你能用肤浅的算法推出md5的算法吗？不能。因为md5的计算是一阶段一阶段的，后一阶段的输入依赖前一阶段的结果，无法逆推。但是如果已知中间几个阶段，只是不知道这几个阶段的参数，那么可以通过海量数据训练出来。


以上说明了神经网络结构的特别之处：通过较深的多个层次来模拟真实情况，从而构造出最能表达真实世界的模型，它的成本就是海量的训练数据和巨大的计算量。


 


神经网络模型的数学原理


每一个神经元的数学模型是：


[image: ]


其中的矩阵向量乘法


[image: ]


表示的就是输入多个数据的加权求和，这里的b（也就是上面图中的+1）是截距值，用来约束参数值，就像是一个向量(1,2,3)可以写成(2,4,6)也可以写成(10,20,30)，那么我们必须取定一个值，有了截距值就可以限定了


其中f叫做激活函数，激活函数的设计有如下要求：1）保证后期计算量尽量小；2）固定取值范围；3）满足某个合理的分布。常用的激活函数是sigmond函数和双曲正切函数(tanh)：


sigmond函数：


[image: ]
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双曲正切函数(tanh)：


[image: ]
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这两个函数显然满足2）固定取值范围；3）满足某个合理的分布，那么对于1）保证后期计算量尽量小这个要求来说，他们的好处在于：


sigmond函数的导数是：


[image: ]


tanh函数的导数是：


[image: ]


这会减少非常多的计算量，后面就知道了
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当计算多层的神经网络时，对于如下三层神经网络来说


[image: ]


我们知道：
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其中的


[image: ]


分别表示第2层神经元的输出的第1、2、3个神经元产生的值


这三个值经过第3层最后一个神经元计算后得出最终的输出是：


[image: ]


以上神经网络如果有更多层，那么计算原理相同


我们发现这些神经元的激活函数f是相同的，唯一不同的就是权重W，那么我们做学习训练的目标就是求解这里的W，那么我们如何通过训练获得更精确的W呢？


 


反向传导算法


回想一下前面文章讲过的回归模型，我们也是知道大量训练样本(x,y)，未知的是参数W和b，那么我们计算W的方法是：先初始化一个不靠谱的W和b，然后用输入x和W和b预估y，然后根据预估的y和实际的y之间的差距来通过梯度下降法更新W和b，然后再继续下一轮迭代，最终逼近正确的W和b


神经网络算法也一样的道理，使用梯度下降法需要设计一个代价函数：
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以上是对于一个(x,y)的代价函数，那么当我们训练很多个样本时：
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其中m是样本数，左项是均方差，右项是规则化项，我们的目的就是经过多伦迭代让代价函数最小


我来单独解释一下我对这个规则化项的理解：规则化项的目的是防止过拟合，过拟合的含义就是“太适合这些样本了，导致不适合样本之外的数据，泛化能力低”，规则化项首先增大了代价函数的值，因为我们训练的目的是减小代价函数，所以我们自然就会经过多轮计算逐步减小规则化项，规则化项里面是各个W的平方和，因为∑W=1，所以要想平方和变小，只有让各个W的值尽量相同，这就需要做一个折中，也就是W既要显示出各项权重的不同，又要降低差别，因此这里的λ的值就比较关键了，λ大了权重就都一样了，小了就过拟合了，所以需要根据经验给一个合适的值。


 


具体计算过程


首先我们为W和b初始化一个很小的随机值，然后分别对每个样本经过上面说过的神经网络的计算方法，计算出y的预估值


然后按照梯度下降法对W和b进行更新：


[image: ]


这里面最关键的是偏导的计算方法，对于最终的输出节点来说，代价函数J(W,b)的计算方法比较简单，就是把输出节点的激活值和实际值之间的残差代入J(W,B)公式。而隐藏层里的节点的代价函数该怎么计算呢？


我们根据前向传导（根据输入x计算hW,b(x)的方法）算法来反推：


我们把第l层的第i个节点的残差记作：
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因为hW,b(x)=f(Wx)，这里面我们把Wx记作z，那么残差表达的其实是z的残差，也就是代价函数关于z的偏导


那么输出层的残差就是：


[image: ]


前一层的残差的推导公式为：


[image: ]


再往前的每一层都按照这个公式计算得出残差，这个过程就叫做反向传导算法


下面在回过头来看我们的更新算法


[image: ]


偏导数的求法如下：


[image: ]


说一下我对这个公式的理解：代价函数对W的偏导表达的是权重(第l层上第i个节点第j个输入)的变化，而这个变化就是一个误差值，误差体现在哪里呢？体现在它影响到的下一层节点的残差δ，那么它对这个残差的影响有多大呢，在于它的输出值a，所以得出这个偏导就是aδ。代价函数对b的偏导原理类似。


现在我们有了所有的a和δ，就可以更新所有的W了，完成了一轮迭代


大家已经注意到了，在计算δ的方法中用到了f'(z)，这也就是激活函数的导数，现在明白为什么激活函数设计成sigmond或者tanh了吧？因为他们的导数更容易计算


 


总结一下整个计算过程


1. 初始化W和b为小随机数


2. 遍历所有样本，利用前向传导算法计算出神经网络的每一层输出a和最终的输出值hW,b(x)


3. 利用hW,b(x)和真实值y计算输出层的残差δ


4. 利用反向传导算法计算出所有层所有节点的残差δ


5. 利用每一层每一个节点的a和δ计算代价函数关于W和b的偏导


6. 用得出的偏导来更新权重


7. 返回2进行下一轮迭代直到代价函数不再收敛为止


8. 得到我们的神经网络


参考文献：UFLDL教程




机器学习教程 十三-用scikit-learn做逻辑回归

                        
                            
                                
                            

                        

                        

                        一元线性、多元线性、多项式回归都属于广义的线性回归，这几类线性回归主要用于预测连续变量的值。本节介绍广义线性回归的另一种主要用于分类任务的形式：逻辑回归
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


二类分类问题


逻辑回归最广泛的应用就是二类分类，我们以脏话判别为例来利用逻辑回归，对一句话做脏话分析判断


输入样本如下：


是脏话：fuck you


是脏话：fuck you all


不是脏话：hello everyone


 


我们来预测以下两句话是否是脏话：


fuck me
hello boy


 


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from sklearn.feature_extraction.text import TfidfVectorizer
from sklearn.linear_model.logistic import LogisticRegression

X = []

# 前三行作为输入样本
X.append("fuck you")
X.append("fuck you all")
X.append("hello everyone")

# 后两句作为测试样本
X.append("fuck me")
X.append("hello boy")

# y为样本标注
y = [1,1,0]

vectorizer = TfidfVectorizer()

# 取X的前三句作为输入做tfidf转换
X_train = vectorizer.fit_transform(X[:-2])

# 取X的后两句用上句生成的tfidf做转换
X_test = vectorizer.transform(X[-2:])

# 用逻辑回归模型做训练
classifier = LogisticRegression()
classifier.fit(X_train, y)

# 做测试样例的预测
predictions = classifier.predict(X_test)
print predictions



 


输出结果如下：


[1 0]


判断成：


是脏话：fuck me


不是脏话：hello boy


 




机器学习教程 十四-利用tensorflow做手写数字识别

                        
                            
                                
                            

                        

                        

                        模式识别领域应用机器学习的场景非常多，手写识别就是其中一种，最简单的数字识别是一个多类分类问题，我们借这个多类分类问题来介绍一下google最新开源的tensorflow框架，后面深度学习的内容都会基于tensorflow来介绍和演示
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


什么是tensorflow


tensor意思是张量，flow是流。


张量原本是力学里的术语，表示弹性介质中各点应力状态。在数学中，张量表示的是一种广义的“数量”，0阶张量就是标量(比如：0、1、2……)，1阶张量就是向量(比如：(1,3,4))，2阶张量就是矩阵，本来这几种形式是不相关的，但是都归为张量，是因为他们同时满足一些特性：1）可以用坐标系表示；2）在坐标变换中遵守同样的变换法则；3）有着相同的基本运算(如：加、减、乘、除、缩放、点积、对称……)


那么tensorflow可以理解为通过“流”的形式来处理张量的一种框架，是由google开发并开源，已经应用于google大脑项目开发


 


tensorflow安装


sudo pip install https://storage.googleapis.com/tensorflow/mac/tensorflow-0.9.0-py2-none-any.whl


不同平台找对应的whl包


可能遇到的问题：


发现无法import tensorflow，问题在于protobuf版本不对，必须先卸载掉，再安装tensorflow，这样会自动安装3.0版本的protobuf


sudo pip uninstall protobuf
sudo brew remove protobuf260
sudo pip install --upgrade https://storage.googleapis.com/tensorflow/mac/tensorflow-0.9.0-py2-none-any.whl


 


手写数字数据集获取


在http://yann.lecun.com/exdb/mnist/可以下载手写数据集，http://yann.lecun.com/exdb/mnist/train-images-idx3-ubyte.gz和http://yann.lecun.com/exdb/mnist/train-labels-idx1-ubyte.gz，下载解压后发现不是图片格式，而是自己特定的格式，为了说明这是什么样的数据，我写了一段程序来显示这些数字：


/************************
 * author: SharEDITor
 * date:   2016-08-02
 * brief:  read MNIST data
 ************************/
#include <stdio.h>
#include <stdint.h>
#include <assert.h>
#include <stdlib.h>

unsigned char *lables = NULL;

/**
 * All the integers in the files are stored in the MSB first (high endian) format
 */
void copy_int(uint32_t *target, unsigned char *src)
{
    *(((unsigned char*)target)+0) = src[3];
    *(((unsigned char*)target)+1) = src[2];
    *(((unsigned char*)target)+2) = src[1];
    *(((unsigned char*)target)+3) = src[0];
}

int read_lables()
{
    FILE *fp = fopen("./train-labels-idx1-ubyte", "r");
    if (NULL == fp)
    {
        return -1;
    }
    unsigned char head[8];
    fread(head, sizeof(unsigned char), 8, fp);
    uint32_t magic_number = 0;
    uint32_t item_num = 0;
    copy_int(&magic_number, &head[0]);
    // magic number check
    assert(magic_number == 2049);
    copy_int(&item_num, &head[4]);

    uint64_t values_size = sizeof(unsigned char) * item_num;
    lables = (unsigned char*)malloc(values_size);
    fread(lables, sizeof(unsigned char), values_size, fp);

    fclose(fp);
    return 0;
}

int read_images()
{
    FILE *fp = fopen("./train-images-idx3-ubyte", "r");
    if (NULL == fp)
    {
        return -1;
    }
    unsigned char head[16];
    fread(head, sizeof(unsigned char), 16, fp);
    uint32_t magic_number = 0;
    uint32_t images_num = 0;
    uint32_t rows = 0;
    uint32_t cols = 0;
    copy_int(&magic_number, &head[0]);
    // magic number check
    assert(magic_number == 2051);
    copy_int(&images_num, &head[4]);
    copy_int(&rows, &head[8]);
    copy_int(&cols, &head[12]);

    uint64_t image_size = rows * cols;
    uint64_t values_size = sizeof(unsigned char) * images_num * rows * cols;
    unsigned char *values = (unsigned char*)malloc(values_size);
    fread(values, sizeof(unsigned char), values_size, fp);

    for (int image_index = 0; image_index < images_num; image_index++)
    {
        // print the label
        printf("=========================================  %d  ======================================\n", lables[image_index]);
        for (int row_index = 0; row_index < rows; row_index++)
        {
            for (int col_index = 0; col_index < cols; col_index++)
            {
                // print the pixels of image
                printf("%3d", values[image_index*image_size+row_index*cols+col_index]);
            }
            printf("\n");
        }
        printf("\n");
    }

    free(values);
    fclose(fp);
    return 0;
}

int main(int argc, char *argv[])
{
    if (-1 == read_lables())
    {
        return -1;
    }
    if (-1 == read_images())
    {
        return -1;
    }
    return 0;
}



下载并解压出数据集文件train-images-idx3-ubyte和train-labels-idx1-ubyte放到源代码所在目录后，编译并执行：


gcc -o read_images read_images.c
./read_images


 


展示出来的效果如下：


[image: ]


 


一共有60000个图片，从代码可以看出数据集里存储的实际就是图片的像素
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softmax模型


我们在《机器学习教程 十三-用scikit-learn做逻辑回归》中介绍了逻辑回归模型。逻辑回归是用于解决二类分类问题(使用sigmoid函数)，而softmax模型是逻辑回归模型的扩展，用来解决多类分类问题。


softmax意为柔和的最大值，也就是如果某个zj大于其他z，那么这个映射的分量就逼近于1，其他的分量就逼近于0，从而将其归为此分类，多个分量对应的就是多分类，数学形式和sigmoid不同，如下：


[image: ]


它的特点是，所有的softmax加和为1，其实它表示的是一种概率，即x属于某个分类的概率。


在做样本训练时，这里的xi计算方法是：
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其中W是样本特征的权重，xj是样本的特征值，bi是偏置量。


详细来说就是：假设某个模型训练中我们设计两个特征，他们的值分别是f1和f2，他们对于第i类的权重分别是0.2和0.8，偏置量是1，那么


xi=f1*0.2+f2*0.8+1


如果所有的类别都计算出x的值，如果是一个训练好的模型，那么应该是所属的那个类别对应的softmax值最大


softmax回归算法也正是基于这个原理，通过大量样本来训练这里的W和b，从而用于分类的


 


tensorflow的优点


tensorflow会使用外部语言计算复杂运算来提高效率，但是不同语言之间的切换和不同计算资源之间的数据传输耗费很多资源，因此它使用图来描述一系列计算操作，然后一起传给外部计算，最后结果只传回一次，这样传输代价最低，计算效率最高


举个例子：


import tensorflow as tf
x = tf.placeholder(tf.float32, [None, 784])


这里的x不是一个实际的x，而是一个占位符，也就是一个描述，描述成了二维浮点型，后面需要用实际的值来填充，这就类似于printf("%d", 10)中的占位符%d，其中第一维是None表示可无限扩张，第二维是784个浮点型变量


如果想定义可修改的张量，可以这样定义：


W = tf.Variable(tf.zeros([784,10]))
b = tf.Variable(tf.zeros([10]))


其中W的维度是[784, 10]，b的形状是[10]


有了这三个变量，我们可以定义我们的softmax模型：


y = tf.nn.softmax(tf.matmul(x,W) + b)


这虽然定义，但是没有真正的进行计算，因为这只是先用图来描述计算操作


其中matmul是矩阵乘法，因为x的维度是[None, 784]，W的维度是[784, 10]，所以矩阵乘法得出的是[None, 10]，这样可以和向量b相加


softmax函数会计算出10维分量的概率值，也就是y的形状是[10]


 


数字识别模型实现


基于上面定义的x、W、b，和我们定义的模型：


y = tf.nn.softmax(tf.matmul(x,W) + b)


我们需要定义我们的目标函数，我们以交叉熵(衡量预测用于描述真相的低效性)为目标函数，让它达到最小：
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其中y'是实际分布，y是预测的分布，即：


y_ = tf.placeholder("float", [None,10])
cross_entropy = -tf.reduce_sum(y_*tf.log(y))


利用梯度下降法优化上面定义的Variable：


train_step = tf.train.GradientDescentOptimizer(0.01).minimize(cross_entropy)


其中0.01是学习速率，也就是每次对变量做多大的修正


 


按照上面的思路，最终实现的代码digital_recognition.py如下：


 


# coding:utf-8

import sys
reload(sys)
sys.setdefaultencoding( "utf-8" )

from tensorflow.examples.tutorials.mnist import input_data
import tensorflow as tf

flags = tf.app.flags
FLAGS = flags.FLAGS
flags.DEFINE_string('data_dir', './', 'Directory for storing data')

mnist = input_data.read_data_sets(FLAGS.data_dir, one_hot=True)


x = tf.placeholder(tf.float32, [None, 784])
W = tf.Variable(tf.zeros([784,10]))
b = tf.Variable(tf.zeros([10]))
y = tf.nn.softmax(tf.matmul(x,W) + b)
y_ = tf.placeholder("float", [None,10])
cross_entropy = -tf.reduce_sum(y_*tf.log(y))
train_step = tf.train.GradientDescentOptimizer(0.01).minimize(cross_entropy)

init = tf.initialize_all_variables()
sess = tf.InteractiveSession()
sess.run(init)
for i in range(1000):
    batch_xs, batch_ys = mnist.train.next_batch(100)
    sess.run(train_step, feed_dict={x: batch_xs, y_: batch_ys})

correct_prediction = tf.equal(tf.argmax(y, 1), tf.argmax(y_, 1))
accuracy = tf.reduce_mean(tf.cast(correct_prediction, tf.float32))
print(accuracy.eval({x: mnist.test.images, y_: mnist.test.labels}))



运行效果如下：


[root@mymac $] python digital_recognition.py
Extracting ./train-images-idx3-ubyte.gz
Extracting ./train-labels-idx1-ubyte.gz
Extracting ./t10k-images-idx3-ubyte.gz
Extracting ./t10k-labels-idx1-ubyte.gz
0.9039


 


解释一下


flags.DEFINE_string('data_dir', './', 'Directory for storing data')


表示我们用当前目录作为训练数据的存储目录，如果我们没有提前下好训练数据和测试数据，程序会自动帮我们下载到./


mnist = input_data.read_data_sets(FLAGS.data_dir, one_hot=True)


这句直接用库里帮我们实现好的读取训练数据的方法，无需自行解析


for i in range(1000):
    batch_xs, batch_ys = mnist.train.next_batch(100)
    sess.run(train_step, feed_dict={x: batch_xs, y_: batch_ys})


这几行表示我们循环1000次，每次从训练样本里选取100个样本来做训练，这样我们可以修改配置来观察运行速度


最后几行打印预测精度，当调整循环次数时可以发现总训练的样本数越多，精度就越高




机器学习教程 十五-细解卷积神经网络

                        
                            
                                
                            

                        

                        

                        深度学习首先要讲的就是卷积神经网络，因为卷积神经网络沿用了之前讲过的多层神经网络的具体算法，同时在图像识别领域得到了非常好的效果。本节介绍它的数学原理和一些应用中的问题解决方案，最后通过公式讲解样本训练的方法
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


卷积运算


再次引用上一篇里的内容《自己动手做聊天机器人 二十二-神奇算法之人工神经网络》：


卷积英文是convolution(英文含义是：盘绕、弯曲、错综复杂)，数学表达是：


[image: ]


上面连续的情形如果不好理解，可以转成离散的来理解，其实就相当于两个多项式相乘，如：(x*x+3*x+2)(2*x+5)，计算他的方法是两个多项式的系数分别交叉相乘，最后相加。用一句话概括就是：多项式相乘，相当于系数向量的卷积。


如果再不好理解，我们可以通俗点来讲：卷积就相当于在一定范围内做平移并求平均值。比如说回声可以理解为原始声音的卷积结果，因为回声是原始声音经过很多物体反射回来声音揉在一起。再比如说回声可以理解为把信号分解成无穷多的冲击信号，然后再进行冲击响应的叠加。再比如说把一张图像做卷积运算，并把计算结果替换原来的像素点，可以实现一种特殊的模糊，这种模糊其实是一种新的特征提取，提取的特征就是图像的纹路。总之卷积就是先打乱，再叠加。


下面我们在看上面的积分公式，需要注意的是这里是对τ积分，不是对x积分。也就是说对于固定的x，找到x附近的所有变量，求两个函数的乘积，并求和。


 


卷积神经网络


英文简称CNN，大家并不陌生，因为你可能见过DNN(深度神经网络)、RNN(循环神经网络)。CNN主要应用领域是图像处理，它本质上是一个分类器。


卷积神经网络为什么这么深得人心呢？因为在卷积神经网络的第一层就是特征提取层，也就是不需要我们自己做特征提取的工作，而是直接把原始图像作为输入，这带来了很大的便利，归根结底还是归功于卷积运算的神奇。


那么第一层是怎么利用卷积运算做特征提取的呢？我们还是通过图像处理的例子来说明。参考生物学的视觉结构，当人眼观察一个事物的时候，并不是每个视神经细胞感知所有看到的“像素”，而是一个神经细胞负责一小块视野，也就是说假设看到的全部视野是1000像素，而神经细胞有10个，那么一个神经细胞就负责比1000/10得到的平均值大一圈的范围，也就是200像素，一个细胞负责200个像素，10个细胞一共是2000个像素，大于1000个像素，说明有重叠。这和上面卷积运算的原理很像。用一张图来表示如下：
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什么是卷积核


先看下面这张图，这是计算5*5矩阵中间的3*3部分的卷积值
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绿色部分是一个5*5的矩阵，标橙的部分说明正在进行卷积计算，×1表示算上这个单元的值，×0表示不计算，这样得出的结果1×1+1×0+1×1+0×0+1×1+1×0+0×1+0×0+1×1=4，这样计算出了第一个元素的卷积


我们继续让这个橙色部分移动并计算，最终会得到如下结果：
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那么这里的橙色(标记×1或×0)的矩阵(一般都是奇数行奇数列)就叫做卷积核，即


1 0 1
0 1 0
1 0 1


卷积计算实际上是一种对图像元素的矩阵变换，是提取图像特征的方法，多种卷积核可以提取多种特征。每一种卷积核生成的图像都叫做一个通道，这回也就理解了photoshop中“通道”的概念了吧


一个卷积核覆盖的原始图像的范围(上面就是5*5矩阵范围)叫做感受野(receptive field)，这个概念来自于生物学


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


 


多层卷积


利用一次卷积运算(哪怕是多个卷积核)提取的特征往往是局部的，难以提取出比较全局的特征，因此需要在一层卷积基础上继续做卷积计算 ，这也就是多层卷积，例如下面这个示意图：




这实际上有四层卷积、三层池化、加上一层全连接，经过这些计算后得出的特征再利用常规的机器学习分类算法(如soft-max)做分类训练。上面这个过程是一个真实的人脸识别的卷积神经网络。


 


池化


上面讲到了池化，池化是一种降维的方法。按照卷积计算得出的特征向量维度大的惊人，不但会带来非常大的计算量，而且容易出现过拟合，解决过拟合的办法就是让模型尽量“泛化”，也就是再“模糊”一点，那么一种方法就是把图像中局部区域的特征做一个平滑压缩处理，这源于局部图像一些特征的相似性(即局部相关性原理)。


具体做法就是对卷积计算得出的特征在局部范围内算出一个平均值(或者取最大值、或者取随机采样值)作为特征值，那么这个局部范围(假如是10*10)，就被压缩成了1*1，压缩了100倍，这样虽然更“模糊”了，但是也更“泛化”了。通过取平均值来池化叫做平均池化，通过取最大值来池化叫做最大池化。


 


卷积神经网络训练过程


上面讲解了卷积神经网络的原理，那么既然是深度学习，要学习的参数在哪里呢？


上面我们讲的卷积核中的因子(×1或×0)其实就是需要学习的参数，也就是卷积核矩阵元素的值就是参数值。一个特征如果有9个值，1000个特征就有900个值，再加上多个层，需要学习的参数还是比较多的。


和多层神经网络(见我的另外一篇文章《机器学习教程 十二-神经网络模型的原理》)一样，为了方便用链式求导法则更新参数，我们设计sigmoid函数作为激活函数，我们同时也发现卷积计算实际上就是多层神经网络中的Wx矩阵乘法，同时要加上一个偏执变量b，那么前向传到的计算过程就是：
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如果有更多层，计算方法相同


因为是有监督学习，所以模型计算出的y'和观察值y之间的偏差用于更新模型参数，反向传导的计算方法参考《机器学习教程 十二-神经网络模型的原理》中的反向传导算法：


参数更新公式是：
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偏导计算公式是：
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其中a的计算公式是：
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残差δ的计算公式是：
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上面是输出层残差的推导公式和计算方法，下面是隐藏层残差的推导公式和计算方法




机器学习教程 十六-深究熵的概念和公式以及最大熵原理

                        
                            
                                
                            

                        

                        

                        在机器学习算法中，最常用的优化方式就是使熵最大，那么到底什么是熵呢？很多文章告诉了我们概念和公式，但是很少有人讲到这些公式都是怎么来的，那么就让我们来深究一下这里面的奥秘
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熵


有关熵的介绍，我在《自己动手做聊天机器人 十五-一篇文章读懂拿了图灵奖和诺贝尔奖的概率图模型》中做过简单的介绍，熵的英文是entropy，本来是一个热力学术语，表示物质系统的混乱状态。


我们都知道信息熵计算公式是H(U)=-∑(p logp)，但是却不知道为什么，下面我们深入熵的本源来证明这个公式


假设下图是一个孤立的由3个分子构成一罐气体
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那么这三个分子所处的位置有如下几种可能性：
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图中不同颜色表示的是宏观状态(不区分每个分子的不同)，那么宏观状态一共有4种，而微观状态(每一种组合都是一种微观状态)一共有2^3=8种


再来看4个分子的情况
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这时，宏观状态一共有5种，而微观状态一共有2^4=16种


事实上分子数目越多，微观数目会成指数型增长


这里面提到的宏观状态实际上就是熵的某一种表现，如果气体中各种宏观状态都有，那么熵就大，如果只存在一种宏观状态，那么熵就很小，如果把每个分子看做状态的形成元素，熵的计算就可以通过分子数目以某种参数求对数得到，这时我们已经了解了为什么熵公式中是对数关系


上面我们描述的一个系统(一罐气体)，假如我们有两罐气体，那么它们放在一起熵应该是可以相加的(就像上面由四种状态加了一个状态的一个分子变成5个状态)，即可加性，而微观状态是可以相乘的(每多一个分子，微观状态就会多出n-1种)，即相乘法则


综上，我们可以得出熵的计算公式是S=k ln Ω，其中k是一个常数，叫做玻尔兹曼常数，Ω是微观状态数，这个公式也满足了上面的可加性和相乘法则，即S1+S2=k ln (Ω1Ω2)


 


最大熵


在机器学习中我们总是运用最大熵原理来优化模型参数，那么什么样的熵是最大熵，为什么它就是最优的


这还是要从物理学的原理来说明，我们知道当没有外力的情况下气体是不断膨胀的而不会自动收缩，两个温度不同的物体接触时总是从高温物体向低温物体传导热量而不可逆。我们知道宏观状态越多熵越大，那么气体膨胀实际上是由较少的宏观状态向较多的宏观状态在变化，热传导也是一样，如此说来，一个孤立系统总是朝着熵增加的方向变化，熵越大越稳定，到最稳定时熵达到最大，这就是熵增原理


换句话说：熵是孤立系统的无序度的量度，平衡态时熵最大


将熵增原理也可以扩大到一切自发过程的普遍规律，比如如果你不收拾屋子，那么屋子一定会变得越来越乱而不会越来越干净整洁，扩大到统计学上来讲，屋子乱的概率更大，也就是说孤立系统中一切实际过程总是从概率小的状态向概率大的状态的转变过程，并且不可逆
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信息熵


1948年，信息论之父香农发表的《通信的数学理论》中提出了“信息熵”的概念，从此信息熵对通信和计算机行业产生了巨大的影响。那么他到底说了些什么呢？


一个随机变量ξ有A1、A2、A3……共n个不同的结果，每个结果出现的概率是p1、p2、p3……，那么我们把ξ的不确定度定义为信息熵，参考上面物理学熵的定义，A1、A2、A3……可以理解为不同的微观状态，那么看起来信息熵应该是log n喽？不然，因为这个随机变量ξ一次只能取一个值而不是多个值，所以应该按概率把ξ劈开，劈成n份，每份的微观状态数分别是1/p1、1/p2、1/p3……，这样这n份的熵分别是log 1/p1、log 1/p2、log 1/p3……，再根据熵的可加性原理，得到整体随机变量ξ的信息熵是∑(p log 1/p)，即H(ξ) = -∑(p log p)


 


最大熵原理


继续看上面的信息熵公式，从公式可以看出，出现各种随机结果可能性越大，不确定性就越大，熵就越大。相反，如果只可能出现一种结果，那么熵就为0，因为这时p=1，-∑(p log p)=0


举个例子，投1000次硬币，最有可能的概率是正面1/2，负面1/2，因此熵是H(X) = -(0.5log0.5+0.5log0.5) = -0.5*math.log(2,1/2)*2 = -0.5*-1*2 = 1


那么假设只会出现正面，熵是H(X) = -1log1 = 0


实际上哪种是最符合实际情况的呢？显然是第一种，这就是最大熵模型的原理：在机器学习中之所以优化最大熵公式能训练出最接近正确值的参数值，是因为这是“最符合实际”的可能。换句有哲理的话说：熵越大越趋向于自然，越没有偏见


 


最大熵模型


机器学习中用到的最大熵模型是一个定义在条件概率分布P(Y|X)上的条件熵。其中X、Y分别对应着数据的输入和输出，根据最大熵原理，当熵最大时，模型最符合实际情况。那么这个条件熵应该是什么样的呢？


条件概率分布P(Y|X)上的条件熵可以理解为在X发生的前提下，Y发生所“新”带来的熵，表示为H(Y|X)，那么有


H(Y|X) = H(X,Y) - H(X)


其中H(X,Y)表示X、Y的联合熵，表示X、Y都发生时的熵，H(Y|X)的计算公式推导如下：
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因此我们在机器学习中想方设法优化的就是这个东东，由于这里的p(x,y)无法统计，因此我们转成p(x)p(y|x)，这样得到公式如下：


H(Y|X) = -∑p(x)p(y|x)log p(y|x)


那么机器学习训练的过程实际就是求解p(y|x)的过程，其中p(x)可以通过x的最大似然估计直接求得


 


总结


至此，我们介绍完了熵的概念和公式以及最大熵原理和最大熵模型公式的由来，总之，熵来源于热力学，扩展于信息论，应用在机器学习领域，它表达的是一种无序状态，也是最趋向于自然、最符合实际的情况。为了更深入感受最大熵模型的魅力，后续我会把最大熵模型的应用不断渗透到机器学习教程的具体算法中




机器学习教程 十七-逻辑回归公式的数学推导

                        
                            
                                
                            

                        

                        

                        机器学习中一些重要的公式，比如逻辑回归概率公式，多数情况下我们知道何时拿来用，但是它们都是怎么得来的呢，本节让我们详细探讨下
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逻辑回归中的数学推导


逻辑回归模型是基于这样的逻辑分布得出的模型


F(x) = 1/(1+e^x)


由此也得出了二项逻辑回归分布是：


P(Y=1|x) = e^(wx+b)/(1+e^(wx+b))


P(Y=0|x) = 1/(1+e^(wx+b))


也得出了多项逻辑回归分布是：


P(Y=k|x) =  e^(wx)/(1+∑e^(wx))


那么这个 1/(1+e^x)到底是怎么来的呢？我们来证明这一公式


首先假设0、1分布当Y=1的概率为


P(Y=1) = φ


那么


P(Y=0) = 1-φ


把他们变成统一的形式可以是：


P(y; φ) = φ^y (1-φ)^(1-y)


解释一下，这里如果y=0，那么前一项是1，就是p(y;φ) = 1-φ，而如果y=1，那么后一项就为1，就是p(y;φ) = φ


下面继续推导，我们知道有一个等式：a = e^(ln a)


那么把右面改成指数形式如下：


P(y; φ) = φ^y (1-φ)^(1-y) = e^(log(φ^y (1-φ)^(1-y))) = e ^ (y logφ + (1-y) log(1-φ)) = e^(log(φ/(1-φ))y+log(1-φ))


因为任何分布都能写成一种指数形式的分布：


p(y; η) = b(y) e^(ηT(η) - a(η))


这里面我们按照对应关系得出η=log(φ/(1-φ))，那么φ/(1-φ) = e^η，那么解出φ = 1/(1+e^(-η))


所以得出P(Y=1) = φ =  1/(1+e^(-η))


大功告成，终于知道逻辑回归公式是怎么来的了




机器学习教程 十八-R语言特征工程实战

                        
                            
                                
                            

                        

                        

                        特征工程是机器学习过程中和模型训练同样重要的部分，特征如何提取、如何处理、如何选择、如何使用都是特征工程的范畴，特征工程需要具备数据分析的能力，那些称为数据科学家的人一定是有很强的特征工程能力的人。R语言是大数据领域的主流语言之一，本文主要介绍用R语言的图形工具做特征工程的实战方法
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R语言介绍


熟悉R语言的朋友请直接略过。R语言是贝尔实验室开发的S语言(数据统计分析和作图的解释型语言)的一个分支，主要用于统计分析和绘图，R可以理解为是一种数学计算软件，可编程，有很多有用的函数库和数据集。


 


R的安装和使用


在https://mirrors.tuna.tsinghua.edu.cn/CRAN/下载对应操作系统的安装包安装。安装好后单独创建一个目录作为工作目录(因为R会自动在目录里创建一些有用的隐藏文件，用来存储必要的数据)


执行


R


即可进入R的交互运行环境


简单看一个实例看一下R是如何工作的：


[root@centos:~/Developer/r_work $] R

R version 3.3.1 (2016-06-21) -- "Bug in Your Hair"
Copyright (C) 2016 The R Foundation for Statistical Computing
Platform: x86_64-apple-darwin13.4.0 (64-bit)

> x <- c(1,2,3,4,5,6,7,8,9,10)
> y <- x*x
> plot(x,y,type="l")
>


[image: ]


以上看得出我们画了y = x^2的曲线


R语言的语法和C类似，但是稍有不同，R语言里向量和矩阵的操作和python的sci-learn类似，但是稍有不同：


1. R的赋值语句的符号是"<-"而不是"="


2. R里的向量用c()函数定义，R里没有真正的矩阵类型，矩阵就是一系列向量组成的list结构


有时候如果我们想要加载一个库发现没有安装，就像这样：


> library(xgboost)
Error in library(xgboost) : 不存在叫‘xgboost’这个名字的程辑包


那么就这样来安装：


> install.packages("xgboost")


输入后会提示选择下载镜像，选择好后点ok就能自动安装完成，这时就可以正常加载了：


> library(xgboost)
>


想了解R语言的全部用法，推荐《权威的R语言入门教程《R导论》-丁国徽译.pdf》，请自行下载阅读，也可以继续看我下面的内容边用边学


 


特征工程


按我的经验，特征工程就是选择和使用特征的过程和方法，这个说起来容易，做起来真的不易，想要对实际问题设计一套机器学习方法，几乎大部分时间都花在了特征工程上，相反最后的模型开发花不了多长时间(因为都是拿来就用了)，再有需要花一点时间的就是最后的模型参数调优了。花费时间排序一般是：特征工程>模型调参>模型开发


 


Titanic数据集特征工程实战


Titanic数据集是这样的数据：Titanic(泰坦尼克号)沉船灾难死亡了很多人也有部分人成功得救，数据集里包括了这些字段：乘客级别、姓名、性别、年龄、船上的兄弟姐妹数、船上的父母子女数、船票编号、票价、客舱编号、登船港口、是否得救。


我们要做的事情就是把Titanic数据集中部分数据作为训练数据，然后用来根据测试数据中的字段值来预测这位乘客是否得救


 


数据加载


训练数据可以在https://www.kaggle.com/c/titanic/download/train.csv下载，测试数据可以在https://www.kaggle.com/c/titanic/download/test.csv下载


下面开始我们的R语言特征工程，创建一个工作目录r_work，下载train.csv和test.csv到这个目录，看下里面的内容：


[root@centos:~/Developer/r_work $] head train.csv
PassengerId,Survived,Pclass,Name,Sex,Age,SibSp,Parch,Ticket,Fare,Cabin,Embarked
1,0,3,"Braund, Mr. Owen Harris",male,22,1,0,A/5 21171,7.25,,S
2,1,1,"Cumings, Mrs. John Bradley (Florence Briggs Thayer)",female,38,1,0,PC 17599,71.2833,C85,C
3,1,3,"Heikkinen, Miss. Laina",female,26,0,0,STON/O2. 3101282,7.925,,S
4,1,1,"Futrelle, Mrs. Jacques Heath (Lily May Peel)",female,35,1,0,113803,53.1,C123,S
5,0,3,"Allen, Mr. William Henry",male,35,0,0,373450,8.05,,S
6,0,3,"Moran, Mr. James",male,,0,0,330877,8.4583,,Q
7,0,1,"McCarthy, Mr. Timothy J",male,54,0,0,17463,51.8625,E46,S
8,0,3,"Palsson, Master. Gosta Leonard",male,2,3,1,349909,21.075,,S
9,1,3,"Johnson, Mrs. Oscar W (Elisabeth Vilhelmina Berg)",female,27,0,2,347742,11.1333,,S


我们看到文件内容是用逗号分隔的多个字段，第一行是schema，第二行开始是数据部分，其中还有很多空值，事实上csv就是Comma-Separated Values，也就是用“逗号分隔的数值”，它也可以用excel直接打开成表格形式


R语言为我们提供了加载csv文件的函数，如下：


> train <- read.csv('train.csv', stringsAsFactors = F)
> test <- read.csv('test.csv', stringsAsFactors = F)


如果想看train和test变量的类型，可以执行：


> mode(train)
[1] "list"


我们看到类型是列表类型


如果想预览数据内容，可以执行：


> str(train)
'data.frame':  	891 obs. of  12 variables:
 $ PassengerId: int  1 2 3 4 5 6 7 8 9 10 ...
 $ Survived   : int  0 1 1 1 0 0 0 0 1 1 ...
 $ Pclass     : int  3 1 3 1 3 3 1 3 3 2 ...
 $ Name       : chr  "Braund, Mr. Owen Harris" "Cumings, Mrs. John Bradley (Florence Briggs Thayer)" "Heikkinen, Miss. Laina" "Futrelle, Mrs. Jacques Heath (Lily May Peel)" ...
 $ Sex        : chr  "male" "female" "female" "female" ...
 $ Age        : num  22 38 26 35 35 NA 54 2 27 14 ...
 $ SibSp      : int  1 1 0 1 0 0 0 3 0 1 ...
 $ Parch      : int  0 0 0 0 0 0 0 1 2 0 ...
 $ Ticket     : chr  "A/5 21171" "PC 17599" "STON/O2. 3101282" "113803" ...
 $ Fare       : num  7.25 71.28 7.92 53.1 8.05 ...
 $ Cabin      : chr  "" "C85" "" "C123" ...
 $ Embarked   : chr  "S" "C" "S" "S" ...


可以看到其实train和test变量把原始的csv文件解析成了特定的数据结构，train里有891行、12列，每一列的字段名、类型以及可能的值都能预览到


因为test数据集也是真实数据的一部分，所以在做特征工程的时候可以把test和train合并到一起，生成full这个变量，后面我们都分析full：


> library('dplyr')
> full  <- bind_rows(train, test)


 


头衔特征的提取


因为并不是所有的字段都应该用来作为训练的特征，也不是只有给定的字段才能作为特征，下面我们开始我们的特征选择工作，首先我们从乘客的姓名入手，我们看到每一个姓名都是这样的结构："名字, Mr/Mrs/Capt等. 姓"，这里面的"Mr/Mrs/Capt等"其实是一种称谓(Title)，虽然人物的姓名想必和是否得救无关，但是称谓也许和是否得救有关，我们把所有的Title都筛出来：


> table(gsub('(.*, )|(\\..*)', '', full$Name))

        Capt          Col          Don         Dona           Dr     Jonkheer
           1            4            1            1            8            1
        Lady        Major       Master         Miss         Mlle          Mme
           1            2           61          260            2            1
          Mr          Mrs           Ms          Rev          Sir the Countess
         757          197            2            8            1            1


解释一下，这里面的full$Name表示取full里的Name字段的内容，gsub是做字符串替换，table是把结果做一个分类统计(相当于group by title)，得出数目


通过结果我们看到不同Title的人数目差别比较大


我们把这个Title加到full的属性里：


> full$Title <- gsub('(.*, )|(\\..*)', '', full$Name)


这时我们可以按性别和title分两级统计(相当于group by sex, title):


> table(full$Sex, full$Title)

         Capt Col Don Dona  Dr Jonkheer Lady Major Master Miss Mlle Mme  Mr Mrs
  female    0   0   0    1   1        0    1     0      0  260    2   1   0 197
  male      1   4   1    0   7        1    0     2     61    0    0   0 757   0

          Ms Rev Sir the Countess
  female   2   0   0            1
  male     0   8   1            0


 


为了让这个特征更具有辨别性，我们想办法去掉那些稀有的值，比如总次数小于10的，我们都把title改成“Rare Title”


> rare_title <- c('Dona', 'Lady', 'the Countess','Capt', 'Col', 'Don', 'Dr', 'Major', 'Rev', 'Sir', 'Jonkheer')
> full$Title[full$Title %in% rare_title]  <- 'Rare Title'


同时把具有相近含义的title做个归一化


> full$Title[full$Title == 'Mlle']        <- 'Miss'
> full$Title[full$Title == 'Ms']          <- 'Miss'
> full$Title[full$Title == 'Mme']         <- 'Mrs'


这回我们看下title和是否得救的关系情况


> table(full$Title, full$Survived)

               0   1
  Master      17  23
  Miss        55 130
  Mr         436  81
  Mrs         26 100
  Rare Title  15   8


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


还不够直观，我们可以通过马赛克图来形象的看：


> mosaicplot(table(full$Sex, full$Title), shade=TRUE)


[image: ]


这回看出比例情况的差异了，比如title为Mr的死亡和得救的比例比较明显，说明这和是否得救关系密切，title作为一个特征是非常有意义的


这样第一个具有代表意义的特征就提取完了


 


家庭成员数特征的提取


看过电影的应该了解当时的场景，大家是按照一定秩序逃生的，所以很有可能上有老下有小的家庭会被优先救援，所以我们统计一下一个家庭成员的数目和是否得救有没有关系。


为了计算家庭成员数目，我们只要计算父母子女兄弟姐妹的数目加上自己就可以，所以：


> full$Fsize <- full$SibSp + full$Parch + 1


下面我们做一个Fsize和是否得救的图像


> library("ggplot2")
> library('ggthemes')
> ggplot(full[1:891,], aes(x = Fsize, fill = factor(Survived))) + geom_bar(stat='count', position='dodge') + scale_x_continuous(breaks=c(1:11)) + labs(x = 'Family Size') + theme_few()


[image: ]


我们先解释一下上面的ggplot语句


第一个参数full[1:891,]表示我们取全部数据的前891行的所有列，取891是因为train数据一共有891行


aes(x = Fsize, fill = factor(Survived))表示坐标轴的x轴我们取Fsize的值，这里的fill是指用什么变量填充统计值，factor(Survived)表示把Survived当做一种因子，也就是只有0或1两种“情况”而不是数值0和1，这样才能分成红绿两部分统计，不然如果去掉factor()函数包裹就会像这个样子(相当于把0和1加了起来)：
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这里的“+”表示多个图层，是ggplot的用法


geom_bar就是画柱状图，其中stat='count'表示统计总数目，也就是相当于count(*) group by factor(Survived)，position表示重叠的点放到什么位置，这里设置的是“dodge”表示规避开的展示方式，如果设置为"fill"就会是这样的效果：
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scale_x_continuous(breaks=c(1:11))就是说x轴取值范围是1到11，labs(x = 'Family Size')是说x轴的label是'Family Size'，theme_few()就是简要主题


下面我们详细分析一下这个图说明了什么事情。我们来比较不同家庭成员数目里面成功逃生的和死亡的总数的比例情况可以看出来：家庭人数是1或者大于4的情况下红色比例较大，也就是死亡的多，而人数为2、3、4的情况下逃生的多，因此家庭成员数是一个有意义的特征，那么把这个特征总结成singleton、small、large三种情况，即：


> full$FsizeD[full$Fsize == 1] <- 'singleton'
> full$FsizeD[full$Fsize < 5 & full$Fsize > 1] <- 'small'
> full$FsizeD[full$Fsize > 4] <- 'large'


再看下马赛克图：


> mosaicplot(table(full$FsizeD, full$Survived), main='Family Size by Survival', shade=TRUE)


[image: ]


从图中可以看出差异明显，特征有意义


 


模型训练


处理好特征我们就可以开始建立模型和训练模型了，我们选择随机森林作为模型训练。首先我们要把要作为factor的变量转成factor：


> factor_vars <- c('PassengerId','Pclass','Sex','Embarked','Title','FsizeD')
> full[factor_vars] <- lapply(full[factor_vars], function(x) as.factor(x))


然后我们重新提取出train数据和test数据


> train <- full[1:891,]
> test <- full[892:1309,]


接下来开始训练我们的模型


> library('randomForest')
> set.seed(754)
> rf_model <- randomForest(factor(Survived) ~ Pclass + Sex + Embarked + Title + FsizeD, data = train)


下面画出我们的模型误差变化：


> plot(rf_model, ylim=c(0,0.36))
> legend('topright', colnames(rf_model$err.rate), col=1:3, fill=1:3)


[image: ]


图像表达的是不同树个数情况下的误差率，黑色是整体情况，绿色是成功获救的情况，红色是死亡的情况，可以看出通过我们给定的几个特征，对死亡的预测误差更小更准确


我们还可以利用importance函数计算特征重要度：


> importance(rf_model)
         MeanDecreaseGini
Pclass          40.273719
Sex             53.240211
Embarked         8.566492
Title           85.214085
FsizeD          23.543209


可以看出特征按重要程度从高到底排序是：Title > Sex > Pclass > FsizeD > Embarked


 


数据预测


有了训练好的模型，我们可以进行数据预测了


> prediction <- predict(rf_model, test)


这样prediction中就存储了预测好的结果，以0、1表示


为了能输出我们的结果，我们把test数据中的PassengerId和prediction组合成csv数据输出


> solution <- data.frame(PassengerID = test$PassengerId, Survived = prediction)
> write.csv(solution, file = 'solution.csv', row.names = F)


最终的solution.csv的内容如下：


[root@centos:~/Developer/r_work $] head solution.csv
"PassengerID","Survived"
"892","0"
"893","1"
"894","0"
"895","0"
"896","1"
"897","0"
"898","1"
"899","0"
"900","1"


本文部分内容参考：https://www.kaggle.com/mrisdal/titanic/exploring-survival-on-the-titanic/comments




机器学习教程 十九-看数据科学家是如何找回丢失的数据的（一）

                        
                            
                                
                            

                        

                        

                        在做特征工程过程中，经常遇到某些样本缺失了某个特征的值，影响我们的机器学习过程，如果是较小的样本集数据科学家可不会直接舍弃这些样本，而是利用有效的手段把丢失的数据找回来，他们是怎么找回的呢？我接下来的几篇文章会通过实例讲几种缺失值补全的方法
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补全数据的纯手工方案


我们以泰坦尼克号数据集为例(不了解这个数据集请见《十八-R语言特征工程实战》)。


先重温一下这个数据集里面都有哪些字段：


PassengerId,Survived,Pclass,Name,Sex,Age,SibSp,Parch,Ticket,Fare,Cabin,Embarked


分别表示：


样本编号、是否得救、乘客级别、姓名、性别、年龄、船上的兄弟姐妹数、船上的父母子女数、船票编号、票价、客舱编号、登船港口。


我们检查一下Embarked这个字段哪些乘客是缺失的：


> full$PassengerId[full$Embarked == '']
[1] 62  830


看来在这1309位乘客中PassengerId 为62和830的乘客缺失了Embarked字段值，那么我们如何来补全这个数据呢？我们分析一下哪个字段可能和Embarked(登船港口)的值有关，我们猜测票价有可能和Embarked有关，但是不同级别的票价一定又是不一样的，那么我们可以看一下不同级别票价的统计规律，庆幸的是Embarked只有三个取值：C Q S分别表示C = Cherbourg; Q = Queenstown; S = Southampton


我们先来看一下62  830的票价和乘客级别是多少：


> full[c(62, 830), 'Fare']
[1] 80 80
> full[c(62, 830), 'Pclass']
[1] 1 1


等级都是1级，票价都是80


现在我们再看下这三个港口对应不同级别的乘客平均票价是多少，在此之前我们先排除掉62  830这两位乘客的数据：


> library("dplyr")
> embark_fare <- full %>% filter(PassengerId != 62 & PassengerId != 830)


下面我们利用强大的ggplot2画出盒图(boxplot)，首先说一下什么是盒图，盒图由五个数值点组成：最小值(min)，下四分位数(Q1)，中位数(median)，上四分位数(Q3)，最大值(max)。也可以往盒图里面加入平均值(mean)。下四分位数、中位数、上四分位数组成一个“带有隔间的盒子”。上四分位数到最大值之间建立一条延伸线，这个延伸线成为“胡须(whisker)”。盒图用来反映离散数据的分布情况。
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下面我们画出不同Embarked、不同等级乘客对应的Fare的盒图


> library("ggplot2")
> library('ggthemes')
> ggplot(embark_fare, aes(x = Embarked, y = Fare, fill = factor(Pclass))) +geom_boxplot()+geom_hline(aes(yintercept=80),colour='red', linetype='dashed', lwd=2)+theme_few()


[image: ]


讲解一下这个命令，geom_boxplot表示画盒图，geom_hline表示沿着横轴方向画线，如果想沿着纵轴那么就用geom_vline，lwd表示线宽


为了能找到和62, 830两位乘客相似的情况，单独把Fare为80的位置画出了一条横线，用来参照。我们发现Pclass=1的乘客Fare均值最接近80的是C港口，因此我们把这两位乘客的Embarked就赋值为C：


> full$Embarked[c(62, 830)] <- 'C'


当然我们还可以画这样一张图来看待这个事情：


> ggplot(full[full$Pclass == '1' & full$Embarked == 'C', ],
+ aes(x = Fare)) +
+ geom_density(fill = '#99d6ff', alpha=0.4) +
+ geom_vline(aes(xintercept=median(Fare, na.rm=T)),
+ colour='red', linetype='dashed', lwd=1) +
+ geom_vline(aes(xintercept=80),colour='green',linetype='dashed', lwd=1) +
+ theme_few()


[image: ]


讲解一下：这里选择Pclass==1，Embarked == 'C'的数据，画出了概率密度曲线，同时把Fare的均值画了一条红色的竖线，也在Fare=80的位置画了一条绿色的竖线作为参照，可以直观看出均值和80很接近


本文部分内容参考：https://www.kaggle.com/mrisdal/titanic/exploring-survival-on-the-titanic/comments




机器学习教程 二十-看数据科学家是如何找回丢失的数据的（二）

                        
                            
                                
                            

                        

                        

                        在做特征工程过程中，经常遇到某些样本缺失了某个特征的值，影响我们的机器学习过程，如果是较小的样本集我们一般不会直接舍弃这些样本，而是利用有效的手段把丢失的数据找回来，他们是怎么找回的呢？本节我们通过实例讲几种缺失值补全的方法
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


连续型变量是如何做数据填补的


上一节中讲的Embarked的填补是一种离散型变量的填补方式，也就是通过统计规律来预测。那么对于连续型变量如果使用这种方法就不合适了，而应该使用某一种插值方式。比如Age这种数据，根据统计规律，假设其他人年龄多数是50岁，其他人都小于50岁，那么就预测是50岁吗？显然不对，而应该是小于50的某个值。那么如何根据统计规律来计算插值呢？我们来介绍一下mice


mice就是链式方程多元插值(Multivariate Imputation by Chained Equations)的简写


mice包可以对缺失数据的模式做一个很好的理解，为了说明这个事情，我们依然使用泰坦尼克数据集（不了解请见《十八-R语言特征工程实战》）


首先我们选择一些我们想要观察的列：


> full1 <- cbind(PassengerId=full$PassengerId,Pclass=full$Pclass,Sex=full$Sex,Age=full$Age,Fare=full$Fare,Embarked=full$Embarked,Title=full$Title,Fsize=full$Fsize)


然后我们利用mice查看一下数据缺失的模式：


> library(mice)
> md.pattern(full1)
     PassengerId Pclass Sex Embarked Title Fsize Fare Age
1045           1      1   1        1     1     1    1   1   0
 263           1      1   1        1     1     1    1   0   1
   1           1      1   1        1     1     1    0   1   1
               0      0   0        0     0     0    1 263 264


从上面可以方便的看出一共有1045个样本字段完整，263个样本缺失Age，1个样本缺失Fare


我们还可以通过VIM来图形化的展示数据缺失情况：


> library(VIM)
> aggr_plot <- aggr(full1, col = c('navyblue', 'red'), numbers=TRUE, sortVars=TRUE,labels=names(full1), cex.axis=.7, gap=3,ylab=c("Histogram of missing data", "Pattern"))


[image: ]


从图中可以看出Age缺失最多(20%左右)，其次是Fare(比例很小)


下面我们利用mice的数据填补方法来填补，我们选用随机森林模型(rf)，如下：


> set.seed(129)
> mice_mod <- mice(full[, !names(full) %in% c('PassengerId','Name','Ticket','Cabin','Family','Surname','Survived')], method='rf')


经过随机森林模型迭代训练，生成了mice_mod这个模型，下面我们生成完整数据并取出来，这里面实际包含了多个完整的副本，每个副本都对缺失值做了插补不同的值，complete默认会取出其中一个


> mice_output <- complete(mice_mod)


这里生成的mice_output就是在full基础上填充了缺失值的数据


为了观察新旧数据分布是否有过大的变化，我们画出分布直方图如下：


> par(mfrow=c(1,2))
> hist(full$Age, freq=F, main='Age: Original Data',
+   col='darkgreen', ylim=c(0,0.04))
> hist(mice_output$Age, freq=F, main='Age: MICE Output',
+   col='lightgreen', ylim=c(0,0.04))


[image: ]


讲解一下：这里的par(mfrow=c(1,2))指的是准备一张一行两列的画布，这样可以把两个直方图画在一起，freq=F这里的F是False，表示展示的列不是频次而是比例，ylim=c(0,0.04)是y轴的取值范围


 


我们也可以通过直观的看填补值的散点图来看是否合理：


> library(lattice)
> xyplot(mice_mod,Fare ~ Age,pch=18,cex=1)


[image: ]


xyplot的第一个参数是mice训练出的模型数据，第二个参数Fare ~ Age指明了x轴是Age，y轴是Fare，图中洋红色的点是自动填补的，看起来还是比较符合分布情况的，在这里，我们主要看的是y轴填补数据情况，如果想看Age的填补情况则把两个属性调过来，如下：


> xyplot(mice_mod,Age ~ Fare,pch=18,cex=1)


[image: ]


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


我们还可以画出密度图：


> densityplot(mice_mod)


[image: ]


从图中可以看出洋红色表示填补的数据集的分布密度情况，蓝色是原始数据的分布密度，如果填补效果较好，分布应该相似


 


上面我们说到mice实际上返回了多个完整数据副本，每个副本插的值都不同，那么我们还可以看下这些副本的插值情况：


> stripplot(mice_mod, pch = 20, cex = 1.2)


[image: ]


注意观察图中的Age和Fare两个图，每张图中都可以看到5种插值副本的分布情况


 


利用数据预测做数据填补


和上面的mice类似，也是建立一个模型来预测，但是不是采用插值的方式了，而是通过训练模型来预测数据，一般用来填补离散型变量的值，假设我们认为Fare是离散的值(因为票价一般是固定的几个价钱)，我们把和Fare有关的几个变量(乘客等级、家庭人员数目、登船港口)都作为特征来训练一棵决策树


> library("rpart")
> library("rpart.plot")
> my_tree <- rpart(Fare ~ Pclass + Fsize + Embarked, data = train, method = "class", control=rpart.control(cp=0.0001))
> prp(my_tree, type = 4, extra = 100)


[image: ]


我们可以看到通过乘客等级、家庭人员数目、登船港口几个特征的训练，我们得出了一棵决策树，利用这棵决策树我们可以预测缺失值：


> full$PassengerId[is.na(full$Fare)]
[1] 1044


我们看到1044号乘客没有Fare，那么对他做预测


> predict(my_tree, full[1044,], type = "class")
1044
8.05
248 Levels: 0 4.0125 5 6.2375 6.4375 6.45 6.4958 6.75 6.8583 6.95 ... 512.3292


可以看出预测的结果是8.05
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                        R语言主要用于统计分析和绘图，可以理解为是一种数学计算软件，可编程，有很多有用的函数库和数据集，它强大的作图工具是做数据分析的好帮手，在高手如云的大数据江湖中，不炫个技都不敢说自己是江湖中人，那么我们就看看想要炫技需要掌握哪些基本功吧
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


注意：本文中实际使用的样本数据是根据具体命令任意挑选某组样本数据，不具有针对性，因此自己试验可以随意找样本尝试


 


一个table引发的血案


table函数就是用来输出指定字段的统计表格，可以用来分析数据比例情况，像下面的样子：


> table(full$Title, full$Survived)

               0   1
  Master      17  23
  Miss        55 130
  Mr         436  81
  Mrs         26 100
  Rare Title  15   8


那么为了让table够直观，各路大侠纷纷使出了洪荒之力，注意，下面开始炫技部分：


第一种作图方式（用于观察标准残差的场景）：


> mosaicplot(table(full$Title, full$Survived), shade=TRUE)


[image: ]


第二种作图方式（用于观察总数目的场景）：


> barplot(table(full$Survived, full$Title), sub="Survival by Title", ylab="number of passengers", col=c("steelblue4","steelblue2"))
> legend("topleft",legend = c("Died","Survived"),fill=c("steelblue4","steelblue2"),inset = .05)


[image: ]


第三种作图方式（用于观察比例情况的场景）：


> barplot(prop.table(table(full$Survived, full$Title),2), sub="Survival by Title", ylab="number of passengers", col=c("steelblue4","steelblue2"))
> legend("topleft",legend = c("Died","Survived"),fill=c("steelblue4","steelblue2"),inset = .05)


[image: ]


当然还可以有第四种作图方式（同样是用于观察比例情况的场景）：


> library('ggthemes')
> ggplot(full, aes(x = Title, fill = factor(Survived))) + geom_bar(stat='count', position='fill') + theme_few()


[image: ]


 


不同风格的决策树


在上节数据缺失填补中我们见过这样一棵决策树：


> library("rpart")
> library("rpart.plot")
> my_tree <- rpart(Fare ~ Pclass + Fsize + Embarked, data = train, method = "class", control=rpart.control(cp=0.0001))
> prp(my_tree, type = 4, extra = 100)


[image: ]


如果我们想看到每个分支的比例关系还可以在枝干上下文章：


> prp(my_tree, type = 2, extra = 100,branch.type=1)


[image: ]


图中根据不同的枝干粗细能看出样本集中在那个分支上


 


数据总览方式


第一种：按列总览


优点：可以看到有哪些列，什么类型，每一列取值举几个例子，也能看到有多少行


> str(train)
'data.frame':  	2197291 obs. of  15 variables:
 $ people_id        : chr  "ppl_100" "ppl_100" "ppl_100" "ppl_100" ...
 $ activity_id      : chr  "act2_1734928" "act2_2434093" "act2_3404049" "act2_3651215" ...
 $ date             : chr  "2023-08-26" "2022-09-27" "2022-09-27" "2023-08-04" ...
 $ activity_category: chr  "type 4" "type 2" "type 2" "type 2" ...
 $ char_1           : chr  "" "" "" "" ...
 $ char_2           : chr  "" "" "" "" ...
 $ char_3           : chr  "" "" "" "" ...
 $ char_4           : chr  "" "" "" "" ...
 $ char_5           : chr  "" "" "" "" ...
 $ char_6           : chr  "" "" "" "" ...
 $ char_7           : chr  "" "" "" "" ...
 $ char_8           : chr  "" "" "" "" ...
 $ char_9           : chr  "" "" "" "" ...
 $ char_10          : chr  "type 76" "type 1" "type 1" "type 1" ...
 $ outcome          : int  0 0 0 0 0 0 1 1 1 1 ...


第二种：分布总览


优点：能看出每一列的最大值、最小值、均值、中位数等分布数据


> summary(train)
comment_count      sex         has_free_course     score
 Min.   :   0.0        Min.   :0.0000   Min.   :0.0000        Min.   :0.00
 1st Qu.:   0.0        1st Qu.:0.0000   1st Qu.:0.0000        1st Qu.:0.00
 Median :   9.0        Median :1.0000   Median :0.0000        Median :4.90
 Mean   : 397.6        Mean   :0.6259   Mean   :0.3786        Mean   :2.92
 3rd Qu.: 169.0        3rd Qu.:1.0000   3rd Qu.:1.0000        3rd Qu.:5.00
 Max.   :5409.0        Max.   :2.0000   Max.   :1.0000        Max.   :5.00


第三种：采样浏览


优点：可以抽出其中少数样本看全部信息


> library(dplyr)
> sample_n(train, 4)
> sample_n(train, 4)
         people_id  activity_id       date activity_category char_1 char_2
513235  ppl_184793 act2_3805654 2023-02-25            type 2
1127284  ppl_29203 act2_1960547 2022-09-16            type 5
1174958 ppl_294918 act2_3624924 2022-10-19            type 3
1794311 ppl_390987  act2_633897 2023-02-10            type 2
        char_3 char_4 char_5 char_6 char_7 char_8 char_9   char_10 outcome
513235                                                      type 1       0
1127284                                                  type 1349       1
1174958                                                    type 23       0
1794311                                                     type 1       0


第四种：用户友好的表格采样浏览


优点：不自动换行，按表格形式组织，直观


> library(knitr)
> kable(sample_n(train, 4))
> kable(sample_n(train, 4))


|        |people_id  |activity_id  |date       |activity_category |char_1 |char_2 |char_3 |char_4 |char_5 |char_6 |char_7 |char_8 |char_9 |char_10   | outcome|
|:-------|:----------|:------------|:----------|:-----------------|:------|:------|:------|:------|:------|:------|:------|:------|:------|:---------|-------:|
|1784154 |ppl_389138 |act2_2793972 |2022-11-03 |type 5            |       |       |       |       |       |       |       |       |       |type 649  |       1|
|1138360 |ppl_294144 |act2_149226  |2022-09-18 |type 5            |       |       |       |       |       |       |       |       |       |type 1058 |       0|
|1698603 |ppl_373844 |act2_3579388 |2022-08-27 |type 4            |       |       |       |       |       |       |       |       |       |type 230  |       0|
|1505324 |ppl_351017 |act2_2570186 |2022-09-30 |type 5            |       |       |       |       |       |       |       |       |       |type 248  |       0|


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


 


R语言中的管道


shell中管道非常方便，比如把一个文件中第二列按数字排序后去重可以写成cat file | awk  '{print $2}' | sort -n -k 1 | uniq，那么R语言中的管道怎么用呢？我们先来看一个例子：


> library(dplyr)
> ggplot(filter(train, char_5 != ""), aes(x = outcome, fill = char_5)) + geom_bar(width = 0.6, position = "fill")


[image: ]


这个例子中有以下处理步骤：


1. 拿出train数据


2. 对train数据做过滤，过滤掉char_5这一列为空的样本


3. 用过滤好的数据执行ggplot画图


这三部如果用一层层管道操作就方便多了，实际上R语言为我们提供了这样的管道，即把函数的第一个参数单独提出来作为管道输入，管道操作符是%>%，也就是可以这样执行：


> train %>%
+ filter(char_5 != "") %>%
+ ggplot(aes(x=outcome, fill=char_10))+geom_bar(width=0.6, position="fill")


那么管道到底有什么好处呢？我们来追踪一下实际的过程来体会


假设我们样本长这个样子：


> library(knitr)
> kable(sample_n(train, 4))


|        |people_id  |activity_id  |date       |activity_category |char_1 |char_2 |char_3 |char_4 |char_5 |char_6 |char_7 |char_8 |char_9 |char_10   | outcome|
|:-------|:----------|:------------|:----------|:-----------------|:------|:------|:------|:------|:------|:------|:------|:------|:------|:---------|-------:|
|567545  |ppl_194099 |act2_1420548 |2023-02-08 |type 2            |       |       |       |       |       |       |       |       |       |type 1    |       0|
|115164  |ppl_112033 |act2_2209862 |2022-10-23 |type 5            |       |       |       |       |       |       |       |       |       |type 481  |       1|
|1616290 |ppl_369463 |act2_2515098 |2023-07-11 |type 4            |       |       |       |       |       |       |       |       |       |type 295  |       0|
|1714893 |ppl_376799 |act2_1464019 |2022-10-01 |type 5            |       |       |       |       |       |       |       |       |       |type 1907 |       0|


这时我们发现有一些列是空值，如果我希望了解一下其中的char_5都有哪些取值以及比例情况，我们可以这样来做：


> train %>%
+ count(char_5)
# A tibble: 8 × 2
  char_5       n
   <chr>   <int>
1        2039676
2 type 1   49214
3 type 2   26982
4 type 3    6013
5 type 4    1995
6 type 5    5421
7 type 6   67989
8 type 7       1


现在我们看到了输出了char_5和n两列分别表示可能取值和频次，但是还是不够直观，希望画图来看，那么我们继续：


> train %>%
+ count(char_5) %>%
+ ggplot(aes (x = reorder(char_5,n), y = n)) +
+ geom_bar(stat = "identity", fill = "light blue")


[image: ]


发现我们有很多空值，这时我们继续调整：


> train %>%
+ filter(char_5!="") %>%
+ count(char_5) %>%
+ ggplot(aes (x = reorder(char_5,n), y = n)) +
+ geom_bar(stat = "identity", fill = "light blue")


[image: ]


这就是我们的管道的作用：一步一步调试，不需要总想着把参数插到函数的哪个位置


 


回到本源，最基本的作图


有人会说，R语言怎么总是画这么复杂的图像，但是却连最基本的散点图和折线图都不能画吗？下面回到本源，来展示一下R语言的最基本的作图功能。


散点图


> a <- c(49, 26, 69, 19, 54, 67, 19, 33)
> plot(a)


[image: ]


如果希望看到变化趋势，我们可以画折线图，加上type即可


> plot(a, type='b')


[image: ]


如果这是一个每日消费金额，我们想看累积消费怎么办？我们可以利用累积函数cumsum，它的功能像这个样子：


> a
[1] 49 26 69 19 54 67 19 33
> cumsum(a)
[1]  49  75 144 163 217 284 303 336
>


那么可以这样作图：


> plot(cumsum(a), type='b')


[image: ]


最后让我们用一个完美的正弦曲线收笔：


> x1 <- 0:100
> x2 <- x1 * 2 * pi / 100
> Y = sin(x2)
> par(family='STXihei') # 这句是为了解决图像中中文乱码问题
> plot(x2, Y, type='l', main='正弦曲线', xlab='x轴', ylab='y轴')


[image: ]
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                        ggplot2是R语言最为强大的作图软件包，有着自成一派的可视化理念，数据可视化是数据分析的重要一步，让我们通过由浅入深的掌握数据可视化的精髓。
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展开一张画布


ggplot2和其他作图工具不同，它是以图层覆盖图层的方式画出一个完美图像的，就像是photoshop里的图层，那么首先我们得有一张画布（如果没有安装R语言和ggplot2请见《十八-R语言特征工程实战》）


[root@centos $] R
> library(ggplot2)
> ggplot()


[image: ]


 


使用geom_abline、geom_hline、geom_vline画直线


下面我们来在这张画布上画一条横线：


> ggplot() + geom_hline(yintercept = 5)


[image: ]


我们也可以画一条竖线


> ggplot() + geom_vline(xintercept = 5)


[image: ]


当然我们也可以画斜线，


> geom_abline(intercept = 2.5, slope=1)


本应该画一条斜率为1，截距为2.5的斜线，但是因为画布不会自动移动到这条直线所在的位置，所以我们要实现几个点来定位一下画布，那么怎么画点呢，我们先来研究一下


 


使用geom_point画点


下面我们来一张空画布上画一个点，画点和画线不同在于：线可以指定一个x或y的截距就可以了，可以作为一个简单的参数传给geom_hline或geom_vline，但是画点涉及到的是一些x、y的数据值，ggplot是把数据和作图撇清的，也就是数据是数据，成像是成像


我们先来构造点：


> x <- c(1,2,3)
> y <- c(1,3,4)
> data <- data.frame(x,y)
> str(data)
'data.frame':      3 obs. of  2 variables:
 $ x: num  1 2 3
 $ y: num  1 3 4


我们其实构建了一个frame，里面包含了三个点：(1,1), (2,3), (3,4)


那么如果要画出这些点的话应该这样：


> ggplot(data, aes(x = x, y = y)) + geom_point()


[image: ]


前面是声明数据部分，后面是声明怎么成像


下面我们开始调整geom_point的参数，比如展示不同的颜色(左)，和展示不同的形状(右)


> ggplot(data, aes(x, y)) + geom_point(aes(colour = factor(y)))
> ggplot(data, aes(x, y)) + geom_point(aes(shape = factor(y)))


[image: ]


如果颜色不是按factor区分，而是按连续值来区分，那么就是渐变形式，即


> ggplot(data, aes(x, y)) + geom_point(aes(colour = y))


[image: ]


还可以展示不同的大小，可以固定大小(左)，也可以根据数据确定大小(右)


> ggplot(data, aes(x, y)) + geom_point(aes(size = 3))
> ggplot(data, aes(x, y)) + geom_point(aes(size = y))


[image: ]


这里我们要说明一下aes的作用，看下面两个用法(如图左、右)：左边的含义就是画红色点，右边是按照指定的一个维度展示不同的颜色


> ggplot(data, aes(x, y)) + geom_point(colour="red")
> ggplot(data, aes(x, y)) + geom_point(aes(colour="red"))


[image: ]


接着上面划线一节，我们在已经画了点的画布上再画一条斜线：一条斜率为1，截距为1的直线，也就是y=x+1，那么一定是经过(2,3),(3,4)两个点的


> ggplot(data, aes(x, y)) + geom_point(aes(colour = y)) + geom_abline(slope = 1, intercept = 1)


[image: ]


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


 


使用geom_bar来画直方图


直观上看，直方图是表达一种累积量，因此默认的直方图的高度是counts或sum，也就是像下面这样子：因为我们的x只有1、2、3单独的三个值，所以直接geom_bar()高度相同，但如果判断x<2，那么有一个满足，两个不满足，所以高度分别是1和2


> ggplot(data, aes(x)) + geom_bar()
> ggplot(data, aes(x<2)) + geom_bar()


[image: ]


当然我们可以自己指定直方图的高度的计算方法，以下两种方法效果相同


> ggplot(data, aes(x)) + geom_bar(aes(weight=y))
> ggplot(data, aes(x,y)) + geom_bar(stat = "identity")


[image: ]


如果我们想要把多种取值的统计数目累加显示在柱状图上，可以这样：这里面对同一个x，不同y出现总数不一样，累加起来就像下图展示，其中如果y是数字，那么想把他当成类别，需要转成factor


> x <- rep(c(1,2), c(2,3))
> y <- rep(c(3,2), c(1,4))
> data <- data.frame(x,y)
> ggplot(data, aes(x)) + geom_bar(aes(fill=factor(y)))


[image: ]


当然我们也可以不简单堆叠起来，比如扁平放置(左)，或拉伸至顶部(右)


> ggplot(data, aes(x)) + geom_bar(aes(fill=factor(y)), position="dodge")
> ggplot(data, aes(x)) + geom_bar(aes(fill=factor(y)), position="fill")


[image: ]


 


利用geom_density画概率密度曲线


概率密度就是某些值出现的频次多少的一个曲线，并做平滑，如下：


> x <- rep(c(1,3,7,11,23,50,60),c(1,30,400,60,4,55,11))
> y <- rep(c(1,3,7,11,23,50,60),c(1,30,400,60,4,55,11))
> data <- data.frame(x,y)
> ggplot(data, aes(x)) + geom_density()


[image: ]


我们可以调整平滑的宽度：


> ggplot(data, aes(x)) + geom_density(adjust = 1/5)


[image: ]


如果我们想按照不同的y值来分开画密度图，并且用不同颜色来表示不同的y值，那么我们可以用描边的方式(左)，也可以用填充的方式(中)，当然也可以两者结合


> ggplot(data, aes(x, colour = factor(y))) + geom_density(adjust = 1/5)
> ggplot(data, aes(x, fill = factor(y))) + geom_density(adjust = 1/5)
> ggplot(data, aes(x, colour = factor(y), fill = factor(y))) + geom_density(adjust = 1/5, alpha = 0.1)


[image: ]


和柱状图一样，我们也可以通过geom_density的position参数来显示累计情况：


> ggplot(data, aes(x, fill = factor(y))) + geom_density(adjust = 1/5, position='fill')
> ggplot(data, aes(x, fill = factor(y))) + geom_density(adjust = 1/5, position='stack')


[image: ]


 


用geom_text和geom_label写标注文本


为了让图像更清晰，我们需要把关键数据打上标签展示出来，我们可以这样做：


> ggplot(data, aes(x, y, label=rownames(data))) + geom_point(aes(colour = y)) + geom_abline(slope = 1, intercept = 1) + geom_text(check_overlap = TRUE)
> ggplot(data, aes(x, y, label=rownames(data))) + geom_point(aes(colour = y)) + geom_abline(slope = 1, intercept = 1) + geom_label()


[image: ]


 


总结


本节介绍了ggplot作图原理以及基本的几种作图方式，基于这些知识相信你很容易能做出精美的图像了
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                        ggplot是R语言最为强大的作图软件包，除了绘图本身的功能之外，还有很多绘图周边的细节需要掌握才能绘出一张完美的图像，本节我们围绕绘图周边来详细讲解
                        

                        
                        
                        
                        
                        

                        请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


画布定位


先看这张图：


> x <- c(1,2,3)
> y <- c(1,3,4)
> data <- data.frame(x,y)
> ggplot(data, aes(x = x, y = y)) + geom_point()


[image: ]


如果我们希望让画布再大一些，让这三个点集中一些怎么办？我们可以调整画布的坐标范围，以下两种方法效果是一样的：


> ggplot(data, aes(x = x, y = y)) + geom_point() + expand_limits(x = c(0, 4), y = c(0, 5))
> ggplot(data, aes(x = x, y = y)) + geom_point() + xlim(0, 4) + ylim(0, 5)


[image: ]


 


修改点的形状


我们可以画出多种点的形状


> ggplot(data,  aes(x, z)) + geom_point(aes(shape = y))


[image: ]


我们也可以把形状画成空心状的：


> ggplot(data,  aes(x, z)) + geom_point(aes(shape = y))+ scale_shape(solid = FALSE)


[image: ]


当然我们还可以调整点的大小：


> ggplot(data,  aes(x, z, size=z)) + geom_point(aes(shape = y))+ scale_shape(solid = FALSE)


[image: ]


 


各种标注方法


可以通过如下两种方式来添加title、x轴标签、y轴标签，效果是一样的，如下：


> ggplot(data,  aes(x,y)) + geom_point() + labs(title = "my title") +labs(x = "New x label") +labs(y = "New y label")
> ggplot(data,  aes(x,y)) + geom_point() + ggtitle("my title") + xlab("New x label") + ylab("New y label")


[image: ]


我们还可以在某一个坐标位置写一句话


> ggplot(data,  aes(x,y)) + geom_point() + ggtitle("my title") + xlab("New x label") + ylab("New y label") + annotate("text", x = 2, y = 25, label = "Some text")


[image: ]


我们还可以在某一个范围画一个矩形来重点标注


> ggplot(data,  aes(x,y)) + geom_point() + ggtitle("my title") + xlab("New x label") + ylab("New y label") + annotate("rect", xmin = 1.75, xmax = 2.25, ymin = 18, ymax = 22, alpha = .2)


[image: ]


也可以在某一个范围画一条线段


> ggplot(data,  aes(x,y)) + geom_point() + ggtitle("my title") + xlab("New x label") + ylab("New y label") + annotate("segment", x = 1.75, xend = 2.25, y = 18, yend = 22, colour = "blue")


[image: ]


 


坐标系统


我们看下面这个例子：


> x <- c(1,2,3)
> y <- c(10,20,30)
> data <- data.frame(x, y)
>  ggplot(data,  aes(x,y)) + geom_point()


[image: ]


请尊重原创，转载请注明来源网站www.shareditor.com以及原始链接地址


我们发现坐标上x和y是不等比例的，x的宽度1相当于y宽度10，怎么样可以让其等比例显示呢？


>  ggplot(data,  aes(x,y)) + geom_point() + coord_fixed(ratio = 1)


[image: ]


如果我们希望横过来显示，那么也可以这样让坐标轴对调：


>  ggplot(data,  aes(x,y)) + geom_point() + coord_flip()


[image: ]


有时我们希望把坐标变换成极坐标，如下：


>  ggplot(data,  aes(x,y)) + geom_point() +coord_polar(theta = "y")


[image: ]


 


分网格展示


分网格显示便于把不同组数据分离观察


按x的值分成多行


>  ggplot(data,  aes(x,y)) + geom_point() + facet_grid(x ~ .)


[image: ]


按y的值分成多列


>  ggplot(data,  aes(x,y)) + geom_point() + facet_grid(. ~ y)


[image: ]


按x和y分成网格


>  ggplot(data,  aes(x,y)) + geom_point() + facet_grid(x ~ y)


[image: ]


按照某一个类别分成多个网格


> x
[1] 1 2 3
> y
[1] 10 20 30
> z <- c("type1", "type2", "type1")
> data <- data.frame(x, y, z)
>  ggplot(data,  aes(x,y)) + geom_point() + facet_wrap(~z)


[image: ]


如果我们希望分两行展示，那么可以：


>  ggplot(data,  aes(x,y)) + geom_point() + facet_wrap(~z, nrow=2)


[image: ]


 


主题风格


我们可以选择不同的主题风格，像如下几种，当然还有很多：


> ggplot(data,  aes(x,y)) + geom_point() +  theme_light()
> ggplot(data,  aes(x,y)) + geom_point() +  theme_dark()
> ggplot(data,  aes(x,y)) + geom_point() +  theme_gray()


[image: ]


快速画图


如果我们需求比较简单，不想写那么长的命令，可以使用qplot来简单画图，它实际上也是自动转化成ggplot来画图的


比如我们要画一个y = x^2的曲线，那么可以这样：


> a <- -100:100
> b <- a ^ 2
> qplot(a, b)


[image: ]
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下载方式


小二兔机器人获取


打开小二兔机器人页面：http://www.shareditor.com/chatbot/


问他：“机器学习资料”


他会告诉你最新的下载地址


 


微信订阅号下载


扫码关注我的微信订阅号，并发送：“机器学习资料”
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