
TensorFlow 中文文档 1.8


TensorFlow Docs 是由掘金翻译计划实时维护的 TensorFlow 官方文档中文版，维护者为全球各大公司开发人员和各著名高校研究者及学生。欢迎大家加入维护团队，欢迎提 Issue 和 PR，参与之前请阅读文档维护说明。


	TensorFlow 中文文档已更新至 V1.8

	阅读文档请到 👉 https://tensorflow.juejin.im

	推荐学习顺序等更多内容详见：TensorFlow Docs WIKI

	相关术语表：TensorFlow 术语表，人工智能术语表

	掘金翻译计划欢迎大家的加入，详见 👉 加入我们



最后更新：2018.5.19




    	
                开始
                    
                
            

    	
                概述
                    
                
            

    	
                教程
                    
                
            

    	
                JavaScript
                    
                
            

    	
                性能
                    
                
            

    	
                社区
                    
                
            

    	
                开发者指南
                    
                
            

    	
                扩展
                    
                
            

    	
                安装 TensorFlow
                    
                
            

    	
                部署
                    
                
            

    	
                关于 TensorFlow
                    
                
            




开始

如果你不熟悉机器学习，我们建议你在深入研究 TensorFlow 文档之前参加下面这个在线课程：


	机器学习速成课程：引入了机器学习概念并鼓励用现有的 TensorFlow 代码进行实验。



TensorFlow 是一个机器学习工具，主要为深度神经网络模型设计，同时也包含了大量的其它功能。

开始学习 TensorFlow 最简单的方法是使用 Eager Execution。

开始使用 Eager Execution

TensorFlow 提供了许多 API。本节的其余部分重点介绍提供可扩展的高性能模型的 Estimator API。要开始使用 Estimators，首先阅读以下文档：


	Graph Execution 入门

	Premade Estimators



下面的文档介绍了高阶 API 中的关键功能：


	检查点

	特征列

	数据集：快速了解

	创建定制化 Estimator



下面的文档适用于进阶用户：


	底层 API 编程介绍

	开发者指南

	教程




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 Beginners


开始使用 Eager Execution

Colab notebook


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


Graph Execution 入门

该文档阐述了如何使用机器学习，对鸢尾花的种属（Iris flowers Dataset）进行分类，深入 TensorFlow 源码，阐述机器学习基本原理。

如果你符合下列三个条件，就继续看下去吧：


	或多或少听说过机器学习

	想学习编写 TensorFlow 程序

	会使用 Python 编程



Premade Estimators

如果你想了解很多关于机器学习的基础知识，建议学习下机器学习速成教程。

鸢尾花分类问题

假设你是一个植物学家，想将鸢尾花自动分类。机器学习提供多种分类算法。比如，优秀的分类算法通过图像识别对花进行分类。而我们不想止步于此，我们想要在仅知道花瓣、花萼的长度以及宽度的情况下对花进行分类。

鸢尾花专家能识别出 300 多个花种，不过我们的程序目前在以下三种中进行分类：


	setosa 类

	virginica 类

	versicolor 类



[image: 三种鸢尾花呈现出的不同花瓣花萼外形]

从左至右，Iris setosa (by Radomil, CC BY-SA 3.0)，Iris versicolor (by Dlanglois, CC BY-SA 3.0) 和 Iris virginica (by Frank Mayfield，CC BY-SA 2.0)。

 

我们找来 Iris 数据集，包含 120 条带有花萼、花瓣测量的数据。该数据集非常典型，是机器学习分类问题很好的入门材料。(MNIST 数据集，包含大量手写数字，也是分类问题的典型常用数据)。

Iris 数据集的前 5 行如下：



	花萼长度
	花萼宽度
	花瓣长度
	花瓣宽度
	种属





	6.4
	2.8
	5.6
	2.2
	2



	5.0
	2.3
	3.3
	1.0
	1



	4.9
	2.5
	4.5
	1.7
	2



	4.9
	3.1
	1.5
	0.1
	0



	5.7
	3.8
	1.7
	0.3
	0







我们首先介绍一些术语：


	最后一列 (种属) 被称为 标记（label）；前四列被称为 特征（feature）。特征用来形容样本数据，标记用于之后的结果预测。



	一个 样本（example）包含所有特征的集合和样本的标记。上表中，5 条样本数据来自于一个数据量为 120 条数据的数据集。





每个标记都是一个字符串（例如，“setosa”），但由于机器学习通常使用数字，因而我们将每个字符串与数字相对应，对应范式如下：


	0 对应 setosa

	1 对应 versicolor

	2 对应 virginica



更多标签和示例样本请见 机器学习速成课程的 ML 术语部分。

模型训练

模型（model）可以看作是特征与标记之间的关系。在鸢尾花问题中，模型定义了花萼花瓣测量数据与花种属之间的关系。有时短短几行代数符号就可以描述一个简单的模型；而有些复杂的模型包含大量的数学符号与复杂的变量关系，很难数字化表达。

现在问题来了：四个特征，一个花种属标记，你能在不使用机器学习的情况下，定义它们之间的关系么？换句话问，你能使用传统的程序语言（比如大量诸如 if/else 的条件语句）来创建模型么？有这个可能。如果你有大把的时间研究数据集，最终也许会找到花萼花瓣与花种属之间的关系。然而，一个好的机器学习算法能够为你预测模型。只要你有足够数量的，足够有代表性的数据，套用适当的模型，最终程序会帮你完美定义花种属与花萼花瓣的关系。

训练 （training）是监督式机器学习的一个阶段，是模型逐渐优化（自我学习）的过程。

鸢尾花问题是 监督式学习 的一个典型，这类模型通过标记的样本数据训练得出。

还有一类机器学习：无监督式学习。这类样本模型是未标记的，模型只通过特征寻找规律。）

运行示例程序前的准备工作

在运行示例程序前，先安装 TensorFlow：


	安装 TensorFlow

	如果你是使用 virtualenv 或 Anaconda 安装 TensorFlow 的，初始化 TensorFlow 环境。

	安装/升级 pandas :

pip install pandas





按照以下步骤，找到示例程序：


	将 TensorFlow 模型 远程仓库从 github 克隆到本地，命令如下：

`git clone https://github.com/tensorflow/models`




	在该分支下，cd 到包含本文示例代码的目录下：

`cd models/samples/core/get_started/`






在 get_started 文件目录下，找到名为 premade_estimator.py的 python 文件。

运行示例程序

像运行 Python 程序一样运行 TensorFlow 程序。在命令行敲如下命令运行 premade_estimators.py：

python premade_estimator.py


运行程序后会输出一大堆信息，结尾 3 行是预测结果，如下：

...
Prediction is "Setosa" (99.6%), expected "Setosa"

Prediction is "Versicolor" (99.8%), expected "Versicolor"

Prediction is "Virginica" (97.9%), expected "Virginica"


如果程序报错，没有生成预测结果。查看以下问题：


	是否成功安装 TensorFlow ？

	是否使用了正确版本的 TensorFlow ？程序premade_estimators.py需要版本号至少为 TensorFlow v1.4。

	如果你通过 virtualenv 或 Anaconda 安装的 TensorFlow，是否初始化环境？



TensorFlow 技术栈

如下图所示，TensorFlow 技术栈提供了多层 API



TensorFlow 编程环境

 

在开始写 TensorFlow 程序时，我们强烈建议您使用下列两类高层 API：


	Estimators

	Datasets



尽管我们偶尔需要使用到其它底层 API ，这篇文档将主要介绍这两类 API。

程序代码

有耐心看到这里的读者，来，我们继续深挖代码。和大部分 TensorFlow 程序相似，如下是premade_estimator.py程序的例行步骤：


	引入数据集并解析

	创建特征列描述数据

	选择模型

	训练模型

	评估模型

	使用训练后的模型进行预测。



下面各小节展开解释。

引入数据集并解析

鸢尾花问题需要引入下列两个 csv 文件的数据：


	训练数据集http://download.tensorflow.org/data/iris_training.csv

	测试数据集http://download.tensorflow.org/data/iris_test.csv



训练数据集 包含用来训练模型的样本；测试数据集 包含用来评估模型的样本。

训练数据集和测试数据集在最开始是在同一个数据集中，后来该样本数据集被处理：其中的大部分作为训练数据、剩余部分作为测试数据。增加训练集样本数量通常能构造出更好的模型，而增加测试集样本的数量能够更好的评估模型。

premade_estimators.py 程序通过 load_data 函数读取相邻路径的 iris_data.py 文件并解析为训练集和测试集。

代码如下（包含详细注释）

# 定义数据 csv 文件地址
TRAIN_URL = "http://download.tensorflow.org/data/iris_training.csv"
TEST_URL = "http://download.tensorflow.org/data/iris_test.csv"

CSV_COLUMN_NAMES = ['SepalLength', 'SepalWidth',
                    'PetalLength', 'PetalWidth', 'Species']

...

def load_data(label_name='Species'):
    """Parses the csv file in TRAIN_URL and TEST_URL."""

    # 新建路径本地训练集文件
    train_path = tf.keras.utils.get_file(fname=TRAIN_URL.split('/')[-1],
                                         origin=TRAIN_URL)
    # 训练集路径为: ~/.keras/datasets/iris_training.csv

    # 解析本地 CSV 文件
    train = pd.read_csv(filepath_or_buffer=train_path,
                        names=CSV_COLUMN_NAMES,  # 列
                        header=0  # 忽略 CSV 文件首行
                       )
    # 定义 train 变量为 DataFrame（pandas 库中类似表的数据结构）。

    # 1. 定义变量 train_label 为样本标记，DataFrame 的最右行，
    # 2. 从 DataFrame 中删除最右行，
    # 3. 定义 DataFrame 中的剩余行为 train_features 样本特征。
    train_features, train_label = train, train.pop(label_name)

    # 对测试数据集执行上述操作
    test_path = tf.keras.utils.get_file(TEST_URL.split('/')[-1], TEST_URL)
    test = pd.read_csv(test_path, names=CSV_COLUMN_NAMES, header=0)
    test_features, test_label = test, test.pop(label_name)

    # 返回解析好的 DataFrame
    return (train_features, train_label), (test_features, test_label)


Keras 是一个开源机器学习库；tf.keras 是 TensorFlow 对 Keras 的实现。premade_estimator.py 程序只是 tf.keras 的一个函数入口，即： tf.keras.utils.get_file 方法，使拷贝远程 CSV 文件到本地系统更便捷。

调用 load_data 函数返回值为两组 (feature,label) 对，两组数据相对应训练集和测试集：

    # 调用 load_data() 解析 CSV 文件
    (train_feature, train_label), (test_feature, test_label) = load_data()


Pandas 是一个开源的 Python 库，被用于 TensorFlow 函数中。Pandas 的DataFrame 是类似表的数据结构，每一列有列头，每一行有行标。下例为 test_feature DataFrame。

    SepalLength  SepalWidth  PetalLength  PetalWidth
0           5.9         3.0          4.2         1.5
1           6.9         3.1          5.4         2.1
2           5.1         3.3          1.7         0.5
...
27          6.7         3.1          4.7         1.5
28          6.7         3.3          5.7         2.5
29          6.4         2.9          4.3         1.3


描述数据

特征列

tf.feature_column.numeric_column

# 为所有特征创建特征列
my_feature_columns = []
for key in train_x.keys():
    my_feature_columns.append(tf.feature_column.numeric_column(key=key))


下面代码不那么优雅，但更清楚地编码了上述过程，

my_feature_columns = [
    tf.feature_column.numeric_column(key='SepalLength'),
    tf.feature_column.numeric_column(key='SepalWidth'),
    tf.feature_column.numeric_column(key='PetalLength'),
    tf.feature_column.numeric_column(key='PetalWidth')
]


选择模型类型

接下来我们需要选择要训练的模型类型。模型有很多，但找到最理想的模型需要一定经验。我们选择神经网络解决鸢尾花问题。

通过 神经网络 可以找到特征和标记间的复杂关系。神经网络是一个高度结构化的图，组成了一个或多个 隐藏层。每个隐藏层包含一个或多个 神经元。神经网络有不同的类别。这里我们使用 全连接神经网络，就是说：每一层中神经元的输入，来自于上一层的 所有 神经元。举个例子，下图阐述了全连接神经网络，它包含 3 个隐藏层：


	第一层有 4 个神经元，

	第二次有 3 个神经元，

	第三层有 2 个神经元。





包含 3 个隐藏层的神经网络

 

有关神经网络的更详细介绍请见机器学习速成课程之神经网络介绍。

我们通过实例化一个 Estimator 类来指定模型类型。TensorFlow 提供两类 Estimator：


	预定义 Estimator，代码已经由他人写好。

	定制 Estimator，你需要或多或少自己写代码。



tf.estimator.DNNClassifier

    classifier = tf.estimator.DNNClassifier(
        feature_columns=my_feature_columns,
        hidden_units=[10, 10],
        n_classes=3)


使用 hidden_units 参数定义每一隐藏层中神经元的数量。赋值该参数一个列表。如下：

        hidden_units=[10, 10],


hidden_units列表的长度即隐藏层数（此处为 2 层）。列表中的每一个数值代表着该层神经元的个数（此处第一层有 10 个神经元，第二层有 10 个神经元）。只需简单地改变hidden_units的列表参数，就可以调试隐藏层数或神经元的个数。

理想的层数/神经元数量是由数据集或问题本身决定的。正如同机器学习领域的其它方方面面，选择好神经网络的形状，需要大量实验和多方面的知识储备。根据经验法则，增加隐藏层数量/神经元数量往往能构造更强大的模型，这需要更多数据的有效训练。

参数规定了神经网络预测可能值的数量。由于该问题中对 3 中鸢尾花进行分类，我们设置n_classes为 3。

tf.Estimator.DNNClassifier 的构造函数有一个可选参数 optimizer 优化器，在这里我们的程序没有声明。优化器 控制着模型怎样训练。当你在机器学习领域深入，优化器和学习率  （learning rate）将会变的很重要。

训练模型

实例化 tf.Estimator.DNNClassifier 搭建了一个学习模型的框架。抽象来说，我们织好了一张网络，但还没有载入数据。

现在通过调用 estimator 对象的 train 方法训练神经网络。如下：

    classifier.train(
        input_fn=lambda:train_input_fn(train_feature, train_label, args.batch_size),
        steps=args.train_steps)


steps参数值指：通过多少次迭代后停止模型训练。steps 参数越大，意味着训练模型的时间越长。但训练模型时间越长，并不意味着模型更好。args.train_steps 的缺省值为 1000，训练的步骤数是一个可以调优的超参数。选择恰当的步骤数往往需要大量经验实践的积累。

input_fn 参数赋值为获得训练数据的函数，train 方法的调用通过 train_input_fn 函数获得训练数据。下面是该函数签名：

def train_input_fn(features, labels, batch_size):


给 train_input_fn 传入下列参数值：


	train_feature 是一个 Python 的字典，该字典中：
	key 为样本特征名，

	value 为一个包含训练集所有样本值的数组





	train_label 为一个包含训练集所有样本标记的数组

	args.batch_size 数据类型为整型，定义了批量大小。



train_input_fn 函数依赖于 Dataset API。这是一个高层 TensorFlow API，用于读取数据并转化成 train 方法所需的格式。

下面的函数调用将输入的特征和标记转化为一个 tf.data.Dataset 对象，Dataset API的基类:

    dataset = tf.data.Dataset.from_tensor_slices((dict(features), labels))


tf.dataset 类给训练提供了许多有用的预备样本。比如下面 3 个函数:

    dataset = dataset.shuffle(buffer_size=1000).repeat(count=None).batch(batch_size)


随机的训练样本会使训练效果更好。通过函数 tf.data.Dataset.shuffle 将样本随机化，设置 buffer_size 值大于样本数量（120）以确保数据洗牌效果。

训练过程中，train 方法通常要多次处理样本。不带参数调用 tf.data.Dataset.repeat 使 train 方法有无穷的（通过不断随机化过程模拟）训练样本集。

train 方法每次批量处理样本，都通过tf.data.Dataset.batch方法串联多个样本创建一个批处理。我们程序中设置默认 批量大小 为 100，意味着 batch 方法串联几组数量为 100 的样本。理想的批量大小取决于问题本身，根据经验法则，小批量往往可以使 train 方法更快地训练模型，但有时候要付出准确率下降的代价。

return 返回一批样本给调用方法（train 方法）。

   return dataset.make_one_shot_iterator().get_next()


评估模型

评估 用来判断模型预测结果的有效性。为了评价鸢尾花分类模型的有效性，我们向模型传入一些花瓣花萼的测量值，让其预测传入数据的花种属，然后对比模型的预测结果与实际标记。举例说明，模型若能够预测正确一半的样本数据，则准确率为 0.5。下面例子展示了一个更有效的模型：


  
    	
       测试集
  

  
    	特征
    	标记
    	预测
  

   	5.9
 	3.0
 	4.3
 	1.5
 	1
          	1


   	6.9
 	3.1
 	5.4
 	2.1
 	2
          	2


   	5.1
 	3.3
 	1.7
 	0.5
 	0
          	0


   	6.0
 	3.4
 	4.5
 	1.6
 	1
          	2


   	5.5
 	2.5
 	4.0
 	1.3
 	1
          	1





该模型有 80% 正确率

 

为了评估模型的有效性，每个 estimator 都提供了 evaluate 方法。premade_estimator.py 程序中调用 evaluate 如下：

# 评估模型
eval_result = classifier.evaluate(
    input_fn=lambda:eval_input_fn(test_x, test_y, args.batch_size))

print('\nTest set accuracy: {accuracy:0.3f}\n'.format(**eval_result))


调用 classifier.evaluate 和 classifier.train 类似。最大的区别在于classifier.evaluate 需要从测试数据集获取数据，而非训练数据集。换句话说，为了公平地评估模型的有效性，用来评估模型的样本和用于训练的样本必需不同。我们通过调用 eval_input_fn 函数处理了测试集的一批样本。如下：

def eval_input_fn(features, labels=None, batch_size=None):
    """An input function for evaluation or prediction"""
    if labels is None:
        # 无标记，仅使用特征
        inputs = features
    else:
        inputs = (features, labels)

    # 转换输入为 tf.dataset 对象
    dataset = tf.data.Dataset.from_tensor_slices(inputs)

    # 批量处理样本
    assert batch_size is not None, "batch_size must not be None"
    dataset = dataset.batch(batch_size)

    # 返回流程的读结尾
    return dataset.make_one_shot_iterator().get_next()


简单来说，eval_input_fn 在调用 classifier.evaluate 函数时做了以下步骤：


	处理测试集数据，将特征和标记转化为 tf.dataset 对象。

	创建一批测试集样本（测试集样本不需要洗牌或重复随机化）。

	返回测试集样本给 classifier.evaluate。



执行代码得出类似下面的输出：

Test set accuracy: 0.967


准确率 0.967 意味着：我们训练出的模型能将测试集里 30 个鸢尾花样本中的 29 个正确分类。

更深入地了解评估模型的不同指标请看机器学习速成课程的分类部分。

预测

现在我们训练好模型，而且“证明”了在鸢尾花分类问题中它还不错，虽然并不完美。现在我们用训练的模型在无标记样本（没有标记仅有特征的样本）上做预测；

在实际生活中，无标记的样本来自不同来源：应用中，CSV 文件，数据流等。不过现在我们简单起见，人造下面几个无标记样本：

    predict_x = {
        'SepalLength': [5.1, 5.9, 6.9],
        'SepalWidth': [3.3, 3.0, 3.1],
        'PetalLength': [1.7, 4.2, 5.4],
        'PetalWidth': [0.5, 1.5, 2.1],
    }


每个 estimator 提供一个提供一个 predict 方法，premade_estimator.py 这样调用：

predictions = classifier.predict(
    input_fn=lambda:eval_input_fn(predict_x,
                              labels=None,
                              batch_size=args.batch_size))


同 evaluate 方法一样，predict 方法通过 eval_input_fn 收集样本。

预测时，我们不传标记给 eval_input_fn，而是做如下步骤：


	将我们刚刚人造的 3-元素 数据集特征转换。

	从刚才的数据集中创建批量的 3 个样本。

	返回批量的样本给 classifier.predict。



predict 方法返回了一个 python iterable 对象，以字典结构输出每个样本的预测结果。该字典包含多个键值对。probabilities 的值是一个包含 3 个浮点值的列表，每个浮点值代表输入样本是该鸢尾花种属的可能性。例如，下面这个 probabilities 列表：

'probabilities': array([  1.19127117e-08,   3.97069454e-02,   9.60292995e-01])


该列表表明：


	该鸢尾花样本是 Setosa 的概率忽略不计。

	有 3.97% 概率为 Versicolor 类。

	有 96.0% 概率为 Virginica 类。



class_ids 的值为仅有一个元素的数组，表明该样本最有可能是哪个种类：

'class_ids': array([2])


第 2 类对应 Virginica 类鸢尾花。下面代码迭代整个 predictions 并针对每个 predictions 生成报告：

for pred_dict, expec in zip(predictions, expected):
    template = ('\nPrediction is "{}" ({:.1f}%), expected "{}"')

    class_id = pred_dict['class_ids'][0]
    probability = pred_dict['probabilities'][class_id]
    print(template.format(iris_data.SPECIES[class_id], 100 * probability, expec))


程序输出如下：

...
Prediction is "Setosa" (99.6%), expected "Setosa"

Prediction is "Versicolor" (99.8%), expected "Versicolor"

Prediction is "Virginica" (97.9%), expected "Virginica"


小结

此文档简要的介绍了机器学习。

由于 premade_estimators.py 依赖于高层 API，机器学习中大部分的复杂数学被隐藏。如果你想要深入学习机器学习，我们推荐学习梯度下降，批量，还有神经网络。

特征列


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


Premade Estimators

该文档将介绍 TensorFlow 的编程环境，并会向你展示如何使用 TensorFlow 解决 Iris 分类问题。

前置要求

你需要先做如下几件事，才能够使用本文档的样例代码：


	安装 TensorFlow

	如果你在 virtualenv 或者 Anaconda 上安装了 TensorFlow，启动你的 TensorFlow 环境。

	通过以下命令安装或升级 pandas：

  pip install pandas






获取样例代码

通过以下几步来获得我们将要使用的样例代码：


	通过键入以下命令从 GitHub 下载 TensorFlow Models 仓库：

 git clone https://github.com/tensorflow/models




	进入含有样例的文件夹：

 cd models/samples/core/get_started/






我们在本文档中将使用的程序是

premade_estimator.py.

这个程序使用

iris_data.py

来获取训练数据。

运行程序

运行 TensorFlow 的程序和运行其他的 Python 程序方法一样。例如

python premade_estimator.py


程序将会输出一些训练日志，还有一些对测试集的预测结果。例如，下列输出的第一行显示出，模型认为测试集中的第一个例子为 Setosa 的概率为 99.6%。由于测试集中确实为 Setosa，这表示此次预测表现不错。

...
Prediction is "Setosa" (99.6%), expected "Setosa"

Prediction is "Versicolor" (99.8%), expected "Versicolor"

Prediction is "Virginica" (97.9%), expected "Virginica"


如果程序出现报错，那么请自查如下问题：


	你正确地安装 TensorFlow 了吗？

	你使用的是正确版本的 TensorFlow 吗？

	你启动安装了 TensorFlow 的环境了吗？（这条仅会出现在一些特定的安装方法中）



程序栈

在深入程序细节之前，让我们先了解一下程序的环境。如下所示，TensorFlow 提供了一个含有很多 API 层的程序栈：





我们强烈建议使用如下 API 编写 TensorFlow 程序：


	评估器

	数据集：快速了解



对　irises　分类：概览

本文档中的这个样例程序搭建并测试了一个模型，根据花的萼片和花瓣将 Iris 花分成不同种类。


[image: 三个 Iris 花种的花瓣几何形状的对比： Iris setosa, Iris virginica, and Iris versicolor]


从左至右为

Iris setosa (by

Radomil, CC BY-SA 3.0),

Iris versicolor (by

Dlanglois, CC BY-SA 3.0),

and Iris virginica

(by Frank Mayfield, CC BY-SA

2.0).

数据集

Iris 数据集包含四个特征和一个标签。四个特征定义了 Iris 花的植物特征：


	花萼长度

	花萼宽度

	花瓣长度

	花瓣宽度



我们的模型会用 float32 类型的数据来表示这些特征。

标签表明了 Iris 的种类，必须为以下一种：


	Iris setosa (0)

	Iris versicolor (1)

	Iris virginica (2)



我们的模型会用 int32 类型的数据来表示这些标签。

下面的表格显示了数据集中的三个例子：



	花萼长度    
	花萼宽度    
	花瓣长度    
	花瓣宽度  
	类别（标签）





	5.1
	3.3
	1.7
	0.5
	0 (Setosa)



	5.0
	2.3
	3.3
	1.0
	1 (versicolor)



	6.4
	2.8
	5.6
	2.2
	2 (virginica)







算法

程序训练了一个深度神经网络分类模型，有着如下的拓扑结构：


	2 个隐藏层。

	每个隐藏层拥有 10 个节点。



下图展示了神经网络中的特征，隐藏层和预测结果（隐藏层中的节点没有全部显示出来）：


[image: A diagram of the network architecture: Inputs, 2 hidden layers, and outputs]


接口

在未标记的样例上运行一个训练好的模型，会产生三个预测，分别是该花朵分别属于三种 Iris 类别的概率。这三个预测值的和为 1.0。例如，对一个未标记的样例的预测可能如下所示：


	Iris Setosa 的可能性为 0.03

	Iris Versicolor 的可能性为 0.95

	Iris Virginica 的可能性为 0.02



这个预测意味着所给的未标记样例有 95% 的概率为 Iris Versicolor 品种。

使用 Estimators 编程的概览

评估器

tf.estimator.Estimator

要写出一个基于预制的 Estimator 的 TensorFlow 程序，你可以进行如下任务：


	创建一个或多个输入函数。

	定义模型的特征列。

	实例化一个 Estimator，定义特征列和各类超参数。

	在 Estimator 对象上调用一个或多个方法，传入合适的输入函数来作为数据源。



让我们看看这些任务是如何实现 Iris 分类的。

创建输入函数

你必须创建一个可以为训练，评估和预测提供数据提供支持的输入函数。

tf.data.Dataset


	features - 一个 Python 字典：

    每个键为特征的名字。
    每个值为一个包含所有该特征的值的数组。

	label - 一个数组包含着所有例子的标签 。



这里有一个输入函数的实现，来展示它的格式：

def input_evaluation_set():
    features = {'SepalLength': np.array([6.4, 5.0]),
                'SepalWidth':  np.array([2.8, 2.3]),
                'PetalLength': np.array([5.6, 3.3]),
                'PetalWidth':  np.array([2.2, 1.0])}
    labels = np.array([2, 1])
    return features, labels


你的输入函数可以通过任意的方法来生成 features 字典和 label 列表。不过，我们推荐使用 TensorFlow 的 Dataset API，它可以处理所有种类的数据。从高层次看，Dataset API 包含了如下的类：


[image: 一个显示数据集类的子类的表格]


其中，单独的成员为：


	Dataset - 包含创建和传输数据集的基类。同时也允许你通过内存中的数据来初始化数据集，或从一个 Python 生成器。

	TextLineDataset - 从文本文件逐行读取

	TFRecordDataset - 从 TFRecord 文件读取记录

	FixedLengthRecordDataset - 从二进制文件读取固定大小的记录

	Iterator - 提供了一种每次获取数据集中的元素的方法



Dataset API 可以为你处理很多常见的情况。例如，使用它可以简单地从一系列巨大的文件中并行地读取记录并合成一个单个的流。

为了让这个例子简单易见，我们将会使用 pandas 来加载数据，并根据这个在内存中的数据来建立我们的输入管道。

这个是此程序训练中使用的输入函数，可以在iris_data.py找到。

def train_input_fn(features, labels, batch_size):
    """训练中使用的输入函数"""
    # 将输入变为一个 Dataset
    dataset = tf.data.Dataset.from_tensor_slices((dict(features), labels))

    # 打乱，重复并将样例分批次
    return dataset.shuffle(1000).repeat().batch(batch_size)


定义特征列

tf.feature_column

对于 Iris 来说，4 个原始的特征为数值，所以我们将会建立一个特征列的列表来告诉 Estimator 模型，将四个特征分别表示为 32 位的浮点数值。因此，用于建立特征列的代码为：

# Feature columns describe how to use the input.
my_feature_columns = []
for key in train_x.keys():
    my_feature_columns.append(tf.feature_column.numeric_column(key=key))


特征列

如今我们有了如何让模型表示原始特征的定义，我们可以开始搭建 Estimator 了。

实例化一个 Estimator

Iris 问题是一个经典的分类问题。幸运的是，TensorFlow 提供了一些预制的 Estimator 分类器，包含：


	tf.estimator.DNNClassifier

	tf.estimator.DNNLinearCombinedClassifier

	tf.estimator.LinearClassifier



对于 Iris 问题，tf.estimator.DNNClassifier 看起来是最佳选择。以下是我们如何实例化这个 Estimator：

# 创建一个有两个隐藏层和每层10个节点的 DNN 
classifier = tf.estimator.DNNClassifier(
    feature_columns=my_feature_columns,
    # 两个隐藏层，每层 10 个节点。
    hidden_units=[10, 10],
    # 模型必须在 3 个类别中作出选择
    n_classes=3)


训练，评估和预测

现在我们有了一个 Estimator 对象，我们可以调用方法来做如下事情：


	训练模型

	评估训练好的模型

	使用训练好的模型进行预测



训练模型

像如下一样调用 Estimator 的 train 方法来训练模型：

# 训练模型
classifier.train(
    input_fn=lambda:iris_data.train_input_fn(train_x, train_y, args.batch_size),
    steps=args.train_steps)


这里我们将 input_fn 的调用包含在一个 lambda 中来在提供一个无参数的输入函数时获取 Estimator 所需的参数。steps 参数告诉方法要在一定数量的训练次数后停止训练。

评估训练好的模型

如今模型已被训练好，我们可以获得一些它的表现数据了。下面的代码片段评估了该模型在测试集上的准确率：

# 评估该模型
eval_result = classifier.evaluate(
    input_fn=lambda:iris_data.eval_input_fn(test_x, test_y, args.batch_size))

print('\nTest set accuracy: {accuracy:0.3f}\n'.format(**eval_result))


与我们调用 train 方法不同，我们并不能将 steps 参数传给评估方法。我们的 eval_input_fn 仅产生了一次epoch（轮数） 的数据。

运行这段代码会产生如下的输出（或者类似的东西）：

Test set accuracy: 0.967


通过训练好的模型进行预测

我们如今有了一个训练好的模型，而且能拥有不错的评估结果。我们现在可以使用训练好的模型，基于一些未标记的样例来预测 Iris 花朵的类型了。与训练和评估相同，我们进行预测时只需进行一次函数调用：

# 通过模型进行预测
expected = ['Setosa', 'Versicolor', 'Virginica']
predict_x = {
    'SepalLength': [5.1, 5.9, 6.9],
    'SepalWidth': [3.3, 3.0, 3.1],
    'PetalLength': [1.7, 4.2, 5.4],
    'PetalWidth': [0.5, 1.5, 2.1],
}

predictions = classifier.predict(
    input_fn=lambda:iris_data.eval_input_fn(predict_x,
                                            batch_size=args.batch_size))


predict 方法返回了一个 Python 的可迭代类型，是一个含有每个例子的预测结果的字典。如下的代码打印出了一些预测和它们的可能性：

template = ('\nPrediction is "{}" ({:.1f}%), expected "{}"')

for pred_dict, expec in zip(predictions, expected):
    class_id = pred_dict['class_ids'][0]
    probability = pred_dict['probabilities'][class_id]

    print(template.format(iris_data.SPECIES[class_id],
                          100 * probability, expec))


运行以上的代码会出现下面的结果：

...
Prediction is "Setosa" (99.6%), expected "Setosa"

Prediction is "Versicolor" (99.8%), expected "Versicolor"

Prediction is "Virginica" (97.9%), expected "Virginica"


总结

预制的 Estimator 是一个很有效的快速创建标准模型的方法。

现在如果你已经开始编写 TensorFlow 程序了，那么注意关注如下的资料：


	检查点

	数据集：快速了解

	创建定制化 Estimator




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 Estimators


Graph Execution 入门

该文档阐述了如何使用机器学习，对鸢尾花的种属（Iris flowers Dataset）进行分类，深入 TensorFlow 源码，阐述机器学习基本原理。

如果你符合下列三个条件，就继续看下去吧：


	或多或少听说过机器学习

	想学习编写 TensorFlow 程序

	会使用 Python 编程



Premade Estimators

如果你想了解很多关于机器学习的基础知识，建议学习下机器学习速成教程。

鸢尾花分类问题

假设你是一个植物学家，想将鸢尾花自动分类。机器学习提供多种分类算法。比如，优秀的分类算法通过图像识别对花进行分类。而我们不想止步于此，我们想要在仅知道花瓣、花萼的长度以及宽度的情况下对花进行分类。

鸢尾花专家能识别出 300 多个花种，不过我们的程序目前在以下三种中进行分类：


	setosa 类

	virginica 类

	versicolor 类



[image: 三种鸢尾花呈现出的不同花瓣花萼外形]

从左至右，Iris setosa (by Radomil, CC BY-SA 3.0)，Iris versicolor (by Dlanglois, CC BY-SA 3.0) 和 Iris virginica (by Frank Mayfield，CC BY-SA 2.0)。

 

我们找来 Iris 数据集，包含 120 条带有花萼、花瓣测量的数据。该数据集非常典型，是机器学习分类问题很好的入门材料。(MNIST 数据集，包含大量手写数字，也是分类问题的典型常用数据)。

Iris 数据集的前 5 行如下：



	花萼长度
	花萼宽度
	花瓣长度
	花瓣宽度
	种属





	6.4
	2.8
	5.6
	2.2
	2



	5.0
	2.3
	3.3
	1.0
	1



	4.9
	2.5
	4.5
	1.7
	2



	4.9
	3.1
	1.5
	0.1
	0



	5.7
	3.8
	1.7
	0.3
	0







我们首先介绍一些术语：


	最后一列 (种属) 被称为 标记（label）；前四列被称为 特征（feature）。特征用来形容样本数据，标记用于之后的结果预测。



	一个 样本（example）包含所有特征的集合和样本的标记。上表中，5 条样本数据来自于一个数据量为 120 条数据的数据集。





每个标记都是一个字符串（例如，“setosa”），但由于机器学习通常使用数字，因而我们将每个字符串与数字相对应，对应范式如下：


	0 对应 setosa

	1 对应 versicolor

	2 对应 virginica



更多标签和示例样本请见 机器学习速成课程的 ML 术语部分。

模型训练

模型（model）可以看作是特征与标记之间的关系。在鸢尾花问题中，模型定义了花萼花瓣测量数据与花种属之间的关系。有时短短几行代数符号就可以描述一个简单的模型；而有些复杂的模型包含大量的数学符号与复杂的变量关系，很难数字化表达。

现在问题来了：四个特征，一个花种属标记，你能在不使用机器学习的情况下，定义它们之间的关系么？换句话问，你能使用传统的程序语言（比如大量诸如 if/else 的条件语句）来创建模型么？有这个可能。如果你有大把的时间研究数据集，最终也许会找到花萼花瓣与花种属之间的关系。然而，一个好的机器学习算法能够为你预测模型。只要你有足够数量的，足够有代表性的数据，套用适当的模型，最终程序会帮你完美定义花种属与花萼花瓣的关系。

训练 （training）是监督式机器学习的一个阶段，是模型逐渐优化（自我学习）的过程。

鸢尾花问题是 监督式学习 的一个典型，这类模型通过标记的样本数据训练得出。

还有一类机器学习：无监督式学习。这类样本模型是未标记的，模型只通过特征寻找规律。）

运行示例程序前的准备工作

在运行示例程序前，先安装 TensorFlow：


	安装 TensorFlow

	如果你是使用 virtualenv 或 Anaconda 安装 TensorFlow 的，初始化 TensorFlow 环境。

	安装/升级 pandas :

pip install pandas





按照以下步骤，找到示例程序：


	将 TensorFlow 模型 远程仓库从 github 克隆到本地，命令如下：

`git clone https://github.com/tensorflow/models`




	在该分支下，cd 到包含本文示例代码的目录下：

`cd models/samples/core/get_started/`






在 get_started 文件目录下，找到名为 premade_estimator.py的 python 文件。

运行示例程序

像运行 Python 程序一样运行 TensorFlow 程序。在命令行敲如下命令运行 premade_estimators.py：

python premade_estimator.py


运行程序后会输出一大堆信息，结尾 3 行是预测结果，如下：

...
Prediction is "Setosa" (99.6%), expected "Setosa"

Prediction is "Versicolor" (99.8%), expected "Versicolor"

Prediction is "Virginica" (97.9%), expected "Virginica"


如果程序报错，没有生成预测结果。查看以下问题：


	是否成功安装 TensorFlow ？

	是否使用了正确版本的 TensorFlow ？程序premade_estimators.py需要版本号至少为 TensorFlow v1.4。

	如果你通过 virtualenv 或 Anaconda 安装的 TensorFlow，是否初始化环境？



TensorFlow 技术栈

如下图所示，TensorFlow 技术栈提供了多层 API



TensorFlow 编程环境

 

在开始写 TensorFlow 程序时，我们强烈建议您使用下列两类高层 API：


	Estimators

	Datasets



尽管我们偶尔需要使用到其它底层 API ，这篇文档将主要介绍这两类 API。

程序代码

有耐心看到这里的读者，来，我们继续深挖代码。和大部分 TensorFlow 程序相似，如下是premade_estimator.py程序的例行步骤：


	引入数据集并解析

	创建特征列描述数据

	选择模型

	训练模型

	评估模型

	使用训练后的模型进行预测。



下面各小节展开解释。

引入数据集并解析

鸢尾花问题需要引入下列两个 csv 文件的数据：


	训练数据集http://download.tensorflow.org/data/iris_training.csv

	测试数据集http://download.tensorflow.org/data/iris_test.csv



训练数据集 包含用来训练模型的样本；测试数据集 包含用来评估模型的样本。

训练数据集和测试数据集在最开始是在同一个数据集中，后来该样本数据集被处理：其中的大部分作为训练数据、剩余部分作为测试数据。增加训练集样本数量通常能构造出更好的模型，而增加测试集样本的数量能够更好的评估模型。

premade_estimators.py 程序通过 load_data 函数读取相邻路径的 iris_data.py 文件并解析为训练集和测试集。

代码如下（包含详细注释）

# 定义数据 csv 文件地址
TRAIN_URL = "http://download.tensorflow.org/data/iris_training.csv"
TEST_URL = "http://download.tensorflow.org/data/iris_test.csv"

CSV_COLUMN_NAMES = ['SepalLength', 'SepalWidth',
                    'PetalLength', 'PetalWidth', 'Species']

...

def load_data(label_name='Species'):
    """Parses the csv file in TRAIN_URL and TEST_URL."""

    # 新建路径本地训练集文件
    train_path = tf.keras.utils.get_file(fname=TRAIN_URL.split('/')[-1],
                                         origin=TRAIN_URL)
    # 训练集路径为: ~/.keras/datasets/iris_training.csv

    # 解析本地 CSV 文件
    train = pd.read_csv(filepath_or_buffer=train_path,
                        names=CSV_COLUMN_NAMES,  # 列
                        header=0  # 忽略 CSV 文件首行
                       )
    # 定义 train 变量为 DataFrame（pandas 库中类似表的数据结构）。

    # 1. 定义变量 train_label 为样本标记，DataFrame 的最右行，
    # 2. 从 DataFrame 中删除最右行，
    # 3. 定义 DataFrame 中的剩余行为 train_features 样本特征。
    train_features, train_label = train, train.pop(label_name)

    # 对测试数据集执行上述操作
    test_path = tf.keras.utils.get_file(TEST_URL.split('/')[-1], TEST_URL)
    test = pd.read_csv(test_path, names=CSV_COLUMN_NAMES, header=0)
    test_features, test_label = test, test.pop(label_name)

    # 返回解析好的 DataFrame
    return (train_features, train_label), (test_features, test_label)


Keras 是一个开源机器学习库；tf.keras 是 TensorFlow 对 Keras 的实现。premade_estimator.py 程序只是 tf.keras 的一个函数入口，即： tf.keras.utils.get_file 方法，使拷贝远程 CSV 文件到本地系统更便捷。

调用 load_data 函数返回值为两组 (feature,label) 对，两组数据相对应训练集和测试集：

    # 调用 load_data() 解析 CSV 文件
    (train_feature, train_label), (test_feature, test_label) = load_data()


Pandas 是一个开源的 Python 库，被用于 TensorFlow 函数中。Pandas 的DataFrame 是类似表的数据结构，每一列有列头，每一行有行标。下例为 test_feature DataFrame。

    SepalLength  SepalWidth  PetalLength  PetalWidth
0           5.9         3.0          4.2         1.5
1           6.9         3.1          5.4         2.1
2           5.1         3.3          1.7         0.5
...
27          6.7         3.1          4.7         1.5
28          6.7         3.3          5.7         2.5
29          6.4         2.9          4.3         1.3


描述数据

特征列

tf.feature_column.numeric_column

# 为所有特征创建特征列
my_feature_columns = []
for key in train_x.keys():
    my_feature_columns.append(tf.feature_column.numeric_column(key=key))


下面代码不那么优雅，但更清楚地编码了上述过程，

my_feature_columns = [
    tf.feature_column.numeric_column(key='SepalLength'),
    tf.feature_column.numeric_column(key='SepalWidth'),
    tf.feature_column.numeric_column(key='PetalLength'),
    tf.feature_column.numeric_column(key='PetalWidth')
]


选择模型类型

接下来我们需要选择要训练的模型类型。模型有很多，但找到最理想的模型需要一定经验。我们选择神经网络解决鸢尾花问题。

通过 神经网络 可以找到特征和标记间的复杂关系。神经网络是一个高度结构化的图，组成了一个或多个 隐藏层。每个隐藏层包含一个或多个 神经元。神经网络有不同的类别。这里我们使用 全连接神经网络，就是说：每一层中神经元的输入，来自于上一层的 所有 神经元。举个例子，下图阐述了全连接神经网络，它包含 3 个隐藏层：


	第一层有 4 个神经元，

	第二次有 3 个神经元，

	第三层有 2 个神经元。





包含 3 个隐藏层的神经网络

 

有关神经网络的更详细介绍请见机器学习速成课程之神经网络介绍。

我们通过实例化一个 Estimator 类来指定模型类型。TensorFlow 提供两类 Estimator：


	预定义 Estimator，代码已经由他人写好。

	定制 Estimator，你需要或多或少自己写代码。



tf.estimator.DNNClassifier

    classifier = tf.estimator.DNNClassifier(
        feature_columns=my_feature_columns,
        hidden_units=[10, 10],
        n_classes=3)


使用 hidden_units 参数定义每一隐藏层中神经元的数量。赋值该参数一个列表。如下：

        hidden_units=[10, 10],


hidden_units列表的长度即隐藏层数（此处为 2 层）。列表中的每一个数值代表着该层神经元的个数（此处第一层有 10 个神经元，第二层有 10 个神经元）。只需简单地改变hidden_units的列表参数，就可以调试隐藏层数或神经元的个数。

理想的层数/神经元数量是由数据集或问题本身决定的。正如同机器学习领域的其它方方面面，选择好神经网络的形状，需要大量实验和多方面的知识储备。根据经验法则，增加隐藏层数量/神经元数量往往能构造更强大的模型，这需要更多数据的有效训练。

参数规定了神经网络预测可能值的数量。由于该问题中对 3 中鸢尾花进行分类，我们设置n_classes为 3。

tf.Estimator.DNNClassifier 的构造函数有一个可选参数 optimizer 优化器，在这里我们的程序没有声明。优化器 控制着模型怎样训练。当你在机器学习领域深入，优化器和学习率  （learning rate）将会变的很重要。

训练模型

实例化 tf.Estimator.DNNClassifier 搭建了一个学习模型的框架。抽象来说，我们织好了一张网络，但还没有载入数据。

现在通过调用 estimator 对象的 train 方法训练神经网络。如下：

    classifier.train(
        input_fn=lambda:train_input_fn(train_feature, train_label, args.batch_size),
        steps=args.train_steps)


steps参数值指：通过多少次迭代后停止模型训练。steps 参数越大，意味着训练模型的时间越长。但训练模型时间越长，并不意味着模型更好。args.train_steps 的缺省值为 1000，训练的步骤数是一个可以调优的超参数。选择恰当的步骤数往往需要大量经验实践的积累。

input_fn 参数赋值为获得训练数据的函数，train 方法的调用通过 train_input_fn 函数获得训练数据。下面是该函数签名：

def train_input_fn(features, labels, batch_size):


给 train_input_fn 传入下列参数值：


	train_feature 是一个 Python 的字典，该字典中：
	key 为样本特征名，

	value 为一个包含训练集所有样本值的数组





	train_label 为一个包含训练集所有样本标记的数组

	args.batch_size 数据类型为整型，定义了批量大小。



train_input_fn 函数依赖于 Dataset API。这是一个高层 TensorFlow API，用于读取数据并转化成 train 方法所需的格式。

下面的函数调用将输入的特征和标记转化为一个 tf.data.Dataset 对象，Dataset API的基类:

    dataset = tf.data.Dataset.from_tensor_slices((dict(features), labels))


tf.dataset 类给训练提供了许多有用的预备样本。比如下面 3 个函数:

    dataset = dataset.shuffle(buffer_size=1000).repeat(count=None).batch(batch_size)


随机的训练样本会使训练效果更好。通过函数 tf.data.Dataset.shuffle 将样本随机化，设置 buffer_size 值大于样本数量（120）以确保数据洗牌效果。

训练过程中，train 方法通常要多次处理样本。不带参数调用 tf.data.Dataset.repeat 使 train 方法有无穷的（通过不断随机化过程模拟）训练样本集。

train 方法每次批量处理样本，都通过tf.data.Dataset.batch方法串联多个样本创建一个批处理。我们程序中设置默认 批量大小 为 100，意味着 batch 方法串联几组数量为 100 的样本。理想的批量大小取决于问题本身，根据经验法则，小批量往往可以使 train 方法更快地训练模型，但有时候要付出准确率下降的代价。

return 返回一批样本给调用方法（train 方法）。

   return dataset.make_one_shot_iterator().get_next()


评估模型

评估 用来判断模型预测结果的有效性。为了评价鸢尾花分类模型的有效性，我们向模型传入一些花瓣花萼的测量值，让其预测传入数据的花种属，然后对比模型的预测结果与实际标记。举例说明，模型若能够预测正确一半的样本数据，则准确率为 0.5。下面例子展示了一个更有效的模型：


  
    	
       测试集
  

  
    	特征
    	标记
    	预测
  

   	5.9
 	3.0
 	4.3
 	1.5
 	1
          	1


   	6.9
 	3.1
 	5.4
 	2.1
 	2
          	2


   	5.1
 	3.3
 	1.7
 	0.5
 	0
          	0


   	6.0
 	3.4
 	4.5
 	1.6
 	1
          	2


   	5.5
 	2.5
 	4.0
 	1.3
 	1
          	1





该模型有 80% 正确率

 

为了评估模型的有效性，每个 estimator 都提供了 evaluate 方法。premade_estimator.py 程序中调用 evaluate 如下：

# 评估模型
eval_result = classifier.evaluate(
    input_fn=lambda:eval_input_fn(test_x, test_y, args.batch_size))

print('\nTest set accuracy: {accuracy:0.3f}\n'.format(**eval_result))


调用 classifier.evaluate 和 classifier.train 类似。最大的区别在于classifier.evaluate 需要从测试数据集获取数据，而非训练数据集。换句话说，为了公平地评估模型的有效性，用来评估模型的样本和用于训练的样本必需不同。我们通过调用 eval_input_fn 函数处理了测试集的一批样本。如下：

def eval_input_fn(features, labels=None, batch_size=None):
    """An input function for evaluation or prediction"""
    if labels is None:
        # 无标记，仅使用特征
        inputs = features
    else:
        inputs = (features, labels)

    # 转换输入为 tf.dataset 对象
    dataset = tf.data.Dataset.from_tensor_slices(inputs)

    # 批量处理样本
    assert batch_size is not None, "batch_size must not be None"
    dataset = dataset.batch(batch_size)

    # 返回流程的读结尾
    return dataset.make_one_shot_iterator().get_next()


简单来说，eval_input_fn 在调用 classifier.evaluate 函数时做了以下步骤：


	处理测试集数据，将特征和标记转化为 tf.dataset 对象。

	创建一批测试集样本（测试集样本不需要洗牌或重复随机化）。

	返回测试集样本给 classifier.evaluate。



执行代码得出类似下面的输出：

Test set accuracy: 0.967


准确率 0.967 意味着：我们训练出的模型能将测试集里 30 个鸢尾花样本中的 29 个正确分类。

更深入地了解评估模型的不同指标请看机器学习速成课程的分类部分。

预测

现在我们训练好模型，而且“证明”了在鸢尾花分类问题中它还不错，虽然并不完美。现在我们用训练的模型在无标记样本（没有标记仅有特征的样本）上做预测；

在实际生活中，无标记的样本来自不同来源：应用中，CSV 文件，数据流等。不过现在我们简单起见，人造下面几个无标记样本：

    predict_x = {
        'SepalLength': [5.1, 5.9, 6.9],
        'SepalWidth': [3.3, 3.0, 3.1],
        'PetalLength': [1.7, 4.2, 5.4],
        'PetalWidth': [0.5, 1.5, 2.1],
    }


每个 estimator 提供一个提供一个 predict 方法，premade_estimator.py 这样调用：

predictions = classifier.predict(
    input_fn=lambda:eval_input_fn(predict_x,
                              labels=None,
                              batch_size=args.batch_size))


同 evaluate 方法一样，predict 方法通过 eval_input_fn 收集样本。

预测时，我们不传标记给 eval_input_fn，而是做如下步骤：


	将我们刚刚人造的 3-元素 数据集特征转换。

	从刚才的数据集中创建批量的 3 个样本。

	返回批量的样本给 classifier.predict。



predict 方法返回了一个 python iterable 对象，以字典结构输出每个样本的预测结果。该字典包含多个键值对。probabilities 的值是一个包含 3 个浮点值的列表，每个浮点值代表输入样本是该鸢尾花种属的可能性。例如，下面这个 probabilities 列表：

'probabilities': array([  1.19127117e-08,   3.97069454e-02,   9.60292995e-01])


该列表表明：


	该鸢尾花样本是 Setosa 的概率忽略不计。

	有 3.97% 概率为 Versicolor 类。

	有 96.0% 概率为 Virginica 类。



class_ids 的值为仅有一个元素的数组，表明该样本最有可能是哪个种类：

'class_ids': array([2])


第 2 类对应 Virginica 类鸢尾花。下面代码迭代整个 predictions 并针对每个 predictions 生成报告：

for pred_dict, expec in zip(predictions, expected):
    template = ('\nPrediction is "{}" ({:.1f}%), expected "{}"')

    class_id = pred_dict['class_ids'][0]
    probability = pred_dict['probabilities'][class_id]
    print(template.format(iris_data.SPECIES[class_id], 100 * probability, expec))


程序输出如下：

...
Prediction is "Setosa" (99.6%), expected "Setosa"

Prediction is "Versicolor" (99.8%), expected "Versicolor"

Prediction is "Virginica" (97.9%), expected "Virginica"


小结

此文档简要的介绍了机器学习。

由于 premade_estimators.py 依赖于高层 API，机器学习中大部分的复杂数学被隐藏。如果你想要深入学习机器学习，我们推荐学习梯度下降，批量，还有神经网络。

特征列


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


Premade Estimators

该文档将介绍 TensorFlow 的编程环境，并会向你展示如何使用 TensorFlow 解决 Iris 分类问题。

前置要求

你需要先做如下几件事，才能够使用本文档的样例代码：


	安装 TensorFlow

	如果你在 virtualenv 或者 Anaconda 上安装了 TensorFlow，启动你的 TensorFlow 环境。

	通过以下命令安装或升级 pandas：

  pip install pandas






获取样例代码

通过以下几步来获得我们将要使用的样例代码：


	通过键入以下命令从 GitHub 下载 TensorFlow Models 仓库：

 git clone https://github.com/tensorflow/models




	进入含有样例的文件夹：

 cd models/samples/core/get_started/






我们在本文档中将使用的程序是

premade_estimator.py.

这个程序使用

iris_data.py

来获取训练数据。

运行程序

运行 TensorFlow 的程序和运行其他的 Python 程序方法一样。例如

python premade_estimator.py


程序将会输出一些训练日志，还有一些对测试集的预测结果。例如，下列输出的第一行显示出，模型认为测试集中的第一个例子为 Setosa 的概率为 99.6%。由于测试集中确实为 Setosa，这表示此次预测表现不错。

...
Prediction is "Setosa" (99.6%), expected "Setosa"

Prediction is "Versicolor" (99.8%), expected "Versicolor"

Prediction is "Virginica" (97.9%), expected "Virginica"


如果程序出现报错，那么请自查如下问题：


	你正确地安装 TensorFlow 了吗？

	你使用的是正确版本的 TensorFlow 吗？

	你启动安装了 TensorFlow 的环境了吗？（这条仅会出现在一些特定的安装方法中）



程序栈

在深入程序细节之前，让我们先了解一下程序的环境。如下所示，TensorFlow 提供了一个含有很多 API 层的程序栈：





我们强烈建议使用如下 API 编写 TensorFlow 程序：


	评估器

	数据集：快速了解



对　irises　分类：概览

本文档中的这个样例程序搭建并测试了一个模型，根据花的萼片和花瓣将 Iris 花分成不同种类。


[image: 三个 Iris 花种的花瓣几何形状的对比： Iris setosa, Iris virginica, and Iris versicolor]


从左至右为

Iris setosa (by

Radomil, CC BY-SA 3.0),

Iris versicolor (by

Dlanglois, CC BY-SA 3.0),

and Iris virginica

(by Frank Mayfield, CC BY-SA

2.0).

数据集

Iris 数据集包含四个特征和一个标签。四个特征定义了 Iris 花的植物特征：


	花萼长度

	花萼宽度

	花瓣长度

	花瓣宽度



我们的模型会用 float32 类型的数据来表示这些特征。

标签表明了 Iris 的种类，必须为以下一种：


	Iris setosa (0)

	Iris versicolor (1)

	Iris virginica (2)



我们的模型会用 int32 类型的数据来表示这些标签。

下面的表格显示了数据集中的三个例子：



	花萼长度    
	花萼宽度    
	花瓣长度    
	花瓣宽度  
	类别（标签）





	5.1
	3.3
	1.7
	0.5
	0 (Setosa)



	5.0
	2.3
	3.3
	1.0
	1 (versicolor)



	6.4
	2.8
	5.6
	2.2
	2 (virginica)







算法

程序训练了一个深度神经网络分类模型，有着如下的拓扑结构：


	2 个隐藏层。

	每个隐藏层拥有 10 个节点。



下图展示了神经网络中的特征，隐藏层和预测结果（隐藏层中的节点没有全部显示出来）：


[image: A diagram of the network architecture: Inputs, 2 hidden layers, and outputs]


接口

在未标记的样例上运行一个训练好的模型，会产生三个预测，分别是该花朵分别属于三种 Iris 类别的概率。这三个预测值的和为 1.0。例如，对一个未标记的样例的预测可能如下所示：


	Iris Setosa 的可能性为 0.03

	Iris Versicolor 的可能性为 0.95

	Iris Virginica 的可能性为 0.02



这个预测意味着所给的未标记样例有 95% 的概率为 Iris Versicolor 品种。

使用 Estimators 编程的概览

评估器

tf.estimator.Estimator

要写出一个基于预制的 Estimator 的 TensorFlow 程序，你可以进行如下任务：


	创建一个或多个输入函数。

	定义模型的特征列。

	实例化一个 Estimator，定义特征列和各类超参数。

	在 Estimator 对象上调用一个或多个方法，传入合适的输入函数来作为数据源。



让我们看看这些任务是如何实现 Iris 分类的。

创建输入函数

你必须创建一个可以为训练，评估和预测提供数据提供支持的输入函数。

tf.data.Dataset


	features - 一个 Python 字典：

    每个键为特征的名字。
    每个值为一个包含所有该特征的值的数组。

	label - 一个数组包含着所有例子的标签 。



这里有一个输入函数的实现，来展示它的格式：

def input_evaluation_set():
    features = {'SepalLength': np.array([6.4, 5.0]),
                'SepalWidth':  np.array([2.8, 2.3]),
                'PetalLength': np.array([5.6, 3.3]),
                'PetalWidth':  np.array([2.2, 1.0])}
    labels = np.array([2, 1])
    return features, labels


你的输入函数可以通过任意的方法来生成 features 字典和 label 列表。不过，我们推荐使用 TensorFlow 的 Dataset API，它可以处理所有种类的数据。从高层次看，Dataset API 包含了如下的类：


[image: 一个显示数据集类的子类的表格]


其中，单独的成员为：


	Dataset - 包含创建和传输数据集的基类。同时也允许你通过内存中的数据来初始化数据集，或从一个 Python 生成器。

	TextLineDataset - 从文本文件逐行读取

	TFRecordDataset - 从 TFRecord 文件读取记录

	FixedLengthRecordDataset - 从二进制文件读取固定大小的记录

	Iterator - 提供了一种每次获取数据集中的元素的方法



Dataset API 可以为你处理很多常见的情况。例如，使用它可以简单地从一系列巨大的文件中并行地读取记录并合成一个单个的流。

为了让这个例子简单易见，我们将会使用 pandas 来加载数据，并根据这个在内存中的数据来建立我们的输入管道。

这个是此程序训练中使用的输入函数，可以在iris_data.py找到。

def train_input_fn(features, labels, batch_size):
    """训练中使用的输入函数"""
    # 将输入变为一个 Dataset
    dataset = tf.data.Dataset.from_tensor_slices((dict(features), labels))

    # 打乱，重复并将样例分批次
    return dataset.shuffle(1000).repeat().batch(batch_size)


定义特征列

tf.feature_column

对于 Iris 来说，4 个原始的特征为数值，所以我们将会建立一个特征列的列表来告诉 Estimator 模型，将四个特征分别表示为 32 位的浮点数值。因此，用于建立特征列的代码为：

# Feature columns describe how to use the input.
my_feature_columns = []
for key in train_x.keys():
    my_feature_columns.append(tf.feature_column.numeric_column(key=key))


特征列

如今我们有了如何让模型表示原始特征的定义，我们可以开始搭建 Estimator 了。

实例化一个 Estimator

Iris 问题是一个经典的分类问题。幸运的是，TensorFlow 提供了一些预制的 Estimator 分类器，包含：


	tf.estimator.DNNClassifier

	tf.estimator.DNNLinearCombinedClassifier

	tf.estimator.LinearClassifier



对于 Iris 问题，tf.estimator.DNNClassifier 看起来是最佳选择。以下是我们如何实例化这个 Estimator：

# 创建一个有两个隐藏层和每层10个节点的 DNN 
classifier = tf.estimator.DNNClassifier(
    feature_columns=my_feature_columns,
    # 两个隐藏层，每层 10 个节点。
    hidden_units=[10, 10],
    # 模型必须在 3 个类别中作出选择
    n_classes=3)


训练，评估和预测

现在我们有了一个 Estimator 对象，我们可以调用方法来做如下事情：


	训练模型

	评估训练好的模型

	使用训练好的模型进行预测



训练模型

像如下一样调用 Estimator 的 train 方法来训练模型：

# 训练模型
classifier.train(
    input_fn=lambda:iris_data.train_input_fn(train_x, train_y, args.batch_size),
    steps=args.train_steps)


这里我们将 input_fn 的调用包含在一个 lambda 中来在提供一个无参数的输入函数时获取 Estimator 所需的参数。steps 参数告诉方法要在一定数量的训练次数后停止训练。

评估训练好的模型

如今模型已被训练好，我们可以获得一些它的表现数据了。下面的代码片段评估了该模型在测试集上的准确率：

# 评估该模型
eval_result = classifier.evaluate(
    input_fn=lambda:iris_data.eval_input_fn(test_x, test_y, args.batch_size))

print('\nTest set accuracy: {accuracy:0.3f}\n'.format(**eval_result))


与我们调用 train 方法不同，我们并不能将 steps 参数传给评估方法。我们的 eval_input_fn 仅产生了一次epoch（轮数） 的数据。

运行这段代码会产生如下的输出（或者类似的东西）：

Test set accuracy: 0.967


通过训练好的模型进行预测

我们如今有了一个训练好的模型，而且能拥有不错的评估结果。我们现在可以使用训练好的模型，基于一些未标记的样例来预测 Iris 花朵的类型了。与训练和评估相同，我们进行预测时只需进行一次函数调用：

# 通过模型进行预测
expected = ['Setosa', 'Versicolor', 'Virginica']
predict_x = {
    'SepalLength': [5.1, 5.9, 6.9],
    'SepalWidth': [3.3, 3.0, 3.1],
    'PetalLength': [1.7, 4.2, 5.4],
    'PetalWidth': [0.5, 1.5, 2.1],
}

predictions = classifier.predict(
    input_fn=lambda:iris_data.eval_input_fn(predict_x,
                                            batch_size=args.batch_size))


predict 方法返回了一个 Python 的可迭代类型，是一个含有每个例子的预测结果的字典。如下的代码打印出了一些预测和它们的可能性：

template = ('\nPrediction is "{}" ({:.1f}%), expected "{}"')

for pred_dict, expec in zip(predictions, expected):
    class_id = pred_dict['class_ids'][0]
    probability = pred_dict['probabilities'][class_id]

    print(template.format(iris_data.SPECIES[class_id],
                          100 * probability, expec))


运行以上的代码会出现下面的结果：

...
Prediction is "Setosa" (99.6%), expected "Setosa"

Prediction is "Versicolor" (99.8%), expected "Versicolor"

Prediction is "Virginica" (97.9%), expected "Virginica"


总结

预制的 Estimator 是一个很有效的快速创建标准模型的方法。

现在如果你已经开始编写 TensorFlow 程序了，那么注意关注如下的资料：


	检查点

	数据集：快速了解

	创建定制化 Estimator




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


检查点

本文介绍如何保存和恢复编译有 Estimator 的 TensorFlow 模型。TensorFlow 提供两种模型格式：


	  检查点（checkpoints）：这是一种依赖于创建模型代码的格式。

	  SavedModel：这是一种与创建模型代码无关的格式。



保存和恢复

示例代码

Premade Estimators

git clone https://github.com/tensorflow/models/
cd models/samples/core/get_started


本文中大部分代码片断都是在 premade_estimator.py 基础上少量修改的版本。

保存未训练完的模型

Estimators 自动将下列内容写到磁盘上：


	  检查点：训练过程中生成的不同版本的模型。

	  事件文件：包含一些用于 TensorBoard 可视化的信息



为指定 Estimator 存储信息的顶层目录，将其赋值给任何一个 Estimator 的构造函数的可选参数 model_dir。比如  ，下列代码将 model_dir 参数设置为 models/iris 目录：

classifier = tf.estimator.DNNClassifier(
    feature_columns=my_feature_columns,
    hidden_units=[10, 10],
    n_classes=3,
    model_dir='models/iris')


假定你调用 Estimator 的 train 方法。比如：

classifier.train(
        input_fn=lambda:train_input_fn(train_x, train_y, batch_size=100),
                steps=200)


如下列图表所示，第一次调用 train 将检查点和其它文件添加到 model_dir 目录中：






第一次调用 train()。


在一个类 UNIX 系统中，可用命令 ls 来查看 model_dir 目录中的对象：

$ ls -1 models/iris
checkpoint
events.out.tfevents.timestamp.hostname
graph.pbtxt
model.ckpt-1.data-00000-of-00001
model.ckpt-1.index
model.ckpt-1.meta
model.ckpt-200.data-00000-of-00001
model.ckpt-200.index
model.ckpt-200.meta


上面的 ls 命令显示，此 Estimator 在第 1 步（训练开始时）和第 200 步（训练结束时）生成了检查点。

默认检查点目录

如果你在一个 Estimator 构造函数中指定 model_dir 参数，此 Estimator 将检查点文件写到一个临时目录中，此目录由 Python 的 tempfile.mkdtemp 函数指定。比如，下面的 Estimator 构造函数并没有指定 model_dir 参数：

classifier = tf.estimator.DNNClassifier(
    feature_columns=my_feature_columns,
    hidden_units=[10, 10],
    n_classes=3)

print(classifier.model_dir)


tempfile.mkdtemp 函数会为你在操作系统中选择一个安全的临时目录。比如，在 macOS 操作系统中，一个典型的临时目录为：

/var/folders/0s/5q9kfzfj3gx2knj0vj8p68yc00dhcr/T/tmpYm1Rwa


检查点的保存频率

默认情况下， Estimator 会在 model_dir 目录中保存 检查点，并且采用如下策略：


	  每隔 10 分钟保存一个检查点（即 600 秒）。

	  当 train 方法开始执行（即第一次循环）和执行结束（最后一次循环）时，会各保存一个检查点。

	  保留目录中最近 5 个检查点。



你可以用如下步骤改变上述默认策略：


	tf.estimator.RunConfig

	当实例化 Estimator 时，将此 RunConfig 对象传递给 Estimator 的 config 参数。



比如，下面的代码将检查点保存策略修改为每隔 20 分钟保存一次，且保留最近 10 个检查点：

my_checkpointing_config = tf.estimator.RunConfig(
    save_checkpoints_secs = 20*60,  # Save checkpoints every 20 minutes.
    keep_checkpoint_max = 10,       # Retain the 10 most recent checkpoints.
)

classifier = tf.estimator.DNNClassifier(
    feature_columns=my_feature_columns,
    hidden_units=[10, 10],
    n_classes=3,
    model_dir='models/iris',
    config=my_checkpointing_config)


恢复你的模型

当第一次调用一个 Estimator 的 train 方法时，TensorFlow 会在 model_dir 目录中保存一个检查点。后续每调用一次 Estimator 的 train 、 evaluate 或 predict 方法，都会发生如下的行为：


	创建定制化 Estimator

	这个 Estimator 从最近的检查点中恢复出数据，用于初始化新模型的权重值。



换句话说，如下图所示，一旦检查点文件存在，TensorFlow 总会在你调用 train() 、 evaluation() 或 predict() 时重建模型。






后续对 train()、evaluate() 或 predict() 的调用


避免不好的恢复

只有当模型与检查点兼容时，我们才可以从这个检查点中恢复出模型的状态。比如，假设你训练了一个称为 DNNClassifier 的 Estimator，它包含两个隐藏层，每个有 10 个结点：

classifier = tf.estimator.DNNClassifier(
    feature_columns=feature_columns,
    hidden_units=[10, 10],
    n_classes=3,
    model_dir='models/iris')

classifier.train(
    input_fn=lambda:train_input_fn(train_x, train_y, batch_size=100),
        steps=200)


经过训练之后（当然，也会同时在 models/iris 目录中创建检查点），假如你将每个隐藏层中的 10 个结点改成 20 个，然后再尝试恢复模型：

classifier2 = tf.estimator.DNNClassifier(
    feature_columns=my_feature_columns,
    hidden_units=[20, 20],  # 修改模型中的神经元个数
    n_classes=3,
    model_dir='models/iris')

classifier.train(
    input_fn=lambda:train_input_fn(train_x, train_y, batch_size=100),
        steps=200)


因为检查点的状态与 classifier2 所描述的模型的状态不兼容，恢复模型会失败，错误信息如下：

...
InvalidArgumentError (see above for traceback): tensor_name =
dnn/hiddenlayer_1/bias/t_0/Adagrad; shape in shape_and_slice spec [10]
does not match the shape stored in checkpoint: [20]


当你在做实验时训练并比较版本稍有不同的模型时，记得保存创建每个 model_dir 的代码。比如，你可以为每个版本创建一个独立的 git 分支。这种分隔的做法可以保证你的检查点是可恢复的。

总结

检查点提供了一种容易的保存和恢复由 Estimator 生成的模型的自动化机制。

保存和恢复


	  使用底层 TensorFlow API 来保存和恢复模型。

	  在 SavedModel 模式中导出和导入模型，这是一种语言无关、可恢复、可序列化格式。




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


特征列

本篇文档将详细介绍特征列。特征列可以视为原始数据和 Estimator 间的中介。特征列非常丰富，可以让你将各种不同的原始数据转化为 Estimator 可用的格式，从而轻松的进行实验。

tf.feature_column.numeric_column



现实世界中，一些的特征（例如经度）是数字的，但是很多（特征）并不是（数字的）。

输入至深度神经网络

深度神经网络可以操作什么样的数据？答案当然是数字（例如，tf.float32）。毕竟，神经网络的每个神经元都会对权重和输入值进行乘法和加法操作。但是，现实中的输入数据经常包含非数字的（分类的）数据。例如，一个 product_class 特征就可能包含如下三个非数字的值：


	厨具

	电子产品

	运动产品



机器学习模型通常都会以简单的向量代表分类值，在向量中，1 表示某值存在，0 表示值不存在。例如，当 product_class 运动产品的集合时，一个机器学习模型通常会以 [0, 0, 1] 表示 product_class ，含义是：


	0: 厨具不存在

	0: 电子产品不存在

	1: 运动产品存在



所以，尽管原始数据可能是数字或者分类，机器学习模型都要以数字表示所有的特征。

特征列

如下图所示，您可以通过 Estimator（鸢尾花模型使用了 DNNClassifier ）的 feature_columns 参数指定模型的输入。特征列桥接输入数据（由 input_fn 返回的数据）和模型。



特征列将原始数据和模型需要的数据桥接起来。

tf.feature_column



特征列方法分为两个主类和一个混合类。

下面让我们更具体的了解这几个方法。

数值列

tf.feature_column.numeric_column


	SepalLength（萼片长度）

	SepalWidth（萼片宽度）

	PetalLength（花瓣长度）

	PetalWidth（花瓣宽度）



虽然 tf.numeric_column 提供了可选的参数，但是像如下所示这样，不带任何参数的调用它却是一个不错的方式，这样可以用默认的数据类型（tf.float32）来指定模型输入的数值。

# 默认为 tf.float32 标量。
numeric_feature_column = tf.feature_column.numeric_column(key="SepalLength")


如果想指定非默认的数据类型，可以定义 dtype 参数。例如：

# 代表 tf.float64 标量。
numeric_feature_column = tf.feature_column.numeric_column(key="SepalLength",
                                                          dtype=tf.float64)


默认情况下，一个数值列仅创建一个值（标量）。使用 shape 参数来定义数据维度。例如：


```python
# 代表一个 10 元素的向量，每个元素中包含一个 tf.float32 类型的值。
vector_feature_column = tf.feature_column.numeric_column(key="Bowling",
                                                         shape=10)

# 代表一个 10x5 矩阵，矩阵中每个元素中包含一个 tf.float32 类型的值。
matrix_feature_column = tf.feature_column.numeric_column(key="MyMatrix",
                                                         shape=[10,5])
```

### 分桶列

通常情况下，我们不希望直接将数值传入模型，而是根据取值范围将数值放进不同的类别中。可以通过创建 @{tf.feature_column.bucketized_column$bucketized column} 完成上述功能。例如，考虑一组表示房屋建成年份原始数据。我们应该将年份放入 4 个不同的 buckets 中，而不是把每一个年份数值都作为一个标量数值列：



将年份数据分散到四个 buckets 中。

模型将按照如下表格表示 buckets：

|时间范围 |表示方法 |
|:----------|:-----------------|
|< 1960               | [1, 0, 0, 0] |
|>= 1960 but < 1980   | [0, 1, 0, 0] |
|>= 1980 but < 2000   | [0, 0, 1, 0] |
|> 2000               | [0, 0, 0, 1] |

为什么要把可以完美输入到模型中的数值分散到表示不同范围的类别呢？我们注意到，分类后，数值变成了一个四元素向量，因此现在模型可以学习**四个独立的权值**而不是从前的一个；四个权值能比一个权值创建出更丰富的模型。更重要的是，分桶操作让模型能更清晰的区分不同的年份类，因为向量中仅有一个元素置 (1) 而其他都是 (0)。例如，当我们只用一个年份数值作为输入的时候，一个线性模型只能学习线性关系。这样看来，分桶操作为模型提供了附加的灵活性，模型可以基于此进行学习。

下面的代码详述了如何创建 bucketized 特征。


```python
# 第一步，将原始输入转化为数值列 numeric column。
numeric_feature_column = tf.feature_column.numeric_column("Year")

# 接下来，以年份 1960、1980 和 2000 作为边界，将数值列分桶。
bucketized_feature_column = tf.feature_column.bucketized_column(
    source_column = numeric_feature_column,
    boundaries = [1960, 1980, 2000])
```
注意，一个**三**元素的边界向量将会创建**四**元素的分桶向量。


### 分类标识列

**分类标识列（Categorical identity columns）** 可以被看作分桶列的一个特殊实例。传统的分桶列中，每一个 bucket 代表一个范围的数值（例如，从 1960 到 1979）。在分类标识列中，每一个 bucket 则代表了一单一、独立的整数。例如，你想要表示一个在 `[0, 4)` 范围内的整数，也就是 0、1、2 或者 3。这时，分类标识的映射如下所示：



一个分类标识列的映射。注意，这是独热编码，而不是二进制数字编码。

和分桶列一样，模型能够从每个分类标识列的分类中学习单独的权重。如下所示，我们用唯一的数字而不是字符串来代表 `product_class` 中的值：

* `0="厨具"`
* `1="电子产品"`
* `2="运动产品"`

调用 @{tf.feature_column.categorical_column_with_identity} 方法来应用分类标识列，例如：

``` python
# 创建一个名为 "my_feature_b" 的整数特征的分类输出，
# my_feature_b 中的数值必须 >= 0 并且 < num_buckets
identity_feature_column = tf.feature_column.categorical_column_with_identity(
    key='my_feature_b',
    num_buckets=4) # 取值范围：[0, 4)

# 为了前面一段代码的调用能够生效，input_fn() 方法必须返回一个包含 'my_feature_b' 作为 key 值的字典。
# 并且，'my_feature_b' 对应的值必须属于集合 [0, 4)。
def input_fn():
    ...
    return ({ 'my_feature_a':[7, 9, 5, 2], 'my_feature_b':[3, 1, 2, 2] },
            [Label_values])
```

### 分类词汇列

我们不能将字符串直接作为模型的输入值。我们必须首先将字符串对应为数字或分类的值。分类词汇列（Categorical vocabulary columns）提供了一个不错的用独热向量来代表字符串的方式。例如：



将字符串映射为词列。

如你所见，分类词汇列（Categorical vocabulary columns）是分类标识列（Categorical identity columns）的一种枚举版本。TensorFlow 提供了如下两个不同的方法来建立是分类标识列：

* @{tf.feature_column.categorical_column_with_vocabulary_list}
* @{tf.feature_column.categorical_column_with_vocabulary_file}

`categorical_column_with_vocabulary_list` 方法基于一个分类的词汇列表，将每个字符串映射为一个整数。例如：

```python
# 给定输入 "feature_name_from_input_fn" 是一个字符串，通过将输入映射为词典列表的一个元素可以创建一个分类特征。
vocabulary_feature_column =
    tf.feature_column.categorical_column_with_vocabulary_list(
        key=feature_name_from_input_fn,
        vocabulary_list=["kitchenware", "electronics", "sports"])
```

前面这个方法很简单，但它有一个严重的缺点。也就是说，当词汇列表很长的时候，对应的类就太多了。这种情况下应调用方法 `tf.feature_column.categorical_column_with_vocabulary_file`，它允许你将词汇放置在一个单独的文件里。例如：

```python

# 给定输入 "feature_name_from_input_fn" 是一个字符串，通过将输入映射为词汇文件里的一个元素可以为模型创建一个分类特征。
vocabulary_feature_column =
    tf.feature_column.categorical_column_with_vocabulary_file(
        key=feature_name_from_input_fn,
        vocabulary_file="product_class.txt",
        vocabulary_size=3)
```

`product_class.txt` 应当每一行包含一个词汇元素，在我们的实例中：

```None
kitchenware
electronics
sports
```

### 哈希列

目前为止，我们只讨论了类数目很少的实例。例如，product_class 实例只有三个类目。但是通常情况下，类的数量很大，以至于不可能每一个词或者整数都有一个独立的分类，因为如果这样内存开销将会过大。在这种情况下，我们可以反过来思考这个问题：我愿意将输入分为多少个类别？事实上，@{tf.feature_column.categorical_column_with_hash_bucket} 方法允许你定义分类的数目。对于这种类型的特征列，模型会计算输入的哈希值，然后使用模运算符将这个值放入一个 `hash_bucket_size` 类中，如下伪代码所示：

```python
# 伪代码
feature_id = hash(raw_feature) % hash_buckets_size
```

代码创建的 `feature_column` 也许是这样：

``` python
hashed_feature_column =
    tf.feature_column.categorical_column_with_hash_bucket(
        key = "some_feature",
        hash_buckets_size = 100) # 分类数目
```
此时，你理所当然可能会想：这太疯狂了！毕竟，我们强制把不同的输入值变为一个较小的分类集合。这意味着两个可能不相关的输入将会被映射到一个类中，因此也就意味着在神经网络中会发生同样的事情。下图详细说明了这个进退两难的困境，可以看到，厨具和运动产品都被分类到了类别（哈希桶）12：



使用哈希桶来表示数据。

与机器学习中的许多违反直觉的现象一样，事实表明哈希算法在实践中的表现很好。这是因为哈希分类为模型提供了一些离散特性。模型可以使用附加特征来进一步将厨具和运动产品分离。

### 交叉列

将多特征融合为一个，也就是更广为人知的 [feature crosses](https://developers.google.com/machine-learning/glossary/#feature_cross)，让模型能够为每个合成特征学习单独的权重。

更具体说来，假如我希望模型计算亚特兰大房地产价格。由于位置不同，城市内房地产价格差别很大。将纬度和经度表示为单独的特征在识别房地产位置依赖性方面并不是非常有用；然而，将纬度和经度交叉成单个特征可以精确定位位置。假设亚特兰大是一个 100×100 的矩形网格，并通过纬度和经度的交叉特征识别这 10,000 个部分中的每一个。这样的特征交叉让模型可以在每个独立部分的价格条件下进行训练，这比单独使用经度或者纬度都要强健。

下图展示了上述计划，以红色文本显示城市四角的纬度和经度值：



亚特兰大地图。想象这个地图被分为大小相同的 10,000 个部分。

下面的解决方案中，我们结合了前面提到的 `bucketized_column` 和方法 @{tf.feature_column.crossed_column}。



def make_dataset(latitude, longitude, labels):
    assert latitude.shape == longitude.shape == labels.shape

    features = {'latitude': latitude.flatten(),
                'longitude': longitude.flatten()}
    labels=labels.flatten()

    return tf.data.Dataset.from_tensor_slices((features, labels))


# 使用 `edges` 属性将经度和纬度分桶
latitude_bucket_fc = tf.feature_column.bucketized_column(
    tf.feature_column.numeric_column('latitude'),
    list(atlanta.latitude.edges))

longitude_bucket_fc = tf.feature_column.bucketized_column(
    tf.feature_column.numeric_column('longitude'),
    list(atlanta.longitude.edges))

# 使用 5000 个哈希箱将分桶列 bucketized columns 交叉。
crossed_lat_lon_fc = tf.feature_column.crossed_column(
    [latitude_bucket_fc, longitude_bucket_fc], 5000)

fc = [
    latitude_bucket_fc,
    longitude_bucket_fc,
    crossed_lat_lon_fc]

# 建立并训练 Estimator。
est = tf.estimator.LinearRegressor(fc, ...)


你可以采用如下方法中的任何一个来创建一个交叉特征：


	特征名；也就是，从 input_fn 返回 dict 中的名字。

	任意一个分类列，除了 categorical_column_with_hash_bucket（因为 crossed_column 散列了输入）。



特征列 latitude_bucket_fc 和 longitude_bucket_fc 交叉后，TensorFlow 将会为每个样本创建数据对 (latitude_fc, longitude_fc)。这将会产生如下这样的全量概率网格：

 (0,0),  (0,1)...  (0,99)
 (1,0),  (1,1)...  (1,99)
   ...     ...       ...
(99,0), (99,1)...(99, 99)


但不足是，完整的网格只适用于有限词汇表的输入。与此相比，crossed_column 仅创建 hash_bucket_size 参数规定的数字，而不是创建上面所示这样可能会很大的输入表。特征列通过在输入元组上运行哈希函数，为每个索引分配一个样本，接下来用 hash_bucket_size 进行模运算。

像我们前面讨论过的那样，运行哈希和模函数可以限制分类的数目，但是可能导致类别冲突；也就是，多个（纬度，经度）交叉特征将会最终属于同一个哈希桶。尽管如此，在实际应用中，采用特征交叉仍旧可以为模型的学习能力显著加分。

有点违背直觉的是，当创建交叉特征的时候一般仍旧需要在模型中包括原始（未交叉）特征（如前面的代码片段所示）。独立的经度和纬度信息帮助模型在交叉特征出现哈希碰撞的时候区分不同样本。

指针和嵌入列

指针列和嵌入列不直接作用于特征，它们将分类列作为输入值。

使用指针列时，我们就是在告诉 TensorFlow 去做分类产品样本一样的事。也就是，指针列将每一个类别当作一个独热向量的元素，这个向量中与结果匹配的类是 1，其他都是 0。



在指针列中表示数据。

tf.feature_column.indicator_column

categorical_column = ... # 创建一个任意类别的分类列。

# 将分类列表示为指针列。
indicator_column = tf.feature_column.indicator_column(categorical_column)


现在假设并不只有三个可能的类，而是有一百万个，甚至十亿个。出于很多原因，当类别的数目增长到很大的时候，使用指针类来训练神经网络就变的不可行了。

我们可以用嵌入列来克服这个限制。嵌入列用低维的普通矢量，而非多维度的独热向量来表示数据。普通矢量中每个元素可以包含任何数值，而不仅是 0 和 1。通过为每个元素提供更丰富的数字候选，嵌入列包含的元素数量远少于指标列。

让我们来看一个对比指针列和嵌入列的例子。假设输入样本包括来自仅有 81 个单词的有限候选集中的不同单词。进一步假设，数据集在 4 个单独的样本中提供如下的输入词：


	"狗"

	"勺子"

	"剪刀"

	"吉他"



在这个例子中，如下图所示说明了嵌入列和指针列的处理途径。



相比于指针列，嵌入列用维度较低的向量来存储分类数据。（我们只是将随机数放入了嵌入向量；训练决定真实的数字）

当一个样本被处理时，其中一个 categorical_column_with... 函数将样本字符串映射为数字的分类值。例如，一个方法将“勺子”映射为 [32]。（这里的 32 是我们假想的 - 实际值取决于映射函数。）接下来，你可以用如下两种方式来表示这些数字分类值：


	指针列。一个将每个数字分类值转化为 81 元素向量的方法（因为候选集包含 81 个单词），将一个 1 放置在分类值的索引 (0, 32, 79, 80) 上，其余位置都是 0。



	嵌入列。一个使用数字分类值 (0, 32, 79, 80) 作为查找表索引的方法。在这个查找表里，每个元素包含一个三元素向量。





嵌入向量中的值是如何魔法般的被分配的呢？实际上，分配发生在训练期间。也就是，模型为了解决你的问题，学习了将输入的数字分类值映射为嵌入向量的最好方式。嵌入列提升了你的模型的能力，因为嵌入向量从训练数据中学到了分类之间的新的关系。

为什么在我们的实例中，嵌入向量的大小是 3？下面的“公式”提供了关于嵌入维数的一般规则

embedding_dimensions =  number_of_categories**0.25


也就是，嵌入向量的维度应该是分类数量的开四次根号。既然本例中，词汇的大小是 81，那么推荐的维度数就是3。

3 =  81**0.25


注意这仅是一个一般准则，你可以将嵌入的维度设置为任何你喜欢的值。

tf.feature_column.embedding_column

categorical_column = ... # 创建任意的分类列

# 将分类列表示为嵌入列
# 这意味着要为每一个分类创建一个包含一个元素的独热向量
embedding_column = tf.feature_column.embedding_column(
    categorical_column=categorical_column,
    dimension=dimension_of_embedding_vector)


Embeddings

将特征列传递给 Estimator

如下列表所示，并不是所有 Estimator 都允许 feature_columns 参数的所有类别：


	tf.estimator.LinearRegressor

	tf.estimator.DNNRegressor

	tf.estimator.DNNLinearCombinedRegressor
	linear_feature_columns 参数接受所有特征列类型。

	dnn_feature_columns参数只接受稠密列。







其他知识源

更多特征列的实例，参见如下：


	底层 API 编程介绍

	TensorFlow 宽深学习



学习更多和嵌入相关的知识，参见如下：


	Deep Learning, NLP, and representations

(Chris Olah 的博客)

	The TensorFlow Embedding Projector




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


数据集：快速了解

tf.data


	从 numpy 数组读取内存数据。

	逐行读取 csv 文件。





基本输入

学习如何获取数组的片段，是开始学习 tf.data 最简单的方式。

Premade Estimators

def train_input_fn(features, labels, batch_size):
    """一个用来训练的输入函数"""
    # 将输入值转化为数据集。
    dataset = tf.data.Dataset.from_tensor_slices((dict(features), labels))

    # 混排、重复、批处理样本。
    dataset = dataset.shuffle(1000).repeat().batch(batch_size)

    # 返回数据集
    return dataset


下面我们来对这个函数做更仔细的分析。

参数

这个函数一共需要三个参数。如果一个参数的期望类型是 “array” （数组），那么它将可以接受几乎所有可以用 numpy.array 来转化为数组的值。我们可以看到只有一个例外：tuple，它对 Datasets 有特殊的含义。


	features：一个形如 {'feature_name':array} 的数据字典（或者是 DataFrame），它包含了原始的输入特征。

	labels：一个包含每个样本的 label 的数组。

	batch_size：一个指示所需批量大小的整数。



在 premade_estimator.py 中，我们使用 iris_data.load_data() 函数来检索虹膜数据。

你可以运行该函数，并按如下方式解压结果：

import iris_data

# 获取数据
train, test = iris_data.load_data()
features, labels = train


然后用像下面这样的一行代码，将数据传递给 input 函数：

batch_size=100
iris_data.train_input_fn(features, labels, batch_size)


让我们来具体看看 train_input_fn() 函数。

（数组）片段

TF Layers 教程：构建卷积神经网络

返回这个 Dataset 的代码如下所示：

train, test = tf.keras.datasets.mnist.load_data()
mnist_x, mnist_y = train

mnist_ds = tf.data.Dataset.from_tensor_slices(mnist_x)
print(mnist_ds)


张量

<TensorSliceDataset shapes: (28,28), types: tf.uint8>


The Dataset above represents a simple collection of arrays, but datasets are much more powerful than this. A Dataset can transparently handle any nested combination of dictionaries or tuples (or namedtuple).

For example after converting the iris features to a standard python dictionary, you can then convert the dictionary of arrays to a Dataset of dictionaries as follows:

dataset = tf.data.Dataset.from_tensor_slices(dict(features))
print(dataset)


<TensorSliceDataset

  shapes: {
    SepalLength: (), PetalWidth: (),
    PetalLength: (), SepalWidth: ()},

  types: {
      SepalLength: tf.float64, PetalWidth: tf.float64,
      PetalLength: tf.float64, SepalWidth: tf.float64}
>


张量

[需要翻译]The first line of the iris train_input_fn uses the same functionality，但是增加了一层结构。它创建了一个包含 (features_dict, label) 数据对的数据集。

以下代码表明，标签是类型为 int64 的标量：

# 将输入转化为数据集。
dataset = tf.data.Dataset.from_tensor_slices((dict(features), labels))
print(dataset)


<TensorSliceDataset
    shapes: (
        {
          SepalLength: (), PetalWidth: (),
          PetalLength: (), SepalWidth: ()},
        ()),

    types: (
        {
          SepalLength: tf.float64, PetalWidth: tf.float64,
          PetalLength: tf.float64, SepalWidth: tf.float64},
        tf.int64)>


操作

目前，Dataset 会按照固定顺序遍历数据一次，且一次只能生成一个元素。在可以用于训练之前，它需要进一步的处理。幸运的是，tf.data.Dataset 类提供了方法来让数据为训练作出更好的准备。train_input_fn 的下一行代码就利用了几个这样的方法：

# 样本的混排、重复、批处理。
dataset = dataset.shuffle(1000).repeat().batch(batch_size)


tf.data.Dataset.shuffle

tf.data.Dataset.repeat

tf.data.Dataset.batch

print(mnist_ds.batch(100))


<BatchDataset
  shapes: (?, 28, 28),
  types: tf.uint8>


注意，因为最后一个批次将会有比较少的元素，因此数据集的批量大小是不确定的。

在 train_input_fn 中，批处理之后，数据集 包含元素们的一维向量，这些一维向量的前面部分是：

print(dataset)


<TensorSliceDataset
    shapes: (
        {
          SepalLength: (?,), PetalWidth: (?,),
          PetalLength: (?,), SepalWidth: (?,)},
        (?,)),

    types: (
        {
          SepalLength: tf.float64, PetalWidth: tf.float64,
          PetalLength: tf.float64, SepalWidth: tf.float64},
        tf.int64)>


返回

[需要翻译]At this point the Dataset contains (features_dict, labels) pairs. This is the format expected by the train and evaluate methods, so the input_fn returns the dataset.

The labels can/should be omitted when using the predict method.



读取 CSV 文件

tf.data

如下对 iris_data.maybe_download 函数的调用，将会在必要的时候下载数据，并返回结果文件的路径：

import iris_data
train_path, test_path = iris_data.maybe_download()


iris_data.csv_input_fn 函数包括了一个用 Dataset 解析 csv 文件的替代方案。

让我们来看看如何构建一个兼容 Estimator 的、可以读取本地文件的输入函数。

建立 Dataset

tf.data.Dataset.skip

ds = tf.data.TextLineDataset(train_path).skip(1)


建立一个 csv 行解析器

我们从建立一个可以解析一行的函数开始。

tf.decode_csv

tf.decode_csv

# 描述文本列的元数据
COLUMNS = ['SepalLength', 'SepalWidth',
           'PetalLength', 'PetalWidth',
           'label']
FIELD_DEFAULTS = [[0.0], [0.0], [0.0], [0.0], [0]]
def _parse_line(line):
    # 将行解码到 fields 中
    fields = tf.decode_csv(line, FIELD_DEFAULTS)

    # 将结果打包成字典
    features = dict(zip(COLUMNS,fields))

    # 将标签从特征中分离
    label = features.pop('label')

    return features, label


解析多行

tf.data.Dataset.map

这个 map 方法接受一个 map_func 参数，这个参数描述了 Dataset 中的每一个元素应该如何被转化。



tf.data.Dataset.map

因此，为了在多行数据被从 csv 文件中读取出来的时候解析它们，我们为 map 方法提供 _parse_line 函数：

ds = ds.map(_parse_line)
print(ds)


<MapDataset
shapes: (
    {SepalLength: (), PetalWidth: (), ...},
    ()),
types: (
    {SepalLength: tf.float32, PetalWidth: tf.float32, ...},
    tf.int32)>


现在，数据集中包含的是 (features, label) 数据对，而不是简单的字符串标量了。

iris_data.csv_input_fn 函数的余下部分和 Basic input 中介绍的 iris_data.train_input_fn 函数相同。

实践

这个函数可以作为 iris_data.train_input_fn 的替代。它可以像如下这样，来给 estimator 提供数据：

train_path, test_path = iris_data.maybe_download()

# 所有的输入都是数字
feature_columns = [
    tf.feature_column.numeric_column(name)
    for name in iris_data.CSV_COLUMN_NAMES[:-1]]

# 构建 estimator
est = tf.estimator.LinearClassifier(feature_columns,
                                    n_classes=3)
# 训练 estimator
batch_size = 100
est.train(
    steps=1000,
    input_fn=lambda : iris_data.csv_input_fn(train_path, batch_size))


Estimator 期望 input_fn 没有任何参数。要解除这个限制，我们使用 lambda 来捕获参数并提供预期的接口。

总结

为了从不同的数据源中便捷的读取数据，tf.data 模块提供了类和函数的集合。除此之外，tf.data 有简单并且强大的方法，来应用各种标准和自定义转换。

现在你已经基本了解了如何为 Estimator 高效的获取数据。（作为扩展）接下来可以思考如下的文档：


	创建定制化 Estimator

	底层 API 编程介绍

	数据导入




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


创建定制化 Estimator

Premade Estimators

下载及访问示例代码，请调用以下两个命令：

git clone https://github.com/tensorflow/models/
cd models/samples/core/get_started


在本文档中，我们将查看 custom_estimator.py。您可以使用以下命令运行它：

python custom_estimator.py


如果你感到不耐烦，可随时将 custom_estimator.py 与 premade_estimator.py 进行比较（对比），它们在同一目录中。

预制 vs. 定制化

tf.estimator.Estimator


[image: Premade estimators are sub-classes of `Estimator`. Custom Estimators are usually (direct) instances of `Estimator`]



预制和定制化 Estimator 都是 Estimator。


预制 Estimator 更加成熟。有时候您需要更多地控制 Estimator 的行为。这就是定制化 Estimator 出现的场景。您可以创建一个定制化 Estimator 来做任何事情。如果希望以某种不寻常的方式连接隐藏层，请编写定制化 Estimator。如果想要计算模型的唯一度量，请编写定制化 Estimator。基本上，如果想要针对特定问题优化的 Estimator，请编写定制化 Estimator。

一个函数模型（或者 model_fn）实现了 ML 算法，使用预制和定制化 Estimator 的唯一区别是：


	预制 Estimator，已经有人为您编写了函数模型。 

	定制化 Estimator，您必须自己写函数模型。



您的函数模型可以实现范围更广的算法，定义各种隐藏层和度量。与输入函数一样，所有函数模型都必须接受一组标准的输入参数，并返回一组标准的输出值。就像输入函数可以利用数据集 API 一样，函数模型可以利用层 API 和 度量 API。

让我们看看如何使用定制化 Estimator 解决 Iris 问题。快速提醒 —— 这是我们尝试模仿虹膜模型的组织结构：


[image: 网络体系结构的图表：输入、两个隐藏层和输出]



我们的虹膜实施包含四个特征，两个隐藏层，和一个 logits 输出层。


写一个输入函数

Premade Estimators

def train_input_fn(features, labels, batch_size):
    """An input function for training"""
    # 将输入转换为数据集。
    dataset = tf.data.Dataset.from_tensor_slices((dict(features), labels))

    # 随机播放，重复和批处理示例。
    dataset = dataset.shuffle(1000).repeat().batch(batch_size)

    # 返回管道读取的结束端。
    return dataset.make_one_shot_iterator().get_next()


这个输入函数建立一个输入流水线，产生一批 (features, labels) 对，其中 features 是字典特征。

创建功能列

特征列

下面的代码为每个输入特征创建一个简单的 numeric_column ，表明输入特征值应该直接作为模型的输入：

# 特征列描述如何使用输入。
my_feature_columns = []
for key in train_x.keys():
    my_feature_columns.append(tf.feature_column.numeric_column(key=key))


写一个模型函数

我们将使用的函数模型具有以下调用签名：

def my_model_fn(
   features, # This is batch_features from input_fn
   labels,   # This is batch_labels from input_fn
   mode,     # An instance of tf.estimator.ModeKeys
   params):  # Additional configuration


前两个参数是输入函数返回的功能部件和标签的批次：也就是说，features 和 labels 是您的模型将使用的数据的句柄。mode 参数指向调用方是否请求训练、预测或评估。

tf.estimator.DNNClassifier

classifier = tf.estimator.Estimator(
    model_fn=my_model,
    params={
        'feature_columns': my_feature_columns,
        # Two hidden layers of 10 nodes each.
        'hidden_units': [10, 10],
        # The model must choose between 3 classes.
        'n_classes': 3,
    })


实现一个典型的函数模型，你必须做如下操作：


	定义模型

	为三种不同模式指定附加计算：

 * 预测
	评估

 * 训练







定义模型

基本的深度神经网络模型必须定义如下三个部分：


	一个输入层

	一个或者更多的隐藏层

	一个输出层



定义输出层

tf.feature_column.input_layer

    # 使用 `input_layer` 来应用特征列。
    net = tf.feature_column.input_layer(features, params['feature_columns'])


上一行应用由特征列定义的转换，创建模型输入层。


[image: 输入层的关系图，在本例中是从原始输入到特性的 1：1 映射。]


隐藏层

tf.layers.dense

    # 根据 'hidden_units' 参数构建隐藏层。
    for units in params['hidden_units']:
        net = tf.layers.dense(net, units=units, activation=tf.nn.relu)



	units  参数定义了给定层中输出神经元的数量。

	 activation 参数定义激活函数 — 在本例中为 Relu。



这里的变量 net 表示网络中当前的顶层。第一次迭代时，net 表示输入层。在每次迭代循环中，tf.layers.dense 创建一个新层，它使用 net 将上一层的输出作为输入。

创建两个隐藏层后，我们的网络如下所示。简而言之，该图不显示每层的所有单元。


[image: 输入层添加了两个隐藏层。]


tf.layers.dense

输出层

tf.layers.dense

    # 计算 logits (每个 class 一个)。
    logits = tf.layers.dense(net, params['n_classes'], activation=None)


这里 net 表示最后的隐藏层。因此，现在这个图层连接如下：


[image: 连接到顶层隐藏层的 logit 输出层。]



最后的隐藏层输入到输出层。


定义输出层时，units 参数指定输出的数量。因此，将 units 设置为 params['n_classes']，该模型会为每个类生成一个输出值。输出向量的每个元素都将包含得分或 logit，为关联的 Iris 类计算：Setosa、Versicolor 或 Virginica。

tf.nn.softmax

实现训练、评估、预测 {#modes}

创建函数模型的最后一步是编写分支代码实现预测、评估和训练。

当有人调用 Estimator 的 train 时，模型函数就会调用 evaluate 或者 predict 方法。就像这样回调模型的签名函数：

def my_model_fn(
   features, # This is batch_features from input_fn
   labels,   # This is batch_labels from input_fn
   mode,     # An instance of tf.estimator.ModeKeys, see below
   params):  # Additional configuration


关注第三个论点 — 模式。如下表所示，当某人调用 train，evaluate，或者 predict，Estimator 框架调用您的模型。函数模式的参数设置如下：



	Estimator 方法
	Estimator 模块





	tf.estimator.Estimator.train
	tf.estimator.ModeKeys.TRAIN



	tf.estimator.Estimator.evaluate
	tf.estimator.ModeKeys.EVAL



	tf.estimator.Estimator.predict
	tf.estimator.ModeKeys.PREDICT







例如，假设您实例化一个自定义 Estimator 来生成一个 叫做 classifier 的对象。然后您执行以下调用：

classifier = tf.estimator.Estimator(...)
classifier.train(input_fn=lambda: my_input_fn(FILE_TRAIN, True, 500))


Estimator 框架调用您的函数模型，模式设置为 ModeKeys.TRAIN。

您的函数模型必须提供处理所有三个模式值的代码。对于每个模式值，您的代码必须返回 tf.estimator.EstimatorSpec，包含调用者的请求信息。让我们检查每一种模式。

预测

当 Estimator 的 predict 方法被调用时，model_fn 会接收到 mode = ModeKeys.PREDICT。在这种情况下，函数模型必须返回一个包含预测的 tf.estimator.EstimatorSpec。

在进行预测之前，模型必须经过训练。经过训练的模型存储在实例化 Estimator 时建立的 model_dir 目录中的磁盘上

为此模型生成预测的代码如下所示：

#  预测计算
predicted_classes = tf.argmax(logits, 1)
if mode == tf.estimator.ModeKeys.PREDICT:
    predictions = {
        'class_ids': predicted_classes[:, tf.newaxis],
        'probabilities': tf.nn.softmax(logits),
        'logits': logits,
    }
    return tf.estimator.EstimatorSpec(mode, predictions=predictions)


在预测模式下，预测字典包含模型运行时返回的所有内容。


[image: 额外输出添加到输出层。]


predictions 包含以下三个键值对：


	  class_ids 保存表示模型类 的 id  (0, 1, 或者 2)，这个例子中最有可能出现的物种的预测。

	  probabilities 保存三个概率 (在本例中 0.02、0.95 和 0.03)。

	  logit 保存原始 logit 值 (在本例中 -1.3、2.6 和 -0.9)。



tf.estimator.Estimator.predict

计算损失

对于 training 和 evaluation 我们都需要计算模型的损失。这是将要被优化的目标。

tf.losses.sparse_softmax_cross_entropy

此函数返回整个批处理的平均值。

# 损失计算。
loss = tf.losses.sparse_softmax_cross_entropy(labels=labels, logits=logits)


评估

当 Estimator 的 evaluate 方法被调用时，model_fn 接收到 mode = ModeKeys.EVAL。在这种情况下，模型函数必须返回一 tf.estimator.EstimatorSpec 包含模型损失和可选的一个或者更多的指标。

tf.metrics.accuracy

#  metrics 指标计算。
accuracy = tf.metrics.accuracy(labels=labels,
                               predictions=predicted_classes,
                               name='acc_op')


tf.estimator.EstimatorSpec


	loss，这是模型损失。

	eval_metric_ops，这是一个可选的度量字典。



所以我们将创建一个包含我们唯一度量标准的字典。如果我们计算了其他度量，我们会将它们添加为与其他键值对相同的字典。然后我们将在 eval_metric_ops 中传递该字典 tf.estimator.EstimatorSpec 的参数。代码如下：

metrics = {'accuracy': accuracy}
tf.summary.scalar('accuracy', accuracy[1])

if mode == tf.estimator.ModeKeys.EVAL:
    return tf.estimator.EstimatorSpec(
        mode, loss=loss, eval_metric_ops=metrics)


tf.summary.scalar

训练

当调用 Estimator 的 train 方法时，使用 mode = ModeKeys.TRAIN 调用 model_fn。在这种情况下，模型函数必须返回包含损失和培训操作的 EstimatorSpec 。

tf.tra.AdagradOptimizer

以下是构建优化器的代码：

optimizer = tf.train.AdagradOptimizer(learning_rate=0.1)


tf.train.Optimizer.minimize

tf.train.get_global_step

以下是训练模型的代码：

train_op = optimizer.minimize(loss, global_step=tf.train.get_global_step())


tf.estimator.EstimatorSpec


	loss 包含损失的函数值。

	train_op 执行一个训练步骤。



下面是我们调用 EstimatorSpec 的代码：

return tf.estimator.EstimatorSpec(mode, loss=loss, train_op=train_op)


模型功能现在已经完成了。

定制化 Estimator

通过 Estimator 基类指定定制化 Estimator，如下所示：

    # 用两个 10 单元建立 2 个隐藏层的 DNN。
    classifier = tf.estimator.Estimator(
        model_fn=my_model,
        params={
            'feature_columns': my_feature_columns,
            # Two hidden layers of 10 nodes each.
            'hidden_units': [10, 10],
            # The model must choose between 3 classes.
            'n_classes': 3,
        })


在这里 params 字典的作用与关键字相同。DNNClassifier 的参数，也就是说，params 字典允许您在不修改 model_fn 中代码的情况下配置您的 Estimator。

Premade Estimators

# 训练模型
classifier.train(
    input_fn=lambda:iris_data.train_input_fn(train_x, train_y, args.batch_size),
    steps=args.train_steps)


TensorBoard

您可以在 TensorBoard 中查看定制化 Estimator 的训练结果。查看此报告，请从命令行启动 TensorBoard，如下所示：

# 将 PATH 替换为以 model_dir 形式传递的实际路径
tensorboard --logdir=PATH


然后在浏览器输入 http://localhost:6006 来打开 TensorBoard。

所有预制 Estimator 都会自动将大量信息记录到 TensorBoard 中。而对于定制化的 Estimators，TensorBoard 只提供一个默认日志（损失图）以及显式告诉 TensorBoard 进行日志记录的信息。对于您刚刚创建的定制化 Estimator，TensorBoard 生成以下内容：



[image: 精度，来自 tensorboard 的'标量'图形]

[image: 损失 '来自 tensorboard 的'标量'图形]

[image: steps/second '来自 tensorboard 的'标量'图形]



TensorBoard 显示三个图形。


简而言之，下面三张图将告诉您：


	global_step/sec: 显示多少批的性能指标（更新），我们每秒处理的作为训练模型)。



	损失：损失报告。



	准确性：准确性由以下两行记录：


	eval_metric_ops={'my_accuracy': accuracy}，在评估期间

	tf.summary.scalar('accuracy', accuracy[1])，在训练期间







这些 tensorboard 是向优化的 minimize 方法传递 global_step 的主要原因之一。没有它，模型就不能记录这些图的 x 坐标。

注意以下 my_accuracy 和 loss 图表：


	橙色线代表训练。

	蓝色点代表评估。



在训练期间，随着批次的处理，会定期记录摘要（橙色线），这就是为什么它会跨越 x 轴范围的图形。

相比之下，对于每个 evaluate 调用，评估只会在图形上产生一个点。这个点包含整个评估调用的平均值。这在图上没有宽度，因为它完全是从特定训练步骤的模型状态（从单个检查点）计算的。

如下图所示，您可以有选择地看到。使用左侧的控件禁用/启用报告。


[image: 复选框允许用户选择显示哪些运行。]



启用或暂停报告。


总结

尽管预制 Estimator 是快速创建新模型的高效方式，通常您需要提供定制化 Estimator 额外的灵活性。幸运的是，预制和定制化遵循相同的编程模型。唯一的实际区别是您必须写一个模型用于自定义 Estimators 的函数，其他的所有内容都是相同的。

了解更多细节，请务必查看：


	使用定制化 Estimator MINIST 的官方 TensorFlow 实现 ,



	TensorFlow 官方模型库,其中包含了更多使用定制化 Estimator 的示例。



	TensorBoard 视频

	介绍 TensorBoard。

	底层 API 编程介绍




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


概述

TensorFlow Lite 简介

TensorFlow Lite 与 TensorFlow mobile

这里有一些两者的不同点：


	TensorFlow Lite 是 TensorFlow mobile 的进化版。在大多数情况下，使用 TensorFlow Lite版本开发 app 将会有更小的二进制文件，更少的依赖，和更优秀的性能。



	TensorFlow Lite 现在还是开发者预览版本，所以，并未涵盖所有用例。我们希望你能在生产用例中使用 TensorFlow mobile。



	TensorFlow Lite 默认仅仅支持有限的操作集合。并不是所有的模型都适用。 TensorFlow 的移动版本，提供所有支持的功能。





TensorFlow Lite 在移动平台，提供更好的性能和更小的二进制文件，并且可以在支持硬件加速的平台上使用硬件加速。另外，它还有更少的依赖，它可以更简单的构建和托管，能够支持更多受限设备的应用场景。 TensorFlow Lite 也允许通过 Neural NetworksAPI来实现目标加速。

TensorFlow Lite 目前涵盖了有限的操作，虽然，TensorFlow for mobile 默认支持受限的操作集合，但原则上，如果你要使用任意的 TensorFlow 操作符，可以通过定制内核来构建。这种用例 TensorFlow Lite 当前不支持，需要继续使用 TensorFlow mobile。随着 TensorFlow Lite 的发展，它将添加更多的操作，而且这个决定很容易去做。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 TensorFlow Lite


TensorFlow Lite 简介

TensorFlow Lite 是 TensorFlow 移动和嵌入式设备轻量级解决方案。它使设备机器学习具有低延迟和更小的二进制体积。TensorFlow Lite 同时支持 Android 神经网络 API的硬件加速.

TensorFlow Lite 使用多项技术降低延迟，例如移动 app 内核优化、pre-fused 激活、允许更快更小（定点）模型的量化内核。

目前大部分 TensorFlow Lite 文档放在 Github上。

TensorFlow Lite 都包含什么？

TensorFlow Lite 支持一系列量子和浮点的核心运算符,并针对移动平台进行了优化。它结合 pre-fused 激活和其他技术来进一步提高性能和量化精度。此外，TensorFlow Lite 还支持在模型中使用自定义操作。

TensorFlow Lite 基于 FlatBuffers定义了一个新的模型文件格式。FlatBuffers 是一个开源的高效的跨平台序列化库。它与 protocol buffers类似,但主要区别是 FlatBuffers 常与 per-object 内存分配相结合在您直接访问数据时不需要再次解析包。此外，FlatBuffers 的代码体积比 protocol buffers 小很多。

TensorFlow Lite 拥有一个新的移动设备优化的解释器保证应用程序的精简和快速。解释器使用静态图形排序和自定义（less-dynamic）内存分配器来确保最小的负载，初始化和执行延迟。

TensorFlow Lite 针对支持的设备提供了一个利用硬件加速的接口。通过 Android 神经网络库，作为 Android O-MR1 的一部分发布。

为什么我们需要针对移动端的库?

机器学习正在改变计算模式，我们看到了移动和嵌入式设备上使用的新趋势。消费者的期望也趋向于与他们的设备自然而友好地互动，由相机和语音交互模式驱动。

有几个因素促成了这个领域：


	硅层的创新为硬件加速带来了新的可能性，像 Android Neural Networks API 这样的框架可以很容易地利用这些特性。



	实时计算机视觉和口头语言理解的最新进展：一些 mobile-optimized 评测模型已开放源代码(例如 MobileNets，SqueezeNet)。



	广泛使用的智能设备为 on-device 智能创造了新的可能性。



	更强大的用户隐私保护方案，使用户数据不需要离开移动设备。



	能够在设备不需要连接到网络的情况下提供"离线"用例。





我们相信下一波机器学习应用将在移动和嵌入式设备上重大进步。

TensorFlow Lite 开发者预览版亮点

TensorFlow Lite 作为开发者预览版亮点，包括以下内容：


	一组核心操作符，既有量子化也有浮点值，其中很多已经针对移动平台进行了优化。这些可以用来创建和运行自定义模型。开发人员也可以编写自己的自定义操作符并在模型中使用它们。



	基于 FlatBuffers模型文件格式。



	On-device 解释器，内核经过优化，可在移动设备上更快执行。



	TensorFlow 转换器将 TensorFlow 训练好的模型转换为 TensorFlow Lite 格式。



	更小的体积：当所有支持的操作符链接时，TensorFlow Lite 小于 300 KB，而仅使用支持 Inception V3 和 Mobilenet 所需的操作符时，TensorFlow Lite 小于 200 KB。



	预设模型:

以下所有预设模型均可保证开箱即用：


	Inception V3 是一种用于检测图像中存在的主要对象的流行模型。



	MobileNets,

一系列移动优先计算机视觉模型，旨在有效提高准确性，同时注重 on-device 或嵌入式应用程序的有限资源。它们很小，低延迟，低功耗，模型参数化，以满足各种用例的资源约束。它们可以建立在分类，检测，嵌入和分割之上。MobileNet 模型比较小，但是比 Inception V3 准确度更低。



	在设备智能回复上, 提供能通过建议上下文相关的消息来回复传入的文本消息的 one-touch 的 on-device 模型，该模型专为内存受限的设备而建立，如手表和手机，

它已被成功应用到 Android Wear 智能回复所有官方和第三方应用.







	MobileNet 模型量子版本, 其运行速度比 CPU 上的 non-quantized（浮点）版本快。



	新的 Android 演示应用程序来说明使用 TensorFlow Lite 与量子化的 MobileNet 模型进行对象分类。



	Java 和 C++ API 支持





注意：这是一个开发者版本，很可能在即将到来的版本中会有 API 的变化。我们不保证向后或向前兼容这个版本。

入门

我们建议您使用上述的 TensorFlow Lite 的 pre-tested 模型。如果有一个现有的模型，则需要测试模型是否兼容转换器和支持的操作集。要测试你的模型，请看 GitHub 文档。

为自定义数据集重置 Inception-V3 或 MobileNet

这里的 pre-trained 模型已经在 ImageNet 数据集上进行了训练 ，该数据集由 1000 个预定义的类组成。如果这些类不适合您的用例，那么您需要重新训练这些模型。这种从一个已经被训练过的问题的模型开始，然后在类似的问题上进行再训练叫做迁移学习。从头开始深入学习可能需要几天，但迁移学习可以很快完成。为了做到这一点，您需要生成标有相关类的自定义数据集。

TensorFlow for Poets 一步一步实现了这个过程，再训练代码支持浮点和量化推理的再训练。

TensorFlow Lite 架构

下图显示了 TensorFlow Lite 的架构设计：

[image: tensorflow lite 架构]

在硬盘上练习 TensorFlow 模型, 您需要使用 TensorFlow Lite 转换器把模型转换为 TensorFlow Lite（.tflite）文件格式。然后，您可以在移动应用程序中使用该转换后的文件。

部署 TensorFlow Lite 模型文件使用：


	Java API: 围绕 Android 上 C++ API 的便捷包装。



	C++ API: 加载 TensorFlow Lite 模型文件并调用解释器。Android 和 iOS 都提供相同的库。



	解释器: 使用一组内核来执行模型。解释器支持选择性内核加载;没有内核，只有 100 KB，加载了所有内核，有 300 KB。这比 TensorFlow Mobile 要求的 1.5 M 的显著减少。



	在选定的 Android 设备上，解释器将使用 Android 神经网络 API 进行硬件加速，如果没有可用的，则默认为 CPU 执行。





您也可以使用解释器可以使用的 C++ API 来实现定制的内核。

未来工作

在未来的版本中，TensorFlow Lite 支持更多的模型和内置运算符, 包含定点和浮点模型的性能改进，改进工具以简化开发者工作流程以及支持其他更小的设备等等。随着我们的不断发展，我们希望 TensorFlow Lite 能够大大简化针对小型设备定位模型的开发者体验。

未来的计划包括使用专门的机器学习硬件，以获得特定设备上特定型号的最佳性能。

下一步

对于开发人员的预览，我们的大部分文档都在 GitHub 上。请查看 TensorFlow Lite 库在 GitHub 上获取更多信息和代码示例，演示应用程序等等。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


Developer Guide

Using a TensorFlow Lite model in your mobile app requires multiple considerations: you must choose a pre-trained or custom model, convert the model to a TensorFLow Lite format, and finally, integrate the model in your app.

1. Choose a model

Depending on the use case, you can choose one of the popular open-sourced models, such as InceptionV3 or MobileNets, and re-train these models with a custom data set or even build your own custom model.

Use a pre-trained model

MobileNets is a family of mobile-first computer vision models for TensorFlow designed to effectively maximize accuracy, while taking into consideration the restricted resources for on-device or embedded applications. MobileNets are small, low-latency, low-power models parameterized to meet the resource constraints for a variety of uses. They can be used for classification, detection, embeddings, and segmentation—similar to other popular large scale models, such as Inception. Google provides 16 pre-trained ImageNet classification checkpoints for MobileNets that can be used in mobile projects of all sizes.

Inception-v3 is an image recognition model that achieves fairly high accuracy recognizing general objects with 1000 classes, for example, "Zebra", "Dalmatian", and "Dishwasher". The model extracts general features from input images using a convolutional neural network and classifies them based on those features with fully-connected and softmax layers.

On Device Smart Reply is an on-device model that provides one-touch replies for incoming text messages by suggesting contextually relevant messages. The model is built specifically for memory constrained devices, such as watches and phones, and has been successfully used in Smart Replies on Android Wear. Currently, this model is Android-specific.

These pre-trained models are available for download

Re-train Inception-V3 or MobileNet for a custom data set

These pre-trained models were trained on the ImageNet data set which contains 1000 predefined classes. If these classes are not sufficient for your use case, the model will need to be re-trained. This technique is called transfer learning and starts with a model that has been already trained on a problem, then retrains the model on a similar problem. Deep learning from scratch can take days, but transfer learning is fairly quick. In order to do this, you need to generate a custom data set labeled with the relevant classes.

The TensorFlow for Poets codelab walks through the re-training process step-by-step. The code supports both floating point and quantized inference.

Train a custom model

tf.GraphDef

TensorFlow Lite currently supports a subset of TensorFlow operators. Refer to the TensorFlow Lite & TensorFlow Compatibility Guide for supported operators and their usage. This set of operators will continue to grow in future Tensorflow Lite releases.

2. Convert the model format

tf.GraphDef


	tf.GraphDef

	CheckPoint (.ckpt) —Serialized variables from a TensorFlow graph. Since this does not contain a graph structure, it cannot be interpreted by itself.

	FrozenGraphDef —A subclass of GraphDef that does not contain variables. A GraphDef can be converted to a FrozenGraphDef by taking a CheckPoint and a GraphDef, and converting each variable into a constant

using the value retrieved from the CheckPoint.

	SavedModel —A GraphDef and CheckPoint with a signature that labels input and output arguments to a model. A GraphDef and CheckPoint can be extracted from a SavedModel.

	TensorFlow Lite model (.tflite) —A serialized FlatBuffer that contains TensorFlow Lite operators and tensors for the TensorFlow Lite interpreter, similar to a FrozenGraphDef.



Freeze Graph

To use the GraphDef .pb file with TensorFlow Lite, you must have checkpoints that contain trained weight parameters. The .pb file only contains the structure of the graph. The process of merging the checkpoint values with the graph structure is called freezing the graph.

You should have a checkpoints folder or download them for a pre-trained model (for example, MobileNets).

To freeze the graph, use the following command (changing the arguments):

freeze_graph --input_graph=/tmp/mobilenet_v1_224.pb \
  --input_checkpoint=/tmp/checkpoints/mobilenet-10202.ckpt \
  --input_binary=true \
  --output_graph=/tmp/frozen_mobilenet_v1_224.pb \
  --output_node_names=MobileNetV1/Predictions/Reshape_1


The input_binary flag must be enabled so the protobuf is read and written in a binary format. Set the input_graph and input_checkpoint files.

The output_node_names may not be obvious outside of the code that built the model. The easiest way to find them is to visualize the graph, either with TensorBoard or graphviz.

The frozen GraphDef is now ready for conversion to the FlatBuffer format (.tflite) for use on Android or iOS devices. For Android, the Tensorflow Optimizing Converter tool supports both float and quantized models. To convert the frozen GraphDef to the .tflite format:

toco --input_file=$(pwd)/mobilenet_v1_1.0_224/frozen_graph.pb \
  --input_format=TENSORFLOW_GRAPHDEF \
  --output_format=TFLITE \
  --output_file=/tmp/mobilenet_v1_1.0_224.tflite \
  --inference_type=FLOAT \
  --input_type=FLOAT \
  --input_arrays=input \
  --output_arrays=MobilenetV1/Predictions/Reshape_1 \
  --input_shapes=1,224,224,3


Fixed Point Quantization

It is also possible to use the Tensorflow Optimizing Converter with protobufs from either Python or from the command line (see the  toco_from_protos.py example). This allows you to integrate the conversion step into the model design workflow, ensuring the model is easily convertible to a mobile inference graph. For example:

import tensorflow as tf

img = tf.placeholder(name="img", dtype=tf.float32, shape=(1, 64, 64, 3))
val = img + tf.constant([1., 2., 3.]) + tf.constant([1., 4., 4.])
out = tf.identity(val, name="out")

with tf.Session() as sess:
  tflite_model = tf.contrib.lite.toco_convert(sess.graph_def, [img], [out])
  open("converteds_model.tflite", "wb").write(tflite_model)


For usage, see the Tensorflow Optimizing Converter command-line examples.

Refer to the Ops compatibility guide for troubleshooting help, and if that doesn't help, please file an issue.

The development repo contains a tool to visualize TensorFlow Lite models after conversion. To build the visualize.py tool:

bazel run tensorflow/contrib/lite/tools:visualize -- model.tflite model_viz.html


This generates an interactive HTML page listing subgraphs, operations, and a graph visualization.

3. Use the TensorFlow Lite model for inference in a mobile app

After completing the prior steps, you should now have a .tflite model file.

Android

Since Android apps are written in Java and the core TensorFlow library is in C++, a JNI library is provided as an interface. This is only meant for inference—it provides the ability to load a graph, set up inputs, and run the model to calculate outputs.

Android 示例应用

在安卓上构建 TensorFlow

iOS

iOS 演示 APP

Core ML support

Core ML is a machine learning framework used in Apple products. In addition to using Tensorflow Lite models directly in your applications, you can convert trained Tensorflow models to the CoreML format for use on Apple devices. To use the converter, refer to the Tensorflow-CoreML converter documentation.

Raspberry Pi

Compile Tensorflow Lite for a Raspberry Pi by following the RPi build instructions This compiles a static library file (.a) used to build your app. There are plans for Python bindings and a demo app.
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Android 示例应用

该 TensorFLow Lite 示例可以在 GitHub 上被找到。 这是一个使用量子化的 MobileNet 模型或是浮点 Inception-v3 模型对图片进行持续分类的相机应用。示例的最低运行要求是 Android 5.0（API 21）。

在示例中，应用会使用 TensorFlow Lite Java API 来预测。应用会为每一帧都进行实时分类，并将可能性最高的类别和检测对象的时间一同显示出来。

有三种方式获取示例应用：


	下载预编译 APK。

	使用 Android Studio 编译应用。

	下载 TensorFlow Lite 和这个示例应用的源码，然后用

bazel 编译。



下载预编译版本

尝试这个示例最简单的方法是下载预编译 APK。

安装完 APK 后，双击应用图标启动程序。当程序第一次运行时，会请求运行时获取设备摄像头的权限。程序会打开设备的后摄像头，并识别视野内的物体。在图像的底部（如果是全景模式则是图像的左边）会展示可能性最高的三个物体和其可能的分类。

在 Android Studio 中用 JCenter源的 TensorFlow Lite AAR 编译

使用 Android Studio 来尝试修改代码并编译：


	安装最新版本的 Android Studio。

	确保你的 Android SDK 版本高于 26 且 NDK 版本高于 14（在 Android Studio 设置里面）。

	将 tensorflow/contrib/lite/java/demo 目录作为一个新的 Android Studio 项目导入。

	安装需要的 Gradle 插件。



想要获取一个模型，你可以：


	下载量子化的 Mobilenet TensorFlow Lite 模型，解压并将 mobilenet_quant_v1_224.tflite 拷贝到资源目录： tensorflow/contrib/lite/java/demo/app/src/main/assets/下。

	或者，下载浮点 Inception-v3 模型，解压并将 inceptionv3_non_slim_2015.tflite 拷贝到资源目录下。修改 Camera2BasicFragment.java 中的分类器：


把： classifier = new ImageClassifierQuantizedMobileNet(getActivity());


改成： classifier = new ImageClassifierFloatInception(getActivity());。



现在你可以编译并运行程序了。

使用源码编译 TensorFlow Lite 和示例应用

克隆 TensorFlow 仓库

git clone https://github.com/tensorflow/tensorflow


安装 Bazel

如果你的电脑上没有安装 bazel，查看 安装 Bazel。

注意：Bazel 现在并不支持在 Windows 上进行 Android 编译。Windows 用户可以下载 预编译版本。

安装 Android NDK 和 SDK

编译 TensorFlow Lite 的原生（C/C++）代码需要用到 Android NDK。当前推荐版本为 14b，可以在 NDK 存档

上找到。

Android SDK 和编译工具可以单独下载 或者配合 Android Studio 使用。编译 TensorFlow Lite Android 示例应用推荐使用 API >= 23 的编译工具（但是在 API >= 21 的版本上均可运行）。

在 TensorFlow 仓库的根目录下，更新 WORKSPACE 文件中的 api_level 以及 SDK 和 NDK 的位置。如果你是通过 Android Studio 安装的，可以在 SDK 管理器中查看 SDK 路径。默认的 NDK 路径为：{SDK path}/ndk-bundle。如下所示：

android_sdk_repository (
    name = "androidsdk",
    api_level = 23,
    build_tools_version = "23.0.2",
    path = "/home/xxxx/android-sdk-linux/",
)

android_ndk_repository(
    name = "androidndk",
    path = "/home/xxxx/android-ndk-r10e/",
    api_level = 19,
)


在 TF Lite Android 应用页面中可以找到更多信息。

编译源码

运行 bazel 来编译源码：

bazel build --cxxopt=--std=c++11 //tensorflow/contrib/lite/java/demo/app/src/main:TfLiteCameraDemo


警告：因为一个已知的 bazel 的 bug，我们只能在 Python 2 环境下编译 Android 示例应用。

关于示例

示例应用会缩放每一帧相机获取的图像（224 宽  224 高）来匹配量子化的 MobileNets 模型（Inception-v3 是 299  299）。缩放后的图像被逐行放进缓冲区。它的大小是 1  224  224  3 字节，其中 1 代表该批次中图像的数量。224  224（299 * 299）是图像的宽和高。3 字节代表一个像素有 3 种颜色。

示例中使用了单进单出的 TensorFlow Lite Java inference API。它输出一个二维数组，第一个维度表示类别索引，第二个维度表示分类的置信度。 两种模型都有 1001 种不同的类别，应用将所有目录的可能性排序，并显示可能性最高的三种。模型文件必须被下载下来并打包到应用的资源目录。
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iOS 演示 APP

TensorFlow Lite 示例程序是一款相机应用，通过量子化的 MobileNet 模型来对摄像头后置摄像头所看到的内容进行分类。下面的说明想你展示了如何在 iOS 上构建和运行这个程序。

准备


	你必须安装 Xcode 并且具有一个有效的 Apple 开发者 ID，同时还需要一个链接了你开发者账号的 iOS 设备及全部正确的证书。对于这些步骤，我们假设你已经能够载你当前开发环境中编译并将应用部署在一个 iOS 设备上。



	演示程序需要使用相机，因此必须在一台真实的 iOS 设备上运行。你当然可以构建并使用 iPhone 模拟器运行此程序，但它不会为分类问题提供任何相机画面。



	你不需要构建整个 TensorFlow 库来运行示例程序，但你需要克隆整个 TensorFlow 仓库：

  git clone https://github.com/tensorflow/tensorflow




	你还需要安装 Xcode 提供的命令行工具：

  xcode-select --install


如果你是第一次安装，那么需要先运行一次 Xcode 进行许可，才能继续。





构建 iOS 示例应用


	如果你没有 CocoaPods 则可以使用下面的命令进行安装:

 sudo gem install cocoapods




	下载示例应用的模型文件（可以通过克隆的目录来完成）：

 sh tensorflow/contrib/lite/examples/ios/download_models.sh




	下载 pod 生成的 workspace 文件：

 cd tensorflow/contrib/lite/examples/ios/camera
 pod install


如果你已经安装了这个 pod 并且上线的命令无效，请尝试

 pod update


在这个步骤之后，你会具有一个名叫 tflite_camera_example.xcworkspace 的文件。



	使用下面的命令在 Xcode 中打开项目：

 open tflite_camera_example.xcworkspace


如果 tflite_camera_example 项目尚未打开则会启动 Xcode。



	在 Xcode 中编译运行程序。

注意，如前文所述，你必须将你的设备链接到一个开发者账户上才能完成设备的部署。





你还需要授权应用具有使用相机的权限。然后你就可以将设备对准各种物体，来欣赏模型如何对物体进行分类了！
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 TensorFlow Mobile


TensorFlow Mobile 简介

TensorFlow 设计之初就考虑了移动平台并针对 Android 和 iOS 等移动平台提供了良好的深度学习解决方案。此教程将帮助你了解如何在移动端使用机器学习，以及如何将 TensorFlow 有效且高效的集成到移动应用中。

关于此教程

此教程面向已经具备一个能够在桌面环境成功运行的 TensorFlow 模型、希望将其集成到移动应用而无法使用 TensorFlow Lite 的开发者。你将面临以下挑战：


	理解如何在移动端使用 TensorFlow

	为你所在的平台构建 TensorFlow

	将 TensorFlow 集成到你的应用中

	为移动端部署准备模型文件

	优化访问延迟、内存使用、模型文件的大小及二进制文件的大小。



移动端机器学习的常见用例

为什么要在移动端运行 TensorFlow

传统意义上来说，深度学习被认为是数据中心和大规模 GPU 集群的产物。但是通过网络连接来发送设备能够访问的全部数据的成本极高且相当耗时。在移动平台上运行机器学习可以在无需等待网络回传交付的情况下让交互性极高的应用成为可能。

下面是一些常见的设备上的深度学习常见用例：

语音识别

简易语音识别

图像识别

能够理解相机图像的移动端应用是非常有用的。如果你的用户正在拍照，那么识别他们的拍摄内容可以帮助你的相机应用对照片进行适当的过滤，或者将照片标记起来方便查找。对于嵌入式应用而言，由于你还可以使用图像传感器来检测各种有趣的状况，比如在野外发现濒临灭绝的动物和报告火车的晚点时间

TensorFlow 内置了几个用于图像物体类型识别的预训练的模型代码，他们都可以在移动平台上运行。你可以尝试一下我们的 TensorFlow for Poets 和 Tensorflow for Poets 2: 移动端优化版 来了解如何使用预训练模型从而运行一些高效且轻量的模型，从而先教会它识别特定物体，再在移动端进行优化。

目标定位

有时，知道一个物体是什么以及它们在图像中的位置是相当重要的。很多增强现实的应用都是它们的产物。例如，引导用户修复其无线网络或提供一些信息覆盖的增强现实功能。嵌入式应用经常需要对经过它们的物体进行统计，无论是农作物中的害虫、还是经过路灯的行人亦或者汽车和自行车。

TensorFlow 提供了一种预训练模型，用于在图像中检测物体周围绘制边框，并能根据时间的推移来持续追踪目标。追踪目标其实对于那些需要持续计算图中出现的对象的个数相当重要，因为它为你提供了新目标出现或离开场景时的信息。我们在 Github 上提供了一些可以用于 Android 的代码，还有一些更加一般的目标检测模型。

手势识别

通过手或其他手势来控制应用是非常有用的，我们可以进行图像中识别或分析加速度传感器数据。创建这些模型已经超出了本教程的范围，但 TensorFlow 是部署他们的有效方式。

光学字符识别

谷歌翻译移动端软件的实时相机翻译就是一个非常好的展示如何高效的在移动设备上进行交互式文本检测的例子。


  
  


识别图像中的文字包含多个步骤。首先我们需要确定文本所在区域，这是目标定位问题的一种形式，我们可以用类似的技术来解决。一旦你找到了文本所在的区域，你就需要将其解释并转换为为字母，然后通过语言模型来辅助猜测它们所代表的单词。估计出现什么字母的最简单的方法就是讲文本分割成一个个单一的字母，然后简单的将神经网络应用在每个字母的边界框上。尽管你可能希望高分辨率的输入，但其实有些 MNIST 的模型就能获得相当好的结果，你可以在 TensorFlow 的教程中找到它们。一个更好的方案是选择使用一个 LSTM 模型来处理一整行的文字，模型本身就能够将片段分隔成不同的字符。

翻译

一个非常重要的场景就是在没有网络连接的情况下，你依然希望能准确的将一种语言翻译成另一种语言。深度神经网络在这类任务中相当高效，你可以在不同的文献中找到很多不同类型的模型。通常它们都是序列到序列的循环模型，你可以运行单个计算图来完成整个序列的转换，而无需分阶段进行语法分析。

文本分类

如果你想要根据用户输入或阅读的内容向用户推荐相关提示，那么文本理解对这种任务来说相当重要。这就是分本分类的动机。文本分类是涵盖了从情感分析到主题发现的全部内容的统称。你可能会有自己想要使用的类别标签，因此最好的方式是看看 Skip-Thoughts 的例子再开始用自己的样本来进行训练。

语音合成

合成后的语音是给与用户反馈与辅助的最好方式之一，WaveNet 等最新研究进展表明，深度学习也可以提供非常自然的合成语音。

移动端机器学习与云服务

上面这些用例给出了设备上的网络可以作为云服务的想法。云服务在受控的环境下具备相当大的计算能力，但设备上运行则更加致力于提供更高的交互性。在云服务不可用或云容量有限的情况下，你可以提供离线应用的体验或者通过处理少量的云服务负载来处理设备上出现的一些简单的情况。

在设备上进行计算当然也意味着可以指明何时能够切换到云服务上。语音中的触发词检测就是一个相当好的例子。由于设备能够不断监听关键字，因此一旦识别出这些关键字，就会触发大量基于云服务的语音识别流量。如果没有设备上的这种组件，这种应用是不可能的。而且，这种模式还能跨多个应用进行部署。识别传感器的输入对进一步处理能促使一些有趣的产品成为可能。

所需的软件与硬件

安装 TensorFlow

注意，我们为移动端 TensorFlow 提供的一些演示代码要求你对 TensorFlow 源码进行编译，因此你还需要使用除了 pip install 之外的方法来处理全部示例代码。

要尝试移动端代码，你需要一个设备来搭建 Android Studio 或 XCode 开发环境。

开始前的准备工作

在获得移动端解决方案之前你需要思考下面这些问题：


	判断移动端机器学习能够解决你的问题

	创建监督式数据集来定义你的问题

	为问题选择一个高效的模型



我们将在下面的篇幅中详细讨论。

判断移动端机器学习能否解决你的问题

一旦你想出了你想要解决的问题的解决方法，那你就需要制定一个如何构建解决方案的计划。最重要的第一步是确保你的问题是技术上可行的，最好的方法就是让用户参与其中从而模拟这个问题。

举个例子，如果你想要使用语音指令来控制智能汽车，可以试着在设备上录制一些音频然后再反复听到底说了什么，看看你是否能够理解所说的内容。通常情况下，你就会发现一些在录制过程中存在的问题，比如由于发动机的声音太吵了亦或者说话人与录制设备的距离太远导致语音没有办法听清等，你应该在建模之前解决这些问题。

再举个例子，你把拍摄的照片发给别人看看他们能否对这个照片的内容进行分类。如果他们做不到这件事情（例如，尝试从照片中的食物估算出卡路里是不可能的，因为白色的汤汁看起来都一样），那么你就需要重新设计你的用户体验来处理这个问题。一个比较好的实践原则是：如果人都不能处理这个任务，那么很难训练一个比人做得更好的机器出来。

创建监督式数据集

在解决了使用场景的基本问题后，你需要创建一个带有标签的监督式数据集来定义你的问题。这个步骤非常重要，甚至比你选择哪种模型更加重要。由于模型只有在你监督训练良好的情况下才能表现的高效，所以你会希望这个数据集能够尽可能的表示你实际问题的场景。

同样地，花时间优化你标记数据的工具的效率和精确度也很重要。举个例子，如果你能够将一个网页界面上一个按钮替换成简单的键盘快捷键，你就能获得更高的工作效率。最初的时候你应该自己对数据集进行标记，这样便能了解到相关的困难和可能出现的错误，这样就能在修改标签或者处理数据的时候避免错误出现。一旦你和你的团队开始持续的对样本进行标注（即你基本上统一大部分的样本标签时），就可以尝试总结你的知识，并将它们交给其他外部的评估人员从而执行相同的过程。

选择一个高效的模型

下一步是选择一个高效的模型进行使用。如果别人已经实现了类似的你所需要的模型，那么你可以避免从零开始训练一个新的模型；我们在 Github 仓库上保存了一些 TensorFlow 所实现的模型库，你可以先阅读是否有你所需要的模型。尽量从简单的模型入手，并竟可能早的开始使用，哪怕你搜集到的监督数据还很少，因为以后你能够在快速迭代的过程中获得更好的结果。对于一个算法而言，在数据集上获得相当好的效果却在实际情况下表现一般是相当常见的，这就是所谓的数据偏置导致的。以最快的速度搭建一个端到端的原型，从而才能构建一致的用户体验。

下一步

在 iOS 中构建 TensorFlow
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在安卓上构建 TensorFlow

为了让你开始在安卓中使用 TensorFlow， 我们将浏览两种方法来构建我们的 TensorFlow 移动端的 demo，并且在安卓上部署这些 demo，第一种方法就是使用 Android Studio，使用 Android Studio 可以让你在 IDE 中。构建和部署应用。第二种方式是使用 Bazel 和 ADB 在命令行中发布和构建应用。

如何决定用哪一种方法呢？

在 Android 上使用 TensorFlow 最简单的方式是通过 Android Studio 来构建。如果你不准备定制你的 TensorFlow， 或者，如果你想使用 Android Studio 的编辑器或者其他功能去构建一个 app ，并且，仅仅添加 TensorFlow 到应用里面，我们推荐使用 Android Studio 。如果你想使用自定义操作，或者基于其他理由去重新构建 TensorFlow，那么你向下滑参考使用 Bazel 构建 demo 一节。

使用 Android Studio 构建构建 demo

准备环境

如果你没有准备好，你需要做下面两件事情：


	遵循 Android Studio 网站的说明，安装Android Studio。




	从 Github 上克隆 TensorFlow 的仓库：

  git clone https://github.com/tensorflow/tensorflow






构建


	打开 Android Studio，在欢迎界面中选择 Open an existing Android Studio project。



	从 Open File or Project 窗口中，切换文件目录并选择tensorflow/examples/android 目录，这个目录在你克隆的 TensorFlow 的 Github repo 中, 点击 OK。

如果，IDE 需要去同步 Gradle，点击 OK。

如果你得到了类似于“Failed to find target with hash string 'android-23‘”这样的错误，你也可能需要安装多个平台和工具。



	打开 build.gradle 文件 （你可以到侧边面板的 1:Project 下，并在 Android 下的 Gradle Script 中找到它）。 找到nativeBuildSystem 变量，如果尚未置为 none，就把它置为none：

 // set to 'bazel', 'cmake', 'makefile', 'none'
 def nativeBuildSystem = 'none'




	点击启动按钮（绿色的箭头）或者从顶部菜单使用 Run -> Run 'android'。





如果它请求你使用 Instant Run，点击Proceed Without Instant Run。

你还需要插入一个已经打开了开发者选项的 Android 设备。看这里你可以了解更多关于设置开发者设备的更多细节。

这将会安装三个 app 在你的手机中，这些 app 都是 TensorFlow 的 demo。看 Android 示例程序 ，你将得到关于它们更多的信息。

使用 Android Studio 添加 TensorFlow 到你的 app 中

添加 TensorFlow 到你自己的 Android app 中，最简单的方法是添加下面几行到你的 Gradle 构建文件中：

allprojects {
    repositories {
        jcenter()
    }
}

dependencies {
    compile 'org.tensorflow:tensorflow-android:+'
}


这将自动下载最新的稳定版本的 TensorFlow ARR 包，并安装到你的项目中。

使用 Bazel 构建 demo

另一种在 Android 中使用 TensorFlow 的方法是使用 Bazel 来构建一个 APK，并且通过 ADB 来加载它。这需要一些关于构建系统和 Android 开发者工具的知识，但我们会在这里引导您完成基础步骤。


	通过源码安装 TensorFlow



	下载 Android 的 SDK和 NDK 如果你以前没下载它们的话。你需要下载最新的 12b 版本的 NDK，和版本为 23 及以上的 SDK。



	在你复制的 TensorFlow 源代码副本中，更新 WORKSPACE 文件中的 <PATH_TO_NDK>和 <PATH_TO_SDK>。分别为 SDK 和 NDK 的位置。



	运行 Bazel 去构建 demo APK:

  bazel build -c opt //tensorflow/examples/android:tensorflow_demo




	使用 ADB 安装 APK 文件到你的安卓设备:

  adb install -r bazel-bin/tensorflow/examples/android/tensorflow_demo.apk






注意：当使用 Bazel 编译 Android 你需要在命令行中指定--config=android。在当前场景中，这个例子是专门为 Android 打造的，所以，在这里你不需要指定。

这将安装三个 app 到你的手机，这些 app 都是 TensorFlow 的部分示例。看 Android 示例 Apps 来获取更多关于示例程序的信息。

Android 示例 app

Android 示例代码 是一个单独的项目，这个项目构建和安装三个示例 app，这些 app 都使用相同的底层代码。这些示例程序都是用手机的摄像头作为输入：


	TF Classify 标记指向的对象用的是 Inception v3 模型，并用 Imagenet 来分类。在 Imagenet 中有 1000 种分类，它会遗漏大多数日常物品，并且，也包括了你在日常生活中不经常遇到东西，所以结果会是十分有趣的。 举个例子，这里没有『人』类别，因此，让它猜测照片中的人，它会尽可能去猜测人附近的东西， 例如，安全带或者氧气面罩。如果你想定制这个例子去识别你感兴趣的东西，你可以使用TensorFlow for Poets codelab作为例子，基于自己的数据训练模型。



	TF Detect 使用多盒模型去尝试画出在人在相机中位置的边界框。这些框对每个侦测结果注释了置信度。结果还不是完美的， 这类的物体侦测仍然是一个活跃的研究话题。这个 demo 也包括了可视追踪，当对象在帧之间移动，这比 TensorFlow 推断的速度要快很多。因为帧率明显加快，可以显著提高用户体验，而且这也能够计算出不同帧中指向相同对象的框，这对在一段时间内统计对象个数起着非常重要的作用。



	TF Stylize 实现了基于摄像头返回的数据的实时风格转化算法。你可以选择你想用的风格，可以通过屏幕下面的调色板混合它们，也可以将处理的分辨率转换为更高或更低。





当你构建和安装这些示例，你将会看到三个 app 的 icon 在你的手机上，每一个对应一个 demo。点击这些 icon，将会打开对应的 app 并且让你去探索它们是干什么的。当这些 app 运行的时候，你可以点击音量增加按钮来在你的屏幕上启动分析统计。

Android 接口库

因为安卓 app 使用 java 编写，但是，TensorFlow 的核心使用的是 c++，TensorFlow 有一个 JNI 库来向两种语言之间提供接口。这个接口的只是针对推理的，因此它提供了加载 graph，设置输入，和运行模型来计算特殊的输出。您可以在 TensorFlowInferenceInterface.java 中查看少量的一组方法的完整文档。

示例程序都是使用这个接口，因此，它们都是学习使用方法的好地方。您可以在 ci.tensorflow.org 下载预先构建好的二进制 jar 包。
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在 iOS 中构建 TensorFlow

使用 CocoaPods

在 iOS 上开始使用 TensorFlow 最简单的方法是使用 CocoaPods 包管理器。你可以将 TensroFlow-experimental 这个 pod 添加到你的 Podfile 中，进而安装通用的二进制框架。它上手简单，但却有一些难以定制的缺点。定制对缩小二进制大小非常重要。如果你确实需要具备自定义库的能力，请查看后面的小节来了解相关方法。

创建应用

你若你想在自己的应用中增加 TensorFlow 的能力，那么：


	在 Xcode 中创建或加载你的应用。



	将下面的内容添加一个命名为 Podfile 的文件到根目录下：

  target 'YourProjectName'
  pod 'TensorFlow-experimental'




	运行 pod install 来下载并安装 TensorFlow-experimental pod。



	打开 YourProjectName.xcworkspace 并添加你自己的代码。



	在应用的 Build Settings 选项中，确保在 Other Linker Flags 和 Header Search Paths中添加 $(inherited) 。





运行示例

你需要使用 Xcode 7.3 或更新的版本来运行我们的 iOS 示例程序。

目前有三个例子，分别叫做：simple、benchmark 和 camera。现在你可以通过克隆 TensorFlow 仓库来下载示例代码（我们计划在日后将例子在单独的仓库进行提供）从 TensorFlow 文件夹根目录下载 Inception v1，然后将标签和图形文件提取到 data 文件夹中（simple 和 camera 示例步骤一致）：

mkdir -p ~/graphs
curl -o ~/graphs/inception5h.zip \
 https://storage.googleapis.com/download.tensorflow.org/models/inception5h.zip \
 && unzip ~/graphs/inception5h.zip -d ~/graphs/inception5h
cp ~/graphs/inception5h/* tensorflow/examples/ios/benchmark/data/
cp ~/graphs/inception5h/* tensorflow/examples/ios/camera/data/
cp ~/graphs/inception5h/* tensorflow/examples/ios/simple/data/


切换到其中一个示例的目录，下载 Tensorflow-experimental pod，并打开 Xcode workspace。注意，安装 pod 的时间可能会很长（大约 450MB）。如果你想运行 Simple 示例，那么：

cd tensorflow/examples/ios/simple
pod install
open tf_simple_example.xcworkspace   # note .xcworkspace, not .xcodeproj
                                     # this is created by pod install


在 Xcode 模拟器中运行 Simple 示例程序。你可以看到一个有着 Run Model 按钮的单屏应用。点击它，你会在下方的日志框中看到一些调试信息，这表明已经分析了目录数据中的 Grace Hopper 图像，并识别出了军装。使用相同的过程可以运行其他的样本。相机示例则需要连接一个真实的 iOS 设备。一旦构建并运行它，就能得到一个实时的相机视图，你便能够将相机对准任何对象从而获得识别的结果。

iOS 示例细节

有三个 iOS 示例程，均在 Xcode 项目中定义：tensorflow/examples/ios。


	Simple：这是一个展示了如何在尽可能少的代码下加载和运行 TensorFlow 模型的简单例子。它值包含一个单一视图，并包含一个按钮，用户点击时执行模型的加载和推断。



	Camera：这个例子与 Android TF Classify 演示程序非常像。它加载了 Inception v3 并输出了估计出的最佳的标签，以显示实时相机图像中的内容。与 Android 版本一样，你可以使用 TensorFlow for Poets 来训练自定义的模型，并以最小的代码修改将其放入此示例中。



	Benchmark：它与 Simple 很接近，但它会重复运行计算图并将类似的统计信息输出到 Android 上的基准测试工具中。





排错


	确保你使用的是 TensorFlow-experimental pod（而不是 TensorFlow）。



	TensorFlow-experimental pod 大约有 450MB。原因在于我们绑定了多个平台，而 pod 包含了所有平台的 TensorFlow 功能（例如：运算）。最终应用的大小很小（约为 25 MB）。使用完整的 pod 在自己的开发过程中非常方便，但请阅读下一节内容来交接如何通过构建自己定制的 TensorFlow 库来缩减大小。





从源码构建 TensorFlow iOS 库

尽管 Cocoapods 是最简单快捷的入门方式，但你有时候需要更加灵活的确定你的应用程序需要附带那些 TensorFlow 组件。对于这种情况，你可以从源码构建 iOS 库，请参考这篇教程来了解相关操作的详细说明。
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集成 TensorFlow 库

一旦你在解决你所需问题的模型上取得了进展，那么在立即在应用中进行测试就变得非常重要了。通常情况下，你的训练数据与实际世界中面临的数据是存在意想不到的差异，尽快清晰的了解这些差距，才能更快的改进你的产品体验。这个页面讨论了如何在你的应用中集成 TensorFlow 库，只要你能够将 TensorFlow 移动端的演示程序成功部署，就能成功的构建你自己的应用。

库链接

在 iOS 中构建 TensorFlow

Android

对 Android 而言，你只需要链接一个叫做 libandroid_tensorflow_inference_java.jar 的 JAR 文件即可。有三种方式：


	在 jcenter AAR 中引入，例如

这个应用



	从 ci.tensorflow.org 中下载编译好的开发版本。



	根据我们 Android Github 仓库的指示自行构建 JAR 文件。





iOS

在 iOS 上集成 TensorFlow 库稍微复杂一些。这是一份你需要在 iOS 应用上执行的步骤清单：


	链接 tensorflow/contrib/makefile/gen/lib/libtensorflow-core.a：通常情况下，将 -L/your/path/tensorflow/contrib/makefile/gen/lib/ 和 -ltensorflow-core 添加到你的链接器标志中。

	链接并生成 protobuf 库：将 -L/your/path/tensorflow/contrib/makefile/gen/protobuf_ios/lib、-lprotobuf 和 -lprotobuf-lite 添加到你的编译命令中。

	包含路径：你需要将 tensorflow/contrib/makefile/downloads/protobuf/src、 tensorflow/contrib/makefile/downloads、tensorflow/contrib/makefile/downloads/eigen 和 tensorflow/contrib/makefile/gen/proto 这些 TensorFlow 的源文件夹路径添加作为第一入口。

	确保针对 TensorFlow 的库二进制文件是通过 -force_load 参数编译而成（或视平台而定），从而保证正确链接。关于这个操作必要性的更多细节你可以在下一个小节，全局构造的黑魔法中了解到。在类 Linux 平台下，你需要使用诸如 -Wl,--allow-multiple-definition -Wl,--whole-archive 等不同链接标志。



此外，你还需要将其链接到 Accelerator 框架中，因为它能够对某些计算操作进行加速。

全局构造的黑魔法

当你运行程序尝试调用 TensorFlow 时候，你可能会遇到 No session factory registered for the given session options 的错误，同时它也是几个相当微妙的错误之一。要理解为什么会发生这种情况以及如何解决这个问题，你需要了解一下 TensorFlow 的架构。

TensorFlow 整个框架被设计得相当模块化，其中包含了大量的独立的特定对象以及一个轻薄的内核，并且可以根据需要进行混合与匹配。为了实现这一点，C++ 中的编码模式必须让模块在没有一个汇总列表的情况下（且每个列表与实现必须分开更新），能够简单的通知框架它们所提供的服务。同时，它还必须允许单独的库能够在不重新编译内核的情况下添加它们自己的实现。

为了获得这种级别的兼容性，Tensorf 在相当多的地方使用了如下的注册模式：

class MulKernel : OpKernel {
  Status Compute(OpKernelContext* context) { … }
};
REGISTER_KERNEL(MulKernel, “Mul”);


这将作为主要内核集的一部分或是作为单独的自定义库，在一个独立的 .cc 文件链接到你的应用中去。黑魔法就在于，REGISTER_KERNEL()  这个宏能能够通知 TensorFlow 内核它具有一个关于 Mul 操作的实现，从而在任何需要它的计算图中调用。

从编程的角度来看，这个设置是相当便利的。实现和注册代码位于同一个文件，同时添加新的实现与编译和链接它一样简单。但是，最难的地方就在于 REGISTER_KERNEL() 的实现方式。C++ 并没有提供这种良好的注册机制，因此我们必须使用一些具有技巧的代码。在 TensorFlow 内部，这个宏被实现为类似于下面代码的东西：

class RegisterMul {
 public:
  RegisterMul() {
    global_kernel_registry()->Register(“Mul”, [](){
      return new MulKernel()
    });
  }
};
RegisterMul g_register_mul;


这个宏设置了一个具有构造函数的 RegisterMul 类，其构造函数会在有人希望全局内核入口创建一个 Mul 内核的时候告诉这个入口。从而，内核入口类就具有一个全局对象，并且其构造函数需要在任何程序启动前调用它。

虽然听起来很合理，但可惜的是自定义的全局对象没有被任何其他代码使用，而链接器又被设计成在没有使用时就会将其代码删除的形式，从而导致的结果就是：构造函数从未被调用，并且该类也没有被注册。在 TensorFlow 中，所有模块都使用了这种模式，而在代码运行时，Session 的实现中就首次检查了这个构造，这也是为什么这个问题会发生的原因。

解决方法就是强制链接器在即使代码没有使用的情况下，也不忽略库中的任何代码。在 iOS 中，可以中 -force_load 标志并制定库的路径，而在 Linux 中，你需要使用 --whole-archive 。它们指导了链接器不要积极的对编译作出精简，而是保留使用 TensorFlow 时所需的全局变量。

不同形式 REGISTER_* 宏的实际实现在实践中相当复杂，但它们都有着相同的底层问题。如果你对它们的工作方式感兴趣，op_kernel.h 是一个研究的起点。

Protobuf 问题

TensorFlow 依赖 Protocol Buffer，通常称为 protobuf。这个库利用了数据结构的定义，从而为各种语言生成可访问的代码。比较棘手的问题在于，生成的代码需要链接到与框架完全相同版本共享的库中，才能作为生成器使用。当 protoc 来自于标准链接库中不同版本的 protobuf 库路径时候，会触发一些问题。例如，你可能正在使用一个本地编译在 ~/projects/protobuf-3.0.1.a 中的 protoc 的副本，但是你又有在系统中安装在 /user/local/lib 和 /usr/local/include 下的 3.0.0 版本的 protoc。

在使用 protobuf 进行编译或链接时，这个问题就会导致出错。通常，构建工具会照顾到这一点，但是如果你使用的是 makefile，那么请确保你构建时使用的是局部构建的 protobuf 库，可以参考这个 Makefile。

另一个可能出现问题的情况是在需要生产 protobuf 头文件和源文件时出现的。这个过程使得构建过程更加复杂，这是因为第一阶段必须通过 protobuf 的定义来创建所有需要的代码文件，只有在此之后才能继续编译库的代码。

同应用下的不同 protobuf 版本

Protobufs 生成了整个 TensorFlow C++ 接口头文件的一部分。这使得使用这个库作为一个独立框架变得相对复杂。

如果你的应用已经使用了某个版本的 protobuf，那么在集成 TensorFlow 可能会会遇到一些麻烦，因为 TensorFlow 可能要求使用另一个版本的 protobuf。如果你尝试将两个版本链接到一个相同的库时，你将看到大堆的符号错误。为了解决这个特定的问题，我们有一个实验性的脚本 rename_protobuf.sh 来帮你解决这个问题。

在下载完全部依赖后，你需要将其作为 Makefile 构建的一部分：

tensorflow/contrib/makefile/download_dependencies.sh
tensorflow/contrib/makefile/rename_protobuf.sh


调用 TensorFlow API

一旦你的框架可用后，你就得调用它了。通常的模式是先加载代表预先设置加载你的模型，它表示了一个数值计算的模型，然后通过输入（例如相机的图像）、运行该模型从而接收输出（例如预测标签）。

在 Android 上，我们提供了专用于 Java 的 Inference 库，而在 iOS 和 Raspberry Pi 上你可以直接调用 C++ 的 API。

Android

Android 上的一个典型的 Inference 库的用法如下：

// 从磁盘加载模型
TensorFlowInferenceInterface inferenceInterface =
new TensorFlowInferenceInterface(assetManager, modelFilename);

// 将输入数据复制给 TensorFlow
inferenceInterface.feed(inputName, floatValues, 1, inputSize, inputSize, 3);

// 调用运行 Inference 程序
inferenceInterface.run(outputNames, logStats);

// 将输出的 Tensor 复制回输出 outputs 数组
inferenceInterface.fetch(outputName, outputs);


你可以在这个 Android 示例中找到相关源码。

iOS 与 Raspberry Pi

在 iOS 和 Raspberry Pi 中也有类似的代码：

// 加载模型
PortableReadFileToProto(file_path, &tensorflow_graph);

// 从模型中创建 session 会话
tensorflow::Status s = session->Create(tensorflow_graph);
if (!s.ok()) {
  LOG(FATAL) << "Could not create TensorFlow Graph: " << s;
}

// 运行模型
std::string input_layer = "input";
std::string output_layer = "output";
std::vector<tensorflow::Tensor> outputs;
tensorflow::Status run_status = session->Run({{input_layer, image_tensor}},
                           {output_layer}, {}, &outputs);
if (!run_status.ok()) {
  LOG(FATAL) << "Running model failed: " << run_status;
}

// 访问输出数据
tensorflow::Tensor* output = &outputs[0];


上面的代码基于 iOS 示例代码，但是其实与 iOS 并没有关系；相同的代码同样可以在任何支持 C++ 的平台上运行。

你可以在这里找到与 Raspberry Pi 相关的例子。
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Preparing models for mobile deployment

The requirements for storing model information during training are very different from when you want to release it as part of a mobile app. This section covers the tools involved in converting from a training model to something releasable in production.

What is up with all the different saved file formats?

You may find yourself getting very confused by all the different ways that TensorFlow can save out graphs. To help, here’s a rundown of some of the different components, and what they are used for. The objects are mostly defined and serialized as protocol buffers:


	NodeDef: Defines a single operation in a model. It has a unique name, a list of the names of other nodes it pulls inputs from, the operation type it implements (for example Add, or Mul), and any attributes that are needed to control that operation. This is the basic unit of computation for TensorFlow, and all work is done by iterating through a network of these nodes, applying each one in turn. One particular operation type that’s worth knowing about is Const, since this holds information about a constant. This may be a single, scalar number or string, but it can also hold an entire multi-dimensional tensor array. The values for a Const are stored inside the NodeDef, and so large constants can take up a lot of room when serialized.



	Checkpoint. Another way of storing values for a model is by using Variable ops. Unlike Const ops, these don’t store their content as part of the NodeDef, so they take up very little space within the GraphDef file. Instead their values are held in RAM while a computation is running, and then saved out to disk as checkpoint files periodically. This typically happens as a neural network is being trained and weights are updated, so it’s a time-critical operation, and it may happen in a distributed fashion across many workers, so the file format has to be both fast and flexible. They are stored as multiple checkpoint files, together with metadata files that describe what’s contained within the checkpoints. When you’re referring to a checkpoint in the API (for example when passing a filename in as a command line argument), you’ll use the common prefix for a set of related files. If you had these files:

  /tmp/model/model-chkpt-1000.data-00000-of-00002
  /tmp/model/model-chkpt-1000.data-00001-of-00002
  /tmp/model/model-chkpt-1000.index
  /tmp/model/model-chkpt-1000.meta


You would refer to them as /tmp/model/chkpt-1000.



	GraphDef: Has a list of NodeDefs, which together define the computational graph to execute. During training, some of these nodes will be Variables, and so if you want to have a complete graph you can run, including the weights, you’ll need to call a restore operation to pull those values from checkpoints. Because checkpoint loading has to be flexible to deal with all of the training requirements, this can be tricky to implement on mobile and embedded devices, especially those with no proper file system available like iOS. This is where the freeze_graph.py script comes in handy. As mentioned above, Const ops store their values as part of the NodeDef, so if all the Variable weights are converted to Const nodes, then we only need a single GraphDef file to hold the model architecture and the weights. Freezing the graph handles the process of loading the checkpoints, and then converts all Variables to Consts. You can then load the resulting file in a single call, without having to restore variable values from checkpoints. One thing to watch out for with GraphDef files is that sometimes they’re stored in text format for easy inspection. These versions usually have a ‘.pbtxt’ filename suffix, whereas the binary files end with ‘.pb’.



	FunctionDefLibrary: This appears in GraphDef, and is effectively a set of sub-graphs, each with information about their input and output nodes. Each sub-graph can then be used as an op in the main graph, allowing easy instantiation of different nodes, in a similar way to how functions encapsulate code in other languages.



	MetaGraphDef: A plain GraphDef only has information about the network of computations, but doesn’t have any extra information about the model or how it can be used. MetaGraphDef contains a GraphDef defining the computation part of the model, but also includes information like ‘signatures’, which are suggestions about which inputs and outputs you may want to call the model with, data on how and where any checkpoint files are saved, and convenience tags for grouping ops together for ease of use.



	SavedModel: It’s common to want to have different versions of a graph that rely on a common set of variable checkpoints. For example, you might need a GPU and a

CPU version of the same graph, but keep the same weights for both. You might also need some extra files (like label names) as part of your model. The SavedModel format addresses these needs by letting you save multiple versions of the same graph without duplicating variables, and also storing asset files in the same bundle. Under the hood, it uses MetaGraphDef and checkpoint files, along

with extra metadata files. It’s the format that you’ll want to use if you’re deploying a web API using TensorFlow Serving, for example.





How do you get a model you can use on mobile?

In most situations, training a model with TensorFlow will give you a folder ontaining a GraphDef file (usually ending with the .pb or .pbtxt extension) and a set of checkpoint files. What you need for mobile or embedded deployment is a single GraphDef file that’s been ‘frozen’, or had its variables converted into inline constants so everything’s in one file.  To handle the conversion, you’ll need the freeze_graph.py script, that’s held in tensorflow/python/tools/freeze_graph.py. You’ll run it like this:

bazel build tensorflow/tools:freeze_graph
bazel-bin/tensorflow/tools/freeze_graph \
--input_graph=/tmp/model/my_graph.pb \
--input_checkpoint=/tmp/model/model.ckpt-1000 \
--output_graph=/tmp/frozen_graph.pb \
--output_node_names=output_node \


The input_graph argument should point to the GraphDef file that holds your model architecture. It’s possible that your GraphDef has been stored in a text format on disk, in which case it’s likely to end in .pbtxt instead of .pb, and you should add an extra --input_binary=false flag to the command.

The input_checkpoint should be the most recent saved checkpoint. As mentioned in the checkpoint section, you need to give the common prefix to the set of checkpoints here, rather than a full filename.

output_graph defines where the resulting frozen GraphDef will be saved. Because it’s likely to contain a lot of weight values that take up a large amount of space in text format, it’s always saved as a binary protobuf.

output_node_names is a list of the names of the nodes that you want to extract the results of your graph from. This is needed because the freezing process needs to understand which parts of the graph are actually needed, and which are artifacts of the training process, like summarization ops. Only ops that contribute to calculating the given output nodes will be kept. If you know how your graph is going to be used, these should just be the names of the nodes you pass into Session::Run() as your fetch targets. The easiest way to find the node names is to inspect the Node objects while building your graph in python. Inspecting your graph in TensorBoard is another simple way.  You can get some suggestions on likely outputs by running the summarize_graph tool.

Because the output format for TensorFlow has changed over time, there are a variety of other less commonly used flags available too, like input_saver, but hopefully you shouldn’t need these on graphs trained with modern versions of the framework.

Using the Graph Transform Tool

A lot of the things you need to do to efficiently run a model on device are available through the Graph Transform Tool. This command-line tool takes an input GraphDef file, applies the set of rewriting rules you request, and then writes out the result as a GraphDef. See the documentation for more information on how to build and run this tool.

Removing training-only nodes

TensorFlow GraphDefs produced by the training code contain all of the computation that’s needed for back-propagation and updates of weights, as well as the queuing and decoding of inputs, and the saving out of checkpoints. All of these nodes are no longer needed during inference, and some of the operations like checkpoint saving aren’t even supported on mobile platforms. To create a model file that you can load on devices you need to delete those unneeded operations by running the strip_unused_nodes rule in the Graph Transform Tool.

The trickiest part of this process is figuring out the names of the nodes you want to use as inputs and outputs during inference.  You'll need these anyway once you start to run inference, but you also need them here so that the transform can calculate which nodes are not needed on the inference-only path. These may not be obvious from the training code. The easiest way to determine the node name is to explore the graph with TensorBoard.

Remember that mobile applications typically gather their data from sensors and have it as arrays in memory, whereas training typically involves loading and decoding representations of the data stored on disk. In the case of Inception v3 for example, there’s a DecodeJpeg op at the start of the graph that’s designed to take JPEG-encoded data from a file retrieved from disk and turn it into an arbitrary-sized image. After that there’s a BilinearResize op to scale it to the expected size, followed by a couple of other ops that convert the byte data into float and scale the value magnitudes it in the way the rest of the graph expects. A typical mobile app will skip most of these steps because it’s getting its input directly from a live camera, so the input node you will actually supply will be the output of the Mul node in this case.

<img src ="../images/inception_input.png" width="300">

You’ll need to do a similar process of inspection to figure out the correct utput nodes.

If you’ve just been given a frozen GraphDef file, and are not sure about the contents, try using the summarize_graph tool to print out information bout the inputs and outputs it finds from the graph structure. Here’s an xample with the original Inception v3 file:

bazel run tensorflow/tools/graph_transforms:summarize_graph --
--in_graph=tensorflow_inception_graph.pb


Once you have an idea of what the input and output nodes are, you can feed them into the graph transform tool as the --input_names and --output_names arguments, and call the strip_unused_nodes transform, like this:

bazel run tensorflow/tools/graph_transforms:transform_graph --
--in_graph=tensorflow_inception_graph.pb
--out_graph=optimized_inception_graph.pb --inputs='Mul' --outputs='softmax'
--transforms='
  strip_unused_nodes(type=float, shape="1,299,299,3")
  fold_constants(ignore_errors=true)
  fold_batch_norms
  fold_old_batch_norms'


One thing to look out for here is that you need to specify the size and type that you want your inputs to be. This is because any values that you’re going to be passing in as inputs to inference need to be fed to special Placeholder op nodes, and the transform may need to create them if they don’t already exist. In the case of Inception v3 for example, a Placeholder node replaces the old Mul node that used to output the resized and rescaled image array, since we’re going to be doing that processing ourselves before we call TensorFlow. It keeps the original name though, which is why we always feed in inputs to Mul when we run a session with our modified Inception graph.

After you’ve run this process, you’ll have a graph that only contains the actual nodes you need to run your prediction process. This is the point where it becomes useful to run metrics on the graph, so it’s worth running summarize_graph again to understand what’s in your model.

What ops should you include on mobile?

There are hundreds of operations available in TensorFlow, and each one has multiple implementations for different data types. On mobile platforms, the size of the executable binary that’s produced after compilation is important, because app download bundles need to be as small as possible for the best user experience. If all of the ops and data types are compiled into the TensorFlow library then the total size of the compiled library can be tens of megabytes, so by default only a subset of ops and data types are included.

That means that if you load a model file that’s been trained on a desktop machine, you may see the error “No OpKernel was registered to support Op” when you load it on mobile. The first thing to try is to make sure you’ve stripped out any training-only nodes, since the error will occur at load time even if the op is never executed. If you’re still hitting the same problem once that’s done, you’ll need to look at adding the op to your built library.

The criteria for including ops and types fall into several categories:


	Are they only useful in back-propagation, for gradients? Since mobile is focused on inference, we don’t include these.



	Are they useful mainly for other training needs, such as checkpoint saving? These we leave out.



	Do they rely on frameworks that aren’t always available on mobile, such as libjpeg? To avoid extra dependencies we don’t include ops like DecodeJpeg.



	Are there types that aren’t commonly used? We don’t include boolean variants of ops for example, since we don’t see much use of them in typical inference graphs.





移动端优化

Locate the implementation

Operations are broken into two parts. The first is the op definition, which declares the signature of the operation, which inputs, outputs, and attributes it has. These take up very little space, and so all are included by default. The implementations of the op computations are done in kernels, which live in the tensorflow/core/kernels folder. You need to compile the C++ file containing the kernel implementation of the op you need into the library. To figure out which file that is, you can search for the operation name in the source files.

Here’s an example search in github.

You’ll see that this search is looking for the Mul op implementation, and it finds it in tensorflow/core/kernels/cwise_op_mul_1.cc. You need to look for macros beginning with REGISTER, with the op name you care about as one of the string arguments.

In this case, the implementations are actually broken up across multiple .cc files, so you’d need to include all of them in your build. If you’re more comfortable using the command line for code search, here’s a grep command that also locates the right files if you run it from the root of your TensorFlow repository:

grep 'REGISTER.*"Mul"' tensorflow/core/kernels/*.cc

Add the implementation to the build

If you’re using Bazel, and building for Android, you’ll want to add the files you’ve found to the android_extended_ops_group1 or android_extended_ops_group2 targets. You may also need to include any .cc files they depend on in there. If the build complains about missing header files, add the .h’s that are needed into the android_extended_ops target.

If you’re using a makefile targeting iOS, Raspberry Pi, etc, go to tensorflow/contrib/makefile/tf_op_files.txt and add the right implementation files there.


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


移动端优化

在移动或嵌入式设备中存在一些你需要去处理的问题，同时你还需要在开发模型时就思考这些问题。

问题包括：


	模型及其二进制文件的大小

	应用的运行速度以及模型的加载速度

	性能与线程管理



我们会在下面简单讨论这些问题。

TensorFlow 的最低要求

运行包含基本功能的 TensorFlow 需要牺牲 1MB 的程序以及几兆的内存大小，因此 TensorFlow 不能运行在 DSP 或微控制器上。除此之外，限制 TensorFlow 的最大因素通常是设备的计算速度，以及你能否在足够低的计算延迟内运行你所需的模型。你可以参考模型的分析用性能测基准测试工具来了解运行模型需要多少 FLOP，然后根据该值对不同设备的运行速度做经验估算。例如，当今的智能手机可以每秒运行 10 GFLOP，所以对于 5 GFLOP 模型而言，可以得到的最佳效果是每秒两帧，根据设备实际的计算模式，你可能需要降低帧率。

这种模型的要求使得只要你能在有限的内存中将神经网络优化得足够好以适应计算延迟，TensorFlow 就可以运行在非常古老或受到限制的智能手机上。考虑到内存的限制，你需要保证 TensorFlow 创建的中间缓存不能太大，你也可以通过性能基准输出做检查。

速度

在大部分模型部署任务中，最高优先级之一的任务是如何快速运行推断程序来提供良好的用户体验。首先我们需要查看执行运算图所需的 FLOP 数。你可以使用 benchmark_model 工具来进行粗略估计：

bazel build -c opt tensorflow/tools/benchmark:benchmark_model && \
bazel-bin/tensorflow/tools/benchmark/benchmark_model \
--graph=/tmp/inception_graph.pb --input_layer="Mul:0" \
--input_layer_shape="1,299,299,3" --input_layer_type="float" \
--output_layer="softmax:0" --show_run_order=false --show_time=false \
--show_memory=false --show_summary=true --show_flops=true --logtostderr


上面的命令会输出运行此计算图所需计算所需操作数的估算值。然后你就可以使用这些信息来确定你的模型在你的目标设备上运行的可行性。举个例子，2016 年的高端智能手机能够在每秒处理 200 亿个 FLOP，因此执行需要 100 亿 FLOP 的模型的期望速度约为 500 ms。在类似于 Raspberry Pi 3 这种每秒只能处理 50 亿个 FLOP 的设备上，你可能要两秒才能获得一个推断的计算结果。

当有了计算操作消耗的估计之后，它就对你计划的目标设备上有所帮助。如果模型的计算操作太多，那么你可以有很多方式来优化模型的架构并减少这个数量。

一些比较新的技术有 SqueezeNet 和 MobileNet 等，这些架构专门为移动设备的定制模型 —— 体积小、运行速度快但代价是精度低。你也可以使用这些模型的一些更小更老的替代模型。比如，与 Inception v3 的 2400 万参数量且消耗 90 亿 FLOP 相比，Inception v1 只有 700 万个参数且仅需 30 亿 FLOP。

模型大小

运行在移动设备上的模型需要存储在模型的某个地方，巨大的神经网络可能消耗上百兆的存储空间。大部分用户不愿意从应用商店中下载相当大的程序包，因此你必须尽可能的压缩模型的体积。况且，神经网络越小移动设备加载越快。

Preparing models for mobile deployment

bazel build tensorflow/tools/graph_transforms:summarize_graph && \
bazel-bin/tensorflow/tools/graph_transforms/summarize_graph \
--in_graph=/tmp/tensorflow_inception_graph.pb


上面的命令会输出类似下面的结果：

No inputs spotted.
Found 1 possible outputs: (name=softmax, op=Softmax)
Found 23885411 (23.89M) const parameters, 0 (0) variable parameters,
and 99 control_edges
Op types used: 489 Const, 99 CheckNumerics, 99 Identity, 94
BatchNormWithGlobalNormalization, 94 Conv2D, 94 Relu, 11 Concat, 9 AvgPool,
5 MaxPool, 1 Sub, 1 Softmax, 1 ResizeBilinear, 1 Reshape, 1 Mul, 1 MatMul,
1 ExpandDims, 1 DecodeJpeg, 1 Cast, 1 BiasAdd


Fixed Point Quantization

bazel build tensorflow/tools/graph_transforms:transform_graph && \
bazel-bin/tensorflow/tools/graph_transforms/transform_graph \
--in_graph=/tmp/tensorflow_inception_optimized.pb \
--out_graph=/tmp/tensorflow_inception_quantized.pb \
--inputs='Mul:0' --outputs='softmax:0' --transforms='quantize_weights'


如果你检查一下文件的大小，那么这个文件大约是 23MB，即源文件大小的四分之一。

另一种转换是方式是 round_weights，它并不会让整个文件变小，但是当对其进行压缩时可以让整个文件大小跟使用 quantized_weights 时相当。由于用户在下载应用时本质上是下载应用的一个压缩版本，所以这对于移动开发来说相当有用。

模型的原始文件不能被标准压缩算法压缩得当，这是由于相同数字的位模式可能会完全不同所导致的。round_weights 变换会将权重参数四舍五入的结果保存为浮点数。这就意味着如果存储模型中存在相当多的重复字节，压缩效率就会大大增加。大多数情况下会接近八位二进制数的存储大小。

round_weights 相对于 quantize_weights 的另一个优点是可以使框架在解压参数时不需要分配一个临时缓冲区。这种操作可以降低一些延迟（由于结果仍然需要缓存，所以这个操作只发生在第一次运行），并且使内存映射成为可能，我们会在下面的内容中讨论。

二进制文件大小

移动开发和服务器开发之间的最大区别之一就是二进制文件大小的重要性。在桌面计算机中，磁盘上安装数百兆字节的可执行文件已经不再罕见，但对于移动或嵌入式应用来说，保持二进制文件尽可能小，是使用户更容易下载应用的关键因素之一。如上所述，默认情况下， TensorFlow 仅包含了运算符实现的一个子集，但这仍然会产生 12 MB 大小的最终文件。你可以基于自动分析模型将库设置为实际需要的计算部分以减少包的体积，为此：


	运行 tools/print_required_ops/print_selective_registration_header.py 来生成只包含所需运算符的头文件。

	将 ops_to_register.h 头文件放在编译器能够找到的地方，也可以放在 TensorFlow 的根目录下。

	通过定义 SELECTIVE_REGISTRATION 构建 TensorFlow。例如，将 --copts="-DSELECTIVE_REGISTRATION" 传递给你的 Bazel 命令。



在此过程中重新编译了整个库并且仅包含所需的操作和类型，从而显著减少可执行文件的大小。例如，在 Inception v3 中，新模型的大小仅为 1.5 MB。

模型的分析

一旦你对设备的性能峰值范围有所了解之后，检查一下它目前的实际性能是很有必要的。不要在应用中直接运行，而是单独使用 TensorFlow 的性能基准工具进行测试，有利于计算出单独 TensorFlow 本身对延迟的影响。tensorflow/tools/benchmark 中的工具能够帮助你做到这一点。要将其用在桌面系统的 Inception v3 上，可以使用如下命令：

bazel build -c opt tensorflow/tools/benchmark:benchmark_model && \
bazel-bin/tensorflow/tools/benchmark/benchmark_model \
--graph=/tmp/tensorflow_inception_graph.pb --input_layer="Mul" \
--input_layer_shape="1,299,299,3" --input_layer_type="float" \
--output_layer="softmax:0" --show_run_order=false --show_time=false \
--show_memory=false --show_summary=true --show_flops=true --logtostderr


你的输出结果与下方的结果类似：

============================== Top by Computation Time ==============================
[node
 type]  [start]  [first] [avg ms]     [%]  [cdf%]  [mem KB]  [Name]
Conv2D   22.859   14.212   13.700  4.972%  4.972%  3871.488  conv_4/Conv2D
Conv2D    8.116    8.964   11.315  4.106%  9.078%  5531.904  conv_2/Conv2D
Conv2D   62.066   16.504    7.274  2.640% 11.717%   443.904  mixed_3/conv/Conv2D
Conv2D    2.530    6.226    4.939  1.792% 13.510%  2765.952  conv_1/Conv2D
Conv2D   55.585    4.605    4.665  1.693% 15.203%   313.600  mixed_2/tower/conv_1/Conv2D
Conv2D  127.114    5.469    4.630  1.680% 16.883%    81.920  mixed_10/conv/Conv2D
Conv2D   47.391    6.994    4.588  1.665% 18.548%   313.600  mixed_1/tower/conv_1/Conv2D
Conv2D   39.463    7.878    4.336  1.574% 20.122%   313.600  mixed/tower/conv_1/Conv2D
Conv2D  127.113    4.192    3.894  1.413% 21.535%   114.688  mixed_10/tower_1/conv/Conv2D
Conv2D   70.188    5.205    3.626  1.316% 22.850%   221.952  mixed_4/conv/Conv2D

============================== Summary by node type ==============================
[Node type]  [count]  [avg ms]    [avg %]    [cdf %]  [mem KB]
Conv2D            94   244.899    88.952%    88.952% 35869.953
BiasAdd           95     9.664     3.510%    92.462% 35873.984
AvgPool            9     7.990     2.902%    95.364%  7493.504
Relu              94     5.727     2.080%    97.444% 35869.953
MaxPool            5     3.485     1.266%    98.710%  3358.848
Const            192     1.727     0.627%    99.337%     0.000
Concat            11     1.081     0.393%    99.730%  9892.096
MatMul             1     0.665     0.242%    99.971%     4.032
Softmax            1     0.040     0.015%    99.986%     4.032
<>                 1     0.032     0.012%    99.997%     0.000
Reshape            1     0.007     0.003%   100.000%     0.000

Timings (microseconds): count=50 first=330849 curr=274803 min=232354 max=415352 avg=275563 std=44193
Memory (bytes): count=50 curr=128366400(all same)
514 nodes defined 504 nodes observed


这是用于设置了 show_summary 标志而产生的摘要视图。在这个输出中，第一个表格表示了花费时间最多的节点的列表。由左至右，每列分别表示：


	node type：进行操作的节点类型。

	start：运算符的启动时间，展示了其在操作顺序中的位置。

	first: 以毫秒为单位。默认情况下 TensorFlow 会执行 20 次运行结果来获得统计数据，这个字段则表示第一次运行基准测试所需的操作时间。

	avg ms：以毫秒为单位。表示整个运行的平均操作时间。

	%：一次运行占总运行时间的百分比。这对理解密集计算区域非常有用。

	cdf%：整个过程中表格中当前运算符及上方全部运算符的累积计算时间。这对理解神经网络不同层之间的性能分布非常重要，有助于查看是否只有少数节点占用大部分时间。

	mem KB：当前层消耗的内存大小。

	Name：节点名称。



第二个表格类似，但并非以特定命名节点划分时间，而是按照运算符类型对他们进行分组。如果你想要从计算图中优化某个单一的操作符，那么这将非常有用。这个表在开始时以计算成本最昂贵的操作符开始，并且仅显示前十个操作符，并具有其他节点的占位符。从左到右依次为：


	Node type：分析节点的类型

	avg ms：所有此类型节点所耗时间的平均值，以毫秒为单位。

	avg %：此类型操作占总操作的比例。

	cdf%：整个过程中表格中当前运算符及上方全部运算符的累积计算时间。有助于理解神经网络不同运算符之间的性能分布。

	mem KB：当前运算符消耗的内存大小



这两个表格均已设置完毕，因此你可以轻松的将结果复制并粘贴到表格文档中，因为他们与制表符一起作为列与列之间的分隔符而输出。因为这份节点类型统计指出了那些代码最消耗时间，对寻找优化点非常有帮助。在这个例子中，你可以看到 Conv2D 算符消耗了 90% 的执行时间。这表明你的计算图已经优化得相当好了，因为卷积与矩阵的乘积是整个神经网络中最具分量的操作。

就经验而言，如果你看到其他运算符占用的时间更多，那么你就要仔细考虑这个问题了。对于神经网络来说，不需要涉及矩阵乘法的运算符是不值得一提的，因此如果你看到这些运算符消耗了较多的时间，那么说明你的网络结构很可能并非最优结构，或者说是我们实现的运算符代码并没有做到最优。如果你遇到了这种情况，欢迎你给我们提性能 Bug，同时也提交能复现该问题的模型以及性能测试工具的命令。

上面的提到的内容是运行在你的桌面系统上的，但是这个工具也适用于 Android，因此也对移动开发相当有用。以下是一个示例代码，可以在一个 64 位 ARM 设备上运行：

bazel build -c opt --config=android_arm64 \
tensorflow/tools/benchmark:benchmark_model
adb push bazel-bin/tensorflow/tools/benchmark/benchmark_model /data/local/tmp
adb push /tmp/tensorflow_inception_graph.pb /data/local/tmp/
adb shell '/data/local/tmp/benchmark_model \
--graph=/data/local/tmp/tensorflow_inception_graph.pb --input_layer="Mul" \
--input_layer_shape="1,299,299,3" --input_layer_type="float" \
--output_layer="softmax:0" --show_run_order=false --show_time=false \
--show_memory=false --show_summary=true'


Preparing models for mobile deployment

在 iOS 上并没有较好的命令行工具的支持，相反 tensorflow/examples/ios/benchmark 中有一个单独的例子在独立的应用中封装了这些功能。它会将统计信息输出到屏幕设备和调试日志中。对于 Android 的示例应用来说，你可以通过音量按钮来开启屏幕上的统计信息。

在移动应用中进行分析

性能基准工具生成的结果其实是 TensorFlow 运行时一部分模块生成的，这也就意味着你可以在自己的应用中访问这些结果。你可以在这里找到一个例子。

基本步骤为：


	创建一个 StatSummarizer 对象：

 tensorflow::StatSummarizer stat_summarizer(tensorflow_graph);




	设置运行选项：

 tensorflow::RunOptions run_options;
 run_options.set_trace_level(tensorflow::RunOptions::FULL_TRACE);
 tensorflow::RunMetadata run_metadata;




	运行计算图：

 run_status = session->Run(run_options, inputs, output_layer_names, {},
                           output_layers, &run_metadata);




	计算结果并输出：

 assert(run_metadata.has_step_stats());
 const tensorflow::StepStats& step_stats = run_metadata.step_stats();
 stat_summarizer->ProcessStepStats(step_stats);
 stat_summarizer->PrintStepStats();






模型可视化

加快你编码速度的最高效的手段就是修改你的模型，从而减少大量的无用工。为此，你需要了解你的模型正在执行什么样的任务，好的开始就是可视化计算过程。为浏览你计算图的整体工作，请使用 TensorBoard。

线程

桌面版的 TensorFlow 具有相当复杂的线程模型，在允许的情况下，它会自动尝试以多个线程进行运行。在我们的术语中，这叫做『运算符间的并行性（inter-op parallelism）』，并通过在 session 选项中指定 inter_op_parallelism_threads 来开启。

在默认情况下，移动设备会串行执行运算符，即 inter_op_parallelism_threads 设为 1。移动处理器通常具有很小的内核和一个小缓存，从而访问多个彼此不重叠的内存区域通常不会对性能提升有所帮助。像做卷积运算时不同线程分配相同大小内存，『运算符内的并行性（intra-op parallelism）』对于这种情况则非常有用。

在移动设备中，操作系统会将默认使用的线程数设为 CPU 的核心数，如果无法确定处理器的核心数，则会设置为 2。你可以在 intra_op_parallelism_threads 来覆盖运算符使用的默认线程数。如果你的应用本身就有很多线程在执行复杂任务，那么减少这个默认值的好处在于这能够帮助线程之间不会互相干扰。

关于更多关于 session 选项的细节，请查看 ConfigProto。

使用移动端数据重新训练

在移动应用上运行模型时，导致准确率不理想最可能的原因就是训练数据无法代表真实情况。例如，大多数 ImageNet 的图片都标注得相当好，并且对象位于图片中心、光线充足并且是由相机镜头产生而成。但移动端的照片可能就比较不理想了，通常它们的构图不一、补光不够，甚至还有图像边缘产生的鱼眼失真问题，尤其是自拍。

解决方法就是：用你的移动应用来捕获实际的数据来作为你的训练数据集。这可能需要引入一些额外的工作量，因为你还需要自己为样本添加标签。即便是你将搜集到的数据作为原始数据集的扩展，它依然可以大大优化你的训练。通过这样的方式来修改训练集，并通过修复其他的样本质量问题（例如重复或错误标记的样本）是提高精确性的最佳实践。这比修改你的模型架构或使用其他不同的技术更加有用。

优化模型的加载时间与内存占用

大多数操作系统允许使用内存映射加载文件，而非通过 I/O API 来读取。除了在堆上分配内存区域然后从磁盘中读取二进制文件外，你只需要告诉简单的告诉操作系统直接将整个文件加载到内存中就可以了。这样做有一些好处：


	加速加载时间

	减少内存的分页调度（增加性能）

	不计入你的 APP 内存占用



TensorFlow 支持由内存映射的方式来将你模型文件的大部分内容（如权重）一口气加载到内存中区。由于 Protobuf 序列化格式的限制，我们必须对模型的加载和处理代码进行一些修改。内存映射的工作原理是，我们有一个单独的文件，其中第一个部分是将一个普通的 GraphDef  序列化为 protobuf 格式，然后所有的权重就可以添加到一个直接映射的内存表后。

为了创建这个文件，请运行 tensorflow/contrib/util:convert_graphdef_memmapped_format 工具。这需要一个已经通过 freeze_graph 运行的 Graphdef 文件，并将其转换为最后附带了权重的格式。由于文件不再是标准的 GraphDef protobuf，所以你还需要对模型的加载代码进行一些修改。你可以在 iOS Camera 示例程序中看到相关例子，请仔细阅读 LoadMemoryMappedModel() 函数的实现。

相同的代码（Objective-C 需要修改文件名）也可以用在其他平台上使用。因为我们需要使用内存映射，所以首要任务是创建一个 TensorFlow 环境对象，并使用我们希望的文件设置：

std::unique_ptr<tensorflow::MemmappedEnv> memmapped_env;
memmapped_env->reset(
      new tensorflow::MemmappedEnv(tensorflow::Env::Default()));
tensorflow::Status mmap_status =
      (memmapped_env->get())->InitializeFromFile(file_path);


然后将这个环境传递给后续调用，与加载计算图类似：

tensorflow::GraphDef tensorflow_graph;
tensorflow::Status load_graph_status = ReadBinaryProto(
    memmapped_env->get(),
    tensorflow::MemmappedFileSystem::kMemmappedPackageDefaultGraphDef,
    &tensorflow_graph);


另外，你还需要创建一个会话的指针来指向你当前创建的环境：

tensorflow::SessionOptions options;
options.config.mutable_graph_options()
    ->mutable_optimizer_options()
    ->set_opt_level(::tensorflow::OptimizerOptions::L0);
options.env = memmapped_env->get();

tensorflow::Session* session_pointer = nullptr;
tensorflow::Status session_status =
    tensorflow::NewSession(options, &session_pointer);


值得注意的是，我们还禁用了自动优化，因为在某些情况下，这会折叠常量子树，从而创建我们不希望出现的张量的拷贝导致的额外内存占用。

一旦你完成这些步骤后，就可以想往常一样使用 session 和 graph，同时你还能够看到在模型加载时的加载时间和内存使用量。

保护模型文件的安全

默认情况下，你的模型会在磁盘上以序列化后标准的 protobuf 格式存储。理论上来说，任何人都可以复制你的模型，但你可能并不希望别人这么做。然而，实际上大多数模型都是应用特定的，并且已经通过编译优化进行了混淆处理，其难度与反编译并复用你应用的代码一样难。但是，如果你确实希望让用户难以访问你的模型文件，可以采取下面这些基本步骤。

我们的大部分示例程序都使用 ReadBinaryProto() 从磁盘上加载一个 GraphDef。这的确需要使用一个未加密的 protobuf 文件。辛运的是调用的实现非常简单，你可以编写一个在内存中进行解密的中间件来达到你的目的。下面的代码展示了如何使用自己的解密函数来读取和解密 protobuf：

Status ReadEncryptedProto(Env* env, const string& fname,
                          ::tensorflow::protobuf::MessageLite* proto) {
  string data;
  TF_RETURN_IF_ERROR(ReadFileToString(env, fname, &data));

  DecryptData(&data);  // 自行编写的解密方法

  if (!proto->ParseFromString(&data)) {
    TF_RETURN_IF_ERROR(stream->status());
    return errors::DataLoss("Can't parse ", fname, " as binary proto");
  }
  return Status::OK();
}


要使用这个函数，你需要自己编写 DecryptData() 方法。他可以简单到类似于下面这种形式：

void DecryptData(string* data) {
  for (int i = 0; i < data.size(); ++i) {
    data[i] = data[i] ^ 0x23;
  }
}


你也可以做一些更加复杂的加密行为，但这已经超出了本文所讨论的范围。
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教程

开始

图像

以下教程涵盖了图像识别的各个方面：


	TF Layers 教程：构建卷积神经网络

	图像识别

	重新训练 Inception 最后一层并识别新的分类

	卷积神经网络



序列

以下教程主要讲解了如何解决序列数据的机器学习问题。


	循环神经网络

	序列到序列模型

	对涂鸦进行分类的循环神经网络

	简易语音识别



数据表示

以下教程主要讲解了 TensorFlow 支持的不同类别的数据表示方法。


	tf.feature_column

	TensorFlow 宽深学习

	单词的向量表示

	使用特定的核方法改善线性模型



非机器学习

TensorFlow 的内核是一个强大的数值计算系统，因此尽管 TensorFlow 专注于机器学习领域，但是你也可以使用 TensorFlow 解决一些其它类型的数学问题。例如：


	曼德布洛特集合

	偏微分方程组




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 图像


TF Layers 教程：构建卷积神经网络

tf.layers

[image: MNIST 数据集中 0-9 的手写数字]

MNIST 数据集由 60,000 张训练样本和 10,000 张测试样本组成，这些样本表示 0-9 的手写数字，都被处理为 28x28 像素大小的灰度图片。

准备开始

新建一个名为 cnn_mnist.py 的文件，然后在里面编写 TensorFlow 程序的框架代码。

from __future__ import absolute_import
from __future__ import division
from __future__ import print_function

# 导入依赖模块
import numpy as np
import tensorflow as tf

tf.logging.set_verbosity(tf.logging.INFO)

# 程序的逻辑将会被添加到这里

if __name__ == "__main__":
  tf.app.run()


阅读本教程，你将学会如何编写代码，来构建、训练并运行一个卷积神经网络。该教程完整的代码可以查看这里。

卷积神经网络的简介

卷积神经网络（CNNs）是当前用户图像分类任务中最前沿的模型。CNNs 对图像的原始像素数据应用了一系列的过滤器，以提取和学习更高层次的特征，然后模型利用这些特征对图像进行分类。CNNs 主要包含下面三个组件：


	卷积层，它表示应用在图像中卷积核的数量。对于图片的子区域，卷积层会执行一系列的数学变换，从而输出特征映射的值。卷积层一般情况下会使用 ReLU 做为激活函数)来让模型引入非线性变换。



	池化层，它是对卷积层提取出的图像数据进行下采样，作用是可以减少特征映射的维度，从而减少计算的时间。常用的池化算法是最大池化算法，它提取的像素值是池化窗口（e.g., 2x2-像素块）中值最大的，而子区域中其他的像素值则被抛弃。



	稠密（全连接）层，在经过卷积层和池化层的采样后，全连接层就可以对特征进行分类了。具体来说，在全连接层中，层中的每个节点都与上一层的结点相连。





一般来说，CNN 是通过多层卷积模块来提取特征的。每一个模块都包含一个卷积层，后面跟着一个池化层。最后一个卷积模块后面跟着一层或者多层的全连接层来获得分类结果。CNN 中的最后一个全连接层结点的数量等于预测任务所有可能类别的数量，而这些结点的值通过 softmax 激活函数后会产生一个 0~1 的值（该层所有的结点值之和为 1）。这些 softmax 值可以解释为输入图片最有可能是属于哪个类别的概率。

注意：想要更深入了解 CNN 的架构，请看斯坦福大学的 卷积神经网络课程资料



构建基于卷积神经网络的 MNIST 分类器

基于 CNN 架构，让我们构建一个模型来对 MNIST 数据集中的图像进行分类：


	第一个卷积层：应用 32 个 5x5 窗口大小的卷积核（提取 5x5-像素的子区域）和 ReLU 激活函数。

	第一个池化层：使用 2x2 窗口大小的最大池化过滤器来做采样，且窗口每次滑动的步长为 2（步长的作用是设置窗口采样时的重叠程度）。

	第二个卷积层：应用 64 个 5x5 窗口大小的卷积核，和 ReLU 激活函数。

	第二个池化层：和第一个池化层的操作一样，2x2 的采样窗口，步长 2。

	第一个全连接层：1,024 个神经元和 dropout 的正则化率为 0.4（训练时随机屏蔽的神经元占比）。

	第二个全连接层（逻辑层）：10 个神经元，每个神经元代表着 0~9 中的一个类别。



tf.layers 模块中包含创建上述卷积神经网络三种类型的层的方法：


	conv2d()：构建一个两维的卷积层。输入的参数是卷积的核数，大小，边缘填充方式和选择的激活函数。

	max_pooling2d()：使用 max-pooling 池化算法构建一个二维的池化层。输入参数是池化的大小和步长。

	dense()：构建稠密全连接层。输入参数是神经元数目和激活函数。



每一个方法都是接受一个张量然后再将转换后的张量作为输出。这使得层与层之间的连接变得简单：即上一层的输出可以直接作为下一层的输入。

tf.estimator.ModeKeys

def cnn_model_fn(features, labels, mode):
  """CNN 的模型函数"""
  # 输入层
  input_layer = tf.reshape(features["x"], [-1, 28, 28, 1])

  # 第一个卷积层
  conv1 = tf.layers.conv2d(
      inputs=input_layer,
      filters=32,
      kernel_size=[5, 5],
      padding="same",
      activation=tf.nn.relu)

  # 第一个池化层
  pool1 = tf.layers.max_pooling2d(inputs=conv1, pool_size=[2, 2], strides=2)

  # 第二个卷积层和池化层
  conv2 = tf.layers.conv2d(
      inputs=pool1,
      filters=64,
      kernel_size=[5, 5],
      padding="same",
      activation=tf.nn.relu)
  pool2 = tf.layers.max_pooling2d(inputs=conv2, pool_size=[2, 2], strides=2)

  # 全连接层
  pool2_flat = tf.reshape(pool2, [-1, 7 * 7 * 64])
  dense = tf.layers.dense(inputs=pool2_flat, units=1024, activation=tf.nn.relu)
  dropout = tf.layers.dropout(
      inputs=dense, rate=0.4, training=mode == tf.estimator.ModeKeys.TRAIN)

  # Logits 层
  logits = tf.layers.dense(inputs=dropout, units=10)

  predictions = {
      # (为 PREDICT 和 EVAL 模式)生成预测值
      "classes": tf.argmax(input=logits, axis=1),
      # 将 `softmax_tensor` 添加至计算图。用于 PREDICT 模式下的 `logging_hook`.
      "probabilities": tf.nn.softmax(logits, name="softmax_tensor")
  }

  if mode == tf.estimator.ModeKeys.PREDICT:
    return tf.estimator.EstimatorSpec(mode=mode, predictions=predictions)

  # 计算损失（可用于`训练`和`评价`中）
  loss = tf.losses.sparse_softmax_cross_entropy(labels=labels, logits=logits)

  # 配置训练操作（用于 TRAIN 模式）
  if mode == tf.estimator.ModeKeys.TRAIN:
    optimizer = tf.train.GradientDescentOptimizer(learning_rate=0.001)
    train_op = optimizer.minimize(
        loss=loss,
        global_step=tf.train.get_global_step())
    return tf.estimator.EstimatorSpec(mode=mode, loss=loss, train_op=train_op)

  # 添加评价指标（用于评估）
  eval_metric_ops = {
      "accuracy": tf.metrics.accuracy(
          labels=labels, predictions=predictions["classes"])}
  return tf.estimator.EstimatorSpec(
      mode=mode, loss=loss, eval_metric_ops=eval_metric_ops)


创建定制化 Estimator

输入层

在 layer 模块中，用于二维图像数据的卷积层和池化层期望输入的张量维度默认为[batch_size, image_height, image_width, channels]。可以通过修改 data_format 的参数改变这种行为，定义如下：


	_batch_size_：在训练过中，每次执行梯度下降时使用的样本子集大小。

	_image_height_：样本图片的高度。

	_image_width_：样本图片的宽度。

	channels：样本图片的通道数。对于彩色图片，通道数为 3（红，绿，蓝）。对于灰度图片，就只有一个通道（黑）。

	  _data_format_：字符串，channels_last（default）或 channels_first。channels_last 对应于具有 (batch, ..., channels) 形状的输入，而 channels_first 对应于 具有 (batch, channels, ...) 形状的输入。



在这里，我们的 MNIST 数据集图片是灰度图片，每张图片的大小是 28x28 像素，因此我们输入层数据的维度为[batch_size, 28, 28, 1]

如果输入的特征不能满足这个维度，我们可以使用下面的 reshape 操作来进行转换。

input_layer = tf.reshape(features["x"], [-1, 28, 28, 1])


注意，这里的 batch_size 值为 -1，该值会根据输入 features[x] 和另外 3 个维度的值自动计算出来。这使我们可以将 batch_size 当成一个超参数来进行调整。举个例子，如果我们输入到模型的样本子集大小为 5，那么 features["x"] 会包含 3,920 个值（每个值对应每张图像像素的一个值，也即 5x28x28 = 3920），也就是说 input_layer 的形状为 [5, 28, 28, 1]，同样的，如果我们的输入样本子集大小为 100，features["x"] 就会包含 78,400 个值，也就是说 input_layer 的形状为 [100, 28, 28, 1]

第一个卷积层

第一个卷积层中，我们对输入层应用了 32 个 5x5 的卷积核和 ReLU 激活函数。我们用到了 layer 模块中的 conv2d 方法，如下所示：

conv1 = tf.layers.conv2d(
    inputs=input_layer,
    filters=32,
    kernel_size=[5, 5],
    padding="same",
    activation=tf.nn.relu)


inputs 参数指定了我们的输入张量，这个张量的形状必须为 [batch_size, image_height, inage_width, channels]。在这里，我们将 input_layer 连接到第一个卷积层，它的形状是 [batch_size, 28, 28, 1]。

注意：如果你传入了参数 data_format=channels_first，那么 conv2d() 所接受的维数是 [batch_size, channels, image_height, image_width]。



参数 filters 指定的是具体应用的卷积核的数量（在这里，数量为 32），kernel_size 指定的是卷积核的尺寸 [height, width]（在这里，尺寸为 [5, 5]）

小建议：如果卷积核的高度和宽度一致的话，你可以传递一个单独整数给参数 kernel_size，譬如 kernel_size=5。

参数 padding 的输入值是两个枚举值中的一个（值不区分大小写）：valid （默认值）或 same。当你设置 padding=same 的时候，TensorFlow 将会在边界填充 0 值从而让输出的张量和输入的张量有相同的宽高，也即 28x28。（如果没有填充，那么 5x5 的卷积核会产生一个 24x24 形状的张量）

tf.nn.relu

函数 conv2d() 的输出张量的形状为 [batch_size, 28, 28, 32]：以相同的高度和宽度作为输入，但是有 32 个通道，每个通道对应着一个卷积核的输出。

第一个池化层

接下来，我们将第一个池化层连接到我们刚创建的卷积层上去。我们使用 layers 中的 max_pooling2d() 方法来创建一个 2x2 大小，步长为 2 的最大池化过滤器。

pool1 = tf.layers.max_pooling2d(inputs=conv1, pool_size=[2, 2], strides=2)


再次说明，inputs 指定了输入的张量，它的形状为 [batch_size, image_height, image_width, channels]。在这里，我们的输入的张量是 conv1，也就是第一个卷积层的输出，它的形状是 [batch_size, 28, 28, 32]。

注意：如果你传入了参数 data_format=channels_first，那么 conv2d() 所接受的形状是[batch_size, channels, image_height, image_width]。



参数 pool_size 指定了最大池化过滤器的维度 [height, width]（在这里维度值为 [2, 2]），该参数也可以接受一个单独的数字（譬如 pool_size=2）

参数 strides 指定了滑动步长的大小。在这里，我们设置步长的值为 2，它的含义是过滤器提取的子区域在高度和宽度上都间隔有 2 个像素（对于 2x2 的过滤器，我们所提取的子区域都不会重叠）。如果你要为高度和宽度设置不同的步长值，你可以传入一个类型为元组或列表的值（e.g., stride=[3, 6]）。

方法 max_pooling2d() 输出的张量（pool1）的形状为 [batch_size, 14, 14, 32]：2x2 的过滤器让高和宽分别减少了 50%。

第二个卷积层和池化层

如前所述，我们使用 conv2d() 和 max_pooling2d() 方法就可以连接和创建我们 CNN 的第二个卷积层和池化层。对于第二个卷积层，我们配置了 64 个窗口大小为 5x5 的卷积核，使用了 ReLU 激活函数，对于第二个池化层，我们使用了和第一个池化层一样的设置（大小为 2x2 且步长为 2 的最大池化过滤器）：

conv2 = tf.layers.conv2d(
    inputs=pool1,
    filters=64,
    kernel_size=[5, 5],
    padding="same",
    activation=tf.nn.relu)

pool2 = tf.layers.max_pooling2d(inputs=conv2, pool_size=[2, 2], strides=2)


注意第二个卷积层将第一个池化层的输出（pool1）作为输入，然后得到的输出张量为 conv2。张量 conv2 的形状为 [batch_size, 14, 14, 62]，高和宽与第一个池化层（pool1）相同，64 个通道表示应用的 64 个卷积核。

第二个池化层拿 conv2 作为输入，然后得到的 pool2 作为输出。pool2 的形状为 [batch_size, 7, 7, 64]（将高和宽的长度分别减少了 50%）

全连接层

接下来，我们将要为 CNN 添加全连接层（拥有 1,024 个神经元和 ReLU 激活函数），以用来对我们前面的卷积层和池化层所提取到的特征来做分类。在我们连接该层时，我们需要拉平 pool2 的形状为 [batch_size, features]，这时张量只有两维：

pool2_flat = tf.reshape(pool2, [-1, 7 * 7 * 64])


在上面 reshape() 操作中，-1 表示 batch_size 的维数，它会根据输入的数据样本数动态的计算出来。每一个样本有 7 (pool2 的 height)  7 (pool2 的 width)  64 (pool2 的通道数) 个特征，因此我们的特征维数为 7  7  64（总共 3136 个）。输出的张量 pool2_flat 的形状是 [batch_size, 3136]

现在，我们可以使用 layers 模块中的 dense() 方法连接全连接层了。

dense = tf.layers.dense(inputs=pool2_flat, units=1024, activation=tf.nn.relu)


参数 inputs 指定了输入的张量：也就是拉平后的特征映射 pool2_flat。参数 units 指定了全连接层的神经元数（1,024）。参数 activation 指定了激活函数；同样，我们使用了 ReLU 激活函数，也即传入了 tf.nn.relu 值。

为了提高模型的效果，我们还在全连接层中应用了 dropout 正则化，使用 layers 模块中的 dropout 方法来定义：

dropout = tf.layers.dropout(
    inputs=dense, rate=0.4, training=mode == tf.estimator.ModeKeys.TRAIN)


同样，参数 inputs 指定了输入张量，它是上一个全连接层（dense）的输出张量。

参数 rate 指定了 dropout 的比率；在这里，我们的值是 0.4，意味着 40% 的神经元在训练期间会被随机的屏蔽。

参数 training 接受一个布尔值，它指定模型当前是否正在训练模式下运行；dropout 操作只会在此布尔值为 True 的时候执行。在这里，在这里，我们检查传递到我们的模型函数 cnn_model_fn 的 mode 是否是 TRAIN 模式。

我们的输出张量 dropout 的形状是 [batch_size, 1024]。

Logits 层

神经网络中的最后一层是 logits 层，它将返回我们预测的原始值。逻辑层是一个有 10 个神经元，且默认有线性激活函数的全连接层（每个神经元对应 0~9 中的一个类别）。

logits = tf.layers.dense(inputs=dropout, units=10)


CNN 最终张量由 logits 层输出，它的形状是 [batch_size, 10]

生成预测

我们的模型的 logits 层将我们的原始预测值作为一维张量返回，形状为 [batch_size, 10]。让我们将这些原始值转换成模型函数所支持的两种不同格式：


	每个样本的预测的类别：0~9 的数字。

	每个样本在不同类别下的概率：样本是 0 的概率，样本是 1 的概率，样本是 2 的概率，等等。



tf.argmax

tf.argmax(input=logits, axis=1)


参数 input 指定了提取最大值的张量，这里传入的张量是 logits，用于提取最大值。参数 axis 指定了应该沿着 input 的哪个轴找最大值，这里传入的值是 1，它意味着我们沿着第二个维度来找最大值，这对应我们输出的预测张量的形状 [batch_size, 10] 中的 10。

tf.nn.softmax

tf.nn.softmax(logits, name="softmax_tensor")


注意：我们使用参数 name 给这个操作命名为 softmax_tensor，这样的话我们就可以在后面引用他。（我们将在“设置日志钩”中为 softmax 值设置日志记录）。



我们用一个字典数据结构来表示预测，然后生成一个 EstimatorSpec 对象：

predictions = {
    "classes": tf.argmax(input=logits, axis=1),
    "probabilities": tf.nn.softmax(logits, name="softmax_tensor")
}
if mode == tf.estimator.ModeKeys.PREDICT:
  return tf.estimator.EstimatorSpec(mode=mode, predictions=predictions)


计算损失

对于训练（TRAIN）和评价（EVAL）环节，我们需要定义损失函数来衡量预测类别和真实类别之间的差距。对于像 MNIST 这样的多分类问题，我们常用交叉熵作为损失的度量。下面的代码将会在训练或者验证模式下计算对应的交叉熵。

onehot_labels = tf.one_hot(indices=tf.cast(labels, tf.int32), depth=10)
loss = tf.losses.softmax_cross_entropy(
    onehot_labels=onehot_labels, logits=logits)


让我们清楚地了解一下上面的代码做了什么。

张量 labels 包含了样本对应的真实类别，他是一个 list 结构，e.g. [1 ,9, ...]。为了能够计算出交叉熵值，首先我们需要对 labels 值做 one-hot 编码：

[[0, 1, 0, 0, 0, 0, 0, 0, 0, 0],
 [0, 0, 0, 0, 0, 0, 0, 0, 0, 1],
 ...]


tf.one_hot


	indices：one-hot 编码后的下标值，也就是上面张量值为 1 所对应的下标值。

	depth：one-hot 编码后的深度，也就是目标类别的总数，在这里，深度值是 10。



通过执行 one-hot 编码后，我们可以得到 onehot_labels 张量：

onehot_labels = tf.one_hot(indices=tf.cast(labels, tf.int32), depth=10)


因为原始的 labels 包含了 0~9 的数字，所以 indices 实际上是转换为整数值后的 labels 张量。参数 depth 值为 10 是因为我们有 10 个可能的类别，每个数字对应的一个类别。

接下来，我们就可以根据 onehot_labels 和由 logits 层预测值得到的 softmax 值来计算交叉熵值了。tf.losses.softmax_cross_entropy() 函数拿 onehot_labels 和 logits 张量作为输入，然后在 logits 上执行 softmax 激活函数，接着计算交叉熵，最后返回张量类型的 loss 值。

loss = tf.losses.softmax_cross_entropy(
    onehot_labels=onehot_labels, logits=logits)


配置训练操作

在上面的章节，我们定义了交叉熵损失函数。接下来让我们在训练中配置我们的模型来最优化这个损失值。我们使用的最优化算法是随机梯度下降法，对应的学习率为 0.001 。

if mode == tf.estimator.ModeKeys.TRAIN:
  optimizer = tf.train.GradientDescentOptimizer(learning_rate=0.001)
  train_op = optimizer.minimize(
      loss=loss,
      global_step=tf.train.get_global_step())
  return tf.estimator.EstimatorSpec(mode=mode, loss=loss, train_op=train_op)


创建定制化 Estimator



添加评价指标

通过在 EVAL 模式中定义 eval_metric_ops 字典，我们可以给模型添加准确度评价指标：

eval_metric_ops = {
    "accuracy": tf.metrics.accuracy(
        labels=labels, predictions=predictions["classes"])}
return tf.estimator.EstimatorSpec(
    mode=mode, loss=loss, eval_metric_ops=eval_metric_ops)


训练和评价 CNN MNIST 分类器

我们已经完成了 CNN 模型的代码工作；现在我们准备训练和评价它。

加载训练和测试数据

首先，我们需要加载训练和测试数据。在 cnn_mnist.py 文件中的 main() 函数添加下面的代码：

def main(unused_argv):
  # Load training and eval data
  mnist = tf.contrib.learn.datasets.load_dataset("mnist")
  train_data = mnist.train.images # Returns np.array
  train_labels = np.asarray(mnist.train.labels, dtype=np.int32)
  eval_data = mnist.test.images # Returns np.array
  eval_labels = np.asarray(mnist.test.labels, dtype=np.int32)


我们将训练特征数据（55, 000 张手写数字图片数据的原始像素值）和标注数据（每张图片对应的 0~9 的值）分别存储为 train_data 和 train_labels 中，格式为 numpy 数组。类似地，我们将用于评价的特征数据（10,000 张图片）和相应的标注数据分别存储在 eval_data 和 eval_labels 中。

创建评估器（Estimator）

接下来，在 main() 函数添加下面的代码，它的作用是为我们的模型创建 Estimator（一个用于执行模型训练，评价和推断的 TensorFlow 类）：

# Create the Estimator
mnist_classifier = tf.estimator.Estimator(
    model_fn=cnn_model_fn, model_dir="/tmp/mnist_convnet_model")


参数 model_fn 指定了用于训练，评价和预测的模型函数；我们传入的 cnn_model_fn 函数是在构建 CNN MNIST 分类器中创建的。参数 model_dir 指定了模型数据（检查点）保存的目录（这里我们传入的目录是 /tmp/mnist_convnet_model，这个目录是可以更改的）。





建立一个日志钩子

tf.train.LoggingTensorHook

# 为预测过程设置日志
  tensors_to_log = {"probabilities": "softmax_tensor"}
  logging_hook = tf.train.LoggingTensorHook(
      tensors=tensors_to_log, every_n_iter=50)


我们可以用字典储存想要打印的张量 tensors_to_log。每个键值只不过是用于日志输出的一个别名，它的值则是 TensorFlow 计算图中的某个张量的名称。这里的的 softmax_tensor 是前面 cnn_model_fn 中创建的一个用于生成概率的张量的名称，而 probabilities 是这里给它取的别名。

TensorFlow 调试器



接下来，通过给 tensors 参数传递 tensor_to_log 变量来创建 LoggingTensorHook 对象，并且设置 every_n_iter 的值为 50，每训练 50 步后在日志中输出概率。

训练模型

准备完成后，在 main() 函数中调用 train_input_fn 中的 train() 方法就可以训练我们的模型了：

# 模型训练
train_input_fn = tf.estimator.inputs.numpy_input_fn(
    x={"x": train_data},
    y=train_labels,
    batch_size=100,
    num_epochs=None,
    shuffle=True)
mnist_classifier.train(
    input_fn=train_input_fn,
    steps=20000,
    hooks=[logging_hook])


在 numpy_input_fn 函数调用中，我们训练的特征数据和标注值分别传递给参数 x （字典类型）和 y。参数 batch_size 的值为 100（意味着模型每一步训练都会用到 100 个样本）。参数 num_epochs=None 指定训练迭代的次数。参数 shuffle 值为 True 表示训练时的样本是乱序的。在 train 调用中，steps=20000 表示模型总共会训练 20000 步。hooks 参数指定为 logging_hook，表示训练过程中会触发日志打印。

评估模型

训练完成后，我们可以调用 evaluate 方法来评价模型，它会根据我们定义在 model_fn 上的 eval_metrics_ops 的指标来评价模型在测试集上的准确度。

# 评估模型并输出结果
eval_input_fn = tf.estimator.inputs.numpy_input_fn(
    x={"x": eval_data},
    y=eval_labels,
    num_epochs=1,
    shuffle=False)
eval_results = mnist_classifier.evaluate(input_fn=eval_input_fn)
print(eval_results)


在创建 eval_input_fn 时，我们设置 num_epochs=1，意味着迭代一次数据来得到模型的评价指标。我们同时也设置 shuffle 参数为 False 从而顺序的迭代数据。

运行模型

我们已经编写了 CNN 模型的函数，Estimator，以及训练/评价的逻辑；现在来运行 cnn_mnist.py 来看看结果。

注意：训练 CNNs 是一个计算密集型任务。cnn_mnist.py 的运行时长取决于你的处理器的性能，很有可能会耗费一个小时的时间来训练。当然为了加快训练的速度，你可以调低在 train() 函数中参数 steps 的取值，但注意这会影响到模型的准确性。



在模型训练过程中，你将会看到下面的输出日志：

INFO:tensorflow:loss = 2.36026, step = 1
INFO:tensorflow:probabilities = [[ 0.07722801  0.08618255  0.09256398, ...]]
...
INFO:tensorflow:loss = 2.13119, step = 101
INFO:tensorflow:global_step/sec: 5.44132
...
INFO:tensorflow:Loss for final step: 0.553216.

INFO:tensorflow:Restored model from /tmp/mnist_convnet_model
INFO:tensorflow:Eval steps [0,inf) for training step 20000.
INFO:tensorflow:Input iterator is exhausted.
INFO:tensorflow:Saving evaluation summary for step 20000: accuracy = 0.9733, loss = 0.0902271
{'loss': 0.090227105, 'global_step': 20000, 'accuracy': 0.97329998}


在这里，我们最后在测试集上的准确度是 97.3%。

其他的资料

如果你想了解更多有关于 TensorFlow 中评估器（Estimators）和 CNNs 的内容，请查阅下面的资料：


	

	卷积神经网络




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


图像识别

我们的大脑视觉成像似乎很容易。区分狮子和美洲豹，识别路标或者辨认人脸这些行为对于人来说都是小菜一碟。但是对于计算机来说有些问题真的太难解决了：但是这仅仅是因为我们的大脑在识别图像这方面实力超群。

在过去的几年中，机器学习领域在解决这些困难的问题方面取得了巨大的进步。尤其是，我们已经发现了一种叫做深度 卷积神经网络 的模型，它在强图像识别任务上的表现已经非常可观--即在一些领域已经有了相当或超过人类的表现。

计算机视觉的研究人员将他们的成果和 ImageNet（一个计算机视觉的理论基准测试程序）进行校验和对抗，结果表明他们已经取得了稳定的进步。这些有继承关系的模型持续的展示着它们的进步，并且每次都会产生新的成果：QuocNet，AlexNet，Inception (GoogLeNet)，BN-Inception-v2。Google 内部和外部的研究人员也都发表了一些论文来描述所有的这些模型，但是成果仍然很难再现。我们接下来要做的就是运行我们最新的图像识别模型--Inception-v3。

Inception-v3 从 2012 年就开始使用数据针对 ImageNet 这个大型视觉挑战任务训练了。将所有的图片分成像『斑马』，『达尔马西亚狗』，『洗碗工』等 [1000 个类别] 是计算机视觉领域的一个标准任务，例如下面这些图片就是 AlexNet 模型分类的结果：





为了和其他模型进行比较，我们通过检查，将前五次测试中模型未能正确预测的频率称作--"前五误差率"。AlexNet 在 2012 年验证数据集上的前五误差率是 15.3%；Inception (GoogLeNet) 是 6.67%；BN-Inception-v2 是 4.9%；Inception-v3 则达到了 3.46%。

人类在 ImageNet 挑战上的表现如何呢？这里有一篇 Andrej Karpathy 写的 博客。他自己的前五误差率是 5.1%。



本文将会教你如何使用 Inception-v3。你将学习到如何使用 Python 或 C++ 把图片分成 [1000 种类别]。同时，我们也会讨论如何从这个可以用于其他视觉任务的模型中提取出更高层的特征。

让我们来看一看社区是如何使用这个模型的。

Python API 的使用

classify_image.py 这个程序在第一次运行的时候会从 tensorflow.org 上下载训练好的模型。你需要保证你的硬盘有 200M 的可用空间。

从 clone TensorFlow models repo 这个项目开始。运行下面的命令：

cd models/tutorials/image/imagenet
python classify_image.py


上面的命令将会对提供的一张熊猫图片进行分类。


  


如果模型运行正常，则会输出下面的信息：

giant panda, panda, panda bear, coon bear, Ailuropoda melanoleuca (score = 0.88493)
indri, indris, Indri indri, Indri brevicaudatus (score = 0.00878)
lesser panda, red panda, panda, bear cat, cat bear, Ailurus fulgens (score = 0.00317)
custard apple (score = 0.00149)
earthstar (score = 0.00127)


如果你想使用 JPEG 类型的图片，那么你需要编辑 --image_file 这个参数。

如果你下载的模型数据在另一个目录，那么你需要通过 --model_dir 来指定那个目录。



C++ API 的使用

你可以在生产环境运行 C++ 版本的 Inception-v3 模型。你还可以下载包含 GraphDef 的归档，GraphDef 可以像这样定义模型（在 TensorFlow 的根目录下运行）：

curl -L "https://storage.googleapis.com/download.tensorflow.org/models/inception_v3_2016_08_28_frozen.pb.tar.gz" |
  tar -C tensorflow/examples/label_image/data -xz


通过源码安装 TensorFlow

bazel build tensorflow/examples/label_image/...


它会创建一个二进制的可执行文件，你可以像这样来运行它：

bazel-bin/tensorflow/examples/label_image/label_image


这里使用默认的图像框架所附带的示例，将会输出类似下面的内容：

I tensorflow/examples/label_image/main.cc:206] military uniform (653): 0.834306
I tensorflow/examples/label_image/main.cc:206] mortarboard (668): 0.0218692
I tensorflow/examples/label_image/main.cc:206] academic gown (401): 0.0103579
I tensorflow/examples/label_image/main.cc:206] pickelhaube (716): 0.00800814
I tensorflow/examples/label_image/main.cc:206] bulletproof vest (466): 0.00535088


在这种情况下，我们使用默认图片 Admiral Grace Hopper，你可以看到网络使用 0.8 的高分正确的标识出了她穿的是军装。


  


下面你可以通过 --image= argument 来检测一张自己的图片试试，例如：

bazel-bin/tensorflow/examples/label_image/label_image --image=my_image.png


如果你仔细浏览 tensorflow/examples/label_image/main.cc这个文件，你可以看到它是如何工作的。我们希望这部分代码会帮助你将 TensorFlow 整合到你自己的应用中，所以我们会通过这些主要的函数一步一步的向你展示：

input_mean from each pixel value, then divide it by input_std.

命令行参数控制着文件从哪里载入以及输入图片的属性。模型希望得到的是 299x299 的 RGB 图片，所以有 input_width 和 input_height 参数。同时我们也需要将 0 到 255 的整型像素值缩放成 graph 操作的浮点数值。我们通过控制 input_mean 和 input_std 这两个参数来控制缩放的比例：首先从每一个像素值中减去 input_mean 这个值，然后再除以 input_std。

这些数值是不是看起来很神奇，其实它们都只是原始模型的作者基于他或者她训练模型使用的输入图片设定好的值。如果你有一个你自己训练的 graph，那么你就需要在训练过程中调节这些值来匹配你使用过的值。

你可以看到 ReadTensorFromImageFile() 这个函数是如何应用在一张图片上的。

// 给定一张图片的文件名，读取它的数据，接着按照图片来解码，
// 缩放成我们需要的大小，然后按比例转换成我们想要的值。
Status ReadTensorFromImageFile(string file_name, const int input_height,
                               const int input_width, const float input_mean,
                               const float input_std,
                               std::vector<Tensor>* out_tensors) {
  tensorflow::GraphDefBuilder b;


让我们先创建一个 GraphDefBuilder，GraphDefBuilder 是一个

可以用来指定一个将要运行或加载的模型的对象。

  string input_name = "file_reader";
  string output_name = "normalized";
  tensorflow::Node* file_reader =
      tensorflow::ops::ReadFile(tensorflow::ops::Const(file_name, b.opts()),
                                b.opts().WithName(input_name));


然后创建我们想要运行和加载的小模型的节点，重新调整大小并把像素值缩放成主模型想要的数据。我们创建的第一个节点仅仅是一个 Const 操作，它保存着我们想要载入的图片的文件名的 tensor。然后传给 ReadFile 这个操作当做第一个输入。或许你会注意到我们把 b.opts() 这个参数当做最后一个参数传递给所有的创建函数。这个参数可以确保节点被添加到 GraphDefBuilder 定义的模型中。

同时我们也通过 b.opts() 调用 WithName() 来给 ReadFile 这个操作命名。这个操作给了节点一个名字，当然了，这个操作其实并不是强制的，即使如果你不这样做，程序也会自动分配一个名字，但是这样不利于调试。

  // 现在让我们试着搞清楚它的文件类型，并解码。
  const int wanted_channels = 3;
  tensorflow::Node* image_reader;
  if (tensorflow::StringPiece(file_name).ends_with(".png")) {
    image_reader = tensorflow::ops::DecodePng(
        file_reader,
        b.opts().WithAttr("channels", wanted_channels).WithName("png_reader"));
  } else {
    // 如果它不是 PNG，那么就一定是 JPEG 了。
    image_reader = tensorflow::ops::DecodeJpeg(
        file_reader,
        b.opts().WithAttr("channels", wanted_channels).WithName("jpeg_reader"));
  }
  // 现在将图片数据转换成浮点型，这样我们就可以正常的计算它了。
  tensorflow::Node* float_caster = tensorflow::ops::Cast(
      image_reader, tensorflow::DT_FLOAT, b.opts().WithName("float_caster"));
  // 在 TensorFlow 中图片操作的惯例就是所有的图片都是批量操作的，
  // 所以它们是由 [batch, height, width, channel] 组成的 4 维数组。
  // 因为我们只有一张图片，所以我们
  // 必须一个 1 的 batch 维度，这样才能使用 ExpandDims()。
  tensorflow::Node* dims_expander = tensorflow::ops::ExpandDims(
      float_caster, tensorflow::ops::Const(0, b.opts()), b.opts());
  // 双向调整，将我图片变成我们需要的维度。
  tensorflow::Node* resized = tensorflow::ops::ResizeBilinear(
      dims_expander, tensorflow::ops::Const({input_height, input_width},
                                            b.opts().WithName("size")),
      b.opts());
  // 减去平均值并除以缩放的比例
  tensorflow::ops::Div(
      tensorflow::ops::Sub(
          resized, tensorflow::ops::Const({input_mean}, b.opts()), b.opts()),
      tensorflow::ops::Const({input_std}, b.opts()),
      b.opts().WithName(output_name));


下面我们继续添加节点，然后把文件数据当做图片来解码，将整型数值转换成浮点型数值，

重新缩放，最后我们在像素值上进行提取和视觉的操作。

  // 这里执行了我们刚构造的 GraphDef 的网络定义，
  // 然后会在输出的 tensor 中返回一个结果。
  tensorflow::GraphDef graph;
  TF_RETURN_IF_ERROR(b.ToGraphDef(&graph));


最后，

我们得到一个模型的定义，这个模型存储在变量 b 中，它将

会转化成一个用 ToGraphDef() 函数定义的完整的 graph。

  std::unique_ptr<tensorflow::Session> session(
      tensorflow::NewSession(tensorflow::SessionOptions()));
  TF_RETURN_IF_ERROR(session->Create(graph));
  TF_RETURN_IF_ERROR(session->Run({}, {output_name}, {}, out_tensors));
  return Status::OK();


tf.Session

它给了我们 Tensor 对象的一个向量，在我们知道的情况下它仅仅是一个单个的对象。你可以把 Tensor 想象成一个在这个上下文中的多维数组，它高 299 像素，宽 299 像素，图片的三个通道都是浮点数值。如果你在你的产品中已经有了自己的图片处理框架，那么你应该能够用它来替代，只要你在给主要的 graph 供给图片之前做同样的转换就可以了。

这是一个用 C++ 创建小型 TensorFlow 动态 graph 的示例，但是对于预训练的 Inception 模型我们想要从文件中载入更清晰的图片。你可以在 LoadGraph() 这个函数中看到我们是怎么做的。

// 从硬盘读取一个模型 graph 的定义，
// 创建一个你可以使用的 session 对象来运行它。
Status LoadGraph(string graph_file_name,
                 std::unique_ptr<tensorflow::Session>* session) {
  tensorflow::GraphDef graph_def;
  Status load_graph_status =
      ReadBinaryProto(tensorflow::Env::Default(), graph_file_name, &graph_def);
  if (!load_graph_status.ok()) {
    return tensorflow::errors::NotFound("Failed to load compute graph at '",
                                        graph_file_name, "'");
  }


如果你已经看过了加载图片的代码，那么你会发现大部分的术语都很熟悉。我们并没有使用 GraphDefBuilder 来生产一个 GraphDef 对象，而是直接加载一个包含 GraphDef 的 protobuf 文件。

  session->reset(tensorflow::NewSession(tensorflow::SessionOptions()));
  Status session_create_status = (*session)->Create(graph_def);
  if (!session_create_status.ok()) {
    return session_create_status;
  }
  return Status::OK();
}


然后我们用 GraphDef 创建一个 Session 对象，并把这个对象传递给调用者，这样他们就可以随后再来运行了。

GetTopLabels() 这个函数和图片载入的函数很像，在这种情况下，我们想要获得运行主 graph 的结果，并且把它转化成一个有最高分标签的有序列表。就像图片加载器一样，它创建了一个 GraphDefBuilder，添加了一些节点，并且运行了一个短的 graph 来获得一对 tensors 的输出。在这种情况下他们代表着有序的得分以及最高分结果的下标位置。

// 分析 Inception graph 的输出信息，并且在它们相关的分类上获取
// 最高的得分以及在 tensor 中的位置。
Status GetTopLabels(const std::vector<Tensor>& outputs, int how_many_labels,
                    Tensor* indices, Tensor* scores) {
  tensorflow::GraphDefBuilder b;
  string output_name = "top_k";
  tensorflow::ops::TopK(tensorflow::ops::Const(outputs[0], b.opts()),
                        how_many_labels, b.opts().WithName(output_name));
  // 这里执行了我们刚构造的 GraphDef 的网络定义，
  // 然后会在输出的 tensor 中返回一个结果。

  tensorflow::GraphDef graph;
  TF_RETURN_IF_ERROR(b.ToGraphDef(&graph));
  std::unique_ptr<tensorflow::Session> session(
      tensorflow::NewSession(tensorflow::SessionOptions()));
  TF_RETURN_IF_ERROR(session->Create(graph));
  // TopK 这个节点返回了两个输出，得分和他们的原始下标，
  // 所以我们需要添加 :0 和 :1 来区分它们。
  std::vector<Tensor> out_tensors;
  TF_RETURN_IF_ERROR(session->Run({}, {output_name + ":0", output_name + ":1"},
                                  {}, &out_tensors));
  *scores = out_tensors[0];
  *indices = out_tensors[1];
  return Status::OK();


PrintTopLabels() 这个函数获取了那些有序的结果，然后把它们友好的打印了出来。CheckTopLabel() 这个函数也是老熟人了，但是为了调试，我们还是要确定下最顶部的标签就是我们最想要的那个。

最后，main()函数会把所有这些调用都整理在一起。

int main(int argc, char* argv[]) {
  // 我们需要调用这个函数来设置 TensorFlow 的全局状态。
  tensorflow::port::InitMain(argv[0], &argc, &argv);
  Status s = tensorflow::ParseCommandLineFlags(&argc, argv);
  if (!s.ok()) {
    LOG(ERROR) << "Error parsing command line flags: " << s.ToString();
    return -1;
  }

  // 首先我们加载并初始化模型。
  std::unique_ptr<tensorflow::Session> session;
  string graph_path = tensorflow::io::JoinPath(FLAGS_root_dir, FLAGS_graph);
  Status load_graph_status = LoadGraph(graph_path, &session);
  if (!load_graph_status.ok()) {
    LOG(ERROR) << load_graph_status;
    return -1;
  }


我们加载主 graph。

  // 从硬盘中获取图片并转换成浮点数组，
  // 调整大小并标准化成主 graph 要求的格式。
  std::vector<Tensor> resized_tensors;
  string image_path = tensorflow::io::JoinPath(FLAGS_root_dir, FLAGS_image);
  Status read_tensor_status = ReadTensorFromImageFile(
      image_path, FLAGS_input_height, FLAGS_input_width, FLAGS_input_mean,
      FLAGS_input_std, &resized_tensors);
  if (!read_tensor_status.ok()) {
    LOG(ERROR) << read_tensor_status;
    return -1;
  }
  const Tensor& resized_tensor = resized_tensors[0];


载入，缩放以及处理输入的图片。

  // 真正的通过模型执行图片
  std::vector<Tensor> outputs;
  Status run_status = session->Run({{FLAGS_input_layer, resized_tensor}},
                                   {FLAGS_output_layer}, {}, &outputs);
  if (!run_status.ok()) {
    LOG(ERROR) << "Running model failed: " << run_status;
    return -1;
  }


这里我们运行使用图片作为输入的已经载入的 graph。

  // 这里是为了保证我们在默认设置下得到了我们想要结果的自动测试程序。
  // 我们知道标签 866（军装）应该
  // 是 Admiral Hopper 图片的最高层标签。
  if (FLAGS_self_test) {
    bool expected_matches;
    Status check_status = CheckTopLabel(outputs, 866, &expected_matches);
    if (!check_status.ok()) {
      LOG(ERROR) << "Running check failed: " << check_status;
      return -1;
    }
    if (!expected_matches) {
      LOG(ERROR) << "Self-test failed!";
      return -1;
    }
  }


为了测试，我们检查一下以确保我们得到了我们想要的结果。

  // 用我们生成的结果做一些有趣的事情。
  Status print_status = PrintTopLabels(outputs, FLAGS_labels);


最终我们把我们找到的标签打印出来。

  if (!print_status.ok()) {
    LOG(ERROR) << "Running print failed: " << print_status;
    return -1;
  }


这里的异常处理是使用 TensorFlow 的 Status 对象，Status 对象使用起来非常方便，因为它的 ok() 检查器可以让你知道是否有任何异常发生，并且还可以以可读的错误信息的形式把它们打印出来。

这里我们只展示了目标识别，但是你应该能够在各种各样的领域中以及任何你发现或者你自己训练的模型中使用这些相似的代码。

重新训练 Inception 最后一层并识别新的分类



进一步学习的资源

学习更多的通用神经网络，Michael Nielsen 的免费在线书籍是一个很不错的资源。在卷积神经网络方面，Chris Olah 有一些很棒的博客，Michael Nielsen 的书中也有 一章 也包含了这部分内容。

TF Layers 教程：构建卷积神经网络


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


重新训练 Inception 最后一层并识别新的分类

当前的对象识别模型拥有数百万计的参数，完整地训练整个模型需要花费数周的时间。迁移学习是一种能够大幅缩短这一过程的一种技术，它通过将一个已经完整训练过的模型（比如 ImageNet）重新训练来识别新的分类。在本例中我们将从零开始训练模型的最后一层并保留其他部分不变。想要获得此方法的更多信息请参考 Decaf 的这篇论文.

尽管这种方式的效果比不上完整的训练，但却对很多应用惊人地有效，能在笔记本上不使用 GPU 而在 30 分钟内完成训练。这篇教程将展示如何在你自己的图片库上执行示例脚本，而且会讲解一些你将会用到的、有助于控制训练过程的一些选项。

注：你还可以看本教程的 codelab 版本.

安装 TensorFlow

[TOC]

训练对花的识别

[image: Kelly Sikkema 雏菊]

Kelly Sikkema 提供

在开始任何的训练之前，你需要一组图片，用于教神经网络认识你想让它识别的那些新分类。具体如何准备你自己的图片库我们将在后面的部分讲解，为了便于讲解我们创建了一个图片文件夹（包含一些已经获得知识共享授权的花朵图片），用于我们的初始化。获取这些花朵图片，可以执行下面的命令：

cd ~
curl -O http://download.tensorflow.org/example_images/flower_photos.tgz
tar xzf flower_photos.tgz


一旦你下载了这些图片，你就可以使用下面的克隆 TensorFlow（样本并没有包含在这个安装中）：

git clone https://github.com/tensorflow/tensorflow


然后，检出（checkout）与你安装的版本一致的 tensorflow 仓库，命令如下：

cd tensorflow
git checkout {version}


下面是重新训练器的最简单的使用方法：

python tensorflow/examples/image_retraining/retrain.py --image_dir ~/flower_photos


此脚本还有很多其它选项，完整的帮助可以通过下列命令查看：

python tensorflow/examples/image_retraining/retrain.py -h


这段代码加载了先前训练的 Inception v3 模型，移去最顶层，并在你下载的花朵图片上训练生成新的最顶层。先前完整训练的生成的原始 ImageNet 分类中不存在任何一种花的类型。迁移学习的神奇之处就在于，之前的训练已经使识别网络的低层级能够识别不同的对象，这可以在其他很多识别任务中重用而不用做任何修改。

瓶颈层

根据你的机器速度的不同，这个脚本可能需要 30 分钟或更久才能完成。第一个阶段会分析磁盘上的所有图片并计算出每一个的 Bottleneck 值。'Bottleneck' 是一个非正式词汇，我们经常用它指代最后的输出层（也就是最终做分类的那一层）的上一层。这个被训练的倒数第二层能够输出一组值，这组值已经好到可以让分类器依据这些值来完成它的分类任务。这意味着这些值必须是这些图片的精简而有意义的概括，因为它要包含足够的信息来让分类器在一个很小的数值区间中做出好的选择。

重新训练最后一层就能够识别新分类的原因是，用于分辨 1000 种分类的信息对于识别新分类通常也十分有用。

由于在训练和计算 bottleneck 层时每一图片都会被多次使用，因此把计算过的 bottleneck 值缓存在磁盘中会大幅提升训练的速度，因为不用再重复计算了。bottleneck 值默认保存在 /tmp/bottleneck 目录下，如果重复执行脚本它们会被重用，因此重复执行的用时会比首次运行短。

训练

bottleneck 值计算完成后，网络的顶层训练才真正开始。你将看到一系列步骤的输出，每一条都会显示训练的精确度、验证的精确度以及交叉熵。

训练准确性表示当前训练所用的图片被正确分类的百分比。验证的准确性指从另一个集合中随机选出的一组图片被正确分类的百分比。上面两个指标的关键差别在于，训练准确性的计算是依据网络已经学习过的那些图片，因此网络能够对训练数据中的噪声过拟合。衡量一个网络表现的真正标准应该是它在训练数据集之外的数据上的表现 -- 通过验证准确性这个指标来衡量。

如果训练准确定很高，验证准确定却很低，说明网络过拟合了，它已经记住了训练图片的特有的特征，这无助于更加通用的识别。交叉熵是一个可以让我们一窥学习进行情况的损失函数。训练的目标是让这个损失函数的值尽可能的小，所以通过观察忽略短期噪声情况下损失函数是否趋势递减来判断学习过程的进行状况。

默认情况下，这个脚本会执行 4000 次训练。每次训练会从训练集中随机选取 100 张图片，从缓存中找到它们的 bottleneck 值，把他们传给最后一层来获得预测结果。这些预测值随后会与真实的标签值进行比较，并通过反向传播过程优化最后一层的权重分布。

随着这一过程的进行你会看到报告的准确性在提升，当所有的训练步骤完成后，会在一个独立于训练集和验证集的图片集合上进行最终的测试准确性评估。

这个测试评估是对这个训练模型在分类任务中会如何表现的最好估测。你会看到一个介于 90% 和 95% 的准确性值，尽管每一次运行的确切值都不同，因为训练过程有随机性存在。

这个值是模型训练完成后对测试图片集正确分类的比例。

使用 TensorBoard 可视化再训练过程

这些脚本包括 TensorBoard 的简要介绍，使得理解，调试和优化过程更易理解。例如，你可以可视化诸如训练过程中的权重和准确性变化的图表和统计数据。要启动 TensorBoard 请在训练过程中或训练完成后执行以下命令：

tensorboard --logdir /tmp/retrain_logs


TensorBoard 运行之后，打开浏览器进到 localhost:6006 地址去看 TensorBoard 的状态。

上面的脚本默认会将 TensorBoard 的运行日志记录到 /tmp/retrain_logs目录下。你也可以使用 --summaries_dir 标记来改变存储目录。

TensorBoard 的 GitHub 主页 有 TensorBoard 用法的更多信息，包括一些小的提示、技巧和调试信息。

再训练模型的使用

图像识别

下面的例子将展示如何使用你已经训练过的图来运行 label_image 示例。

python tensorflow/examples/label_image/label_image.py \
--graph=/tmp/output_graph.pb --labels=/tmp/output_labels.txt \
--input_layer=Mul \
--output_layer=final_result \
--input_mean=128 --input_std=128 \
--image=$HOME/flower_photos/daisy/21652746_cc379e0eea_m.jpg


你将看到一组花名标签，大多数情况下以雏菊开头（尽管每个在训练模型可能有稍有区别）。--image 参数指定了你自己提供的图片。

如果你想在你自己的 Python 程序中使用这个重新训练过的模型，则上述 label_image 脚本 是一个合理的初始参考。 label_image 目录中也包含了 C++ 代码，你可以在你自己的应用中将其当成一个整合 tensorflow 的模板。

如果你觉得标准的 Inception v3 模型太大或者会使你你的程序变慢，你可以在其他的模型结构寻找其他可以提升速度或者瘦身的方案。

在你自己的分类上进行训练

如果你能够成功运行分类实例花朵图片的代码，你可以教它识别你关心的新分类。

理论上所有你需要做的只是将训练对象指向一组新的子文件夹，每一个都你要训练的新分类命名，而且只包含符合这个分类的图片。完成之后将这些子目录的上层根目录作为参数传给 --image_dir，脚本会像之前训练识别花朵一样完成训练过程。

为了说明脚本搜寻的文件目录结构是怎样的，下图是花朵文件夹的目录结构：

[image: 目录结构]

实际操作中为了得到想要的准确性可能要做很多工作。下面将通过一些你可能会遇到的常见问题进行讲解。

创建一个用于训练的图片集

我们要注意的第一个地方就是你所搜集的图片，我们发现训练过程中最容易出问题的是你输入的数据。

为了能使训练工作正常进行，你需要为你要训练识别的每个分类至少准备 100 张图片。你搜集的图片越多，你训练出的模型越可能拥有更好的准确性。你同样需要确保你搜集的图片是你的应用将要识别的任务的很好的代表。例如，你使用的都是背景是空樯的室内照片，而你的用户尝试去识别室外的物体，当应用部署时你不会看到有好的效果。

另一个要避免的陷阱是学习过程会学习标签图片之间任何的相同之处，留意不要让它成为阻碍你的地方。例如，如果你在蓝色的房间里给一个物体拍照，在另一个绿色的房间里给另一个物体拍照，那么最终模型将根据背景的颜色给出预测，而不是依据你真正关心的物体特征。

为了避开这个陷阱，你要尽可能的在各种不同的环境中进行拍摄照片，不同的时间，使用不同的设备。如果你想了解更多关于此问题的信息，你可以看一下经典的（也可能是杜撰的）坦克识别问题.

你同样需要考虑你要使用的分类。应该将涵盖很多不同不同物理形体的大分类分割成在视觉上不同的小分类。

你同样应该思考你要解决的是一个封闭性问题还是一个开放性问题。在封闭性问题中，你面对的问题只是识别你已经知道的的物体类别。这可以应用在一个植物识别应用中，用户将拍摄一朵花的图片，你所要做的只是判定它的品类。而一个满世界乱逛的漫游机器人可能通过它的相机看到各种各样的东西。

在那种情况下你可能需要分类器报告它是否确定你正在观察的东西。这可能很难做好，通常当你收集到一大批典型的除了背景之外没什么东西的图片，你可以把他们加到额外的名为 unknown 的文件夹中。

检查确认所有的图片都与其标签相符合也是值得的。用户生成的标签经常性的并不可靠，例如使用标签 daisy 打给了一个名叫 daisy 的人。如果你检查了所有的图片并排除了其中的错误，你会发现这对你模型整体的准确性有惊人的提升。

训练步骤

如果你对你的图片很满意，你可以看一下通过调整学习过程来改善你的结果。最简单的一个选项是 --how_many_training_steps。这个选项默认是 4000，但是你可以把它调高到 8000，这样它大概需要两倍的时间完成训练。训练时间越长，准确性的提高速率就会越低，最终准确性会停在某个点上，不过你可以实验一下你的模型什么时候会达到这个限制。

扭曲变形

改善图片训练结果的一个一般方法是以随机的方式变形、裁剪或调亮训练的输入。

由于同一张图片可以衍生出各种可能的变种，这可以扩展有效训练数据集的大小，而且这可以帮助网络学习应对各种变形，这种变形在现实生活的使用中会经常碰到。

允许变形输入的最主要缺陷是代码中对 bottleneck 的缓存将不再有效，因为输入的图片不会再被重复使用。这意味着训练过程将多花很多时间，因此我建议只是将这种方法作为你已经训练完成一个模型之后的一种对模型调优的方法。

你可以通过传入 --random_crop，--random_scale，以及 --random_brightness 开启扭曲功能。这些都是控制这些扭曲方法作用于每张图片程度的百分比值。

开始时给每个选项设置 5 或 10 是合理的，然后再实验具体哪些值会对你的应用有所帮助。--flip_left_right （左右翻转）将随机地水平镜像一半的图像，只要这些镜面对称图像有可能出现在你的应用中，你设置此选项就是合理的。例如镜面对称出现在文字识别中就不是一个好主意，因为文字的反转会破坏它们的语义。

超参数

你还可以调节另外几个参数，看它们是否会对你的结果有所帮助。--learning_rate 控制训练过程中对最后一层进行更新的量级。直观的可以知道，如果这个值更小，那么学习过长将更长，但是却对最终整体的精确性有所帮助。

情况也并不总是如此，因此你需要仔细的实验确认哪种情况对你有效。--train_batch_size 控制一次训练步骤有多少图片会被检测。由于学习速率应用于每一个批次，所以想每批使用更多的图片而整体效果不变，你需要减小学习速率。

训练、验证和测试集

当你把脚本指向一个图片文件夹时，代码所做的事情之一就是把它们划分成三个不同的图片集合。通常最大的集合为训练集，这里的全部图片都用与训练的输入，并用图片的结果来不断调整模型的权重。

你可能会有疑问，为什么不把所有的图片都用来训练。当我们做机器学习时的一个很大的潜在问题是模型可能会通过记住大量的不相关的细节来得出正确的答案。

例如，你能想象一个网络记住了展示给它的每一张相片的背景的模式，并使用它在物体和标签之间做匹配。他可能会在之前训练过程中见到过的图片上做出很好的预测，但是却会在新的图片上失败，因为它没有学会物体的通用特征，只是记住了训练图片上的一些不重要的细节。

这个问题就是人们常说的过拟合，要避免这个问题就要让一部分数据不参与训练过程，以防模型会记住它们。

我们可以把不参与训练过程的那些数据作为模型是否过拟合的检验，如果模型在这些数据上有很好的准确性，说明模型没有过拟合。

通常将全部数据的 80% 作为主要的训练集，另外 10% 作为训练过程中的验证也会经常使用，剩下的 10% 作为预测分类器在真实世界中的表现的测试数据集，不经常使用。

划分的比例可以通过 --testing_percentage 和 --validation_percentage 进行控制。一般情况下使用默认值就可以了，通常情况下你不会因为调整它们而获得任何训练的优势。

注意脚本通过文件名（而不是随机函数）对训练、验证和测试集中的图片进行区分。

这么做是为了确保图片不会在不同的运行期内在训练和测试集之间移动，因为如果用于训练的图片在随后又被用于验证，这会是一个问题。

你可能注意到验证的准确性在迭代中有波动。大部分的波动源于这样一个事实，每一次验证的准确率是由一个随机的验证子集来衡量的。这种波动能被极大的减小，付出的代价是更多的训练时间，通过指定 --validation_batch_size=-1 可以使每一次准确率计算都使用全部的验证集。

训练一旦完成，你会发现检查测试集中被错误分类的图片是一件极具洞察的事。

可以通过添加 --print_misclassified_test_images 查看这些图片。这可以帮助你获得关于哪种类型的图片对你的模型最有迷惑性，哪种分类最难以辨别的感性认识。

例如，你可能发现一些特定类别的子分类或者某些刁钻的拍摄角度特别难以识别，这可能激发你添加更多的那种子类的训练图片。通常，检查错误分类的图片同样能指出输入数据中的一些错误，如标签错误、图片质量低、或者模棱两可的图片。然而，通常应该避免对测试集进行针对性修复单个错误，因为这些错误很可能只是对训练集（数据量更大）中存在的更一般问题的一种反映。

其他模型结构

脚本默认使用 Inception v3 模型架构的预训练版本。这是一个很好的开始因为它提供的结果有很高的精确性，但是如果你要把你的模型部署到移动设备或者资源有限的环境中时，你可能需要牺牲一点准确性以获得更小的文件体积或者更快的速度。为了能帮助做到这些，这个 retrain.py 脚本 支持中不同的 MobileNet 架构衍生版本。

相比 Inception v3 这些衍生版本精确度要差一些，但是文件体积也小得多（几兆）而且运行速度要快上许多倍。要使用这些模型进行训练，使用 --architecture 标记，例如：

python tensorflow/examples/image_retraining/retrain.py \
    --image_dir ~/flower_photos --architecture mobilenet_0.25_128


它会在 /tmp/output_graph.pb 下创建一个 1.9MB 大小的模型文件，拥有完整 MobileNet 神经元的 25%，接受大小为 128x128 的图像文件作为输入。

你可以使用 1.0、0.75、0.50 或 0.25 来控制神经元的数量（隐藏层激活的神经元）；权重的数量（某种程度上也是在控制速度和文件大小）的缩放因子（L2 范数）。你还可以使用 224，192，160 或者 128 来控制输入图像文件的大小，输入的体积越小训练速度也就越快。

速度和文件大小的优势当然会带来损失准确性，但是对于许多应用来说这并不是最关键的。损失的准确性可以通过改善训练数据得到一些补偿。例如，使用变形图片让我在即使使用 0.25/128 的输入图片配置时依然可以得到超过 80% 的准确性。

如果你要在标签图片或者你自己的程序中使用 Mobilenet 模型，

你需要输入被转换成一个浮动的区间的特定大小的图片到input 张量中。

典型的 24 位图片的范围是 [0, 255]，你必须把他们通过公式 (image - 128.)/128.

转换到模型期望的 [-1, 1] 浮点数区间内。

label_image 脚本的默认参数是针对 Inception V3 的。为了用于 MobileNet 模型，在命令行中使用用 input_mean 和 input_std 这两个归一化参数。你还要指定模型的输入图片的大小。命令如下：

python tensorflow/examples/label_image/label_image.py \
--graph=/tmp/output_graph.pb --labels=/tmp/output_labels.txt \
--input_layer=input \
--output_layer=final_result \
--input_height=224 --input_width=224 \
--input_mean=128 --input_std=128 \
--image=$HOME/flower_photos/daisy/21652746_cc379e0eea_m.jpg


更多关于在移动设备上部署重新训练模型的方法，请参考此教程的 codelab 版本，尤其是第二部分，描述了 TensorFlow Lite 及其提供的额外优化方法（包括模型权重的量化）。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


卷积神经网络

注意：本教程适合对于 TensorFlow 有丰富经验的用户，并假定用户有机器学习相关领域的专业知识和经验。



概述

对 CIFAR-10 数据集的分类是机器学习中一个常用的基准测试问题。它的任务是对于一组像素为 32x32 的 RGB 图形进行分类，这些图像包含了 10 个类别：

飞机，汽车，鸟，猫，鹿，狗，青蛙，马，船以及卡车。


想了解更多数据集信息请参考 CIFAR-10 page，以及 Alex Krizhevsky 写的技术报告。

目标

本教程的的目标是创建一个用于图像识别的相对小型的卷积神经网络（CNN）。在这个过程中，本教程将会：


	着重于创建一个规范的网络组织结构，训练并进行评估；

	为建立更大型更为复杂精准的模型提供一个范例。



之所以选择 CIFAR-10 数据集，是因为它的复杂程度足以训练 TensorFlow 的大部分功能，并可以扩展为更大的模型。同时，由于模型较小因此训练速度很快，这样比较适合测试新想法和试验新的技术。

本教程重点

CIFAR-10 教程示范了一些在 TensorFlow 上构建更大更复杂模型的重要构想：


	tf.nn.local_response_normalization

	Tensorboard：可视化学习面板

	tf.train.ExponentialMovingAverage

	tf.train.exponential_decay

	tf.train.shuffle_batch



我们也提供了模型的多 GPU 版本并以此表明：


	可以对模型进行配置使其能够在多个 GPU 上并行训练

	可以在多个 GPU 之间共享和更新变量值



我们希望本教程可以提供一个起点，使得大家可以在 TensorFlow 上为视觉相关的任务创建更大型的 CNN 模型。

模型架构

CIFAR-10 教程中的模型是一个多层架构，由卷积层和非线性层交替排列而成。这些层最终通过全连接层对接到 SoftMax 分类器上。这个模型除了顶部几层外略有区别，其他方面和 Alex Krizhevsky 描述的架构基本一致。

在 GPU 上训练了几个小时后，该模型最高可以达到 86% 的准确度。细节请查看下面的介绍和代码。模型中包含了 1068298 个学习参数，对一副图像进行分类大概需要 1950 万个乘加操作。

代码组织结构

本教程的代码位于 models/tutorials/image/cifar10/。



	文件
	作用





	cifar10_input.py
	读取本地 CIFAR-10 的二进制文件内容



	cifar10.py
	建立 CIFAR-10 模型



	cifar10_train.py
	在 CPU 或者 GPU 上训练 CIFAR-10 模型



	cifar10_multi_gpu_train.py
	在多个 GPU 上训练 CIFAR-10 模型



	cifar10_eval.py
	评估 CIFAR-10 模型的预测性能







CIFAR-10 模型

CIFAR-10 网络主要的代码位于 cifar10.py。完整的训练图大致包含 765 个操作。但是我们发现通过下面的模块来构造训练图可以最大程度的提供代码的复用率：


	模型输入：包括 inputs() 和 distorted_inputs() 操作，分别用于读取 CIFAR 的图像和对其进行预处理，并用于后续评估和训练。

	模型预测：包括 inference() 操作，用于推断。比如对于提供的图像进行分类。

	模型训练：包括 loss() 和 train() 操作，用于计算损失、梯度计算、变量更新以及可视化最终结果。



模型输入

Reading data

图片的处理流程如下：


	tf.random_crop

	tf.image.per_image_standardization



对于训练，我们另外采取了一些列随机变换的方法来认为的增加数据集的大小：


	tf.image.random_flip_left_right

	tf.image.random_brightness

	tf.image.random_contrast



Tensorboard：可视化学习面板


  


tf.train.shuffle_batch

模型预测

模型预测过程通过 inference() 函数进行构造，该函数会增加操作来计算预测值的 logits，其对应模型的组织方式如下：



	Layer 名称
	描述





	conv1
	tf.nn.relu



	pool1
	tf.nn.max_pool



	norm1
	tf.nn.local_response_normalization



	conv2
	tf.nn.relu



	norm2
	tf.nn.local_response_normalization



	pool2
	tf.nn.max_pool



	local3
	Neural Network



	local4
	Neural Network



	softmax_linear
	进行线性变换以输出 logits







这里有一个通过 TensorBoard 绘制的图形，用来描述模型建立中经过的步骤：


  


tf.nn.softmax



input() 和 inference() 函数提供了所有评估模型所需要的必要构件，现在我们把讲解的重点从构建模型操作转向训练一个模型。

练习：inference() 中的模型架构跟 cuda-convnet 中描述的 CIFAR-10 模型有一些不同。尤其是，AlexNet 的原始模型顶层是局部连接而并非全连接，可以尝试修改网络架构来准确的重现顶层局部连接的模型架构。



模型训练

tf.nn.l2_loss

tf.summary.scalar

[image: CIFAR-10 Loss]

tf.train.exponential_decay

[image: CIFAR-10 Learning Rate Decay]

tf.train.GradientDescentOptimizer

开始并训练模型

我们已经建立了模型，现在通过执行脚本 cifar10_train.py 来启动训练过程。

python cifar10_train.py


注意：在第一次你开始任何 CIFAR-10 教程中的任务时，脚本会自动下载 CIFAR-10 数据集，数据集大约有 160 MB，所以你可以在第一次运行时泡杯咖啡休息一会。



你应该会看到类似如下的输出：

Filling queue with 20000 CIFAR images before starting to train. This will take a few minutes.
2015-11-04 11:45:45.927302: step 0, loss = 4.68 (2.0 examples/sec; 64.221 sec/batch)
2015-11-04 11:45:49.133065: step 10, loss = 4.66 (533.8 examples/sec; 0.240 sec/batch)
2015-11-04 11:45:51.397710: step 20, loss = 4.64 (597.4 examples/sec; 0.214 sec/batch)
2015-11-04 11:45:54.446850: step 30, loss = 4.62 (391.0 examples/sec; 0.327 sec/batch)
2015-11-04 11:45:57.152676: step 40, loss = 4.61 (430.2 examples/sec; 0.298 sec/batch)
2015-11-04 11:46:00.437717: step 50, loss = 4.59 (406.4 examples/sec; 0.315 sec/batch)
...


脚本会在每 10 步训练过程后打印出总损失值，以及最后一批数据的处理速度。下面是几点提醒：


	第一批数据处理会非常的慢（大概需要几分钟），因为预处理线程需要把 20000 个待处理的 CIFAR 图片填充到乱序队列中



	打印出来的损失值是最近一批数据损失值的均值，要记住这些损失值是交叉熵和所有权重衰减项的和



	看一下上面一批数据的处理速度，这些处理速度是在 Tesla K40c 上计算出来的，如果你使用 CPU 运行，性能会比上述结果差





练习： 在实验时，第一阶段训练时间会很长，长到让人厌烦。可以尝试减少初始化时填充到队列中的图片数量来改变这样的长期等待的情况。在 cifar10_input.py 脚本中搜索 min_fraction_of_examples_in_queue 来进行修改。



tf.train.Saver

如果你根据上面的步骤做下来，那么你已经开始训练一个 CIFAR-10 模型了。恭喜！

cifar10_train.py 脚本输出的终端信息提供了一部分关于模型如何训练的信息。我们想在训练过程中了解更多关于模型训练的信息：


	损失是真的在减小还是看到的只是噪声信息？

	为模型提供的图片是否合适？

	梯度、激活和权重的值是否合理？

	当前的学习速率是多少？



tf.summary.FileWriter

就例如，我们可以在训练过程中查看 local3 的激活分布情况以及其特征的稀疏情况。


  
  


tf.train.ExponentialMovingAverage

评估模型

让我们在验证集上来评估训练模型的性能。使用 cifar10_eval.py 脚本来对模型进行评估，它利用 inference() 函数重构模型，并且使用了 CIFAR-10 评估数据集中全部共 10000 张图片进行测试。它会计算出精度为 1 情况下，预测值中置信度最高的结果与图片真实标签（label）匹配的频次。

为了监测模型在训练过程中的提升情况，评估脚本会周期性地在最新检查点文件上运行，这些检查点文件由 cifar10_train.py 创建。

python cifar10_eval.py


注意不要在同一块 GPU 上同时运行评估和训练程序，不然可能会导致内存耗尽。尽量在其他 GPU 上单独运行评估程序，或者在同一块 GPU 运行评估程序时先将训练程序挂起。



你会看到如下输出：

2015-11-06 08:30:44.391206: precision @ 1 = 0.860
...


脚本只是周期性地返回 precision @ 1 结果，在这里它返回了 86% 准确率的结果。cifar10_eval.py 也可以返回其他在 TensorBoard 中可视化的简要信息。可通过这些简要信息进一步了解评估过程中的模型情况。

tf.train.ExponentialMovingAverage

练习： 通过计算 precision @ 1，使用移动均值参数可以将预测性能提升大约 3%。通过修改 cifar10_eval.py 脚本不使用移动均值作为模型的参数，可以发现预测性能有所下降。



使用多个 GPU 训练模型

现代工作站可能包含多个 GPU 来进行科学计算。TensorFlow 可以利用这样的工作环境在多个 GPU 上同时进行训练操作。

在并行分布式的情况下训练模型，需要对训练进程进行协调。接下来我们定义模型拷贝指在一个数据子集中训练模型的一份拷贝。

如果天真地使用异步方式更新模型参数，将会表现出不太理想的训练性能，这是因为一个独立的模型拷贝可能会使用一个旧的模型参数拷贝来进行训练。相反地，采用完全同步的方式更新参数，其训练速度将会和最慢的模型拷贝一样慢。

在有多个 GPU 的工作站中，每个 GPU 具有相近的运算速度和足够的内存来运行整个 CIFAR-10 模型。因此，我们选择用下面的方式来设计我们的训练系统：


	在每个 GPU 上放置一个独立的模型拷贝

	等待所有 GPU 完成一批数据的处理，再同步地更新模型参数



这是该模型的结构示意图：


  


可以看到，每个 GPU 使用一批独立的数据来计算估计值和梯度值。这样的设置可以十分有效地将一大批数据分割到每个 GPU 上。

这样的设置也要求所有 GPU 共享模型参数。众所周知，在 GPU 之间传输数据相当地慢。因为这个原因，我们决定在 CPU（图中绿色框部分） 上存储和更新所有模型参数。这样，在 GPU 处理一批新数据之前会在 GPU 之间传输更新的模型参数。

GPU 同步运行，所有从 GPU 计算得到的梯度值会累积并求平均值（图中绿色框部分）。模型参数会使用所有模型拷贝的梯度均值来进行更新。

在多设备中设置变量和操作

在多设备中设置操作和变量需要一些特殊的抽象。

首先要把单个模型拷贝中计算估计值和梯度值得操作抽象到一个函数里。在代码中，我们把这个抽象称为 "tower"。对于每个 "tower"，我们需要设置两个属性：


	tf.name_scope



	tf.device





变量

启动并在多个 GPU 上训练模型

如果你的机器上安装了多块 GPU，你可以运行 cifar10_multi_gpu_train.py 脚本来利用它们加速训练模型。该训练脚本可以使用多个 GPU 并行地训练模型。

python cifar10_multi_gpu_train.py --num_gpus=2


注意 GPU 数量默认为 1。另外如果你的机器上只有一块 GPU，那么即使你设置更多 GPU 数量，所有的计算也只会在这一块 GPU 上进行。

练习：cifar10_train.py 中批处理大小默认为 128，尝试在两个 GPU 上运行 cifar10_multi_gpu_train.py 脚本，并设置批处理大小为 64，并比较两种设置的训练速度。



下一阶段

恭喜你！你已经完成了 CIFAR-10 教程。

如果你现在对开发和训练自己的图片分类系统感兴趣，我们建议你可以新建该教程的分支，并替换其中的组件来解决你自己的图片分类问题。

练习：下载 Street View House Numbers (SVHN) 数据集。新建 CIFAR-10 教程分支，并将输入数据替换成 SVHN，尝试修改网络架构来提升预测性能。




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 序列


循环神经网络

介绍

这篇文章详细介绍了循环神经网络(RNN)以及 LSTM 的介绍。

语言模型

此教程将展示如何在高难度的语言模型中训练循环神经网络。该问题的目标是获得一个能确定语句概率的概率模型。它是通过之前已经给出的词语来预测后面的词语。我们将使用 PTB(Penn Tree Bank) 数据集；同时因为它数据量比较小，所以训练起来也相对快速。

语言模型是很多有趣难题的关键所在，比如语音识别，机器翻译，图像字幕等。更多的相关资料可以查看这里。

本教程的目的是重现 Zaremba et al., 2014 (pdf) 的结果，它在 PTB 数据集上得到了很棒的质量。

教程文件

这篇教程使用的文件在我们的仓库中可以找到，路径是 models/tutorials/rnn/ptb。



	文件
	作用





	ptb_word_lm.py
	用于在 PTB 数据集上训练语言模型的代码。



	reader.py
	用于读取数据集的代码。







下载和准备数据

本教程需要的数据在 data/ 路径下，来源于 Tomas Mikolov 网站上的 PTB 数据集

该数据集已经经过预处理，总共包含了 10000 个不同的词语，其中包括语句结束标记符，以及标记稀有词语的特殊符号 () 。我们在 reader.py 中转换所有的词语，让他们各自有唯一的整型标识符，便于神经网络处理。

模型

LSTM

模型的核心由一个 LSTM 单元组成。它每次处理一个词语，并计算当前语句中下一个可能词出现的概率。网络的储存状态在刚初始化时是一个全零向量初始化，随后每读取一个词语后会进行更新。而且，出于计算的考虑，我们将以 batch_size 为最小批量来处理数据。在这个例子中，有一个很重要的点是 current_batch_of_words 和一个「句子」的词语不是对应关系。每一个在 batch 里面的词语只与时间 t 对应。TensorFlow 会自动地帮你累加每个 batch 的梯度值。

示例：

 t=0  t=1    t=2  t=3     t=4
[The, brown, fox, is,     quick]
[The, red,   fox, jumped, high]

words_in_dataset[0] = [The, The]
words_in_dataset[1] = [brown, red]
words_in_dataset[2] = [fox, fox]
words_in_dataset[3] = [is, jumped]
words_in_dataset[4] = [quick, high]
batch_size = 2, time_steps = 5


基本的伪代码如下：

words_in_dataset = tf.placeholder(tf.float32, [time_steps, batch_size, num_features])
lstm = tf.contrib.rnn.BasicLSTMCell(lstm_size)
# 初始化 LSTM 存储状态。
hidden_state = tf.zeros([batch_size, lstm.state_size])
current_state = tf.zeros([batch_size, lstm.state_size])
state = hidden_state, current_state
probabilities = []
loss = 0.0
for current_batch_of_words in words_in_dataset:
    # 每次处理一批词语后更新状态值。
    output, state = lstm(current_batch_of_words, state)

    # LSTM 输出可用于产生下一个词语的预测。
    logits = tf.matmul(output, softmax_w) + softmax_b
    probabilities.append(tf.nn.softmax(logits))
    loss += loss_function(probabilities, target_words)


截断反向传播

RNN 的输出结果依赖于不定长度的输入，这是它网络的特点所决定的。不幸的是，这让反向传播的计算变得很困难。为了能够学习流程易于处理，通过的做法是创建一个「unrolled」版本的网络，这个网络包含了固定数量（num_steps）的 LSTM 输入和输出。这样模型就可以使用近似 RNN 的方式来训练。这可以每次通过提供长度为 num_steps 的输入，和每次迭代完成之后进行反向传导来实现它。

以下是用于创建截断反向传播图的简单代码：

# 一次给定的迭代中的输入占位符。
words = tf.placeholder(tf.int32, [batch_size, num_steps])

lstm = tf.contrib.rnn.BasicLSTMCell(lstm_size)
# 初始化 LSTM 存储状态。
initial_state = state = tf.zeros([batch_size, lstm.state_size])

for i in range(num_steps):
    # 每处理一批词语后更新状态值。
    output, state = lstm(words[:, i], state)

    # 其余的代码。
    # ...

final_state = state


下面展现了如何在整个数据集实现迭代：

# 一个 numpy 数组，保存每一批词语之后的 LSTM 状态。
numpy_state = initial_state.eval()
total_loss = 0.0
for current_batch_of_words in words_in_dataset:
    numpy_state, current_loss = session.run([final_state, loss],
        # 根据上一次迭代结果初始化 LSTM 状态。
        feed_dict={initial_state: numpy_state, words: current_batch_of_words})
    total_loss += current_loss


输入

单词的向量表示

# embedding_matrix 是一个形状张量 [vocabulary_size, embedding size]
word_embeddings = tf.nn.embedding_lookup(embedding_matrix, word_ids)


嵌入的矩阵会被随机的初始化，模型会通过数据学会分辨不同词语的意思。

损失函数

我们想使目标词语的平均负对数概率最小

$$ \text{loss} = -\frac{1}{N}\sum{i=1}^{N} \ln p{\text{target}_i} $$

我们可以直接使用现成的 sequence_loss_by_example 函数，虽然这实现起来并不难。论文中的典型衡量标准是每个词语的平均困惑度（perplexity），计算式为

$$e^{-\frac{1}{N}\sum{i=1}^{N} \ln p{\text{target}_i}} = e^{\text{loss}} $$

同时我们会观察训练过程中的困惑度值（perplexity）。

多个 LSTM 层堆叠

要想给模型更强的表达能力，可以添加多层 LSTM 来处理数据。第一层的输出作为第二层的输入，以此类推。类 MultiRNNCell 可以无缝地将其实现：

def lstm_cell():
  return tf.contrib.rnn.BasicLSTMCell(lstm_size)
stacked_lstm = tf.contrib.rnn.MultiRNNCell(
    [lstm_cell() for _ in range(number_of_layers)])

initial_state = state = stacked_lstm.zero_state(batch_size, tf.float32)
for i in range(num_steps):
    # 每次处理一批词语后更新状态值。
    output, state = stacked_lstm(words[:, i], state)

    # 其余的代码。
    # ...

final_state = state


运行代码

在运行代码之前，如教程刚开始所述那样下载 PTB 数据集。然后，在 home 目录下解压 PTB 数据集。

tar xvfz simple-examples.tgz -C $HOME


(注意：在 windows 下，你可能需要其他的工具.)

现在，从 TensorFlow 模型仓库中克隆一份代码后，执行下面命令：

cd models/tutorials/rnn/ptb
python ptb_word_lm.py --data_path=$HOME/simple-examples/data/ --model=small


这里有 3 个支持的模型配置文件在我们教程的代码里：「small」，「medium」和「large」。它们的区别在于 LSTM 的大小，以及用于训练的超参数集。模型越大，得到的结果应该更好。在测试集中 small 模型应该可以达到低于 120 的困惑度（perplexity），large 模型则是低于 80，但它可能花费数小时来训练。

除此之外

还有几个优化模型的技巧没有提到，包括：


	降低学习率计划表。

	在 LSTM 层间使用 dropout。



继续学习和更改代码以进一步改善模型吧。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


序列到序列模型

请参考 Tensorflow 神经机器翻译（Neural Machine Translation）教程，以使用最新的 Tensorflow API 构建序列到序列（seq2seq）模型。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


对涂鸦进行分类的循环神经网络

Quick, Draw! 是一个涂鸦游戏，玩家需要画出一系列物体，看电脑能否识别。

Quick, Draw! 的识别功能由一个分类器完成，其输入是玩家的涂鸦，由一连串的笔画（笔画由一系列点的坐标构成）组成，输出则是涂鸦所对应的物体类别。

在这个教程中，我们将会展示如何为这个游戏构建一个基于 RNN （循环神经网络）的分类器。模型将会使用卷积层、LSTM 层以及一个 softmax 输出层来分辨涂鸦的类别。

[image: RNN 模型架构]

上图展示了此教程中构建的模型架构。输入为一个图形，编码为由 x, y 和 n 构成的坐标点序列，其中 n 表示该点是否是新笔划中的第一个点。

然后，应用一系列一维卷积，然后使用 LSTM 层将所有的输出传递给 softmax 层，进而进行涂鸦分类。

此教程使用的数据来自实际的 Quick, Draw! 游戏公开数据集。数据包含了 50M 个涂鸦以及 345 个分类。

运行教程代码

运行这个教程的代码：


	安装 TensorFlow

	下载教程代码。

	下载 TFRecord 格式的数据 并解压。更多细节请参考可选：下载整个 Quick Draw 数据 以及如何转换原始 Quick, Draw! 数据。



	使用一下命令可以执行教程代码，并训练教程中描述的 RNN 模型。请自行填写在第三步中放置的解压好的数据路径。





  python train_model.py \
    --training_data=rnn_tutorial_data/training.tfrecord-?????-of-????? \
    --eval_data=rnn_tutorial_data/eval.tfrecord-?????-of-????? \
    --classes_file=rnn_tutorial_data/training.tfrecord.classes


教程细节

下载数据

我们将本教程使用的数据作为包含 TFExamples 的 TFRecord 文件提供下载：

http://download.tensorflow.org/data/quickdraw_tutorial_dataset_v1.tar.gz

或者，你也可以从 Google 云上下载 ndjson 格式的原始数据，并将其转换为包含 TFExamples 的 TFRecord 文件，具体方法参考下一节。

可选：下载整个 Quick Draw 数据

完整的 Quick, Draw! 数据集 可以在 Google Cloud Storage 上下载按类别分类的  ndjson 格式原始文件。你可以在Cloud Console 上直接浏览文件列表。

要下载我们推荐的数据，请使用 gsutil 下载整个数据集。注意，原始 .ndjson 格式的文件大约有 22GB。

然后使用下面的命令检查你的 gsutil 安装是否正常，并且可以访问到数据存储区：

gsutil ls -r "gs://quickdraw_dataset/full/simplified/*"


其输出是一长串文件列表，如下所示：

gs://quickdraw_dataset/full/simplified/The Eiffel Tower.ndjson
gs://quickdraw_dataset/full/simplified/The Great Wall of China.ndjson
gs://quickdraw_dataset/full/simplified/The Mona Lisa.ndjson
gs://quickdraw_dataset/full/simplified/aircraft carrier.ndjson
...


然后，创建一个文件夹并从云端下载数据集：

mkdir rnn_tutorial_data
cd rnn_tutorial_data
gsutil -m cp "gs://quickdraw_dataset/full/simplified/*" .


这个将下载大约 23GB 数据并持续很长一段时间。

可选：数据转换

Data IO (Python functions)

   python create_dataset.py --ndjson_path rnn_tutorial_data \
      --output_path rnn_tutorial_data


Data IO (Python functions)

下面描述更为详细的转换过程。

原始的 QuickDraw 数据格式为 .ndjson，每行包含一个 JSON 对象，例如：

{"word":"cat",
 "countrycode":"VE",
 "timestamp":"2017-03-02 23:25:10.07453 UTC",
 "recognized":true,
 "key_id":"5201136883597312",
 "drawing":[
   [
     [130,113,99,109,76,64,55,48,48,51,59,86,133,154,170,203,214,217,215,208,186,176,162,157,132],
     [72,40,27,79,82,88,100,120,134,152,165,184,189,186,179,152,131,114,100,89,76,0,31,65,70]
   ],[
     [76,28,7],
     [136,128,128]
   ],[
     [76,23,0],
     [160,164,175]
   ],[
     [87,52,37],
     [175,191,204]
   ],[
     [174,220,246,251],
     [134,132,136,139]
   ],[
     [175,255],
     [147,168]
   ],[
     [171,208,215],
     [164,198,210]
   ],[
     [130,110,108,111,130,139,139,119],
     [129,134,137,144,148,144,136,130]
   ],[
     [107,106],
     [96,113]
   ]
 ]
}


根据我们需要创建分类器的目的， 我们只关心字段 word 和 drawing。因此，在解析 .ndjson 文件时，我们逐行将 JSON 通过一个函数将 drawing 字段处理成 [number_of_points, 3] 大小的张量，并同时返回类别的名称。

def parse_line(ndjson_line):
  """解析一个 ndjson 行，并返回涂鸦数据和类别名称."""
  sample = json.loads(ndjson_line)
  class_name = sample["word"]
  inkarray = sample["drawing"]
  stroke_lengths = [len(stroke[0]) for stroke in inkarray]
  total_points = sum(stroke_lengths)
  np_ink = np.zeros((total_points, 3), dtype=np.float32)
  current_t = 0
  for stroke in inkarray:
    for i in [0, 1]:
      np_ink[current_t:(current_t + len(stroke[0])), i] = stroke[i]
    current_t += len(stroke[0])
    np_ink[current_t - 1, 2] = 1  # stroke_end
  # 预处理.
  # 1. 大小归一
  lower = np.min(np_ink[:, 0:2], axis=0)
  upper = np.max(np_ink[:, 0:2], axis=0)
  scale = upper - lower
  scale[scale == 0] = 1
  np_ink[:, 0:2] = (np_ink[:, 0:2] - lower) / scale
  # 2. 计算方差
  np_ink = np_ink[1:, 0:2] - np_ink[0:-1, 0:2]
  return np_ink, class_name


由于我们希望将读取的数据随机打乱，因此我们按随机顺序将每个类别文件读取并写入到随机分片中。

对于训练数据而言，我们每个类别读取 10000 个样本，而对于测试样本而言，我们对每个类别读取 1000 个样本。

然后将这些数据重新格式化为形状为 [num_training_samples, max_length, 3] 的张量。然后再根据坐标值确定原始图形的边框，并将尺寸标准化，使图形具有单位长度的大小。

 ![大小归一](../images/quickdraw_sizenormalization.png) 
最后，我们计算连续点之间的差值并将其作为 VarLenFeature 存储在 tensorflow.Example  下，命名为 ink 字段。此外，我们还将 class_index 作为单个 FixedLengthFeature 条目进行存储，ink 的 shape 作为长度为 2 的 FixedLengthFeature 进行存储。

定义模型

创建定制化 Estimator

构建模型分为以下几步：


	将输入数据的形状进行变换，即把数据的小批量填充为其内容的最大程度。除了涂鸦轨迹数据外，我们还需要每个样本的类别以及长度。这需要函数 _get_input_tensors 进行处理。



	将输入传递给 _add_conv_layers 中一系列卷积层。



	将卷积层输出的结果传递给 _add_rnn_layers 中一系列的双向 LSTM 层。最后将每个时间点得到的输出求和得到一个固定长度的输入数据的向量。



	使用 _add_fc_layers 中的 softmax 图层对此向量进行分类。





代码如下：

inks, lengths, targets = _get_input_tensors(features, targets)
convolved = _add_conv_layers(inks)
final_state = _add_rnn_layers(convolved, lengths)
logits =_add_fc_layers(final_state)


_get_input_tensors

为了获得输入特征，我们首先需要从特征字典中获取并创建一个包含输入序列长度的一维张量，大小为 [batch_size]。用户所绘内容作为稀疏张量存储在字典中，我们再将其转换为一个稠密张量，大小为 [batch_size, ?, 3]。最后，如果目标通过了，我们就确保其存储在一个尺寸为 [batch_size] 的一维张量中。

代码如下：

shapes = features["shape"]
lengths = tf.squeeze(
    tf.slice(shapes, begin=[0, 0], size=[params["batch_size"], 1]))
inks = tf.reshape(
    tf.sparse_tensor_to_dense(features["ink"]),
    [params["batch_size"], -1, 3])
if targets is not None:
  targets = tf.squeeze(targets)


_add_conv_layers

卷积层的数量和滤波器的长度通过 params 字典中的 num_conv 和 conv_len 来进行配置。

输入是一个三维的序列，我们将会使用一维的卷积操作，所以我们把第三维的数据看做是图像的色彩通道。这意味着输入的形状为 [batch_size, length, 3]，那么输出的张量形状则会是 [batch_size, length, number_of_filters]。

convolved = inks
for i in range(len(params.num_conv)):
  convolved_input = convolved
  if params.batch_norm:
    convolved_input = tf.layers.batch_normalization(
        convolved_input,
        training=(mode == tf.estimator.ModeKeys.TRAIN))
  # 如果启用了 dropout，则在除第一层以外的卷积层后增加 dropout 层
  if i > 0 and params.dropout:
    convolved_input = tf.layers.dropout(
        convolved_input,
        rate=params.dropout,
        training=(mode == tf.estimator.ModeKeys.TRAIN))
  convolved = tf.layers.conv1d(
      convolved_input,
      filters=params.num_conv[i],
      kernel_size=params.conv_len[i],
      activation=None,
      strides=1,
      padding="same",
      name="conv1d_%d" % i)
return convolved, lengths


_add_rnn_layers

我们将卷积输出传递给双向 LSTM 层，为此我们使用了 contrib 的辅助函数。

outputs, _, _ = contrib_rnn.stack_bidirectional_dynamic_rnn(
    cells_fw=[cell(params.num_nodes) for _ in range(params.num_layers)],
    cells_bw=[cell(params.num_nodes) for _ in range(params.num_layers)],
    inputs=convolved,
    sequence_length=lengths,
    dtype=tf.float32,
    scope="rnn_classification")


你可以阅读源码来了解如何使用 CUDA 以加速计算的实现。

我们对 LSTM 的结果进行求和得到一个密集的固定长度的向量。笔画序列被填充为 0 的部分不参与到结果的计算之中。

mask = tf.tile(
    tf.expand_dims(tf.sequence_mask(lengths, tf.shape(outputs)[1]), 2),
    [1, 1, tf.shape(outputs)[2]])
zero_outside = tf.where(mask, outputs, tf.zeros_like(outputs))
outputs = tf.reduce_sum(zero_outside, axis=1)


添加全连接层

输入的编码将交给一个全连接层，随后我们再将其输出交给 softmax 层。

tf.layers.dense(final_state, params.num_classes)


损失函数，预测以及优化器

最后，我们需要设置损失函数、训练操作以及模型预测来完成 ModelFn 的构建：

cross_entropy = tf.reduce_mean(
    tf.nn.sparse_softmax_cross_entropy_with_logits(
        labels=targets, logits=logits))
# 添加优化器
train_op = tf.contrib.layers.optimize_loss(
    loss=cross_entropy,
    global_step=tf.train.get_global_step(),
    learning_rate=params.learning_rate,
    optimizer="Adam",
    # 梯度截断可以提升训练开始时的稳定性
    clip_gradients=params.gradient_clipping_norm,
    summaries=["learning_rate", "loss", "gradients", "gradient_norm"])
predictions = tf.argmax(logits, axis=1)
return model_fn_lib.ModelFnOps(
    mode=mode,
    predictions={"logits": logits,
                 "predictions": predictions},
    loss=cross_entropy,
    train_op=train_op,
    eval_metric_ops={"accuracy": tf.metrics.accuracy(targets, predictions)})


训练和评估模型

我们使用 Estimator 和 Experiment 的 API 来方便地训练和评估我们的模型：

  estimator = tf.estimator.Estimator(
      model_fn=model_fn,
      model_dir=output_dir,
      config=config,
      params=model_params)
  # 训练模型
  tf.contrib.learn.Experiment(
      estimator=estimator,
      train_input_fn=get_input_fn(
          mode=tf.contrib.learn.ModeKeys.TRAIN,
          tfrecord_pattern=FLAGS.training_data,
          batch_size=FLAGS.batch_size),
      train_steps=FLAGS.steps,
      eval_input_fn=get_input_fn(
          mode=tf.contrib.learn.ModeKeys.EVAL,
          tfrecord_pattern=FLAGS.eval_data,
          batch_size=FLAGS.batch_size),
      min_eval_frequency=1000)


这篇教程旨在帮助你熟悉循环神经网络的 API 以及评估器的使用，因而只是在一个比较小的数据集上进行了实验。如果使用更大的数据集的话，模型会取得更加优异的表现。

训练一百万步之后，你应该能够得到一个准确率约为 70% 的模型。这个结果足以来构建一个快速涂鸦游戏了，因为玩家能够不断地调整他的画作直到被识别。同时，这个游戏不一定要求模型给出完全正确的判断，而只要对应类别的概率高于一定的阈值，就认可玩家的涂鸦。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


简易语音识别

这个教程会教你建立一个能够识别出十个不同词语基础语音的神经网络。但这个模型远不如实际场景中的语音识别系统那么复杂，这就好比 MNIST 数据集无法用于训练实际场景中的图像识别。所以这个教程只会带你了解其中涉及的技术方法，当你完成这个教程时，你将得到一个语音识别模型。它能够识别一个语音片段，将其归类为静默，或者下列词语中的一个："yes", "no", "up", "down", "left", "right", "on", "off", "stop", "go" 。你也安卓应用中运行这个模型。

准备

首先，你要安装好 TensorFlow。我们会用一个脚本下载大小超过 1 GB 的训练数据，所以你的设备要有良好的网络连接和充足的储存空间。由于这个训练过程会花费数个小时，所以确保你的机器在这段时间内能保持正常运行。

训练

进入 TensorFlow 目录，运行如下命令来开始训练过程：

python tensorflow/examples/speech_commands/train.py


这个代码会先下载 Speech Commands dataset，这个数据集包含了 65,000 个 WAVE 声音文件，内容是人们说三十个不同词语的录音。这个数据集由谷歌收集并遵循知识共享协议发布，你能够通过贡献你的五分钟语音项目来改进这个数据集。这个文件大小超过 1 GB，所以下载过程会花费一些时间，但为了防止出错，你也要不时查看一下运行日志。一旦下载完成，之后就不需要再做这一步了。

下载完成后，你会看到如下的日志信息：

I0730 16:53:44.766740   55030 train.py:176] Training from step: 1
I0730 16:53:47.289078   55030 train.py:217] Step #1: rate 0.001000, accuracy 7.0%, cross entropy 2.611571


这表明初始化过程已经完成，训练的循环过程已经开始。你能看到每一步它都会输出日志信息。下面详细讲解日志中数据的含义：

Step #1 告诉我们这是在训练循环第一轮。在这个例子中共有 18,000 轮，所以你能够通过查看步骤数知道还有多久训练过程会结束。

rate 0.001000 是控制网络权重变更速度的学习速率。在初始阶段这个值会是个相当高的数字（0.001），但在后面的训练中它会减小十倍到 0.0001。

accuracy 7.0% 代表当前训练过程预测对了多少。这个值会经常的上下波动，但是它的平均值会随着训练不断增长。这个模型会输出一个数组，每一个代表了一个类别，每个数代表了输入和那个类别之间相似度的预测值。最后得到的预测标签是获得最高分数的类别。这个分数通常在 0 和 1 之间，并且数值越大代表模型对这个结果越有信心。

croos entropy 2.611571 是损失函数返回的结果，损失函数用来指导训练过程。这个分数通过比较当前训练得出的分数向量与正确标签得出的，它会随着训练的进行而逐渐减小。

一百轮之后，你会看到这样一行输出信息：

I0730 16:54:41.813438 55030 train.py:252] Saving to
"/tmp/speech_commands_train/conv.ckpt-100"


这表示现在把当前训练权重保存到了一个记录文件，如果你的训练脚本运行中断了，你能够找到最近的一个保存点并把它作为一个参数重启训练脚本。 --start_checkpoint=/tmp/speech_commands_train/conv.ckpt-100  这样脚本就会从保存点开始训练过程。

混淆矩阵

在四百轮之后，这日志信息会被输出如下信息：

I0730 16:57:38.073667   55030 train.py:243] Confusion Matrix:
 [[258   0   0   0   0   0   0   0   0   0   0   0]
 [  7   6  26  94   7  49   1  15  40   2   0  11]
 [ 10   1 107  80  13  22   0  13  10   1   0   4]
 [  1   3  16 163   6  48   0   5  10   1   0  17]
 [ 15   1  17 114  55  13   0   9  22   5   0   9]
 [  1   1   6  97   3  87   1  12  46   0   0  10]
 [  8   6  86  84  13  24   1   9   9   1   0   6]
 [  9   3  32 112   9  26   1  36  19   0   0   9]
 [  8   2  12  94   9  52   0   6  72   0   0   2]
 [ 16   1  39  74  29  42   0   6  37   9   0   3]
 [ 15   6  17  71  50  37   0   6  32   2   1   9]
 [ 11   1   6 151   5  42   0   8  16   0   0  20]]


第一部分是一个混淆矩阵。要搞懂它，你先要知道当前训练中使用了哪些标签，这个教程中是 "silence"， "unknown"， "yes"， "no"， "up"， "down"， "left", "right"， "on"， "off"，"stop"，和 "go"。 每一列代表了一组被预测为这个标签的片段。所以第一列表示了所有被预测为静默的片段，第二列就是那些被预测为“未知词语”的片段，第三列是"yes"，以此类推。

每一行代表了这些标签正确的标签，第一行是所有静默的片段，第二段是“未知词语”的片段，第三行是 "yes"，依次类推。

这个矩阵比准确率这一个数字要有用的多，因为它能够很好展示了这个网络在预测中犯下的错误的，在这个例子中你能够看到第一行中除了第一个其他所有的条目都是 0。因为第一行是所有真正静默的片段，这就表示它们中没有被错误标签为单词的，所以静默中没有错误的负项。这表明这个网络已经能够很好的区分静默和词语。

如果从第一列向下看，我们能看到许多的非零值。由于这一列代表了所有被预测为静默，所以除了第一个单元格，其他行中的数值都是错误。这表示有些包含词语的片段被预测为静默的，所以这里面有不少的错误预测。

一个完美的模型会产出一个除了对角线其他部分的数值都是零的混淆矩阵。找出和这种矩形模式的偏移能帮助你找出这个模型在哪里最容易混淆，并且一旦你能辨别出问题后，就能通过增加更多的数据或者清除一些类型来找到问题所在。

验证模型

在混淆矩阵后，你能够看到这样一行：

I0730 16:57:38.073777 55030 train.py:245] Step 400: Validation accuracy = 26.3%
(N=3093)

将数据集分为三进行是一种很好的训练模式。最多的一块（在这个例子中大约是 80% 的数据）被用来训练网络，一个小块（这里是 10%，通常被称做“验证数据”)被用来在训练过程中评估模型的准确性，还有一个块（最后的 10%，“测试数据”）被用来在训练完成后测试模型的准确性。

这样分块的原因是在训练过程中网络总会有模型过度适配输入信息的威胁。通过分离出验证数据集，能够确保模型处理着它没见过的数据。测试数据集则是又一道额外的保障，它确保了模型不是只能准确预测训练数据集和验证数据集中的数据，而是有很大数值范围的不同数据。

这个训练脚本会自动的将数据集分离为这三块，上面这个输出日志就是模型运行在验证数据集中的准确率。理论上，这个值应当相当接近训练的准确率。如果训练数据集的准确率增加而验证数据集的没有，那么这表明模型可能过拟合了，它只学习了训练数据中的数据，而没有普适性。

Tensorboard

使用 Tensorboard 能够很好的显示训练过程到底是怎样进行的。脚本会默认的把事件信息存储在/tmp/retrain_logs,你能通过以下命令加载：

tensorboard --logdir /tmp/retrain_logs

然后在浏览器中访问 http://localhost:6006 ，你就可以看到展现你模型运行过程的表格和图形。





训练完成

经过几个小时（由你机器的运行速度决定）训练，脚本能够全部完成。它会打印出一个对测试数据集预测产生的的混淆矩阵以及准确率。默认设置下，你应该得到一个在 85% 到 90% 之间的准确率。

因为语音识别在移动设备上有很大用处，所以下一步我们会把它输出为一个能够在移动平台上流畅运行的简洁版。为了做到这点，要运行如下命令：

python tensorflow/examples/speech_commands/freeze.py \
--start_checkpoint=/tmp/speech_commands_train/conv.ckpt-18000 \
--output_file=/tmp/my_frozen_graph.pb


当这个“凝固”的模型被创建后，你能通过label_wav.py 脚本测试，如下：

python tensorflow/examples/speech_commands/label_wav.py \
--graph=/tmp/my_frozen_graph.pb \
--labels=/tmp/speech_commands_train/conv_labels.txt \
--wav=/tmp/speech_dataset/left/a5d485dc_nohash_0.wav


这会打印出三个标签：

left (score = 0.81477)
right (score = 0.14139)
_unknown_ (score = 0.03808)


我们希望"left" 得到最高的分值，因为这是正确的标签，但是由于训练是随机的，模型可能不能准确预测你尝试的第一个文件。你可以继续测试同一目录下的其他 .wav 文件来看看它的准确率。

得出的分数在 0 和 1 之间，越高的分数代表模型对它的预测结果越有自信。

在安卓应用中运行模型

要查看这个模型在一个真实的应用中怎样运行，最便捷的方法是下载预构建的安卓应用演示，并把它们装在你的手机上。在你的应用列表中你会看到 'TF Speech' ，打开它，你能看到和刚才训练模型时一样的词语列表，它以 “Yes" 和 "No"开始，给这个应用使用麦克风的权限，尝试说这些词语，模型就能在识别出它们时，在界面上高亮显示识别出的词语。

你也能自己构建这个应用，因为它是开源的，请查看 github 上 TensorFlow 仓库中的可用部分。它默认会下载 一个来自 tensorflow.org 预训练模型 ，它能够很简单的替换成你自己训练好的模型。如果你要这样做，你要确保在主要的语音激活率 JAVA 源文件中的常量和你在训练中改变的默认值保持一致，例如 SAMPLE_RATE 和 SAMPLE_DURATION。你也会看到有个 JAVA 版本的识别命令行。它和 C++ 版本教程里的很像，如果你能很好的给那个版本调参，你也能在语音激活率中更换这些参数，并在服务测试中得到一样的结果

这个演示应用会根据你复制进在你的冻结图形旁的资源表的标签文本文件更新它界面中的结果列表，这代表你能不必要改变代码就能很轻松的尝试不同的模型。如果你改变了文件路径，你会需要更新 LABEL_FILENAME 和 MODEL_FILENAME 来指向你添加的文件。

这个模型是怎么工作的？

这个教程中用到的架构是基于一些来自 Convolutional Neural Networks for Small-footprint Keyword Spotting。它被选中不是因为最先进，而是因为它相当的简单，容易被训练和易于理解。有很多不同的建立处理音频的神经网络的方法，包括 recurrent networks 或 dilated (atrous) convolutions。这个教程基于卷积神经网络，做图像识别的工程师会很熟悉它。一开始。这可能会让人感到惊讶，毕竟音频本质是一种时间上连续的一维信号，而不是二维的空间问题。

我们通过来定义一个时间段方法来解决这个问题，我们相信我们的语音能够分离为多个时间段，而且这个在时间段的音频信号可以转换为一个图像。这是通过将输入的音频样本分割成几毫秒的短片段，并计算一组频段的频率强度来完成的。来自同一段的每一组频率强度组成一个数组向量，这些向量按照时间顺序排列形成一个二维数组。这个数组的数值就能被当做一个单道影像，也被叫做声谱图。如果你想查看一个声音样本生成了一个怎样的图像，你可以运行 wav_to_spectrogram 工具

bazel run tensorflow/examples/wav_to_spectrogram:wav_to_spectrogram -- \
--input_wav=/tmp/speech_dataset/happy/ab00c4b2_nohash_0.wav \
--output_png=/tmp/spectrogram.png


如果你打开 /tmp/spectrogram.png 你能够看到这样的图像：





因为 TensorFlow 的存储次序，这个图像的时间方向是从上往下的，频率方向是从左往右的，而不像通常的声谱图中，时间方向是从左往右的。你应该能够看出图像中一些不同的部分，比如第一个音节 "Ha" 与 "ppy" 明显不同。

因为人类对一些频率特别敏感，在语音识别中，传统的做法是对这种表示进行进一步的处理以将其转换为一组梅尔频率倒谱系数,或者简称为 MFCCS。这也是一个二维的单通道表示法，所以也能被当做一个图像。如果你基本上将声音当做目标而不是语音，你会发现你能够跳过这一步直接操作声谱图。

这个由这些进行中步骤生成的图像然后会被送入一个多层卷积神经网络，这个网络有一个随后会经过 softmax 函数归一化。你能够在tensorflow/examples/speech_commands/models.py查看这一部分。

数据流的正确率

很多音频识别应用需要处理一个连续的语音流，而不是单个剪辑。在这种环境下使用此模型的传统方法是在不同偏移时间里重复运行它，然后在一个很短的时间里产生一个平滑的预测结果。如果你把输入当做是一个图像，它沿着时间轴连续滚动。我们想要识别出来的词语可能会在任何时间开始，所以我们需要提取一系列的快照，来尝试得到一个队列，这个队列能够捕捉到我们输入数据中大部分的话语表达。一个足够高的取样率能产生更多时间段，使我们更易于捕捉到词语，所以平均结果能够提升预测的整体预测准确率。

给你一个怎样在流数据上运行语音识别模型的例子，查看 test_streaming_accuracy.cc。这个可以使用 识别命令行类处理一个长形态的语音输入，尝试识别词语，并将预测结果与真实的时间标签列表进行比较。这是一个制作处理音频信号流语音识别模型的好例子。

你需要一个很长的音频文件来测试它，它需要标记出说出词语的时间位置信息。如果你不想自己记录一个，你能用 generate_streaming_test_wav 模块生成一些合成的测试数据。默认的它会生成一个十分钟大约平均三秒一个词语的 .wav 文件和一个记录了每个词语说出时间的文本文件。这些词语是从你现有数据集的测试部分中提取后混入背景噪音。要得到它，请使用：

bazel run tensorflow/examples/speech_commands:generate_streaming_test_wav


这个命令将一个 .wav 文件存储到 /tmp/speech_commands_train/streaming_test.wav，和一个罗列所有标签的文本文件存到 /tmp/speech_commands_train/streaming_test_labels.txt。然后你能够使用以下命令进行准确率测试：

bazel run tensorflow/examples/speech_commands:test_streaming_accuracy -- \
--graph=/tmp/my_frozen_graph.pb \
--labels=/tmp/speech_commands_train/conv_labels.txt \
--wav=/tmp/speech_commands_train/streaming_test.wav \
--ground_truth=/tmp/speech_commands_train/streaming_test_labels.txt \
--verbose


这会输出正确匹配的词语的数量，被错误标识的数量，和没有词语时模型被触发的次数。有各种参数来控制分割信号的作业，包括设置用来均分片段时间长度的 --average_window_ms，设置模型中应用间的时间间隔的 --clip_stride_ms，设置当一个词语被发现后触发停止后续词语检测时间的 --suppression_ms，和一个可以认为是可信结果的最低平均分值 --detection_threshold。

流据数准确率测试会输出三个数字，而不像在前面模型训练中只有一个值。这是因为在不同的应用中会有不一样的要求，有些能容忍频繁的错误，只求找到正确结果（高查全），而另外一些在即使有些没有被检测到也要保证预测标签大概率为正确的（高精度）。这个工具产生的数据可以让你了解模型在应用中运行的性能，你可以尝试调整参数来使模型达到你所要求的性能。要得到能够准确适配你应用的参数，你可以看看怎样生成一个 ROC curve 来帮助你理解其中的平衡。

识别命令行

数据流正确率工具使用了一个简单的解码器，它包含了一个简短的 C++ 类，叫做识别命令行。这个类提供了输入 TensorFlow 模型的数据，它平均分割音频数据，然后当它有充足的证据认为一个词语被识别出来时返回一个标签信息。这个类的实现相当的小，只是追踪最近的几个预测值然后均分它们，所以当需要接入其他平台和语言时很简单。例如，在安卓上用 Java 或者在树莓派上用 Python 实现相似的东西很方便。只要这些实现使用相同的逻辑，你能使用数据流测试工具控制各个参数来均分数据流，然后把它们传递到你的应用中得到相似的结果。

进阶训练

这个训练脚本设计的初衷是处理一个相对小的文件生成个良好的点对点式的结果，但是有你能更改的许多选项用来根据你自己的需求来定制结果。

定制训练数据集

这个脚本默认会下载 Speech Commands dataset，但是你也能提供你自己的训练数据。要训练你自己的数据，你要确保你至少有几百份语音记录，而且每一份记录你都要做识别并把他们按文件夹分类。例如，如果你要识别狗叫的“汪汪叫”和猫叫的“喵喵喵”，你需要先创建一个叫动物叫声的根目录，然后在其中建立两个子文件夹汪汪叫和喵喵喵，然后把你的音频文件放入相应的文件夹。

要让脚本文件找到你的新语音文件，你需要设置 --data_url= 来停用下载,并用 --data_dir=/your/data/folder/ 来寻找到你刚才创建的文件。

你要确保这些文件是 16 位、小端模式、PCM 编码的 WAVE 格式文件。采样率默认为 16,000，但是只要保证你所有的文件采样率一样（脚本不支持重新采样），你就能通过改变 --sample_rate 参数来使用不同采样率的文件。这些音频片段也应当是大致相同的时间长度，默认预期时间长度是一秒钟，你能通过设置  --clip_duration_ms 来设置。如果你在一开始有很多的静默片段，你能看下词语对齐工具来将它们标准化（这是个快速使用此工具的方法）。

需要注意的一个问题就是，你的数据集中可能有许多相同的声音重复，如果它们分布在你的训练集、验证集和测试集中，可能会产生误导性的指标。例如， Speech Commands 数据集中人们多次重复同一单词。这些重复中的每一个都可能和其他的非常相似，所以如果模型训练过拟合或适应了训练数据集，当它在测试集中看到一个非常相似的副本时可能表现出不切实际的准确率。要避免这种危险，Speech Commands 试图确保所有由同一个人说的同一单词被放入了一样的部分中。根据于片段文件名的哈希值来分配文件到训练集、测试集或者验证集总，来确保即使有新片段添加进来或者训练样例分配到其他的数据集中也能使分配保持这种规则。来保证所有一个人讲的的词语都在一个相同的数据集里，the hashing function会在计算时忽略文件名后有 _nohash_ 的文件。这也代表着文件名像 pete_nohash_0.wav 和 pete_nohash_1.wav,它们一定会在相同的数据集中。

未知类

你的应用可能会听到一些不在你训练数据集的声音，并且你希望模型在这种情况下不将其识别为噪音。为了帮助网络学习什么样的声音可以被忽略，你需要提供一些不在任何类型中的音频片段。做到这点，你需要创建 quack,oink，和 moo 子文件夹并放入用户会遇到的其他动物发出的噪音。--wanted_words 参数告诉脚本哪些类是你关心的，所有子文件夹名中提及的会在训练中加入一个 _unknown_ 类。这个 Speech Commands 数据集在未知类中有二十个词语，包括 0 到 9 的数字和随机的名字像 “Sheila”。

默认的，有 10% 的训练样例是从未知类中选出的，但是你可以通过 --unknown_percentage 参数来控制它。增加这个数字会减少模型将未知词语识别为期望词语的可能性，但是将它提升过大会适得其反，因为模型可能会认为所有单词都分类为未知是最安全的！

背景噪音

即使在环境中还有其他不想关的声音，应用也必须要识别出音频。为了建立一个对抗强烈干扰的模型，我们需要对具有相似属性的录制音频进行训练。在 Speech Commands 数据集中的文件是用户在不同环境用不同设备录制的，而不是在一个录音室中，所以这样有助于增加训练的真实性。要做得更好，可以将随机环境音频混合到训练输入中。在 Speech Commands 数据集中有一个特别的文件夹叫做 _background_noise_，它里面装有长达一分钟包含白噪音、机器声或者日常家庭生活声音的 WAVE 文件。

这些文件的小片段是被随机选中并以一个以低音量在训练中被混入片段中。它的响度也是随机的，并以 --background_volume 属性按比例来控制，这里 0 是静默，1 是全音量。而且也不是所有的片段都加入背景音，--background_frequency 属性控制哪些部分会混入背景音。

你自己的应用可能会要在它的运行场景中处理与默认不同的背景噪音，所以你能在 _background_noise_ 文件夹中添加你自己的音频片段。这些文档应当和主数据集采用一样的采样率，但是它的持续时间更长，这样才能在其中取到一个良好的随机片段。

静默

在大多数情况下，你寻找的声音总是间断出现的，所以知道什么时候没有匹配到语音是很重要的。要做到这一点，有一个特别的标签 _silence_ ，它能表明这模型没有侦测到任何感兴趣的东西。因为在真实的环境中，永远没有真正的静默，所以我们需要提供静默和不相关的音频样例。为此，我们重用了 _background_noise_ 文件夹，它也会混入真实片段中，放入短片的声音数据并和真实类型为 _silence_ 的片段一起混和输入。有 10% 的训练数据默认的会这样输入，但也能通过 --silence_percentage 属性能够用来控制它。和未知词语一样，将这个值设置过高会增加模型识别静默的可能性更大，但是会以词语的错误识别为代价，但是太大也会导致陷入总是猜测是否为静默的圈套中。

时间偏移

加入背景噪音是一种扭曲训练集的方法，它能有效提升数据集大小，从而提升整体的准确性，而时移是另一种方法。这涉及训练集样本数据的随机偏移，开始或者结束的一小部分被切除然后填充进零。这能在训练集中的开始时间模拟自然的变化，并用 --time_shift_ms 参数控制，默认为 100 ms。增加这个值会增加更多的变化，但是这有切断音频中重要部分的风险。使用扭曲增加数据的另一个相关方法是使用时间拉伸和音高缩放，但这些已经超出了这个教程的范围。

定制模型

这个脚本使用的默认模型相当的大，每轮推算要进行八十亿次浮点运算每秒而且使用 940,000 权重参数。这个数值在桌面环境或者移动手机上都是可以接受的，但是它在只拥有有限资源的设备上以交互模式运行时，对它来说就是过大的运算压力了。为了应对这种使用场景，有以下几种替代方案可供选择：

low_latency_conv

基于在 Convolutional Neural Networks for Small-footprint Keyword Spotting paper 中的 'cnn-one-fstride4'技术。它的精确度略低于 'conv'，但权重参数的数值大致相同，而且它只需要一千一百万次浮点运算每秒即可进行一次预测，这样就使预测速度更快了。

使用这种模型，你要在命令行中特别指定 --model_architecture=low_latency_conv 。你也需要修正学习速率和训练轮次，所以完整的命令会是这样的：

python tensorflow/examples/speech_commands/train \
--model_architecture=low_latency_conv \
--how_many_training_steps=20000,6000 \
--learning_rate=0.01,0.001


这会使训练脚本使用 0.01 的学习速率进行 20,000 轮的训练，然后以小10倍的速度微调 6000 轮。

low_latency_svdf

基于Compressing Deep Neural Networks using a Rank-Constrained Topology paper中提供的技术。它的准确性也略低于 'conv' 但是它只使用了大概七百五十万个参数，并且最有成效的是，在测试时允许它有个最优的执行（即当你真的在你的应用程序中使用它），得出结果需要七百五十万次浮点运算每秒。

要使用这种模型，你要在命令行中特别设定 --model_architecture=low_latency_svdf，并修正学习速率和训练轮次，所以完整的命令会是这样的：

python tensorflow/examples/speech_commands/train \
--model_architecture=low_latency_svdf \
--how_many_training_steps=100000,35000 \
--learning_rate=0.01,0.005


请注意，尽管它比前两个技术需要更多的步骤数，计算轮次的减少意味着训练应该占用同样的时间，最终达到 85% 左右的精确度。你还能够通过更改 SVDF layer 中的以下这些参数来进一步的调整这种技术，使它更易于被计算并更加精确：


	rank - 近似的等级（通常越高越好，但是需要更多计算才能得出结果）。

	num_units - 与其他层类型相似，指定层中的节点数（越多的节点质量越高，越多的计算量）。



关于运行时，由于该层允许通过缓存一些内部神经网络激活来优化，所以你需要在冻结图和在数据流模式中执行模型（例如 test_streaming_accuracy.cc）时保持一致的进度。

其他用于定制的参数

如果你想实验定制模型，调整声谱图的创建参数就是一个不错的开始。这些参数能够改变输入模型的图像大小，并且在 models.py 的创建代码中根据不同的大小自动适配计算量和权重。如果你减小了输入，模型会只需要较少的计算，这样用一定的准确性为代价交换潜在的性能提升就是一个好方法。 --window_stride_ms 参数控制每个频率分析样本与之前一个的距离。如果增加此值，则在给定的持续时间内采样数量会减少，输入的时间长度也会缩短。 --dct_coefficient_count 参数控制控制着多少数据段被用于计数，所以减少这个值会缩小另一个维度的输入。--window_size_ms 参数不会影响大小，但是可以控制用于计算每个样本的频率的区域的范围。减少控制训连样本持续时间的 --clip_duration_ms 也会在你寻找短时间音频有所帮助，因为你减少了输入的时间长度。你需要确保所有的训练数据在片段的开头部分包含了正确的音频。

如果你为你的问题构想了个完全不同的模型，你你可以将它插入 models.py 并让脚本的其余部分处理所有的预处理和训练工作。你可以添加一个新模型到 create_model 中，找到你新模型的名称并调用模型创建函数。这个函数输出了输入的声谱图的尺度，还有其他一些模型的信息，并且期望创建 TensorFlow 来读取并产生一个输出预测向量，以及一个控制丢失率的控制器。脚本的其他部分将这个模型整合到一个更大的图中，进行输入计算并用 softmax 函数和损失函数来训练它。

当你调整模型和训练超参数时，一个常见的问题是由于数值精度的问题，非数值可能会混入。一般来说，你可以通过减小学习速率和权重初始化来解决这些问题，但是如果它们总是出现，你可以启用 --check_nans 来追踪错误源头。这将在 TensorFlow 中的大部分常规操作间插入检查操作，并在遇到问题时重视培训过程并显示有用的错误信息。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 数据表示


TensorFlow 线性模型

在本教程中，我们将会使用 TensorFlow 中的 tf.estimator API 来解决一个二分类问题：给定人口普查数据，有关一个人的如年龄，教育程度，婚姻状况和职业等信息（特征），我们将尝试预测该人每年是否收入超过 5 万美元（目标标签）。我们将训练一个逻辑回归模型，给定一个个体的信息，我们的模型会输出一个0到1之间的数，这个数可以解释成此个体年收入超过 5 万美元的概率。

快速构建

可以通过如下步骤尝试本教程的代码:


	安装 TensorFlow



	下载教程代码。



	执行我们提供的数据下载程序：

 $ python data_download.py




	使用如下命令执行本教程的代码，训练一个教程中描述的线性模型：

 $ python wide_deep.py --model_type=wide






继续阅读可以了解此代码是如何构建其线性模型的。

读取 Census 数据

我们将要使用的数据集是 Census Income 数据集。我们提供了 data_download.py 来下载数据并进行一些清理。

由于该任务是一个二元分类问题，我们将构造一个名为 “label” 的标签列，如果收入超过 5 万美元，那么它的值为 1，否则为 0。有关参考，请参阅 wide_deep.py。

接下来，让我们看看数据结构，看看我们可以使用哪些列来预测目标标签。这些列可以分为两类：类别列和连续列：


	如果某列的值只能是有限集合中的某个类别，则称该列为类别列。例如，一个人的关系状况（妻子，丈夫，未婚等）或教育水平（高中，大学等）都是类别列。

	如果某个列的值可以是连续范围内的任何数值，则称该列为连续列。例如，一个人的资本收入（例如 $14,084）是一个连续列。



以下是 Census Income 数据集中可用列的列表：



	列名
	类型      
	描述                                                





	age        
	连续型
	此人的年龄。                                



	workclass  
	类别型
	其雇主类型 (政府、军队、 私企 等)。



	fnlwgt        
	连续型
	普查者认为本样本所能代表的人数（样本权重）。最终权重不会被用到。  



	education    
	类别型
	此人最高学历。 



	education_num
	连续型
	最高学历数值表示。



	marital_status
	类别型
	婚姻状态。



	occupation    
	类别型
	职业。



	relationship  
	类别型
	家庭关系：Wife, Own-child, Husband, Not-in-family, Other-relative, Unmarried。 



	race          
	类别型
	种族：Amer-Indian-Eskimo, Asian-Pac-Islander, Black, White, Other。



	gender        
	类别型
	性别：Female, Male。                    



	capital_gain  
	连续型
	登记资本增值。       



	capital_loss  
	连续型
	登记资本亏损。       



	hours_per_week
	连续型
	每周工作时长。



	native_country
	类别型
	原国籍。



	income_bracket
	类别型
	年收入分类：">5万" 或 "<=5万"，即此人年收入是否高于 5 万。







将数据转化为张量

tf.SparseTensor


	features：一个由特征列名到 Tensors 或 SparseTensors 的映射。

	labels：一个包含标签列的 Tensor。



features 的键将用于构建下一节中提到的列。由于我们想在调用 train 和 evaluate 方法时使用不同的数据，所以我们定义一个方法，它根据给定的数据返回一个输入函数。 请注意，返回的输入函数将在构建 TensorFlow 计算图时调用，而不是在运行计算图时调用。它返回的是输入数据作为 Tensor（或 SparseTensor）的表示，即 TensorFlow 计算的基本单位。

训练集和测试集中的每个连续列都将被转换成 Tensor，这通常是表示稠密数据的良好格式。对于类别型数据，我们必须将数据表示为 SparseTensor。这种数据格式适合表示稀疏数据。我们的 input_fn 使用 tf.data API，可以很容易地将转换我们的数据集：

def input_fn(data_file, num_epochs, shuffle, batch_size):
  """为 Estimator 生成输入函数"""
  assert tf.gfile.Exists(data_file), (
      '%s not found. Please make sure you have either run data_download.py or '
      'set both arguments --train_data and --test_data.' % data_file)

  def parse_csv(value):
    print('Parsing', data_file)
    columns = tf.decode_csv(value, record_defaults=_CSV_COLUMN_DEFAULTS)
    features = dict(zip(_CSV_COLUMNS, columns))
    labels = features.pop('income_bracket')
    return features, tf.equal(labels, '>50K')

  # 使用 Dataset API 从输入文件中提取行
  dataset = tf.data.TextLineDataset(data_file)

  if shuffle:
    dataset = dataset.shuffle(buffer_size=_SHUFFLE_BUFFER)

  dataset = dataset.map(parse_csv, num_parallel_calls=5)

  # 我们在 shuffle 之后调用 repeat，而不是在之前调用，以防止不同的 epoch 混到一起。
  dataset = dataset.repeat(num_epochs)
  dataset = dataset.batch(batch_size)

  iterator = dataset.make_one_shot_iterator()
  features, labels = iterator.get_next()
  return features, labels


模型的选择和特征工程

选择和制定正确的特征列是学习一个有效模型的关键。一个 feature column 可以是原始 Dataframe 中的原始列之一（我们称之为基本特征列），也可以是基于在一个或多个基本列上定义的某些变换创建的任何新列（让我们 称他们派生特征列）。基本上，“feature column” 是任何可用于预测目标标签的原始或派生变量的抽象概念。

基本的类别型特征列

要为类别型特征定义特征列，我们可以使用 tf.feature_column API 创建一个 CategoricalColumn。如果你知道一列中所有可能的特征值的集合，并且只有少数几个，你可以使用 categorical_column_with_vocabulary_list。列表中的每个键都将被分配一个从 0 开始的自动增长的 ID。例如，对于 relationship 列，通过以下操作，我们可以为特征字符串 “Husband” 分配给一个整数 0 作为 ID ，为 “Not-in-family” 设置 1 作为 ID 等等：

relationship = tf.feature_column.categorical_column_with_vocabulary_list(
    'relationship', [
        'Husband', 'Not-in-family', 'Wife', 'Own-child', 'Unmarried',
        'Other-relative'])


但是若我们事先并不知道所有可能值的集合呢？也不成问题，我们可以使用 categorical_column_with_hash_bucket 来代替：

occupation = tf.feature_column.categorical_column_with_hash_bucket(
    'occupation', hash_bucket_size=1000)


会发生的是，当我们在训练中遇到它们时，特征列 occupation 中的每个可能值都将被散列为一个整数 ID。参看下面的示例插图：



	ID
	Feature





	...
	



	9
	"Machine-op-inspct"



	...
	



	103
	"Farming-fishing"



	...
	



	375
	"Protective-serv"



	...
	







无论我们选择哪种方式定义 SparseColumn，通过查找固定的映射或散列，每个特征字符串都将被映射为一个整数 ID。请注意，哈希碰撞是可能的，但可能不会显着影响模型质量。在底层实现上，LinearModel 类负责管理映射并创建 tf.Variable 来存储每个特征 ID 的模型参数（也称为模型权重）。模型参数将通过后面将要讨论的模型训练过程来学习。

我们会做类似的技巧来定义其他的类别型特征：

education = tf.feature_column.categorical_column_with_vocabulary_list(
    'education', [
        'Bachelors', 'HS-grad', '11th', 'Masters', '9th', 'Some-college',
        'Assoc-acdm', 'Assoc-voc', '7th-8th', 'Doctorate', 'Prof-school',
        '5th-6th', '10th', '1st-4th', 'Preschool', '12th'])

marital_status = tf.feature_column.categorical_column_with_vocabulary_list(
    'marital_status', [
        'Married-civ-spouse', 'Divorced', 'Married-spouse-absent',
        'Never-married', 'Separated', 'Married-AF-spouse', 'Widowed'])

relationship = tf.feature_column.categorical_column_with_vocabulary_list(
    'relationship', [
        'Husband', 'Not-in-family', 'Wife', 'Own-child', 'Unmarried',
        'Other-relative'])

workclass = tf.feature_column.categorical_column_with_vocabulary_list(
    'workclass', [
        'Self-emp-not-inc', 'Private', 'State-gov', 'Federal-gov',
        'Local-gov', '?', 'Self-emp-inc', 'Without-pay', 'Never-worked'])

# 举个哈希的例子:
occupation = tf.feature_column.categorical_column_with_hash_bucket(
    'occupation', hash_bucket_size=1000)


基本的连续型特征列

同样，我们可以为我们想要在模型中使用的每个连续特征列定义一个 NumericColumn：

age = tf.feature_column.numeric_column('age')
education_num = tf.feature_column.numeric_column('education_num')
capital_gain = tf.feature_column.numeric_column('capital_gain')
capital_loss = tf.feature_column.numeric_column('capital_loss')
hours_per_week = tf.feature_column.numeric_column('hours_per_week')


通过分桶使连续特征类别化

有时连续特征和标签之间的关系不是线性的。 假设这么一个例子，一个人的收入可能会在职业生涯的早期阶段随着年龄的增长而增长，然后增长可能会放缓，最终退休后的收入会减少。 在这种情况下，使用原始的 age 作为实值特征列可能不是一个好选择，因为模型只能学习三种情况之一：


	随着年龄增长，收入总是以某种速度增加（正相关），

	随着年龄增长，收入总是以某种速度减少（负相关），或者

	无论年龄多少，收入都保持不变（不相关）



如果我们想分别学习收入和各个年龄组之间的细微关联，我们可以利用 bucketization。 分桶是将连续特征的整个范围划分为一组连续的桶，然后根据该值落入哪个桶将原始数值特征转换为桶 ID（作为类别型特征）。所以，我们可以在 age 上定义 bucketized_column 为：

age_buckets = tf.feature_column.bucketized_column(
    age, boundaries=[18, 25, 30, 35, 40, 45, 50, 55, 60, 65])


这里的 boundaries 是一个桶边界的列表。在这个例子中，有 10 个边界，导致有 11 个桶（从 17 岁以下，18-24 岁，25-29 岁......到 65 岁以上）。

用 CrossedColumn 交叉多列

单独使用每个基本特征列可能不足以解释数据。例如，不同职业的人的教育程度与标签（收入 > 50,000 美元）之间的关联可能不同。 因此，如果我们只为教育=“学士”和教育=“硕士”学习一个单一的模型权重，我们将无法捕捉每一个教育-职业组合（例如区分教育=“学士”和职业=“执行管理”和教育=“学士”和职业=“工艺修理”）。要了解不同特征组合之间的差异，我们可以将交叉特征列添加到模型中。

education_x_occupation = tf.feature_column.crossed_column(
    ['education', 'occupation'], hash_bucket_size=1000)


我们也可以在两列以上创建一个 CrossedColumn。 每个组成列可以是类别型的基本特征列（SparseColumn），实值特征列（BucketizedColumn），甚至是另一个 CrossColumn。下面是一个例子：

age_buckets_x_education_x_occupation = tf.feature_column.crossed_column(
    [age_buckets, 'education', 'occupation'], hash_bucket_size=1000)


定义逻辑回归模型

处理完输入数据并定义所有特征列后，我们现在准备将它们放在一起并构建逻辑回归模型。在上一节中，我们已经看到了几种基本的和派生的特征列，其中包括：


	CategoricalColumn

	NumericColumn

	BucketizedColumn

	CrossedColumn



他们都是抽象类 FeatureColumn 的子类，都可以添加到模型的 feature_columns 字段中：

base_columns = [
    education, marital_status, relationship, workclass, occupation,
    age_buckets,
]
crossed_columns = [
    tf.feature_column.crossed_column(
        ['education', 'occupation'], hash_bucket_size=1000),
    tf.feature_column.crossed_column(
        [age_buckets, 'education', 'occupation'], hash_bucket_size=1000),
]

model_dir = tempfile.mkdtemp()
model = tf.estimator.LinearClassifier(
    model_dir=model_dir, feature_columns=base_columns + crossed_columns)


该模型还会自动学习一个偏差项，它可以控制在不观察任何特征的情况下进行的预测（有关更多解释，请参见“逻辑回归的工作原理”一节）。学习的模型文件将被存储在 model_dir 中。

训练和评估我们的模型

将所有特征添加到模型后，现在让我们看看如何实际训练模型。使用 tf.estimator API 训练模型仅需用一个命令：

model.train(input_fn=lambda: input_fn(train_data, num_epochs, True, batch_size))


模型训练完后，我们就可以评估到底我们的模型在预测留出数据的标签上表现有多好了。

results = model.evaluate(input_fn=lambda: input_fn(
    test_data, 1, False, batch_size))
for key in sorted(results):
  print('%s: %s' % (key, results[key]))


最终输出的第一行应该类似于 accuracy: 0.83557522，这意味着准确率为 83.6%。自由地尝试更多的特征和转换，你能做得更好！

在堆模型进行评估之后，我们可以使用该模型对个人年收入是否超过五万美元进行预测。

pred_iter = model.predict(input_fn=lambda: input_fn(FLAGS.test_data, 1, False, 1))
for pred in pred_iter:
  print(pred['classes'])


模型的预测结果类似于 b['1'] 或者 b['0']，分别表示个人年收入超过五万美元或没有超过五万美元。

如果您希望看到一个可用的端到端示例，则可以下载我们的样例代码并设置 model_type 为 wide。

加入正则化以防止过拟合

正则化是一种用来避免过拟合的技术。当模型在训练数据上表现良好，但在模型以前从未见过的测试数据（如实时交通）上却更糟糕时，过拟合就发生了。过拟合通常发生在模型过于复杂时，例如相比于观察到的训练数据的数量太多的参数。正则化允许你控制模型的复杂性，并使模型在未见数据上具有更强的泛化能力。

在线性模型库中，你可以将L1和L2正则化添加到模型中，如下所示：

model = tf.estimator.LinearClassifier(
    model_dir=model_dir, feature_columns=base_columns + crossed_columns,
    optimizer=tf.train.FtrlOptimizer(
        learning_rate=0.1,
        l1_regularization_strength=1.0,
        l2_regularization_strength=1.0))


L1 和 L2 正则化之间的一个重要区别是，L1 正则化倾向于使模型权重保持为零，从而创建更稀疏的模型，而 L2 正则化也尝试使模型权重接近于零，但不一定为零。因此，如果增加 L1 正则化的强度，你将获得一个更小的模型，因为模型的许多权重将为零。如果特征空间非常大但稀疏，并且存在资源限制，从而无法训练和上线太大的模型时，这通常是可取的。

在实践中，你应该尝试 L1，L2 正则化强度的各种组合，找到最佳参数以最优地控制过拟合并给你理想的模型大小。

逻辑回归是如何工作的？

最后，让我们花点时间谈一谈 Logistic 回归模型实际上是什么样子，以防你不熟悉它。我们将标签表示为 \(Y\)，并将观察到的特征集合表示为特征向量

\(\mathbf{x}=[x_1, x_2, ..., x_d]\)。我们定义 \(Y=1\) 表示一个个体年薪超过 50,000 美元，否则 \(Y=0\)。在逻辑回归中，给定特征 \(\mathbf{x}\) 的标签为正的概率 (\(Y=1\)) 给出如下：

$$ P(Y=1|\mathbf{x}) = \frac{1}{1+\exp(-(\mathbf{w}^T\mathbf{x}+b))}$$

这里 \(\mathbf{w}=[w_1, w_2, ..., w_d]\) 是特征 \(\mathbf{x}=[x_1, x_2, ..., x_d]\) 的模型权重。\(b\) 是常数，通常称为模型的“偏差”。

模型分为两部分 -- 一个线性模型和一个 Logistic 函数：


	  线性模型：首先我们可以看到 \(\mathbf{w}^T\mathbf{x}+b = b + w_1x_1 + ... +w_dx_d\) 是一个线性模型，它的输出是一个输入特征 \(\mathbf{x}\) 的线性函数。偏差 \(b\) 是在未观察任何特征做出来的预测。模型权重 \(w_i\) 反映了特征 \(x_i\) 和正类标签具有怎样的相关关系。如果 \(x_i\) 与正类标签是正相关的，权重 \(w_i\) 增加，并且概率 \(P(Y=1|\mathbf{x})\) 会接近于 1。另一方面，如果 \(x_i\) 与正类标签是负相关的，权重 \(w_i\) 会降低，概率 \(P(Y=1|\mathbf{x})\) 会接近于 0。



	  Logistic函数：第二，我们可以看到这有一个 Logistic 函数（也叫作 Sigmoid 函数）\(S(t) = 1/(1+\exp(-t))\)应用到了线性模型上。Logistic 函数是用来将线性模型的输出 \(\mathbf{w}^T\mathbf{x}+b\) 从任意实数转换到 \([0, 1]\) 这个范围的，转化的结果也被视作概率。





模型训练是一个优化问题：目标是找到一组模型权重（即模型参数），以最小化定义在训练数据上的损失函数，例如逻辑回归模型的逻辑损失。损失函数衡量真实标签与模型预测之间的差异。如果预测与真实标签非常接近，损失值将会很低；如果预测离标签很远，那么损失值会很高。

深入学习

TensorFlow 宽深学习
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TensorFlow 线性模型

在本教程中，我们将介绍如何使用 tf.estimator API 来联合训练宽度线性模型和深度前馈神经网络。这种方法结合了记忆和泛化的优势。 它对于具有稀疏输入特征的一般大规模回归和分类问题（例如，具有大量可能特征值的类别型特征）很有用。如果您有兴趣详细了解宽深学习的工作原理，请参阅我们的研究论文。

[image: 宽深学习模型示意图]

上图展示了一个宽度模型（具有稀疏特征和变换的逻辑回归），深度模型（具有嵌入层和多个隐藏层的前馈神经网络）和宽深模型（两者的联合训练））。在较高的层面上，只需 3 个步骤即可使用 tf.estimator API 配置宽度，深度或宽深模型：


	为宽度部分选择特征：选择你想用的基本的稀疏特征列和交叉列。

	为深度部分选择特征：选择连续列，每个类别列的嵌入维度以及隐藏层大小。

	将他们放进一个宽深模型（DNNLinearCombinedClassifier）。



就是这样！我们来看一个简单的例子。

快速构建

可以通过如下步骤尝试本教程的代码：


	安装 TensorFlow

	下载教程代码.

	执行我们提供的数据下载程序：

 $ python data_download.py




	使用如下命令执行本教程的代码，训练一个教程中描述的宽深模型：

 $ python wide_deep.py






继续阅读可以了解此代码是如何构建其模型的。

定义基本特征列

首先，我们定义将使用的基础类别型和连续型特征列。这些基础列将成为模型的宽度部分和深度部分使用的构建块。

import tensorflow as tf

# 连续列
age = tf.feature_column.numeric_column('age')
education_num = tf.feature_column.numeric_column('education_num')
capital_gain = tf.feature_column.numeric_column('capital_gain')
capital_loss = tf.feature_column.numeric_column('capital_loss')
hours_per_week = tf.feature_column.numeric_column('hours_per_week')

education = tf.feature_column.categorical_column_with_vocabulary_list(
    'education', [
        'Bachelors', 'HS-grad', '11th', 'Masters', '9th', 'Some-college',
        'Assoc-acdm', 'Assoc-voc', '7th-8th', 'Doctorate', 'Prof-school',
        '5th-6th', '10th', '1st-4th', 'Preschool', '12th'])

marital_status = tf.feature_column.categorical_column_with_vocabulary_list(
    'marital_status', [
        'Married-civ-spouse', 'Divorced', 'Married-spouse-absent',
        'Never-married', 'Separated', 'Married-AF-spouse', 'Widowed'])

relationship = tf.feature_column.categorical_column_with_vocabulary_list(
    'relationship', [
        'Husband', 'Not-in-family', 'Wife', 'Own-child', 'Unmarried',
        'Other-relative'])

workclass = tf.feature_column.categorical_column_with_vocabulary_list(
    'workclass', [
        'Self-emp-not-inc', 'Private', 'State-gov', 'Federal-gov',
        'Local-gov', '?', 'Self-emp-inc', 'Without-pay', 'Never-worked'])

# 举个哈希的例子
occupation = tf.feature_column.categorical_column_with_hash_bucket(
    'occupation', hash_bucket_size=1000)

# 转换
age_buckets = tf.feature_column.bucketized_column(
    age, boundaries=[18, 25, 30, 35, 40, 45, 50, 55, 60, 65])


宽度模型：具有交叉特征列的线性模型

宽度模型是一个线性模型，具有一系列稀疏和交叉的特征列：

base_columns = [
    education, marital_status, relationship, workclass, occupation,
    age_buckets,
]

crossed_columns = [
    tf.feature_column.crossed_column(
        ['education', 'occupation'], hash_bucket_size=1000),
    tf.feature_column.crossed_column(
        [age_buckets, 'education', 'occupation'], hash_bucket_size=1000),
]


TensorFlow 线性模型

具有交叉特征列的宽度模型可以有效记住特征之间的稀疏交互。话虽如此，交叉特征列的一个限制是它们不能推广到没有出现在训练数据中的特征组合。 让我们添加一个嵌入深层模型来解决这个问题。

深层模型：带嵌入的神经网络

单词的向量表示

另一种表达馈入神经网络的类别列的方法是通过 one-hot 或 multi-hot 表示。这通常适用于只有少数可能值的类别列。 作为 one-hot 表示的例子，对于 relationship 列，"Husband" 可以表示为 [1, 0, 0, 0, 0, 0]，并且可以将 "Not-in-family" 表示为[0, 1, 0, 0, 0, 0]等。这是一个固定的表示，而嵌入更加灵活并在训练时计算。

我们将使用 embedding_column 为类别列配置嵌入，并将它们与连续列连接起来。我们也使用 indicator_column 来创建一些类别列的 multi-hot 表示。

deep_columns = [
    age,
    education_num,
    capital_gain,
    capital_loss,
    hours_per_week,
    tf.feature_column.indicator_column(workclass),
    tf.feature_column.indicator_column(education),
    tf.feature_column.indicator_column(marital_status),
    tf.feature_column.indicator_column(relationship),
    # To show an example of embedding
    tf.feature_column.embedding_column(occupation, dimension=8),
]


嵌入的“维数”越高，模型将必须学习的特征表示的自由度越高。为了简单起见，我们在此处为所有特征列设置维数为 8。 从经验上来说，关于维数的更明智的决定是以 \(\log_2(n)\) 或 \(k\sqrt[4]n\) 的顺序开始，其中 \(n\) 是特征列中唯一特征的数量，\(k\) 是一个小常量（通常小于 10）。

通过稠密嵌入，深度模型可以更好地泛化，并对之前在训练数据中看不到的特征对进行预测。然而，当两个特征列之间的基本交互矩阵是稀疏且高阶的时，很难学习特征列的有效低维表示。在这种情况下，大多数特征对之间的相互作用应该为零，除了少数特征对之间的相互作用之外，稠密嵌入将导致所有特征对的预测为非零，因此可能会过度泛化。另一方面，具有交叉特征的线性模型可以用较少的模型参数有效地记住这些“例外规则”。

现在，让我们看看如何共同训练宽深模型，并让它们互相补充优点和缺点。

将宽深模型组合成一个模型

宽度模型和深度模型通过将它们的最终输出的对数似然的和作为预测，然后将预测结果提供给对数损失函数。 所有的计算图定义和变量分配已经在你的框架底层处理过了，所以你只需要创建一个 DNNLinearCombinedClassifier ：

model = tf.estimator.DNNLinearCombinedClassifier(
    model_dir='/tmp/census_model',
    linear_feature_columns=base_columns + crossed_columns,
    dnn_feature_columns=deep_columns,
    dnn_hidden_units=[100, 50])


训练和评估模型

TensorFlow 线性模型

读入数据之后，你可以训练和评估模型：

# 每 `FLAGS.epochs_per_eval` 轮训练、评估一次模型。
for n in range(FLAGS.train_epochs // FLAGS.epochs_per_eval):
  model.train(input_fn=lambda: input_fn(
      FLAGS.train_data, FLAGS.epochs_per_eval, True, FLAGS.batch_size))

  results = model.evaluate(input_fn=lambda: input_fn(
      FLAGS.test_data, 1, False, FLAGS.batch_size))

  # 显示评估度量
  print('Results at epoch', (n + 1) * FLAGS.epochs_per_eval)
  print('-' * 30)

  for key in sorted(results):
    print('%s: %s' % (key, results[key]))


最终的输出精度应该在 85.5% 左右。 如果您希望看到一个可用的端到端示例，则可以下载我们的样例代码.

请注意，本教程只是一个小数据集的简单示例，可帮助你熟悉 API。如果你在具有大量可能特征值的稀疏特征列的大型数据集上进行试验，宽深学习功能将更加强大。再次说明，请随时查看我们的研究论文，了解如何将宽深学习应用于实际的大型机器学习问题。
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单词的向量表示

本文中，我们来通过 Mikolov 等人的论文 来看看 word2vec 这个模型。此模型被用来训练单词的向量表示，此方法又称为『词嵌入』。

要点

本文主要目是要摘要出 TensorFlow 中构建一个 word2vec 模型时的那些有趣而关键性的内容。


	首先，我们需要知道为什么要用向量来代表单词。

	其次，我们需要看看模型背后的逻辑，以及它是如何训练的（使用一些数学技巧来获得好的训练效果）。

	同时，我们要用 TensorFlow 实现一个简单的模型。

	最后，我们会介绍能让原生版本更好地拓展的一些方法。



本文只会粗略地过一遍代码，如果你想深入了解的话，可以看看示例 tensorflow/examples/tutorials/word2vec/word2vec_basic.py 中的一个极简的实现。这个简单示例包含下载数据的代码，只需稍微训练一下这些数据，就可以把结果可视化出来了。一旦你可以轻松的阅读并运行这个版本之后，你就可以去看一个更严谨的实现代码了： models/tutorials/embedding/word2vec.py 。它展示了一些更高级的 TensorFlow 原则，你可从中学到如何高效的使用线程来将数据移动到一个文本模型中，如何在训练中设置检查点，等等。

首先，让我们来看一看为什么我们想要学习词嵌入。如果你已经是一个词嵌入专家了，可以跳过本节，直接深入细节。

动机：为什么要学习词嵌入？

图像和音频处理系统在处理丰富，高维度的数据集时会将图像的单个像素信号量或音频的功率谱密度系数编码成向量。对于图像识别或者语音识别这样的任务来说，我们知道要成功的识别出正确结果的所有信息都在数据里（因为人类可以从这些原始数据中得到答案）。然而，传统的自然语言处理系统将单词看做确定的原子符号，因此 Id537 会代表 'cat'，Id143 会代表 'dog'。这些编码都是任意的，并且它们对于单个字符之间的关系系统毫无帮助。这意味着当模型处理关于 'dogs' 数据的时候，基本上用不到它从处理 'cats' 上学到的知识（然而它们有很多共同点，都是动物，四条腿，宠物等）。将单词表示成唯一离散的 id，这样会使数据变的稀疏，通常情况下这意味着为了成功的训练统计模型，我们需要更多的数据。而使用向量代表单词就可以克服这些困难。


[image: ]


Vector space models（VSMs）是在一个连续的向量空间中代表单词，并且把语义上相似的单词映射到它附近的点（就是这些单词彼此都靠的很近）。VSMs 在 NLP 领域中历史悠久，但是它依赖的所有方法在某种程度上都是分享语义上的意思，或者声明相同上下文中出现的单词 Distributional Hypothesis。而另一个不同的利用这个原则的方法是深入下面两个分类：计数方法（例如：Latent Semantic Analysis)，和 预测方法（例如：

neural probabilistic language models)。Baroni et al. 更详细的阐述了这种区别，但是一言以蔽之就是：计数方法会计算在一个大文本集中一些单词以及它们类似单词一起出现的频率，然后将每一个单词的这些统计数据降维到一个小而密的向量。预测模型则是根据学习到的小而密的词向量（模型深思熟虑的参数）来直接从它的邻近单词中预测出单词。对于从源数据中学习词向量来说，Word2vec 是一个计算效率很高的预测模型。这其中包含两层含义，Continuous Bag-of-Words（CBOW）和 Skip-Gram 模型（Mikolov et al. 中的 3.1 和 3.2 章节）。从算法角度来说，这些模型是类似的，CBOW 是从源上下文数据（'the cat sits on the'）中预测出目标单词（比如 'mat'），skip-gram 则相反，它是从目标单词中预测出源上下文数据。这种反向操作可能看起来很随意，但是从统计的角度讲，它是有效的，因为 CBOW 可以消除很多分散的信息（通过将整个上下文看做一个观察点）。在大多数情况下，这种操作对于小一点的数据集也是适用的。然而，skip-gram 将每一个上下文目标对都看做一个新的观察点，这样对于更大的数据集是更有利的。在下面的篇幅中，我们将主要来看 skip-gram 这个模型。

放大对比噪音训练

神经概率语言模型传统的使用 maximum likelihood (ML) 定理来最大化下一个单词的的概率，根据 softmax function 这个函数使用之前的单词 \(h\) (代表 "history") 来推出下一个单词 \(w_t\) (代表 "target")。

$$

\begin{align}

P(w_t | h) &= \text{softmax}(\text{score}(w_t, h)) \

           &= \frac{\exp { \text{score}(wt, h) } }

             {\sum\text{Word w' in Vocab} \exp { \text{score}(w', h) } }

\end{align}

$$

在这里 \(\text{score}(w_t, h)\) 计算出了在上下文为 \(h\)（通常使用点积）的情况下单词 \(w_t\) 的兼容性。我们通过在训练集上最大化它的 log-likelihood 来训练这个模型，比如通过最大化

$$

\begin{align}

 J_\text{ML} &= \log P(w_t | h) \

  &= \text{score}(wt, h) -

     \log \left( \sum\text{Word w' in Vocab} \exp { \text{score}(w', h) } \right).

\end{align}

$$

这样会为语言建模产生一个正确标准化的概率模型。然而这样做的代价也是昂贵的，因为我们需要使用当前上下文 \(h\) 中所有其他的 \(V\) 单词 \(w'\) 的得分来对每一步的训练都计算和标准化每一个概率。
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另一方面，对于 word2vec 的特征学习来说，我们不需要一个完整的概率模型。在同样的上下文中，CBOW 和 skip-gram 模型采用了二元分类 (logistic regression) 来从 \(k\) 以及虚假的（噪音）单词 \(\tilde w\) 中区别出真正的目标单词 \(w_t\)。我们会在下面使用 CBOW 模型来示范。对于 skip-gram 模型来说，仅仅改变成相反的方向就可以了。
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从数学的角度讲，每一个例子的目标都是去最大化

$$

J\text{NEG} = \log Q\theta(D=1 |wt, h) +

  k \mathop{\mathbb{E}}{\tilde w \sim P\text{noise}}

     \left[ \log Q\theta(D = 0 |\tilde w, h) \right]

$$

这里，\(Q_\theta(D=1 | w, h)\) 表示在数据集 \(D\) 的上下文 \(h\) 中有单词 \(w\) 的模型的二元逻辑回归概率，它是根据学习之后的词向量 \(\theta\) 来计算的。实际上我们会通过在噪音分布中画出对比的单词来近似的得到期望（比如我们可以计算一个Monte Carlo average)。

这样做的目的就是最大化这个期望，模型会给真正的单词分配一个高的概率，给噪音单词分配一个低的概率。从学术角度说，它被称作 Negative Sampling，并且这里对使用这个损失函数还有良好的数学激励：因为这个操作的更新在极限情况下会近似于 softmax 函数的更新。但是从计算角度讲，这是非常诱人的，因为现在计算损失函数的规模相当于我们选择的 (\(k\)) 的噪音单词的数量，并且不是所有的在词汇表 (\(V\)) 中的单词。这样就会使得训练更快速。实际上我们会使用 TensorFlow 的一个辅助函数 tf.nn.nce_loss() 来获得类似的损失 noise-contrastive estimation (NCE)。

让我们从直观上来感受一下在实践中是如何工作的！

Skip-gram 模型

举个例子，让我们考虑一下下面的数据集

the quick brown fox jumped over the lazy dog

首先让我们构建一个单词数据集以及这些单词所在的上下文环境。我们可以以任何合理的方式定义这个 'context'，而且实际上人们查看语法的上下文（比如依赖当前目标单词的语法，可以查看 Levy et al.），以及目标左边的单词，目标右边的单词等。现在我们坚持使用单纯的定义并把目标左边的单词和目标右边的单词作为窗口定义为 'context'。使用一个大小为 1 的窗口，我们就会得到下面的数据集：

([the, brown], quick), ([quick, fox], brown), ([brown, jumped], fox), ...

即 (context, target) 这样的数据对。回想一下，skip-gram 会反转上下文和目标，并且从目标单词中试着预测每一个上下文的单词，所以我们的任务就变成了从 'quick' 预测 'the' 和 'brown'，从 'brown' 预测 'quick' 和 'fox' 等。因此我们的数据集就变成了下面这样：

(quick, the), (quick, brown), (brown, quick), (brown, fox), ...

即 (input, output) 这样的数据对。这个目标函数是基于整个数据集定义的，但是我们可以使用 stochastic gradient descent(SGD) 来优化这个目标函数，每次使用一个样本（或者在 16 <= batch_size <= 512 这个条件下，使用 batch_size 中的一个 'minibatch'）。现在就让我们来看看这个过程的一个步骤吧。

让我们注意观察上面第一个训练的情况中的训练步骤 \(t\)，就是目标是从 quick 预测出 the 的训练。我们选择了 num_noise 个噪音（对比的）样本，这些样本是通过均匀分布 \(P(w)\) 的噪音分布中拉取出来的。简单来说就是我们设置 num_noise=1，并且选择 sheep 作为噪音样本。下一步我们就可以计算这个观察样本和噪音样本对的损失函数了。例如，此时我们的目标就是：

$$

J^{(t)}\text{NEG} = \log Q\theta(D=1 | \text{the, quick}) +

  \log(Q_\theta(D=0 | \text{sheep, quick}))

$$

这个目标就是通过更新嵌入的参数 \(\theta\) 来提升（这里就是最大化）这个结果。为此，我们需要在考虑到嵌入参数 \(\theta\) 的情况下得到梯度的损失值，比如 \(\frac{\partial}{\partial \theta} J_\text{NEG}\)（幸运的是，TensorFlow 提供了非常简单的辅助函数来帮助我们完成计算！）。然后我们再执行一次更新，向梯度方向移动一小步。当整个训练集都完成这个过程之后，直到模型可以成功的从噪音单词中分辨出真实单词时，这个模型才会对每一个单词周围『绕来绕去』的词向量有影响。

我们可以先使用一些像 t-SNE dimensionality reduction technique 的实例来将学习之后的向量降到 2 维，然后我们就可以对它们进行可视化了。当我观察这些可视化的数据时，这些向量所捕获的通用的，并且非常有效的关于单词和与单词之间关系的语义信息就变的显而易见了。当我们第一次发现在诱发的向量中某个特定方向会指向一个特定的语义关系时，简直是太有趣了，比如  male-female， verb tense， 甚至 country-capital 这些单词之间的关系，就像下图展示的那样（也可以去查看 Mikolov et al., 2013 上的例子）。
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这就解释了为什么对于很多典型的 NLP 预测问题来说这些作为特征的向量都是非常有用的，比如词性标记，指定物体的识别（可以查看 Collobert et al., 2011

(pdf) 的原始工作,或者 Turian et al., 2010 的追踪任务）。

现在让我们通过画漂亮的图片来使用它们吧！

创建 Graph

这就是嵌入的全部内容，接下来让我们来定义嵌入矩阵吧。开始这就是一个大型的随机矩阵。然后我们会给每个单元格初始化一个均匀分布的值。

embeddings = tf.Variable(
    tf.random_uniform([vocabulary_size, embedding_size], -1.0, 1.0))


对比噪音的估计损失是根据逻辑回归模型来定义的。这里我们需要为词汇表中的每一个单词定义权重和 biases（也叫作 input embeddings 的对立 output weights）。好，让我们来定义它吧。

nce_weights = tf.Variable(
  tf.truncated_normal([vocabulary_size, embedding_size],
                      stddev=1.0 / math.sqrt(embedding_size)))
nce_biases = tf.Variable(tf.zeros([vocabulary_size]))


现在我们有了参数，然后就可以定义 skip-gram 模型的 graph 了。简便起见，假设我们已经用一个词汇表对我们的文本库整数化了，这样的话每一个单词都是用一个整数来代替的（更多详细信息请查看 tensorflow/examples/tutorials/word2vec/word2vec_basic.py）。skip-gram 需要两个输入。一个是代表原上下文单词的全部整数，另一个是目标单词。让我们为这些输入创建一些占位符节点，这样我们就可以在之后供给数据了。

# Placeholders for inputs
train_inputs = tf.placeholder(tf.int32, shape=[batch_size])
train_labels = tf.placeholder(tf.int32, shape=[batch_size, 1])


现在我们需要做的就是分批查询每一个源单词的向量。使用 TensorFlow 的辅助函数非常简单。

embed = tf.nn.embedding_lookup(embeddings, train_inputs)


好的，现在我们已经拥有了每一个的单词的词向量，让我们使用噪音对比的训练目标来试着预测一下目标单词。

# Compute the NCE loss, using a sample of the negative labels each time.
loss = tf.reduce_mean(
  tf.nn.nce_loss(weights=nce_weights,
                 biases=nce_biases,
                 labels=train_labels,
                 inputs=embed,
                 num_sampled=num_sampled,
                 num_classes=vocabulary_size))


现在我们得到了一个损失节点，我们需要将必要的节点加入到计算梯度和更新参数中去。因此我们使用随机提督下降法，同样，使用 TensorFlow 的辅助函数就好了。

# We use the SGD optimizer.
optimizer = tf.train.GradientDescentOptimizer(learning_rate=1.0).minimize(loss)


训练模型

tf.Session.run

for inputs, labels in generate_batch(...):
  feed_dict = {train_inputs: inputs, train_labels: labels}
  _, cur_loss = session.run([optimizer, loss], feed_dict=feed_dict)


完整实例代码请查看 tensorflow/examples/tutorials/word2vec/word2vec_basic.py。

可视化训练之后的词向量

训练完成之后，我们可以使用 t-SNE 来

可视化训练之后的词向量。
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完美！和我们想的一样，同样结尾的单词互相之间离的很近。还有一个更加重量级的 word2vec 的实现，它会展现更多 TensorFlow 的高级特性，请查看 models/tutorials/embedding/word2vec.py。

评估词向量：Analogical Reasoning

词向量在各种各样的 NLP 预测任务中都非常有用。除了训练一个完善的词性标记模型或者实体命名模型，一个简单的评估词向量的方法是直接使用它们来预测语法和语义关系，比如这个句子 king is to queen as father is to ?。这就是 analogical reasoning，这个任务的介绍在 Mikolov and colleagues。你可以从 download.tensorflow.org 下载到这个任务的数据集。

想看如何实现这个评估过程，请在 models/tutorials/embedding/word2vec.py 查看 build_eval_graph() 和 eval() 这两个函数。

超参数的选择会显著的影响到任务的准确性。为了达到这个任务当前水平的的表现，我们需要使用一个很大的数据集来训练，并且精细的调优这些超参数以及利用像二次抽象这样的小技巧，不过二次抽样不在我们的教程范围内。

优化实现

我们朴实无华的实现展现了 TensorFlow 的灵活性。例如，如果我们想改变训练的目标，仅仅通过调用 tf.nn.nce_loss() 就可以使用一个现成的像 tf.nn.sampled_softmax_loss() 这样的函数。如果你对损失函数有一些新的想法，那么你可以在 TensorFlow 中手动写一个新的目标函数，并且让优化器计算它的导数。在机器学习模型开发的探索阶段灵活性是非常重要的，因为这样我们才可以快速迭代以及实验不同的想法。

读取自定义文件和记录格式

添加一个新操作（Op）

总结

本篇教程中，我们讲解了 word2vec 模型，一个学习词向量计算高效的模型。我们解释了为什么词向量是有用的，讨论了高效训练的技术，同时也展示了如何在 TensorFlow 中实现这些功能。总的来说，我们希望已经展示了 TensorFlow 是如何给你们提供早期的实验阶段你们需要的灵活性，以及后续你们对定制化优化实现的管理需求。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


使用特定的核方法改善线性模型

TensorFlow 版本兼容性

在这篇教程里，我们将示范如何把特定核方法和线性模型结合起来在不明显增加训练和推理时间的情况下大幅度提升预测质量。与多核方法不同，特定核心方法对训练数据集的大小具有很好的可扩展性，不管是在训练和推理时间上还是在内存占用上。

目标读者： 尽管我们提供的只是特定核方法相关概念的一个概览，教程的主要目标读者依然要具备核方法和支持向量机的基础知识，这些知识可以参考以下的资源做一个了解：


	如果你有很强的数学背景，请参考：机器学习中的核方法

	或者核方法维基百科



目前，TensorFlow 只支持对于密集特征的特定核映射。对于稀疏特征的支持将在后面的发布版本中提供。

本教程使用 tf.contrib.learn（TensorFlow 机器学习高级接口）估测器作为我们的机器学习模型。如果你对这份 API 不熟悉，可以参考tf.estimator Quickstart。我们将使用 MNIST 数据集。本教程包含以下步骤：


	为分类下载和准备 MNIST 数据。

	构建一个简单的线性模型，训练并在评估数据上评估。

	用核化的线性模型替换线性模型，再次训练，评估。



为分类任务下载和准备 MNIST 数据

运行如下的工具命令来下载 MNIST 数据集：

data = tf.contrib.learn.datasets.mnist.load_mnist()


上面的方法下载了整个 MNIST 数据集（包含 70K 的样本），并分成大小分别为 55K, 5K 和 10K 的训练，验证和测试集。每次分割包含一个 numpy 图像数组（维度大小为 [样本大小, 784]）和一个 numpy 标签数组（shape 为 [样本大小, 1])。在本教程中，我们仅使用训练和验证集来分别训练和验证我们的模型。

Premade Estimators

import numpy as np
import tensorflow as tf

def get_input_fn(dataset_split, batch_size, capacity=10000, min_after_dequeue=3000):

  def _input_fn():
    images_batch, labels_batch = tf.train.shuffle_batch(
        tensors=[dataset_split.images, dataset_split.labels.astype(np.int32)],
        batch_size=batch_size,
        capacity=capacity,
        min_after_dequeue=min_after_dequeue,
        enqueue_many=True,
        num_threads=4)
    features_map = {'images': images_batch}
    return features_map, labels_batch

  return _input_fn

data = tf.contrib.learn.datasets.mnist.load_mnist()

train_input_fn = get_input_fn(data.train, batch_size=256)
eval_input_fn = get_input_fn(data.validation, batch_size=5000)


训练一个简单的线性模型

tf.contrib.learn.LinearClassifier

image_column = tf.contrib.layers.real_valued_column('images', dimension=784)


构建、训练和评估一个线性分类器估测器的完整代码如下：

import time

# 指定估测器要使用的特征
image_column = tf.contrib.layers.real_valued_column('images', dimension=784)
estimator = tf.contrib.learn.LinearClassifier(feature_columns=[image_column], n_classes=10)

# 训练
start = time.time()
estimator.fit(input_fn=train_input_fn, steps=2000)
end = time.time()
print('Elapsed time: {} seconds'.format(end - start))

# 评估并报告结果
eval_metrics = estimator.evaluate(input_fn=eval_input_fn, steps=1)
print(eval_metrics)


下面这张表总结了评估数据的结果。



	度量      
	值





	loss        
	0.25 到 0.30



	accuracy
	92.5%



	training time
	在我的机器上约 25 秒







注意：评估结果会因各种因素的影响而不同。

除了可以试验不同的批次大小和训练步骤的数量，有一些其他的因素同样可以被调优。例如，你可以通过从可用优化器列表明确地选择另外的优化器，改变用于最小化损失函数的优化方法来优化评估结果。作为示例，下面的代码构造了一个使用特定学习速率和 L2 正规化的 FTRL（Follow-The-Regularized-Leader）优化策略的线性分类估测器。

optimizer = tf.train.FtrlOptimizer(learning_rate=5.0, l2_regularization_strength=1.0)
estimator = tf.contrib.learn.LinearClassifier(
    feature_columns=[image_column], n_classes=10, optimizer=optimizer)


不管这些参数的值，线性模型在这个数据集上能取得的最大精确度约为93%。

在线性模型上使用特定核映射

线性模型在 MNIST 数据上的相对较高的错误率（大概 7%）表明输入数据不是可线性分割的。我们将使用特定的核映射来降低分类误差。

直觉上： 总体思路是用一个非线性的映射关系将输入空间转换到另一个特征空间（可能有更高的维数），这个特征空间几乎是可线性分割的，然后把一个线性模型应用到这个映射特征空间里。这个过程可以通过下面这张图反映：





技术细节

这个例子中我们将使用 随机傅里叶特征，在 Rahimi 和 Recht 的对输入数据做映射的论文中首次引进，"大规模核机器的随机特征"。随机傅里叶特征通过如下方式将矢量 \(\mathbf{x} \in \mathbb{R}^d\)映射到 \(\mathbf{x'} \in \mathbb{R}^D\)：

$$

RFFM(\cdot): \mathbb{R}^d \to \mathbb{R}^D, \quad

RFFM(\mathbf{x}) =  \cos(\mathbf{\Omega} \cdot \mathbf{x}+ \mathbf{b})

$$

其中 \(\mathbf{\Omega} \in \mathbb{R}^{D \times d}\), \(\mathbf{x} \in \mathbb{R}^d,\) \(\mathbf{b} \in \mathbb{R}^D\) 且余弦逐元素运算。

在本例中，\(\mathbf{\Omega}\) 和 \(\mathbf{b}\) 的实体是分布中取样得来的以使映射具有如下性质：

$$

RFFM(\mathbf{x})^T \cdot RFFM(\mathbf{y}) \approx

e^{-\frac{|\mathbf{x} - \mathbf{y}|^2}{2 \sigma^2}}

$$

上面表达式右边的式子就是著名的 RBF （高斯）核函数。这个函数是机器学习中应用最广泛的核函数之一，相比原始函数它可以在不同和更高的维度空间中模糊地衡量相似性。

核分类器

tf.contrib.kernel_methods.KernelLinearClassifier


# 指定估测器将要使用的特征。这和线性分类器中的代码是相同的
image_column = tf.contrib.layers.real_valued_column('images', dimension=784)
optimizer = tf.train.FtrlOptimizer(
   learning_rate=50.0, l2_regularization_strength=0.001)

kernel_mapper = tf.contrib.kernel_methods.RandomFourierFeatureMapper(
  input_dim=784, output_dim=2000, stddev=5.0, name='rffm')
kernel_mappers = {image_column: [kernel_mapper]}
estimator = tf.contrib.kernel_methods.KernelLinearClassifier(
   n_classes=10, optimizer=optimizer, kernel_mappers=kernel_mappers)

# 训练
start = time.time()
estimator.fit(input_fn=train_input_fn, steps=2000)
end = time.time()
print('Elapsed time: {} seconds'.format(end - start))

# 评估和报告结果
eval_metrics = estimator.evaluate(input_fn=eval_input_fn, steps=1)
print(eval_metrics)


唯一增加的一个参数是传递给 KernelLinearClassifier 的一个字典，

这个字典提供从特征列到一组核的映射。下面的几行构造了使用随机傅立叶特征来映射初始化的 784 维图像到一个 2000 维的矢量的一个分类器，然后在经过转换的矢量上进行学习。

kernel_mapper = tf.contrib.kernel_methods.RandomFourierFeatureMapper(
  input_dim=784, output_dim=2000, stddev=5.0, name='rffm')
kernel_mappers = {image_column: [kernel_mapper]}
estimator = tf.contrib.kernel_methods.KernelLinearClassifier(
   n_classes=10, optimizer=optimizer, kernel_mappers=kernel_mappers)


注意 stddev 参数。它是 RBF 核近似的标准差并在分类任务里用于控制相似性衡量。stddev 通常通过超参数调教决定。

先前代码的运行结果总结在下面这张表里。我们可以通过提高映射输出维数和对标准差调优进一步提高准确性。



	度量
	值





	loss
	0.10



	accuracy
	97%



	training time
	在我的机器上约 35 秒







stddev

分类的质量对 stddev 的值非常敏感。下面这张表显示的是分类器在不同 stddev 上的评估数据的准确性。最优值是 stddev=5.0。注意看太大或者太小的 stddev 值是怎样迅速地降低分类的准确性的。



	stddev
	评估精度





	1.0
	0.1362



	2.0
	0.4764



	4.0
	0.9654



	5.0
	0.9766



	8.0
	0.9714



	16.0
	0.8878







输出维数

直觉上，映射的输出维数越大，两个映射的矢量的内积越近似这个核，通常都会转化成更好的分类准确性。另一个思考这个问题的方式是输出维数等于线性模型的权重数；维数越大，模型的自由度越大。然而，超过一定的阈值，随着训练次数的增加，高输出维数会增加训练时间，对准确性的提升作用却变得非常小。下面两张图分别描述了评价准确性对输出维数和训练时间的函数变化

[image: image]

[image: image]

总结

特定核映射结合了非线性模型的前瞻性和线性模型的可伸缩性的优点。与传统的多核心方法相比，特定核方法可以覆盖覆盖数百万或数亿量级的实例。当运用特定核映射时，请考虑如下几点：


	对于密集特征数据集，随机傅立叶特征特别有效

	核映射的参数经常是独立于数据的。模型质量对于这些参数非常敏感。使用超参数调优找到最优值。

	如果有多个数字特征，把他们连接到一个单独的多维特征中然后在这些连接数据上运用核映射。




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 非机器学习


曼德布洛特集合

对曼德布洛特集合（Mandelbrot set）进行可视化与机器学习并没有任何关系，但这个有趣的示例可以让您了解如何使用 TensorFlow 解决一般数学问题。本示例实际上是一个很幼稚的可视化实现，但它足以说明要点。（我们可能最终会给出一个更加精确的实现，以得到更加美丽的图像。）

基本设置

在开始前，我们需要导入一些库。

# 导入用于模拟的库
import tensorflow as tf
import numpy as np

# 导入用于可视化的库
import PIL.Image
from io import BytesIO
from IPython.display import Image, display


现在我们将定义一个函数，用于在迭代指定次数后展示图像。

def DisplayFractal(a, fmt='jpeg'):
  """将一个迭代累计的数组显示为一个分形彩色图片"""
  a_cyclic = (6.28*a/20.0).reshape(list(a.shape)+[1])
  img = np.concatenate([10+20*np.cos(a_cyclic),
                        30+50*np.sin(a_cyclic),
                        155-80*np.cos(a_cyclic)], 2)
  img[a==a.max()] = 0
  a = img
  a = np.uint8(np.clip(a, 0, 255))
  f = BytesIO()
  PIL.Image.fromarray(a).save(f, fmt)
  display(Image(data=f.getvalue()))


初始化会话与变量

为了愉快的玩耍，我们会经常使用交互式会话（Interactive Session）。不过一般的会话也能圆满完成任务。

sess = tf.InteractiveSession()


我们可以轻松地混合使用 NumPy 与 TensorFlow。

# 使用 numpy 创建一个二维的复数数组
Y, X = np.mgrid[-1.3:1.3:0.005, -2:1:0.005]
Z = X+1j*Y


现在我们将定义并初始化 TensorFlow 张量。

xs = tf.constant(Z.astype(np.complex64))
zs = tf.Variable(xs)
ns = tf.Variable(tf.zeros_like(xs, tf.float32))


TensorFlow 要求您在使用变量前，需要明确定义并初始化它们。

tf.global_variables_initializer().run()


定义及运行运算

现在我们指定一系列的运算

# 计算 z: z^2 + x
zs_ = zs*zs + xs

# 新值是否发散？
not_diverged = tf.abs(zs_) < 4

# 操作并更新 zs 并对迭代进行计数
#
# 注意: 始终在 zs 发散后进行计算，这是一种浪费，有更好的方法
#
step = tf.group(
  zs.assign(zs_),
  ns.assign_add(tf.cast(not_diverged, tf.float32))
)


并运行几百步

for i in range(200): step.run()


再看看我们得到了什么。

DisplayFractal(ns.eval())


[image: jpeg]

不错！
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偏微分方程组

TensorFlow 并不仅限于机器学习使用。为此，我们提供了一个（很平凡的）示例，使用 TensorFlow 来模拟偏微分方程（PDE）的行为。我们将模拟当雨滴低落在一个池塘的水面上的情况。

基本设置

首先导入依赖库：

# 引入用于模拟的库
import tensorflow as tf
import numpy as np

# 引入用于可视化的库
import PIL.Image
from io import BytesIO
from IPython.display import clear_output, Image, display


然后定义一个用于以图像形式展示池塘水面的函数。

def DisplayArray(a, fmt='jpeg', rng=[0,1]):
  """将数组展示位一个图片"""
  a = (a - rng[0])/float(rng[1] - rng[0])*255
  a = np.uint8(np.clip(a, 0, 255))
  f = BytesIO()
  PIL.Image.fromarray(a).save(f, fmt)
  clear_output(wait = True)
  display(Image(data=f.getvalue()))


现在，我们启动一个交互式 TensorFlow 会话。如果我们是使用 .py 文件进行这些操作，使用一般的会话也能完成任务。

sess = tf.InteractiveSession()


便捷的计算函数

def make_kernel(a):
  """将一个 2D 数组转换为一个卷积核"""
  a = np.asarray(a)
  a = a.reshape(list(a.shape) + [1,1])
  return tf.constant(a, dtype=1)

def simple_conv(x, k):
  """一个简化后的 2D 卷积操作"""
  x = tf.expand_dims(tf.expand_dims(x, 0), -1)
  y = tf.nn.depthwise_conv2d(x, k, [1, 1, 1, 1], padding='SAME')
  return y[0, :, :, 0]

def laplace(x):
  """计算 2D 数组的拉普拉斯算子"""
  laplace_k = make_kernel([[0.5, 1.0, 0.5],
                           [1.0, -6., 1.0],
                           [0.5, 1.0, 0.5]])
  return simple_conv(x, laplace_k)


定义 PDE

与自然界中的大多数池塘一样，我们的池塘的尺寸是完美的 500 x 500。

N = 500


现在我们将创建我们的池塘，并落入一些雨滴。

# 初始条件：一些雨滴落在池塘水面上

# 所有变量初始化为 0
u_init = np.zeros([N, N], dtype=np.float32)
ut_init = np.zeros([N, N], dtype=np.float32)

# 雨滴落在池塘水面上的某个随机的点上
for n in range(40):
  a,b = np.random.randint(0, N, 2)
  u_init[a,b] = np.random.uniform()

DisplayArray(u_init, rng=[-0.1, 0.1])


[image: jpeg]

现在让我们定义微分方程的一些细节。

# 参数:
# eps: 时间精度
# damping -- 波阻尼
eps = tf.placeholder(tf.float32, shape=())
damping = tf.placeholder(tf.float32, shape=())

# 创建模拟状态的随机变量
U  = tf.Variable(u_init)
Ut = tf.Variable(ut_init)

# 离散 PDE 的更新规则
U_ = U + eps * Ut
Ut_ = Ut + eps * (laplace(U) - damping * Ut)

# 更新状态的操作
step = tf.group(
  U.assign(U_),
  Ut.assign(Ut_))


运行模型

使用一个简单的循环来不断地运行它 —— 这就是此程序的乐趣所在。

# 初始化状态为初始条件
tf.global_variables_initializer().run()

# 运行 1000 步
for i in range(1000):
  # 单步模拟
  step.run({eps: 0.03, damping: 0.04})
  DisplayArray(U.eval(), rng=[-0.1, 0.1])


[image: jpeg]

看，波纹！
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JavaScript

你可以使用 JavaScript 开发 TensorFlow 程序，在浏览器中训练和部署模型。详情请见 js.tensorflow.org。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


性能

高性能模型


	性能指南



	高性能模型



	基准





XLA（加速线性代数）是一个正处于实验阶段、用于优化 TensorFlow 计算的编译器。您可以阅读以下指南探索 XLA：


	XLA 概述

	广播语义

	为 XLA 开发一个新后端

	使用即时编译

	操作语义

	形状和布局

	使用提前编译



最后，我们还提供了这份指南：


	Fixed Point Quantization
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性能指南

本指南包含了一些优化 TensorFlow 代码的最佳实践，它包含以下几节内容：


	  通用最佳实践 涵盖多种模型类型和硬件的通用主题。

	  GPU 上的优化 针对 GPU 的相关技巧的细节。

	  CPU 上的优化 针对 CPU 的细节。



通用最佳实践

下面的几节内容为涵盖多种硬件和模型的最佳实践，它们是：


	  输入管线的优化

	  数据格式

	  通用的融合操作

	  RNN 性能

	  从源码构建和安装



输入管线的优化

典型的模型会从磁盘加载数据，然后处理并通过网络发送出去。比如，模型按照下列数据流过程来处理 JPEG 图像：从磁盘加载图像，将 JPEG 解码到一个张量中，裁剪和边缘垫值，以及可能的翻转和变形操作，然后按批次投入训练。这个数据流被称为输入管线。随着 GPU 和其它加速硬件运行得越来越快，数据预处理就成了性能的瓶颈。

确定输入管线是否为瓶颈可能会比较复杂。一种最简单的方法是在输入管线之后将模型简化为单个操作（平凡模型），并测量其每秒处理的样例数。如果整个模型和平凡模型之间的效率差异极小，则输入管线很有可能是瓶颈。以下是确定瓶颈问题的其它一些方法：


	  通过运行 nvidia-smi -l 2 来检查 GPU 是否已经被充分利用。如果 GPU 利用率没有接近 80-100%，则此输入管线可能是个瓶颈。

	使用即时编译

	  检查 CPU 使用情况。有可能出现的情况是：管线已经优化，却仍然没有足够的 CPU 周期来处理这个管线。

	  估计所需的吞吐量，并验证所使用的磁盘能够达到吞吐量的水平。因为一些云解决方案提供的磁盘速度甚至低至 50 MB/秒，这比机械磁盘（150 MB/秒）、SATA SSD （500 MB/秒）、以及 PCIe SSD （2000+ MB/秒）都要慢。



CPU 上的预处理

将输入管线的操作放在 CPU 上可以显著提高性能。让 CPU 处理输入管线，可以使 GPU 专注于训练。为了确保预处理是在 CPU 上进行，可将预处理操作按如下方式包装一下：

with tf.device('/cpu:0'):
  # 用于获得和处理图像或数据的函数
  distorted_inputs = load_and_distort_images()


如果使用 tf.estimator.Estimator，输入函数会自动在 CPU 上执行。

使用 tf.data API



输入管道性能指南

虽然使用 feed_dict 的流数据提供了很高的灵活性，但是通常 feed_dict 并没有提供可伸缩的解决方案。如果只使用单个 GPU，则 tf.data API 和 feed_dict 之间的性能差异可以忽略不计。我们建议避免使用 feed_dict 来处理琐碎的示例。特别是，避免使用大量输入的 feed_dict：

# feed_dict often results in suboptimal performance when using large inputs.
sess.run(train_step, feed_dict={x: batch_xs, y_: batch_ys})


融合解码和裁剪

tf.image.decode_and_crop_jpeg

使用示例：

def _image_preprocess_fn(image_buffer):
    # image_buffer 1-D string Tensor representing the raw JPEG image buffer.

    # Extract image shape from raw JPEG image buffer.
    image_shape = tf.image.extract_jpeg_shape(image_buffer)

    # Get a crop window with distorted bounding box.
    sample_distorted_bounding_box = tf.image.sample_distorted_bounding_box(
      image_shape, ...)
    bbox_begin, bbox_size, distort_bbox = sample_distorted_bounding_box

    # Decode and crop image.
    offset_y, offset_x, _ = tf.unstack(bbox_begin)
    target_height, target_width, _ = tf.unstack(bbox_size)
    crop_window = tf.stack([offset_y, offset_x, target_height, target_width])
    cropped_image = tf.image.decode_and_crop_jpeg(image, crop_window)


tf.image.decode_and_crop_jpeg 可运行在所有平台上。在其他平台上，由于使用了 libjpeg 和 libjpeg-turbo，所以在 Windows 上无法加速。

使用大文件

加载大量的小文件会极大地影响 I/O 性能。一种获得最大的 I/O 吞吐量的方法是将输入数据预处理为更大的 TFRecord 文件（约 100MB 大小）。

对于较小的数据集（200MB~1GB），最好的方法通常是将整个数据集加载到内存。资料 下载和转换为 TFRecord 格式 中介绍了创建 TFRecords 的相关信息和脚本，

而 脚本

可用于将 CIFAR-10 数据集转化为 TFRecords。

数据格式

数据格式是指传递给指定操作的张量结构。下面的讨论专门针对表示图像的四维张量。在 TensorFlow 中，

四维张量中的部分成员常用如下一些字母来表示：


	  N 表示一个训练批次中的图像数目。

	  H 表示垂直维度（高度方向）中的像素数。

	  W 表示水平维度（宽度方向）中的像素数。

	  C 表示通道数。比如，黑白或灰度图像为 1，RGB 图像为 3。



在 TensorFlow 中，有两种命名规范分别表示最常用的两种数据格式：


	  NCHW 或 channels_first

	  NHWC 或 channels_last



TensorFlow 默认采用 NHWC，而在 NVIDIA GPU 上使用 cuDNN 时，NCHW 格式是最优选择。

最佳实践是构建同时支持两种数据格式的模型。这简化了 GPU 上的训练，并在 CPU 上运行推理。如果 TensorFlow 是通过 Intel MKL 优化编译的，许多操作，特别是与基于 CNN 的模型相关的操作，将会得到优化并支持 NCHW。如果不使用 MKL，有些操作在使用 NCHW 时无法在 CPU 上运行。

这里我们简要介绍一下这两种格式的历史。TensorFlow 最开始使用 NHWC 是因为它在 CPU 上稍微快一点。但长期以来，我们一直在编写工具，让计算图可以自动重写，从而让两种格式的切换变得透明化，来实现一些优化。我们发现，尽管 NCHW 在一般情况下效率是最高的，但有些 GPU 操作在使用 NHWC 时确实更快一些。

通用的融合操作

XLA 概述

融合批量标准化

融合批量标准化（Fused batch norm）是将批量标准化所需的多个操作合并为一个内核。批量标准化是一个开销很大的过程，对于一些模型而言，它会占用很大比例的操作时间。通过使用融合批量标准化，可以实现 12%-30% 的加速。

tf.layers.batch_normalization

bn = tf.layers.batch_normalization(
    input_layer, fused=True, data_format='NCHW')


tf.contrib.layers.batch_norm

bn = tf.contrib.layers.batch_norm(input_layer, fused=True, data_format='NCHW')


RNN 性能

tf.nn.rnn_cell.BasicLSTMCell

tf.while_loop

tf.contrib.rnn.BasicLSTMCell

tf.contrib.rnn.LSTMBlockCell

tf.contrib.rnn.LSTMBlockFusedCell

tf.contrib.rnn.BasicLSTMCell

从源码构建和安装

默认情况下，TensorFlow 二进制程序已经覆盖了非常广泛的硬件种类，从而让每个人都能使用 TensorFlow。

如果用 CPU 来做训练或推理，建议编译 TensorFlow 时启用所有针对 CPU 的优化。对 CPU 上训练和推理的加速的文档参见编译器优化的对比。

通过源码安装 TensorFlow

# 此命令针对 Intel 的 Broadwell 处理器进行优化
bazel build -c opt --copt=-march="broadwell" --config=cuda //tensorflow/tools/pip_package:build_pip_package


环境、构建和安装技巧


	  ./configure 命令是为了确定在构建中包含哪些计算能力。它不影响整体性能，但会影响初始启动。运行 TensorFlow 一次之后，编译的内核会被缓存到 CUDA 中。如果使用 docker 容器，这个数据将得不到缓存，因而每次 TensorFlow 启动时都会因此而变慢。最好的办法是将需要用到的 GPU 的计算能力都包含进来，比如 P100 为 6.0，Titan X (Pascal) 为 6.1，Titan X (Maxwell) 为 5.2，K80 为 3.7。

	  选择一个版本的 gcc ，要求能够支持目标 CPU 能提供的所有优化。推荐的最低的 gcc 版本为 4.8.3。在 OS X 上，更新到最新的 Xcode 版本，并使用 Xcode 自带的那个版本的 clang。

	  安装 TensorFlow 能够支持的最新的稳定版 CUDA 平台和 cuDNN 库。



GPU 上的优化

高性能模型

基准


	  Tesla K80： 如果多个 GPU 位于同一个 PCI Express 根联合体上，且相互之间能够使用 NVIDIA GPUDirect 技术相通信，则将变量均匀地分布在这些 GPU 上进行训练是最好的方法。如果不能使用 GPUDirect，则变量放在 CPU 上是最好的办法。



	  Titan X (Maxwell 和 Pascal)、 M40、P100、及类似型号： 对于像 ResNet 和 InceptionV3 这样的模型，将变量放在 CPU 上是最优选择，但是对于变量很多的模型，比如 AlexNet 和 VGG，结合 NCCL 使用 GPU 会更好一些。





将变量放在哪个设备上有一个通用的方法，那就是编写一个方法来为每个操作确定放置的位置，然后在调用 with tf.device(): 的时候用这个方法，而不要直接使用具体的设备名。考虑在两个 GPU 上训练一个模型的场景，假定其变量放

在 CPU 上。那么我们需要用一个循环来为这每个 GPU 来生成和放置一个“塔”。

一种惯用的放置方法是查看每个操作的类型，如果类型为 Variable、VariableV2

或 VarHandleOp，则此方法判断它们应该被放在 CPU 上，而其它所有操作被判定应该放在 GPU 上。

所以，计算图的构建过程应该是：


	在第一个循环中，为 gpu:0 创建一个模型的塔。在放置操作的过程中，我们的放置方法确定变量应放在 cpu:0 上，而所有其它操作应该放在 gpu:0 上。

	在第二个循环中，reuse 设为 True，表示变量要被重用，然后为 gpu:1 生成一个“塔”。在放置这个塔上的操作时，那些已经被放在 cpu:0 上的变量会被重用，而所有其它的操作则被放在 gpu:1 上。



最后的结果是，所有的变量都被放在 CPU 上，而每个 GPU 上都有拷贝有一份模型中所有的计算操作。

下面的代码片断展示了两种不同的变量放置方法：一种是将变量放在 CPU 上，另一种是将变量均匀分布在各个 GPU 上。


class GpuParamServerDeviceSetter(object):
  """用 with tf.device() 来将变量放置在负载最小的 GPU 上。

    这个类的通常用法是传入一个 GPU 设备列表变量 ps_devices，其值类似于 ['gpu:0', 'gpu:1','gpu:2']。
    当放置变量时，每个变量会被放在负载最小的 gpu 上。所有其它操作，即那些计算操作，将被放在 worker_device上。
  """

  def __init__(self, worker_device, ps_devices):
    """GpuParamServerDeviceSetter 的初始化函数
    参数：
      worker_device: 用于计算操作的设置
      ps_devices：一个设置列表，用于变量操作。每个变量被指定到最小负载的设备上
    """
    self.ps_devices = ps_devices
    self.worker_device = worker_device
    self.ps_sizes = [0] * len(self.ps_devices)

  def __call__(self, op):
    if op.device:
      return op.device
    if op.type not in ['Variable', 'VariableV2', 'VarHandleOp']:
      return self.worker_device

    # 从 ps_devices 中获得最小负载的设备
    device_index, _ = min(enumerate(self.ps_sizes), key=operator.itemgetter(1))
    device_name = self.ps_devices[device_index]
    var_size = op.outputs[0].get_shape().num_elements()
    self.ps_sizes[device_index] += var_size

    return device_name

def _create_device_setter(is_cpu_ps, worker, num_gpus):
  """创建设备设置器对象。"""
  if is_cpu_ps:
    # 如果 tf.train.replica_device_setter 支持在 CPU 上放置变量，所有放在一个 GPU 上，
    # 或放在 cluster_spec 中定义的服务器上（ps_servers）
    return tf.train.replica_device_setter(
        worker_device=worker, ps_device='/cpu:0', ps_tasks=1)
  else:
    gpus = ['/gpu:%d' % i for i in range(num_gpus)]
    return ParamServerDeviceSetter(worker, gpus)

# 本方法是一个完整例子中摘出来的一段代码经修改而得到的
def _resnet_model_fn():
    # 当设置为 False 时，变量会被放置在最小负载 GPU 上，如果设置为 True，变量会被放置在 CPU 上
    is_cpu_ps = False

    # 遍历所有 GPU，为每个 GPU 生成一个模型的“塔”副本
    for i in range(num_gpus):
      worker = '/gpu:%d' % i
      # 创建一个设备设置器，用于确定操作的放置位置
      device_setter = _create_device_setter(is_cpu_ps, worker, FLAGS.num_gpus)
      # 在第一个循环中创建变量，在接下来的循环中，reuse 被设置为 True
      # 于是，那些“塔”会共享这些变量
      with tf.variable_scope('resnet', reuse=bool(i != 0)):
        with tf.name_scope('tower_%d' % i) as name_scope:
          # tf.device 为创建的每个操作调用 device_setter
          # device_setter 返回此操作将要放置的设备
          with tf.device(device_setter):
            # 创建“塔”
            _tower_fn(is_training, weight_decay, tower_features[i],
                      tower_labels[i], tower_losses, tower_gradvars,
                      tower_preds, False)


在不远的将来，上述代码将只会用于演示目的，因为我们会推出高层次接口来支持主流的设备放置方法，其使用也要容易地多。

在我们逐步扩展 API 并更好地支持多 GPU 场景的同时，示例

也会持续更新。

CPU 上的优化

通过源码安装 TensorFlow

除了使用了最新的指令集，Intel® 还在 Intel® 深度神经网络数学核心库（Math Kernel Library，Intel® MKL-DNN）

中加入了对 TensorFlow 的支持。虽然用词不完全准确，这些优化还是常被简称为 “MKL”，或“基于 MKL 的 TensorFlow”。

基于 Intel® MKL-DNN 的 TensorFlow 中详细介绍了 MKL 优化。

下面两种配置是通过调整线程池来优化 CPU 性能：


	  intra_op_parallelism_threads： 使用多线程来并行化计算的结点会将不同的计算单元分配到该池中的线程上

	  inter_op_parallelism_threads： 所有待计算结点都由此线程池来调度



这些配置是通过 tf.ConfigProto 来设置的，如下面代码所示，将其作为 config 参数传递到 tf.Session 即可。

对于这两种配置，如果都没有设置或设置为 0，则会默认使用逻辑 CPU 核心的数目。对于许多系统，包括 4 核的 CPU，以及包含

70 多个逻辑核心的多 CPU 系统，测试都显示默认设置已经非常高效。另一种常用策略是将线程池的大小设置为物理核的数目，而非逻辑核的数目。


  config = tf.ConfigProto()
  config.intra_op_parallelism_threads = 44
  config.inter_op_parallelism_threads = 44
  tf.session(config=config)


在 编译器优化对比 中，介绍了不同编译器优化的测试结果。

在 TensorFlow 中使用 Intel® MKL DNN

通过使用 Intel® 深度神经网络数学核心库的优化指令， Intel® 在 Xeon 和 Xeon Phi™ 芯片中加入对 TensorFlow 的优化。

这些优化也为消费级处理器提供了加速，比如 i5 和 i7 的 Intel 处理器。Intel 公司还发布了文章

在现代 Intel® 架构上的 TensorFlow* 优化，其中披露了实现的更多细节。

注意：TensorFlow 从 1.2 版本开始加入了对 MKL 的支持，但是目前只支持 Linux 平台。

而且，即使使用了 --config=cuda，也是无法使用 MKL 的。



除了显著地改善了基于 CNN 的模型的训练效率，用 MKL 编译的代码针对 AVX 和 AVX2 也进行了优化。

因而，对于大部分现代处理器而言（2011年之后），一次编译就可同时满足优化和兼容性需求。

TensorFlow 可用下面的命令来在编译中加入 MKL 优化，不同的 TensorFlow 版本会有差异。

对于 1.3.0 版本以后的 TensorFlow 源码：

./configure
# 选择所需的选项
bazel build --config=mkl --config=opt //tensorflow/tools/pip_package:build_pip_package


对于从 1.2.0 到 1.3.0 之间的版本：

./configure
Do you wish to build TensorFlow with MKL support? [y/N] Y
Do you wish to download MKL LIB from the web? [Y/n] Y
# 剩余的选项用默认值即可

bazel build --config=mkl --copt="-DEIGEN_USE_VML" -c opt //tensorflow/tools/pip_package:build_pip_package


MKL 调参以实现性能最优

本节详细介绍不同的配置和环境变量，用来调节 MKL 实现最优性能。在调整这些不同的环境变量之前，需要

确认模型正在使用的是 NCHW 数据格式，即 通道优先（channels_first）格式。

MKL 是针对 NCHW 来做优化的，至于 NHWC，Intel 对它的优化工作还在进行当中。

MKL 使用下列环境变量来调节性能：


	  KMP_BLOCKTIME - 设置线程在执行完一个并行计算区域之后进入睡眠之前的等待时间，单位是毫秒

	  KMP_AFFINITY - 启用运行时库来将线程绑定到物理处理单元上

	  KMP_SETTINGS - 启用（true）或禁用（false）程序执行过程中 OpenMP* 运行时库环境变量的打印

	  OMP_NUM_THREADS - 指定使用的线程数



关于 KMP 变量的更多详情参见 Intel网站，

OMP 变量则参见 gnu.org。

虽然调节这些环境变量获益良多（后面会讨论到），但简化版的建议为：将 inter_op_parallelism_threads

设置为物理 CPU 核心数目，并设置下面的环境变量：


	KMP_BLOCKTIME=0

	KMP_AFFINITY=granularity=fine,verbose,compact,1,0



下面是用命令参数设置 MKL 变量的示例：

KMP_BLOCKTIME=0 KMP_AFFINITY=granularity=fine,verbose,compact,1,0 \
KMP_SETTINGS=1 python your_python_script.py


下面是用 python 的 os.environ 来设置 MKL 变量的示例：

os.environ["KMP_BLOCKTIME"] = str(FLAGS.kmp_blocktime)
os.environ["KMP_SETTINGS"] = str(FLAGS.kmp_settings)
os.environ["KMP_AFFINITY"]= FLAGS.kmp_affinity
if FLAGS.num_intra_threads > 0:
  os.environ["OMP_NUM_THREADS"]= str(FLAGS.num_intra_threads)


不同的设置会让一些模型和硬件平台受益。下面，讨论了影响性能的每一个变量。


	  KMP_BLOCKTIME： MKL 中默认为 200ms，但这在我们的测试中并不是最优的。在我们的测试中，0 (0ms) 对于基于 CNN 的模型是一个不错的默认值。对于 AlexNet 模型，最优值为 30ms，而 GoogleNet 和 VGG11 都为 1ms。



	  KMP_AFFINITY：建议设置为 granularity=fine,verbose,compact,1,0 。



	  OMP_NUM_THREADS: 默认值为物理核心数目。调整此参数时，如果其值超过核心数目，则会对某些模型在 Intel® Xeon Phi™ (Knights Landing) 芯片上的性能产生影响。关于 Intel 优化的详情，参见 现代 Intel® 架构上的 TensorFlow* 优化一文。



	  intra_op_parallelism_threads： 推荐设置为物理核心数目。默认为 0，意为逻辑核心数目，这对于某些架构而言，是一个可行选项。这个变量的值应该和 OMP_NUM_THREADS 保持一致。



	  inter_op_parallelism_threads： 推荐设置为套接字数目。默认为 0，意为逻辑核心数目。





编译器优化的对比

下面的内容中整理了在不同平台、不同类型 CPU、以及不同编译器优化的情况下的训练和推理时的性能测试结果。我们测试的模型包括 ResNet-50 (arXiv:1512.03385) 和 InceptionV3 (arXiv:1512.00567)。

对于每个测试，当用到 MKL 优化时，环境变量 KMP_BLOCKTIME 都被设置为 0 (0ms)，而 KMP_AFFINITY 被设置为 granularity=fine,verbose,compact,1,0。

InceptionV3 的推理

环境


	  实例类型：AWS EC2 m4.xlarge

	CPU: Intel(R) Xeon(R) CPU E5-2686 v4 @ 2.30GHz (Broadwell)

	  数据集: ImageNet

	  TensorFlow 版本： 1.2.0 RC2

	  测试脚本： tf_cnn_benchmarks.py



每批次样本数目：1

MKL 测试所执行的命令：

python tf_cnn_benchmarks.py --forward_only=True --device=cpu --mkl=True \
--kmp_blocktime=0 --nodistortions --model=inception3 --data_format=NCHW \
--batch_size=1 --num_inter_threads=1 --num_intra_threads=4 \
--data_dir=<path to ImageNet TFRecords>




	优化
	数据格式
	图像数目/秒 
 (每步时间)
	Intra 线程数
	Inter 线程数





	AVX2
	NHWC
	7.0 (142ms)
	4
	0



	MKL
	NCHW
	6.6 (152ms)
	4
	1



	AVX
	NHWC
	5.0 (202ms)
	4
	0



	SSE3
	NHWC
	2.8 (361ms)
	4
	0







每批次样本数目：32

MKL 测试所执行的命令：

python tf_cnn_benchmarks.py --forward_only=True --device=cpu --mkl=True \
--kmp_blocktime=0 --nodistortions --model=inception3 --data_format=NCHW \
--batch_size=32 --num_inter_threads=1 --num_intra_threads=4 \
--data_dir=<path to ImageNet TFRecords>




	优化
	数据格式
	图像数目/秒 
 (每步时间)
	Intra 线程数
	Inter 线程数





	MKL
	NCHW
	10.3 (3,104ms)
	4
	1



	AVX2
	NHWC
	7.5 (4,255ms)
	4
	0



	AVX
	NHWC
	5.1 (6,275ms)
	4
	0



	SSE3
	NHWC
	2.8 (11,428ms)
	4
	0







推理 ResNet-50

环境


	实例类型： AWS EC2 m4.xlarge

	CPU: Intel(R) Xeon(R) CPU E5-2686 v4 @ 2.30GHz (Broadwell)

	数据集: ImageNet

	  TensorFlow 版本： 1.2.0 RC2

	  测试脚本： tf_cnn_benchmarks.py



每批次样本数目：1

MKL 测试所执行的命令：

python tf_cnn_benchmarks.py --forward_only=True --device=cpu --mkl=True \
--kmp_blocktime=0 --nodistortions --model=resnet50 --data_format=NCHW \
--batch_size=1 --num_inter_threads=1 --num_intra_threads=4 \
--data_dir=<path to ImageNet TFRecords>




	优化
	数据格式
	图像数目/秒 
 (每步时间)
	Intra 线程数
	Inter 线程数





	AVX2
	NHWC
	8.8 (113ms)
	4
	0



	MKL
	NCHW
	8.5 (120ms)
	4
	1



	AVX
	NHWC
	6.4 (157ms)
	4
	0



	SSE3
	NHWC
	3.7 (270ms)
	4
	0







每批次样本数目：32

MKL 测试所执行的命令：

python tf_cnn_benchmarks.py --forward_only=True --device=cpu --mkl=True \
--kmp_blocktime=0 --nodistortions --model=resnet50 --data_format=NCHW \
--batch_size=32 --num_inter_threads=1 --num_intra_threads=4 \
--data_dir=<path to ImageNet TFRecords>




	优化
	数据格式
	图像数目/秒 
 (每步时间)
	Intra 线程数
	Inter 线程数





	MKL
	NCHW
	12.4 (2,590ms)
	4
	1



	AVX2
	NHWC
	10.4 (3,079ms)
	4
	0



	AVX
	NHWC
	7.3 (4,4416ms)
	4
	0



	SSE3
	NHWC
	4.0 (8,054ms)
	4
	0







训练 InceptionV3

环境


	实例类型： Dedicated AWS EC2 r4.16xlarge (Broadwell)

	CPU: Intel Xeon E5-2686 v4 (Broadwell) Processors

	  数据集： ImageNet

	  TensorFlow 版本： 1.2.0 RC2

	  测试脚本： tf_cnn_benchmarks.py



MKL 测试所执行的命令：

python tf_cnn_benchmarks.py --device=cpu --mkl=True --kmp_blocktime=0 \
--nodistortions --model=resnet50 --data_format=NCHW --batch_size=32 \
--num_inter_threads=2 --num_intra_threads=36 \
--data_dir=<path to ImageNet TFRecords>




	
	优化
	数据格式
	图像数目/秒  
	Intra 线程数
	Inter 线程数





	MKL
	NCHW
	20.8
	36
	2



	AVX2
	NHWC
	6.2
	36
	0



	AVX
	NHWC
	5.7
	36
	0



	SSE3
	NHWC
	4.3
	36
	0







另外，我们还让 ResNet 和 AlexNet

在此配置上以一种自组织（ad hoc）方式运行。只不过测试次数还不足以发布一份明确的结果。不过，不完整的测试结果很大程度上与上表结果类似，即 MKL 的效率为 AVX2 三倍多。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


输入管道性能指南

GPU 和 TPU 可以从根本上缩短执行单个训练步骤所需的时间。为了实现最佳性能的目的，我们需要一个高效的输入管道用于在当前步骤完成前为下一步骤提供数据。tf.data API 有利于构建灵活高效的输入管道。本文档介绍了 tf.data 的特性以及在各种模型和加速器中构建高性能 TensorFlow 输入管道的最佳实践。

本指南主要有以下内容：


	  说明 TensorFlow 输入管道本质上是一个 ETL 进程。

	介绍 tf.data API 在常见情景中的性能优化。

	讨论您应用转换的顺序对训练性能所产生的影响。

	总结设计高性能 TensorFlow 输入管道的最佳实践。



输入管道结构

一个典型的 TensorFlow 输入管道训练过程可以被设计为一个 ETL 进程：


	抽取： 从存储器中读取数据 —— 本地（例如 HDD 或 SSD）或云端（例如 GCS 或 HDFS）。

	转化： 使用 CPU 内核处理器解析及执行数据预处理操作，如图像解压缩，数据增强型转换（如随机裁剪，翻转和颜色失真），乱序化和批处理。

	加载： 将转换的数据加载到执行机器学习模型的加速器（例如 GPU 或 TPU）上。



这种模式在保证加速器来训练你的模型的同时有效利用 CPU 。另外，将输入管道视为一个 ETL 流程提供了一种便于在性能优化中应用的结构。

tf.estimator.Estimator.train

def parse_fn(example):
  "Parse TFExample records and perform simple data augmentation."
  example_fmt = {
    "image": tf.FixedLengthFeature((), tf.string, ""),
    "label": tf.FixedLengthFeature((), tf.int64, -1)
  }
  parsed = tf.parse_single_example(example, example_fmt)
  image = tf.image.decode_image(parsed["image"])
  image = _augment_helper(image)  # augments image using slice, reshape, resize_bilinear
  return image, parsed["label"]

def input_fn():
  files = tf.data.Dataset.list_files("/path/to/dataset/train-*.tfrecord")
  dataset = files.interleave(tf.data.TFRecordDataset)
  dataset = dataset.shuffle(buffer_size=FLAGS.shuffle_buffer_size)
  dataset = dataset.map(map_func=parse_fn)
  dataset = dataset.batch(batch_size=FLAGS.batch_size)
  return dataset


下一部分构建是在输入管道上增加性能优化。

性能优化

随着新的计算设备（如 GPU 和 TPU）能够以越来越快的速度训练神经网络，CPU 训练开始容易成为训练时的瓶颈。tf.data API 为用户提供构建块以构建有效利用 CPU 的输入管道，优化 ETL 进程的每个步骤。

流水线机制

要执行训练步骤，您必须首先抽取并转换训练数据，然后将其输入到加速器运行的模型上。但是，在一般的同步实现过程中，当 CPU 正在准备数据时，加速器处于空闲状态。类似相反，在加速器正在训练模型时，CPU 处于闲置状态。所以训练步骤时间是 CPU 预处理时间和加速器训练时间的总和。

流水线技术 重叠训练的预处理和模型训练步骤。当加速器正在执行训练步骤 N 时，CPU 开始准备步骤 N + 1 的数据。这样做可以将步骤时间减少到模型训练与抽取转换数据二者所需的最大时间（而不是二者时间总和）。

没有流水线技术，CPU 和 GPU/TPU 大部分时间将处于闲置状态:

[image: without pipelining]

通过流水线技术，空闲时间显著减少：

[image: with pipelining]

tf.data.Dataset.prefetch

要将此应用于我们的运行样例，则需要更改：

dataset = dataset.batch(batch_size=FLAGS.batch_size)
return dataset


为:

dataset = dataset.batch(batch_size=FLAGS.batch_size)
dataset = dataset.prefetch(buffer_size=FLAGS.prefetch_buffer_size)
return dataset


请注意，只要能够有机会将“训练”与“开销”重叠在一起，抽取转换就会带来好处。前面的建议是最常见的应用程序。

并行数据转换

tf.data.Dataset.map

[image: parallel map]

为 num_parallel_calls 参数选择最佳值取决于您的硬件情况，训练数据的特征（如大小和形状）及映射函数的消耗以及 CPU 上同时进行的其他处理进程；

一个简单的启发式就是所使用的可用 CPU 核心数量。例如，如果执行上述样例的机器具有 4 个内核，则设置 num_parallel_calls=4 会更高效。但另一方面，将 num_parallel_calls 设置为远大于可用 CPU 数量的值可能会导致调度效率低下，从而导致速度变慢。

要将此应用于我们的运行样例，则需要更改：

dataset = dataset.map(map_func=parse_fn)


为:

dataset = dataset.map(map_func=parse_fn, num_parallel_calls=FLAGS.num_parallel_calls)


tf.contrib.data.map_and_batch

要将此应用于我们的运行样例，则需要更改：

dataset = dataset.map(map_func=parse_fn, num_parallel_calls=FLAGS.num_parallel_calls)
dataset = dataset.batch(batch_size=FLAGS.batch_size)


为:

dataset = dataset.apply(tf.contrib.data.map_and_batch(
    map_func=parse_fn, batch_size=FLAGS.batch_size))


并行数据抽取

在现实环境中，输入数据可能在云端存储（例如 GCS 或 HDFS），因为输入数据不适合存储在本地，或者因为训练是分布式的，在每台机器上复制输入数据是没有意义的。由于本地和远程存储之间存在以下差异，在本地抽取数据时运行良好的数据集管道可能在云端读取数据时反而成为 I/O 瓶颈：


	到首字节时间： 从云端存储中抽取文件的第一个字节的时间可能比本地存储的时间要长。

	吞吐量： 尽管云端存储通常提供较大的总带宽，但读取单个文件可能只能利用这一带宽的一小部分。



另外，一旦将原始字节读入内存中，也可能需要对数据进行反序列化或解密（例如 protobuf），这会增加额外的开销。尽管无论数据是本地存储还是远程存储，都会出现此开销，但如果数据未被有效预取，在云端情况下会变得更糟。

tf.contrib.data.parallel_interleave

[image: parallel io]

要将此应用于我们的运行样例，则需要更改：

dataset = files.interleave(tf.data.TFRecordDataset)


为:

dataset = files.apply(tf.contrib.data.parallel_interleave(
    tf.data.TFRecordDataset, cycle_length=FLAGS.num_parallel_readers))


tf.contrib.data.parallel_interleave

默认情况下，parallel_interleave 转换提供确定性元素顺序以实现重现性。作为预读取的替代方法（在某些情况下可能无效），parallel_interleave 转换还提供了一个选项以提高性能，但会牺牲顺序的确定性。别是，如果 sloppy 参数设置为 true，那么转换可能会偏离其确定性顺序，这是通过临时跳过请求下一个元素时元素不可用的文件导致的。

性能考虑

tf.data API 是围绕可组合转换设计的，为用户提供了灵活性。虽然这些转换大多数是可交换的，但某些转换的排序会对性能产生影响。

映射和批处理

调用传递给 map 转换的用户定义函数具有与调度和执行用户定义函数有关的开销。通常情况下，这个开销比函数执行的计算量要小。然而在函数环境中，如果 map 工作量很小，这种开销可能会占用总成本。在这种情况下，我们建议矢量化用户定义的函数（即让它一次对一批输入进行操作），并在 map 转换之前应用 batch 转换。

映射和缓存

tf.data.Dataset.cache

映射和交错/预取/乱序

许多转换，包括 interleave， prefetch，和 shuffle 都维护着元素的内部缓冲区。如果传递给 map 转换的用户定义函数改变了元素的大小，那么 map 转换的顺序和缓冲元素的转换会影响内存使用。通常，我们建议选择导致内存占用较小的顺序，除非性能要求原因需要不同的排序（例如，启用 map 和批量转换的融合）。

重复和乱序

tf.data.Dataset.shuffle

如果 repeat 转换在 shuffle 转换之前应用，则迭代次数边界将变的不确定。也就是说，某些元素可以在其他元素出现之前重复一次。另一方面，如果在 repeat 转换之前应用 shuffle 转换，则在涉及 shuffle 转换的内部状态初始化的每个迭代次数开始时性能可能会下降。换句话说，前者（在 shuffle 之前 repeat）提供了更好的性能，而后者（在 repeat 之前 shuffle）提供了更确定性的排序。

tf.contrib.data.shuffle_and_repeat

最佳实践摘要

以下是设计输入管道的最佳实践总结：


	使用 prefetch 转换来合并训练和开销的工作。 特别是，我们建议在输入管道的末端添加 prefetch(n)（其中 n 是训练步骤消耗的元素/批次数），以将 CPU 上执行的转换与加速器上的训练合并。

	通过设置 num_parallel_calls 参数来并行化 map 转换。我们建议使用可用的 CPU 内核数量作为其值。 

	如果要使用 batch 转换将预处理元素组合到批处理中，我们建议使用融合的 map_and_batch 转换；特别是在你使用大批量数据的情况下。

	如果您正在处理云端存储的数据和/或需要反序列化的数据，我们建议使用 parallel_interleave 转换来重叠读取（和反序列化）来自不同文件的数据。

	向传递给 map 转换的轻量用户定义函数进行矢量化，以分摊与调度和执行函数相关的开销。

	如果你的数据可以放入内存，在第一个迭代次数期间使用 cache 转换将其缓存在内存中，这样后续的迭代次数可以避免产生与读取，解析和转换相关的开销。

	如果预处理增加了数据的大小，我们建议首先应用 interleave，prefetch，和 shuffle 如果可以的话）以减少内存占用量。

	我们建议在 repeat 转换之前应用 shuffle 转换，理想情况下使用融合的 shuffle_and_repeat 转换。




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


高性能模型

本文及相关脚本详细说明了如何构建能应对多种系统类型及网络拓扑的高可扩展模型。本文的技术利用了一些 TensorFlow Python 的底层组件。未来，其中的大部分技术将被整合进高层次的 API 里。

输入管道

tf.train.queue_runner

我们在脚本中采用的另一种方式是采用 TensorFlow 原生的并行机制来构建的输入管道。我们的实现由3个阶段构成：


	I/O 读取： 从硬盘选择并读取图像。

	  图像处理： 将图像记录解码成图像，预处理并组织成 小批量（mini-batch）。

	CPU-to-GPU 数据转移：将图像从 CPU 转移到 GPU。



tf.FIFOQueue

并行 I/O 读取

data_flow_ops.RecordInput 用于处理并行从磁盘读取。对于包含 TFRecords 记录的一系列输入文件，RecordInput 将持续使用后台线程去读取记录。这些记录将被放入它自身的内部池；当载入超过它一半容量的数据量后，它将产生输出张量。

这个操作有它自己的由 I/O 时间控制且消耗最少 CPU 的内部线程，这使它能平缓地与模型的其他部分并行执行。

并行图像处理

从 RecordInput 读取图像后，它们被当做张量传递给图像处理管道。为了更容易解释图像处理管道，假设输入管道是面向 256 个批量大小的 8 个 GPU（每个 GPU 批量大小为32）。

256 条记录被独立并行地读取和处理。它起始于图中 256 个独立的 RecordInput 读操作。每个读操作之后是独立并行执行的一系列相同的图像前置处理操作。图像预处理操作包括对于图像的解码、变形、大小缩放等操作。

tf.parallel_stack

当所有输入张量完成后，输出张量在图中传递。这样有效地降低了生成所有输入张量带来的长尾内存延时。

CPU 到 GPU 数据转移的并行处理

继续假设目标是采用 8个CPU，批量大小为256（每个 CPU 批量大小为32）。一旦输入图片被 CPU 被处理和连接完成，我们将得到 8 个张量，每个批量大小 32 。

TensorFlow 允许一个设备上的张量被任意其他设备直接使用。TensorFlow 使用隐式副本来使得张量能被任一设备使用。在张量被正式使用前，由运行时来安排在不同设备间完成复制。然而，如果复制不同及时完成，需要那些张量的计算会被暂停从而造成性能下降。

在这个实现中， data_flow_ops.StagingArea 被用来显式定义并行执行复制操作。最终的结果是，在 GPU 开始执行计算任务时，所有的张量已经就绪。

软件管道

tf.FIFOQueue

比如，有 A、B、C 三个阶段。有两个运行区域： S1 和 S2。在启动时，我们运行：

初始化:
步骤 1: A0
步骤 2: A1  B0

真实执行:
步骤 3: A2  B1  C0
步骤 4: A3  B2  C1
步骤 5: A4  B3  C2


在初始化之后，S1 和 S2 拥有了一组数据。在真正执行的每个步骤中，每个暂存区域将消耗一段数据，然后又会有新的一段数据加入其中。

这种方案的好处是：


	  所有阶段都不会被打断，因为每个区域都在预热之后都已经有一块数据

	每个阶段都能并行执行，因为他们可以马上开始执行

	运行时缓存是一个固定的额外内存开销。他们最多有一块额外的数据

	运行这个步骤的所有阶段只需要调用一次 session.run() ，这使得信息收集和调试更加简单



构建高性能模型的最佳实践

下面这些额外的最佳时间能帮助提升性能和增强模型的灵活性。

同时采用 NHWC 和 NCHW 来构建模型

大部分 CNN 采用的 TensorFlow 操作同时支持 NHWC 和 NCHW 数据格式。NCHW 在 GPU 上更快，而 NHWC 在 CPU 上有时候更快。

架构同时支持这两种数据格式的模型能使得模型在不同的平台运行得更加灵活和高效。大部分 CNN 采用的 TensorFlow 操作同时支持 NHWC 和 NCHW 数据格式。基准脚本同时支持 NCHW 和 NHWC。 NCHW 在使用 GPU 来训练时应该被一直被采用。NHWC 在 CPU 上有时候更快。一个灵活的模型能在 GPU 上采用 NCHW 进行训练，同时利用在 CPU 上采用 NHWC 训练权重的结果。

采用混合标准化

tf.contrib.layers.batch_norm

bn = tf.contrib.layers.batch_norm(
          input_layer, fused=True, data_format='NCHW'
          scope=scope)


可变分布和梯度聚合

在训练时，采用聚合梯度和差值来更新训练变量值。在基准脚本中，我们展示了采用灵活通用的 TensorFlow 元件构建了不同范围的高性能分布和聚合规则。

在这个脚本中包含了 3 个不同的分布和聚合方式：


	parameter_server 训练模型副本从一个参数服务器读取变量和更新变量。当模型需要变量时，TensorFlow 运行时会复制它们并添加到使用环境。示例脚本阐释了采用这种方法来做本地训练、分布式同步训练和分布式异步训练。

	replicated 在每个 GPU 上放置了每个训练变量的独立副本。因为变量已经就绪，前向和后向计算可以马上开始。梯度在所有 GPU 中累积，汇总结果会被应用到每一个 GPU 副本中来保持他们同步。

	distributed_replicated 在每个 GPU 上放置了每个训练变量的独立副本，同时在参数服务器上放置一个主副本。因为变量已经就绪，前向和后向计算可以马上开始。梯度在每个服务器的所有 GPU 中累积，然后按服务器汇总后的梯度会被应用到主副本上。在所有处理器完成之后，每个处理器会从主副本上更新一份副本到自己的环境。



以下是每种方式的更多细节。

参数服务器变量

TensorFlow 模型管理训练变量的最常用方式是参数服务器模式。

在分布式系统中，每个处理器采用同一模型，由参数服务器处理变量的主副本。当处理器需要参数服务器的一个变量时，它可以直接使用。TensorFlow 运行时在图中添加了隐式副本来使得计算设备能在需要时使用变量值。当处理器计算完一个梯度后，这个梯度被发送给管理这个特殊变量的参数服务器，然后对应的最优控制器会更新这个变量。

有一些技术能优化吞吐量：


	按照变量大小来将变量分布在不同参数服务器上，来实现负载均衡。

	当每个处理器有多个 GPU 时，会将不同的 GPU 的梯度累积后统一发给参数服务器。这会减少网络带宽和参数服务器的工作量。



对于不同处理器的协同来说，一个常用方式是异步更新，每个处理器只更新主副本而不与其他处理器同步。在我们的模型中，我们展示在不同处理器间引入同步是很容易的，所以所有处理器能在一个步骤中在下一步骤开始前完成。

参数服务器方法也能被用来做本地训练。这种情况下，代替在不同参数服务期间传递变量的主副本，他们可以在 CPU 或 GPU 间传递。

因为这个配置非常简单，这个架构受到了社区广泛的欢迎。

这个方式可以通过在脚本中传入参数 --variable_update=parameter_server 来使用。


  [image: parameter_server mode in distributed training]


重复变量

在这个设计中，服务器上的每个 GPU 有每个变量的一个副本。这些值在 GPU 中通过将完整聚合后的梯度应用到每个 GPU 中来保持同步。

这些变量和数据在训练开始时就可用，所以训练的前向处理能马上开始。梯度在不同设备间聚合后再被引用到每个本地副本中。

跨服务器的梯度聚合可以通过不同的方式完成：


	采用标准 TensorFlow 操作来聚合每个 CPU 或 GPU 设备上的总和，然后复制回所有 GPU。

	采用下面 NCCL 章节中介绍的 NVIDIA® NCCL 方法。



这种方式可以用过在脚本中传入参数 --variable_update=replicated 来使用。

分布式训练中的重复变量

变量的重复方法可以被扩展应用到分布式训练中。其中的一种方式是：就像重复模式一样，在集群中聚合所有梯度，然后在应用到每一个变量副本上。这个可能在脚本的某个后续版本中展示。这个脚本在这里展示了一种不同的变化。

在这种模式中，在每个 GPU 的变量副本之外，主副本被保存在参数服务器上。就像重复模式，训练可以使用本地变量副本马上开始。

随着权重的梯度变得可用，他们被发送回参数服务器，然后所有本地副本得到了更新：


	所有同一处理器上 GPU 的梯度会被聚合在一起。

	每个处理器的聚合梯度会被发送给负责变量的参数服务器，在那里会采用特定的优化处理器来更新变量的主副本。

	每个处理器根据主副本来更新它们的本地变量副本。在这个示例模型中，这是通过跨副本围栏来实现的，它等待所有处理器完成更新这些变量再在围栏释放了后获取新的变量。一旦所有变量的复制完成，一个训练步骤就完成了，一个新的步骤会开始。



虽然这听起来和参数服务器的标准用法类似，在很多场景下性能会更好。这很大程度上是因为计算不需要延迟，很多早期梯度的复制延迟倍后续的计算层隐藏了。

这个方式可以通过在脚本中传入参数 --variable_update=distributed_replicated 来使用。


  [image: distributed_replicated mode]


NCCL

为了在同一主机的不同 GPU 间传递变量和聚合梯度，我们采用了默认的 TensorFlow 隐式复制机制。

tf.contrib.nccl

在我们的实验中，我们展示了虽然 NCCL 经常自身能带来更快的数据聚合，它并不能带来更快的训练效果。我们假设隐式复制是无成本的，既然他们由 GPU 的复制引擎完成，并且它的延时能被主计算过程隐藏。虽然 NCCL 能更快地传输数据，它只使用了一个 SM，并且给依赖的 L2 缓存带来了更大的压力。我们的结果显示对于 8 个 GPU 来说，NCCL 经常能带来更好的性能。然而，对于更少的 GPU 来说，隐式复制反而表现更加出色。

状态变量

我们进一步引入了状态变量模式，我们使用状态区来用于变量读取和更新。与输入管道的软件管道类似，这能隐藏数据复制延时。只要计算时间比复制和聚合时间长，复制本身的延时就变得无需考虑了。

它的缺点是所有的权重读取需要来自上一个训练步骤。所以它是与 SGD 不同的算法。但可以通过调整学习速率和其他参数来优化收敛性。

执行脚本

这一部分将列出核心的命令行参数和主要脚本(tf_cnn_benchmarks.py)的一些基本用法示例。

说明： tf_cnn_benchmarks.py 采用 TensorFlow 1.1 后引入的 force_gpu_compatible 配置。直到 TensorFlow 1.2 之后，才建议从源码进行编译。



基本命令行参数


	model: 使用的模型，比如 resnet50, inception3, vgg16, 或 alexnet

	num_gpus: 使用的 GPU 数量。

	data_dir: 待处理数据的路径。如未设置，人造数据将被使用。请参照 使用说明 来使用 ImageNet 数据。

	batch_size: 每个 CPU 的位大小。

	variable_update: 变量管理方法：parameter_server,replicated, distributed_replicated, independent

	local_parameter_device: 参数服务器的使用设备：cpu 或 gpu



单一实例示例

# VGG16 使用 8 个 GPU 来训练 ImageNet，参数针对 Google 计算引擎进行了优化
python tf_cnn_benchmarks.py --local_parameter_device=cpu --num_gpus=8 \
--batch_size=32 --model=vgg16 --data_dir=/home/ubuntu/imagenet/train \
--variable_update=parameter_server --nodistortions

# VGG16 使用 8 个 GPU 来训练合成 ImageNet 数据，参数针对 NVIDIA DGX-1 进行了优化
python tf_cnn_benchmarks.py --local_parameter_device=gpu --num_gpus=8 \
--batch_size=64 --model=vgg16 --variable_update=replicated --use_nccl=True

# VGG16 使用 8 个 GPU 来训练合成 ImageNet 数据，参数针对 Amazon EC2 进行了优化
python tf_cnn_benchmarks.py --local_parameter_device=gpu --num_gpus=8 \
--batch_size=64 --model=vgg16 --variable_update=parameter_server

# ResNet-50 使用 8 个 GPU 来训练 ImageNet，参数针对 Amazon EC2 进行了优化
python tf_cnn_benchmarks.py --local_parameter_device=gpu --num_gpus=8 \
--batch_size=64 --model=resnet50 --variable_update=replicated --use_nccl=False


分布式命令参数


	ps_hosts: 以逗号分隔的参数服务器主机列表，格式为 <host>:port，比如 10.0.0.2:50000。

	worker_hosts: 以逗号分隔的参数工作站主机列表，格式为 <host>:port，比如 10.0.0.2:50001。

	task_index: 开始主机在 ps_hosts 或 worker_hosts 列表中的索引。

	job_name: 任务类型，比如 ps 或 worker



分布式示例

以下是在 2 台主机上训练 ResNet-50的示例，主机分别为： host_0 (10.0.0.1) 和 host_1 (10.0.0.2)。这个示例采用了人造数据。可以传入 --data_dir 参数来使用真实数据。

# 在 host_0 (10.0.0.1) 上运行以下命令:
python tf_cnn_benchmarks.py --local_parameter_device=gpu --num_gpus=8 \
--batch_size=64 --model=resnet50 --variable_update=distributed_replicated \
--job_name=worker --ps_hosts=10.0.0.1:50000,10.0.0.2:50000 \
--worker_hosts=10.0.0.1:50001,10.0.0.2:50001 --task_index=0

python tf_cnn_benchmarks.py --local_parameter_device=gpu --num_gpus=8 \
--batch_size=64 --model=resnet50 --variable_update=distributed_replicated \
--job_name=ps --ps_hosts=10.0.0.1:50000,10.0.0.2:50000 \
--worker_hosts=10.0.0.1:50001,10.0.0.2:50001 --task_index=0


# 在 host_1 (10.0.0.2) 上运行以下命令:
python tf_cnn_benchmarks.py --local_parameter_device=gpu --num_gpus=8 \
--batch_size=64 --model=resnet50 --variable_update=distributed_replicated \
--job_name=worker --ps_hosts=10.0.0.1:50000,10.0.0.2:50000 \
--worker_hosts=10.0.0.1:50001,10.0.0.2:50001 --task_index=1

python tf_cnn_benchmarks.py --local_parameter_device=gpu --num_gpus=8 \
--batch_size=64 --model=resnet50 --variable_update=distributed_replicated \
--job_name=ps --ps_hosts=10.0.0.1:50000,10.0.0.2:50000 \
--worker_hosts=10.0.0.1:50001,10.0.0.2:50001 --task_index=1



        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


基准

概述

在多个平台上对图像分类模型进行测试，为 TensorFlow 社区创建了一个参考点。在 方法 章节中会详细说明如何执行测试，并给出使用的脚本链接。

图像分类模型的结果

InceptionV3 (arXiv:1512.00567), ResNet-50

(arXiv:1512.03385), ResNet-152

(arXiv:1512.03385), VGG16

(arXiv:1409.1556), 和

AlexNet 使用 ImageNet 数据集测试。这些测试运行在 Google 计算云引擎，亚马逊计算云 (Amazon EC2) 和 NVIDIA® DGX-1™ 。大部分测试都使用了合成和真实的数据。使用 tf.Variable 对合成数据进行测试，数据集设置为 ImageNet 中每个模型所需的数据的同一形状。我们认为，对平台进行基准测试时，包含真实数据是很重要的。在底层硬件和框架上对准备数据加载测试是为了进行实际训练。为了将磁盘 I/O 作为变量移除，我们从合成数据开始，并设置一个基线。然后使用真实的数据来验证 TensorFlow 的输入管道和底层磁盘 I/O 是否使计算单元饱和。

使用 NVIDIA® DGX-1™ (NVIDIA® Tesla® P100) 训练


  


细节和其他结果参见 Details for NVIDIA® DGX-1™ (NVIDIA®

Tesla® P100)。

使用 NVIDIA® Tesla® K80 训练


  


细节和其他结果参见 Details for Google Compute Engine

(NVIDIA® Tesla® K80) 和

Details for Amazon EC2 (NVIDIA® Tesla®

K80)。

使用 NVIDIA® Tesla® K80 分布式训练


  


细节和其他结果参见 Details for Amazon EC2 Distributed

(NVIDIA® Tesla® K80)。

合成和真实数据训练比较

NVIDIA® Tesla® P100


  
  


NVIDIA® Tesla® K80


  
  


NVIDIA® DGX-1™ (NVIDIA® Tesla® P100) 的详细资料

环境配置


	Instance type: NVIDIA® DGX-1™

	GPU: 8x NVIDIA® Tesla® P100

	OS: Ubuntu 16.04 LTS with tests run via Docker

	CUDA / cuDNN: 8.0 / 5.1

	TensorFlow GitHub hash: b1e174e

	Benchmark GitHub hash: 9165a70

	Build Command: bazel build -c opt --copt=-march="haswell" --config=cuda
//tensorflow/tools/pip_package:build_pip_package

	Disk: Local SSD

	DataSet: ImageNet

	Test Date: May 2017



下表列出了每个模型的批处理大小和优化器。除了表中列出的批处理大小之外，InceptionV3、ResNet-50、ResNet-152 和 VGG16 测试的批次大小为 32。这些结果在 其他结果 章节。



	Options
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	Batch size per GPU
	64
	64
	64
	512
	64



	Optimizer
	sgd
	sgd
	sgd
	sgd
	sgd







用于每个模型的配置。



	Model
	variable_update
	local_parameter_device





	InceptionV3
	parameter_server
	cpu



	ResNet50
	parameter_server
	cpu



	ResNet152
	parameter_server
	cpu



	AlexNet
	replicated (with NCCL)
	n/a



	VGG16
	replicated (with NCCL)
	n/a







结果


  



  
  


训练合成数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	1
	142
	219
	91.8
	2987
	154



	2
	284
	422
	181
	5658
	295



	4
	569
	852
	356
	10509
	584



	8
	1131
	1734
	716
	17822
	1081







训练真实数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	1
	142
	218
	91.4
	2890
	154



	2
	278
	425
	179
	4448
	284



	4
	551
	853
	359
	7105
	534



	8
	1079
	1630
	708
	N/A
	898







从上图表可以看出，由于最大输入的限制，AlexNet 模型没有使用 8 个 GPU 来训练数据。

其他结果

以下是批处理大小为 32 的结果。

训练合成数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152
	VGG16





	1
	128
	195
	82.7
	144



	2
	259
	368
	160
	281



	4
	520
	768
	317
	549



	8
	995
	1485
	632
	820







训练真实数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152
	VGG16





	1
	130
	193
	82.4
	144



	2
	257
	369
	159
	253



	4
	507
	760
	317
	457



	8
	966
	1410
	609
	690







Google Compute Engine (NVIDIA® Tesla® K80) 的详细资料

环境配置


	Instance type: n1-standard-32-k80x8

	GPU: 8x NVIDIA® Tesla® K80

	OS: Ubuntu 16.04 LTS

	CUDA / cuDNN: 8.0 / 5.1

	TensorFlow GitHub hash: b1e174e

	Benchmark GitHub hash: 9165a70

	Build Command: bazel build -c opt --copt=-march="haswell" --config=cuda
//tensorflow/tools/pip_package:build_pip_package

	Disk: 1.7 TB Shared SSD persistent disk (800 MB/s)

	DataSet: ImageNet

	Test Date: May 2017



下表列出了每个模型的批处理大小和优化器。除了表中列出的批处理大小之外，InceptionV3 和 ResNet-50 测试的批次大小为 32。这些结果在 其他结果 章节。



	Options
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	Batch size per GPU
	64
	64
	32
	512
	32



	Optimizer
	sgd
	sgd
	sgd
	sgd
	sgd







每个模型所用的配置中， variable_update 和 parameter_server 配置相同，local_parameter_device 和 cpu 配置相同。

结果


  
  


训练合成数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	1
	30.5
	51.9
	20.0
	656
	35.4



	2
	57.8
	99.0
	38.2
	1209
	64.8



	4
	116
	195
	75.8
	2328
	120



	8
	227
	387
	148
	4640
	234







训练真实数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	1
	30.6
	51.2
	20.0
	639
	34.2



	2
	58.4
	98.8
	38.3
	1136
	62.9



	4
	115
	194
	75.4
	2067
	118



	8
	225
	381
	148
	4056
	230







其他结果

训练合成数据



	GPUs
	InceptionV3 (batch size 32)
	ResNet-50 (batch size 32)





	1
	29.3
	49.5



	2
	55.0
	95.4



	4
	109
	183



	8
	216
	362







训练真实数据



	GPUs
	InceptionV3 (batch size 32)
	ResNet-50 (batch size 32)





	1
	29.5
	49.3



	2
	55.4
	95.3



	4
	110
	186



	8
	216
	359







Amazon EC2 (NVIDIA® Tesla® K80) 的详细资料

环境配置


	Instance type: p2.8xlarge

	GPU: 8x NVIDIA® Tesla® K80

	OS: Ubuntu 16.04 LTS

	CUDA / cuDNN: 8.0 / 5.1

	TensorFlow GitHub hash: b1e174e

	Benchmark GitHub hash: 9165a70

	Build Command: bazel build -c opt --copt=-march="haswell" --config=cuda
//tensorflow/tools/pip_package:build_pip_package

	Disk: 1TB Amazon EFS (burst 100 MiB/sec for 12 hours, continuous 50

MiB/sec)

	DataSet: ImageNet

	Test Date: May 2017



下表列出了每个模型的批处理大小和优化器。除了表中列出的批处理大小之外，InceptionV3 和 ResNet-50 测试的批次大小为 32。这些结果在 其他结果 章节。



	Options
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	Batch size per GPU
	64
	64
	32
	512
	32



	Optimizer
	sgd
	sgd
	sgd
	sgd
	sgd







用于每个模型的配置。



	Model
	variable_update
	local_parameter_device





	InceptionV3
	parameter_server
	cpu



	ResNet-50
	replicated (without NCCL)
	gpu



	ResNet-152
	replicated (without NCCL)
	gpu



	AlexNet
	parameter_server
	gpu



	VGG16
	parameter_server
	gpu







结果


  
  


训练合成数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	1
	30.8
	51.5
	19.7
	684
	36.3



	2
	58.7
	98.0
	37.6
	1244
	69.4



	4
	117
	195
	74.9
	2479
	141



	8
	230
	384
	149
	4853
	260







训练真实数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152
	AlexNet
	VGG16





	1
	30.5
	51.3
	19.7
	674
	36.3



	2
	59.0
	94.9
	38.2
	1227
	67.5



	4
	118
	188
	75.2
	2201
	136



	8
	228
	373
	149
	N/A
	242







由于我们的 EFS 没有提供足够的吞吐量，在上面的图表中我们排除了使用 8 个 GPU 来训练 AlexNet 模型的统计。

其他结果

训练合成数据



	GPUs
	InceptionV3 (batch size 32)
	ResNet-50 (batch size 32)





	1
	29.9
	49.0



	2
	57.5
	94.1



	4
	114
	184



	8
	216
	355







训练真实数据



	GPUs
	InceptionV3 (batch size 32)
	ResNet-50 (batch size 32)





	1
	30.0
	49.1



	2
	57.5
	95.1



	4
	113
	185



	8
	212
	353







Amazon EC2 Distributed (NVIDIA® Tesla® K80) 的详细资料

环境配置


	Instance type: p2.8xlarge

	GPU: 8x NVIDIA® Tesla® K80

	OS: Ubuntu 16.04 LTS

	CUDA / cuDNN: 8.0 / 5.1

	TensorFlow GitHub hash: b1e174e

	Benchmark GitHub hash: 9165a70

	Build Command: bazel build -c opt --copt=-march="haswell" --config=cuda
//tensorflow/tools/pip_package:build_pip_package

	Disk: 1.0 TB EFS (burst 100 MB/sec for 12 hours, continuous 50 MB/sec)

	DataSet: ImageNet

	Test Date: May 2017



下表列出了每个模型的批处理大小和优化器。除了表中列出的批处理大小之外，InceptionV3 和 ResNet-50 测试的批次大小为 32。这些结果在 其他结果 章节。



	Options
	InceptionV3
	ResNet-50
	ResNet-152





	Batch size per GPU
	64
	64
	32



	Optimizer
	sgd
	sgd
	sgd







用于每个模型的配置。



	Model
	variable_update
	local_parameter_device
	cross_replica_sync





	InceptionV3
	distributed_replicated
	n/a
	True



	ResNet-50
	distributed_replicated
	n/a
	True



	ResNet-152
	distributed_replicated
	n/a
	True







为了简化服务器安装，EC2 实例（p2.8xlarge）运行了 worker 服务器和 parameter 服务器。使用的 worker 服务器和 parameter 服务器数量相等，但有如下例外：


	InceptionV3: 8 instances / 6 parameter servers

	ResNet-50: (batch size 32) 8 instances / 4 parameter servers

	ResNet-152: 8 instances / 4 parameter servers



结果


  



  


训练合成数据



	GPUs
	InceptionV3
	ResNet-50
	ResNet-152





	1
	29.7
	52.4
	19.4



	8
	229
	378
	146



	16
	459
	751
	291



	32
	902
	1388
	565



	64
	1783
	2744
	981







其他结果


  


训练合成数据



	GPUs
	InceptionV3 (batch size 32)
	ResNet-50 (batch size 32)





	1
	29.2
	48.4



	8
	219
	333



	16
	427
	667



	32
	820
	1180



	64
	1608
	2315







方法

高性能模型

为了创建尽可能重复的结果，每个测试运行 5 次，然后将时间取平均值。在给定的平台上，GPU 是在默认状态下运行的。对于 NVIDIA® Tesla® K80 来说这意味着不使用 GPU

Boost。对于每个测试，需要完成 10 次预热，然后再平均完成 100 次测试。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


Fixed Point Quantization

Quantization techniques store and calculate numbers in more compact formats.

TensorFlow Lite adds quantization that uses an 8-bit fixed

point representation.

Since a challenge for modern neural networks is optimizing for high accuracy, the

priority has been improving accuracy and speed during training. Using floating

point arithmetic is an easy way to preserve accuracy and GPUs are designed to

accelerate these calculations.

However, as more machine learning models are deployed to mobile devices,

inference efficiency has become a critical issue. Where the computational demand

for training grows with the amount of models trained on different

architectures, the computational demand for inference grows in proportion to

the amount of users.

Quantization benefits

Using 8-bit calculations help your models run faster and use less power. This is

especially important for mobile devices and embedded applications that can't run

floating point code efficiently, for example, Internet of Things (IoT) and

robotics devices. There are additional opportunities to extend this support to

more backends and research lower precision networks.

Smaller file sizes {: .hide-from-toc}

Neural network models require a lot of space on disk. For example, the original

AlexNet requires over 200 MB for the float format—almost all of that for the

model's millions of weights. Because the weights are slightly different

floating point numbers, simple compression formats perform poorly (like zip).

Weights fall in large layers of numerical values. For each layer, weights tend to

be normally distributed within a range. Quantization can shrink file sizes by

storing the minimum and maximum weight for each layer, then compress each

weight's float value to an 8-bit integer representing the closest real number in

a linear set of 256 within the range.

Faster inference {: .hide-from-toc}

Since calculations are run entirely on 8-bit inputs and outputs, quantization

reduces the computational resources needed for inference calculations. This is

more involved, requiring changes to all floating point calculations, but results

in a large speed-up for inference time.

Memory efficiency {: .hide-from-toc}

Since fetching 8-bit values only requires 25% of the memory bandwidth of floats,

more efficient caches avoid bottlenecks for RAM access. In many cases, the power

consumption for running a neural network is dominated by memory access. The

savings from using fixed-point 8-bit weights and activations are significant.

Typically, SIMD operations are available that run more operations per clock

cycle. In some cases, a DSP chip is available that accelerates 8-bit calculations

resulting in a massive speedup.

Fixed point quantization techniques

The goal is to use the same precision for weights and activations during both

training and inference. But an important difference is that training consists of

a forward pass and a backward pass, while inference only uses a forward pass.

When we train the model with quantization in the loop, we ensure that the forward

pass matches precision for both training and inference.

To minimize the loss in accuracy for fully fixed point models (weights and

activations), train the model with quantization in the loop. This simulates

quantization in the forward pass of a model so weights tend towards values that

perform better during quantized inference. The backward pass uses quantized

weights and activations and models quantization as a straight through estimator.

(See Bengio et al., 2013)

Additionally, the minimum and maximum values for activations are determined

during training. This allows a model trained with quantization in the loop to be

converted to a fixed point inference model with little effort, eliminating the

need for a separate calibration step.

Quantization training with TensorFlow

Tensor Transformations

Since it's difficult to add these fake quantization operations to all the

required locations in the model, there's a function available that rewrites the

training graph. To create a fake quantized training graph:

# Build forward pass of model.
loss = tf.losses.get_total_loss()

# Call the training rewrite which rewrites the graph in-place with
# FakeQuantization nodes and folds batchnorm for training. It is
# often needed to fine tune a floating point model for quantization
# with this training tool. When training from scratch, quant_delay
# can be used to activate quantization after training to converge
# with the float graph, effectively fine-tuning the model.
tf.contrib.quantize.create_training_graph(quant_delay=2000000)

# Call backward pass optimizer as usual.
optimizer = tf.train.GradientDescentOptimizer(learning_rate)
optimizer.minimize(loss)


The rewritten eval graph is non-trivially different from the training graph

since the quantization ops affect the batch normalization step. Because of this,

we've added a separate rewrite for the eval graph:

# Build eval model
logits = tf.nn.softmax_cross_entropy_with_logits(...)

# Call the eval rewrite which rewrites the graph in-place with
# FakeQuantization nodes and fold batchnorm for eval.
tf.contrib.quantize.create_eval_graph()

# Save the checkpoint and eval graph proto to disk for freezing
# and providing to TFLite.
with open(eval_graph_file, ‘w’) as f:
  f.write(str(g.as_graph_def()))
saver = tf.train.Saver()
saver.save(sess, checkpoint_name)


Methods to rewrite the training and eval graphs are an active area of research

and experimentation. Although rewrites and quantized training might not work or

improve performance for all models, we are working to generalize these

techniques.

Generating fully quantized models

The previously demonstrated after-rewrite eval graph only simulates

quantization. To generate real fixed point computations from a trained

quantization model, convert it to a fixed point kernel. Tensorflow Lite supports

this conversion from the graph resulting from create_eval_graph.

First, create a frozen graph that will be the input for the TensorFlow Lite

toolchain:

bazel build tensorflow/python/tools:freeze_graph && \
  bazel-bin/tensorflow/python/tools/freeze_graph \
  --input_graph=eval_graph_def.pb \
  --input_checkpoint=checkpoint \
  --output_graph=frozen_eval_graph.pb --output_node_names=outputs


Provide this to the TensorFlow Lite Optimizing Converter (TOCO) to get a fully

quantized TensorFLow Lite model:

bazel build tensorflow/contrib/lite/toco:toco && \
  ./bazel-bin/third_party/tensorflow/contrib/lite/toco/toco \
  --input_file=frozen_eval_graph.pb \
  --output_file=tflite_model.tflite \
  --input_format=TENSORFLOW_GRAPHDEF --output_format=TFLITE \
  --inference_type=QUANTIZED_UINT8 \
  --input_shape="1,224, 224,3" \
  --input_array=input \
  --output_array=outputs \
  --std_value=127.5 --mean_value=127.5


tf.contrib.quantize

Quantized accuracy

Fixed point MobileNet models are released with

8-bit weights and activations. Using the rewriters, these models achieve the

Top-1 accuracies listed in Table 1. For comparison, the floating point accuracies

are listed for the same models. The code used to generate these models

is available

along with links to all of the pretrained mobilenet_v1 models.


  
    
      	Image Size
      	Depth
      	Top-1 Accuracy:
Floating point
      	Top-1 Accuracy:
Fixed point: 8 bit weights and activations
    

    	128
	0.25
	0.415
	0.399


    	128
	0.5
	0.563
	0.549


    	128
	0.75
	0.621
	0.598


    	128
	1
	0.652
	0.64


    	160
	0.25
	0.455
	0.435


    	160
	0.5
	0.591
	0.577


    	160
	0.75
	0.653
	0.639


    	160
	1
	0.68
	0.673


    	192
	0.25
	0.477
	0.458


    	192
	0.5
	0.617
	0.604


    	192
	0.75
	0.672
	0.662


    	192
	1
	0.7
	0.69


    	224
	0.25
	0.498
	0.482


    	224
	0.5
	0.633
	0.622


    	224
	0.75
	0.684
	0.679


    	224
	1
	0.709
	0.697


  


  
    Table 1: MobileNet Top-1 accuracy on Imagenet Validation dataset.
  

Representation for quantized tensors

TensorFlow approaches the conversion of floating-point arrays of numbers into

8-bit representations as a compression problem. Since the weights and activation

tensors in trained neural network models tend to have values that are distributed

across comparatively small ranges (for example, -15 to +15 for weights or -500 to

1000 for image model activations). And since neural nets tend to be robust

handling noise, the error introduced by quantizing to a small set of values

maintains the precision of the overall results within an acceptable threshold. A

chosen representation must perform fast calculations, especially the large matrix

multiplications that comprise the bulk of the computations while running a model.

This is represented with two floats that store the overall minimum and maximum

values corresponding to the lowest and highest quantized value. Each entry in the

quantized array represents a float value in that range, distributed linearly

between the minimum and maximum. For example, with a minimum of -10.0 and maximum

of 30.0f, and an 8-bit array, the quantized values represent the following:


  
    	Quantized
	Float


    	0
	-10.0


    	255
	30.0


    	128
	10.0


  


  
    Table 2: Example quantized value range
  

The advantages of this representation format are:


	It efficiently represents an arbitrary magnitude of ranges.

	The values don't have to be symmetrical.

	The format represents both signed and unsigned values.

	The linear spread makes multiplications straightforward.



Alternative techniques use lower bit depths by non-linearly distributing the

float values across the representation, but currently are more expensive in terms

of computation time. (See Han et al.,

2016.)

The advantage of having a clear definition of the quantized format is that it's

always possible to convert back and forth from fixed-point to floating-point for

operations that aren't quantization-ready, or to inspect the tensors for

debugging.


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 XLA


XLA 概述

注意： XLA 是实验性的，仍处于 alpha 版本。大部分用例都看不到性能（提高速度或减少内存使用量）上的提高。我们已经发布了 XLA，这样的话，开源社区就可以为它的开发贡献力量了，而且有助于走出一条与硬件加速器整合之路。



使用提前编译

XLA 框架是实验性的，且处于活跃的开发状态。特别是，虽然已有操作的语义不太可能发生改变，但 XLA 不同，可以想见 XLA 中会不断加入更多操作，以覆盖更多重要的用例。XLA 的开发团队欢迎来自于社区的任何反馈，包括缺失的功能，以及通过 GitHub 提交的社区贡献。

我们为什么推出 XLA？

让 TensorFlow 用上 XLA，我们追求多个目标：


	  改进执行速度： 对子图进行编译，以减少短时操作的执行时间，进而消除 TensorFlow 运行时相关的开销；融合管道化的操作以减少内存开销；针对已知张量形状优化，以支持更积极的常数传播。



	  改进内存使用： 分析并调度内存使用，原则上可消除很多临时的缓存。



	  减少对定制操作的依赖： 通过提高底层操作自动融合的性能，让其和定制操作中的手工融合一样高效，从而消除很多定制操作的必要性。



	  减少移动足迹（mobile footprint）： 提前编译子图，并生成一对文件（对象/头文件），它们可以直接编译到另一个应用程序中，从而消除 TensorFlow 运行时。这样做的结果是移动推理（mobile inference）的足迹会减少数个数量级。



	  改善可移植性： 为新硬件编写新的后端会相对容易一些，因为大部分 TensorFlow 程序不需要怎么修改就可以在新硬件上跑了。这和专门为新硬件定制一体化操作形成对比，因为那样做的话 TensorFlow 程序需要重写才能用这些新的操作。





XLA 是如何工作的？

操作语义

为 XLA 开发一个新后端

下面的流程图展示了 XLA 的编译过程：


  


XLA 中有一些优化和分析是目标无关的，例如CSE，目标无关的操作融合，以及计算时分配运行时内存的缓冲区分析。

在目标无关步骤之后，XLA 将 HLO 计算发送到后端。后端可以执行进一步的 HLO 级优化，这次优化会将目标特定的信息和需求考虑在内。例如，XLA GPU 后端可以对 GPU 编程模型进行具体的操作融合，并决定如何将计算划分为流。在这个阶段，后端还可能与某些操作或组合匹配从而优化库调用。

下一步就是针对特定目标的代码生成了。结合了 XLA的 CPU 和 GPU 后端使用 LLVM 来处理底层 IR、优化和代码生成。这些后端产生必要的 LLVM IR，用一种高效的方式来表示 XLA HLO 计算，然后调用 LLVM 从这个 LLVM IR 生成本地代码。

这个 GPU 后端目前通过 LLVM NVPTX 后端来支持 NVIDIA GPU；而 CPU 后端支持多种 CPU 指令集架构（ISA）。

支持的平台

使用提前编译


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


广播语义

本文档描述 XLA 中的广播语义是如何工作的。

何为广播？

广播是使不同形状的数组具有用于算术运算的兼容形状的过程。这个术语来自于 Numpy (广播)。

广播在一些操作中可能会用到，比如不同阶的多维数组之间的操作，或者在具有不同但兼容的形状的多维数组之间的操作。以加法 X+v 为例，这里 X 是一个矩阵（2 阶数组），v 是一个矢量（1 阶数组）。为执行逐个元素的加法，XLA 需要将矢量 v "广播" 为和 X 一样的秩，即将 v 复制多次。此矢量的长度必须至少与矩阵的某一维度相同。

比如：

|1 2 3| + |7 8 9|
|4 5 6|


此矩阵的维度为 (2,3)，矢量的维度为 (3)。矢量通过逐行复制得到和矩阵相同的秩：

|1 2 3| + |7 8 9| = |8  10 12|
|4 5 6|   |7 8 9|   |11 13 15|


在 Numpy 中，这个过程被称为 广播。

广播的原则

XLA 语言尽可能严格和明确，避免了隐含的和“不可思议的”特性。这样的特性以牺牲用户代码中的更多假设（这种假设在长期内很难改变）为代价，可能会使一些计算变得稍微容易一些。如果有必要，可以在客户级包装器中添加隐式和不可思议的特性。

在广播方面，需要对不同秩的数组之间的操作定义明确的广播规范。这与Numpy不同，它会在可能的情况下推断出规范。

将低阶数组广播为高阶数组

标量总是可以广播为数组，而无需显式地指定广播维度。因而，一个标量和一个数组之间的逐个元素的二元操作意味着对数组中的每个元素进行标量运算。比如，将一个标量加到一个矩阵上，相当于产生一个矩阵，其每个元素是原矩阵相应元素加上该标量。

|1 2 3| + 7 = |8  9  10|
|4 5 6|       |11 12 13|


在二元操作中，大部分广播需求可通过一个维度元组来得到。当操作的输入具有不同的秩时，此广播元组指定了更高阶数组中的哪些维度与更低阶数组中的维度匹配。

还是考虑前面的示例，我们将加法中的标量换成维度为 (3) 的矢量，矩阵维度为 (2,3)。如果不指定广播，这个操作是非法的。 为了正确地进行矩阵-矢量加法，需要将广播维度指定为 (1)，意思是矢量的维度与矩阵的第 1 维匹配。在 2D 中，如果维度 0 视为行，维度 1 视为列，则此广播意味着此矢量的每一个元素变成一列，列的长度与输入矩阵行数相同：

|7 8 9| ==> |7 8 9|
            |7 8 9|


考虑一个更复杂的例子，让一个 3 元素矢量（维度为 (3)）与一个 3x3 矩阵（维度为 (3,3)）相加。这时，有两种可能的广播方式：

(1) 维度为 1 的广播。矢量的每个元素变成一列，此矢量为矩阵的每一行复制一次。

|7 8 9| ==> |7 8 9|
            |7 8 9|
            |7 8 9|


(2) 维度为 0 的广播。矢量的每个元素变成一行，此矢量为矩阵的每一列复制一次。

 |7| ==> |7 7 7|
 |8|     |8 8 8|
 |9|     |9 9 9|


注意：当一个 2x3 矩阵加上一个 3 元素的矢量时，维度为 0 的广播是非法的。



广播维度可以是一个元组，用于描述秩更小的形状如何广播为一个更大秩的形状。比如，给定一个 2x3x4 的方阵和一个 3x4 矩阵，广播元组 (1,2) 表示让矩阵的维度匹配到方阵的第 1 维和第 2 维。

这种广播类型用于 ComputationBuilder 中的二元操作，使用时需要指定 broadcast_dimensions 参数。比如，参见源码 ComputationBuilder::Add。在 XLA 源码中，这种广播类型有时候称为 "InDim" 广播。

正式定义

广播属性允许低阶数组匹配高阶数组，即指定高阶数组中的哪些维度用于匹配。比如，对于维度为 MxNxPxQ 的数组，维度为 T 的矢量可以按下列方式匹配：

         MxNxPxQ

3 维:          T
2 维:        T
1 维:      T
0 维:    T


在每一种情况中，T 必须与高阶数组的相应维度相等。然后，矢量的值会被传播到其它的所有的维度。

为了将 TxV 矩阵匹配到 MxNxPxQ 数组上，需要用到一对广播维度：

         MxNxPxQ
2,3 维:      T V
1,2 维:    T V
0,3 维:  T     V
等等


广播元组中的维度的顺序必须与低阶数组保持一致。元组中的第一个元素指的是高阶数组中的那个维度必须与低阶数组的第 0 维匹配；第二个元素匹配第 1 维，依此类推。广播维度还必须是严格递增的。比如，在前面的示例中，不允许让 V 匹配 N 且让 T 匹配 P；让 V 同时匹配 P 和 N 同样是非法的。

广播具有退化维度的秩相似的数组

一个常见的广播问题是广播两个具有相同的秩但是不同的维度大小的数组。类似于 Numpy 的规则，只有在两个数组兼容的条件下这种广播才有可能。两个数组的所有维度兼容时，它们才是兼容的。两个维度兼容的条件是：


	它们相等，或

	其中之一为 1 (即"退化"的维度)



当两个兼容的数组相遇时，它们的操作结果的形状的各个维度为输入在各维度上的最大值。

示例：


	(2,1) 和 (2,3) 广播为 (2,3).

	(1,2,5) 和 (7,2,5) 广播为 (7,2,5)

	(7,2,5) 和 (7,1,5) 广播为 (7,2,5)

	(7,2,5) 和 (7,2,6) 不相容，无法广播



其中有一种特例，即每个输入数组都在一个不同的维度上具有退化的维度。这时，结果为它们的"外部操作"：(2,1) 和 (1,3) 广播为 (2,3)。更多示例，参考 Numpy 关于广播的文档。

广播组成

一个低阶数组到高阶数组的广播和退化维度的广播可用于同一个二元操作上。比如，大小为 4 的矢量和大小为 1x2 的矩阵可以用广播维度 (0) 来实现相加：

|1 2 3 4| + [5 6]    // [5 6] 是一个 1x2 矩阵，不是矢量


首先，矢量通过传播维度广播为 2 阶矩阵。单个值的广播维度 (0) 表示矢量的 0 维匹配矩阵的 0 维。这就会产生一个大小为 4xM 的矩阵，其中 M 用于匹配 1x2 数组中的相应维度的大小。因而，产生了一个 4x2 矩阵：

|1 1| + [5 6]
|2 2|
|3 3|
|4 4|


然后，"退化维度广播" 将 1x2 矩阵的零维广播并匹配右手边的矩阵的相应维度大小：

|1 1| + |5 6|     |6  7|
|2 2| + |5 6|  =  |7  8|
|3 3| + |5 6|     |8  9|
|4 4| + |5 6|     |9 10|


更复杂的一个例子是将一个大小为 1x2 的矩阵加到一个大小为 4x3x1 的数组上，广播维度为 (1,2)。首先，1x2 矩阵通过广播维度变为 3 阶方阵，这是一个大小为 Mx1x2 的中间结果，其中 M 由更大的那个操作数（这里是 4x3x1 的数组）的大小决定，因而得到 4x1x2 的中间数组。M 在零维上（最左边的维度），是因为 1 维和 2 维都被映射到了原来的 1x2 的矩阵上。这个中间数组可以通过退化维度广播来加到 4x3x1 矩阵上，最后产生一个 4x3x2 数组。
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为 XLA 开发一个新后端

本初级指南针对的是早期用户，他们希望用一种高效的方式轻易地将 TensorFlow 重定向到他们自己的硬件上。本指南不会手把手地讲解，我们假设读者已经了解 LLVM、Bazel、以及 TensorFlow。

XLA 提供了一个抽象的接口，让新的架构或加速器可以实现并创建可运行 TensorFlow 计算图的后端。

在新的硬件上重定向 XLA 要比重新实现 TensorFlow 所有的操作更简单、更具扩展性。

大部分实现都属于下列情形之一：


	已有的 CPU 架构尚没有在官方 XLA 中得到支持，存在或不存在已有的 LLVM 后端。

	非 CPU 硬件，已有 LLVM 后端。

	非 CPU 硬件，没有 LLVM 后端。



注意：LLVM 后端既包括官方发布的 LLVM 后端，也包括内部开发的定制 LLVM 后端。



场景 1：已有的 CPU 架构，但官方 XLA 尚不支持

在此场景中，先查看一下已有的 XLA CPU 后端。通过 LLVM，XLA 让 TensorFlow 更容易重定向到不同的 CPU，因为对于 CPU 来说， XLA 后端之间的主要区别在于 LLVM 生成的代码。Google 在 x64 和 ARM64 架构下测试了 XLA。

如果硬件厂商已经为他们的硬件开发了 LLVM 后端，将此后端与用 XLA 构建的 LLVM 链接起来是比较容易的。

在 JIT 模式中，XLA CPU 后端为主机 CPU 生成代码。对于提前（ahead-of-time）编译，

xla::AotCompilationOptions 可提供一个 LLVM 三元组，来配置目标架构。

如果尚不存在 LLVM 后端，但是存在另一种代码生成器，重用已有 CPU 后端的代码也是可能的。

场景 2：非 CPU 硬件，已有 LLVM 后端

在已有的xla::CPUCompiler

和 xla::GPUCompiler 类的基础上，是有可能建模出一个新的

xla::Compiler 实现的。因为它们已经生成了 LLVM IR。

根据硬件的不同，有可能许多 LLVM IR 生成的过程也会不同，但是很多代码是可以和已有的后端共享的。

参考的一个很好的例子是 XLA 的 GPU 后端。

这个 GPU 后端针对的非 CPU 的 ISA，因而它的代码生成的很多方面是 GPU 领域专有的。其它类型的硬件，比如，DSP 一类的 Hexagon （它们是有上游的 LLVM 后端的），可以重用 LLVM IR 生成逻辑的部分代码，但是其它部分则是不一样的。

场景 3：非 CPU 硬件，没有 LLVM 后端

如果没有可能利用 LLVM，则最好的选择是为你的硬件及 XLA 实现一个全新的后端。

这是最难的选择，因为你要实现如下的类：


	StreamExecutor:

对于许多设备而言，不是 StreamExecutor 中的所有方法都是必要的。更多细节，参见已有 StreamExecutor 的实现。

	xla::Compiler:

这个类封装了一个 HLO 计算到一个 xla::Executable 的编译。

	xla::Executable:

   这个类用于在目标平台上启动一个编译后的计算过程。

	xla::TransferManager:

   这个类让后端提供针对目标平台的机制，用于从设备内存句柄构造出 XLA 字面量数据。换句话说，它帮助封装了主 CPU 与设备之间的数据传输。
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使用即时编译

注意: 为了支持 XLA（加速线性代数），TensorFlow 必须从源文件编译。



为什么使用即时编译？

TensorFlow / XLA 即时编译器通过 XLA 编译和运行 TensorFlow 图的各个部分。与标准的 TensorFlow 实现相比，XLA 的好处是可以将多个运算符（内核融合）融合到少量的编译内核中。与 TensorFlow 逐个运行操作相比，融合运算能减少对内存带宽的要求，同时提升性能。

通过 XLA 运行 TensorFlow 图

有两种方式通过 XLA 运行 TensorFlow 计算图：一是用 CPU 或 GPU 设备上的即时编译操作，二是把操作放到 XLA_CPU 或 XLA_GPU TensorFlow 设备上。将操作直接放到一个 TensorFlow XLA

设备上强制执行，因此这种方法主要用于测试。

注意：XLA CPU 后端会生成快速、单线程的代码，但是不会如 TensorFlow CPU 后端一样并行化。 XLA GPU 后端与标准的 TensorFlow 后端充分竞争，运行速度时快时慢。



开启即时编译

即时编译可以在会话层开启，或手动进行选择操作。两种方式都是零拷贝 --- 数据在同台设备的已编译 XLA 内核和 TensorFlow 操作之间传递时，无需另行复制。

会话

在会话层开启即时编译时，系统将尽可能把所有操作编译成 XLA 计算。每个 XLA 计算将被编译成单个或多个设备底层内核。

受某些限制影响，如果图模型中有两个相邻的操作都要使用 XLA，它们将会被编译成单个 XLA 计算。

通过将 global_jit_level 设置成tf.OptimizerOptions.ON_1，并在会话初始化阶段传入配置，就可以在会话层开启即时编译。

# 配置开启即时编译
config = tf.ConfigProto()
config.graph_options.optimizer_options.global_jit_level = tf.OptimizerOptions.ON_1

sess = tf.Session(config=config)


注意：在会话层开启即时编译将不会导致为 CPU 编译操作。CPU 运算的即时编译必须通过下面描述的手动方法开启，原因在于 CPU 后端是单线程的。



手动开启

对于单个或多个操作，可以手动开启即时编译，通过对运算进行标记以使用属性 _XlaCompile=true 来进行编译。最简单的方法就是通过在 tensorflow/contrib/compiler/jit.py

中定义的 tf.contrib.compiler.jit.experimental_jit_scope() 。

使用范例：

    jit_scope = tf.contrib.compiler.jit.experimental_jit_scope

    x = tf.placeholder(np.float32)
    with jit_scope():
      y = tf.add(x, x)  # add 将被 XLA 编译


_XlaCompile 属性目前是以最佳的方式支持的。如果一个操作无法编译，TensorFlow 将默认回退到常规实现。

将操作加载到 XLA 设备中

通过 XLA 执行计算的另一种方法是将操作载入到特定的 XLA 设备上。这个方法通常只用于测试。有效设备包括 XLA_CPU 或 XLA_GPU。

with tf.device("/job:localhost/replica:0/task:0/device:XLA_GPU:0"):
  output = tf.add(input1, input2)


不同于标准 CPU 和 GPU 设备上的即时编译，这些设备在传输到设备上和关闭设备时，会生成一个数据副本。额外的拷贝导致在同一个图模型中混合使用 XLA 和 TensorFlow 操作的开销变得很大。

教程

这个教程涵盖了一个简单版的 MNIST softmax 训练模型。在会话层开启了即时编译，只支持 GPU。

在开始本教程之前，先验证 LD_LIBRARY 环境变量或者 ldconfig 包含 $CUDA_ROOT/extras/CUPTI/lib64，其中包含 CUDA 分析工具接口库

(CUPTI)。TensorFlow 使用 CUPTI 从 GPU 获取追踪信息。

步骤 #1: 准备代码范例

下载或移动 mnist_softmax_xla.py 到 TensorFlow 源码之外的文件夹中。

步骤 #2: 无 XLA 运行

执行 python 代码，不用 XLA 训练模型。

python mnist_softmax_xla.py --xla=''


使用 Chrome 跟踪事件探查器 (导航到 chrome://tracing)，当代码执行完时打开时间线文件 timeline.ctf.json。呈现的时间线类似于下图，其中有多个绿色框，标记为 MatMul，可能跨多个 GPU 。


  


步骤 #3：用 XLA 运行代码

执行 python 代码，用 XLA 训练模型，并打开 XLA 调试工具，用环境变量输出 XLA 图。

TF_XLA_FLAGS=--xla_generate_hlo_graph=.* python mnist_softmax_xla.py


打开时间线文件(timeline.ctf.json)。呈现的时间线类似于下图，其中有一个标有 _XlaLaunch

的长块。


  


通过查看控制台类似下面的输出来了解在 _XlaLaunch 里到底发生了什么:

computation cluster_0[_XlaCompiledKernel=true,_XlaNumConstantArgs=1].v82 [CPU:
pipeline start, before inline]: /tmp/hlo_graph_0.dot


控制台显示了包含 XLA 创建的图模型信息的 hlo_graph_xx.dot 文件位置。XLA 融合操作的过程可以从 hlo_graph_0.dot 开始逐个查看分析图了解。

为了将 .dot 文件渲染成 png 格式，需安装 GraphViz 并运行:

dot -Tpng hlo_graph_80.dot -o hlo_graph_80.png


结果如下图：
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操作语义

本文档介绍了在 ComputationBuilder 接口中定义的操作语义。通常来说，这些操作与 xla_data.proto 中 RPC 接口所定义的操作是一一对应的。

关于术语：广义数据类型 XLA 处理的是一个 N - 维数组，其元素均为某种数据类型（如 32 位浮点数）。在本文档中，数组 表示任意维度的数组。为方便起见，有些特例使用人们约定俗成的更具体和更熟悉的名称；比如，1 维数组称为向量，2 维数组称为矩阵。

BatchNormGrad

算法详情参见 ComputationBuilder::BatchNormGrad 和 batch normalization 原始论文。

计算 batch norm 的梯度

 `BatchNormGrad(operand, scale, mean, variance, grad_output, epsilon, feature_index)` 



	类型
	类型
	语义





	operand
	ComputationDataHandle
	待归一化的 n 维数组 （x）



	scale
	ComputationDataHandle
	1 维数组 (\(\gamma\))



	mean
	ComputationDataHandle
	1 维数组 (\(\mu\))



	variance
	ComputationDataHandle
	1 维数组 (\(\sigma^2\))



	grad_output
	ComputationDataHandle
	传入 BatchNormTraining 的梯度(\( \nabla y\))



	epsilon
	float
	ε 值 (\(\epsilon\))



	feature_index
	int64
	operand 中的特征维数索引







对于特征维数中的每一个特征（feature_index 即 operand 中特征维度的索引），此操作计算 operand 的梯度、在所有其他维度上的 offset 和 scale。feature_index 必须是 operand 中特征维度的合法索引。

[需要翻译]：The three gradients are defined by the following formulas (Assuming a 4-dimensional tensor as operand and (l) is the index for feature dimension):

\( coefl = \frac{1}{mwh}\sum{i=1}^m\sum{j=1}^w\sum{k=1}^h (\nabla y{ijkl} * (x{ijkl} - \mul) / (\sigma^2{l}+\epsilon)) \)

\( \nabla x{ijkl} = \gamma{l}  (1/\sqrt{\sigma^2_{l}+\epsilon})  [\nabla y{ijkl} - mean(\nabla y) - (x{ijkl} - \mu_{l}) * coef_l] \)

\( \nabla \betal = \sum{i=1}^m\sum{j=1}^w\sum{k=1}^h \nabla y_{ijkl} \)

\( \nabla \gammal = \sum{i=1}^m\sum{j=1}^w\sum{k=1}^h \nabla y{ijkl} * ((x{ijkl} - \mul) / \sqrt{\sigma^2{l}+\epsilon}) \)

输入 mean 和 variance 表示在批处理和空间维度上的矩值。

输出类型是包含三个句柄的元组：



	输出
	类型
	语义





	grad_operand
	ComputationDataHandle
	输入 operand 的梯度 (\( \nabla x\))



	grad_scale
	ComputationDataHandle
	输入 scale 的梯度 (\( \nabla \gamma\))



	grad_offset
	ComputationDataHandle
	输入 offset 的梯度 (\( \nabla \beta\))







BatchNormInference

算法详情参见 ComputationBuilder::BatchNormInference 和 batch normalization 原始论文。

在批处理和空间维度上归一化数组。

 `BatchNormInference(operand, scale, offset, mean, variance, epsilon, feature_index)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	待归一化的 n 维数组



	scale
	ComputationDataHandle
	1 维数组



	offset
	ComputationDataHandle
	1 维数组



	mean
	ComputationDataHandle
	1 维数组



	variance
	ComputationDataHandle
	1 维数组



	epsilon
	float
	ε 值



	feature_index
	int64
	operand 中的特征维数索引







对于特征维数中的每一个特征（feature_index 即 operand 中特征维度的索引），此操作计算在所有其他维度上的均值和方差，以及使用均值和方差归一化 operand 中的每个元素。feature_index 必须是 operand 中特征维度的合法索引。

BatchNormInference 等价于在每批次中不计算 mean 和 variance 的情况下调用 BatchNormTraining。它使用 mean 和 variance 作为估计值。此操作的目的是减少推断中的延迟，因此命名为 BatchNormInference。

输出是一个 N 维的标准化数组，与输入 operand 的形状相同。

BatchNormTraining

算法详情参见 ComputationBuilder::BatchNormTraining 和 batch normalization 原始论文。

在批处理和空间维度上归一化数组。

 `BatchNormTraining(operand, scale, offset, epsilon, feature_index)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	待归一化的 N 维数组 normalized (x)



	scale
	ComputationDataHandle
	1 维数组 (\(\gamma\))



	offset
	ComputationDataHandle
	1 维数组 (\(\beta\))



	epsilon
	float
	Epsilon 值 (\(\epsilon\))



	feature_index
	int64
	operand 中的特征维数索引







对于特征维数中的每一个特征（feature_index 即 operand 中特征维度的索引），此操作计算在所有其他维度上的均值和方差，以及使用均值和方差归一化 operand 中的每个元素。feature_index 必须是 operand 中特征维度的合法索引。

该算法对 operand \(x\) 中的每批次数据（包含 w 和 h 的 m 元素作为空间维度的大小）按如下次序执行：


	在特征维度中，对每个特征 l 计算批处理均值 \(\mu_l\):

\(\mul=\frac{1}{mwh}\sum{i=1}^m\sum{j=1}^w\sum{k=1}^h x_{ijkl}\)



	计算批处理方差 \(\sigma^2_l\):

\(\sigma^2l=\frac{1}{mwh}\sum{i=1}^m\sum{j=1}^w\sum{k=1}^h (x_{ijkl} - \mu_l)^2\)



	归一化、缩放和平移:

\(y_{ijkl}=\frac{\gammal(x{ijkl}-\mu_l)}{\sqrt[2]{\sigma^2_l+\epsilon}}+\beta_l\)





ε 值，通常是一个很小的数字，以避免 divide-by-zero 错误

输出类型是一个包含三个 ComputationDataHandle 类型元素的元组：



	输出
	类型
	语义





	output
	ComputationDataHandle
	与输入 operand (y)具有相同形状的 N 维数组



	batch_mean
	ComputationDataHandle
	1 维数组 (\(\mu\))



	batch_var
	ComputationDataHandle
	1 维数组 (\(\sigma^2\))







输入 batch_mean 和 batch_var 表示使用上述公式在批处理和空间维度上计算的矩值。

BitcastConvertType

同样参见

ComputationBuilder::BitcastConvertType.

类似于 TensorFlow 中的 tf.bitcast，对输入数据的每个元素进行 bitcast 操作，从而转化为目标形状。维度必须匹配，且转换是一对一的；如 s32 元素通过 bitcast 操作转化为 f32。Bitcast 采用底层 cast 操作，所以不同浮点数表示法的机器会产生不同的结果。

 `BitcastConvertType(operand, new_element_type)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	D 维，类型为 T 的数组



	new_element_type
	PrimitiveType
	类型 U







operand 和 目标形状的维度必须匹配。源和目标元素类型的位宽必须一致。源和目标元素类型不能是元组。

广播（Broadcast）

另请参阅 ComputationBuilder::Broadcast。

通过在数组中复制数据来增加其维度。

 `Broadcast(operand, broadcast_sizes)` 



	参数        
	类型                  
	语义





	operand        
	ComputationDataHandle
	待复制的数组



	broadcast_sizes
	ArraySlice<int64>    
	新维度的形状大小







新的维度被插入在操作数（operand）的左侧，即，若 broadcast_sizes 的值为 {a0, ..., aN}，而操作数（operand）的维度形状为 {b0, ..., bM}，则广播后输出的维度形状为 {a0, ..., aN, b0, ..., bM}。

新的维度指标被插入到操作数（operand）副本中，即

output[i0, ..., iN, j0, ..., jM] = operand[j0, ..., jM]


比如，若 operand 为一个值为 2.0f 的标量，且 broadcast_sizes 为 {2, 3}，则结果形状为 f32[2, 3] 的一个数组，且它的所有元素的值都为 2.0f。

调用（Call）

另请参阅 ComputationBuilder::Call。

给定参数情况下，触发计算。

 `Call(computation, args...)` 



	参数    
	类型                    
	语义                      





	computation
	Computation          
	类型为 T_0, T_1, ..., T_N ->S 的计算，它有 N 个任意类型的参数 



	args      
	N 个 ComputationDataHandle 的序列          
	任意类型的 N 个 参数







参数 args 的数目和类型必须与计算 computation 相匹配。当然，没有参数 args 也是允许的。

钳制（Clamp）

另请参阅 ComputationBuilder::Clamp。

将一个操作数钳制在最小值和最大值之间的范围内。

 `Clamp(min, operand, max)` 



	参数    
	类型                  
	语义                      





	min
	ComputationDataHandle
	类型为 T 的数组



	operand    
	ComputationDataHandle
	类型为 T 的数组



	max
	ComputationDataHandle
	类型为 T 的数组







给定操作数，最小和最大值，如果操作数位于最小值和最大值之间，则返回操作数，否则，如果操作数小于最小值，则返回最小值，如果操作数大于最大值，则返回最大值。即 clamp(a, x, b) =  min(max(a, x), b)。

输入的三个数组的维度形状必须是一样的。另外，也可以采用一种严格的广播形式，即 min 和/或 max 可以是类型为 T 的一个标量。

min 和 max 为标量的示例如下：

let operand: s32[3] = {-1, 5, 9};
let min: s32 = 0;
let max: s32 = 6;
==>
Clamp(min, operand, max) = s32[3]{0, 5, 6};


折叠（Collapse）

tf.reshape

将一个数组的多个维度折叠为一个维度。

 `Collapse(operand, dimensions)` 



	参数  
	类型                  
	语义                          





	operand  
	ComputationDataHandle
	类型为 T 的数组  



	dimensions
	int64 矢量        
	T 的维度形状的依次连续子集







tf.reshape

比如，令 v 为包含 24 个元素的数组：

let v = f32[4x2x3] {{{10, 11, 12},  {15, 16, 17}},
                    {{20, 21, 22},  {25, 26, 27}},
                    {{30, 31, 32},  {35, 36, 37}},
                    {{40, 41, 42},  {45, 46, 47}}};

// 折叠至一个维度，即只留下一个维度
let v012 = Collapse(v, {0,1,2});
then v012 == f32[24] {10, 11, 12, 15, 16, 17,
                      20, 21, 22, 25, 26, 27,
                      30, 31, 32, 35, 36, 37,
                      40, 41, 42, 45, 46, 47};

// 折叠两个较低维度，剩下两个维度
let v01 = Collapse(v, {0,1});
then v01 == f32[4x6] {{10, 11, 12, 15, 16, 17},
                      {20, 21, 22, 25, 26, 27},
                      {30, 31, 32, 35, 36, 37},
                      {40, 41, 42, 45, 46, 47}};

// 折叠两个较高维度，剩下两个维度
let v12 = Collapse(v, {1,2});
then v12 == f32[8x3] {{10, 11, 12},
                      {15, 16, 17},
                      {20, 21, 22},
                      {25, 26, 27},
                      {30, 31, 32},
                      {35, 36, 37},
                      {40, 41, 42},
                      {45, 46, 47}};


串连（Concatenate）

另请参阅 ComputationBuilder::ConcatInDim。

串连操作是将多个数组操作数合并成一个数组。输出数组与输入数组的秩必须是一样的（即要求输入数组的秩也要相同），并且它按输入次序包含了输入数组的所有元素。

 `Concatenate(operands..., dimension)` 



	参数
	类型
	语义





	operands
	N 个 ComputationDataHandle 的序列
	类型为 T 维度为 [L0, L1, ...] 的 N 个数组。要求 N>=1



	dimension
	int64
	区间 [0, N) 中的一个整数值，令那些 operands 能够串连起来的维度名







除了 dimension 之外，其它维度都必须是一样的。这是因为 XLA 不支持 "不规则" 数组。还要注意的是，0-阶的标量值是无法串连在一起的（因为无法确定串连到底发生在哪个维度）。

1-维示例：

Concat({{2, 3}, {4, 5}, {6, 7}}, 0)
>>> {2, 3, 4, 5, 6, 7}


2-维示例：

let a = {
  {1, 2},
  {3, 4},
  {5, 6},
};
let b = {
  {7, 8},
};
Concat({a, b}, 0)
>>> {
  {1, 2},
  {3, 4},
  {5, 6},
  {7, 8},
}


图表：


  


Conditional

另请参阅 ComputationBuilder::Conditional.

 `Conditional(pred, true_operand, true_computation, false_operand, false_computation)` 



	参数
	类型
	语义





	pred
	ComputationDataHandle
	类型为 PRED 的标量



	true_operand
	ComputationDataHandle
	类型为 T_0 的参数



	true_computation
	Computation
	类型为 T_0 -> S 的计算



	false_operand
	ComputationDataHandle
	类型为 T_1 的参数



	false_computation
	Computation
	类型为 T_0 -> S 的计算







如果 pred 为 true，执行 true_computation，如果 pred 为 false，则返回结果。

true_computation 必须接受一个类型为 T_0 的单参数，并使用 true_operand 来调用，它们必须类型相同。  false_computation 必须接受一个类型为 T_1 的单参数，并使用 false_operand 来调用，它们必须类型相同。 true_computation 和 false_computation 的返回值的类型必须相同。

注意，根据 pred 的值，true_computation 和 false_computation 只能执行其中一个。

Conv (卷积)

另请参阅 ComputationBuilder::Conv。

类似于 ConvWithGeneralPadding，但是边缘填充（padding）方式比较简单，要么是 SAME 要么是 VALID。SAME 方式将对输入（lhs）边缘填充零，使得在不考虑步长（striding）的情况下输出与输入的维度形状一致。VALID 填充方式则表示没有填充。

ConvWithGeneralPadding (卷积)

另请参阅 ComputationBuilder::ConvWithGeneralPadding。

计算神经网络中使用的卷积。此处，一个卷积可被认为是一个 n-维窗口在一个 n-维底空间上移动，并对窗口的每个可能的位置执行一次计算。



	参数
	类型
	语义





	lhs
	ComputationDataHandle
	秩为 n+2 的输入数组



	rhs
	ComputationDataHandle
	秩为 n+2 的内核权重数组



	window_strides
	ArraySlice<int64>
	n-维内核步长数组



	padding
	ArraySlice<pair<int64, int64>>
	n-维 (低, 高) 填充数据



	lhs_dilation
	ArraySlice<int64>
	n-维左边扩张因子数组



	rhs_dilation
	ArraySlice<int64>
	n-维右边扩张因子数组







设 n 为空间维数。lhs 参数是一个 n+2 阶数组，它描述底空间区域的维度。它被称为输入，其实 rhs 也是输入。在神经网络中，它们都属于输入激励。n+2 维的含义依次为：


	batch: 此维中每个坐标表示执行卷积的一个独立输入

	z/depth/features: 基空间区域中的每个 (y,x) 位置都指定有一个矢量，由这个维度来表示

	spatial_dims: 描述了定义了底空间区域的那 n 个空间维度，窗口要在它上面移动



rhs 参数是一个 n+2 阶的数组，它描述了卷积过滤器/内核/窗口。这些维度的含义依次为：


	output-z: 输出的 z 维度。

	input-z: 此维度的大小等于 lhs 参数的 z 维度的大小。

	spatial_dims: 描述了定义此 n-维窗口的那 n 个空间维度，此窗口用于在底空间上移动。



window_strides 参数指定了卷积窗口在空间维度上的步长。比如，如果步长为 3，则窗口只用放在第一个空间维度指标为 3 的倍数的那些位置上。

padding 参数指定了在底空间区域边缘填充多少个零。填充数目可以是负值 -- 这时数目绝对值表示执行卷积前要移除多少个元素。padding[0] 指定维度 y 的填充对子，padding[1] 指定的是维度 x 的填充对子。每个填充对子包含两个值，第一个值指定低位填充数目，第二个值指定高位填充数目。低位填充指的是低指标方向的填充，高位填充则是高指标方向的填充。比如，如果 padding[1] 为 (2,3)，则在第二个空间维度上，左边填充 2 个零，右边填充 3 个零。填充等价于在执行卷积前在输入 (lhs) 中插入这些零值。

lhs_dilation 和 rhs_dilation 参数指定了扩张系数，分别应用于 lhs 和 rhs 的每个空间维度上。如果在一个空间维度上的扩张系数为 d，则 d-1 个洞将被插入到这个维度的每一项之间，从而增加数组的大小。这些洞被填充上 no-op 值，对于卷积来说表示零值。

tf.nn.conv2d_transpose

输出形状的维度含义依次为：


	batch: 和输入（lhs）具有相同的 batch 大小。

	z: 和内核（rhs）具有相同的 output-z 大小。

	spatial_dims: 每个卷积窗口的有效位置的值。



卷积窗口的有效位置是由步长和填充后的底空间区域大小所决定的。

为描述卷积到底干了什么，考虑一个二维卷积，为输出选择某个固定的 batch，z，y，x 坐标。则 (y,x) 是底空间区域中的某个窗口的一个角的位置（比如左上角，具体是哪个要看你如何编码其空间维度）。现在，我们从底空间区域中得到了一个二维窗口，其中每一个二维点都指定有一个一维矢量，所以，我们得到一个三维盒子。对于卷积过滤器而言，因为我们固定了输出坐标 z，我们也有一个三维盒子。这两个盒子具有相同的维度，所以我们可以让它们逐个元素地相乘并相加（类似于点乘）。最后得到输出值。

注意，如果 output-z 等于一个数，比如 5，则此窗口的每个位置都在输出的 z 维 上产生 5 个值。这些值对应于卷积过滤器的不同部分，即每个 output-z 坐标，都由一个独立的三维盒子生成。所以，你可以将其想象成 5 个分立的卷积，每个都用了不同的过滤器。

下面是一个考虑了填充和步长的二维卷积伪代码：

for (b, oz, oy, ox) {  // 输出坐标
  value = 0;
  for (iz, ky, kx) {  // 内核坐标和输入 z
    iy = oy*stride_y + ky - pad_low_y;
    ix = ox*stride_x + kx - pad_low_x;
    if (底空间区域内的(iy, ix)是不在填充位置上的) {
      value += input(b, iz, iy, ix) * kernel(oz, iz, ky, kx);
    }
  }
  output(b, oz, oy, ox) = value;
}


ConvertElementType

另请参阅

ComputationBuilder::ConvertElementType.

与 C++ 中逐元素的 static_cast 类似，对输入数据的每个元素进行转换操作，从而转化为目标形状。维度必须匹配，且转换是一对一的；如 s32 元素通过 s32-to-f32 转换过程转换为 f32。

 `ConvertElementType(operand, new_element_type)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	D 维类型为 T 的数组



	new_element_type
	PrimitiveType
	类型 U







操作数和目标形状的维度必须匹配。源和目标元素类型不能是元组。

一个 T=s32 到 U=f32 的转换将执行标准化的 int-to-float 转化过程，如 round-to-nearest-even。

注意：目前没有指定精确的 float-to-int 和 visa-versa 转换，但是将来可能作为转换操作的附加参数。不是所有的目标都实现了所有可能的转换。



let a: s32[3] = {0, 1, 2};
let b: f32[3] = convert(a, f32);
then b == f32[3]{0.0, 1.0, 2.0}


CrossReplicaSum

另请参阅 ComputationBuilder::CrossReplicaSum。

跨多个副本（replica）的求和。

 `CrossReplicaSum(operand)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	跨多个副本待求和的数组。







输出的维度形状与输入形状一样。比如，如果有两个副本，而操作数在这两个副本上的值分别为 (1.0, 2.5) 和 (3.0, 5.25)，则此操作在两个副本上的输出值都是 (4.0, 7.75)。

计算 CrossReplicaSum 的结果需要从每个副本中获得一个输入，所以，如果一个副本执行一个 CrossReplicaSum 结点的次数多于其它副本，则前一个副本将永久等待。因此这些副本都运行的是同一个程序，这种情况发生的机会并不多，其中一种可能的情况是，一个 while 循环的条件依赖于输入的数据，而被输入的数据导致此循环在一个副本上执行的次数多于其它副本。

CustomCall

另请参阅 ComputationBuilder::CustomCall。

在计算中调用由用户提供的函数。

 `CustomCall(target_name, args..., shape)` 



	参数
	类型
	语义





	target_name
	string
	函数名称。一个指向这个符号名称的调用指令会被发出



	args
	N 个 ComputationDataHandle 的序列
	传递给此函数的 N 个任意类型的参数



	shape
	Shape
	此函数的输出维度形状







不管参数的数目和类型，此函数的签名（signature）都是一样的。

extern "C" void target_name(void* out, void** in);


比如，如果使用 CustomCall 如下：

let x = f32[2] {1,2};
let y = f32[2x3] {{10, 20, 30}, {40, 50, 60}};

CustomCall("myfunc", {x, y}, f32[3x3])


myfunc 实现的一个示例如下：

extern "C" void myfunc(void* out, void** in) {
  float (&x)[2] = *static_cast<float(*)[2]>(in[0]);
  float (&y)[2][3] = *static_cast<float(*)[2][3]>(in[1]);
  EXPECT_EQ(1, x[0]);
  EXPECT_EQ(2, x[1]);
  EXPECT_EQ(10, y[0][0]);
  EXPECT_EQ(20, y[0][1]);
  EXPECT_EQ(30, y[0][2]);
  EXPECT_EQ(40, y[1][0]);
  EXPECT_EQ(50, y[1][1]);
  EXPECT_EQ(60, y[1][2]);
  float (&z)[3][3] = *static_cast<float(*)[3][3]>(out);
  z[0][0] = x[1] + y[1][0];
  // ...
}


这个用户提供的函数不能有副作用，而且它的执行结果必须是确定的（即两次同样的调用不能有不同结果）。

注：用户函数的黑箱特点限制了编译器的优化潜力。所以，尽量使用原生的 XLA 操作来表示你的计算；只有在迫不得已的情况下才使用 CustomCall。



点乘（Dot）

另请参阅 ComputationBuilder::Dot。

 `Dot(lhs, rhs)` 



	参数
	类型
	语义                                     





	lhs
	ComputationDataHandle
	类型为 T 的数组



	rhs
	ComputationDataHandle
	类型为 T 的数组







此操作的具体语义由它的两个操作数的秩来决定：



	输入
	输出
	语义





	矢量 [n] dot 矢量 [n]
	标量
	矢量点乘



	矩阵 [m x k] dot 矢量 [k]
	矢量 [m]
	矩阵矢量乘法



	矩阵 [m x k] dot 矩阵 [k x n]
	矩阵 [m x n]
	矩阵矩阵乘法







此操作执行的是 lhs 的最后一维与 rhs 的倒数第二维之间的乘法结果的求和。因而计算结果会导致维度的 "缩减"。lhs 和 rhs 缩减的维度必须具有相同的大小。在实际中，我们会用到矢量之间的点乘，矢量/矩阵点乘，以及矩阵间的乘法。

DotGeneral

另请参阅

ComputationBuilder::DotGeneral.

 `DotGeneral(lhs, rhs, dimension_numbers)` 



	参数
	类型
	语义





	lhs
	ComputationDataHandle
	类型为 T 的数组



	rhs
	ComputationDataHandle
	类型为 T 的数组



	dimension_numbers
	DotDimensionNumbers
	类型为 T 的数组







和点乘一样，但是对于 'lhs' 和 'rhs' 允许收缩和指定批处理维数。



	DotDimensionNumbers 成员
	类型
	语义





	'lhs_contracting_dimensions'
	repeated int64
	'lhs' 转换维数



	'rhs_contracting_dimensions'
	repeated int64
	'rhs' 转换维数



	'lhs_batch_dimensions'
	repeated int64
	'lhs' 批处理维数



	'rhs_batch_dimensions'
	repeated int64
	'rhs' 批处理维数







DotGeneral 根据 'dimension_numbers' 指定的维数进行转换操作，然后计算点积和。

与 'lhs' 和 'rhs' 有关的转换维数不需要相同，但是在 'lhs_contracting_dimensions' 和 'rhs_contracting_dimensions' 数组必须按照相同的顺序列出，同时具有相同的维数大小。且需要同时与 'lhs' 和 'rhs' 在同一个维度上。

以转换维数为例：

lhs = { {1.0, 2.0, 3.0},
        {4.0, 5.0, 6.0} }

rhs = { {1.0, 1.0, 1.0},
        {2.0, 2.0, 2.0} }

DotDimensionNumbers dnums;
dnums.add_lhs_contracting_dimensions(1);
dnums.add_rhs_contracting_dimensions(1);

DotGeneral(lhs, rhs, dnums) -> { {6.0, 12.0},
                                 {15.0, 30.0} }


'lhs' 和 'rhs' 的批处理维数必须相同，在两个数组中必须以相同的顺序列出，同时维数大小必须相同。[需要翻译]and must be ordered before contracting and non-contracting/non-batch dimension numbers。

批处理维数的例子（批处理大小为 2，2x2 矩阵）：

lhs = { { {1.0, 2.0},
          {3.0, 4.0} },
        { {5.0, 6.0},
          {7.0, 8.0} } }

rhs = { { {1.0, 0.0},
          {0.0, 1.0} },
        { {1.0, 0.0},
          {0.0, 1.0} } }

DotDimensionNumbers dnums;
dnums.add_lhs_contracting_dimensions(2);
dnums.add_rhs_contracting_dimensions(1);
dnums.add_lhs_batch_dimensions(0);
dnums.add_rhs_batch_dimensions(0);

DotGeneral(lhs, rhs, dnums) -> { { {1.0, 2.0},
                                   {3.0, 4.0} },
                                 { {5.0, 6.0},
                                   {7.0, 8.0} } }




	Input
	Output
	Semantics





	[b0, m, k] dot [b0, k, n]
	[b0, m, n]
	batch matmul



	[b0, b1, m, k] dot [b0, b1, k, n]
	[b0, b1, m, n]
	batch matmul







[需要翻译]It follows that the resulting dimension number starts with the batch dimension, then the 'lhs' non-contracting/non-batch dimension, and finally the 'rhs' non-contracting/non-batch dimension.

DynamicSlice

另请参阅 ComputationBuilder::DynamicSlice.

DynamicSlice从动态 start_indices 输入数组中提取子数组。size_indices 为每个维度的切片大小，它在每个维度上指定了切片范围：[start, start + size)。start_indices 的秩必须为 1，且维数大小等于 operand 的秩。

注意：当前实现未定义切片索引越界（错误的运行时生成的'start_indices'）的情况。

 `DynamicSlice(operand, start_indices, size_indices)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的 N 维数组



	start_indices
	ComputationDataHandle
	N 个整数组成的秩为 1 的数组，其中包含每个维度的起始切片索引。值必须大于等于0



	size_indices
	ArraySlice<int64>
	N 个整数组成的列表，其中包含每个维度的切片大小。值必须大于 0，且 start + size 必须小于等于维度大小，从而避免封装维数大小的模运算







1 维示例如下：

let a = {0.0, 1.0, 2.0, 3.0, 4.0}
let s = {2}

DynamicSlice(a, s, {2}) produces:
  {2.0, 3.0}


2 维示例如下：

let b =
 { {0.0,  1.0,  2.0},
   {3.0,  4.0,  5.0},
   {6.0,  7.0,  8.0},
   {9.0, 10.0, 11.0} }
let s = {2, 1}

DynamicSlice(b, s, {2, 2}) produces:
  { { 7.0,  8.0},
    {10.0, 11.0} }


DynamicUpdateSlice

另请参见

ComputationBuilder::DynamicUpdateSlice.

DynamicUpdateSlice 是在输入数组 operand 上，通过切片 update 操作覆盖 start_indices 后生成的结果。update 的形状决定了更新后结果的子数组的形状。 start_indices 的秩必须为 1，且维数大小等于 operand 的秩。

注意：当前实现未定义切片索引越界（错误的运行时生成的'start_indices'）的情况。

 `DynamicUpdateSlice(operand, update, start_indices)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的 N 维数组



	update
	ComputationDataHandle
	类型为 T 的包含切片更新的 N 维数组，每个维度的更新形状必须大于 0 ，且 start + update 必须小于维度大小，从而避免越界更新索引



	start_indices
	ComputationDataHandle
	N 个整数组成的秩为 1 的数组，其中包含每个维度的起始切片索引。值必须大于等于0







1 维示例如下：

let a = {0.0, 1.0, 2.0, 3.0, 4.0}
let u = {5.0, 6.0}
let s = {2}

DynamicUpdateSlice(a, u, s) produces:
  {0.0, 1.0, 5.0, 6.0, 4.0}


2 维示例如下：

let b =
 { {0.0,  1.0,  2.0},
   {3.0,  4.0,  5.0},
   {6.0,  7.0,  8.0},
   {9.0, 10.0, 11.0} }
let u =
 { {12.0,  13.0},
   {14.0,  15.0},
   {16.0,  17.0} }

let s = {1, 1}

DynamicUpdateSlice(b, u, s) produces:
 { {0.0,  1.0,  2.0},
   {3.0, 12.0, 13.0},
   {6.0, 14.0, 15.0},
   {9.0, 16.0, 17.0} }


逐个元素的二元算术操作

另请参阅 ComputationBuilder::Add。

XLA 支持多个逐个元素的二元算术操作。

 `Op(lhs, rhs)` 

其中 Op 可以是如下操作之一：Add (加法), Sub (减法), Mul (乘法), Div (除法), Rem (余数), Max (最大值), Min (最小值), LogicalAnd (逻辑且), 或 LogicalOr (逻辑或)。



	参数
	类型
	语义                                     





	lhs
	ComputationDataHandle
	左操作数：类型为 T 的数组



	rhs
	ComputationDataHandle
	右操作数：类型为 T 的数组







广播语义

当 Op 为 Rem 时，结果的符号与被除数一致，而结果的绝对值总是小于除数的绝对值。

不过，还是可以用如下接口来支持不同秩操作数的广播：

 `Op(lhs, rhs, broadcast_dimensions)` 

其中 Op 的含义同上。这种接口用于具有不同秩的数组之间的算术操作（比如将一个矩阵与一个矢量相加）。

广播语义

逐个元素的比较操作

另请参阅 ComputationBuilder::Eq。

XLA 还支持标准的逐个元素的二元比较操作。注意：当比较浮点类型时，遵循的是标准的 IEEE 754 浮点数语义。

 `Op(lhs, rhs)` 

其中 Op 可以是如下操作之一：Eq (相等), Ne (不等), Ge (大于或等于), Gt (大于), Le (小于或等于), Lt (小于)。



	参数
	类型
	语义                                     





	lhs
	ComputationDataHandle
	左操作数：类型为 T 的数组



	rhs
	ComputationDataHandle
	右操作数：类型为 T 的数组







广播语义

要想用广播来比较不同秩的数组，需要用到如下接口：

 `Op(lhs, rhs, broadcast_dimensions)` 

其中 Op 含义同上。这种接口应该用于不同阶的数组之间的比较操作（比如将一个矩阵加到一个矢量上）。

广播语义

逐个元素的一元函数

ComputationBuilder 支持下列逐个元素的一元函数：

`Abs(operand)` 逐个元素的绝对值 x -> |x|。

`Ceil(operand)` 逐个元素的整数上界 x -> ⌈x⌉。

`Cos(operand)` 逐个元素的余弦 x -> cos(x)。

`Exp(operand)` 逐个元素的自然幂指数 x -> e^x。

`Floor(operand)` 逐个元素的整数下界 x -> ⌊x⌋。

`IsFinite(operand)` 测试 operand 的每个元素是否是有限的，即不是正无穷或负无穷，也不是 NaN。该操作返回一个 PRED 值的数组，维度形状与输入一致，数组中的元素当且仅当相应的输入是有限时为 true，否则为 false。

`Log(operand)` 逐个元素的自然对数 x -> ln(x)。

`LogicalNot(operand)` 逐个元素的逻辑非 x -> !(x)。

`Neg(operand)` 逐个元素取负值 x -> -x。

`Sign(operand)` 逐个元素求符号 x -> sgn(x)，其中

$$\text{sgn}(x) = \begin{cases} -1 & x < 0\ 0 & x = 0\ 1 & x > 0 \end{cases}$$

它使用的是 operand 的元素类型的比较运算符。

`Tanh(operand)` 逐个元素的双曲正切 x -> tanh(x)。



	参数
	类型
	语义                                     





	operand
	ComputationDataHandle
	函数的操作数







该函数应用于 operand 数组的每个元素，从而形成具有相同形状的数组。它允许操作数为标量（秩 0 ）

Gather[需要翻译]

The XLA gather operation stitches together several slices (each slice at a potentially different runtime offset) of an input tensor into an output tensor.

General Semantics

See also ComputationBuilder::Gather. For a more intuitive description, see the "Informal Description" section below.

 `gather(operand, gather_indices, output_window_dims, elided_window_dims, window_bounds, gather_dims_to_operand_dims)` 



	Arguments
	Type
	Semantics





	operand
	ComputationDataHandle
	The tensor we’re gathering from.



	gather_indices
	ComputationDataHandle
	Tensor containing the starting indices of the slices we're we're stitching together into the output tensor.



	index_vector_dim
	int64
	The dimension in gather_indices that contains the starting indices.



	output_window_dims
	ArraySlice<int64>
	The set of dimensions in the  output shape that are window dimensions (defined below). Not all window dimensions may be present in the output shape.



	elided_window_dims
	ArraySlice<int64>
	The set of window dimensions that are not present in the output shape. window_bounds[i] must be 1 for all i in elided_window_dims.



	window_bounds
	ArraySlice<int64>
	window_bounds[i] is the bounds for  window dimension i. This includes both the window dimensions that are explicitly part of the output shape (via output_window_dims) and the window dimensions that are elided (via elided_window_dims).



	gather_dims_to_operand_dims
	ArraySlice<int64>
	A dimension map (the array is interpreted as mapping i to gather_dims_to_operand_dims[i])  from the gather indices in gather_indices to the operand index space.  It has to be one-to-one and total.







For every index Out in the output tensor, we compute two things (more precisely described later):


	An index into gather_indices.rank - 1 dimensions of gather_indices, which gives us a starting index of a slice, operand slice, in the operand tensor.  These gather_indices.rank - 1 dimensions are all the dimensions in gather_indices except index_vector_dim.



	A window index that has the same rank as the operand.  This index is composed of the values in Out at dimensions output_window_dims, embedded with zeroes according to elided_window_dims.





The window index is the relative index of the element in operand slice that should be present in the output at index Out.

The output is a tensor of rank output_window_dims.size + gather_indices.rank - 1.  Additionally, as a shorthand, we define output_gather_dims of type ArraySlice<int64> as the set of dimensions in the output shape but not in output_window_dims, in ascending order.  E.g. if the output tensor has rank 5, output_window_dims is {2, 4} then output_gather_dims is {0, 1, 3}

If index_vector_dim is equal to gather_indices.rank we implicitly consider gather_indices to have a trailing 1 dimension (i.e. if gather_indices was of shape [6,7] and index_vector_dim is 2 then we implicitly consider the shape of gather_indices to be [6,7,1]).

The bounds for the output tensor along dimension i is computed as follows:


	If i is present in output_gather_dims (i.e. is equal to output_gather_dims[k] for some k) then we pick the corresponding dimension bounds out of gather_indices.shape, skipping index_vector_dim (i.e. pick gather_indices.shape.dims[k] if k < index_vector_dim and gather_indices.shape.dims[k+1] otherwise).

	If i is present in output_window_dims (i.e. equal to output_window_dims[k] for some k) then we pick the corresponding bound out of window_bounds after accounting for elided_window_dims (i.e. we pick adjusted_window_bounds[k] where adjusted_window_bounds is window_bounds with the bounds at indices elided_window_dims removed).



The operand index In corresponding to an output index Out is computed as follows:


	Let G = { Out[k] for k in output_gather_dims }.  Use G to slice out vector S such that S[i] = gather_indices[Combine(G, i)] where Combine(A, b) inserts b at position index_vector_dim into A. Note that this is well defined even if G is empty -- if G is empty then S = gather_indices.

	Create an index, S`in`, into operand using S by scattering S using the gather_dims_to_operand_dims map (S`in` is the starting indices for operand slice mentioned above).  More precisely:
	S`in`[gather_dims_to_operand_dims[k]] = S[k] if k < gather_dims_to_operand_dims.size.

	S`in`[_] = 0 otherwise.





	Create an index W`in` into operand by scattering the indices at the output window dimensions in Out according to the elided_window_dims set (W`in` is the window index mentioned above).  More precisely:
	W`in`[window_dims_to_operand_dims(k)] = Out[k] if k < output_window_dims.size (window_dims_to_operand_dims is defined below).

	W`in`[_] = 0 otherwise.





	In is W`in` + S`in` where + is element-wise addition.



window_dims_to_operand_dims is the monotonic function with domain [0, output_window_dims.size) and range [0, operand.rank) \ elided_window_dims.  So if, e.g., output_window_dims.size is 4, operand.rank is 6 and elided_window_dims is {0, 2} then window_dims_to_operand_dims is {0→1, 1→3, 2→4, 3→5}.

Informal Description and Examples

index_vector_dim is set to gather_indices.rank - 1 in all of the examples that follow.  More interesting values for index_vector_dim does not change the operation fundamentally, but makes the visual representation more cumbersome.

To get an intuition on how all of the above fits together, let's look at an example that gathers 5 slices of shape [8,6] from a [16,11] tensor.  The position of a slice into the [16,11] tensor can be represented as an index vector of shape S64[2], so the set of 5 positions can be represented as a S64[5,2] tensor.

The behavior of the gather operation can then be depicted as an index transformation that takes [G,W`0`,W`1`], an index in the output shape, and maps it to an element in the input tensor in the following way:


  


We first select an (X,Y) vector from the gather indices tensor using G. The element in the output tensor at index [G,W`0`,W`1`] is then the element in the input tensor at index [X+W`0`,Y+W`1`].

window_bounds is [8,6], which decides the range of W`0` and W`1`, and this in turn decides the bounds of the slice.

This gather operation acts as a batch dynamic slice with G as the batch dimension.

The gather indices may be multidimensional.  For instance, a more general version of the example above using a "gather indices" tensor of shape [4,5,2]

would translate indices like this:


  


Again, this acts as a batch dynamic slice G`0` and G`1` as the batch dimensions.  The window bounds are still [8,6].

The gather operation in XLA generalizes the informal semantics outlined above in the following ways:


	We can configure which dimensions in the output shape are the window dimensions (dimensions containing W`0`, W`1` in the last example).  The output gather dimensions (dimensions containing G`0`, G`1` in the last example) are defined to be the output dimensions that are not window dimensions.



	The number of output window dimensions explicitly present in the output shape may be smaller than the input rank.  These "missing" dimensions, which are listed explicitly as elided_window_dims, must have a window bound of 1.  Since they have a window bound of 1 the only valid index for them is 0 and eliding them does not introduce ambiguity.



	The slice extracted from the "Gather Indices" tensor ((X, Y) in the last example) may have fewer elements than the input tensor rank, and an explicit mapping dictates how the index should be expanded to have the same rank as the input.





As a final example, we use (2) and (3) to implement tf.gather_nd:


  


G`0` and G`1` are used to slice out a starting index from the gather indices tensor as usual, except the starting index has only one element, X.  Similarly, there is only one output window index with the value W`0`.  However, before being used as indices into the input tensor, these are expanded in accordance to "Gather Index Mapping" (gather_dims_to_operand_dims in the formal description) and "Window Mapping" (window_dims_to_operand_dims in the formal description) into [0,W`0`] and [X,0] respectively, adding up to [X,W`0`].  In other words, the output index [G`0`,G`1`,W`0`] maps to the input index [GatherIndices[G`0`,G`1`,0],X] which gives us the semantics for tf.gather_nd.

window_bounds for this case is [1,11].  Intuitively this means that every index X in the gather indices tensor picks an entire row and the result is the concatenation of all these rows.

GetTupleElement

另请参阅 ComputationBuilder::GetTupleElement。

将索引添加到编译时常量的元组中。

该值必须是编译时常量，这样才可以通过形状推断确定结果值的类型。

概念上，这类似于 C++ 中的 std::get<int N>(t)：

let v: f32[10] = f32[10]{0, 1, 2, 3, 4, 5, 6, 7, 8, 9};
let s: s32 = 5;
let t: (f32[10], s32) = tuple(v, s);
let element_1: s32 = gettupleelement(t, 1);  // 推断出的形状匹配 s32.


tf.tuple

Infeed

另请参阅 ComputationBuilder::Infeed.

 `Infeed(shape)` 



	参数
	类型
	语义





	shape
	Shape
	从 Infeed 接口读取数据的维度形状。此形状的数据布局必须与发送到设备上的数据相匹配；否则行为是未定义的







从设备的隐式 Infeed 流接口读取单个数据项，根据给定的形状和布局来进行解析，并返回一个此数据的 ComputationDataHandle。在一个计算中允许有多个 Infeed 操作，但这些 Infeed 操作之间必须是全序的。比如，下面代码中两个 Infeed 是全序的，因为在不同 while 循环之间有依赖关系。

result1 = while (condition, init = init_value) {
  Infeed(shape)
}

result2 = while (condition, init = result1) {
  Infeed(shape)
}


不支持嵌套的元组形状。对于一个空的元组形状，Infeed 操作通常是一个 no-op，因而不会从设备的 Infeed 中读取任何数据。

注意：我们计划允许支持没有全序的多个 Infeed 操作，在这种情况下，编译器将提供信息，确定这些 Infeed 操作在编译后的程序中如何串行化。



映射（Map）

另请参阅 ComputationBuilder::Map。

 `Map(operands..., computation)` 



	参数
	类型
	语义





	operands
	N 个 ComputationDataHandle 的序列
	类型为 T0..T{N-1} 的 N 个数组



	computation
	Computation
	类型为T_0, T_1, ..., T_{N + M -1} -> S 的计算，有 N 个类型为 T 的参数，和 M 个任意类型的参数



	dimensions
	int64 array
	映射维度的数组



	static_operands
	M 个 ComputationDataHandle 的序列
	任意类型的 M 个数组







将一个标量函数作用于给定的 operands 数组，可产生相同维度的数组，其中每个元素都是映射函数（mapped function）作用于相应输入数组中相应元素的结果，而 static_operands 是 computation 的附加输入。

此映射函数可以是任意计算过程，只不过它必须有 N 个类型为 T 的标量参数，和单个类型为 S 的输出。输出的维度与输入 operands 相同，只不过元素类型 T 换成了 S。

比如，Map(op1, op2, op3, computation, par1) 用 elem_out <-
computation(elem1, elem2, elem3, par1) 将输入数组中的每个（多维）指标映射产生输出数组。

填充（Pad）

另请参阅 ComputationBuilder::Pad。

 `Pad(operand, padding_value, padding_config)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的数组



	padding_value
	ComputationDataHandle
	类型为 T 的标量，用于填充



	padding_config
	PaddingConfig
	每个维度的两端的填充量 (low, high)







通过在数组周围和数组之间进行填充，可以将给定的 operand 数组扩大，其中 padding_value 和 padding_config 用于配置每个维度的边缘填充和内部填充的数目。

PaddingConfig 是 PaddingConfigDimension 的一个重复字段，它对于每个维度都包含有三个字段：edge_padding_low, edge_padding_high 和 interior_padding。edge_padding_low 和 edge_padding_high 分别指定了该维度上低端（指标为 0 那端）和高端（最高指标那端）上的填充数目。边缘填充数目可以是负值 — 负的填充数目的绝对值表示从指定维度移除元素的数目。interior_padding 指定了在每个维度的任意两个相邻元素之间的填充数目。逻辑上，内部填充应发生在边缘填充之前，所有在负边缘填充时，会从经过内部填充的操作数之上再移除边缘元素。如果边缘填充配置为 (0, 0)，且内部填充值都是 0，则此操作是一个 no-op。下图展示的是二维数组上不同 edge_padding 和 interior_padding 值的示例。


  


Recv

另请参阅

ComputationBuilder::Recv.

 `Recv(shape, channel_handle)` 



	参数
	类型
	语义





	shape
	Shape
	要接收的数据的形状



	channel_handle
	ChannelHandle
	发送/接收对的唯一标识







从另一台共享相同通道句柄的计算机的 Send 指令接收指定形状的数据，返回一个接收数据的 ComputationDataHandle。

客户端 Recv 操作的客户端 API 是同步通信。但是，指令内分解成 2 个 HLO 指令（Recv 和 RecvDone）用于异步数据传输。请参考 HloInstruction::CreateRecv 和 HloInstruction::CreateRecvDone

`Recv(const Shape& shape, int64 channel_id)`

分配资源从具有相同 channel_id 的 Send 指令接收数据。返回已分配资源的上下文，该上下文随后通过 RecvDone 指令等待数据传输完成。上下文是 {接收缓冲区 (形状), 请求标识符（U32）} 的元组，且只能用于 RecvDone 指令。

 `RecvDone(HloInstruction context)` 

给定一个由 Recv 指令创建的上下文，等待数据传输完成并返回接收的数据。

Reduce

另请参阅 ComputationBuilder::Reduce。

将一个归约函数作用于一个数组。

 `Reduce(operand, init_value, computation, dimensions)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的数组



	init_value
	ComputationDataHandle
	类型为 T 的标量



	computation
	Computation
	类型为 T, T -> T的计算



	dimensions
	int64 数组
	待归约的未排序的维度数组







从概念上看，归约（Reduce）操作将输入数组中的一个或多个数组归约为标量。结果数组的秩为 rank(operand) - len(dimensions)。 init_value 是每次归约的初值，如果后端有需求也可以在计算中插入到任何地方。所以，在大多数情况下，init_value 应该为归约函数的一个单位元（比如，加法中的 0）。

归约函数的执行顺序是任意的，即可能是非确定的。因而，归约函数不应对运算的结合性敏感。

有些归约函数，比如加法，对于浮点数并没有严格遵守结合率。不过，如果数据的范围是有限的，则在大多数实际情况中，浮点加法已经足够满足结合率。当然，我们也可以构造出完全不遵守结合率的归约函数，这时，XLA 归约就会产生不正确或不可预测的结果。

下面是一个示例，对 1D 数组 [10, 11, 12, 13] 进行归约，归约函数为 f （即参数 computation），则计算结果为：

f(10, f(11, f(12, f(init_value, 13)))

但它还有其它很多种可能性，比如：

f(init_value, f(f(10, f(init_value, 11)), f(f(init_value, 12), f(13,
init_value))))

下面是一段实现归约的伪代码，归约计算为求和，初值为 0。

result_shape <- 从 operand_shape 的维度中移除所有待归约的维度

# 遍历 result_shape 中的所有元素，这里，r 的数目等于 result 的秩
for r0 in range(result_shape[0]), r1 in range(result_shape[1]), ...:
  # 初始化 result 的元素
  result[r0, r1...] <- 0

  # 遍历所有的归约维度
  for d0 in range(dimensions[0]), d1 in range(dimensions[1]), ...:
    # 用 operand 的元素的值来增加 result 中的元素的值
    # operand 的元素的索引由所有的 ri 和 di 按正确的顺序构造而来
    # （构造得到的索引用来访问 operand 的整个形状）
    result[r0, r1...] += operand[ri... di]


下面是一个对 2D 数组（矩阵）进行归约的示例。其形状的秩为 2，0 维大小为 2，1 维大小为 3：


  


对 0 维或 1 维进行求和归约：


  


注意，两个归约结果都是一维数组。图中将一个显示为行，另一个显示为列，但这只是为了可视化效果。

下面是一个更复杂的 3D 数组的例子。它的秩为 3 ，形状为 (4,2,3)。为简单起见，我们让 1 到 6 这几个数字沿 0 维复制 4 份。


  


类似于二维的情况，我们可以只归约一个维度。如果我们归约第 0 维，我们得到一个二阶数组，它沿第 0 维的所有值会合并为一个标量：

|  4   8  12 |
| 16  20  24 |


如果我们归约第 2 维，结果仍然是一个二阶数组，沿第 2 维的所有值合并为一个标量：

| 6  15 |
| 6  15 |
| 6  15 |
| 6  15 |


注意，输出中剩下的维度的顺序与它们在输入中的相对顺序保持一致，只不过维度的名称（数字）会发生变化，因为数组的秩发生了变化。

我们也可以归约多个维度。对 0 维和 1 维进行求和归约，将得到一个一维数组 | 20 28 36 |。

对这个三维数组的所有元素进行求和归约，得到一个标量 84。

ReducePrecision

另请参阅 ComputationBuilder::ReducePrecision。

当浮点数转换为低精度格式（比如 IEEE-FP16）然后转换回原格式时，值可能会发生变化，ReducePrecision 对这种变化进行建模。低精度格式中的指数（exponent）和尾数（mantissa）的位数目是可以任意指定的，不过不是所有硬件实现都支持所有的位大小。

 `ReducePrecision(operand, mantissa_bits, exponent_bits)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	浮点类型 T 的数组



	exponent_bits
	int32
	低精度格式中的指数位数



	mantissa_bits
	int32
	低精度格式中的尾数位数







结果为类型为 T 的数组。输入值被舍入至与给定尾数位的数字最接近的那个值（采用的是"偶数优先"原则）。而超过指数位所允许的值域时，输入值会被视为正无穷或负无穷。NaN 值会保留，不过它可能会被转换为规范化的 NaN 值。

低精度格式必须至少有一个指数位（为了区分零和无穷，因为两者的尾数位都为零），且尾数位必须是非负的。指数或尾数位可能会超过类型 T；这种情况下，相应部分的转换就仅仅是一个 no-op 了。

ReduceWindow

另请参阅 ComputationBuilder::ReduceWindow。

将一个归约函数应用于输入多维数组的每个窗口内的所有元素上，输出一个多维数组，其元素个数等于合法窗口的元素数目。一个池化层可以表示为一个 ReduceWindow。

 `ReduceWindow(operand, init_value, computation, window_dimensions,
window_strides, padding)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的 N 维数组。这是窗口放置的底空间区域



	init_value
	ComputationDataHandle
	归约的初始值。细节请参见 规约。



	computation
	Computation
	类型为 T, T -> T的归约函数，应用于每个窗口内的所有元素



	window_dimensions
	ArraySlice<int64>
	表示窗口维度值的整数数组



	window_strides
	ArraySlice<int64>
	表示窗口步长值的整数数组



	padding
	Padding
	窗口的边缘填充类型（Padding\:\:kSame 或 Padding\:\:kValid）







下列代码和图为一个使用 ReduceWindow 的示例。输入是一个大小为 [4x6] 的矩阵，window_dimensions 和 window_stride_dimensions 都是 [2x3]。

// 创建一个归约计算（求最大值）
Computation max;
{
  ComputationBuilder builder(client_, "max");
  auto y = builder.Parameter(0, ShapeUtil::MakeShape(F32, {}), "y");
  auto x = builder.Parameter(1, ShapeUtil::MakeShape(F32, {}), "x");
  builder.Max(y, x);
  max = builder.Build().ConsumeValueOrDie();
}

// 用最大值归约计算来创建一个 ReduceWindow 计算
ComputationBuilder builder(client_, "reduce_window_2x3");
auto shape = ShapeUtil::MakeShape(F32, {4, 6});
auto input = builder.Parameter(0, shape, "input");
builder.ReduceWindow(
    input, *max,
    /*init_val=*/builder.ConstantLiteral(LiteralUtil::MinValue(F32)),
    /*window_dimensions=*/{2, 3},
    /*window_stride_dimensions=*/{2, 3},
    Padding::kValid);



  


在维度中，步长为 1 表示在此维度上两个相邻窗口间隔一个元素，为了让窗口互相不重叠，window_stride_dimensions 和 window_dimensions 应该要相等。下图给出了两种不同步长设置的效果。边缘填充应用于输入的每个维度，计算过程实际发生在填充之后的数组上。


  


归约函数的执行顺序是任意的，因而结果可能是非确定性的。所以，归约函数应该不能对计算的结合性太过敏感。更多细节，参见 Reduce 关于结合性的讨论。

Reshape

另请参阅 ComputationBuilder::Reshape 和 Collapse 操作。

变形操作（reshape）是将一个数组的维度变成另外一种维度设置。

 `Reshape(operand, new_sizes)` 

 `Reshape(operand, dimensions, new_sizes)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的数组



	dimensions
	int64 vector
	维度折叠的顺序



	new_sizes
	int64 vector
	新维度大小的矢量







从概念上看，变形操作首先将一个数组拉平为一个一维矢量，然后将此矢量展开为一个新的形状。输入参数是一个类型为 T 的任意数组，一个编译时常量的维度指标数组，以及表示结果维度大小的一个编译时常量的数组。如果给出了 dimensions 参数，这个矢量中的值必须是 T 的所有维度的一个置换，其默认值为 {0, ..., rank - 1}。dimensions 中的维度的顺序是从最慢变化维（最主序）到最快变化维（最次序），按照这个顺序依次将所有元素折叠到一个维度上。new_sizes 矢量决定了输出数组的维度大小。new_sizes[0] 表示第 0 维的大小，new_sizes[1] 表示的是第 1 维的大小，依此类推。new_sizes 中的维度值的乘积必须等于 operand 的维度值的乘积。将折叠的一维数组展开为由 new_sizes 定义的多维数组时，new_sizes 中的维度的顺序也是最慢变化维（最主序）到最快变化维（最次序）。

比如，令 v 为包含 24 个元素的数组：

let v = f32[4x2x3] {{{10, 11, 12}, {15, 16, 17}},
                    {{20, 21, 22}, {25, 26, 27}},
                    {{30, 31, 32}, {35, 36, 37}},
                    {{40, 41, 42}, {45, 46, 47}}};

依次折叠:
let v012_24 = Reshape(v, {0,1,2}, {24});
then v012_24 == f32[24] {10, 11, 12, 15, 16, 17, 20, 21, 22, 25, 26, 27,
                         30, 31, 32, 35, 36, 37, 40, 41, 42, 45, 46, 47};

let v012_83 = Reshape(v, {0,1,2}, {8,3});
then v012_83 == f32[8x3] {{10, 11, 12}, {15, 16, 17},
                          {20, 21, 22}, {25, 26, 27},
                          {30, 31, 32}, {35, 36, 37},
                          {40, 41, 42}, {45, 46, 47}};

乱序折叠:
let v021_24 = Reshape(v, {1,2,0}, {24});
then v012_24 == f32[24]  {10, 20, 30, 40, 11, 21, 31, 41, 12, 22, 32, 42,
                          15, 25, 35, 45, 16, 26, 36, 46, 17, 27, 37, 47};

let v021_83 = Reshape(v, {1,2,0}, {8,3});
then v021_83 == f32[8x3] {{10, 20, 30}, {40, 11, 21},
                          {31, 41, 12}, {22, 32, 42},
                          {15, 25, 35}, {45, 16, 26},
                          {36, 46, 17}, {27, 37, 47}};


let v021_262 = Reshape(v, {1,2,0}, {2,6,2});
then v021_262 == f32[2x6x2] {{{10, 20}, {30, 40},
                              {11, 21}, {31, 41},
                              {12, 22}, {32, 42}},
                             {{15, 25}, {35, 45},
                              {16, 26}, {36, 46},
                              {17, 27}, {37, 47}}};


作为特例，单元素数组和标量之间可以用变形操作相互转化。比如：

Reshape(f32[1x1] {{5}}, {0,1}, {}) == 5;
Reshape(5, {}, {1,1}) == f32[1x1] {{5}};


Rev (反转)

另请参阅 ComputationBuilder::Rev。

`Rev(operand, dimensions)`



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的数组 



	dimensions
	ArraySlice<int64>
	待反转的维度







反转操作是将 operand 数组沿指定的维度 dimensions 对元素的顺序反转，产生一个形状相同的数组。operand 数组的每个元素被存储在输出数组的变换后的位置上。元素的原索引位置在每个待倒置维度上都被反转了，得到其在输出数组中的索引位置（即，如果一个大小为 N 的维度是待倒置的，则索引 i 被变换为 N-i-i）。

Rev 操作的一个用途是在神经网络的梯度计算时沿两个窗口维度对卷积权重值进行倒置。

RngNormal

另请参阅 ComputationBuilder::RngNormal。

RngNormal 构造一个符合 $$(\mu, \sigma)$$ 正态随机分布的指定形状的随机数组。参数 mu 和 sigma 为 F32 类型的标量值，而输出形状为 F32 的数组。

`RngNormal(mean, sigma, shape)`



	参数
	类型
	语义





	mu
	ComputationDataHandle
	类型为 F32 的标量，指定生成的数的均值



	sigma
	ComputationDataHandle
	类型为 F32 的标量，指定生成的数的标准差



	shape
	Shape
	类型为 F32 的输出的形状







RngUniform

另请参阅 ComputationBuilder::RngUniform。

RngNormal 构造一个符合区间 $$[a,b)$$ 上的均匀分布的指定形状的随机数组。参数和输出形状可以是 F32、S32 或 U32，但是类型必须是一致的。此外，参数必须是标量值。如果 $$b <= a$$，输出结果与具体的实现有关。

`RngUniform(a, b, shape)`



	参数
	类型
	语义





	a
	ComputationDataHandle
	类型为 T 的标量，指定区间的下界



	b
	ComputationDataHandle
	类型为 T 的标量，指定区间的上界



	shape
	Shape
	类型为 T 的输出的形状







Select

另请参阅

ComputationBuilder::Select.

基于 predicate 数组的值，从两个输入数组构造输出数组。

 `Select(pred, on_true, on_false)` 



	参数
	类型
	语义





	pred
	ComputationDataHandle
	类型为 PRED 的数组



	on_true
	ComputationDataHandle
	类型为 T 的数组



	on_false
	ComputationDataHandle
	类型为 T 的数组







数组 on_true 和 on_false 的形状必须相同。这也是输出数组的形状。数组 pred 必须与 on_true、 on_false具有相同的维度，且值为 PRED 类型。

对于 pred 的每个元素 P，当 P 值为 true 时，相应的输出值从 on_true 中获取，否则从 on_false 中获取。由于 broadcasting 限制，pred 可以是类型为 PRED 的标量。此时，当 pred 值为 true 时，输出数组为 on_true，否则为 on_false。

非标量 pred 的示例如下：

let pred: PRED[4] = {true, false, false, true};
let v1: s32[4] = {1, 2, 3, 4};
let v2: s32[4] = {100, 200, 300, 400};
==>
Select(pred, v1, v2) = s32[4]{1, 200, 300, 4};


标量 pred 的示例如下：

let pred: PRED = true;
let v1: s32[4] = {1, 2, 3, 4};
let v2: s32[4] = {100, 200, 300, 400};
==>
Select(pred, v1, v2) = s32[4]{1, 2, 3, 4};


支持元组之间的 Selections 操作。因此元组认为是标量类型。如果 on_true 和  on_false 为元组（必须形状相同），则 pred 必须是类型为 PRED 的标量。

SelectAndScatter

另请参阅 ComputationBuilder::SelectAndScatter。

这个操作可视为一个复合操作，它先在 operand 数组上计算 ReduceWindow，以便从每个窗口中选择一个数，然后将 source 数组散布到选定元素的指标位置上，从而构造出一个与 operand 数组形状一样的输出数组。二元函数 select 用于从每个窗口中选出一个元素，当调用此函数时，第一个参数的指标矢量的字典序小于第二个参数的指标矢量。如果第一个参数被选中，则 select 返回 true，如果第二个参数被选中，则返回 false。而且该函数必须满足传递性，即如果 select(a, b) 和 select(b, c) 都为 true，则 select(a, c) 也为 true。这样，被选中的元素不依赖于指定窗口中元素访问的顺序。

scatter 函数作用在输出数组的每个选中的指标上。它有两个标量参数：


	输出数组中选中指标处的值

	source 中被放置到选中指标处的值



它根据这两个参数返回一个标量值，用于更新输出数组中选中指标处的值。最开始的时候，输出数组所有指标处的值都被设为 init_value。

输出数组与 operand 数组的形状相同，而 source 数组必须与 operand 上应用 ReduceWindow 之后的形状相同。 SelectAndScatter 可用于神经网络池化层中梯度值的反向传播。

`SelectAndScatter(operand, select, window_dimensions, window_strides,
padding, source, init_value, scatter)`



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的数组，窗口在它上面滑动



	select
	Computation
	类型为 T, T -> PRED 的二元计算，它被应用到每个窗口中的所有元素上；如果选中第一个元素返回 true，如果选中第二个元素返回 false



	window_dimensions
	ArraySlice<int64>
	表示窗口维度值的整数数组



	window_strides
	ArraySlice<int64>
	表示窗口步长值的整数数组



	padding
	Padding
	窗口边缘填充类型（Padding\:\:kSame 或 Padding\:\:kValid）



	source
	ComputationDataHandle
	类型为 T 的数组，它的值用于散布



	init_value
	ComputationDataHandle
	类型为 T 的标量值，用于输出数组的初值



	scatter
	Computation
	类型为 T, T -> T 的二元计算，应用于 source 的每个元素和它的目标元素







下图为 SelectAndScatter 的示例，其中 select 函数计算它的参数中的最大值。注意，当窗口重叠时，如图 (2) 所示，operand 的一个指标可能会被不同窗口多次选中。在此图中，值为 9 的元素被顶部的两个窗口（蓝色和红色）选中，从而二元加法函数 scatter 产生值为 8 的输出值（2+6）。


  


scatter 函数的执行顺序是任意的，因而可能会出现不确定的结果。所以，scatter 函数不应该对计算的结合性过于敏感。更多细节，参见 Reduce 一节中关于结合性的讨论。

Send

另请参阅 ComputationBuilder::Send。

 `Send(operand, channel_handle)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	待发送的数据（类型为 T 的数组）



	channel_handle
	ChannelHandle
	发送/接收 对的唯一标识符







将给定的 operand 数据发送到另一台计算机上共享相同通道句柄的 Recv 中。不返回任何数据。

与 Recv 操纵类似，Send 操作的客户端 API 为同步通信，并在内部分解为 2 个 HLO 指令（Send 和 SendDone）以使用异步数据传输。另请参阅 HloInstruction::CreateSend 和 HloInstruction::CreateSendDone。

`Send(HloInstruction operand, int64 channel_id)`

发起 operand 的异步传输过程，将数据传输到具有相同通道 id 的 Recv 指令分配的资源中。返回一个上下文，随后使用 SendDone 指令等待数据传输完成。上下文是 {operand (shape), request identifier

(U32)} 的二元组，且只能用于 SendDone 指令。

 `SendDone(HloInstruction context)` 

根据 Send 指令创建的上下文，等待数据传输完成。指令不返回任何数据。

 Scheduling of channel instructions 

每个通道的 4 个指令 (Recv, RecvDone, Send, SendDone) 的执行顺序如下。


  



	Recv happens before Send

	Send happens before RecvDone

	Recv happens before RecvDone

	Send happens before SendDone



当后端编译器为通过通道指令进行通信的每一个计算生成一个线性调度时，在计算过程中不能有循环。例如，下面的调度会产生死循环。


  


Slice

另请参阅 ComputationBuilder::Slice。

Slice 用于从输入数组中提取出一个子数组。子数组与输入数组的秩相同，它的值在输入数组的包围盒中，此包围盒的维度和指标作为 slice 操作的参数而给出。

 `Slice(operand, start_indices, limit_indices)` 



	参数
	类型
	语义





	operand
	ComputationDataHandle
	类型为 T 的 N 维数组



	start_indices
	ArraySlice<int64>
	N 个整数的数组，包含每个维度的切片的起始指标。值必须大于等于零



	limit_indices
	ArraySlice<int64>
	N 个整数的数组，包含每个维度的切片的结束指标（不包含）。每个维度的结束指标必须严格大于其起始指标，且小于等于维度大小







1-维示例：

let a = {0.0, 1.0, 2.0, 3.0, 4.0}
Slice(a, {2}, {4}) produces:
  {2.0, 3.0}


2-维示例：

let b =
 { {0.0,  1.0,  2.0},
   {3.0,  4.0,  5.0},
   {6.0,  7.0,  8.0},
   {9.0, 10.0, 11.0} }

Slice(b, {2, 1}, {4, 3}) produces:
  { { 7.0,  8.0},
    {10.0, 11.0} }


Sort

另请参阅 ComputationBuilder::Sort。

Sort 用于对输入数组中的元素进行排序。

`Sort(operand)`



	参数
	类型
	语义





	operand
	ComputationDataHandle
	待排序数组







Transpose

tf.reshape

`Transpose(operand)`



	参数
	类型
	语义





	operand
	ComputationDataHandle
	待转置的数组



	permutation
	ArraySlice<int64>
	指定维度重排列的方式







Transpose 将 operand 数组的维度重排列，所以

∀ i . 0 ≤ i < rank ⇒ input_dimensions[permutation[i]] = output_dimensions[i]。

这等价于 Reshape(operand, permutation, Permute(permutation, operand.shape.dimensions))。

Tuple

另请参阅 ComputationBuilder::Tuple。

一个元组（tuple）包含一些数据句柄，它们各自都有自己的形状。

概念上看，它类似于 C++ 中的 std::tuple：

let v: f32[10] = f32[10]{0, 1, 2, 3, 4, 5, 6, 7, 8, 9};
let s: s32 = 5;
let t: (f32[10], s32) = tuple(v, s);


元组可通过 GetTupleElement 操作来解析（访问）。

While

另请参阅 ComputationBuilder::While。

 `While(condition, body, init)` 



	参数
	类型
	语义





	condition
	Computation
	类型为 T -> PRED 的计算，它定义了循环终止的条件



	body
	Computation
	类型为 T -> T 的计算，它定义了循环体



	init
	T
	condition 和 body 的参数的初始值







While 顺序执行循环体 body ，直到 condition 失败。这类似于很多语言中的 while 循环，不过，它有如下的区别和限制：


	一个 While 结点有一个类型为 T 的返回值，它是最后一次执行 body 的结果。

	类型为 T 的形状是由统计确定的，在整个迭代过程中，它都是保持不变的。

	While 结点之间不允许嵌套。这个限制可能会在未来某些目标平台上取消。



该计算的类型为 T 的那些参数使用 init 作为迭代的第一次计算的初值，并在接下来的迭代中由 body 来更新。

While 结点的一个主要使用安例是实现神经网络中的训练的重复执行。下面是一个简化版的伪代码，和一个表示计算过程的图。实际代码可以在 while_test.cc 中找到。此例中的 T 类型为一个 Tuple，它包含一个 int32 值，表示迭代次数，还有一个 vector[10]，用于累加结果。它有 1000 次迭代，每一次都会将一个常数矢量累加到 result(1) 上。

// Pseudocode for the computation.
init = {0, zero_vector[10]} // Tuple of int32 and float[10].
result = init;
while (result(0) < 1000) {
  iteration = result(0) + 1;
  new_vector = result(1) + constant_vector[10];
  result = {iteration, new_vector};
}
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形状和布局

XLA 的 Shape 协议（proto）

(xla_data.proto)

描述了一个 N 维数组（简称数组）的秩、尺寸和数据类型。

术语、符号和约定


	数组的秩等于维数。数组的真秩是大小大于 1 的维数。



	对于一个 N 维数组，维度的取值为 0 到 N-1。维数只不过是出于方便性而给出的一些比较任意的标签。它们的顺序并没有反映数组内存布局的主从次序。内存布局是由 Layout 协议确定的。



	  按照约定，维度列表是按照维数升序排列的。比如，一个三维数组的尺寸为 [A x B x C]，0 维大小为 A，1 维大小为 B，而 2 维大小为 C。

   XLA 中有些工具也支持负值索引，这和 Python 类似；维度 -1 指的是最后一个维度（对于 N 维数组，-1 等价于 N-1）。比如，对于前面描述的三维数组，-1 维的大小为 C，-2 维大小为 B，以此类推。



	  二维、三维和四维数组通常用特定的字母来表示每个维度。比如，对于二维数组：


	0 维： y

	1 维： x



   对于三维数组：


	0 维： z

	1 维： y

	2 维： x
   



   对于四维数组：


	0 维： p

	1 维： z

	2 维： y

	3 维： x





	  XLA API 中的函数接收的维度参数是按照升序排列的，这与 initializer_list 传入的维度顺序是一致的，比如：

ShapeUtil::MakeShape(F32, {A, B, C, D})

 将生成一个形状，它的维度尺寸列表为如下序列：

  [A, B, C, D].





布局

Layout（布局）协议描述了如何在内存中表示一个数组。这个 Layout 协议包含如下字段：

message Layout {
  repeated int64 minor_to_major = 1;
  repeated int64 padded_dimensions = 2;
  optional PaddingValue padding_value = 3;
}


维度的主次排序

minor_to_major 是唯一的必填字段。它描述了形状内维度的主次排序。minor_to_major 中的值是数组（对于 N 维数组，取值为 0 到 N-1）维度的排序，第一个值是维度中最次要的维度，依次排列，最后一个值为最主要的维度。最次要的维度指的是在数组的线性内存中移动时变化最快的那个维度。

比如，考虑如下二维数组，其尺寸为 [2 x 3]：

a b c
d e f


这里的 0 维大小为 2，1 维大小为 3。如果布局的 minor_to_major 域为 [0, 1]，

则 0 维为最次要维度，1 维为最主要维度，对应于如下线性内存布局：

a d b e c f


这里的维度主次顺序类似于二维矩阵的列主序。假设维度主次顺序是单调的，这种布局的另一种叫法是“0 维是最次序”。

相反，如果布局中的 minor_to_major 域为 [1, 0]，则线性内存布局为：

a b c d e f


对于 N 维数组，N-1 依次减小为 0 的主次排序类似域二维矩阵的行主序。假设维度的主次顺序是单调的，这种布局的另一种叫法是“0 维是最主序”。

默认主次排序

新创建的形状的默认主次排序是“维度顺序是主到次”，类似于二维矩阵的行主序。

填充

填充是在可选的 padded_dimensions 和 padding_value 字段中定义的。字段 padded_dimensions 描述了每个维度边缘填充的大小（宽度）。如果指定了这个字段，padded_dimensions 中的元素个数必须等于形状的秩。

以前面定义的 [2 x 3] 数组为例，如果 padded_dimension 为 [3, 5]，则 0 维边缘填充的宽度为 3，而 1 维是 5 。其线性内存布局为（假设填充值为 0，且为列主序）：

a d 0 b e 0 c f 0 0 0 0 0 0 0


这等价于采用相同主次排序的下列数组的内存布局：

a b c 0 0
d e f 0 0
0 0 0 0 0


数组的索引

IndexUtil 类定义在 index_util.h 文件中，它提供了一些在给定形状和布局的情况下多维索引和线性索引之间的转换工具。多维索引为每个维度指定了一个 int64 索引。线性索引只不过是单个 int64 的值，它是数组线性缓存的索引。想要了解更多关于简化形状和布局的创建和操作的工具，参见 shape_util.h 和 layout_util.h 这两个文件，它们在同一个源码目录下。
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使用提前编译

什么是 tfcompile？

tfcompile 是一个将 TensorFlow 图提前（AOT）编译成可执行代码的独立工具。它可以减少二进制文件的大小，同时避免一些运行时开销。tfcompile 一个典型的用途是将推理图编译成用于移动设备的可执行代码。

TensorFlow 图通常由 TensorFlow 运行时执行。这会导致图中的每个节点执行时的运行时开销。同时也增加了二进制文件的大小，因为除了图自身，TensorFlow 运行时的代码也需要可用。而由 tfcompile 生成的可执行代码不使用 TensorFlow 运行时，并且只依赖实际用于计算的内核。

使用即时编译

tfcompile 做了什么？

tfcompile 接受一个子图，子图由反馈和提取（TensorFlow 中的概念）确定，并生成一个实现这个子图的函数。feed 是函数的入参，fetch 是函数的出参。所有的输入必须由反馈声明；输出的裁剪后的子图不能包含位置占位符和变量节点。通常将所有的位置占位符和变量声明为反馈，以确保输出的子图中不再包含这些节点。生成的函数会和一个导出函数签名的头文件，以及一个包含实现的对象文件一起作为  cc_library 打包。用户可以视情况编写代码调用生成的函数。

使用 tfcompile

这一节详细介绍如何使用 tfcompile 从 TensorFlow 子图生成一个可执行二进制文件。步骤如下：


	步骤一：配置编译的子图

	步骤二：使用 tf_library 构建宏来编译子图

	步骤三：编写代码调用子图

	步骤四：创建最终的二进制文件



步骤一：配置编译的子图

对应生成的函数的入参和出参，确定反馈和提取。然后在 tensorflow.tf2xla.Config 协议中配置 feed 和 fetch。

# Each feed is a positional input argument for the generated function.  The order
# of each entry matches the order of each input argument.  Here “x_hold” and “y_hold”
# refer to the names of placeholder nodes defined in the graph.
feed {
  id { node_name: "x_hold" }
  shape {
    dim { size: 2 }
    dim { size: 3 }
  }
}
feed {
  id { node_name: "y_hold" }
  shape {
    dim { size: 3 }
    dim { size: 2 }
  }
}

# Each fetch is a positional output argument for the generated function.  The order
# of each entry matches the order of each output argument.  Here “x_y_prod”
# refers to the name of a matmul node defined in the graph.
fetch {
  id { node_name: "x_y_prod" }
}


步骤二：使用 tf_library 构建宏来编译子图

这一步通过 tf_library 构建宏将图转变成 cc_library。cc_library 包含一个从图生成的代码的对象文件，以及一个提供对生成代码的访问权限的头文件。tf_library 利用 tfcompile 将 TensorFlow 图编译成可执行代码。

load("//third_party/tensorflow/compiler/aot:tfcompile.bzl", "tf_library")

# Use the tf_library macro to compile your graph into executable code.
tf_library(
    # name is used to generate the following underlying build rules:
    # <name>           : cc_library packaging the generated header and object files
    # <name>_test      : cc_test containing a simple test and benchmark
    # <name>_benchmark : cc_binary containing a stand-alone benchmark with minimal deps;
    #                    can be run on a mobile device
    name = "test_graph_tfmatmul",
    # cpp_class specifies the name of the generated C++ class, with namespaces allowed.
    # The class will be generated in the given namespace(s), or if no namespaces are
    # given, within the global namespace.
    cpp_class = "foo::bar::MatMulComp",
    # graph is the input GraphDef proto, by default expected in binary format.  To
    # use the text format instead, just use the ‘.pbtxt’ suffix.  A subgraph will be
    # created from this input graph, with feeds as inputs and fetches as outputs.
    # No Placeholder or Variable ops may exist in this subgraph.
    graph = "test_graph_tfmatmul.pb",
    # config is the input Config proto, by default expected in binary format.  To
    # use the text format instead, use the ‘.pbtxt’ suffix.  This is where the
    # feeds and fetches were specified above, in the previous step.
    config = "test_graph_tfmatmul.config.pbtxt",
)


为了给示例生成 GraphDef 协议（test_graph_tfmatmul.pb），运行 make_test_graphs.py，并使用 --out_dir 标志指定输出地址。



Variables

在编译的子图中显示的常量将直接编译到生成的代码中。为了将常量传入而不是编译进生成的函数，只需将它们作为反馈传入。



更多关于 tf_library 构建宏的细节，查看

tfcompile.bzl。

更多关于底层 tfcompile 工具，查看

tfcompile_main.cc。

步骤三：编写代码调用子图

此步骤使用在前几步中通过 tf_library 构建宏生成的头文件（test_graph_tfmatmul.h）来调用生成的代码。头文件位于和构建包相同的 bazel-genfiles 目录下，并基于 tf_library 构建宏中设置的 name 属性命名。例如，为 test_graph_tfmatmul 生成的头文件是 test_graph_tfmatmul.h。下面是生成文件的简化版。在bazel-genfiles 中生成的文件还会包含其他有用的注释。

namespace foo {
namespace bar {

// MatMulComp represents a computation previously specified in a
// TensorFlow graph, now compiled into executable code.
class MatMulComp {
 public:
  // AllocMode controls the buffer allocation mode.
  enum class AllocMode {
    ARGS_RESULTS_AND_TEMPS,  // Allocate arg, result and temp buffers
    RESULTS_AND_TEMPS_ONLY,  // Only allocate result and temp buffers
  };

  MatMulComp(AllocMode mode = AllocMode::ARGS_RESULTS_AND_TEMPS);
  ~MatMulComp();

  // Runs the computation, with inputs read from arg buffers, and outputs
  // written to result buffers. Returns true on success and false on failure.
  bool Run();

  // Arg methods for managing input buffers. Buffers are in row-major order.
  // There is a set of methods for each positional argument.
  void** args();

  void set_arg0_data(float* data);
  float* arg0_data();
  float& arg0(size_t dim0, size_t dim1);

  void set_arg1_data(float* data);
  float* arg1_data();
  float& arg1(size_t dim0, size_t dim1);

  // Result methods for managing output buffers. Buffers are in row-major order.
  // Must only be called after a successful Run call. There is a set of methods
  // for each positional result.
  void** results();


  float* result0_data();
  float& result0(size_t dim0, size_t dim1);
};

}  // end namespace bar
}  // end namespace foo


根据 tf_library 宏中声明的 cpp_class，生成了 foo::bar 命名空间下的 MatMulComp C++ 类。所有生成的类都具有类似的 API，唯一的区别在于处理参数和结果缓冲区的方法。这些方法在缓冲区的数量和类型上存在差异，而这又取决于 tf_library 宏接受的 feed 和 fetch 参数。

在生成的类中有三种类型的缓冲区：args 代表输入，results 代表输出，以及 temps 代表用于内部执行计算的临时缓存。默认情况下，生成类的每个实例都会分配和管理所有缓存。通过设置构造函数参数 AllocMode 可以改变这一行为。tensorflow/compiler/aot/runtime.h 提供的库可以帮助手动分配缓存；库的使用是可选的。所有缓冲区都应 32 字节边界对齐。

生成的 C++ 类只不过是在 XLA 生成的底层代码基础上的一层封装。

基于 tfcompile_test.cc 的调用生成函数的示例：

#define EIGEN_USE_THREADS
#define EIGEN_USE_CUSTOM_THREAD_POOL

#include <iostream>
#include "third_party/eigen3/unsupported/Eigen/CXX11/Tensor"
#include "tensorflow/compiler/aot/tests/test_graph_tfmatmul.h" // generated

int main(int argc, char** argv) {
  Eigen::ThreadPool tp(2);  // Size the thread pool as appropriate.
  Eigen::ThreadPoolDevice device(&tp, tp.NumThreads());


  foo::bar::MatMulComp matmul;
  matmul.set_thread_pool(&device);

  // Set up args and run the computation.
  const float args[12] = {1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11, 12};
  std::copy(args + 0, args + 6, matmul.arg0_data());
  std::copy(args + 6, args + 12, matmul.arg1_data());
  matmul.Run();

  // Check result
  if (matmul.result0(0, 0) == 58) {
    std::cout << "Success" << std::endl;
  } else {
    std::cout << "Failed. Expected value 58 at 0,0. Got:"
              << matmul.result0(0, 0) << std::endl;
  }

  return 0;
}


步骤四：创建最终的二进制文件

这一步将第二步中 tf_library 生成的库和第三步中编写的代码结合起来，创建最终的二进制文件。下面是 bazel 构建文件的一个示例。

# Example of linking your binary
# Also see //third_party/tensorflow/compiler/aot/tests/BUILD
load("//third_party/tensorflow/compiler/aot:tfcompile.bzl", "tf_library")

# The same tf_library call from step 2 above.
tf_library(
    name = "test_graph_tfmatmul",
    ...
)

# The executable code generated by tf_library can then be linked into your code.
cc_binary(
    name = "my_binary",
    srcs = [
        "my_code.cc",  # include test_graph_tfmatmul.h to access the generated header
    ],
    deps = [
        ":test_graph_tfmatmul",  # link in the generated object file
        "//third_party/eigen3",
    ],
    linkopts = [
          "-lpthread",
    ]
)
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社区

欢迎来到 TensorFlow 社区！这个页面将说明可以在哪里寻求帮助，以及如何成为社区的一份子。我们致力于创建一个开放和友好的社区，请您查看我们的代码引导。

获取帮助

技术问题

如果要问或者回答关于 TensorFlow 的技术问题，请使用 Stack Overflow。例如，询问或者搜索关于您安装 TensorFlow 时发生的错误信息。

Bugs 和功能需求

如果有报告 bugs 或者功能的需求，请在 Github 上提出问题。请选择该项目的适当仓库。主要仓库包括：


	TensorFlow

	TensorBoard

	TensorFlow models



安全性

在使用 TensorFlow 之前，请关注我们的安全模块，这里有我们的最近关于安全的报告，在使用 TensorFlow 之前，请关注我们的安全模块，这里有我们的最近关于安全的报告，以及您可以在 安全地使用 TensorFlow GitHub 页面向 TensorFLow 团队报告关于安全的问题。

随时了解最近消息

公告邮件列表

所有主要版本和重要的通知都会发送到 announce@tensorflow.org。如果您以任何方式需要使用 TensorFlow，我们建议您加入此列表。

TensorFlow 发展路线图

Roadmap

社交媒体

有关 TensorFlow 项目的新闻和最新更新，请在 Twitter 关注 @tensorflow。

博客

我们会定期发布 TensorFlow Blog，其中内容来自 TensorFlow 团队以及社区的优秀文章。

YouTube

我们的 YouTube Channel 侧重于使用 TensorFlow 技术的机器学习和 AI。当然我们也有很多新的节目，其中包括：


	TensorFlow Meets：与社区的贡献者交流见面，学习并且分享他们正在做的事情

	Ask TensorFlow：团队回答一些从社交媒体询问的优秀问题 #AskTensorFlow

	Coding TensorFlow：如何简单高效的使用 TensorFlow



社区支持

邮件列表

有关 TensorFlow 发展和方向的讨论，请加入 TensorFlow 讨论邮件列表。

Mailing Lists

用户组

用户组织

对 TensorFlow 做出贡献

我们非常欢迎您对 TensorFlow 进行贡献以及合作。想了解更多的消息，请阅读为 TensorFlow 进行贡献。
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Roadmap

Last updated: Feb 15, 2018

TensorFlow is a rapidly moving, community supported project. This document is intended

to provide guidance about priorities and focus areas of the core set of TensorFlow

developers and about functionality that can be expected in the upcoming releases of

TensorFlow. Many of these areas are driven by  community use cases, and we welcome

further

contributions

to TensorFlow.

The features below do not have concrete release dates. However, the majority can be

expected in the next one to two releases.

APIs

High Level APIs:


	Easy multi-GPU utilization with Estimators

	Easy-to-use high-level pre-made estimators for Gradient Boosted Trees, Time Series, and other models



Eager Execution:


	Efficient utilization of multiple GPUs

	Distributed training (multi-machine)

	Performance improvements

	Simpler export to a GraphDef/SavedModel 



Keras API:


	Better integration with tf.data (ability to call model.fit with data tensors)

	Full support for Eager Execution (both Eager support for the regular Keras API, and ability

to create Keras models Eager- style via Model subclassing)

	Better distribution/multi-GPU support and TPU support (including a smoother model-to-estimator workflow)



Official Models:


	A set of

reference models

across image recognition, speech, object detection, and

translation that demonstrate best practices and serve as a starting point for

high-performance model development.



Contrib:


	Deprecation notices added to parts of tf.contrib where preferred implementations exist outside of tf.contrib.

	As much as possible, large projects inside tf.contrib moved to separate repositories.

	The tf.contrib module will eventually be discontinued in its current form, experimental development will in future happen in other repositories.



Probabilistic Reasoning and Statistical Analysis:


	Rich set of tools for probabilistic and statistical analysis in tf.distributions

and tf.probability. These include new samplers, layers, optimizers, losses, and structured models

	Statistical tools for hypothesis testing, convergence diagnostics, and sample statistics

	Edward 2.0: High-level API for probabilistic programming



Platforms

TensorFlow Lite:


	Increased coverage of supported ops in TensorFlow Lite

	Easier conversion of a trained TensorFlow graph for use on TensorFlow Lite

	Support for GPU acceleration in TensorFlow Lite (iOS and Android)

	Support for hardware accelerators via Android NeuralNets API 

	Improved CPU performance by quantization and other network optimizations (eg. pruning, distillation)

	Increased support for devices beyond Android and iOS (eg. RPi, Cortex-M)



Performance

Distributed TensorFlow:


	Multi-GPU support optimized for a variety of GPU topologies

	Improved mechanisms for distributing computations on several machines



Optimizations:


	Mixed precision training support with initial example model and guide

	Native TensorRT support

	Int8 support for SkyLake via MKL

	Dynamic loading of SIMD-optimized kernels



Documentation and Usability:


	Updated documentation, tutorials and Getting Started guides

	Process to enable external contributions to tutorials, documentation, and blogs showcasing best practice use-cases of TensorFlow and high-impact applications



Community and Partner Engagement

Special Interest Groups:


	Mobilizing the community to work together in focused domains

	tf-distribute: build and packaging of TensorFlow

	More to be identified and launched



Community:


	Incorporate public feedback on significant design decisions via a Request-for-Comment (RFC) process

	Formalize process for external contributions to land in TensorFlow and associated projects 

	Grow global TensorFlow communities and user groups

	Collaborate with partners to co-develop and publish research papers
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贡献 TensorFlow

TensorFlow 是一个开源项目，我们欢迎您的参与以及贡献，本页将会介绍如何参与贡献 Tensorflow。

仓库

TensorFlow 代码托管在 TensorFlow GitHub organization 中。在这个仓库结构中有多个项目，其中包括:


	TensorFlow

	Models

	TensorBoard

	TensorFlow.js

	TensorFlow Serving

	TensorFlow Documentation



贡献者清单


	在贡献 TensorFlow 的源代码之前，请查看贡献指导。



	将 developers@tensorflow.org 加入邮件列表, 用来协调联系其他参与贡献 TensorFlow 的人，进行讨论。



	TensorFlow Style Guide



	Writing TensorFlow Documentation





定义以及运行基准

特殊兴趣小组

为了能够在 TensorFlow 的特定领域实现专注的协作，我们组织了特殊兴趣小组（SIGs）。SIGs 公开了他们的工作：如果你有兴趣加入他们并作出贡献，审查小组的工作，请与 SIG 的领导取得联系。成员的政策依据每个 SIG 的不同而不同。


	SIG Build 专注于 TensorFlow 构建，包装和设计等问题。Mailing list。



	SIG TensorBoard 进一步推动了 TensorBoart 及其插件的发展方向。Mailing list。



	SIG Rust 协同开发 TensorFlow 的 Rust 绑定问题。Mailing list。
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Mailing Lists

As a community, we do much of our collaboration on public mailing lists.

Please note that if you're looking for help using TensorFlow, Stack

Overflow and

GitHub issues

are the best initial places to look. For more information,

see how to get help.

General TensorFlow lists


	announce - Low-volume announcements of new releases.

	discuss - General community discussion around TensorFlow.

	developers - Discussion for developers contributing to TensorFlow.



Project-specific lists

These projects inside the TensorFlow GitHub organization have lists dedicated to their communities:


	hub -

Discussion and collaboration around TensorFlow Hub.

	magenta-discuss -

General discussion about Magenta

development and directions.

	swift -

Community and collaboration around Swift for TensorFlow.

	tensor2tensor - Discussion

and peer support for Tensor2Tensor.

	tfjs-announce -

Announcements of new TensorFlow.js releases.

	tfjs - Discussion

and peer support for TensorFlow.js.

	tflite - Discussion and

peer support for TensorFlow Lite.

	tpu-users - Community discussion

and support for TPU users.



Special Interest Groups

TensorFlow's Special Interest

Groups (SIGs) support

community collaboration on particular project focuses. Members of these groups

work together to build and support TensorFlow related projects. While their

archives are public, different SIGs have their own membership policies.


	build -

Supporting SIG Build, for build, distribution and packaging of TensorFlow.

	sig-tensorboard -

Supporting SIG TensorBoard, for plugin development and other contribution.

	rust -

Supporting SIG Rust, for the Rust language bindings.
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用户组织

TensorFlow 在世界各地都有社区。

亚洲


	TensorFlow Korea (TF-KR) User Group (Korean language)

	TensorFlow User Group Tokyo (Japanese Language)

	Soleil Data Dojo (Japanese language)

	TensorFlow User Group Utsunomiya



欧洲


	TensorFlow Barcelona

	TensorFlow Madrid
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Writing TensorFlow Documentation

We welcome contributions to the TensorFlow documentation from the community.

This document explains how you can contribute to that documentation. In

particular, this document explains the following:


	Where the documentation is located.

	How to make conformant edits.

	How to build and test your documentation changes before you submit them.



You can view TensorFlow documentation on https://tensorflow.google.cn, and you

can view and edit the raw files on

GitHub.

We're publishing our docs on GitHub so everybody can contribute. Whatever gets

checked in to tensorflow/docs_src will be published soon after on

https://tensorflow.google.cn.

Republishing TensorFlow documentation in different forms is absolutely allowed,

but we are unlikely to accept other documentation formats (or the tooling to

generate them) into our repository. If you do choose to republish our

documentation in another form, please be sure to include:


	The version of the API this represents (for example, r1.0, master, etc.)

	The commit or version from which the documentation was generated

	Where to get the latest documentation (that is, https://tensorflow.google.cn)

	The Apache 2.0 license.



A note on versions

tensorflow.org, at root, shows documentation for the latest stable binary.  This

is the documentation you should be reading if you are using pip to install

TensorFlow.

However, most developers will contribute documentation into the master GitHub

branch, which is published, occasionally,

at tensorflow.org/versions/master.

If you want documentation changes to appear at root, you will need to also

contribute that change to the current stable binary branch (and/or

cherrypick).

Reference vs. non-reference documentation

The following reference documentation is automatically generated from comments

in the code:


	C++ API reference docs

	Java API reference docs

	Python API reference docs



To modify the reference documentation, you edit the appropriate code comments.

Non-reference documentation (for example, the TensorFlow installation guides) is

authored by humans. This documentation is located in the

tensorflow/docs_src

directory.  Each subdirectory of docs_src contains a set of related TensorFlow

documentation. For example, the TensorFlow installation guides are all in the

docs_src/install directory.

The C++ documentation is generated from XML files generated via doxygen;

however, those tools are not available in open source at this time.

Markdown

Editable TensorFlow documentation is written in Markdown. With a few exceptions,

TensorFlow uses

the standard Markdown rules.

This section explains the primary differences between standard Markdown rules

and the Markdown rules that editable TensorFlow documentation uses.

Math in Markdown

You may use MathJax within TensorFlow when editing Markdown files, but note the

following:


	MathJax renders properly on tensorflow.org

	MathJax does not render properly on github.



When writing MathJax, you can use $$ and \\( and \\) to

surround your math.  $$ guards will cause line breaks, so

within text, use \\( \\) instead.

Links in Markdown

Links fall into a few categories:


	Links to a different part of the same file

	Links to a URL outside of tensorflow.org

	Links from a Markdown file (or code comments) to another file within tensorflow.org



For the first two link categories, you may use standard Markdown links, but put

the link entirely on one line, rather than splitting it across lines. For

example:


	[text](link)    # Good link

	[text]\n(link)  # Bad link

	[text](\nlink)  # Bad link



For the final link category (links to another file within tensorflow.org),

please use a special link parameterization mechanism. This mechanism enables

authors to move and reorganize files without breaking links.

The parameterization scheme is as follows.  Use:




	@{tf.symbol} to make a link to the reference page for a

Python symbol.  Note that class members don't get their own page, but the

syntax still works, since @{tf.MyClass.method} links to the

proper part of the tf.MyClass page.



	@{tensorflow::symbol} to make a link to the reference page

for a C++ symbol.



	@{$doc_page} to make a link to another (not an API reference)

  doc page. To link to


	red/green/blue/index.md use @{$blue} or

@{$green/blue},



	foo/bar/baz.md use @{$baz} or

@{$bar/baz}.

The shorter one is preferred, so we can move pages around without breaking

these references. The main exception is that the Python API guides should

probably be referred to using @{$python/} to

avoid ambiguity.







	@{$doc_page#anchor-tag$link-text} to link to an anchor in

  that doc and use different link text (by default, the link text is the title

  of the target page).

To override the link text only, omit  the #anchor-tag.





To link to source code, use a link starting with:

https://tensorflow.google.cn/code/, followed by

the file name starting at the github root. For instance, a link to the file you

are currently reading should be written as

https://tensorflow.google.cn/code/tensorflow/docs_src/community/documentation.md.

This URL naming scheme ensures

that tensorflow.org can forward the link to the

branch of the code corresponding to the version of the documentation you're

viewing. Do not include url parameters in the source code URL.

Generating docs and previewing links

Before building the documentation, you must first set up your environment by

doing the following:


	If bazel is not installed on your machine, install it now. If you are on

Linux, install bazel by issuing the following command:

 $ sudo apt-get install bazel  # Linux


If you are on Mac OS, find bazel installation instructions on

 this page.



	Change directory to the top-level tensorflow directory of the TensorFlow

source code.



	Run the configure script and answer its prompts appropriately for your

system.

 $ ./configure






Then, change to the tensorflow directory which contains docs_src (cd
tensorflow).  Run the following command to compile TensorFlow and generate the

documentation in the /tmp/tfdocs dir:

bazel run tools/docs:generate -- \
          --src_dir="$(pwd)/docs_src/" \
          --output_dir=/tmp/tfdocs/


Note: You must set src_dir and output_dir to absolute file paths.

Generating Python API documentation

Ops, classes, and utility functions are defined in Python modules, such as

image_ops.py. Python modules contain a module docstring. For example:

"""Image processing and decoding ops."""


The documentation generator places this module docstring at the beginning of the

Markdown file generated for the module, in this

case, tf.image.

It used to be a requirement to list every member of a module inside the module

file at the beginning, putting a @@ before each member. The @@member_name

syntax is deprecated and no longer generates any docs. But depending on how a

module is sealed it may still be necessary to mark the

elements of the module’s contents as public. The called-out op, function, or

class does not have to be defined in the same file. The next few sections of

this document discuss sealing and how to add elements to the public

documentation.

The new documentation system automatically documents public symbols, except for

the following:


	Private symbols whose names start with an underscore.

	Symbols originally defined in object or protobuf’s Message.

	Some class members, such as __base__, __class__, which are dynamically

created but generally have no useful documentation.



Only top level modules (currently just tf and tfdbg) need to be manually

added to the generate script.

Sealing modules

Because the doc generator walks all visible symbols, and descends into anything

it finds, it will document any accidentally exposed symbols. If a module only

exposes symbols that are meant to be part of the public API, we call it

sealed. Because of Python’s loose import and visibility conventions, naively

written Python code will inadvertently expose a lot of modules which are

implementation details. Improperly sealed modules may expose other unsealed

modules, which will typically lead the doc generator to fail. This failure is

the intended behavior. It ensures that our API is well defined, and allows us

to change implementation details (including which modules are imported where)

without fear of accidentally breaking users.

If a module is accidentally imported, it typically breaks the doc generator

(generate_test). This is a clear sign you need to seal your modules. However,

even if the doc generator succeeds, unwanted symbols may show up in the

docs. Check the generated docs to make sure that all symbols that are documented

are expected. If there are symbols that shouldn’t be there, you have the

following options for dealing with them:


	Private symbols and imports

	The remove_undocumented filter

	A traversal blacklist.



We'll discuss these options in detail below.

Private symbols and imports

The easiest way to conform to the API sealing expectations is to make non-public

symbols private (by prepending an underscore _). The doc generator respects

private symbols. This also applies to modules. If the only problem is that there

is a small number of imported modules that show up in the docs (or break the

generator), you can simply rename them on import, e.g.: import sys as _sys.

Because Python considers all files to be modules, this applies to files as

well. If you have a directory containing the following two files/modules:

module/__init__.py
module/private_impl.py


Then, after module is imported, it will be possible to access

module.private_impl. Renaming private_impl.py to _private_impl.py solves

the problem. If renaming modules is awkward, read on.

Use the remove_undocumented filter

Another way to seal a module is to split your implementation from the API. To do

so, consider using remove_undocumented, which takes a list of allowed symbols,

and deletes everything else from the module. For example, the following snippet

demonstrates how to put remove_undocumented in the __init__.py file for a

module:

init.py:

Use * imports only if all defined in some_file

from tensorflow.some_module.some_file import *

# Otherwise import symbols directly
from tensorflow.some_module.some_other_file import some_symbol

from tensorflow.python.util.all_util import remove_undocumented

_allowed_symbols = [‘some_symbol’, ‘some_other_symbol’]

remove_undocumented(__name__, allowed_exception_list=_allowed_symbols)


The @@member_name syntax is deprecated, but it still exists in some places in

the documentation as an indicator to remove_undocumented that those symbols

are public. All @@s will eventually be removed. If you see them, however,

please do not randomly delete them as they are still in use by some of our

systems.

Traversal blacklist

If all else fails, you may add entries to the traversal blacklist in

generate_lib.py. Almost all entries in this list are an abuse of its

purpose; avoid adding to it if you can!

The traversal blacklist maps qualified module names (without the leading tf.)

to local names that are not to be descended into. For instance, the following

entry will exclude some_module from traversal.

{ ...
  ‘contrib.my_module’: [‘some_module’]
  ...
}


That means that the doc generator will show that some_module exists, but it

will not enumerate its content.

This blacklist was originally intended to make sure that system modules (mock,

flags, ...) included for platform abstraction can be documented without

documenting their interior. Its use beyond this purpose is a shortcut that may

be acceptable for contrib, but not for core tensorflow.

Op documentation style guide

Long, descriptive module-level documentation for modules should go in the API

Guides in docs_src/api_guides/python.

For classes and ops, ideally, you should provide the following information, in

order of presentation:


	A short sentence that describes what the op does.

	A short description of what happens when you pass arguments to the op.

	An example showing how the op works (pseudocode is best).

	Requirements, caveats, important notes (if there are any).

	Descriptions of inputs, outputs, and Attrs or other parameters of the op

constructor.



Each of these is described in more

detail below.

Write your text in Markdown format. A basic syntax reference

is here. You are allowed to

use MathJax notation for equations (see above for

restrictions).

Writing about code

Put backticks around these things when they're used in text:


	Argument names (for example, input, x, tensor)

	Returned tensor names (for example, output, idx, out)

	Data types (for example, int32, float, uint8)

	Other op names referenced in text (for example, list_diff(), shuffle())

	Class names (for example, Tensor when you actually mean a Tensor object;

don't capitalize or use backticks if you're just explaining what an op does to

a tensor, or a graph, or an operation in general)

	File names (for example, image_ops.py, or

/path-to-your-data/xml/example-name)

	Math expressions or conditions (for example, -1-input.dims() <= dim <=
input.dims())



Put three backticks around sample code and pseudocode examples. And use ==>

instead of a single equal sign when you want to show what an op returns. For

example:

    # 'input' is a tensor of shape [2, 3, 5]
    (tf.expand_dims(input, 0)) ==> [1, 2, 3, 5]


If you're providing a Python code sample, add the python style label to ensure

proper syntax highlighting:

    # some Python code


Two notes about backticks for code samples in Markdown:


	You can use backticks for pretty printing languages other than Python, if

necessary. A full list of languages is available

here.

	Markdown also allows you to indent four spaces to specify a code sample.

However, do NOT indent four spaces and use backticks simultaneously. Use one

or the other.



Tensor dimensions

When you're talking about a tensor in general, don't capitalize the word tensor.

When you're talking about the specific object that's provided to an op as an

argument or returned by an op, then you should capitalize the word Tensor and

add backticks around it because you're talking about a Tensor object.

Don't use the word Tensors to describe multiple Tensor objects unless you

really are talking about a Tensors object. Better to say "a list of Tensor

objects."

Use the term "dimension" to refer to the size of a tensor. If you need to be

specific about the size, use these conventions:


	Refer to a scalar as a "0-D tensor"

	Refer to a vector as a "1-D tensor"

	Refer to a matrix as a "2-D tensor"

	Refer to tensors with 3 or more dimensions as 3-D tensors or n-D tensors. Use

the word "rank" only if it makes sense, but try to use "dimension" instead.

Never use the word "order" to describe the size of a tensor.



Use the word "shape" to detail the dimensions of a tensor, and show the shape in

square brackets with backticks. For example:

If `input` is a 3-D tensor with shape `[3, 4, 3]`, this operation
returns a 3-D tensor with shape `[6, 8, 6]`.


Ops defined in C++

All Ops defined in C++ (and accessible from other languages) must be documented

with a REGISTER_OP declaration. The docstring in the C++ file is processed to

automatically add some information for the input types, output types, and Attr

types and default values.

For example:

    REGISTER_OP("PngDecode")
      .Input("contents: string")
      .Attr("channels: int = 0")
      .Output("image: uint8")
      .Doc(R"doc(
    Decodes the contents of a PNG file into a uint8 tensor.

    contents: PNG file contents.
    channels: Number of color channels, or 0 to autodetect based on the input.
      Must be 0 for autodetect, 1 for grayscale, 3 for RGB, or 4 for RGBA.
      If the input has a different number of channels, it will be transformed
      accordingly.
    image:= A 3-D uint8 tensor of shape `[height, width, channels]`.
      If `channels` is 0, the last dimension is determined
      from the png contents.
    )doc");


Results in this piece of Markdown:

tf.image.png_decode(contents, channels=None, name=None) {#png_decode}

Decodes the contents of a PNG file into a uint8 tensor.

#### Args:

*  <b>contents</b>: A string Tensor. PNG file contents.
*  <b>channels</b>: An optional int. Defaults to 0.
   Number of color channels, or 0 to autodetect based on the input.
   Must be 0 for autodetect, 1 for grayscale, 3 for RGB, or 4 for RGBA.  If the
   input has a different number of channels, it will be transformed accordingly.
*  <b>name</b>: A name for the operation (optional).

#### Returns:
A 3-D uint8 tensor of shape `[height, width, channels]`.  If `channels` is
0, the last dimension is determined from the png contents.


Much of the argument description is added automatically. In particular, the doc

generator automatically adds the name and type of all inputs, attrs, and

outputs. In the above example, <b>contents</b>: A string Tensor. was added

automatically. You should write your additional text to flow naturally after

that description.

For inputs and output, you can prefix your additional text with an equal sign to

prevent the automatically added name and type. In the above example, the

description for the output named image starts with = to prevent the addition

of A uint8 Tensor. before our text A 3-D uint8 Tensor.... You cannot prevent

the addition of the name, type, and default value of attrs this way, so write

your text carefully.

Ops defined in Python

If your op is defined in a python/ops/*.py file, then you need to provide text

for all of the arguments and output (returned) tensors. The doc generator does

not auto-generate any text for ops that are defined in Python, so what you write

is what you get.

You should conform to the usual Python docstring conventions, except that you

should use Markdown in the docstring.

Here's a simple example:

def foo(x, y, name="bar"):
  """Computes foo.

  Given two 1-D tensors `x` and `y`, this operation computes the foo.

  Example:

  ```
  # x is [1, 1]
  # y is [2, 2]
  tf.foo(x, y) ==> [3, 3]
  ```
  Args:
    x: A `Tensor` of type `int32`.
    y: A `Tensor` of type `int32`.
    name: A name for the operation (optional).

  Returns:
    A `Tensor` of type `int32` that is the foo of `x` and `y`.

  Raises:
    ValueError: If `x` or `y` are not of type `int32`.
  """


Description of the docstring sections

This section details each of the elements in docstrings.

Short sentence describing what the op does

Examples:

Concatenates tensors.


Flips an image horizontally from left to right.


Computes the Levenshtein distance between two sequences.


Saves a list of tensors to a file.


Extracts a slice from a tensor.


Short description of what happens when you pass arguments to the op

Examples:

Given a tensor input of numerical type, this operation returns a tensor of
the same type and size with values reversed along dimension `seq_dim`. A
vector `seq_lengths` determines which elements are reversed for each index
within dimension 0 (usually the batch dimension).


This operation returns a tensor of type `dtype` and dimensions `shape`, with
all elements set to zero.


Example demonstrating the op

Good code samples are short and easy to understand, typically containing a brief

snippet of code to clarify what the example is demonstrating. When an op

manipulates the shape of a Tensor it is often useful to include an example of

the before and after, as well.

The squeeze() op has a nice pseudocode example:

't' is a tensor of shape [1, 2, 1, 3, 1, 1]

shape(squeeze(t)) ==> [2, 3]


The tile() op provides a good example in descriptive text:

For example, tiling `[a, b, c, d]` by `[2]` produces `[a b c d a b c d]`.


It is often helpful to show code samples in Python. Never put them in the C++

Ops file, and avoid putting them in the Python Ops doc. We recommend, if

possible, putting code samples in the

API guides.

Otherwise, add them to the module or class docstring where the Ops constructors

are called out.

Here's an example from the module docstring in api_guides/python/math_ops.md:

Segmentation

TensorFlow provides several operations that you can use to perform common
math computations on tensor segments.
...
In particular, a segmentation of a matrix tensor is a mapping of rows to
segments.

For example:

```python
c = tf.constant([[1,2,3,4], [-1,-2,-3,-4], [5,6,7,8]])
tf.segment_sum(c, tf.constant([0, 0, 1]))
  ==>  [[0 0 0 0]
        [5 6 7 8]]
```


Requirements, caveats, important notes

Examples:

This operation requires that: `-1-input.dims() <= dim <= input.dims()`


Note: This tensor will produce an error if evaluated. Its value must
be fed using the `feed_dict` optional argument to `Session.run()`,
`Tensor.eval()`, or `Operation.run()`.


Descriptions of arguments and output (returned) tensors.

Keep the descriptions brief and to the point. You should not have to explain how

the operation works in the argument sections.

Mention if the Op has strong constraints on the dimensions of the input or

output tensors. Remember that for C++ Ops, the type of the tensor is

automatically added as either as "A ..type.. Tensor" or "A Tensor with type in

{...list of types...}". In such cases, if the Op has a constraint on the

dimensions either add text such as "Must be 4-D" or start the description with

= (to prevent the tensor type to be added) and write something like "A 4-D

float tensor".

For example, here are two ways to document an image argument of a C++ op (note

the "=" sign):

image: Must be 4-D. The image to resize.


image:= A 4-D `float` tensor. The image to resize.


In the documentation, these will be rendered to markdown as

image: A `float` Tensor. Must be 4-D. The image to resize.


image: A 4-D `float` Tensor. The image to resize.


Optional arguments descriptions ("attrs")

The doc generator always describes the type for each attr and their default

value, if any. You cannot override that with an equal sign because the

description is very different in the C++ and Python generated docs.

Phrase any additional attr description so that it flows well after the type

and default value. The type and defaults are displayed first, and additional

descriptions follow afterwards. Therefore, complete sentences are best.

Here's an example from image_ops.cc:

REGISTER_OP("DecodePng")
    .Input("contents: string")
    .Attr("channels: int = 0")
    .Attr("dtype: {uint8, uint16} = DT_UINT8")
    .Output("image: dtype")
    .SetShapeFn(DecodeImageShapeFn)
    .Doc(R"doc(
Decode a PNG-encoded image to a uint8 or uint16 tensor.

The attr `channels` indicates the desired number of color channels for the
decoded image.

Accepted values are:

*   0: Use the number of channels in the PNG-encoded image.
*   1: output a grayscale image.
*   3: output an RGB image.
*   4: output an RGBA image.

If needed, the PNG-encoded image is transformed to match the requested
number of color channels.

contents: 0-D.  The PNG-encoded image.
channels: Number of color channels for the decoded image.
image: 3-D with shape `[height, width, channels]`.
)doc");


This generates the following Args section in

api_docs/python/tf/image/decode_png.md:

Args:


	`contents`: A Tensor of type string. 0-D.  The PNG-encoded

image.

	`channels`: An optional int. Defaults to 0. Number of color

channels for the decoded image.

	`dtype`: An optional tf.DType from: tf.uint8,
tf.uint16. Defaults to tf.uint 8.

	`name`: A name for the operation (optional).
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TensorFlow Style Guide

This page contains style decisions that both developers and users of TensorFlow

should follow to increase the readability of their code, reduce the number of

errors, and promote consistency.

[TOC]

Python style

Generally follow

PEP8 Python style guide,

except for using 2 spaces.

Python 2 and 3 compatible


	All code needs to be compatible with Python 2 and 3.



	Next lines should be present in all Python files:





from __future__ import absolute_import
from __future__ import division
from __future__ import print_function



	Use six to write compatible code (for example six.moves.range).



Bazel BUILD rules

TensorFlow uses Bazel build system and enforces next requirements:


	Every BUILD file should contain next header:



# Description:
#   <...>

package(
    default_visibility = ["//visibility:private"],
)

licenses(["notice"])  # Apache 2.0

exports_files(["LICENSE"])



	At the end of every BUILD file, should contain:



filegroup(
    name = "all_files",
    srcs = glob(
        ["**/*"],
        exclude = [
            "**/METADATA",
            "**/OWNERS",
        ],
    ),
    visibility = ["//tensorflow:__subpackages__"],
)



	When adding new BUILD file, add this line to tensorflow/BUILD file into all_opensource_files target.



"//tensorflow/<directory>:all_files",



	For all Python BUILD targets (libraries and tests) add next line:



srcs_version = "PY2AND3",


Tensor


	Operations that deal with batches may assume that the first dimension of a Tensor is the batch dimension.



Python operations

A Python operation is a function that, given input tensors and parameters,

creates a part of the graph and returns output tensors.


	The first arguments should be tensors, followed by basic python parameters.

The last argument is name with a default value of None.

If operation needs to save some Tensors to Graph collections,

put the arguments with names of the collections right before name argument.



	Tensor arguments should be either a single tensor or an iterable of tensors.

E.g. a "Tensor or list of Tensors" is too broad. See assert_proper_iterable.



	Operations that take tensors as arguments should call convert_to_tensor

to convert non-tensor inputs into tensors if they are using C++ operations.

Note that the arguments are still described as a Tensor object

of a specific dtype in the documentation.



	Each Python operation should have a name_scope like below. Pass as

arguments name, a default name of the op, and a list of the input tensors.



	Writing TensorFlow Documentation



	For increased usability include an example of usage with inputs / outputs

of the op in Example section.





Example:

def my_op(tensor_in, other_tensor_in, my_param, other_param=0.5,
          output_collections=(), name=None):
  """My operation that adds two tensors with given coefficients.

  Args:
    tensor_in: `Tensor`, input tensor.
    other_tensor_in: `Tensor`, same shape as `tensor_in`, other input tensor.
    my_param: `float`, coefficient for `tensor_in`.
    other_param: `float`, coefficient for `other_tensor_in`.
    output_collections: `tuple` of `string`s, name of the collection to
                        collect result of this op.
    name: `string`, name of the operation.

  Returns:
    `Tensor` of same shape as `tensor_in`, sum of input values with coefficients.

  Example:
    >>> my_op([1., 2.], [3., 4.], my_param=0.5, other_param=0.6,
              output_collections=['MY_OPS'], name='add_t1t2')
    [2.3, 3.4]
  """
  with tf.name_scope(name, "my_op", [tensor_in, other_tensor_in]):
    tensor_in = tf.convert_to_tensor(tensor_in)
    other_tensor_in = tf.convert_to_tensor(other_tensor_in)
    result = my_param * tensor_in + other_param * other_tensor_in
    tf.add_to_collection(output_collections, result)
    return result


Usage:

output = my_op(t1, t2, my_param=0.5, other_param=0.6,
               output_collections=['MY_OPS'], name='add_t1t2')


Layers

A Layer is a Python operation that combines variable creation and/or one or many

other graph operations. Follow the same requirements as for regular Python

operation.


	If a layer creates one or more variables, the layer function

should take next arguments also following order:


	initializers: Optionally allow to specify initializers for the variables.

	regularizers: Optionally allow to specify regularizers for the variables.

	trainable: which control if their variables are trainable or not.

	scope: VariableScope object that variable will be put under.

	reuse: bool indicator if the variable should be reused if     it's present in the scope.








	Layers that behave differently during training should take:


	is_training: bool indicator to conditionally choose different           computation paths (e.g. using `tf.cond`) during execution.










Example:

def conv2d(inputs,
           num_filters_out,
           kernel_size,
           stride=1,
           padding='SAME',
           activation_fn=tf.nn.relu,
           normalization_fn=add_bias,
           normalization_params=None,
           initializers=None,
           regularizers=None,
           trainable=True,
           scope=None,
           reuse=None):
  ... see implementation at tensorflow/contrib/layers/python/layers/layers.py ...



        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


定义以及运行基准

本指南包含定义以及运行一个 TensorFlow 基准的说明。这些基准将输出内容储存在测试结果格式中。如果将这些基准测试添加到 TensorFLow 的 github 仓库中，我们将会持续每天构建运行并通过可视化的方式展示在仪表盘上：https://benchmarks-dot-tensorflow-testing.appspot.com/

[TOC]

定义一个基准

定义一个 TensorFlow 基准测试需要继承 tf.test.Benchmark 类，并且调用 self.report_benchmark 方法。举个例子，请看下面实例基准代码：

import time

import tensorflow as tf


# Define a class that extends from tf.test.Benchmark.
class SampleBenchmark(tf.test.Benchmark):

  # Note: benchmark method name must start with `benchmark`.
  def benchmarkSum(self):
    with tf.Session() as sess:
      x = tf.constant(10)
      y = tf.constant(5)
      result = tf.add(x, y)

      iters = 100
      start_time = time.time()
      for _ in range(iters):
        sess.run(result)
      total_wall_time = time.time() - start_time

      # Call report_benchmark to report a metric value.
      self.report_benchmark(
          name="sum_wall_time",
          # This value should always be per iteration.
          wall_time=total_wall_time/iters,
          iters=iters)

if __name__ == "__main__":
  tf.test.main()


查看 SampleBenchmark 的完整示例。

在上述例子中需要注意的要点：


	基准类需要从 tf.test.Benchmark 继承。

	每个基准测试方法都应该以 benchmark 为前缀开头。

	基准测试方法调用 report_benchmark 来报告度量的值。



使用 Python 来运行

使用 --benchmarks 标志来运行python基准测试。将会打印基准实例。

python sample_benchmark.py --benchmarks=SampleBenchmark


将该标志位设置为 --benchmarks=. 或 --benchmarks=all 也是可以的。

（请确保已安装 Tensorflow 并成功导入 import tensorflow as tf 行。有关安装说明，请查看 Installing TensorFlow。如果你使用 bazel 来运行，这个步骤并不是必须的。）

添加一个 bazel 标志

我们在 TensorFlow github 仓库下，有一个特殊目标叫做 tf_py_logged_benchmark 来定义基准测试。tf_py_logged_benchmark 是依照常规 py_test 目标。 运行 tf_py_logged_benchmark 将会打印测试结果。定义一个 tf_py_logged_benchmark 也可以让我们用 TensorFlow 持续构建运行它。

首先，定义一个常规的 py_test 目标。请看下面的例子：

py_test(
  name = "sample_benchmark",
  srcs = ["sample_benchmark.py"],
  srcs_version = "PY2AND3",
  deps = [
    "//tensorflow:tensorflow_py",
  ],
)


你可以通过传递 --benchmarks 标志在 py_test 目标中进行基准测试。这个基准测试应该只会打印一个基准实例原型。

bazel test :sample_benchmark --test_arg=--benchmarks=all


现在，添加 tf_py_logged_benchmark 目标（如果可用）。 这个目标会将 --benchmarks = all 传递给包装后的 py_test 目标，并为我们的 TensorFlow 持续构建提供存储输出内容的方法。TensorFlow 存储库中允许提供 tf_py_logged_benchmark 目标。

load("//tensorflow/tools/test:performance.bzl", "tf_py_logged_benchmark")

tf_py_logged_benchmark(
    name = "sample_logged_benchmark",
    target = "//tensorflow/examples/benchmark:sample_benchmark",
)


使用以下命令运行基准目标：

bazel test :sample_logged_benchmark



        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


Swift Community

Welcome to the Swift for TensorFlow development community!

Swift for TensorFlow is a result of first-principles thinking applied to machine

learning frameworks, and works quite differently than existing TensorFlow

language bindings.  Whereas prior solutions are designed within the constraints

of what can be achieved by a (typically Python or Lua) library, Swift for

TensorFlow is based on the belief that machine learning is important enough to

deserve first-class language and compiler support.

First-class language and compiler support allows us to innovate in areas that

have traditionally been out of bounds for machine learning libraries.  Our

results provide the performance of TensorFlow graphs with the ease of use of

define-by-run models, and provides a great user experience - for example, by

catching more mistakes before you run your code.

Open Source

As announced at the TensorFlow Developer Summit, we are planning to launch our

open source project on GitHub in April.  In addition to releasing the code, we

will be using an open design model, where design discussions happen in public.

Between now and then, we are writing some technical white papers that explain in

detail the design approach (e.g., the core compiler partitioning technique that

underlies the whole thing, our approach to automatic differentiation, etc.),

implementation tradeoffs, and the status of this work.  We can’t wait to engage

with the broader community, but prefer to start the conversation when these

white papers are ready.

Sign up here to join the community Google

group. We will

initially use it for announcements, and then open it for general discussion when

we are ready in April.


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


开发者指南

这个部分的文档会深入介绍 TensorFlow 的工作细节中。这些模块分别如下：

顶层 API


	Eager Execution

	评估器

	数据导入



底层 API


	底层 API 编程介绍

	张量

	变量

	流图与会话
	数据流图，将计算表示为操作间的依赖关系的 TensorFlow 中的表现方式。

	会话，用于跨一个或多个本地或远程设备运行数据流图的 TensorFlow 中的机制。如果你是使用 TensorFlow 底层 API 编程，这一单元是必不可少的。如果你是使用 TensorFlow 顶层 API（比如 Estimators or Keras）编程，顶层 API 会创建和管理流图和会话，但是理解流图和会话仍然有益于你。







Accelerators


	保存和恢复

	使用（多个）GPU



ML 概念


	Embeddings



调试


	TensorFlow 调试器



TensorBoard

TensorBoard 是一个用于可视化展现机器学习中不同方面的工具。下面的指南说明了如何使用 TensorBoard：


	Tensorboard：可视化学习面板

	TensorBoard: 图形可视化

	TensorBoard 直方图面板



其他


	TensorFlow 版本兼容性

	常见问题




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 High Level APIs


Eager Execution

TensorFlow's eager execution is an imperative programming environment that evaluates operations immediately, without building graphs: operations return concrete values instead of constructing a computational graph to run later. This makes it easy to get started with TensorFlow and debug models, and it reduces boilerplate as well. To follow along with this guide, run the code samples below in an interactive python interpreter.

Eager execution is a flexible machine learning platform for research and experimentation, providing:


	An intuitive interface—Structure your code naturally and use Python data structures. Quickly iterate on small models and small data.

	Easier debugging—Call ops directly to inspect running models and test changes. Use standard Python debugging tools for immediate error reporting.

	Natural control flow—Use Python control flow instead of graph control flow, simplifying the specification of dynamic models.



Eager execution supports most TensorFlow operations and GPU acceleration. For a collection of examples running in eager execution, see: tensorflow/contrib/eager/python/examples.

Note: Some models may experience increased overhead with eager execution enabled. Performance improvements are ongoing, but please file a bug if you find a problem and share your benchmarks.

Setup and basic usage

Upgrade to the latest version of TensorFlow:

$ pip install --upgrade tensorflow


To start eager execution, add tf.enable_eager_execution() to the beginning of the program or console session. Do not add this operation to other modules that the program calls.

from __future__ import absolute_import, division, print_function

import tensorflow as tf

tf.enable_eager_execution()


Now you can run TensorFlow operations and the results will return immediately:

tf.executing_eagerly()        # => True

x = [[2.]]
m = tf.matmul(x, x)
print("hello, {}".format(m))  # => "hello, [[4.]]"


Enabling eager execution changes how TensorFlow operations behave—now they immediately evaluate and return their values to Python. tf.Tensor objects reference concrete values instead of symbolic handles to nodes in a computational graph. Since there isn't a computational graph to build and run later in a session, it's easy to inspect results using print() or a debugger. Evaluating, printing, and checking tensor values does not break the flow for computing gradients.

Eager execution works nicely with NumPy. NumPy operations accept tf.Tensor arguments. TensorFlow math operations convert Python objects and NumPy arrays to tf.Tensor objects. The tf.Tensor.numpy method returns the object's value as a NumPy ndarray.

a = tf.constant([[1, 2],
                 [3, 4]])
print(a)
# => tf.Tensor([[1 2]
#               [3 4]], shape=(2, 2), dtype=int32)

# Broadcasting support
b = tf.add(a, 1)
print(b)
# => tf.Tensor([[2 3]
#               [4 5]], shape=(2, 2), dtype=int32)

# Operator overloading is supported
print(a * b)
# => tf.Tensor([[ 2  6]
#               [12 20]], shape=(2, 2), dtype=int32)

# Use NumPy values
import numpy as np

c = np.multiply(a, b)
print(c)
# => [[ 2  6]
#     [12 20]]

# Obtain numpy value from a tensor:
print(a.numpy())
# => [[1 2]
#     [3 4]]


The tf.contrib.eager module contains symbols available to both eager and graph execution environments and is useful for writing code to work with graphs:

tfe = tf.contrib.eager


Dynamic control flow

A major benefit of eager execution is that all the functionality of the host language is available while your model is executing. So, for example, it is easy to write fizzbuzz:

def fizzbuzz(max_num):
  counter = tf.constant(0)
  for num in range(max_num):
    num = tf.constant(num)
    if num % 3 == 0 and num % 5 == 0:
      print('FizzBuzz')
    elif num % 3 == 0:
      print('Fizz')
    elif num % 5 == 0:
      print('Buzz')
    else:
      print(num)
    counter += 1
  return counter


This has conditionals that depend on tensor values and it prints these values at runtime.

Build a model

Many machine learning models are represented by composing layers. When using TensorFlow with eager execution you can either write your own layers or use a layer provided in the tf.keras.layers package.

While you can use any Python object to represent a layer, TensorFlow has tf.keras.layers.Layer as a convenient base class. Inherit from it to implement your own layer:

class MySimpleLayer(tf.keras.layers.Layer):
  def __init__(self, output_units):
    self.output_units = output_units

  def build(self, input):
    # The build method gets called the first time your layer is used.
    # Creating variables on build() allows you to make their shape depend on the input shape and hence remove the need for the user to specify full shapes. It is possible to create variables during __init__() if you already know their full shapes.
    self.kernel = self.add_variable(
      "kernel", [input.shape[-1], self.output_units])

  def call(self, input):
    # Override call() instead of __call__ so we can perform some bookkeeping.
    return tf.matmul(input, self.kernel)


Use tf.keras.layers.Dense layer instead  of MySimpleLayer above as it has a superset of its functionality (it can also add a bias).

When composing layers into models you can use tf.keras.Sequential to represent models which are a linear stack of layers. It is easy to use for basic models:

model = tf.keras.Sequential([
  tf.keras.layers.Dense(10, input_shape=(784,)),  # must declare input shape
  tf.keras.layers.Dense(10)
])


Alternatively, organize models in classes by inheriting from tf.keras.Model. This is a container for layers that is a layer itself, allowing tf.keras.Model objects to contain other tf.keras.Model objects.

class MNISTModel(tf.keras.Model):
  def __init__(self):
    super(MNISTModel, self).__init__()
    self.dense1 = tf.keras.layers.Dense(units=10)
    self.dense2 = tf.keras.layers.Dense(units=10)

  def call(self, input):
    """Run the model."""
    result = self.dense1(input)
    result = self.dense2(result)
    result = self.dense2(result)  # reuse variables from dense2 layer
    return result

model = MNISTModel()


It's not required to set an input shape for the tf.keras.Model class since the parameters are set the first time input is passed to the layer.

tf.keras.layers classes create and contain their own model variables that are tied to the lifetime of their layer objects. To share layer variables, share their objects.

Eager training

Computing gradients

Automatic differentiation is useful for implementing machine learning algorithms such as backpropagation for training neural networks. During eager execution, use tf.GradientTape to trace operations for computing gradients later.

tf.GradientTape is an opt-in feature to provide maximal performance when not tracing. Since different operations can occur during each call, all forward-pass operations get recorded to a "tape". To compute the gradient, play the tape backwards and then discard. A particular tf.GradientTape can only compute one gradient; subsequent calls throw a runtime error.

w = tfe.Variable([[1.0]])
with tf.GradientTape() as tape:
  loss = w * w

grad = tape.gradient(loss, [w])
print(grad)  # => [tf.Tensor([[ 2.]], shape=(1, 1), dtype=float32)]


Here's an example of tf.GradientTape that records forward-pass operations to train a simple model:

# A toy dataset of points around 3 * x + 2
NUM_EXAMPLES = 1000
training_inputs = tf.random_normal([NUM_EXAMPLES])
noise = tf.random_normal([NUM_EXAMPLES])
training_outputs = training_inputs * 3 + 2 + noise

def prediction(input, weight, bias):
  return input * weight + bias

# A loss function using mean-squared error
def loss(weights, biases):
  error = prediction(training_inputs, weights, biases) - training_outputs
  return tf.reduce_mean(tf.square(error))

# Return the derivative of loss with respect to weight and bias
def grad(weights, biases):
  with tf.GradientTape() as tape:
    loss_value = loss(weights, biases)
  return tape.gradient(loss_value, [weights, biases])

train_steps = 200
learning_rate = 0.01
# Start with arbitrary values for W and B on the same batch of data
W = tfe.Variable(5.)
B = tfe.Variable(10.)

print("Initial loss: {:.3f}".format(loss(W, B)))

for i in range(train_steps):
  dW, dB = grad(W, B)
  W.assign_sub(dW * learning_rate)
  B.assign_sub(dB * learning_rate)
  if i % 20 == 0:
    print("Loss at step {:03d}: {:.3f}".format(i, loss(W, B)))

print("Final loss: {:.3f}".format(loss(W, B)))
print("W = {}, B = {}".format(W.numpy(), B.numpy()))


Output (exact numbers may vary):

Initial loss: 71.204
Loss at step 000: 68.333
Loss at step 020: 30.222
Loss at step 040: 13.691
Loss at step 060: 6.508
Loss at step 080: 3.382
Loss at step 100: 2.018
Loss at step 120: 1.422
Loss at step 140: 1.161
Loss at step 160: 1.046
Loss at step 180: 0.996
Final loss: 0.974
W = 3.01582956314, B = 2.1191945076


Replay the tf.GradientTape to compute the gradients and apply them in a training loop. This is demonstrated in an excerpt from the mnist_eager.py example:

dataset = tf.data.Dataset.from_tensor_slices((data.train.images,
                                              data.train.labels))
...
for (batch, (images, labels)) in enumerate(dataset):
  ...
  with tf.GradientTape() as tape:
    logits = model(images, training=True)
    loss_value = loss(logits, labels)
  ...
  grads = tape.gradient(loss_value, model.variables)
  optimizer.apply_gradients(zip(grads, model.variables),
                            global_step=tf.train.get_or_create_global_step())


The following example creates a multi-layer model that classifies the standard MNIST handwritten digits. It demonstrates the optimizer and layer APIs to build trainable graphs in an eager execution environment.

Train a model

Even without training, call the model and inspect the output in eager execution:

# Create a tensor representing a blank image
batch = tf.zeros([1, 1, 784])
print(batch.shape)  # => (1, 1, 784)

result = model(batch)
# => tf.Tensor([[[ 0.  0., ..., 0.]]], shape=(1, 1, 10), dtype=float32)


This example uses the dataset.py module from the TensorFlow MNIST example; download this file to your local directory. Run the following to download the MNIST data files to your working directory and prepare a tf.data.Dataset for training:

import dataset  # download dataset.py file
dataset_train = dataset.train('./datasets').shuffle(60000).repeat(4).batch(32)


To train a model, define a loss function to optimize and then calculate gradients. Use an optimizer to update the variables:

def loss(model, x, y):
  prediction = model(x)
  return tf.losses.sparse_softmax_cross_entropy(labels=y, logits=prediction)

def grad(model, inputs, targets):
  with tf.GradientTape() as tape:
    loss_value = loss(model, inputs, targets)
  return tape.gradient(loss_value, model.variables)

optimizer = tf.train.GradientDescentOptimizer(learning_rate=0.001)

x, y = iter(dataset_train).next()
print("Initial loss: {:.3f}".format(loss(model, x, y)))

# Training loop
for (i, (x, y)) in enumerate(dataset_train):
  # Calculate derivatives of the input function with respect to its parameters.
  grads = grad(model, x, y)
  # Apply the gradient to the model
  optimizer.apply_gradients(zip(grads, model.variables),
                            global_step=tf.train.get_or_create_global_step())
  if i % 200 == 0:
    print("Loss at step {:04d}: {:.3f}".format(i, loss(model, x, y)))

print("Final loss: {:.3f}".format(loss(model, x, y)))


Output (exact numbers may vary):

Initial loss: 2.674
Loss at step 0000: 2.593
Loss at step 0200: 2.143
Loss at step 0400: 2.009
Loss at step 0600: 2.103
Loss at step 0800: 1.621
Loss at step 1000: 1.695
...
Loss at step 6600: 0.602
Loss at step 6800: 0.557
Loss at step 7000: 0.499
Loss at step 7200: 0.744
Loss at step 7400: 0.681
Final loss: 0.670


And for faster training, move the computation to a GPU:

with tf.device("/gpu:0"):
  for (i, (x, y)) in enumerate(dataset_train):
    # minimize() is equivalent to the grad() and apply_gradients() calls.
    optimizer.minimize(lambda: loss(model, x, y),
                       global_step=tf.train.get_or_create_global_step())


Variables and optimizers

tfe.Variable objects store mutable tf.Tensor values accessed during training to make automatic differentiation easier. The parameters of a model can be encapsulated in classes as variables.

Better encapsulate model parameters by using tfe.Variable with tf.GradientTape. For example, the automatic differentiation example above can be rewritten:

class Model(tf.keras.Model):
  def __init__(self):
    super(Model, self).__init__()
    self.W = tfe.Variable(5., name='weight')
    self.B = tfe.Variable(10., name='bias')
  def predict(self, inputs):
    return inputs * self.W + self.B

# A toy dataset of points around 3 * x + 2
NUM_EXAMPLES = 2000
training_inputs = tf.random_normal([NUM_EXAMPLES])
noise = tf.random_normal([NUM_EXAMPLES])
training_outputs = training_inputs * 3 + 2 + noise

# The loss function to be optimized
def loss(model, inputs, targets):
  error = model.predict(inputs) - targets
  return tf.reduce_mean(tf.square(error))

def grad(model, inputs, targets):
  with tf.GradientTape() as tape:
    loss_value = loss(model, inputs, targets)
  return tape.gradient(loss_value, [model.W, model.B])

# Define:
# 1. A model.
# 2. Derivatives of a loss function with respect to model parameters.
# 3. A strategy for updating the variables based on the derivatives.
model = Model()
optimizer = tf.train.GradientDescentOptimizer(learning_rate=0.01)

print("Initial loss: {:.3f}".format(loss(model, training_inputs, training_outputs)))

# Training loop
for i in range(300):
  grads = grad(model, training_inputs, training_outputs)
  optimizer.apply_gradients(zip(grads, [model.W, model.B]),
                            global_step=tf.train.get_or_create_global_step())
  if i % 20 == 0:
    print("Loss at step {:03d}: {:.3f}".format(i, loss(model, training_inputs, training_outputs)))

print("Final loss: {:.3f}".format(loss(model, training_inputs, training_outputs)))
print("W = {}, B = {}".format(model.W.numpy(), model.B.numpy()))


Output (exact numbers may vary):

Initial loss: 69.066
Loss at step 000: 66.368
Loss at step 020: 30.107
Loss at step 040: 13.959
Loss at step 060: 6.769
Loss at step 080: 3.567
Loss at step 100: 2.141
Loss at step 120: 1.506
Loss at step 140: 1.223
Loss at step 160: 1.097
Loss at step 180: 1.041
Loss at step 200: 1.016
Loss at step 220: 1.005
Loss at step 240: 1.000
Loss at step 260: 0.998
Loss at step 280: 0.997
Final loss: 0.996
W = 2.99431324005, B = 2.02129220963


Use objects for state during eager execution

With graph execution, program state (such as the variables) is stored in global collections and their lifetime is managed by the tf.Session object. In contrast, during eager execution the lifetime of state objects is determined by the lifetime of their corresponding Python object.

Variables are objects

During eager execution, variables persist until the last reference to the object is removed, and is then deleted.

with tf.device("gpu:0"):
  v = tfe.Variable(tf.random_normal([1000, 1000]))
  v = None  # v no longer takes up GPU memory


Object-based saving

tfe.Checkpoint can save and restore tfe.Variables to and from checkpoints:

x = tfe.Variable(10.)

checkpoint = tfe.Checkpoint(x=x)  # save as "x"

x.assign(2.)   # Assign a new value to the variables and save.
save_path = checkpoint.save('./ckpt/')

x.assign(11.)  # Change the variable after saving.

# Restore values from the checkpoint
checkpoint.restore(save_path)

print(x)  # => 2.0


To save and load models, tfe.Checkpoint stores the internal state of objects, without requiring hidden variables. To record the state of a model, an optimizer, and a global step, pass them to a tfe.Checkpoint:

model = MyModel()
optimizer = tf.train.AdamOptimizer(learning_rate=0.001)
checkpoint_dir = ‘/path/to/model_dir’
checkpoint_prefix = os.path.join(checkpoint_dir, "ckpt")
root = tfe.Checkpoint(optimizer=optimizer,
                      model=model,
                      optimizer_step=tf.train.get_or_create_global_step())

root.save(file_prefix=checkpoint_prefix)
# or
root.restore(tf.train.latest_checkpoint(checkpoint_dir))


Object-oriented metrics

tfe.metrics are stored as objects. Update a metric by passing the new data to the callable, and retrieve the result using the tfe.metrics.result method, for example:

m = tfe.metrics.Mean("loss")
m(0)
m(5)
m.result()  # => 2.5
m([8, 9])
m.result()  # => 5.5


Summaries and TensorBoard

Tensorboard：可视化学习面板

tf.contrib.summary is compatible with both eager and graph execution environments. Summary operations, such as tf.contrib.summary.scalar, are inserted during model construction. For example, to record summaries once every 100 global steps:

writer = tf.contrib.summary.create_file_writer(logdir)
global_step=tf.train.get_or_create_global_step()  # return global step var

writer.set_as_default()

for _ in range(iterations):
  global_step.assign_add(1)
  # Must include a record_summaries method
  with tf.contrib.summary.record_summaries_every_n_global_steps(100):
    # your model code goes here
    tf.contrib.summary.scalar('loss', loss)
     ...


Advanced automatic differentiation topics

Dynamic models

tf.GradientTape can also be used in dynamic models. This example for a backtracking line search algorithm looks like normal NumPy code, except there are gradients and is differentiable, despite the complex control flow:

def line_search_step(fn, init_x, rate=1.0):
  with tf.GradientTape() as tape:
    # Variables are automatically recorded, but manually watch a tensor
    tape.watch(init_x)
    value = fn(init_x)
  grad, = tape.gradient(value, [init_x])
  grad_norm = tf.reduce_sum(grad * grad)
  init_value = value
  while value > init_value - rate * grad_norm:
    x = init_x - rate * grad
    value = fn(x)
    rate /= 2.0
  return x, value


Additional functions to compute gradients

tf.GradientTape is a powerful interface for computing gradients, but there is another Autograd-style API available for automatic differentiation. These functions are useful if writing math code with only tensors and gradient functions, and without tfe.Variables:


	tfe.gradients_function —Returns a function that computes the derivatives of its input function parameter with respect to its arguments. The input function parameter must return a scalar value. When the returned function is invoked, it returns a list of tf.Tensor objects: one element for each argument of the input function. Since anything of interest must be passed as a function parameter, this becomes unwieldy if there's a dependency on many trainable parameters.

	tfe.value_and_gradients_function —Similar to tfe.gradients_function, but when the returned function is invoked, it returns the value from the input function in addition to the list of derivatives of the input function with respect to its arguments.



In the following example, tfe.gradients_function takes the square function as an argument and returns a function that computes the partial derivatives of square with respect to its inputs. To calculate the derivative of square at 3, grad(3.0) returns 6.

def square(x):
  return tf.multiply(x, x)

grad = tfe.gradients_function(square)

square(3.)  # => 9.0
grad(3.)    # => [6.0]

# The second-order derivative of square:
gradgrad = tfe.gradients_function(lambda x: grad(x)[0])
gradgrad(3.)  # => [2.0]

# The third-order derivative is None:
gradgradgrad = tfe.gradients_function(lambda x: gradgrad(x)[0])
gradgradgrad(3.)  # => [None]


# With flow control:
def abs(x):
  return x if x > 0. else -x

grad = tfe.gradients_function(abs)

grad(3.)   # => [1.0]
grad(-3.)  # => [-1.0]


Custom gradients

Custom gradients are an easy way to override gradients in eager and graph execution. Within the forward function, define the gradient with respect to the inputs, outputs, or intermediate results. For example, here's an easy way to clip the norm of the gradients in the backward pass:

@tf.custom_gradient
def clip_gradient_by_norm(x, norm):
  y = tf.identity(x)
  def grad_fn(dresult):
    return [tf.clip_by_norm(dresult, norm), None]
  return y, grad_fn


Custom gradients are commonly used to provide a numerically stable gradient for a sequence of operations:

def log1pexp(x):
  return tf.log(1 + tf.exp(x))
grad_log1pexp = tfe.gradients_function(log1pexp)

# The gradient computation works fine at x = 0.
grad_log1pexp(0.)  # => [0.5]

# However, x = 100 fails because of numerical instability.
grad_log1pexp(100.)  # => [nan]


Here, the log1pexp function can be analytically simplified with a custom gradient. The implementation below reuses the value for tf.exp(x) that is computed during the forward pass—making it more efficient by eliminating redundant calculations:

@tf.custom_gradient
def log1pexp(x):
  e = tf.exp(x)
  def grad(dy):
    return dy * (1 - 1 / (1 + e))
  return tf.log(1 + e), grad

grad_log1pexp = tfe.gradients_function(log1pexp)

# As before, the gradient computation works fine at x = 0.
grad_log1pexp(0.)  # => [0.5]

# And the gradient computation also works at x = 100.
grad_log1pexp(100.)  # => [1.0]


Performance

Computation is automatically offloaded to GPUs during eager execution. If you want control over where a computation runs you can enclose it in a tf.device('/gpu:0') block (or the CPU equivalent):

import time

def measure(x, steps):
  # TensorFlow initializes a GPU the first time it's used, exclude from timing.
  tf.matmul(x, x)
  start = time.time()
  for i in range(steps):
    x = tf.matmul(x, x)
    _ = x.numpy()  # Make sure to execute op and not just enqueue it
  end = time.time()
  return end - start

shape = (1000, 1000)
steps = 200
print("Time to multiply a {} matrix by itself {} times:".format(shape, steps))

# Run on CPU:
with tf.device("/cpu:0"):
  print("CPU: {} secs".format(measure(tf.random_normal(shape), steps)))

# Run on GPU, if available:
if tfe.num_gpus() > 0:
  with tf.device("/gpu:0"):
    print("GPU: {} secs".format(measure(tf.random_normal(shape), steps)))
else:
  print("GPU: not found")


Output (exact numbers depend on hardware):

Time to multiply a (1000, 1000) matrix by itself 200 times:
CPU: 4.614904403686523 secs
GPU: 0.5581181049346924 secs


A tf.Tensor object can be copied to a different device to execute its operations:

x = tf.random_normal([10, 10])

x_gpu0 = x.gpu()
x_cpu = x.cpu()

_ = tf.matmul(x_cpu, x_cpu)    # Runs on CPU
_ = tf.matmul(x_gpu0, x_gpu0)  # Runs on GPU:0

if tfe.num_gpus() > 1:
  x_gpu1 = x.gpu(1)
  _ = tf.matmul(x_gpu1, x_gpu1)  # Runs on GPU:1


Benchmarks

For compute-heavy models, such as ResNet50 training on a GPU, eager execution performance is comparable to graph execution. But this gap grows larger for models with less computation and there is work to be done for optimizing hot code paths for models with lots of small operations.

Work with graphs

While eager execution makes development and debugging more interactive, TensorFlow graph execution has advantages for distributed training, performance optimizations, and production deployment. However, writing graph code can feel different than writing regular Python code and more difficult to debug.

For building and training graph-constructed models, the Python program first builds a graph representing the computation, then invokes Session.run to send the graph for execution on the C++-based runtime.  This provides:


	Automatic differentiation using static autodiff.

	Simple deployment to a platform independent server.

	Graph-based optimizations (common subexpression elimination, constant-folding, etc.).

	Compilation and kernel fusion.

	Automatic distribution and replication (placing nodes on the distributed system).



Deploying code written for eager execution is more difficult: either generate a graph from the model, or run the Python runtime and code directly on the server.

Write compatible code

The same code written for eager execution will also build a graph during graph execution. Do this by simply running the same code in a new Python session where eager execution is not enabled.

Most TensorFlow operations work during eager execution, but there are some things to keep in mind:


	Use tf.data for input processing instead of queues. It's faster and easier.

	Use object-oriented layer APIs—like tf.keras.layers and tf.keras.Model—since they have explicit storage for variables.

	Most model code works the same during eager and graph execution, but there are exceptions. (For example, dynamic models using Python control flow to change the computation based on inputs.)

	Once eager execution is enabled with tf.enable_eager_execution, it cannot be turned off. Start a new Python session to return to graph execution.



It's best to write code for both eager execution and graph execution. This gives you eager's interactive experimentation and debuggability with the distributed performance benefits of graph execution.

Write, debug, and iterate in eager execution, then import the model graph for production deployment. Use tfe.Checkpoint to save and restore model variables, this allows movement between eager and graph execution environments. See the examples in: tensorflow/contrib/eager/python/examples.

Use eager execution in a graph environment

Selectively enable eager execution in a TensorFlow graph environment using tfe.py_func. This is used when tf.enable_eager_execution() has not been called.

def my_py_func(x):
  x = tf.matmul(x, x)  # You can use tf ops
  print(x)  # but it's eager!
  return x

with tf.Session() as sess:
  x = tf.placeholder(dtype=tf.float32)
  # Call eager function in graph!
  pf = tfe.py_func(my_py_func, [x], tf.float32)
  sess.run(pf, feed_dict={x: [[2.0]]})  # [[4.0]]



        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


数据导入

tf.data

tf.data API 为 TensorFlow 引入了两种新的抽象：


	tf.data.Dataset 是一个基本元素的序列，每一个基本元素中包含了一个或者多个 Tensor 对象。例如，在一个图像输入总线中，一个基本元素可能是一个单独的训练样本，它包含了一对 Tensor 对象，分别代表图像数据和一个标签。创建一个数据集有两种不同的方法：


	根据一个或者多个 tf.Tensor 对象创建一个 source （例如 Dataset.from_tensor_slices()）方法来构造一个数据集。



	根据一个或多个 tf.data.Dataset 对象应用一种 transformation （例如 Dataset.batch()）来构造一个数据集。







	tf.data.Iterator 提供了从一个数据集中提取基本元素的主要方法。由 Iterator.get_next() 返回的操作在执行时会给予 DataSet 的下一个基本元素，它通常作为输入总线代码和模型之间的接口。这个最简单的迭代器是 "one-shot iterator"，它关联到一个 Dataset 并遍历它一次。在更复杂的情况下，Iterator.initializer 操作能够将一个迭代器根据不同的数据集重新初始化并设定参数，所以举例来说，你可以在同样一个程序中多次迭代训练数据和验证数据。





基本结构

教程的这个部分描述了创建不同类型 Dataset 和 Iterator 对象的基本原理和怎样从它们之中提取数据。

要构建一个基本的输入总线，你必须先定义一个 source。例如，要从内存中的一些 tensor 对象中构造一个 Dataset ，你能够使用 tf.data.Dataset.from_tensors() 或者 tf.data.Dataset.from_tensor_slices()。或者，如果你的输入数据按照推荐的 TFRecord 格式存储在硬盘中的话，你可以构造一个 tf.data.TFRecordDataset。

tf.data.Dataset

要遍历来自一个 Dataset 中的内容一个最普通的方法是建立一个 迭代器 对象，它提供了每次获取数据集中一个元素的方法（比如，通过调用  Dataset.make_one_shot_iterator()）。tf.data.Iterator 提供了两种操作：Iterator.initializer 用作（重新）初始化迭代器的状态；Iterator.get_next() 返回符合下一元素标志的  tf.Tensor 对象。你可能会根据你的用例采用不同的迭代器，这些选项在下面会有概括。

数据集结构

一个数据集由具有相同结构的元素组成。一个元素包含一个或者多个 tf.Tensor 对象，它叫做 组件。每一个组件都有表示 tensor 中元素类型的 tf.DType 和代表元素静态类型（可能是部分指定）的 tf.TensorShape。Dataset.output_types 和 Dataset.output_shapes 属性可以检查一个数据集元素中每个组件的推测类型。这些属性的嵌套结构映射到一个元素的结构中，可能是一个单一的 tensor，一组 tensor，或者一组嵌套结构的 tensor。例如：

dataset1 = tf.data.Dataset.from_tensor_slices(tf.random_uniform([4, 10]))
print(dataset1.output_types)  # ==> "tf.float32"
print(dataset1.output_shapes)  # ==> "(10,)"

dataset2 = tf.data.Dataset.from_tensor_slices(
   (tf.random_uniform([4]),
    tf.random_uniform([4, 100], maxval=100, dtype=tf.int32)))
print(dataset2.output_types)  # ==> "(tf.float32, tf.int32)"
print(dataset2.output_shapes)  # ==> "((), (100,))"

dataset3 = tf.data.Dataset.zip((dataset1, dataset2))
print(dataset3.output_types)  # ==> (tf.float32, (tf.float32, tf.int32))
print(dataset3.output_shapes)  # ==> "(10, ((), (100,)))"


给一个元素中的每一个组件起个名字是个很实用的方法，例如它们可以代表一个训练样本的不同特征。除了元组之外，你也能使用 collections.namedtuple 或者一个字符串映射到 tensor 的字典表示一个 Dataset 中的一个元素。

dataset = tf.data.Dataset.from_tensor_slices(
   {"a": tf.random_uniform([4]),
    "b": tf.random_uniform([4, 100], maxval=100, dtype=tf.int32)})
print(dataset.output_types)  # ==> "{'a': tf.float32, 'b': tf.int32}"
print(dataset.output_shapes)  # ==> "{'a': (), 'b': (100,)}"


Dataset 转换支持任何结构的数据集，当使用 Dataset.map(), Dataset.flat_map() 和 Dataset.filter() 转换时，它们为每个元素请求一个函数，元素的结构决定这个函数的参数：

dataset1 = dataset1.map(lambda x: ...)

dataset2 = dataset2.flat_map(lambda x, y: ...)

# 注意：Python 3 中不支持参数解构。
dataset3 = dataset3.filter(lambda x, (y, z): ...)


创建 iterator

一旦你创建了一个代表你输入数据的 Dataset，下一步就是创建一个 Iterator 来访问每个来自数据集中元素的。tf.data API 当前支持下面几种迭代器，它们的复杂度依次递增：


	one-shot,

	initializable,

	reinitializable, 和

	feedable.



one-shot迭代器是最简单的一种迭代器，它只支持在一个数据集中进行一次迭代，并且不需要显式初始化。它几乎处理了所有为基于队列的输入总线提供支持的情况，但是它不支持参数化。使用 Dataset.range() 的示例如下：

dataset = tf.data.Dataset.range(100)
iterator = dataset.make_one_shot_iterator()
next_element = iterator.get_next()

for i in range(100):
  value = sess.run(next_element)
  assert i == value


注意：现在  one-shot 迭代器是唯一可以使用 Estimator 的迭代器类型。

initializable 迭代器在使用它之前需要使用一个 iterator.initializer 操作，虽然有些不便，但它允许你对数据集的定义进行参数化，在初始化迭代器时，通过使用一个或者多个 tf.placeholder() tensor 传入。下面依然是 Dataset.range() 的样例：

max_value = tf.placeholder(tf.int64, shape=[])
dataset = tf.data.Dataset.range(max_value)
iterator = dataset.make_initializable_iterator()
next_element = iterator.get_next()

# 初始化一个处理十个元素的数据集的迭代器。
sess.run(iterator.initializer, feed_dict={max_value: 10})
for i in range(10):
  value = sess.run(next_element)
  assert i == value

# 初始化同样一个可以处理一百个元素的数据集的迭代器
sess.run(iterator.initializer, feed_dict={max_value: 100})
for i in range(100):
  value = sess.run(next_element)
  assert i == value


reinitializable 迭代器能够从不同的 Dataset 对象中被初始化。例如，你可能会有一个使用训练输入总线，它对输入图像做随机扰动来提升泛化范围，还有一个用于验证的输入总线，它使用未经修改的数据对预测结果进行评估。这些输入总线通常会使用不同的 Dataset 对象，但它们拥有相同的结构（例如：每个组件都有相同的类型和兼容的形态）。

# 将训练集和验证集设定成相同的结构
training_dataset = tf.data.Dataset.range(100).map(
    lambda x: x + tf.random_uniform([], -10, 10, tf.int64))
validation_dataset = tf.data.Dataset.range(50)

# reinitializable 迭代器由它的结构定义。我们可以使用不论是在
# `training_dataset` 或者还是在 `validation_dataset` 中的
# `output_types` 和 `output_shapes`，因为它们是兼容的。
iterator = tf.data.Iterator.from_structure(training_dataset.output_types,
                                           training_dataset.output_shapes)
next_element = iterator.get_next()

training_init_op = iterator.make_initializer(training_dataset)
validation_init_op = iterator.make_initializer(validation_dataset)

# 在训练集中运行 20 轮，然后是训练集
for _ in range(20):
  # 初始化训练集的迭代器。
  sess.run(training_init_op)
  for _ in range(100):
    sess.run(next_element)

  # 初始化验证集的迭代器。
  sess.run(validation_init_op)
  for _ in range(50):
    sess.run(next_element)


tf.data.Iterator.from_string_handle

# 将训练集和验证集设定成相同的结构
training_dataset = tf.data.Dataset.range(100).map(
    lambda x: x + tf.random_uniform([], -10, 10, tf.int64)).repeat()
validation_dataset = tf.data.Dataset.range(50)

# 一个 feedable 迭代器是由一个句柄占位符和它的结构定义的。
# 不论是在 training_dataset 还是在validation_dataset 中，
# 我们都可以使用 output_types 和 output_shapes 属性，
# 因为它们 (dataset) 有完全一致的结构。
handle = tf.placeholder(tf.string, shape=[])
iterator = tf.data.Iterator.from_string_handle(
    handle, training_dataset.output_types, training_dataset.output_shapes)
next_element = iterator.get_next()

# 你能和 feeable 迭代器一起使用各种各样的迭代器
# （比如 one-shot 和 initializable 迭代器）。
training_iterator = training_dataset.make_one_shot_iterator()
validation_iterator = validation_dataset.make_initializable_iterator()

# `Iterator.string_handle()` 方法返回一个可以被取值的 tensor，
# 它能被用于输入到“句柄”占位符。
training_handle = sess.run(training_iterator.string_handle())
validation_handle = sess.run(validation_iterator.string_handle())

# 一直在训练集和验证集之间循环交替。
while True:
  # 使用训练集运行 200 轮。注意训练集是无限的，我们从前一个
  # `while` 循环迭代暂停的地方继续运行。
  for _ in range(200):
    sess.run(next_element, feed_dict={handle: training_handle})

  # 在验证数据集上运行一遍
  sess.run(validation_iterator.initializer)
  for _ in range(50):
    sess.run(next_element, feed_dict={handle: validation_handle})


如何使用迭代器

Iterator.get_next() 方法返回一个或多个 tf.Tensor 对象，它们对应一个迭代器中下一个元素的标志。每次这些 tensor 被评估时，它们会从底层的数据集中取出下一个元素的值。（注意：类似 TensorFlow 中其他有状态对象，调用 Iterator.get_next() 不能立即使迭代器增加向前运行。相反的，你需要使用一个 TensorFlow 表达式中返回的 tf.Tensor 对象，并将这个表达式的结果传递到 tf.Session.run() 中，得到下一个元素，使迭代器进入下一步。）

如果迭代器到达了数据的结尾，执行 Iterator.get_next() 操作会抛出一个 tf.errors.OutOfRangeError。在这之后，迭代器会是一个不可用的状态，如果还想使用它你需要再次将它初始化。

dataset = tf.data.Dataset.range(5)
iterator = dataset.make_initializable_iterator()
next_element = iterator.get_next()

# 通常 `result` 会输出一个模型，或者一个优化器的训练操作
result = tf.add(next_element, next_element)

sess.run(iterator.initializer)
print(sess.run(result))  # ==> "0"
print(sess.run(result))  # ==> "2"
print(sess.run(result))  # ==> "4"
print(sess.run(result))  # ==> "6"
print(sess.run(result))  # ==> "8"
try:
  sess.run(result)
except tf.errors.OutOfRangeError:
  print("End of dataset")  # ==> "数据集的结尾"


一个常用的模式是将"训练循环" 封装到一个  try-except 模块中：

sess.run(iterator.initializer)
while True:
  try:
    sess.run(result)
  except tf.errors.OutOfRangeError:
    break


如果数据集中的每一个元素都有一个嵌套的结构，Iterator.get_next()的返回值会是一个或者多个具有相同嵌套结构的 tf.Tensor 对象

dataset1 = tf.data.Dataset.from_tensor_slices(tf.random_uniform([4, 10]))
dataset2 = tf.data.Dataset.from_tensor_slices((tf.random_uniform([4]), tf.random_uniform([4, 100])))
dataset3 = tf.data.Dataset.zip((dataset1, dataset2))

iterator = dataset3.make_initializable_iterator()

sess.run(iterator.initializer)
next1, (next2, next3) = iterator.get_next()


Note that next1, next2, and next3 are tensors produced by the same op/node (created by Iterator.get_next()). Therefore,  evaluating any of these tensors will advance the iterator for all components. A typical consumer of an iterator will include all components in a single expression.

Saving iterator state[需要翻译]

保存和恢复

# Create saveable object from iterator.
saveable = tf.contrib.data.make_saveable_from_iterator(iterator)

# Save the iterator state by adding it to the saveable objects collection.
tf.add_to_collection(tf.GraphKeys.SAVEABLE_OBJECTS, saveable)
saver = tf.train.Saver()

with tf.Session() as sess:

  if should_checkpoint:
    saver.save(path_to_checkpoint)

# Restore the iterator state.
with tf.Session() as sess:
  saver.restore(sess, path_to_checkpoint)


读取输入数据

使用 NumPy 数组

如果你所有的数据都加载到内存中了，从中创建一个 Dataset 的最简单方法就是将它们转换为 tf.Tensor 对象再使用 Dataset.from_tensor_slices()。

# 将训练数据加载进两个 NumPy 数组，例如使用  `np.load()`。
with np.load("/var/data/training_data.npy") as data:
  features = data["features"]
  labels = data["labels"]

# 假设 `features` 的每一行都对应与 `labels` 相同的行。
assert features.shape[0] == labels.shape[0]

dataset = tf.data.Dataset.from_tensor_slices((features, labels))


注意，以上代码片段会将 features 和 labels 数组当做 tf.constant() 操作嵌套进你的 Tensor 图中。这在小数据集中能够良好运行，但会浪费内存，因为数组中的内容会被多次复制，会达到 tf.GraphDef 协议缓冲区的 2 GB 限制。

另外，你可以按照 tf.placeholder() tensor 定义 Dataset ，并在使用这个数据集初始化一个Iterator 时传入这些 NumPy 数组。

# 将训练数据加载进两个 NumPy 数组，例如使用  `np.load()`。
with np.load("/var/data/training_data.npy") as data:
  features = data["features"]
  labels = data["labels"]

# 假设 `features` 的每一行都对应与 `labels` 相同的行。
assert features.shape[0] == labels.shape[0]

features_placeholder = tf.placeholder(features.dtype, features.shape)
labels_placeholder = tf.placeholder(labels.dtype, labels.shape)

dataset = tf.data.Dataset.from_tensor_slices((features_placeholder, labels_placeholder))
# [其他 `dataset` 中的转换]
dataset = ...
iterator = dataset.make_initializable_iterator()

sess.run(iterator.initializer, feed_dict={features_placeholder: features,
                                          labels_placeholder: labels})


使用 TFRecord 数据

tf.data API 支持很多种文件格式，所以你能够处理无法放入内存的大数据集。例如，TFRecord 文件格式是一种简单的面向记录的二进制格式，许多 TensorFlow 应用都用它来存储训练数据。tf.data.TFRecordDataset 类允许你将一个或者多个 TFRecord 格式文件串流化，并将它们当做一个输入总线的一部分。

# 创建一个从两个文件中读取所有例子的数据集
filenames = ["/var/data/file1.tfrecord", "/var/data/file2.tfrecord"]
dataset = tf.data.TFRecordDataset(filenames)


TFRecordDataset 初始化时的 filenames 参数可以是一个字符串，一个字符串列表，或者一个 tf.Tensor 的字符串。因此，如果你有两个文件集合，分别用作训练和验证，你可以使用一个 tf.placeholder(tf.string) 来代表文件名，并使用一个合适的文件名来初始化一个迭代器：

filenames = tf.placeholder(tf.string, shape=[None])
dataset = tf.data.TFRecordDataset(filenames)
dataset = dataset.map(...)  # 将记录解析为 tensor。
dataset = dataset.repeat()  # 无限重复输入。
dataset = dataset.batch(32)
iterator = dataset.make_initializable_iterator()

# 你可以向迭代器中传入适用于当前操作的文
# 件名，比如 training 或者 validation

# 初始化训练数据的 `iterator`。
training_filenames = ["/var/data/file1.tfrecord", "/var/data/file2.tfrecord"]
sess.run(iterator.initializer, feed_dict={filenames: training_filenames})

# 初始化验证数据的  `iterator`。
validation_filenames = ["/var/data/validation1.tfrecord", ...]
sess.run(iterator.initializer, feed_dict={filenames: validation_filenames})


使用文本数据

许多数据集分布在一个或者多个文本文件中。tf.data.TextLineDataset 提供了一种从一个或多个文本文件抽取行的简易方法。传递一个或多个文件名，TextLineDataset 会为这些文件的每一行生成一个字符串格式的元素。例如 TFRecordDataset ， TextLineDataset 接收一个 filenames 当做 tf.Tensor，所以你能通过传递一个 tf.placeholder(tf.string) 对其参数化。

filenames = ["/var/data/file1.txt", "/var/data/file2.txt"]
dataset = tf.data.TextLineDataset(filenames)


默认的 TextLineDataset 产出每个文件的每一行，这也许并不是我们期望的，例如如果这个文件开始于一个标题行或者包含了注释。这些行可以通过 Dataset.skip() 和 Dataset.filter() 转换来移除。为了单独的对每一个文件进行这样的转换，我们使用 Dataset.flat_map() 来为每一个文件创建一个嵌套的 Dataset。

filenames = ["/var/data/file1.txt", "/var/data/file2.txt"]

dataset = tf.data.Dataset.from_tensor_slices(filenames)

# 使用 `Dataset.flat_map()` 来将每个文件转换成一个单独的嵌套数据集，
# 然后连接他们的内容然后放入一个“扁平的”数据集。
# * 跳过第一行（标题行）。
# * 过滤以 "#" 开始的行（注释）。
dataset = dataset.flat_map(
    lambda filename: (
        tf.data.TextLineDataset(filename)
        .skip(1)
        .filter(lambda line: tf.not_equal(tf.substr(line, 0, 1), "#"))))




使用 Dataset.map() 预处理数据

Dataset.map(f) 通过对输入数据集中每一个元素使用一个给定的 f 函数生成一个新的数据集。它基于 map() 函数)，这种函数通常在函数式编程语言中用于处理列表（和其他的一些数据结构）。函数 f 取用代表输入数据集中一个元素的 tf.Tensor 对象，并返回代表新数据集中一个元素的 tf.Tensor 对象。它的实现使用标准的 TensorFlow 操作来将一个元素转换成另一个。

这一节包含如何使用 Dataset.map() 的一般样例。

解析 tf.Example 协议缓冲区的消息

许多输入总线会从一个 TFRecord 格式文件中抽取 tf.train.Example 协议缓冲信息（例如，使用 tf.python_io.TFRecordWriter）。每一个 tf.train.Example 记录包含一个或者多个“特性”，并且输入总线通常会将这些特性转换为 tensors。

# 将一个字符串标量 `example_proto` 转换到一个字符串标量和
# 一个整数标量，分别代表一个图像和它的标签。
def _parse_function(example_proto):
  features = {"image": tf.FixedLenFeature((), tf.string, default_value=""),
              "label": tf.FixedLenFeature((), tf.int32, default_value=0)}
  parsed_features = tf.parse_single_example(example_proto, features)
  return parsed_features["image"], parsed_features["label"]

# 创建一个读取从两个文件中所有样例的数据集，并提取图像和特征标签。
filenames = ["/var/data/file1.tfrecord", "/var/data/file2.tfrecord"]
dataset = tf.data.TFRecordDataset(filenames)
dataset = dataset.map(_parse_function)


解析图像数据并重设大小

在使用一个真实世界的图像数据来训练一个神经网络时，通常需要将不同尺寸的图像转换成同一尺寸，所以它们需要批量转换成一个固定的尺寸。

# 从一个文件中读取图像，将它解码到一个稠密的 tensor 中，并且
# 将它重设到一个固定的尺寸。
def _parse_function(filename, label):
  image_string = tf.read_file(filename)
  image_decoded = tf.image.decode_image(image_string)
  image_resized = tf.image.resize_images(image_decoded, [28, 28])
  return image_resized, label

# 一个包含所有文件名的向量
filenames = tf.constant(["/var/data/image1.jpg", "/var/data/image2.jpg", ...])

# `labels[i]` 是  `filenames[i]` 图像的标签。
labels = tf.constant([0, 37, ...])

dataset = tf.data.Dataset.from_tensor_slices((filenames, labels))
dataset = dataset.map(_parse_function)


使用 tf.py_func() 调用 Python 库

出于性能的原因，我们推荐你尽可能的使用 TensorFlow 操作预处理数据。然而，在解析输入数据时，有时调用一些原生的 Python 库会很有效。我们可以通过在一个 Dataset.map() 转换中调用 tf.py_func() 操作来实现这一点。

import cv2

# 使用一个自定义的 OpenCV 函数读取图像，来替代标准的
# TensorFlow 的 `tf.read_file()` 操作。
def _read_py_function(filename, label):
  image_decoded = cv2.imread(filename.decode(), cv2.IMREAD_GRAYSCALE)
  return image_decoded, label

# 使用一个标准的 TensorFlow 操作来重设图像到一个固定的大小。
def _resize_function(image_decoded, label):
  image_decoded.set_shape([None, None, None])
  image_resized = tf.image.resize_images(image_decoded, [28, 28])
  return image_resized, label

filenames = ["/var/data/image1.jpg", "/var/data/image2.jpg", ...]
labels = [0, 37, 29, 1, ...]

dataset = tf.data.Dataset.from_tensor_slices((filenames, labels))
dataset = dataset.map(
    lambda filename, label: tuple(tf.py_func(
        _read_py_function, [filename, label], [tf.uint8, label.dtype])))
dataset = dataset.map(_resize_function)




打包元素成数据集

简单打包

打包的最简单方式是将一个数据集中 n 个连续元素堆叠进一个单一元素中。Dataset.batch() 函数就是用来做这样一个变换的 —— 它和 tf.stack() 操作有相同的约束条件，同时它作用于元素的每个组件上：例如，对于每个组件 i，所有的元素必须具有一个一致形态的 tensor。

inc_dataset = tf.data.Dataset.range(100)
dec_dataset = tf.data.Dataset.range(0, -100, -1)
dataset = tf.data.Dataset.zip((inc_dataset, dec_dataset))
batched_dataset = dataset.batch(4)

iterator = batched_dataset.make_one_shot_iterator()
next_element = iterator.get_next()

print(sess.run(next_element))  # ==> ([0, 1, 2,   3],   [ 0, -1,  -2,  -3])
print(sess.run(next_element))  # ==> ([4, 5, 6,   7],   [-4, -5,  -6,  -7])
print(sess.run(next_element))  # ==> ([8, 9, 10, 11],   [-8, -9, -10, -11])


使用填充打包 tensor

上面的方法需要所有的 tensor 都是相同的标准。但是，许多模型（比如，序列模型）的输入数据的标准变化多样（例如：序列有不同的长度）。为了处理这种情况，Dataset.padded_batch() 转换通过指定一个或多个它们可能的标准来将不同的形态的 tensor 填充。

dataset = tf.data.Dataset.range(100)
dataset = dataset.map(lambda x: tf.fill([tf.cast(x, tf.int32)], x))
dataset = dataset.padded_batch(4, padded_shapes=[None])

iterator = dataset.make_one_shot_iterator()
next_element = iterator.get_next()

print(sess.run(next_element))  # ==> [[0, 0, 0], [1, 0, 0], [2, 2, 0], [3, 3, 3]]
print(sess.run(next_element))  # ==> [[4, 4, 4, 4, 0, 0, 0],
                               #      [5, 5, 5, 5, 5, 0, 0],
                               #      [6, 6, 6, 6, 6, 6, 0],
                               #      [7, 7, 7, 7, 7, 7, 7]]


Dataset.padded_batch() 转换允许你为每一个组件的每一种尺寸设置不同的填充，并且它可以是可变长度的（在上面的样例中就被指定为 None ）或者恒定长度。它也可以重设默认值为 0 的填充值。



训练工作流

多次循环处理

tf.data API 提供了两种主要方法来处理同一数据多次循环。

最简单的多次循环迭代一个数据集的方法是使用 Dataset.repeat() 转换。例如，创建一个重复输入数据10次的数据集：

filenames = ["/var/data/file1.tfrecord", "/var/data/file2.tfrecord"]
dataset = tf.data.TFRecordDataset(filenames)
dataset = dataset.map(...)
dataset = dataset.repeat(10)
dataset = dataset.batch(32)


不设置参数使用 Dataset.repeat() 转换的话会导致无限次重复的输入。Dataset.repeat() 转换将它的参数连接，无需在一轮结束处与下一轮开始处发出信号。

如果你想要在每一轮的结尾处接收到一个信号，你可以编写一个训练循环，用于在数据集结尾处捕获 tf.errors.OutOfRangeError。在那个地方，你可以收集到该轮的一些统计信息（例如：验证错误）

filenames = ["/var/data/file1.tfrecord", "/var/data/file2.tfrecord"]
dataset = tf.data.TFRecordDataset(filenames)
dataset = dataset.map(...)
dataset = dataset.batch(32)
iterator = dataset.make_initializable_iterator()
next_element = iterator.get_next()

# 进行 100 轮的计算
for _ in range(100):
  sess.run(iterator.initializer)
  while True:
    try:
      sess.run(next_element)
    except tf.errors.OutOfRangeError:
      break

  # [这里展现一轮结束的操作]


随机混排输入数据

Dataset.shuffle() 转换使用一个与 tf.RandomShuffleQueue 相似的算法随机混排输入数据集：它会维护一个固定大小的缓冲区并从该缓冲区中随机挑选下一个元素。

filenames = ["/var/data/file1.tfrecord", "/var/data/file2.tfrecord"]
dataset = tf.data.TFRecordDataset(filenames)
dataset = dataset.map(...)
dataset = dataset.shuffle(buffer_size=10000)
dataset = dataset.batch(32)
dataset = dataset.repeat()


使用高级 API

tf.errors.OutOfRangeError

filenames = ["/var/data/file1.tfrecord", "/var/data/file2.tfrecord"]
dataset = tf.data.TFRecordDataset(filenames)
dataset = dataset.map(...)
dataset = dataset.shuffle(buffer_size=10000)
dataset = dataset.batch(32)
dataset = dataset.repeat(num_epochs)
iterator = dataset.make_one_shot_iterator()

next_example, next_label = iterator.get_next()
loss = model_function(next_example, next_label)

training_op = tf.train.AdagradOptimizer(...).minimize(loss)

with tf.train.MonitoredTrainingSession(...) as sess:
  while not sess.should_stop():
    sess.run(training_op)


tf.estimator.Estimator

def dataset_input_fn():
  filenames = ["/var/data/file1.tfrecord", "/var/data/file2.tfrecord"]
  dataset = tf.data.TFRecordDataset(filenames)

  # 使用 `tf.parse_single_example()` 来从一个 `tf.Example` 协议缓冲区
  # 提取数据，并额外完成每个记录的预处理。
   def parser(record):
    keys_to_features = {
        "image_data": tf.FixedLenFeature((), tf.string, default_value=""),
        "date_time": tf.FixedLenFeature((), tf.int64, default_value=""),
        "label": tf.FixedLenFeature((), tf.int64,
                                    default_value=tf.zeros([], dtype=tf.int64)),
    }
    parsed = tf.parse_single_example(record, keys_to_features)

    # 完成在解析数据中的额外预处理
    image = tf.image.decode_jpeg(parsed["image_data"])
    image = tf.reshape(image, [299, 299, 1])
    label = tf.cast(parsed["label"], tf.int32)

    return {"image_data": image, "date_time": parsed["date_time"]}, label

  # 使用 `Dataset.map()` 为每个样例建立一个特征字典和
  # 一个标签 tensor 的数据组。
  dataset = dataset.map(parser)
  dataset = dataset.shuffle(buffer_size=10000)
  dataset = dataset.batch(32)
  dataset = dataset.repeat(num_epochs)
  iterator = dataset.make_one_shot_iterator()

  # `features` 是一个字典，它里面是这个特征的一系列数据；
  #  `labels` 是一系列的标签
  features, labels = iterator.get_next()
  return features, labels



        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


评估器

tf.estimator


	训练

	评估

	预测

	作为服务导出



tf.estimator.Estimator

tf.contrib.learn.Estimator

使用评估器的优势

评估器可以为我们带来以下几点好处：


	基于评估器的模型可以运行在单机上，也可以运行在分布式的多台服务器环境上并且不需要做任何修改。更棒的是，你还可以将基于评估器的模型运行在 CPUs，GPUs 或者 TPUs 上。

	评估器简化了模型开发人员内部共享的实现。

	你可以用高级的直观的代码编写某种状态的艺术模型。简而言之，使用评估器通常会比使用 TensorFlow 的低级 API 更加简捷。

	评估器是建立在 tf.layers 上的，简化了自定义的内容。

	评估器已经为你构建了图表。换句话说，你不需要构建图表了。

	评估器提供了一个安全的分布式训练的循环，能够控制以下操作的运行时间和运行方式：
	创建图表

	初始化变量

	启动队列

	处理异常

	创建校验文件和错误恢复

	储存给 TensorBoard 展示的数据







当你用评估器写应用时，你必须将数据输入管道和模型分开。这种分离简化了不同数据集的实验。

预定义的评估器

tf.estimator.DNNClassifier

预定义评估器的程序结构

基于预定义评估器的程序一般包含下面四步：


	编写一个或多个数据集的导入函数。举个例子，你可能会创建两个函数，一个用于导入训练数据，另一个用于导入测试数据。每一个数据集的导入函数都会返回下面两个对象：


	一个字典，它的 key 是特征名，而 values 是对应的张量（或者是稀疏张量），张量里面包含了对应的特征数据。

	一个张量，它包含了一个或多个标签。

举个例子，下面的代码是一个输入函数的基本框架：

def input_fn(dataset):
  ... # 操作数据集，提取特征名称和标签
  return feature_dict, label


数据导入







	tf.feature_column

 # 定义三个数值类型的特征列
population = tf.feature_column.numeric_column('population')
crime_rate = tf.feature_column.numeric_column('crime_rate')
median_education = tf.feature_column.numeric_column('median_education',
                   normalizer_fn='lambda x: x - global_education_mean')




	实例化相关的预定义评估器。举个例子，下面有一个 LinearClassifier 评估器的实例化的代码：

 estimator = tf.estimator.Estimator.LinearClassifier(
feature_columns=[population, crime_rate, median_education],
)




	调用训练，评估和推断的方法。

 譬如说，所有的评估器都提供了 train 方法，它可以用来训练模型。

# my_training_set 是在第一步中创建的函数
estimator.train(input_fn=my_training_set, steps=2000)






预定义评估器的好处

预定义评估器是编码的最佳实践，它有下面两点好处：


	单机或者集群上运行时，计算图的哪部分应该在哪里运行和其实现策略的最佳实践。

	事件记录和通用内容摘要的最佳实践。



如果你不使用预定义的评估器，那么你需要自己实现上面所说到的功能。

自定义评估器

创建定制化 Estimator

推荐的工作流

我们推荐的工作流如下：


	假设存在一个合适的评估器，使用它来构建你的第一个模型，并以这个模型的结果作为基准。

	使用当前的预定义评估器构建、测试你所有的管道，包括数据的完整性和可靠性。

	如果存在可选的预定义评估器，可以对这几个评估器做实验，从中选择一个能够产生最好结果的评估器。

	或许，可以通过构建你自己的评估器来进一步提升模型的效果。



从 Keras 模块中创建评估器

tf.keras.estimator.model_to_estimator

# 实例化一个 kera inception v3 模型。
keras_inception_v3 = tf.keras.applications.inception_v3.InceptionV3(weights=None)
# 定义好用来训练模型使用的优化器，损失和评价指标，然后再编译它
keras_inception_v3.compile(optimizer=tf.keras.optimizers.SGD(lr=0.0001, momentum=0.9),
                          loss='categorical_crossentropy',
                          metric='accuracy')
# 从已编译的 Keras 模型中创建一个评估器，注意，keras 模型的初始状态会被保存在这个评估器中。
est_inception_v3 = tf.keras.estimator.model_to_estimator(keras_model=keras_inception_v3)

# Treat the derived Estimator as you would with any other Estimator.
# First, recover the input name(s) of Keras model, so we can use them as the
# feature column name(s) of the Estimator input function:
# 像处理其他评估器一样处理派生评估器。
# 首先，恢复 Keras 模型的输入名称，这样就可以将它们当做评估器数去函数的特征列名：
keras_inception_v3.input_names  # print out: ['input_1']
# 一旦有了输入名称，就可以创建输入函数，例如，对于 numpy ndarray 格式的输入：
train_input_fn = tf.estimator.inputs.numpy_input_fn(
    x={"input_1": train_data},
    y=train_labels,
    num_epochs=1,
    shuffle=False)
# 需要进行训练时，调用评估器的训练函数：
est_inception_v3.train(input_fn=train_input_fn, steps=2000)


注意，Keras 评估器的特征列和标签的名称来自相应的已编译 Keras 模型。例如上面的 train_input_fn 的输入键值可以从 keras_inception_v3.input_names 获取，类似地，预测的输出名称可以从 keras_inception_v3.output_names 获得。

tf.keras.estimator.model_to_estimator


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 Low Level APIs


底层 API 编程介绍

这篇指南将帮助你使用底层的 TensorFlow 核心 API 进行编程，会涉及到以下几个部分：


	管理你的 TensorFlow 程序（一张 TensorFlow 计算图，tf.Graph）以及 TensorFlow 运行时（一个 TensorFlow 会话，tf.Session），而不是依赖 Estimators 来管理它们

	使用 tf.Session 运行 TensorFlow 操作

 * 在底层环境中使用高级的组件（datasets, layers, 以及 特征列）

	Premade Estimators



我们推荐尽量使用更高层次的 API 来构建模型，但了解 TensorFlow 核心 API 有以下几个优点：


	使用低级 TensorFlow 的操作能帮你更加切中肯綮地进行实验和 debug

 * 在使用高层次 API 的时候，你能够知道其内部是如何运作的



配置

安装 TensorFlow

理解本指南的大部分内容需要你有以下知识储备：


	  会使用 Python 进行编程

	关于数组的一些知识

	最好了解一些机器学习的内容



启动 python 然后跟着一起来实操吧!

运行下列代码来配置你的 Python 环境：

from __future__ import absolute_import
from __future__ import division
from __future__ import print_function

import numpy as np
import tensorflow as tf


张量值

TensorFlow 核心的数据单元是张量（Tensor），一个张量由一个基本数据类型的多维数组来表示。张量的秩指的是它的维度数量，它的形状是一个整数元组，指定了各个维度的数组长度。下面一些张量值的例子：

3. # 秩为 0 的张量，形为 [] 的标量
[1., 2., 3.] # 秩为 1 的张量，形为 [3] 的向量
[[1., 2., 3.], [4., 5., 6.]] # 秩为 2 的张量，形为 [2, 3] 的矩阵
[[[1., 2., 3.]], [[7., 8., 9.]]] # 秩为 3 的张量，形为 [2, 1, 3]


TensorFlow 使用 numpy 数组来表示张量的值。

TensorFlow 核心 API 实战

使用 TensorFlow 核心 API 编程由以下两部分组成：


	tf.Graph

	tf.Session



计算图

计算图是一组定义在图中的 TensorFlow 操作，该图由两种类型的对象组成：


	tf.Operation

	tf.Tensor



重点：tf.Tensors 并不包含值，而只是操作图中各个部分的工具。

让我们来构建一张简单的计算图。图中最基础的操作就是常量操作，tf.constant()这个 Python 函数以一个张量值作为输入，其产生结果不需要额外的输入。当我们调用它时，它会输出传递给构造器的那个值。

我们可以创建两个浮点类型的常量 a 和 b 如下列代码所示：

a = tf.constant(3.0, dtype=tf.float32)
b = tf.constant(4.0) # 隐式的创建一个浮点类型
total = a + b
print(a)
print(b)
print(total)


print 语句的结果如下：

Tensor("Const:0", shape=(), dtype=float32)
Tensor("Const_1:0", shape=(), dtype=float32)
Tensor("add:0", shape=(), dtype=float32)


注意，张量的打印结果并不是如你所想的 3.0，4.0 和 7.0。上述语句只是构建了计算图，这些 tf.Tesor 对象只代表了将要进行的操作的结果。

计算图中的每个操作都会被赋予一个唯一的名称，这个名称和 Python 对象的名称无关。张量的命名规则是"操作名 + 输出序号"，如上面的 "add:0"。

TensorBoard

TensorFlow 提供了一个名为 TensorBoard 的工具。TensorBoard 的功能之一就是可视化一张计算图，几个简单的命令就能实现它。

首先，需要将计算图存为 TensorBoard 的总结文件，代码如下所示：

writer = tf.summary.FileWriter('.')
writer.add_graph(tf.get_default_graph())


你会在当前目录下得到一个 .event 后缀的文件，其命名格式如下：

events.out.tfevents.{timestamp}.{hostname}


接下来，在一个新的终端里，使用下面的命令启动 TensorBoard：

tensorboard --logdir .


你可以在你的浏览器里打开 TensorBoard 的计算图页面，你应该会看到和下面类似的一张图

[image: TensorBoard screenshot]

TensorBoard: 图形可视化

会话

tf.Session

下面的代码创建了一个 tf.Session 对象，并且调用了它的 run 方法来对我们先前创建的 total 张量求值：

sess = tf.Session()
print(sess.run(total))


当你使用 Session.run 方法来获取一个节点的输出时，TensorFlow 回溯计算图，并先计算出所获取节点需要的输入（如果是某个节点的输出，则计算之），然后输出结果。所以打印的结果是 7.0：

7.0


你可以同时传递给 tf.Session.run 多个张量，run 方法会自动处理任意元组或者是字典的组合，如下面的例子所示：

print(sess.run({'ab':(a, b), 'total':total}))


方法返回的结果和输入具有相同的结构：

{'total': 7.0, 'ab': (3.0, 4.0)}


在调用 tf.Seeion.run 的过程中，每一个 tf.Tensor 张量对象具有唯一的值。比如，下面的代码调用了 tf.random_uniform 函数来产生一个服从均一分布的 3 个元素的随机向量（值介于 [0, 1]）：

vec = tf.random_uniform(shape=(3,))
out1 = vec + 1
out2 = vec + 2
print(sess.run(vec))
print(sess.run(vec))
print(sess.run((out1, out2)))


结果显示了每次调用 run，都会产生不同的结果，但是在一次调用中，vec 的值保持不变（out1 和 out2 接收同一个随机的输入）：

[ 0.52917576  0.64076328  0.68353939]
[ 0.66192627  0.89126778  0.06254101]
(
  array([ 1.88408756,  1.87149239,  1.84057522], dtype=float32),
  array([ 2.88408756,  2.87149239,  2.84057522], dtype=float32)
)


一些 TensorFlow 函数会返回 tf.Operations 对象而不是 tf.Tensors，在一个 Operation（操作） 上调用 run 的结果是 None。运行一个操作的结果不会获取值，但是会产生一系列的副作用，像初始化以及训练操作，这些内容会在后面的部分谈到。

赋值

如果计算图始终只能产生常量结果的话，那就没什么意思了。计算图能够通过使用占位符（placeholder）来接收外部的输入，占位符像是一个函数的参数，能够在之后的操作中进行赋值。

x = tf.placeholder(tf.float32)
y = tf.placeholder(tf.float32)
z = x + y


tf.Session.run

print(sess.run(z, feed_dict={x: 3, y: 4.5}))
print(sess.run(z, feed_dict={x: [1, 3], y: [2, 4]}))


结果的输出如下：

7.5
[ 3.  7.]


需要注意，feed_dict 参数可以用来覆盖计算图中的任何张量。占位符和 tf.Tensors 的唯一区别就在于如果占位符没有被赋值，则使用时会抛出错误。

数据集

tf.data

tf.data.Iterator.get_next

tf.data.Dataset.make_one_shot_iterator

my_data = [
    [0, 1,],
    [2, 3,],
    [4, 5,],
    [6, 7,],
]
slices = tf.data.Dataset.from_tensor_slices(my_data)
next_item = slices.make_one_shot_iterator().get_next()


tf.errors.OutOfRangeError

while True:
  try:
    print(sess.run(next_item))
  except tf.errors.OutOfRangeError:
    break


[需要翻译]If the Dataset depends on stateful operations you may need to initialize the iterator before using it, as shown below:

r = tf.random_normal([10,3])
dataset = tf.data.Dataset.from_tensor_slices(r)
iterator = dataset.make_initializable_iterator()
next_row = iterator.get_next()

sess.run(iterator.initializer)
while True:
  try:
    print(sess.run(next_row))
  except tf.errors.OutOfRangeError:
    break


数据导入

网络层

tf.layers

网络层封装了变量和作用其上的操作。比如，全连接层)对输入进行一个加权求和的操作，并且可以作用一个可选择的激活函数。连接的权重和偏置都由网络层对象来管理。

创建网络层

tf.layers.Dense

x = tf.placeholder(tf.float32, shape=[None, 3])
linear_model = tf.layers.Dense(units=1)
y = linear_model(x)


网络层根据输入来决定内部的变量的形状大小，所以我们必须设置 x 这一占位符的形状，从而能够让网络层推断出正确的参数形状。

定义了输出的操作 y 之后，在我们运行之前，还有一点需要注意。

初始化网络层

网络层中的变量在使用之前，必须要初始化。你可以逐一的初始化每个变量，同样也能够和下面一样，简单地用一行代码初始化计算图中所有的变量：

init = tf.global_variables_initializer()
sess.run(init)


重点：调用 tf.global_variables_initializer 创建并返回一个 TensorFlow 操作的句柄，当使用  tf.Session.run 来运行它时，这个操作将会初始化所有的全局变量。

还有一点需要注意，global_variables_initializer 只会初始化已经在计算图中定义的变量。所以初始化操作应该是构建计算图的最后一步操作。

执行网络层

网络层初始化之后，和其他张量一样，我们可以对 linear_model 的输出张量进行求值。如下面的代码所示：

print(sess.run(y, {x: [[1, 2, 3],[4, 5, 6]]}))


结果是含有两个元素的向量：

[[-3.41378999]
 [-9.14999008]]


网络层函数快捷键

tf.layers.dense

x = tf.placeholder(tf.float32, shape=[None, 3])
y = tf.layers.dense(x, units=1)

init = tf.global_variables_initializer()
sess.run(init)

print(sess.run(y, {x: [[1, 2, 3], [4, 5, 6]]}))


tf.layers.Layer

特征列

tf.feature_column.indicator_column

features = {
    'sales' : [[5], [10], [8], [9]],
    'department': ['sports', 'sports', 'gardening', 'gardening']}

department_column = tf.feature_column.categorical_column_with_vocabulary_list(
        'department', ['sports', 'gardening'])
department_column = tf.feature_column.indicator_column(department_column)

columns = [
    tf.feature_column.numeric_column('sales'),
    department_column
]

inputs = tf.feature_column.input_layer(features, columns)


运行 inputs 会把 features 变成一系列向量。

tf.tables_initializer

var_init = tf.global_variables_initializer()
table_init = tf.tables_initializer()
sess = tf.Session()
sess.run((var_init, table_init))


内部状态初始化之后，就可以和其他张量一样运行 inputs ：

print(sess.run(inputs))


这展示了特征列是如何对输入的向量进行编码：“部门”属性使用 one-hot 进行编码，占据每一个向量的前面两个索引（[1., 0.] 代表”sports"，[0., 1.] 代表“gardening”），“销量”属性则由第三个索引来表示：

[[  1.   0.   5.]
 [  1.   0.  10.]
 [  0.   1.   8.]
 [  0.   1.   9.]]


训练

熟悉了 TensorFlow 的核心操作之后，一起来动手训练一个小的回归模型吧。

定义数据

先来定义一些输入，x，以及对应的输出 y_true：

x = tf.constant([[1], [2], [3], [4]], dtype=tf.float32)
y_true = tf.constant([[0], [-1], [-2], [-3]], dtype=tf.float32)


定义模型

接下来，构建一个简单的线性模型，输出为一个值：

linear_model = tf.layers.Dense(units=1)

y_pred = linear_model(x)


你可以对模型的预测进行求值，如下面的代码所示：

sess = tf.Session()
init = tf.global_variables_initializer()
sess.run(init)

print(sess.run(y_pred))


模型还没有经过训练，所以四个预测值和实际值相去甚远。下面是我们的结果，你的结果可能有些不一样：

[[ 0.02631879]
 [ 0.05263758]
 [ 0.07895637]
 [ 0.10527515]]


损失函数

为了优化一个模型，你需要先定义损失函数。我们使用经常应用在回归问题中的平方差作为损失函数。

tf.losses

loss = tf.losses.mean_squared_error(labels=y_true, predictions=y_pred)

print(sess.run(loss))


这会打印出损失函数的值，比如：

2.23962


训练

tf.train.GradientDescentOptimizer

optimizer = tf.train.GradientDescentOptimizer(0.01)
train = optimizer.minimize(loss)


上面的代码构建了优化过程所需的所有计算图的组件，并且返回了一个训练操作。运行这一操作，计算图中的所有变量会被更新，你可以像下面一样运行：

for i in range(100):
  _, loss_value = sess.run((train, loss))
  print(loss_value)


因为 train 是一个操作，而不是一个张量，所以运行的结果并不会返回值。我们可以运行 loss_value 张量来获知训练的过程，结果如下：

1.35659
1.00412
0.759167
0.588829
0.470264
0.387626
0.329918
0.289511
0.261112
0.241046
...


完整程序

x = tf.constant([[1], [2], [3], [4]], dtype=tf.float32)
y_true = tf.constant([[0], [-1], [-2], [-3]], dtype=tf.float32)

linear_model = tf.layers.Dense(units=1)

y_pred = linear_model(x)
loss = tf.losses.mean_squared_error(labels=y_true, predictions=y_pred)

optimizer = tf.train.GradientDescentOptimizer(0.01)
train = optimizer.minimize(loss)

init = tf.global_variables_initializer()

sess = tf.Session()
sess.run(init)
for i in range(100):
  _, loss_value = sess.run((train, loss))
  print(loss_value)

print(sess.run(y_pred))


接下来

想要学习更多关于使用 TensorFlow 构建模型的内容，你可以参考一下内容：


	创建定制化 Estimator



如果你想要学习更多 TensorFlow 内部的工作原理，你可以参考下列文档，其中对我们涉及的话题有更深入的介绍：


	流图与会话

	张量

	变量




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


张量

顾名思义，TensorFlow 是一个定义和运行张量计算的框架。张量是各种维度的向量和矩阵的统称。在内部，TensorFlow 用基本数据类型的多维数组来表示张量。

当你在写 TensorFlow 程序的时候，主要操作和传递的对象就是 tf.Tensor，即所谓的张量。一个 tf.Tensor 对象定义了计算的一部分，并最终会生成一个值。TensorFlow 程序的工作机制是先构建一张 tf.Tensor 对象的计算图，其中详细地展示了各个张量之间的运算关系，然后再通过运行这张计算图的各个部分来产生需要的结果。

一个 tf.Tensor 对象有以下属性：


	一种数据类型（比如float32，int32， 或者是 string）

	一个形状



张量中的每个元素有着相同的数据类型，并且是已知的。而张量的形状（也就是维度的数量和各个维度的大小）可能是部分已知。如果其输入形状是完全已知的，那么大部分操作会产生已知形状的张量，但有些时候只有在计算图执行时才能确定张量的形状。

有些张量的类型比较特殊，会在其他的开发者指南单元中有所说明，主要有以下几种：


	tf.Variable

	tf.constant

	tf.placeholder

	tf.SparseTensor



除了 tf.Variable 以外，张量的值是不可变的，也就是说张量在单次执行的上下文中值是唯一的。但是，两次对同一个张量求值可能返回不同的值，比如，张量的值可能是从磁盘读取的数据，或者是一个随机数，那么每次产生的结果可能是不一样的。

秩

tf.Tensor 对象的秩就是它维度的数量。秩的也可以叫做阶数、度数或者是 n 维。注意：Tensorflow 里的秩和数学中矩阵的秩是不一样的。如下表所示，Tensorflow 中的不同的秩代表不同的数学实体：



	秩
	数学实体





	0
	标量（只有大小）



	1
	向量 (有大小和方向)



	2
	矩阵 (由数构成的表)



	3  
	3 维张量 (由数构成的方体)



	n
	n 维张量 (你可以自行想象一下)







秩为 0

下列代码片段展示了如何创建一些秩为 0 的变量：

mammal = tf.Variable("Elephant", tf.string)
ignition = tf.Variable(451, tf.int16)
floating = tf.Variable(3.14159265359, tf.float64)
its_complicated = tf.Variable(12.3 - 4.85j, tf.complex64)


注意：一个 string 对象在 Tensorflow 中作为一个单独的对象，而不是一个字符序列。字符串可以作为标量，也可以作为向量等类型出现。

秩为 1

你可通过传递一个列表作为初始值来创建一个秩为 1 的 tf.Tensor 对象，比如：

mystr = tf.Variable(["Hello"], tf.string)
cool_numbers  = tf.Variable([3.14159, 2.71828], tf.float32)
first_primes = tf.Variable([2, 3, 5, 7, 11], tf.int32)
its_very_complicated = tf.Variable([12.3 - 4.85j, 7.5 - 6.23j], tf.complex64)


更高的秩

一个秩为 2 的 tf.Tensor 对象至少由一行和一列（类似一个二维数组）组成：

mymat = tf.Variable([[7],[11]], tf.int16)
myxor = tf.Variable([[False, True],[True, False]], tf.bool)
linear_squares = tf.Variable([[4], [9], [16], [25]], tf.int32)
squarish_squares = tf.Variable([ [4, 9], [16, 25] ], tf.int32)
rank_of_squares = tf.rank(squarish_squares)
mymatC = tf.Variable([[7],[11]], tf.int32)


类似地，具有更高秩的张量，由一个 n 维数组组成。比如，在图像处理过程中，我们会使用很多的秩为 4 的张量，其各个维度分别代表一个样本批次的大小、图像的宽度、图像的高度以及颜色通道数。

my_image = tf.zeros([10, 299, 299, 3])  # batch 大小 x 高度 x 宽度 x 颜色通道数


获取 tf.Tensor 对象的秩

我们可以通过调用 tf.rank 方法来获得一个 tf.Tensor 对象的秩。比如，下面的代码展示了如何获得先前定义的一个 tf.Tensor 对象的秩：

r = tf.rank(my_image)
# 运行后，r 的值为 4


引用 tf.Tensor 切片

因为 tf.Tensor 对象是一个由各个单元组成的 n 维数组，你可以通过指定 n 维索引来获得其中的某个单元。

对于一个秩为 0 的张量（标量），因为它已经是一个数了，所以不需要使用索引。

对于一个秩为 1 的张量（向量），传递单个索引就可以获得其中的一个数值：

my_scalar = my_vector[2]


注意，[] 传递的索引本身也可以是一个标量的 tf.Tensor 对象，这样你就可以动态地从向量中选取元素了。

对于秩为大于等于 2 的张量，就更有趣了。秩为 2 的 tf.Tensor 对象，传递 2 个索引值，不出所料，它会返回一个数：

my_scalar = my_matrix[1, 2]


而看下面的代码，如果你只传递一个索引值，那么会返回矩阵的一个子向量，比如：

my_row_vector = my_matrix[2]
my_column_vector = my_matrix[:, 3]


: 符号是 Python 的切片语法，代表“取这一维所有的对象”。这在高秩数的张量中非常的实用，你能够凭此来访问、操作它的子向量、子矩阵甚至子张量。

形状

张量的形状是其各个维度元素的数量。TensorFlow 能够在图的构建过程中自动推断张量的形状。这些推断出的形状的秩可能是已知的，也可能是未知的。即使张量的秩已知，其各个维度的大小也可能是未知的。

TensorFlow 开发者指南中使用三种传统的表示方法来描述向量的维度：秩、形状、和维数。下表展示了这几种表示方法之间的关系：



	秩
	形状
	维数
	例子





	0  
	[]                
	0 维 
	一个 0 维张量，一个标量。                 



	1  
	[维度 0]              
	1 维 
	一个形为 [5] 的 1-D 张量。        



	2  
	[维度 0, 维度 1]          
	2 维 
	一个形为 [3, 4] 的 2-D 张量。           



	3  
	[维度 0, 维度 1, 维度 2]      
	3 维 
	一个形为 [1, 4, 3] 的 3-D 张量。  



	n  
	[维度 0, 维度 1, ... 维度 n-1]
	n 维
	形为 [维度 0, 维度 1, ... 维度 n-1] 的张量。







tf.TensorShape

获取 tf.Tensor 对象的形状

获取 tf.Tensor 对象的形状有两种方式。在构建计算图的时候，检查一下张量的形状的已知部分是很有帮助的。我们可以通过读取 tf.Tensor 对象的 shape 属性来获知其已知部分。这种方法会返回一个 TensorShape 对象，在表示一些部分已知的形状时非常方便（因为在构建计算图的时候不是所有张量的形状都是完全已知的）。

运行时，我们也可以通过调用 tf.shape 操作，用 tf.Tensor 来表示另一个 tf.Tensor 的形状。这样，你就能够根据输入的 tf.Tensor 构建其他张量来操作张量的形状

下面的例子，展示了如何创建一个长度和已知矩阵的列数相同的零向量：

zeros = tf.zeros(my_matrix.shape[1])


改变 tf.Tensor 对象的形状

张量元素的个数是形状数组中各个维度大小的乘积。标量的元素个数始终是 1。因为很多不同的形状包含的元素数量是一样的，在保证元素的个数不变的前提下，我们可以很方便地改变其形状。我们通过使用 tf.reshape 来实现形状的改变。

下面的例子展示了如何改变张量的形状：

rank_three_tensor = tf.ones([3, 4, 5])
matrix = tf.reshape(rank_three_tensor, [6, 10])  # 把 rank_three_tensor 变成一个 
                                                 # 6x10 的矩阵 matrix
matrixB = tf.reshape(matrix, [3, -1])  #  把 matrix 变成一个  3x20 的矩阵 matrixB
                                       #  -1 告诉 reshape 方法
                                       #  自动计算这一维度的大小
matrixAlt = tf.reshape(matrixB, [4, 3, -1])  # 把 matrixB 变成一个
                                             # 4x3x5 的张量 matrixAlt

# 注意，变形后的张量元素个数必须和原有张量中的元素个数相同。
# 如果不同，就会产生错误，因为无法确定某一个维度的元素的数量

yet_another = tf.reshape(matrixAlt, [13, 2, -1])  # 错误


数据类型

除了维度以外，张量还有一个数据类型的属性。你可以通过参考开发者指南中的 tf.DataType 页面来了解所有的数据类型。

tf.Tensor 对象只能有一种数据类型。但是，可以将任意数据结构作为字符串序列化并将其存储在 tf.Tensor 对象中。

我们可以使用 tf.cast 来进行数据类型的转换：

# Cast a constant integer tensor into floating point.
# 把一个常量整形张量转换为浮点数类型
float_tensor = tf.cast(tf.constant([1, 2, 3]), dtype=tf.float32)


To inspect a tf.Tensor's data type use the Tensor.dtype property.

使用 Tensor.dtype 这个属性来获得 tf.Tensor 对象的数据类型。

从 Python 对象创建 tf.Tensor 时，是否指定数据类型是可选的。如果没有显式地指定，TensorFlow 会选择一个能够表示数据的数据类型。TensorFlow 会把 Python 中的整形转换为 tf.int32 并且把浮点数转换为 tf.float32。TensorFlow 其他的转换规则和 numpy 的相同。

对张量求值

计算图构建完成之后，你可以运行计算来产生特定的 tf.Tensor 对象并且获取它的值。这对程序的调试以及运行 TensorFlow 程序的时候是非常有帮助。

对一个张量求值最简单的方法就是使用 Tensor.eval 方法，比如：

constant = tf.constant([1, 2, 3])
tensor = constant * constant
print tensor.eval()


eval 方法只有当启用一个默认的 tf.Session 才能正常工作（你可以查看 Graphs 和 Sessions 开发者指南来了解更多）。

Tensor.eval 方法会返回一个和张量内容相同的 numpy 数组。

当 tf.Tensor 所需的动态信息不完全时，是无法对它求值的。比如，依赖 placeholder 的张量在没有给 placeholder 提供值之前是无法被评估的。

p = tf.placeholder(tf.float32)
t = p + 1.0
t.eval()  #  这会失败，因为 p 还没有被赋值
t.eval(feed_dict={p:2.0})  # 这就能够成功，因为我们通过 feed_dict 给 p 赋值了


注意，除了占位符（placeholder）以外，其他的 tf.Tensor 对象也是能够被赋值的。

一些模型的结构可能使得对 tf.Tensor 求值变得复杂。TensorFlow 无法直接对函数中或者是控制流结构中的 tf.Tensor 求值。如果一个 tf.Tensor 的值来自于一个队列，那么只有在某些东西入队后求值才能进行；否则，求值会被暂时挂起。在处理队列时，请记住在对任何 tf.Tensor 求值之前先调用  tf.train.start_queue_runners 。

打印张量

TensorFlow 调试器

注意，你可别用下面的这种方式打印 tf.Tensor ：

t = <<某些 TensorFlow 操作>>
print t  # 当计算图构建完成后，将会打印出这个张量
         # 这个张量在这种情况下没有值


这段代码打印了 tf.Tensor 这个对象（代表着其所进行的运算）而不是它的值。相反，TensorFlow 提供了tf.Print操作，该操作会原封不动地返回第一个参数，并将第二个参数（tf.Tensor）打印出来。

正确使用 tf.Print 的方式是使用其返回值，如下面的例子所示：

t = <<some tensorflow operation>>
tf.Print(t, [t])  # 这行代码是不起作用的
t = tf.Print(t, [t])  # 我们使用 tf.Print 的返回值
result = t + 1  # 在求 result 的值的时候 `t` 的值将会被打印


当你在对 result 求值的时候，你将会求出所有 result 所依赖的张量的值。因为 result 依赖于 t，因此在对 t 求值的时候会同时打印 t 的值（t 原来的值，即 t = <<某些 TensorFlow 操作>>），这样一来 t 就被打印出来了


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


变量

Tensorflow 变量是用来表述程序控制的共享、持续状态的最好的方式。

变量是通过 tf.Variable 类来控制的。tf.Variable 描述了一个张量，其值可以通过运行操作来改变。不像 tf.Tensor 对象，tf.Variable 存在于 session.run 调用的上下文之外。

从内部来说，tf.Varable 保存了一个常态的张量。你可以通过特定的操作读取和修改该张量的值。这种修改对于多个 tf.Session 都是可见的，因此多个工作线程都能获取 tf.Variable 相同的值。

创建变量

最好的创建变量的方式就是调用 tf.get_variable 方法。这个方法要求你指定变量名，变量名将被用于其他副本获取相同变量，同时也用于备份和导出模型时给变量值命名。tf.get_variable 也允许你重用一个以前创建的同名的变量，重用层的方式使得定义模型变得很简单。

用 tf.get_variable 创建一个变量，你只需提供变量名和形状

my_variable = tf.get_variable("my_variable", [1, 2, 3])


这将会创建一个名为 "my_variable" 的三维变量，形状是 [1, 2, 3]。默认情况下，这个变量的 dtype 为 tf.float32 并且会被 tf.glorot_uniform_initializer 赋上随机的初始值。

你也能可选地给 tf.get_variable 指定 dtype 和初始值。比如：

my_int_variable = tf.get_variable("my_int_variable", [1, 2, 3], dtype=tf.int32,
  initializer=tf.zeros_initializer)


TensorFlow 提供了很多便捷的初始化方式。方案之一，你可以指定 tf.Variable 的初始值为 tf.Tensor。比如：

other_variable = tf.get_variable("other_variable", dtype=tf.int32,
  initializer=tf.constant([23, 42]))


要注意的是当初始值是 tf.Tensor 你就不应当指定变量的形状了，因为变量会使用初始化张量的形状。

[bookmark: collections]

变量集合

因为 TensorFlow 程序中不相连的部分可能会需要创建变量，所以有时候很有必要通过单一的方式来获取所有的变量。因此，TensorFlow 提供了集合，被称为张量或其他对象的列表，比如 tf.Variable 实例的列表。

默认情况下，每个 tf.Variable 都会出现在以下两个集合中：


	tf.GraphKeys.GLOBAL_VARIABLES --- 可以在多个设备间共享的变量



	tf.GraphKeys.TRAINABLE_VARIABLES --- TensorFlow 梯度计算的变量





如果你不想让变量在训练中出现，你可以将它加入到 tf.GraphKeys.LOCAL_VARIABLES 集合中。比如，下面这个例子示范了如何将一个名为 my_local 的变量加入到这个集合中：

my_local = tf.get_variable("my_local", shape=(),
collections=[tf.GraphKeys.LOCAL_VARIABLES])


或者，你可以指定 trainable=False 作为 tf.get_variable 的一个参数：

my_non_trainable = tf.get_variable("my_non_trainable",
                                   shape=(),
                                   trainable=False)


你也可以自定义集合。任何的字符串都是有效的集合名称，并且无需显式地创建一个集合。如果要将创建的变量（或者其他任何对象）添加到集合，调用 tf.add_to_collection 方法即可。比如，以下的代码就酱一个已存在的名为 my_local 的变量添加到一个名为 my_collection_name 的集合：

tf.add_to_collection("my_collection_name", my_local)


如果要获取你存放在集合中的所有变量（或者其他对象）的列表，你可以这样：

tf.get_collection("my_collection_name")


设备部署

正如其他的 TensorFlow 操作一样，你可以将变量部署在特定的设备上。比如，以下的代码段就创建了一个名为 v 的变量并将其部署在了第二个 GPU 设备上：

with tf.device("/device:GPU:1"):
  v = tf.get_variable("v", [1])


tf.train.replica_device_setter

cluster_spec = {
    "ps": ["ps0:2222", "ps1:2222"],
    "worker": ["worker0:2222", "worker1:2222", "worker2:2222"]}
with tf.device(tf.train.replica_device_setter(cluster=cluster_spec)):
  v = tf.get_variable("v", shape=[20, 20])  # 这个变量被 replica_device_setter 部署在参数服务器上


初始化变量

变量在使用之前必须初始化。如果你在用低级的 TensorFlow API 编程（也就是说，你在显式地创建你自己的计算图和会话），你必须显式地初始化这些变量。大部分高级框架，比如 tf.contrib.slim, tf.estimator.Estimator 和 Keras 都会在训练模型之前自动帮你初始化变量。

另一方面，显式的初始化方式也很实用，因为这能让你从备份中重载模型时，不必重新运行可能会很耗性能的初始化函数，同时也在随机初始化分布式设置中的共享变量时允许因果关联（原文为 determinism，译者注）。

在训练开始之前，可以调用 tf.global_variables_initializer() 来一步到位初始化所有可训练的变量。这个函数会返回一个操作，该操作可以初始化所有 tf.GraphKeys.GLOBAL_VARIABLES 集合中的变量。运行这个操作可以初始化所有的变量。比如：

session.run(tf.global_variables_initializer())
# 所有的变量都会被初始化


如果你需要自行初始化变量，你可以手动运行变量初始化的操作。比如：

session.run(my_variable.initializer)


你也可以查看哪些变量还没有被初始化。比如，下面这段代码打印出了所有还没被初始化的变量名称：

print(session.run(tf.report_uninitialized_variables()))


需要注意的是，默认情况下 tf.global_variables_initializer 并不会指定变量被初始化的顺序。因此，如果一个变量的初始化的值依赖于另一个变量的值，很可能你就会得到一个错误。任何在变量没有完全被初始化的上下文中使用变量值的时候（也就是说，你在初始化一个变量时使用了另一个变量的值），你最好使用 variable.initialized_value() 而不要用 variable。

v = tf.get_variable("v", shape=(), initializer=tf.zeros_initializer())
w = tf.get_variable("w", initializer=v.initialized_value() + 1)


使用变量

如果要在 TensorFlow 计算图中使用 tf.Variable 的值，你只需把它当作一个普通的 tf.Tensor 来使用：

v = tf.get_variable("v", shape=(), initializer=tf.zeros_initializer())
w = v + 1  # w 是基于 v 的值来计算的 tf.Tensor
           # 用于表达式中的变量，在任何时候都会自动地转换成 tf.Tensor。


如果要给变量指派值，使用 tf.Variable 类中的 assign, assign_add 或者其他相近的方法。比如，你可以这样调用这些方法：

v = tf.get_variable("v", shape=(), initializer=tf.zeros_initializer())
assignment = v.assign_add(1)
tf.global_variables_initializer().run()
sess.run(assignment)  # or assignment.op.run(), or assignment.eval()


tf.train.Optimizer

因为变量时可变的，因此有些情况下及时知道正在使用的变量的值是哪个版本很有必要。在某些操作后强制重新读取变量值可以通过 tf.Variable.read_value 实现。比如：

v = tf.get_variable("v", shape=(), initializer=tf.zeros_initializer())
assignment = v.assign_add(1)
with tf.control_dependencies([assignment]):
  w = v.read_value()  # w 保证了在 assign_add 操作之后还能反应 v 的值


共享变量

TensorFlow 支持两种共享变量的方式：


	显式地传递 tf.Variable 对象。

	隐式地将 tf.Variable 对象包含在 tf.variable_scope 对象中。



尽管显式地传递变量的代码已经很清晰了，有时在 TensorFlow 函数的实现中隐式地使用变量也很方便。tf.layer 中的大多数函数层都是用了这种方式，tf.metrics 也是，还有一些其他的类库工具也是如此。

变量作用域允许你控制在调用隐式地创建和使用变量的函数时控制变量的重用规则，也允许你用一种有层次的、易懂的方式来命名变量。

比如，我们写了一个函数来创建一个卷积／relu 层：

def conv_relu(input, kernel_shape, bias_shape):
    # 创建一个名为 "weights" 的变量
    weights = tf.get_variable("weights", kernel_shape,
        initializer=tf.random_normal_initializer())
    # 创建一个名为 "biases" 的变量
    biases = tf.get_variable("biases", bias_shape,
        initializer=tf.constant_initializer(0.0))
    conv = tf.nn.conv2d(input, weights,
        strides=[1, 1, 1, 1], padding='SAME')
    return tf.nn.relu(conv + biases)


这个函数使用了 weights 和 biases 这样的短名字，这样很容易懂。然而在真实的模型中，我们会需要许多这样错综复杂的层，并且在重复调用这些函数的时候将会出乱子：

input1 = tf.random_normal([1,10,10,32])
input2 = tf.random_normal([1,20,20,32])
x = conv_relu(input1, kernel_shape=[5, 5, 32, 32], bias_shape=[32])
x = conv_relu(x, kernel_shape=[5, 5, 32, 32], bias_shape = [32])  # This fails.


因为目标结果并不明确（创建新的变量还是重用已存在的变量？）TensorFlow 将会无法执行。然而在不同作用域中调用 conv_relu 会表明我们想要创建新的变量：

def my_image_filter(input_images):
    with tf.variable_scope("conv1"):
        # 此处创建的变量会被命名为 "conv1/weights", "conv1/biases"
        relu1 = conv_relu(input_images, [5, 5, 32, 32], [32])
    with tf.variable_scope("conv2"):
        # 此处创建的变量会被命名为 "conv2/weights", "conv2/biases"
        return conv_relu(relu1, [5, 5, 32, 32], [32])


如果你想变量被共享，你有两个选择。第一，你可以用 reuse=True 创建一个相同名字的作用域：

with tf.variable_scope("model"):
  output1 = my_image_filter(input1)
with tf.variable_scope("model", reuse=True):
  output2 = my_image_filter(input2)


你也可以调用 scope.reuse_variables() 来触发重用：

with tf.variable_scope("model") as scope:
  output1 = my_image_filter(input1)
  scope.reuse_variables()
  output2 = my_image_filter(input2)


因此仅仅依赖于不同名称的作用域是很危险的。有时候，我们还会基于其他作用域来初始化变量作用域：

with tf.variable_scope("model") as scope:
  output1 = my_image_filter(input1)
with tf.variable_scope(scope, reuse=True):
  output2 = my_image_filter(input2)



        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


流图与会话

TensorFlow 使用数据流图（Dataflow graph，后文以“流图”简称。）表示计算过程，它是依据各个操作之间的依赖关系生成的。这是一个底层的编程模型，你需要先定义数据流图，然后创建一个 TensorFlow 会话以在多个本地或远程的设备上运行流图的各个部分。

tf.estimator.Estimator

为什么要用数据流图？

[image: ]

tf.matmul



TensorFlow 利用数据流模型来执行程序，有如下几个优点：


	并行编程 使用显式边来表示操作间的依赖关系，系统就能很容易的识别出可以并行的操作。



	分布执行  用显式边来表示操作间传递的值，TensorFlow 可以将你的程序分布到不同机器的不同设备（CPU, GPU 和 TPU）上，并完成必要的设备间通信和协调工作。



	XLA 概述



	保存和恢复





tf.Graph

tf.Graph


	流图结构 图的节点和边表明了各个独立操作组合在一起的方式，但并没有说明他们的用法。流图结构很像汇编代码：查看代码能够得到一些有用的信息，但它并不能传达给你所有源代码中的有效信息。



	tf.train.Optimizer





tf.Graph

tf.Graph


	tf.Operation



	tf.Tensor



	变量



	tf.Operation





tf.estimator.Estimator

tf.Session

操作的命名

tf.Operation


	tf.Tensor



	tf.name_scope

c_0 = tf.constant(0, name="c")  # => operation named "c"

 # 已经被使用过的名称将会变为 "uniquified"。
 c_1 = tf.constant(2, name="c")  # => operation named "c_1"

 # 命名空间为在同一上下文环境中创建的所有操作添加一个前缀。
 with tf.name_scope("outer"):
   c_2 = tf.constant(2, name="c")  # => 操作被命名为"outer/c"

   # 命名空间像分层文件系统中嵌套的路径。
   with tf.name_scope("inner"):
     c_3 = tf.constant(3, name="c")  # => 操作被命名为 "outer/inner/c"

   # 退出命名空间,将返回到前一个前缀名称所表示的命名空间。
   c_4 = tf.constant(4, name="c")  # => 操作被命名为 "outer/c_1"

 # 已经被使用过的名称将会变为 "uniquified"。
 with tf.name_scope("inner"):
     c_5 = tf.constant(5, name="c")  # => 操作被命名为 "outer/inner_1/c"






图形可视化工具使用命名空间来将操作分组，并减少图形的视觉复杂性。请参阅将流图可视化来获取更多信息。

tf.Operation


	"<OP_NAME>" 是生成 tensor 的操作名称。

	"<i>" 是一个整数，表示操作的输出中 tensor 的索引。



在不同设备部署操作

tf.device

tf.device

/job:<JOB_NAME>/task:<TASK_INDEX>/device:<DEVICE_TYPE>:<DEVICE_INDEX>


分别表示：


	<JOB_NAME> 是一个可以包含字母与数字的字符串，但不能以数字开头。

	<DEVICE_TYPE> 是一个已注册的设备类型（例如 GPU 或者 CPU）。

	tf.train.ClusterSpec

	<DEVICE_INDEX> 是一个非负整数，表示设备的索引，例如，用来区分在同一进程中使用的不同 GPU 设备。



tf.device

# 创建时没有指定任何设备的操作将在“尽可能最好”的设备上运行。
# 例如，如果你有一个 GPU 和一个 CPU 可用，并且该操作具有 GPU
# 实现，则 TensorFlow 将选择该 GPU。
weights = tf.random_normal(...)

with tf.device("/device:CPU:0"):
  #  此上下文中创建的操作会被分配到 CPU 上。
  img = tf.decode_jpeg(tf.read_file("img.jpg"))

with tf.device("/device:GPU:0"):
  # 当前上下文环境中创建的操作会被分配到 GPU 上。
  result = tf.matmul(weights, img)


分布式 TensorFlow

with tf.device("/job:ps/task:0"):
  weights_1 = tf.Variable(tf.truncated_normal([784, 100]))
  biases_1 = tf.Variable(tf.zeroes([100]))

with tf.device("/job:ps/task:1"):
  weights_2 = tf.Variable(tf.truncated_normal([100, 10]))
  biases_2 = tf.Variable(tf.zeroes([10]))

with tf.device("/job:worker"):
  layer_1 = tf.matmul(train_batch, weights_1) + biases_1
  layer_2 = tf.matmul(train_batch, weights_2) + biases_2


tf.Variable

with tf.device(tf.train.replica_device_setter(ps_tasks=3)):
  # tf.Variable  默认情况下以轮询调度的方式部署在 "/job:ps" 的任务列表中
  w_0 = tf.Variable(...)  # placed on "/job:ps/task:0"
  b_0 = tf.Variable(...)  # placed on "/job:ps/task:1"
  w_1 = tf.Variable(...)  # placed on "/job:ps/task:2"
  b_1 = tf.Variable(...)  # placed on "/job:ps/task:0"

  input_data = tf.placeholder(tf.float32)     # 部署 "/job:worker"
  layer_0 = tf.matmul(input_data, w_0) + b_0  # 部署 "/job:worker"
  layer_1 = tf.matmul(layer_0, w_1) + b_1     # 部署 "/job:worker"


可用作 Tensor 的对象

tf.Tensor


	tf.Tensor

	tf.Variable

	numpy.ndarray

	list (和可用做 tensor 对象的列表)

	Python 标量类型: bool, float, int, str



tf.register_tensor_conversion_function

tf.Tensor

tf.Session

tf.Graph

tf.Session

tf.Session

# 创建一个默认的进程内的会话。
with tf.Session() as sess:
  # ...

# 创建一个远程会话。
with tf.Session("grpc://example.org:2222"):
  # ...


tf.Session.close

tf.estimator.RunConfig

tf.Session.__init__


	tf.train.Server



	tf.Graph



	tf.ConfigProto


	tf.device



	tf.train.ClusterSpec.as_cluster_def



	graph_options.optimizer_options 提供对 TensorFlow 在执行流图前对其优化的控制。



	gpu_options.allow_growth 将其设置为 True 来更改 GPU 内存分配器，以便逐渐增加分配的内存量，而不是在启动时分配大部分内存。









tf.Session.run

tf.Session.run

tf.Session.run

x = tf.constant([[37.0, -23.0], [1.0, 4.0]])
w = tf.Variable(tf.random_uniform([2, 2]))
y = tf.matmul(x, w)
output = tf.nn.softmax(y)
init_op = w.initializer

with tf.Session() as sess:
  # 运行 `w` 的初始化操作。
  sess.run(init_op)

  # 对 `output` 求值。`sess.run(output)` 将返回一个包含计算结果的 NumPy 数组。
  print(sess.run(output))

  # 对 `y` 和 `output` 求值。请注意， `y` 只会计算一次，计算结果既作为 `y_val` 的值返回，
  # 又会作为 `tf.nn.softmax()` 操作的输入。`y_val` 和 `output_val` 都是 NumPy 数组。
  y_val, output_val = sess.run([y, output])


tf.placeholder

# 定义一个三个浮点值向量的占位符和一个依赖于它的计算。
x = tf.placeholder(tf.float32, shape=[3])
y = tf.square(x)

with tf.Session() as sess:
  # 提供不同的参数值会求得不同的 `y` 值。
  print(sess.run(y, {x: [1.0, 2.0, 3.0]}))  # => "[1.0, 4.0, 9.0]"
  print(sess.run(y, {x: [0.0, 0.0, 5.0]}))  # => "[0.0, 0.0, 25.0]"

  # 抛出 `tf.errors.InvalidArgumentError`，因为你必须先给 `tf.placeholder()` 赋值，然后才能计算器依赖关系之上的 tensor 。
  sess.run(y)

  # 抛出 `ValueError`，因为 `37.0` 与 `x` 形状不匹配。
  sess.run(y, {x: 37.0})


tf.Session.run

y = tf.matmul([[37.0, -23.0], [1.0, 4.0]], tf.random_uniform([2, 2]))

with tf.Session() as sess:
  # 定义调用 `sess.run()` 的选项。
  options = tf.RunOptions()
  options.output_partition_graphs = True
  options.trace_level = tf.RunOptions.FULL_TRACE

  # 定义一个用于接受返回元数据的容器。
  metadata = tf.RunMetadata()

  sess.run(y, options=options, run_metadata=metadata)

  # 打印出在每个设备上执行的子流图。
  print(metadata.partition_graphs)

  # 打印出每次执行操作的执行时间。
  print(metadata.step_stats)


将流图可视化

tf.Graph

# 构建你的流图
x = tf.constant([[37.0, -23.0], [1.0, 4.0]])
w = tf.Variable(tf.random_uniform([2, 2]))
y = tf.matmul(x, w)
# ...
loss = ...
train_op = tf.train.AdagradOptimizer(0.01).minimize(loss)

with tf.Session() as sess:
  # `sess.graph` 提供了对 `tf.Session` 中流图的访问。
  writer = tf.summary.FileWriter("/tmp/log/...", sess.graph)

  # 执行你的计算...
  for i in range(1000):
    sess.run(train_op)
    # ...

  writer.close()


tf.estimator.Estimator

然后，你可以在 tensorboard 中打开日志，在 “Graph” 页面查看高度可视化的计算图结构。请注意， 一个典型的 TensorFlow 计算图——尤其是自动计算梯度的训练计算图——会由于节点太多而不能立刻全部可视化。计算图使用命名空间来将相关操作归纳到父节点。你可以点解父节点的橙色 "+" 按钮来展开其内部的子图。

[image: ]

要了解更多关于如何使用 TensorBoard 来可视化你的 TensorFlow 应用，请参阅 TensorBoard 指南。

使用多个流图编程

tf.Operation

如上所述， TensorFlow 提供了一个“默认流图”，隐式传递给同一上下文中的所有 API 函数。对于许多个应用程序来说，一张流图就足够了。但是，TensorFlow 也提供了操作默认流图的方法，这在更高级的用例中是有用处的。例如：


	tf.Operation



	tf.Graph





tf.Graph

g_1 = tf.Graph()
with g_1.as_default():
  # 这作用域中创建的操作会加到  `g_1` 中。
  c = tf.constant("Node in g_1")

  # 这个作用域中创建的会话会运行 `g_1` 中的操作。
  sess_1 = tf.Session()

g_2 = tf.Graph()
with g_2.as_default():
  # 这作用域中创建的操作会加到  `g_2` 中。
  d = tf.constant("Node in g_2")

# 或者，你可以在构建 `tf.Session` 时传递一个流图：
# `sess_2`会运行 `g_2` 中的操作。
sess_2 = tf.Session(graph=g_2)

assert c.graph is g_1
assert sess_1.graph is g_1

assert d.graph is g_2
assert sess_2.graph is g_2


tf.Graph

# 打印默认流图中所有的操作。
g = tf.get_default_graph()
print(g.get_operations())



        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


保存和恢复

评估器

保存和恢复变量

变量

Saver restores all variables already defined in your model. If you're loading a model without knowing how to build its graph (for example, if you're writing a generic program to load models), then read the Overview of saving and restoring models section later in this document.

TensorFlow saves variables in binary checkpoint files that map variable names to tensor values.

Caution: TensorFlow model files are code. Be careful with untrusted code. See Using TensorFlow Securely for details.

保存变量

用 tf.train.Saver() 方法创建一个 Saver 来管理模型中的所有变量。例如，如下代码演示了如何调用 tf.train.Saver.save 方法将变量保存到快照文件中：

# 创建变量
v1 = tf.get_variable("v1", shape=[3], initializer = tf.zeros_initializer)
v2 = tf.get_variable("v2", shape=[5], initializer = tf.zeros_initializer)

inc_v1 = v1.assign(v1+1)
dec_v2 = v2.assign(v2-1)

# 添加初始化变量的操作
init_op = tf.global_variables_initializer()

# 添加保存和恢复这些变量的操作
saver = tf.train.Saver()

# 然后，加载模型，初始化变量，完成一些工作，并保存这些变量到磁盘中
with tf.Session() as sess:
  sess.run(init_op)
  # 使用模型完成一些工作
  inc_v1.op.run()
  dec_v2.op.run()
  # 将变量保存到磁盘中
  save_path = saver.save(sess, "/tmp/model.ckpt")
  print("Model saved in path: %s" % save_path)


恢复变量

tf.train.Saver 对象不仅能够将变量保存到快照文件中，它也能够恢复变量。注意恢复变量不需要预先初始化。例如，下面这个示例代码片段演示了如何调用 tf.train.Saver.restore 方法并将变量从快照文件中恢复：

tf.reset_default_graph()

# 创建一些变量
v1 = tf.get_variable("v1", shape=[3])
v2 = tf.get_variable("v2", shape=[5])

# 添加保存和恢复这些变量的操作
saver = tf.train.Saver()

# 然后，加载模型，使用 saver 从磁盘中恢复变量，并使用变量完成一些工作
with tf.Session() as sess:
  # 从磁盘中恢复变量
  saver.restore(sess, "/tmp/model.ckpt")
  print("Model restored.")
  # 检查变量的值
  print("v1 : %s" % v1.eval())
  print("v2 : %s" % v2.eval())


[需要翻译]Note: There is not a physical file called /tmp/model.ckpt. It is the prefix of filenames created for the checkpoint. Users only interact with the prefix instead of physical checkpoint files.

选择需要保存和恢复的变量

如果您没有传递任何参数给 tf.train.Saver()，保存程序将默认对计算图中所有的变量进行保存或恢复操作。每个变量都会以原变量名保存。

为快照文件中的变量明确指定名称有时是很有用的。例如，在您训练的模型中包含一个名为 "weights" 的变量，而你想要把 "weights" 变量的值恢复到名为 "params" 的变量中。

有时仅对部分变量进行保存和恢复操作也很有用。例如，您有一个已经训练好的五层的神经网络模型，现在想复用其权重值来训练一个六层的神经网络。那么您可以使用保存程序仅恢复前五层的权重。

通过传递如下之一的参数给 tf.train.Saver() 构造器，您可以轻易的指定保存和加载的名称和变量：


	变量列表（将会以原变量名保存）。

	一个 Python 字典，键是要使用的名称，值是要管理的变量。



继续之前展示的保存/恢复示例：

tf.reset_default_graph()
# 创建一些变量
v1 = tf.get_variable("v1", [3], initializer = tf.zeros_initializer)
v2 = tf.get_variable("v2", [5], initializer = tf.zeros_initializer)

# 使用名称“V2”创建只保存和恢复 `v2` 的操作
saver = tf.train.Saver({"v2": v2})

# 在此之后正常的使用 saver 对象
with tf.Session() as sess:
  # 由于 saver 没有初始化 v1，初始化 v1。
  v1.initializer.run()
  saver.restore(sess, "/tmp/model.ckpt")

  print("v1 : %s" % v1.eval())
  print("v2 : %s" % v2.eval())


注意：


	你可以随心所欲地创建多个 Saver 对象来保存变量的不同部分。同一变量可以在多个 saver 对象中列出；只有在 Saver.restore() 方法运行时它的值才会改变。



	tf.variables_initializer



	您可以使用 inspect_checkpoint 库检查快照文件中的变量，print_tensors_in_checkpoint_file 函数尤为好用。



	tf.Variable.name





检查快照文件中的变量

使用

inspect_checkpoint 库可以迅速检查快照文件中的变量.

继续之前展示的保存/恢复示例：

# 导入 inspect_checkpoint 库
from tensorflow.python.tools import inspect_checkpoint as chkp

# 打印快照文件中的所有张量
chkp.print_tensors_in_checkpoint_file("/tmp/model.ckpt", tensor_name='', all_tensors=True)

# tensor_name:  v1
# [ 1.  1.  1.]
# tensor_name:  v2
# [-1. -1. -1. -1. -1.]

# 只打印快照文件中的张量 v1
chkp.print_tensors_in_checkpoint_file("/tmp/model.ckpt", tensor_name='v1', all_tensors=False)

# tensor_name:  v1
# [ 1.  1.  1.]

# pr只打印快照文件中的张量 v2
chkp.print_tensors_in_checkpoint_file("/tmp/model.ckpt", tensor_name='v2', all_tensors=False)

# tensor_name:  v2
# [-1. -1. -1. -1. -1.]


[bookmark: models]

保存和恢复模型

tf.estimator.Estimator

创建并加载一个 SavedModel

Simple save[需要翻译]

tf.saved_model.simple_save

simple_save(session,
            export_dir,
            inputs={"x": x, "y": y},
            outputs={"z": z})


tf.estimator.Estimator

Manually build a SavedModel

tf.saved_model.builder

tf.saved_model.builder.SavedModelBuilder

如果需要将资源保存、写入或拷贝到磁盘，那么可以在添加第一个 MetaGraphDef 时提供这些资源。如果多个 MetaGraphDef 与同名资源相关联，则仅保留第一个版本。

添加到 SavedModel 的 MetaGraphDef 必须由用户指定注解的标签。标签提供了一种方法来表示要加载和恢复的特殊 MetaGraphDef，以及共享的变量和资源集。通常，这些标签会给 MetaGraphDef 添加功能性的注解（比如保存或者训练），也可以指定硬件（如 GPU）来进行注释。

例如，如下代码展示了一种使用 SavedModelBuilder 创建 SavedModel 的典型方法:

export_dir = ...
...
builder = tf.saved_model.builder.SavedModelBuilder(export_dir)
with tf.Session(graph=tf.Graph()) as sess:
  ...
  builder.add_meta_graph_and_variables(sess,
                                       [tag_constants.TRAINING],
                                       signature_def_map=foo_signatures,
                                       assets_collection=foo_assets,
                                       strip_default_attrs=True)
...
# 为推理添加一秒的 MetaGraphDef
with tf.Session(graph=tf.Graph()) as sess:
  ...
  builder.add_meta_graph([tag_constants.SERVING], strip_default_attrs=True)
...
builder.save()


[bookmark: forward_compatibility]

[需要翻译]Forward compatibility via strip_default_attrs=True

Following the guidance below gives you forward compatibility only if the set of Ops has not changed.

tf.saved_model.builder.SavedModelBuilder.add_meta_graph

tf.NodeDef


	An existing Op (Foo) is updated to include a new attribute (T) with a default (bool) at version 101.

	A model producer such as a "trainer binary" picks up this change (version 101) to the OpDef and re-exports an existing model that uses Op Foo.

	A model consumer (such as Tensorflow Serving) running an older binary (version 100) doesn't have attribute T for Op Foo, but tries to import this model. The model consumer doesn't recognize attribute T in a NodeDef that uses Op Foo and therefore fails to load the model.

	By setting strip_default_attrs to True, the model producers can strip away any default valued attributes in the NodeDefs. This helps ensure that newly added attributes with defaults don't cause older model consumers to fail loading models regenerated with newer training binaries.



See compatibility guidance for more information.

在 Python 中加载 SavedModel

tf.saved_model.loader


	恢复计算图定义和变量的会话。

	用于标识加载的 MetaGraphDe 的标签。

	SavedModel 的位置（目录）。



加载时， 指定的 MetaGraphDef 中的部分变量、资源和签名将会被恢复到目标会话中。

export_dir = ...
...
with tf.Session(graph=tf.Graph()) as sess:
  tf.saved_model.loader.load(sess, [tag_constants.TRAINING], export_dir)
  ...


在 C++ 中加载 SavedModel

C++ 版本的 SavedModel

加载器

提供了一个从路径加载 SavedModel 的API, 同时允许指定

SessionOptions 和 RunOptions 参数。

您必须指定出与被加载计算图相关的标签。SavedModel 会作为 SavedModelBundle加载，其中包含了 MetaGraphDef 和当前会话。

const string export_dir = ...
SavedModelBundle bundle;
...
LoadSavedModel(session_options, run_options, export_dir, {kSavedModelTagTrain},
               &bundle);


在 TensorFlow 服务中加载一个 SavedModel 并构建服务

你可以通过 ensorFlow Serving Model Server 二进制文件简便的加载 SavedModel 并构建服务。查看 instructions了解怎样安装服务，或者你也可以构建它。

一旦你安装好 Model Server，使用以下语句运行它：

tensorflow_model_server --port=port-numbers --model_name=your-model-name --model_base_path=your_model_base_path


设置端口和模块名称标识。model_base_path 标志应该是一个根目录，其中模型的每个版本都以数字命名子文件夹。如果只有模型一个版本，直接将其以如下方式放入子文件夹：


	将模型放入 /tmp/model/0001

	设置 model_base_path 为 /tmp/model



将不同版本的模型保存在同一根目录下以数字命名的子文件夹中。例如，加载根目录是 /tmp/model。如果你只有模型的一个版本，将其保存在 /tmp/model/0001。如果有模型的两个版本，保存第二个版本在/tmp/model/0002，以此类推。设置 --model-base_path 为根目录（此例中为 /tmp/model）。TensorFlow Model Server 会根据根目录下最高数字的子文件夹中模型构建服务。

标准常量

SaveModel 为多种使用案例提供了创建和加载 TensorFlow 计算图的灵活性。对于最为常见的使用案例，SavedModel 的 API 提供了一组 Python 和 C++ 中的常量，易于重复使用和一致的跨工具共享。

标准 MetaGraphDef 标签

您可以使用一组标记来唯一地标识保存在 SavedModel 中的 MetaGraphDef。一个常用标签的子集在：


	Python

	C++



标准 SignatureDef 常量

SignatureDef

是一个 Protocol Buffer，定义了计算图支持的计算中的签名。常用输入键、输出键以及方法名称在：


	Python

	C++



配合 Estimators 使用 SavedModel

训练好 Estimator 模型之后，您可能想要从这个模型创建一个执行请求并返回结果的服务。您可以在您的设备上本地运行该服务，或者部署在云端。

要为服务准备一个训练好的 Estimator，您必须以标准的 SavedModel 格式输出它。本节介绍了如何：


	指定能够提供的输出节点以及相应的

APIs

（分类，回归或预测）。

	以 SavedModel 格式输出模型。

	在本地服务器上运行模型并做出预测。



准备运行时的输入

Premade Estimators


	为系统运行时的推理请求添加占位符。

	添加任意额外需要的操作，用于将输入数据转换成模型所需要的特征 Tensor。



tf.estimator.export.ServingInputReceiver

tf.parse_example

tf.SparseFeature

结合起来，然后：

feature_spec = {'foo': tf.FixedLenFeature(...),
                'bar': tf.VarLenFeature(...)}

def serving_input_receiver_fn():
  """需要一个已序列化的 tf.Example 的输入接收器"""
  serialized_tf_example = tf.placeholder(dtype=tf.string,
                                         shape=[default_batch_size],
                                         name='input_example_tensor')
  receiver_tensors = {'examples': serialized_tf_example}
  features = tf.parse_example(serialized_tf_example, feature_spec)
  return tf.estimator.export.ServingInputReceiver(features, receiver_tensors)


tf.estimator.export.build_parsing_serving_input_receiver_fn

注意：当在本地服务器上使用预测 API 训练模型时, 不需要解析步骤, 因为模型将接收原始特征数据。



tf.estimator.export.build_raw_serving_input_receiver_fn

如果这些程序还不能满足您的需求，您可以编写自己的 serving_input_receiver_fn()。 一种应用场景是，您训练的 input_fn() 包含了一些必须在运行时执行的预处理逻辑。为了降低训练向生产状态倾斜的风险，建议将这些预处理的内容封装在 input_fn() 和 serving_input_reveiver_fn() 的函数中。

注意，serving_input_receiver_fn() 还确定了签名的输入部分。也就是说，在编写 aserving_input_receiver_fn() 时，您必须告诉解析器所期望的签名以及如何将它们映射到模型的预期输入。相反, 签名的输出部分由模型确定。

执行输出

tf.estimator.Estimator.export_savedmodel

estimator.export_savedmodel(export_dir_base, serving_input_receiver_fn,
                            strip_default_attrs=True)


这种方法在第一次调用 serving_input_receiver_fn() 时创建一个新的计算图，以获取特征 Tensor，然后调用 Estimator 的 model_fn() 去生成基于这些特征的模型图。它创建了一个新的会话，并将最近的快照文件恢复到会话里。（如果需要，可以传递不同的快照文件。）最后，它会在给定的export_dir_base (即 export_dir_base/<timestamp>)下创建一个有时间戳的输出目录，并将一个包含了会话中的 MetaGraphDef 的 SavedModel 写入其中。

注意：请及时清理旧的输出文件。

否则，持续输出的文件将堆积在 export_dir_base 目录下。



指定自定义模型的输出

tf.estimator.EstimatorSpec

tf.estimator.export.PredictOutput

这些输出类型直接映射到

TensorFlow 服务 API, 以此来决定要执行哪个请求。

注意: 在多头部情况下, 从 model_fn 中返回的 export_outputs 字典中的每一个元素都会生成一个相同键名的 SignatureDef。这些 SignatureDef 仅在其输出中有所不同, 因为由相应的 ExportOutput 条目所生成。输入总是由 serving_input_receiver_fn 提供。推理请求可以按名称指定头部。头部必须使用  signature_constants.DEFAULT_SERVING_SIGNATURE_DEF_KEY 命名，在推理请求没有指定头部时来隐式地判断哪一个  SignatureDef 将会被执行。

在本地运行导出的模型

对于本地部署，您可以使用

TensorFlow Serving（一个加载 SavedModel 并将其暴露为 gRPC 服务的开源项目）来运行模型。

首先， 安装 TensorFlow Serving。

然后创建并运行本地模型服务器，用以上导出的 SavedModel 路径替换 $export_dir_base：

bazel build //tensorflow_serving/model_servers:tensorflow_model_server
bazel-bin/tensorflow_serving/model_servers/tensorflow_model_server --port=9000 --model_base_path=$export_dir_base


现在您就有了一台服务器，通过 gRPC 在端口 9000 来监听推理请求!

从本地服务器请求预测

服务器根据

PredictionService

gRPC API 服务定义来响应 gRPC 请求（ 嵌套的 Protocol Buffer 定义在不同的neighboring files中）。

根据 API 服务的定义，gRPC 框架能够生成多种语言的客户端类库，提供对 API 的远程访问。在使用 Bzael 构建工具的项目中，这些库都是自动创建并通过如下依赖关系（以使用 Python 为例）提供的：

  deps = [
    "//tensorflow_serving/apis:classification_proto_py_pb2",
    "//tensorflow_serving/apis:regression_proto_py_pb2",
    "//tensorflow_serving/apis:predict_proto_py_pb2",
    "//tensorflow_serving/apis:prediction_service_proto_py_pb2"
  ]


Python 客户端的代码中引入类库的方式如下：

from tensorflow_serving.apis import classification_pb2
from tensorflow_serving.apis import regression_pb2
from tensorflow_serving.apis import predict_pb2
from tensorflow_serving.apis import prediction_service_pb2


注意：prediction_service_pb2 将服务定义为一个整体, 因此始终需要引入它。但是，根据所做请求的类型，典型的客户端只需要引入  classification_pb2、regression_pb2 和 predict_pb2 中的一个。



然后, 将请求数据组装成 Protocol Buffer 格式，并传递给服务端，至此一个 gRPC 请求完成。请注意, 请注意 Protocol Buffer 的生成方式，先创建一个空的 Protocol Buffer 然后再通过生成的协议缓冲区 API 进行赋值。

from grpc.beta import implementations

channel = implementations.insecure_channel(host, int(port))
stub = prediction_service_pb2.beta_create_PredictionService_stub(channel)

request = classification_pb2.ClassificationRequest()
example = request.input.example_list.examples.add()
example.features.feature['x'].float_list.value.extend(image[0].astype(float))

result = stub.Classify(request, 10.0)  # 10 secs timeout


本例中返回的结果是一个 Protocol Buffer 格式的 ClassificationResponse。

部署

注意：ClassificationRequest 和 RegressionRequest 包含一个 tensorflow.serving.Input Protocol Buffer，其中包含了一个 tensorflow.Example 的 Protocol Buffer 列表。不同的是， PredictRequest 包含了一个从特征名到特征值的映射关系，其中特征值是通过 TensorProto 编码的。相同的是，当调用 Classify 和 Regress API 的时候， TensorFlow 运行时会将序列化的 tf.Examples 输入计算图，因此 serving_input_receiver_fn () 应当包含一个 tf. parse_example () 操作。当调用普通的 Predict API 时，TensorFlow 在运行中会将原始的特征数据输入计算图，因此应当通过 serving_input_receiver_fn () 进行传递。










使用 CLI 检查和执行 SavedModel

张量

安装 SavedModel CLI

广义上讲，您可以通过以下两种方式安装 TensorFlow：


	通过安装预先构建的 TensorFlow 二进制文件。

	通过从源码创建 TensorFlow。



如果您通过预先构建的 TensorFlow 二进制文件来安装 TensorFlow，那么 SavedModel CLI 已经安装在您系统中名为 bin\saved_model_cli 的路径下。

如果您是从源码创建 TensorFlow，那么您必须要运行如下额外的命令来创建 saved_model_cli：

$ bazel build tensorflow/python/tools:saved_model_cli


命令概览

SavedModel CLI 支持如下两个命令来操作 SavedModel 中的 MetaGraphDef:


	show，展示 SavedModel 中 MetaGraphDef 上的计算。

	run，运行 MetaGraphDef 上的计算。



show 命令

一个 SavedModel 包含一个或多个 MetaGraphDef，通过标签集区分。要运行一个模型，您可能想要知道每个模型中 SignatureDef 的类型以及它们的输入输出是什么。show 命令允许您按分层检查 SavedModel 的内容。语法如下：

usage: saved_model_cli show [-h] --dir DIR [--all]
[--tag_set TAG_SET] [--signature_def SIGNATURE_DEF_KEY]


例如，如下命令展示了 SavedModel 中所有可用的 MetaGraphDef 标签集：

$ saved_model_cli show --dir /tmp/saved_model_dir
The given SavedModel contains the following tag-sets:
serve
serve, gpu


如下命令展示了 MetaGraphDef 中所有可用的 SignatureDef 键：

$ saved_model_cli show --dir /tmp/saved_model_dir --tag_set serve
The given SavedModel `MetaGraphDef` contains `SignatureDefs` with the
following keys:
SignatureDef key: "classify_x2_to_y3"
SignatureDef key: "classify_x_to_y"
SignatureDef key: "regress_x2_to_y3"
SignatureDef key: "regress_x_to_y"
SignatureDef key: "regress_x_to_y2"
SignatureDef key: "serving_default"


如果一个 MetaGraphDef 在标签集中包含了多个标签，那么您必须标识所有标签，每个标签需要用逗号隔开，如：

$ saved_model_cli show --dir /tmp/saved_model_dir --tag_set serve,gpu


若要显示特定 SignatureDef 的所有输入和输出的张量信息，需将 SignatureDef 键名传递给 signature_def 选项。这对你了解计算图执行时输入张量的键值、类型和形状非常有帮助。例如:

$ saved_model_cli show --dir \
/tmp/saved_model_dir --tag_set serve --signature_def serving_default
The given SavedModel SignatureDef contains the following input(s):
  inputs['x'] tensor_info:
      dtype: DT_FLOAT
      shape: (-1, 1)
      name: x:0
The given SavedModel SignatureDef contains the following output(s):
  outputs['y'] tensor_info:
      dtype: DT_FLOAT
      shape: (-1, 1)
      name: y:0
Method name is: tensorflow/serving/predict


使用 --all 选项展示 SavedModel 中所有可用的信息。如：

$ saved_model_cli show --dir /tmp/saved_model_dir --all
MetaGraphDef with tag-set: 'serve' contains the following SignatureDefs:

signature_def['classify_x2_to_y3']:
  The given SavedModel SignatureDef contains the following input(s):
    inputs['inputs'] tensor_info:
        dtype: DT_FLOAT
        shape: (-1, 1)
        name: x2
  The given SavedModel SignatureDef contains the following output(s):
    outputs['scores'] tensor_info:
        dtype: DT_FLOAT
        shape: (-1, 1)
        name: y3:0
  Method name is: tensorflow/serving/classify

...

signature_def['serving_default']:
  The given SavedModel SignatureDef contains the following input(s):
    inputs['x'] tensor_info:
        dtype: DT_FLOAT
        shape: (-1, 1)
        name: x:0
  The given SavedModel SignatureDef contains the following output(s):
    outputs['y'] tensor_info:
        dtype: DT_FLOAT
        shape: (-1, 1)
        name: y:0
  Method name is: tensorflow/serving/predict


run 命令

调用 run 命令来运行计算图计算，传递输入值，然后显示（可选保存）输出。语法如下:

usage: saved_model_cli run [-h] --dir DIR --tag_set TAG_SET --signature_def
                           SIGNATURE_DEF_KEY [--inputs INPUTS]
                           [--input_exprs INPUT_EXPRS] [--outdir OUTDIR]
                           [--overwrite] [--tf_debug]


run 命令提供了如下两种方式将输入数据传递到模型：


	--inputs 选项允许您在文件中传递 numpy ndarray。

	--input_exprs 选项允许您传递 Python 表达式。

	--input_examples option enables you to pass tf.train.Example.



--inputs

要在文件中传递输入数据，需指定 --inputs 选项，它通常用如下格式：

--inputs <INPUTS>


其中, INPUTS 是下列格式之一:


	<input_key>=<filename>

	<input_key>=<filename>[<variable_name>]



你可以传递多个 INPUT。如果您确实传递了多个输入，请使用分号分隔每个 INPUTS。

saved_model_cli 使用 numpy.load 加载文件名。文件名可能是以下任一格式：


	.npy

	.npz

	pickle 格式



.npy 文件总是包含一个 numpy ndarray。因此，从 .npy 文件加载内容时，文件内容将被直接赋值给指定的输入张量。如果您指定了包含此 .npy 文件的 variable_name，variable_name 将被忽略，且会发出警告。

从 .npz (zip) 文件加载时，您可以选择性的指定一个 variable_name 来标识 zip 文件中的变量，以此作为输入张量的值。如果不指定 variable_name，SavedModel CLI 将会检查 zip 文件中是否只包含一个文件，并将其赋值给指定的张量。

从 pickle 文件加载内容时，如果方括号内没有指定 variable_name，则无论 pickle 文件中内容是什么，都将被赋值给指定的张量。否则，SavedModel CLI 将假定 pickle 中保存了一个数据字典, 并且将使用与对应 variable_name 的值。

--inputs_exprs

若通过 Python 表达式传递输入, 请指定 --input_exprs 选项。这在你没有任何数据文件但仍想通过一些符合 SignatureDef 类型、形状定义的输入数据来检查模型的连通性时会很有用。例如：

`<input_key>=[[1],[2],[3]]`


除了 Python 表达式外, 您还可以传递 numpy 函数。例如:

`<input_key>=np.ones((32,32,3))`


(请注意，numpy 模块已经可以作为 np 使用。)

--inputs_examples

要将 tf.train.Example 当做输入传入，指定 --input_examples 选项。其中每个键值都是字典，这些字典都是一个 tf.train.Example的实例。字典中的键值是特性，对应特性的值列表。

例如：

`<input_key>=[{"age":[22,24],"education":["BS","MS"]}]`


保存输出

默认情况下，SavedModel CLI 将输出写入 stdout。如果传了一个目录给 --outdir 选项，输出内容将会以输出张量的键名保存在指定目录的 npy 文件中。

使用 --overwrite 覆盖现有输出文件。

TensorFlow 调试器 (tfdbg) 集成

如果设置了 --tf_debug 选项, 则 SavedModel CLI 将使用 TensorFlow 调试器 (tfdbg) 在运行 SavedModel 时监视过渡张量、运行的计算图或子图。

run 的完整示例

已知：


	模型只是 x1 和 x2 相加获得输出 y。

	模型中所有张量具有形状 (-1, 1)。

	您有两个 npy 文件：
	/tmp/my_data1.npy, 包含一个 numpy ndarray [[1], [2], [3]].

	/tmp/my_data2.npy, 包含另一个 numpy

ndarray [[0.5], [0.5], [0.5]].







通过模型运行两个 npy 文件以获取输出 y, 请使用以下命令:

$ saved_model_cli run --dir /tmp/saved_model_dir --tag_set serve \
--signature_def x1_x2_to_y --inputs x1=/tmp/my_data1.npy;x2=/tmp/my_data2.npy \
--outdir /tmp/out
Result for output key y:
[[ 1.5]
 [ 2.5]
 [ 3.5]]


让我们稍微改变一下前面的例子。这一次, 您有一个 .npy 文件和一个 pickle 文件，而不是两个 .npy 文件。此外, 还要覆盖任何现有的输出文件。命令如下：

$ saved_model_cli run --dir /tmp/saved_model_dir --tag_set serve \
--signature_def x1_x2_to_y \
--inputs x1=/tmp/my_data1.npz[x];x2=/tmp/my_data2.pkl --outdir /tmp/out \
--overwrite
Result for output key y:
[[ 1.5]
 [ 2.5]
 [ 3.5]]


您可以指定 python 表达式代替输入文件。例如，如下命令用一个 python 表达式替代了输入 x2:

$ saved_model_cli run --dir /tmp/saved_model_dir --tag_set serve \
--signature_def x1_x2_to_y --inputs x1=/tmp/my_data1.npz[x] \
--input_exprs 'x2=np.ones((3,1))'
Result for output key y:
[[ 2]
 [ 3]
 [ 4]]


使用 TensorFlow 调试器运行模型, 请使用如下命令:

$ saved_model_cli run --dir /tmp/saved_model_dir --tag_set serve \
--signature_def serving_default --inputs x=/tmp/data.npz[x] --tf_debug


[bookmark: structure]

SavedModel 目录结构

当您以 SavedModel 格式保存模型时，TensorFlow 会创建一个包含如下子目录和文件的 SavedModel 目录：

assets/
assets.extra/
variables/
    variables.data-?????-of-?????
    variables.index
saved_model.pb|saved_model.pbtxt


其中：


	assets 是包含辅助 (外部) 文件的子文件夹，如词汇表。 资源文件被复制到 SavedModel 目录, 并可在加载特定 MetaGraphDef 时被读取。

	assets.extra 是一个子文件夹，其中较高级库和用户可以添加与模型共存的自己的资源，但不由计算图加载。该子文件夹不由 SavedModel 库管理。

	variables 是一个包含 tf.train.Saver 输出的子文件夹。

	saved_model.pb 或 saved_model.pbtxt 是 SavedModel 的 Protocol Buffer 数据，包含了 MetaGraphDef Protocol Buffer 格式的计算图定义的内容。



单个 SavedModel 可以表示多个计算图。在这种情况下, SavedModel 中的所有计算图共享一组检查点 (变量) 和资源。例如, 下图显示了一个包含 3 个 MetaGraphDef 的 SavedModel, 三个计算图共享同一组快照和资源:

[image: SavedModel represents checkpoints, assets, and one or more MetaGraphDefs]

每个计算图都与一组特定的标签相关联, 能够在加载或还原操作期间识别不同的计算图。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 Accelerators


使用（多个）GPU

支持的设备

在一个典型的系统上，有多个计算设备。在 TensorFlow 中，支持的设备类型是“CPU”和“GPU”。 它们都是字符串形式。

例如：


	  "/cpu:0"：你的机器上的 CPU。

	  "/device:GPU:0"：你的机器上的 GPU（如果有的话）。

	  "/device:GPU:1"：你的机器上的第二块 GPU ，以此类推。



如果某个 TensorFlow 的操作同时有 CPU 和 GPU 的实现，当它被分配给设备（以执行）时，GPU 将被优先考虑。 例如，matmul 有 CPU 和 GPU 的内核实现，在同时具备“cpu：0”和“gpu：0“设备的系统上，将选择“gpu：0”来执行“matmul”。

设备配置信息日志记录

为了解你的操作和张量被分配给了哪些设备，请创建 session ，并将 log_device_placement 配置选项置为 True。

# 创建一个 graph。
a = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[2, 3], name='a')
b = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[3, 2], name='b')
c = tf.matmul(a, b)
# 创建一个 session ，并将 log_device_placement 设置为 True。
sess = tf.Session(config=tf.ConfigProto(log_device_placement=True))
# 执行这个操作。
print(sess.run(c))


将会看到以下输出:

Device mapping:
/job:localhost/replica:0/task:0/device:GPU:0 -> device: 0, name: Tesla K40c, pci bus
id: 0000:05:00.0
b: /job:localhost/replica:0/task:0/device:GPU:0
a: /job:localhost/replica:0/task:0/device:GPU:0
MatMul: /job:localhost/replica:0/task:0/device:GPU:0
[[ 22.  28.]
 [ 49.  64.]]


手动分配设备

如果你希望某个特定操作在你选择的设备上运行，而非自动选择，可以使用 tf.device 创建设备的上下文，如此一来，该上下文内部的所有操作都将使用你所指定的设备运行。

# 创建一个 graph。
with tf.device('/cpu:0'):
  a = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[2, 3], name='a')
  b = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[3, 2], name='b')
c = tf.matmul(a, b)
# 创建一个 session ，并将 log_device_placement 设置为 True。
sess = tf.Session(config=tf.ConfigProto(log_device_placement=True))
# 执行这个操作。
print(sess.run(c))


可以看到 a 和 b 当前被分配给了 cpu:0。由于 Matmul 操作没有被指定设备，TensorFlow 运行时会基于当前操作和可用设备进行选择，还会在设备间自动复制张量（如果要求的话）。

Device mapping:
/job:localhost/replica:0/task:0/device:GPU:0 -> device: 0, name: Tesla K40c, pci bus
id: 0000:05:00.0
b: /job:localhost/replica:0/task:0/cpu:0
a: /job:localhost/replica:0/task:0/cpu:0
MatMul: /job:localhost/replica:0/task:0/device:GPU:0
[[ 22.  28.]
 [ 49.  64.]]


允许 GPU 显存增长

默认情况下，Tensorflow 会使用所有 GPU 上的几乎所有的显存（取决于系统环境变量 CUDA_VISIBLE_DEVICES）去运行程序。这样做是为了通过减少内存碎片)来更有效利用设备上相对宝贵的GPU显存资源。

在某些情况下，进程仅分配一部分可用显存或视进程需要再行增加显存使用量这种做法是可取的。TensorFlow 在 Session 上提供了两个 Config 选项来设置。

第一个选项是 allow_growth，尝试仅分配尽可能多的支持运行的 GPU 显存：它一开始分配很少的内存，当 Sessions 运行并需要更多的 GPU 显存时，拓展 Tensorflow 程序所需要的 GPU 显存区域。注意，我们不会释放显存，因为这会导致更加严重的内存碎片问题。可以在 ConfigProto 打开这个选项：

config = tf.ConfigProto()
config.gpu_options.allow_growth = True
session = tf.Session(config=config, ...)


第二个选项是 pre_process_gpu_memory_fraction，它决定了每个可见的 GPU 应该被分配多大比例的显存。例如，对于每个 GPU，你想让 TensorFlow 仅仅分配总显存的 40%，就这么做：

config = tf.ConfigProto()
config.gpu_options.per_process_gpu_memory_fraction = 0.4
session = tf.Session(config=config, ...)


如果您想真正限制可用于 TensorFlow 进程的 GPU 显存用量，这是非常有用的。

在一个多 GPU 机器上使用单个 GPU

如果你的机器上有不止一个 GPU ，Tensorflow 将默认使用 ID 编号最小的那个。如果你想在别的 GPU 上运行，你需要明确指定 GPU 的 ID：

# 创建一个 graph。
with tf.device('/device:GPU:2'):
  a = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[2, 3], name='a')
  b = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[3, 2], name='b')
  c = tf.matmul(a, b)
# 创建一个 session ，并将 log_device_placement 设置为 True。
sess = tf.Session(config=tf.ConfigProto(log_device_placement=True))
# 执行这个操作。
print(sess.run(c))


如果你指定的设备不存在，你会得到一个错误 ：InvalidArgumentError 。

InvalidArgumentError: Invalid argument: Cannot assign a device to node 'b':
Could not satisfy explicit device specification '/device:GPU:2'
   [[Node: b = Const[dtype=DT_FLOAT, value=Tensor<type: float shape: [3,2]
   values: 1 2 3...>, _device="/device:GPU:2"]()]]


如果你想让 Tensorflow 自动选择现有且受支持的设备来运行操作，以防指定的设备不存在，你可以在创建 session 时在配置选项中将 allow_soft_placement 设置为 True。

# 创建一个 graph。
with tf.device('/device:GPU:2'):
  a = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[2, 3], name='a')
  b = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[3, 2], name='b')
  c = tf.matmul(a, b)
# Creates a session with allow_soft_placement and log_device_placement set
# 创建一个 session ，并将 allow_soft_placement 和 log_device_placement 设置为 True。
sess = tf.Session(config=tf.ConfigProto(
      allow_soft_placement=True, log_device_placement=True))
# 执行这个操作。
print(sess.run(c))


使用多个 GPU

如果你想在多个 GPU 上运行 Tensorflow ，可以采用 multi-tower 的方式构建模型，其中每个 tower 分配给不同的 GPU 。

例如：

# 创建一个 graph。
c = []
for d in ['/device:GPU:2', '/device:GPU:3']:
  with tf.device(d):
    a = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[2, 3])
    b = tf.constant([1.0, 2.0, 3.0, 4.0, 5.0, 6.0], shape=[3, 2])
    c.append(tf.matmul(a, b))
with tf.device('/cpu:0'):
  sum = tf.add_n(c)
# 创建一个 session ，并将 log_device_placement 设置为 True。
sess = tf.Session(config=tf.ConfigProto(log_device_placement=True))
# 执行这个操作。
print(sess.run(sum))


将会看到以下输出：

Device mapping:
/job:localhost/replica:0/task:0/device:GPU:0 -> device: 0, name: Tesla K20m, pci bus
id: 0000:02:00.0
/job:localhost/replica:0/task:0/device:GPU:1 -> device: 1, name: Tesla K20m, pci bus
id: 0000:03:00.0
/job:localhost/replica:0/task:0/device:GPU:2 -> device: 2, name: Tesla K20m, pci bus
id: 0000:83:00.0
/job:localhost/replica:0/task:0/device:GPU:3 -> device: 3, name: Tesla K20m, pci bus
id: 0000:84:00.0
Const_3: /job:localhost/replica:0/task:0/device:GPU:3
Const_2: /job:localhost/replica:0/task:0/device:GPU:3
MatMul_1: /job:localhost/replica:0/task:0/device:GPU:3
Const_1: /job:localhost/replica:0/task:0/device:GPU:2
Const: /job:localhost/replica:0/task:0/device:GPU:2
MatMul: /job:localhost/replica:0/task:0/device:GPU:2
AddN: /job:localhost/replica:0/task:0/cpu:0
[[  44.   56.]
 [  98.  128.]]


卷积神经网络


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


使用 TPU

这份文档说明了有效使用 Cloud TPU 时必需使用的关键 TensorFlow APIs，并强调了常规的 TensorFlow 和在 TPU 上使用区别。

这份文档针对以下用户：


	熟悉 TensorFlow 的 Estimator 和 Dataset APIs

	使用一个已有模型尝试使用过 Cloud TPU

	浏览过 TPU 模型的样例代码 [1] [2]

	对将一个现有的 Estimator 模型移植到 Cloud TPU 上运行感兴趣



TPUEstimator

tf.contrib.tpu.TPUEstimator

创建定制化 Estimator

TPUEstimator 类和 Estimator 之间多少有些不一样。

要使一个模型可以在 CPU/GPU 或 Cloud TPU 上运行的最简单方法是在 model_fn 外定义模型的推理过程（从输入到预测）。然后继续分离 Estimator 设置和 model_fn，都包含这个推理步骤。这种模式的一个样例是 tensorflow/models 中比较 mnist.py 和 mnist_tpu.py 的实现。

本地运行 TPUEstimator

要创建一个标准的 Estimator 你可以调用构造函数，并将它传递给 model_fn，例如：

my_estimator = tf.estimator.Estimator(
  model_fn=my_model_fn)


tf.contrib.tpu.RunConfig

my_tpu_estimator = tf.contrib.tpu.TPUEstimator(
    model_fn=my_model_fn,
    config=tf.contrib.tpu.RunConfig()
    use_tpu=False)


这样简单的更改就能在本地运行 TPUEstimator 。大多数 TPU 模型示例都可以以下面这种命令行设置标志参数，来在本地模式下运行：

$> python mnist_tpu.py --use_tpu=false --master=''


注意：use_tpu=False 参数对于尝试 TPUEstimator API 很有用。这也就意味着它不是个完整的 TPU 兼容测试。在 TPUEstimator 中成功地本地运行一个模型并不代表它能在 TPU 上运行。

构建一个 tpu.RunConfig

虽然默认的 RunConfig 足以进行本地训练，但在实际使用并不能忽略这些设置。

一种可以切换到 Cloud TPU 的更典型 RunConfig 设置，会如下所示：

import tempfile
import subprocess

class FLAGS(object):
  use_tpu=False
  tpu_name=None
  # 为 `model_dir` 设定本地临时路径
  model_dir = tempfile.mkdtemp()
  # 在返回控制之前在 Cloud TPU 上运行的训练步数
  iterations = 50
  # 一个包含 8 个分片的 Cloud TPU
  num_shards = 8

if FLAGS.use_tpu:
    my_project_name = subprocess.check_output([
        'gcloud','config','get-value','project'])
    my_zone = subprocess.check_output([
        'gcloud','config','get-value','compute/zone'])
    cluster_resolver = tf.contrib.cluster_resolver.TPUClusterResolver(
            tpu_names=[FLAGS.tpu_name],
            zone=my_zone,
            project=my_project)
    master = tpu_cluster_resolver.get_master()
else:
    master = ''

my_tpu_run_config = tf.contrib.tpu.RunConfig(
    master=master,
    evaluation_master=master,
    model_dir=FLAGS.model_dir,
    session_config=tf.ConfigProto(
        allow_soft_placement=True, log_device_placement=True),
    tpu_config=tf.contrib.tpu.TPUConfig(FLAGS.iterations,
                                        FLAGS.num_shards),
)


tf.contrib.tpu.RunConfig

my_tpu_estimator = tf.contrib.tpu.TPUEstimator(
    model_fn=my_model_fn,
    config = my_tpu_run_config,
    use_tpu=FLAGS.use_tpu)


通常，FLAGS 将由命令行参数设置。要从本地训练转换为 Cloud TPU 训练，你需要：


	设置 FLAGS.use_tpu 为 True

	设置 FLAGS.tpu_name，以便 tf.contrib.cluster_resolver.TPUClusterResolver 可以找到它

	设置 FLAGS.model_dir 为一个 Google Cloud Storage 容器地址（gs://）。



优化器

tf.contrib.tpu.CrossShardOptimizer

CrossShardOptimizer 不兼容本地训练。因此，如果要在本地和 Cloud TPU 上运行相同的代码，请添加如下代码：

optimizer = tf.train.GradientDescentOptimizer(learning_rate=learning_rate)
if FLAGS.use_tpu:
  optimizer = tf.contrib.tpu.CrossShardOptimizer(optimizer)


如果想在模型代码中避免使用全局 FLAGS ，一种方法就是将优化器设置为 Estimator 的参数之一，如下所示：

my_tpu_estimator = tf.contrib.tpu.TPUEstimator(
    model_fn=my_model_fn,
    config = my_tpu_run_config,
    use_tpu=FLAGS.use_tpu,
    params={'optimizer':optimizer})


模型函数

本节详细介绍了使模型函数（model_fn()）能与 TPUEstimator 兼容所要做的必要更改。

静态形状

张量

$xla$XLA

摘要

将模型中所有的 tf.summary 都删除。

Tensorboard：可视化学习面板

评估标准

在一个独立的 metric_fn 中构建评估指标字典。



评估指标是训练的重要部分。Cloud TPU完全支持这些功能，但语法略有不同。

tf.metrics

running_average, current_batch = tf.metrics.accuracy(labels, predictions)


在标准的 Estimator 中，创建这些张量对的字典，并将其作为 Estimator 的一部分返回。

my_metrics = {'accuracy': tf.metrics.accuracy(labels, predictions)}

return tf.estimator.EstimatorSpec(
  ...
  eval_metric_ops=my_metrics
)


相反，在 TPUEstimator 中，传递一个函数（返回一个度量词典）和一个参数张量列表，如下所示：

def my_metric_fn(labels, predictions):
   return {'accuracy': tf.metrics.accuracy(labels, predictions)}

return tf.contrib.tpu.TPUEstimatorSpec(
  ...
  eval_metrics=(my_metric_fn, [labels, predictions])
)


使用 TPUEstimatorSpec

TPUEstimatorSpec 不支持钩子，并且某些字段需要函数装饰器。

Estimator 的 model_fn 必须返回 EstimatorSpec。EstimatorSpec 是一种简单结构的命名字段，它包含模型中可能需要与 Estimator 交互的所有 tf.Tensors。

tf.estimator.EstimatorSpec


	eval_metric_ops 必须被包装在 metrics_fn 中，这个字段会被重命名为 eval_metrics (see above)。

	tf.train.SessionRunHook

	tf.train.Scaffold



Scaffold and Hooks 是高级用法，通常被忽略。

输入函数

因为输入函数是运行在主机上而不是 Cloud TPU 上的，所以它的运行方式没太大变化。本节主要解释了两项必要的调整。

Params 参数



标准 Estimator 的 input_fn 可以包含一个 params 参数； TPUEstimator 的 input_fn 必须包含一个 params 参数。这是允许估计器为输入流的每个副本设置批大小的必须参数。因此，TPUEstimator 的 input_fn 最简形式如下：

def my_input_fn(params):
  pass


params['batch-size'] 包含了批次大小

静态形状和批次大小

由 input_fn 生成的输入管道在 CPU 上运行。因此，它并不需要遵循 XLA/TPU 环境下严格的静态形状要求。只有一个要求是，从输入管道输送到 TPU 的成批数据具有静态形状，由标准 TensorFlow 形状推断算法确定。中间张量可以随意，能具有动态形状。如果形状推断失败，但已知形状，则可以使用 tf.set_shape() 强制施加正确的形状。

在下面的示例中，形状推断算法失败，但使用了 set_shape 进行了更正：

>>> x = tf.zeros(tf.constant([1,2,3])+1)
>>> x.shape

TensorShape([Dimension(None), Dimension(None), Dimension(None)])

>>> x.set_shape([2,3,4])


在许多情况下，批次大小是唯一未知的维度。

tf.data.Dataset.batch

>>> params = {'batch_size':32}
>>> ds = tf.data.Dataset.from_tensors([0, 1, 2])
>>> ds = ds.repeat().batch(params['batch-size'])
>>> ds

<BatchDataset shapes: (?, 3), types: tf.int32>


tf.contrib.data.batch_and_drop_remainder

>>> params = {'batch_size':32}
>>> ds = tf.data.Dataset.from_tensors([0, 1, 2])
>>> ds = ds.repeat().apply(
...     tf.contrib.data.batch_and_drop_remainder(params['batch-size']))
>>> ds

 <_RestructuredDataset shapes: (32, 3), types: tf.int32>


顾名思义,这种方法的一个缺点就是会在数据集的结尾丢弃任何的未满批次.对于用于训练的无限重复数据集,这是可以接收的,但是你如果想要按一个具体的循环数训练,则会出现问题。

要进行一轮准确的运算，你可以通过手动填充批次的长度，并在创建 tf.metrics 时将条目设置为零权重来解决这一问题。

数据集

输入管道性能指南

tf.data.Dataset.from_tensor_slices



tf.data.TFRecordDataset

tf.data.Dataset.cache

性能指南

同样重要的是，无论使用哪种类型的读取器，都要使用构造函数的 buffer_size 参数启用缓冲。此参数以字节为单位指定。建议使用几 MB（buffer_size=8*1024*1024），以便在需要时提供数据。

TPU 示例仓库下包含一个用于下载 ImageNet 数据集并将其转换为适当格式的脚本。

这与仓库中包含的 ImageNet 模型一起演示了所有的最佳实践。

下一步

有关如何实际设置和运行 Cloud TPU 的详细信息，请参看：


	Google Cloud TPU 文档



这篇文章也不能包含所有。关于如何使 Cloud TPU 兼容模型的更多细节的最佳来源是发布在以下文章中的实例模型：


	TPU 示例仓库



有关优化 TensorFlow 代码以提高性能的更多信息，请参看：


	性能




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 ML Concepts


Embeddings

本文档介绍了 embeddings 的概念，给出了如何在 TensorFlow 中对 embedding 进行训练的简单示例，并解释了如何使用 TensorBoard Embedding Projector (live example) 查看 embeddings。前两部分是针对机器学习和 TensorFlow 的新手，而 Embedding Projector 则是针对所有水平的用户。

有关这些概念的另一个教程可以在机器学习速成课程的 Embeddings 部分中找到。

[TOC]

Embedding 是从离散对象（如单词）到实数向量的映射。例如，英文单词的 300 维 embedding 可以如下所示：

blue:  (0.01359, 0.00075997, 0.24608, ..., -0.2524, 1.0048, 0.06259)
blues:  (0.01396, 0.11887, -0.48963, ..., 0.033483, -0.10007, 0.1158)
orange:  (-0.24776, -0.12359, 0.20986, ..., 0.079717, 0.23865, -0.014213)
oranges:  (-0.35609, 0.21854, 0.080944, ..., -0.35413, 0.38511, -0.070976)


这些向量中的各个维度通常没有固定的意义。相反，机器学习利用的是向量之间的位置和距离的整体模式。

Embeddings 对于机器学习的输入非常重要。分类器（更普遍的包括神经网络）基于实数向量运行。它们在密集向量（这个向量中的所有值对对象的定义都有意义）上训练模型的最佳方式。然而，对于机器学习中很多重要的输入，比如文本中的文字，并没有自然的向量表示。Embedding 函数是将这些离散的输入对象转换为可用连续向量的业界标准做法。

Embeddings 作为机器学习的输出也同样很有价值。由于 embeddings 是将对象映射到向量上，应用程序可以使用向量空间中的相似性（例如，欧几里得度量或向量夹角）作为对象间相似度健壮而灵活的度量工具。一个常见的用途就是找出最近元素。例如，使用与上面相同的单词 embeddings，这里是每个单词的三个最近元素和相应的向量夹角：

blue:  (red, 47.6°), (yellow, 51.9°), (purple, 52.4°)
blues:  (jazz, 53.3°), (folk, 59.1°), (bluegrass, 60.6°)
orange:  (yellow, 53.5°), (colored, 58.0°), (bright, 59.9°)
oranges:  (apples, 45.3°), (lemons, 48.3°), (mangoes, 50.4°)


应用程序能从这些数据中推测出在某些方面苹果和橙子（相距 45.3°）比柠檬和橙子（相距 48.3°）更相似。

在 TensorFlow 中使用 embeddings

要在 TensorFlow 中创建 embeddings，我们首先将文本拆分成单词，然后为词汇表中的每个单词分配一个整数。让我假设这已经完成了，并且 word_ids 是这些整数的一个向量。例如，“I have a cat.” 这句话可以被拆分成 [“I”, “have”, “a”, “cat”, “.”]，然后相应的 word_ids tensor 会具备维度 [5] 并由 5 个整数组成，我们需要创建 embeddings 变量并像下面一样使用 tf.nn.embedding_lookup 函数：

word_embeddings = tf.get_variable(“word_embeddings”,
    [vocabulary_size, embedding_size])
embedded_word_ids = tf.nn.embedding_lookup(word_embeddings, word_ids)


在此之后，在我们的例子中 tensor embedded_word_ids 会具备维度 [5, embedding_size]，其中就是这 5 个单词的每一个词的 embeddings（密集向量）。在训练结束时，word_embeddings 将包含词汇表中所有单词的 embeddings。

单词的向量表示

将 Embeddings 可视化

TensorBoard 包含了 Embedding Projector，一个让你能够交互式查看 embeddings 的工具。这个工具可以从你的模型中读取 embeddings 并将它们渲染到二维或三维空间中。

Embedding Projector 有三个面板：


	Data panel 在顶部左侧，这里你可以选择运行，通过点击改变 embedding 变量，和数据列颜色或将他们打上标签。

	Projections panel 在底部左侧，在这里你可以选择展示的类型。

	Inspector panel 在右侧，这里你可以查询特殊的点并查看最近元素列表。



Projections

Embedding Projector 为数据集降维提供了三种方法。


	t-SNE：一个非线性的不确定算法，通常是以扭曲全局结构为代价试图保留数据中的局部邻域。你可以选择是否计算为二维或三维的展示。



	PCA：一个线性的确定算法（主成分分析），试图在尽可能少的维度上捕获尽可能多的数据可变性。PCA 倾向于从数据中发现大规模结构，但可能会扭曲局部邻域。Embedding Projector 计算前 10 个主要组件，你可以从中选择两个或三个来查看。



	Custom：使用数据中的标签，得到一条在你指定的水平和垂直轴上的线性映射。例如，你通过给定的文本模式“ Left ”与“ Right ”指定水平轴，Embedding Projector 找出所有被“ Left ”模式匹配到的点，并计算该组的质心；“ Right ”也是类似。通过这两点的直线定义为水平轴。对于“ UP ”和“ DOWN ”文本模式，垂直轴也是类似的计算出两个点集的质心得出。





获取其他有价值文章可以查看 How to Use t-SNE Effectively 和 Principal Component Analysis Explained Visually。

探索

你可以通过单击和拖动自然地进行缩放、旋转、平移来直观的探索。将鼠标悬停在点上将显示该点的任何元数据。你也可以检查最近元素的子集。点击一个点会在右窗格列出最近的元素，以及到当前点的距离。展示区域中也突出显示最近邻点。

有时候我们只需要观察点集的一部分，将视图聚焦在这一部分上是非常有帮助的。为此，你可以通过多种方式选择点：


	点击一个点后，最近的元素也会被选择。

	搜索后，选中匹配的的点集。

	启用选择，单击一个点并拖动定义一个选择范围。



然后点击右侧检查器面板顶部的“ Isolate nnn points ”按钮，下图显示了 101 个被选中的点，并且" Isolate 101 points "可供用户点击。

[image: 选中最近的相邻元素]

在文字 embedding 数据集中选中" import "的最近相邻元素。

提示：使用选中功能来自定义展示很强大。下面，我们选择了“ politics ”的最近的 100 个相邻元素并将他们映射到“ worst ”-“ best ”向量作为的 X 轴上。Y 轴是随机的。因此，在右边是“ ideas ”、“ science ”、“ perspective ”、“ journalism ”，而在左边则是” crisis “、“ violence ”和“ conflict ”。


  
    	
      [image: Custom controls panel]
    
    	
      [image: Custom projection]
    
  

  
    	
      projection 自定义控制。
    
    	
      "politics" 在 "best" - "worst" 向量上定制的 projection。
    
  




如果你想要分享你的发现，可以使用右下角的书签面板，并将当前状态（包括任何展示栏中的计算坐标）保存为小文件。然后可以将  Projector 指向一组这样一个或多个的文件，制作下面的板块。其他用户就可以查看这一系列书签了解它们。

[image: Bookmark panel]

元数据

如果你正在使用 embedding，则可能需要将坐标/图像附加到数据点上。你可以通过生成包含每个点标签的元数据文件，然后在 Embedding Projector 的数据面板中单击“Load data”来执行操作。

元数据可以是标签或图像，它们储存在单独的文件中。对于标签，格式应该是 TSV file（表示为红色的制表符），其第一行包含列标题（以粗体显示），后续行包含元数据值。例如：


Word\tFrequency

  Airplane\t345

  Car\t241

  ...


除标题外，元数据文件中行的顺序与 embedding 变量中的向量的顺序应该是相匹配的。因此，元数据文件中的第（i + 1）行对应于 embedding 变量的第 i 行。如果 TSV 元数据文件只有一个列，并假设每一行都是 embedding 的标签。这是一个特外，但它确实符合常用的“ vocab file ”格式。

要将图片用作元数据，你必须制作一个 sprite image，其中包含小缩略图，在 embedding 过程中一个该文件可供每个向量使用。它应该按行先存储缩略图：第一个数据点放在左上角，尽管最后一行不需要填充，最后一个数据点放在右下角，如下图所示。
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打开这个链接查看一个有趣的 Embedding Projector 中图像缩略图案例。

小型问答会

“embedding” 是一个操作还是一个对象？

都是，人们讨论在一个矢量空间中 embedding 词语（操作）和生成单词 embedding（对象）。两者共同点在于 embedding 的概念都是将离散对象映射到矢量的过程。创建或者应用映射是一个操作，但映射本身是一个对象。

embedding 是高维还是低维？

这不一定。例如，与包括数百万个单词和短语的矢量空间相比，只包含 300 维的矢量空间通常只能被称为低维的（并且密集）。但在数学意义上，它是高维的，显示出许多与我们人类直觉了解的二维和三维空间截然不同的特性。

embedding 和 embedding 层是一样的吗？

不是，embedding 层是神经网络的一部分，而 embedding 则是一个普通的概念。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 Debugging


TensorFlow 调试器



[TOC]

[需要翻译]tfdbg is a specialized debugger for TensorFlow. It lets you view the internal structure and states of running TensorFlow graphs during training and inference, which is difficult to debug with general-purpose debuggers such as Python's pdb due to TensorFlow's computation-graph paradigm.

This guide focuses on the command-line interface (CLI) of tfdbg. For guide on how to use the graphical user interface (GUI) of tfdbg, i.e., the TensorBoard Debugger Plugin, please visit its README.

Note: The TensorFlow debugger uses a curses)-based text user interface. On Mac OS X, the ncurses library is required and can be installed with brew install homebrew/dupes/ncurses. On Windows, curses isn't as well supported, so a readline-based interface can be used with tfdbg by installing pyreadline with pip. If you use Anaconda3, you can install it with a command such as "C:\Program Files\Anaconda3\Scripts\pip.exe" install pyreadline. Unofficial Windows curses packages can be downloaded here, then subsequently installed using pip install <your_version>.whl, however curses on Windows may not work as reliably as curses on Linux or Mac.

本教程演示了如何使用 tfdbg 命令行界面（CLI）来调试 nans 和 infs 错误，这是 TensorFlow 模型开发中经常遇到的错误类型。 以下示例适用于使用 TensorFlow 的底层 Session API 的用户。 本文档的后续部分描述了如何在更高层次的 API（即 tf-learn 中的 Estimator 和 Experiment）中来使用 tfdbg。要观察这个问题，请运行以下命令而不使用调试器（源代码可以在这里可找到）

python -m tensorflow.python.debug.examples.debug_mnist


该代码训练一个简单的神经网络用于MNIST数字图像识别。 请注意，在第二次迭代训练后（step 1）训练之后，准确度就虽然还略有提高，但都是在 0.098 附近徘徊，变化已经不大了。

Accuracy at step 0: 0.1113
Accuracy at step 1: 0.3183
Accuracy at step 2: 0.098
Accuracy at step 3: 0.098
Accuracy at step 4: 0.098


想知道可能出了什么问题，你怀疑计算图在训练时中的某些节点产生了不良的数值，例如 infs 和 nans，因为这是训练失败的一个常见原因。 让我们用 tfdbg 来调试这个问题，并确定第一次出现这种数值问题的图结点的确切位置。

使用 tfdbg 包装 TensorFlow 会话（Sessions）

要在我们的示例中添加对 tfdbg 的支持，所需要的是添加以下代码行，并使用调试器包装器包装 Session 对象。 此代码已添加到 debug_mnist.py 中，因此您可以在命令行中使用 --debug 标志来激活 tfdbg 命令行界面（下文都将简称为 tfdbg CLI）。

# 编译TensorFlow时，让你的构建（BUILD）目标依赖于 "//tensorflow/python/debug:debug_py"
# （只要你是使用 pip install 来安装开源 TensorFlow 的，就不需要担心构建时的依赖问题）
from tensorflow.python import debug as tf_debug

sess = tf_debug.LocalCLIDebugWrapperSession(sess)
sess.add_tensor_filter("has_inf_or_nan", tf_debug.has_inf_or_nan)


该包装器具有与 Session 相同的接口，因此启动调试不需要对代码进行任何修改。包装器提供了额外的特性，包括：


	在 Session.run() 之前和之后显示一个命令行界面，让你控制执行，并检查图的内部状态。

	允许您为张量值注册特殊的过滤器，以便于诊断问题。



TensorFlow Debugger

tfdbg.DebugDumpDir.find

使用 tfdbg 调试模型训练

让我们再次训练模型，但这次带上了 --debug 标志：

python -m tensorflow.python.debug.examples.debug_mnist --debug


调试包装器会话将在您要调用第一个 Session.run() 时提示您，并在屏幕上显示一些值，其中包含有关获取的张量（Fetches）的信息，以及供给数据所对应的字典参数（Feeds）。

[image: tfdbg run-start UI]

这就是我们所说的 run-start CLI。 在执行任何操作之前，它会将 Session.run 调用所需要输入的 Fetch 和 Feed 张量列出来。

如果屏幕尺寸太小，无法完整显示消息的内容，您可以调整其大小。

使用 PageUp / PageDown / Home / End 键来导航屏幕输出，当然也可以使用 Fn + Up /

Fn + Down / Fn + Right / Fn + Left，虽然很多键盘没有这些键。

在命令提示符下输入 run 命令（或者只是 r）让终端继续运行：

tfdbg> run


run 命令会导致 tfdbg 执行，直到下一个 Session.run() 调用结束，该调用使用测试数据集计算模型的准确性。 tfdbg 加载运行时图时转储所有中间张量。运行结束后，tfdbg 将显示运行结束后在命令行界面中显示所有的中间张量值。 例如：

[image: tfdbg run-end UI: accuracy]

在执行​​运行完 run 之后，也可以通过运行命令 lt 获得张量列表。

tfdbg CLI 常用的命令

在 tfdbg> 提示符下（参考 tensorflow / python / debug / examples / debug_mnist.py 中的代码），尝试以下命令：



	Command
	Syntax or Option
	Explanation
	Example





	lt
	
	列出转储中间张量
	lt



	
	-n <name_pattern>
	列出名称与给定正则表达式模式匹配的转储张量。
	lt -n Softmax.*



	
	-t <op_pattern>
	列出操作类型与给定正则表达式模式匹配的转储张量。
	lt -t MatMul



	
	-f <filter_name>
	列出与给定字符串匹配的转储张量。
	lt -f has_inf_or_nan



	
	-f <filter_name> -fenn <regex>
	[需要翻译]List only the tensors that pass a registered tensor filter, excluding nodes with names matching the regular expression.
	lt -f has_inf_or_nan -fenn .*Sqrt.*



	
	-s <sort_key>
	根据 sort_key 对输出排序，sort_key 可能的值为 timestamp（默认），dump_size，op_type 和 tensor_name。
	lt -s dump_size



	
	-r
	按相反顺序排列。
	lt -r -s dump_size



	pt
	
	打印转储张量的值。
	



	
	pt <tensor>
	打印张量值。
	pt hidden/Relu:0



	
	pt <tensor>[slicing]
	使用 numpy-style数组切片来打印张量中的子数组。
	pt hidden/Relu:0[0:50,:]



	
	-a
	不截断打印结果很长的张量。（大的张量可能需要花很长的时间来打印）
	pt -a hidden/Relu:0[0:50,:]



	
	-r <range>
	筛选出指定数值区间内的元素。如果有多个区间可以结合使用。
	pt hidden/Relu:0 -a -r [[-inf,-1],[1,inf]]



	
	-n <number>
	Print dump corresponding to specified 0-based dump number. Required for tensors with multiple dumps.
	pt -n 0 hidden/Relu:0



	
	-s
	打印数值张量的摘要（仅适用于布尔型和数字类型的非空张量，如 int * 和 float *）
	pt -s hidden/Relu:0[0:50,:]



	
	-w
	使用 numpy.save() 将张量（可能已分片）的值写入一个 Numpy 文件
	pt -s hidden/Relu:0 -w /tmp/relu.npy



	@[coordinates]
	
	根据坐标值导航到 pt 命令输出值的指定位置。
	@[10,0] or @10,0



	/regex
	
	less 风格的正则表达式搜索
	/inf



	/
	
	滚动到下一个正则表达式匹配的结果（如果有）。
	/



	pf
	
	打印 Session.run 的参数 feed_dict。
	



	
	pf <feed_tensor_name>
	打印供给数据的值。 还要注意，pf 命令具有 -a，-r 和 -s 标志（未在下面列出） ，这些标志与 pt 命令的那些同名标志具有相同的语法和语义。
	pf input_xs:0



	eval
	
	运行 Python 和 numpy 表达式。
	



	
	eval <expression>
	运行 Python / numpy 表达式，用 np 来表示 numpy，调试的张量名需要加上到引号。
	eval "np.matmul((`output/Identity:0` / `Softmax:0`).T, `Softmax:0`)"



	
	-a
	打印表达式返回的结果，就算结果很长也不截断。
	eval -a 'np.sum(`Softmax:0`, axis=1)'



	
	-w
	使用 numpy.save() 将评估器的结果写入一个 Numpy 文件
	eval -a 'np.sum(`Softmax:0`, axis=1)' -w /tmp/softmax_sum.npy



	ni
	
	显示结点信息
	



	
	-a
	在输出中包含结点属性。
	ni -a hidden/Relu



	
	-d
	列出结点可用的调试转储。
	ni -d hidden/Relu



	
	-t
	显示结点创建时，Python 堆栈的变化。
	ni -t hidden/Relu



	li
	
	列出结点的输入
	



	
	-r
	递归的列出结点的输入（输入树）。
	li -r hidden/Relu:0



	
	-d <max_depth>
	限制 -r 模式下的递归深度。
	li -r -d 3 hidden/Relu:0



	
	-c
	包含控制输入
	li -c -r hidden/Relu:0



	
	-t
	显示输入节点的操作类型
	li -t -r hidden/Relu:0



	lo
	
	列出结点输出的接收者
	



	
	-r
	递归地列出节点的输出接收者（输出树）。
	lo -r hidden/Relu:0



	
	-d <max_depth>
	限制 -r 模式下的递归深度。
	lo -r -d 3 hidden/Relu:0



	
	-c
	通过控制边缘列出多个接收者。
	lo -c -r hidden/Relu:0



	
	-t
	Show op types of recipient nodes.
	lo -t -r hidden/Relu:0



	ls
	
	列出创建结点时所涉及的 Python 源文件。
	



	
	-p <path_pattern>
	输出匹配给定正则表达式路径的源文件。
	ls -p .*debug_mnist.*



	
	-n
	输出匹配给定正则表达式的节点名称。
	ls -n Softmax.*



	ps
	
	打印 Python 源文件
	



	
	ps <file_path>
	打印 Python 源文件 source.py，并标记创建了结点（如果有的话）的那些代码行。
	ps /path/to/source.py



	
	-t
	打印张量的注释，而不是默认的节点。
	ps -t /path/to/source.py



	
	-b <line_number>
	从给定行开始标记源码 source.py。
	ps -b 30 /path/to/source.py



	
	-m <max_elements>
	限制每行标记处显示的最大元素个数。
	ps -m 100 /path/to/source.py



	run
	
	继续下一个 Session.run()
	run



	
	-n
	执行下一个 Session.run 而不进行调试，-n 添加到 run 命令的右边。
	run -n



	
	-t <T>
	在没有调试的情况下执行 Session.run T - 1 次，然后运行调试。 -t 添加到 run 命令的右边。
	run -t 10



	
	-f <filter_name>
	继续执行 Session.run，直到任何中间张量触发指定的 Tensor 过滤器（导致过滤器返回 True）。
	run -f has_inf_or_nan



	
	-f <filter_name> -fenn <regex>
	[需要翻译]Continue executing Session.run until any intermediate tensor whose node names doesn't match the regular expression triggers the specified Tensor filter (causes the filter to return True).
	run -f has_inf_or_nan -fenn .*Sqrt.*



	
	--node_name_filter <pattern>
	执行下一个 Session.run，只查看名称与给定正则表达式模式匹配的结点。
	run --node_name_filter Softmax.*



	
	--op_type_filter <pattern>
	执行下一个 Session.run，只查看符合给定正则表达式模式的操作类型的结点。
	run --op_type_filter Variable.*



	
	--tensor_dtype_filter <pattern>
	执行下一个 Session.run，仅列出与给定正则表达式模式匹配的数据类型（dtypes）的转储张量。
	run --tensor_dtype_filter int.*



	
	-p
	在性能分析模式下执行下一个 Session.run
	run -p



	ri
	
	显示当前运行的信息，包含获取的张量和输入（feed）的张量。
	ri



	config
	
	设置或显示 TFDBG UI 当前的配置信息。
	



	
	set
	设置配置项，譬如 {graph_recursion_depth, mouse_mode}。
	config set graph_recursion_depth 3



	
	show
	显示当前的 UI 配置信息。
	config show



	help
	
	打印通用的帮助信息
	help



	
	help <command>
	打印命令所对应的帮助信息
	help lt







请注意，每当您输入命令时，都会显示新的屏幕输出。 这有点类似于浏览器中的网页。 您可以通过点击命令行界面左上角附近的<-- 和 --> 文字箭头在这些屏幕之间导航。

tfdbg CLI 的其他特性

除了以上列出的命令之外，tfdebug CLI 还提供了以下的额外特性：


	要导航到之前输入的 tfdbg 命令，可输入几个字符后，使用向上或向下按键。tfdbg 将显示以这些字符开头的命令的历史记录。

	要浏览屏幕输出的历史记录，请执行以下操作之一：
	使用 prev 和 next 命令。 

	点击屏幕左上角附近的带下划线的  <-- 和 --> 链接。





	使用 Tab 自动补全命令和一些命令的参数。

	要将屏幕输出重定向到文件而不是屏幕，可以 bash 样式重定向输出。例如，下面命令将 pt 命令的输出重定向到 /tmp/xent_value_slices.txt 文件：

tfdbg> pt cross_entropy/Log:0[:, 0:10] > /tmp/xent_value_slices.txt






找到 nans 和 infs

在第一个 Session.run() 调用中，碰巧没有出现有问题的数值。 您可以使用命令 run 或 r 进入下一次运行。

提示：如果您反复输入 run 或 r，则可以依次的调用 Session.run()。

你也可以使用 -t 标志来调用多次 Session.run()，例如：

tfdbg> run -t 10




不必在每次 Session.run() 之后，在 run-end 界面中重复输入 run 并手动搜索 nans 和 infs（例如，通过使用上表中所示的 pt 命令），您可以使用以下命令让调试器重复执行 Session.run() 直到第一个 nan 或 inf 值显示在图中。 这在某些程序语言调试器中类似于条件断点：

tfdbg> run -f has_inf_or_nan


注意：上述命令可以正常工作，因为我们已经注册了一个名为 has_inf_or_nan的 nans 和 infs 的过滤器

（如前所述）。

如果您已经注册了其他过滤器，您可以使用 “run -f” 来运行 tfdbg，直到任何张量器触发该过滤器（导致过滤器返回

True）。

def my_filter_callable(datum, tensor):
  # A filter that detects zero-valued scalars.
  return len(tensor.shape) == 0 and tensor == 0.0

sess.add_tensor_filter('my_filter', my_filter_callable)


然后在 tfdbg run-start 提示符下继续运行，直到您的过滤器被触发：

tfdbg> run -f my_filter




有关 add_tensor_filter() 传入的 Callable 的返回值和签名的更多信息，请参见此API文档。
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当屏幕显示在第一行显示时，在第四次 Session.run() 调用期间首先触发 has_inf_or_nan 过滤器：计算图上运行的一个 Adam Optimizer 前向-反向训练过程。 在这次运行中，36个（总共 95 个）中间张量包含 nan 或 inf 值。 这些张量按时间顺序列出，其时间戳显示在左侧。 在列表的顶部，您可以看到第一个张量，其中首先出现错误的数值是：cross_entropy / Log：0。

要查看张量的值，请单击带下划线的张量名称 cross_entropy / Log：0 或输入等效命令：

tfdbg> pt cross_entropy/Log:0


向下滚动一点，你会注意到一些分散的 inf 值。 如果 inf 和 nan 的实例难以察觉，您可以使用以下命令执行正则表达式搜索并高亮显示输出：

tfdbg> /inf


或者，以下面这种方式搜索:

tfdbg> /(inf|nan)


您还可以使用 -s 或 --numeric_summary 命令得到张量数值类型的快速摘要：

tfdbg> pt -s cross_entropy/Log:0


从摘要中，你可以看到 cross_entropy / Log：0 张量的 1000 个元素中有几个元素是 -infs（负的无穷大）

为什么这些负无穷大的值会出现？要进一步调试，请通过单击顶部下划线的 node_info 菜单项来显示有关结点的 cross_entropy / Log 的更多信息，或输入等效的 node_info（ni）命令：

tfdbg> ni cross_entropy/Log
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您可以看到该结点的操作类型为 Log，并且结点的输入是 Softmax。 运行以下命令，仔细观察输入张量：

tfdbg> pt Softmax:0


检查输入张量中的值，搜索零：

tfdbg> /0\.000


确实有零。现在很清楚，不良数值的起源是采用零日志的结点 cross_entropy / Log。 要了解 Python 源代码中的罪魁祸首行，请使用 ni 命令的 -t 标记来追溯构造此结点的代码位置：

tfdbg> ni -t cross_entropy/Log


如果您点击屏幕顶部的 “node_info”，tfdbg 会自动显示此结点构造的回溯。

从追溯中，你可以看到，此操作结点是在下面这一行中创建的：debug_mnist.py：

diff = y_ * tf.log(y)


tfdbg 有一个特性，可以轻松跟踪张量和操作是起源于 Python 源文件中的哪一行。tfdbg 可以在产生错误的代码行下面标记它产生的张量或者操作。要使用此特性，只需单击 ni -t <op_name> 命令的堆栈跟踪输出中的下划线行号，或使用 ps（或 print_source）命令，例如：ps /path/to/source.py。 例如，以下屏幕截图显示了 ps 命令的输出。
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解决问题

要解决此问题，将 debug_mnist.py 错误行的代码：

diff = -(y_ * tf.log(y))


修改为系统内建的 softmax 交叉熵函数：

diff = tf.losses.sparse_softmax_cross_entropy(labels=y_, logits=logits)


带上 --debug 标记，重新运行：

python -m tensorflow.python.debug.examples.debug_mnist --debug


在 tfdbg 提示符下，输入以下命令：

run -f has_inf_or_nan`


确认没有张量被标记为包含 nan 或 inf 值，并且准确度现在继续上升而不是卡住，意味着我们的修改是成功的。

调试 tf-learn 中的 Estimators 和 Experiments

这个章节解释了如何调试使用了 Estimator 和 Experiment API 来调试 TensorFlow 程序。这些 API 的便利之处部分在于它们是内部管理 Session。 这使得前面部分中描述的 LocalCLIDebugWrapperSession 不适用。 幸运的是，您仍然可以使用 tfdbg 提供的特殊钩子进行调试。

调试 tf.contrib.learn 评估器对象（Estimator）

tf.contrib.learn.BaseEstimator.evaluate

# 首先，让编译时的构建（BUILD）目标依赖于 "//tensorflow/python/debug:debug_py"
# （如果你是使用 pip install 安装的 TensorFlow，那么你就不需要担心构建时的依赖的问题）

from tensorflow.python import debug as tf_debug

# 创建一个 LocalCLIDebugHook 并作为 monitor 参数的值传递给函数 fit()。
hooks = [tf_debug.LocalCLIDebugHook()]

classifier.fit(x=training_set.data,
               y=training_set.target,
               steps=1000,
               monitors=hooks)


若是调试 Estimator.evaluate()，可以将 hooks 作为 hooks 参数的值，如下代码所示：

accuracy_score = classifier.evaluate(x=test_set.data,
                                     y=test_set.target,
                                     hooks=hooks)["accuracy"]


debug_tflearn_iris.py 中的代码是基于 tf-learn's iris 教程，里面包含了如何将 tfdbg 与评估器一起使用的完整示例。要运行这个例子，请输入下面的命令：

python -m tensorflow.python.debug.examples.debug_tflearn_iris --debug


调试 tf.contrib.learn 中的 Experiments 对象

Experiment 是 tf.contrib.learn 模块中比 Estimator 更加高层的 API 。它提供了一个训练和评估模型的界面。 要调试 Experiment 对象的 train() 和 evaluate() 调用，可以调用其构造函数时分别使用 train_monitors 和 eval_hooks 参数。

# 首先，让编译时的构建（BUILD）目标依赖于 "//tensorflow/python/debug:debug_py"
# （如果你是使用 pip install 安装的 TensorFlow，那么你就不需要担心构建时的依赖的问题）
from tensorflow.python import debug as tf_debug

hooks = [tf_debug.LocalCLIDebugHook()]

ex = experiment.Experiment(classifier,
                           train_input_fn=iris_input_fn,
                           eval_input_fn=iris_input_fn,
                           train_steps=FLAGS.train_steps,
                           eval_delay_secs=0,
                           eval_steps=1,
                           train_monitors=hooks,
                           eval_hooks=hooks)

ex.train()
accuracy_score = ex.evaluate()["accuracy"]


为了以 Experiment 模式来构建和运行 debug_tflearn_iris 样例，请在终端键入以下命令：

python -m tensorflow.python.debug.examples.debug_tflearn_iris \
    --use_experiment --debug


tfdbg.DumpingDebugWrapperSession.__init__

使用 TFDBG 调试 Keras 模型

要在 Keras 中使用 TFDBG，需要让 Keras 后端使用一个 TFDBG-wrapped 的 Session 对象。下面是一个使用命令行界面包装器的例子：

import tensorflow as tf
from keras import backend as keras_backend
from tensorflow.python import debug as tf_debug

keras_backend.set_session(tf_debug.LocalCLIDebugWrapperSession(tf.Session()))

# 定义你的 keras 模型，变量名称为 “model”。
model.fit(...)  # 这里将会调试进入 TFDBG CLI。


使用 TFDBG 调试 tf-slim

TFDBG 支持使用 tf-slim 调试训练和评估。详述如下，训练和评估需要稍微有点不同的调试工作流

在 tf-slim 中调试训练

为了调试训练过程，我们为 slim.learning.train() 中的 session_wrapper 参数提供了 LocalCLIDebugWrapperSession 对象，例子如下：

import tensorflow as tf
from tensorflow.python import debug as tf_debug

# ... 创建图和训练操作的代码 ...
tf.contrib.slim.learning.train(
    train_op,
    logdir,
    number_of_steps=10,
    session_wrapper=tf_debug.LocalCLIDebugWrapperSession)


在 tf-slim 中调试评估

为了调试评估过程，TensorFlow 提供了 LocalCLIDebugHook 填入 slim.evaluation.evaluate_once() 的 hooks 参数。比如：

import tensorflow as tf
from tensorflow.python import debug as tf_debug

# ... 用来创建流图，验证和最终的操作....
tf.contrib.slim.evaluation.evaluate_once(
    '',
    checkpoint_path,
    logdir,
    eval_op=my_eval_op,
    final_op=my_value_op,
    hooks=[tf_debug.LocalCLIDebugHook()])


离线调试远程运行的 Session

很多时候，你的模型正运行在远程机器上，或你无法用终端访问一个进程。为了在这种情况下调试模型，你可以使用 tfdbg 中的 offline_analyzer 库（下面将会描述）。 它可以对转储张量的文件夹进行操作，并且兼容低层的 Session API 和高层的 Estimators 和 Experiment APIs。

调试远程的 tf.Sessions

tfdbg.watch_graph

from tensorflow.python import debug as tf_debug

# ... 初始化计算图和会话的代码...

run_options = tf.RunOptions()
tf_debug.watch_graph(
      run_options,
      session.graph,
      debug_urls=["file:///shared/storage/location/tfdbg_dumps_1"])
# 确定已经为不同的 run() 调用指定不同的目录。

session.run(fetches, feed_dict=feeds, options=run_options)


之后，在终端访问的环境中（例如，可以访问上面代码中指定的共享存储位置的本地计算机），您可以使用 tfdbg 中的 offline_analyzer 模块来加载和检查共享存储中的转储目录中的数据。例子如下：

python -m tensorflow.python.debug.cli.offline_analyzer \
    --dump_dir=/shared/storage/location/tfdbg_dumps_1


Session 的 DumpingDebugWrapperSession 包装器提供了一种更简单，更灵活的方法来生成可以离线分析的文件系统转储。 要使用它，只需将你的会话包装在一个 tf_debug.DumpingDebugWrapperSession 中。 例如：

# 首先，让你编译时构建（BUILD）目标依赖于 "//tensorflow/python/debug:debug_py"
# （如果你是使用 pip install 安装的 TensorFlow，那么你就不需要担心构建时的依赖的问题）
from tensorflow.python import debug as tf_debug

sess = tf_debug.DumpingDebugWrapperSession(
    sess, "/shared/storage/location/tfdbg_dumps_1/", watch_fn=my_watch_fn)


watch_fn 接受一个 Callable 来允许你来监视特定 Tensors 在不同次 Session.run() 调用之间的变化，而这个函数需要和 fetch 和 feed_dict 其他状态一样传递到 run 调用中。

C++ 和其他语言

如果您的模型代码用 C ++ 或其他语言编写，您还可以修改 RunOptions 的 debug_options 字段来生成可以离线检查的调试转储。有关详细信息，请参阅此协议(proto)的定义。

调试远程运行的 Estimator 和 Experiments

如果您的远程 TensorFlow 服务器运行着 Estimator，则可以使用非交互式 DumpingDebugHook。 例子如下：

# 首先，让你的 BUILD 对象依赖于 "//tensorflow/python/debug:debug_py"
# （如果你是使用 pip install 安装的 TensorFlow，那么你就不需要担心构建时的依赖的问题）
from tensorflow.python import debug as tf_debug

hooks = [tf_debug.DumpingDebugHook("/shared/storage/location/tfdbg_dumps_1")]


那么这个钩子可以像本文前面所述的 LocalCLIDebugHook 示例一样来使用。 当 Estimator 或 Experiment 开始训练或求值时，tfdbg 会创建具有如下命名模式的目录：/ shared / storage / location / tfdbg_dumps1 / run_。 每个目录对应于一次 Session.run() 调用，进而调用 fit() 或 evaluate()。 您可以使用 tfdbg 提供的 offline_analyzer 以离线方式加载这些目录并在命令行界面中进行检查。 例如：

python -m tensorflow.python.debug.cli.offline_analyzer \
    --dump_dir="/shared/storage/location/tfdbg_dumps_1/run_<epoch_timestamp_microsec>_<uuid>"


常见问题

Q: 执行 lt 命令输出内容时，其左侧的时间戳可以反映非调试情况下 Session 中的实际性能吗？

A: 不可以的，调试器将附加的专用调试结点插入计算图中以记录中间张量的值。这些结点会减慢计算图的执行。 如果您对分析您模型的性能感兴趣，请参考下列方法


	tfdbg 的性能分析模式：tfdbg> run -p。

	tfprof 和其他的 TensorFlow 性能分析工具。



Q: 如何在 Bazel 中将 tfdbg 与我的 Session 链接？ 为什么会看到诸如 “ImportError：cannot import name debug” 之类的错误？

A: 在您编译构建（BUILD）的规则中，声明依赖关系：“/ tensorflow：tensorflow_py” 和 “// tensorflow / python / debug：debug_py” 。 其中，第一个依赖是您使用 TensorFlow 即使没有调试器支持的依赖关系；第二个依赖是用来启用调试器的。 然后，在你的 Python 文件中，添加下面的代码：

from tensorflow.python import debug as tf_debug

# 然后用 local-CLI 包装器包装您的 TensorFlow 会话。
sess = tf_debug.LocalCLIDebugWrapperSession(sess)


Q: tfdbg 是否可以帮助调试运行时的错误，如形状不匹配？

A: 是的。 tfdbg 拦截运行时由操作生成的错误，并在命令行界面中向用户显示带有一些调试指令的错误。参见示例：

# 调试矩阵乘法中的形状不匹配
python -m tensorflow.python.debug.examples.debug_errors \
    --error shape_mismatch --debug

# 调试未初始化的变量
python -m tensorflow.python.debug.examples.debug_errors \
    --error uninitialized_variable --debug


Q: 如何让 tfdbg 包装的 Sessions 或钩子仅对主线程进行调试呢？

A: 这是一个常见的用例，其中 Session 对象同时从多个线程使用。 通常来说，子线程处理后台任务，例如执行入队操作。这时，您一般只想调试主线程（或者只是一个子线程）。 你可以使用 LocalCLIDebugWrapperSession 中的 thread_name_filter 参数来实现线程选择性调试。 例如，想要只调试主线程，构造一个包装的会话，如下所示：

sess = tf_debug.LocalCLIDebugWrapperSession(sess, thread_name_filter="MainThread$")


上述示例依赖于一个事实，即 Python 主线程的默认名称为 MainThread。

Q: 我正在调试的模型非常大。 tfdbg 转储的数据填满了我磁盘空闲的空间。 我该怎么办？

A:

在以下情况下，您可能会遇到此问题：


	具有许多中间张量的模型

	非常大的中间张量

	tf.while_loop



有三种可能的解决方法或解决方案：


	LocalCLIDebugWrapperSession 和 LocalCLIDebugHook 的构造函数提供一个参数 dump_root，以指定 tfdbg 转储调试数据的路径。您可以使用它来让 tfdbg 将调试数据转储在具有较大可用空间的磁盘上。 例如：



# LocalCLIDebugWrapperSession
sess = tf_debug.LocalCLIDebugWrapperSession(dump_root="/with/lots/of/space")

# For LocalCLIDebugHook
hooks = [tf_debug.LocalCLIDebugHook(dump_root="/with/lots/of/space")]


确保 dump_root 指向的目录为空或不存在。tfdbg 会在退出之前清理转储目录。


	减小运行期间使用的 batch 大小。

	使用 tfdbg 的 run 命令中的过滤选项，即只观察计算图中的特定结点。 例如：

tfdbg> run --node_name_filter .*hidden.*
tfdbg> run --op_type_filter Variable.*
tfdbg> run --tensor_dtype_filter int.*


上面的第一个命令仅监视其名称与正则表达式模式（.*hidden.*）匹配的结点。 第二个命令只监视名称与模式（Variable.*）匹配的操作结点。第三个只监视 dtype 与模式（int.*）匹配的张量（例如，int32）。





Q: [需要翻译]I am debugging a model that generates unwanted infinities or NaNs. But there are some nodes in my model that are known to generate infinities or NaNs in their output tensors even under completely normal conditions. How can I skip those nodes during my run -f has_inf_or_nan actions?

A: Use the --filter_exclude_node_names (-fenn for short) flag. For example, if you known you have a node with name matching the regular expression .*Sqrt.* that generates infinities or NaNs regardless of whether the model is behaving correctly, you can exclude the nodes from the infinity/NaN-finding runs with the command run -f has_inf_or_nan -fenn .*Sqrt.*.

Q: 为什么无法在 tfdbg CLI 中选择文本？

A: 这是因为 tfdbg CLI 默认启用终端中的鼠标事件。 这种鼠标掩码模式覆盖了默认终端交互过程，包括文本选择。您可以使用命令 mouse off 或 m off 重新启用文本选择。

Q: 为什么当我调试如下代码时，tfdbg CLI 没有显示转储张量？

a = tf.ones([10], name="a")
b = tf.add(a, a, name="b")
sess = tf.Session()
sess = tf_debug.LocalCLIDebugWrapperSession(sess)
sess.run(b)


tf.Variable

import numpy as np

a = tf.Variable(np.ones[10], name="a")
b = tf.add(a, a, name="b")
sess = tf.Session()
sess.run(tf.global_variables_initializer())
sess = tf_debug.LocalCLIDebugWrapperSession(sess)
sess.run(b)


则不会发生常数折叠，tfdbg 应该是会显示转储的中间张量的。

Q: Is there a GUI for tfdbg?[需要翻译]

A: Yes, the TensorBoard Debugger Plugin is the GUI of tfdbg. It offers features such as inspection of the computation graph, real-time visualization of tensor values, continuation to tensor and conditional breakpoints, and tying tensors to their graph-construction source code, all in the browser environment. To get started, please visit its README.


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 TensorBoard


Tensorboard：可视化学习面板

Tensorflow 做的一些计算是复杂和混乱，就像训练深度神经网络。为了更易于理解、调试和优化Tensorflow程序，我们发布了一套可视化工具称为 Tensorboard。你可以使用 TensorBoard 图形化 Tensorflow 图，绘制图计算过程的定量指标，以及显示图的额外数据。TensorBoard 完成配置后，是这样的：

[image: ]

[需要翻译]This 30-minute tutorial is intended to get you started with simple TensorBoard usage. It assumes a basic understanding of TensorFlow.

There are other resources available as well! The TensorBoard GitHub has a lot more information on using individual dashboards within TensorBoard including tips & tricks and debugging information.

Setup

Install TensorFlow. Installing TensorFlow via pip should also automatically install TensorBoard.

数据序列化

TensorBoard 是通过读取 Tensorflow 事件文件来操作的，Tensorflow 事件包含 Tensorflow 运行所生成的汇总数据。下面是 TensorBoard 汇总数据的完整生命周期。

tf.summary.scalar

tf.summary.merge_all

tf.summary.FileWriter

FileWriter 的构造函数需要包含 logdir，logdir 目录是非常重要的，所有的事件都会写到它所指的目录下。 另外，FileWrite 可以方便地携带一个图对象在它的构造函数中。如果它接收到一个图对象，Tensorboard 会将张量形状信息和你的图像一并显示出来。这会让你更加直观地感受到图的生产过程：查看 张量图形信息

现在已经修改了你的图并且有一个 FileWriter，准备开始你的神经网络吧！如果您愿意，您可以单步运行合并汇总操作，并记录大量的训练数据。不过，这可能比你需要的数据更多。你可以每 n 步执行一次汇总。

下面的代码示例是基于 简单 MNIST 教程, 更改的，其中我们额外每十步执行一次总结。如果你运行这个然后启动 Tensorboard—logdir=/tmp/tensorflow/mnist，你将能够可视化统计数据，例如在训练过程中权重或精确度是如何变化的。下面的代码是一个摘录，完整的资料在 这里。

def variable_summaries(var):
  """为了 TensorBoard 可视化，给Tensor添加一些汇总"""
  with tf.name_scope('summaries'):
    mean = tf.reduce_mean(var)
    tf.summary.scalar('mean', mean)
    with tf.name_scope('stddev'):
      stddev = tf.sqrt(tf.reduce_mean(tf.square(var - mean)))
    tf.summary.scalar('stddev', stddev)
    tf.summary.scalar('max', tf.reduce_max(var))
    tf.summary.scalar('min', tf.reduce_min(var))
    tf.summary.histogram('histogram', var)

def nn_layer(input_tensor, input_dim, output_dim, layer_name, act=tf.nn.relu):
  """用于生成简单的神经网络层的可复用代码。
  它进行矩阵乘法，偏置加法，然后使用relu进行非线性化。
  它还设置了名称范围，使得生成的图形易于阅读，
  并增加了一些汇总操作。
  """
  # 添加一个名称范围以确保图层的逻辑分组。
  with tf.name_scope(layer_name):
  # 这个变量将保存图层权重的状态
  with tf.name_scope('weights'):
      weights = weight_variable([input_dim, output_dim])
      variable_summaries(weights)
    with tf.name_scope('biases'):
      biases = bias_variable([output_dim])
      variable_summaries(biases)
    with tf.name_scope('Wx_plus_b'):
      preactivate = tf.matmul(input_tensor, weights) + biases
      tf.summary.histogram('pre_activations', preactivate)
    activations = act(preactivate, name='activation')
    tf.summary.histogram('activations', activations)
    return activations

hidden1 = nn_layer(x, 784, 500, 'layer1')

with tf.name_scope('dropout'):
  keep_prob = tf.placeholder(tf.float32)
  tf.summary.scalar('dropout_keep_probability', keep_prob)
  dropped = tf.nn.dropout(hidden1, keep_prob)

  # 不要使用 softmax 激活，请参阅下文。
y = nn_layer(dropped, 500, 10, 'layer2', act=tf.identity)

with tf.name_scope('cross_entropy'):
  # 交叉熵的原始公式,
  #
  # tf.reduce_mean(-tf.reduce_sum(y_ * tf.log(tf.softmax(y)),reduction_indices=[1]))
  #
  # 可能在数值上不稳定。
  #
  # 所以这里，我们使用 tf.losses.sparse_softmax_cross_entropy 处理前面 nn_layer 输出的原始 logit
  with tf.name_scope('total'):
    cross_entropy = tf.losses.sparse_softmax_cross_entropy(labels=y_, logits=y)
tf.summary.scalar('cross_entropy', cross_entropy)

with tf.name_scope('train'):
  train_step = tf.train.AdamOptimizer(FLAGS.learning_rate).minimize(
      cross_entropy)

with tf.name_scope('accuracy'):
  with tf.name_scope('correct_prediction'):
    correct_prediction = tf.equal(tf.argmax(y, 1), tf.argmax(y_, 1))
  with tf.name_scope('accuracy'):
    accuracy = tf.reduce_mean(tf.cast(correct_prediction, tf.float32))
tf.summary.scalar('accuracy', accuracy)

  # 合并所有的汇总信息，并把它们写到 /tmp/mnist_logs（ 默认路径 ）
merged = tf.summary.merge_all()
train_writer = tf.summary.FileWriter(FLAGS.summaries_dir + '/train',
                                      sess.graph)
test_writer = tf.summary.FileWriter(FLAGS.summaries_dir + '/test')
tf.global_variables_initializer().run()


在初始化 FileWriters 后，必须要添加汇总到 FileWriters 中作为我们训练和测试的模型。

  # 训练模型，并写入汇总信息。
  # 每10步，测量一次测试集的准确度，并写出测试汇总信息
  # 所有其他步骤，在训练数据上运行 train_step，并添加训练汇总

def feed_dict(train):
  """做一个 TensorFlow feed_dict：将数据映射到张量占位符上。"""
  if train or FLAGS.fake_data:
    xs, ys = mnist.train.next_batch(100, fake_data=FLAGS.fake_data)
    k = FLAGS.dropout
  else:
    xs, ys = mnist.test.images, mnist.test.labels
    k = 1.0
  return {x: xs, y_: ys, keep_prob: k}

for i in range(FLAGS.max_steps):
  if i % 10 == 0:  # 记录汇总和测试集精度
    summary, acc = sess.run([merged, accuracy], feed_dict=feed_dict(False))
    test_writer.add_summary(summary, i)
    print('Accuracy at step %s: %s' % (i, acc))
  else:  # 记录训练得到的汇总并且训练
    summary, _ = sess.run([merged, train_step], feed_dict=feed_dict(True))
    train_writer.add_summary(summary, i)


启动 TensorBoard

运行下面命令(二者选一)，运行 TensorBoard。

tensorboard —logdir=path/to/log-directory

（python -m tensorboard.main）


logdir 就是 FileWriter 序列化数据的目录。如果 logdir 目录包含子目录，并且子目录具有来自单独线程的序列化数据。如果 logdir 目录包含子目录，并且子目录具有来自单独线程的序列化数据，那么 Tensorboard 将统一展示这些可视化数据。一旦 TensorBoard 运行，你可以通过你的 Web 浏览器 localhost:6006， 查看 Tensorboard。你会在 Tensorboard 右上角看到导航标签。每个选项代表一组可以可视化的序列化数据

关于如何使用 “graph” 来显示你的图的详细信息，你可以查看 TensorBoard: Graph Visualization.

更多关于 TensorBoard 的信息，查看 TensorBoard's GitHub.


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


TensorBoard: 图形可视化

TensorFlow 的计算图功能强大但却复杂。而图表可视化功能可以帮助您了解和调试它们。以下是一个可视化工作的例子。

[image: Visualization of a TensorFlow graph]

Tensorflow 图形可视化

Tensorboard：可视化学习面板

命名范围和节点

tf.name_scope

import tensorflow as tf

with tf.name_scope('hidden') as scope:
  a = tf.constant(5, name='alpha')
  W = tf.Variable(tf.random_uniform([1, 2], -1.0, 1.0), name='weights')
  b = tf.Variable(tf.zeros([1]), name='biases')


这导致了以下三个 op 的名称：


	hidden/alpha

	hidden/weights

	hidden/biases



在默认情况下，可视化将把所有三个 op 都折叠成标记为 hidden 的节点。至于额外的细节是不会丢失的。您可以双击，或者点击右上角橙色 + 号展开节点，然后你便会看到三个子节点 alpha，weights 和 biases。

以下是一个更复杂的节点在其初始状态和扩展状态的真实例子。


  
    	
      [image: Unexpanded name scope]
    
    	
      [image: Expanded name scope]
    
  

  
    	
      顶级名称域  pool_1 的初始视图。点击右上角橙色 + 号按钮或双击节点本身将会展开它。
    
    	
      名称域 pool_1 的扩展视图。点击右上角的橙色 - 按钮或双击节点本身将折叠名称范围。
    
  




按名称域对节点进行分组的方法对于制作清晰的图形至关重要。如果您正在构建模型，则名称域可以让你更好的控制生成的可视化图形。你命名的名字域越好，你的可视化图形就越好。

上图说明了可视化的第二个方面。TensorFlow 图有两种连接方式：数据相关性和控制相关性。数据相关性显示两个操作符之间的张量流，并显示为实线箭头，而控制相关性使用虚线。在展开视图（上面两幅图中的右侧图片）除了连接 CheckNumerics 和 control_dependency 的虚线外，所有连接都是数据依赖关系。

这儿还有一个简化布局的技巧。大多数 TensorFlow 图有几个与其他节点连接的节点。比如说，许多节点可能对初始化步骤具有控制相关性。绘制 init 节点及其相关关系之间的所有边将创建一个非常混乱的视图。

为了减少混乱，可视化将所有高位节点分隔到右侧的辅助区域，并通过不画线来表示其边缘。我们绘制小节点图标来代替连线。分离辅助节点通常不会去除关键的信息，因为这些节点通常与记账功能有关。请参阅 Interaction 来了解如何在主图和辅助区之间移动节点。


  
    	
      [image: conv_1 is part of the main graph]
    
    	
      [image: save is extracted as auxiliary node]
    
  

  
    	
      结点 conv_1 连接到 save。请注意结点 save 右侧的小节点图标。
    
    	
      save 具有很高的等级，并会出现作为辅助节点。连接 conv_1 显示为其左侧的节点图标。为了进一步减少混乱，由于 save 有很多的连接，我们显示前 5 个并缩写其他为 ... 12 more.
    
  




最后一个结构简化方法是系列崩溃。连续图案——也就是说，名称相差最后一个数字并具有同构结构的节点——会折叠成栈节点，就如下图所示。对于拥有长序列的网络结构，这大大简化了视图。与分层节点一样，双击将扩展该部分。请参阅   交互以了解如何为特定节点集禁用/启用折叠。


  
    	
      [image: Sequence of nodes]
    
    	
      [image: Expanded sequence of nodes]
    
  

  
    	
      节点序列折叠后的视图。
    
    	
      双击后展开的一小块视图。
    
  




最后，作为对于易读性的最后一个帮助，可视化将对于常量和总节点使用特殊的图标。在此总结一下，下面是一个节点的符号表：



	Symbol
	Meaning





	[image: Name scope]
	表示名称域的高级节点。鼠标双击用以展开高级节点。



	[image: Sequence of unconnected nodes]
	没有相互连接的编号节点序列。



	[image: Sequence of connected nodes]
	相互连接的编号节点序列。



	[image: Operation node]
	一个单独的操作节点。



	[image: Constant node]
	一个常数。



	[image: Summary node]
	摘要节点。



	[image: Data flow edge]
	显示互相操作过程中的数据流。



	[image: Control dependency edge]
	显示互相操作过程中的控制相关性。



	[image: Reference edge]
	显示传出操作节点可以改变传入张量。







互动 {#interaction}

通过平移和缩放导航图形。可以通过点击并拖动来平移，并使用滚动手势进行缩放。双击某个节点，或者单击其 + 按钮，展开代表一组操作的名称域。为了在放大和平移时轻松跟踪当前视点，右下角会有一个小地图。

要关闭打开的节点，请再次双击它或单击其 - 按钮。您也可以单击一次来选择一个节点。它会变成一个较深的颜色，并且关于它的详细信息以及它所连接的节点将出现在可视化对象右上角的信息卡中。


  
    	
      [image: Info card of a name scope]
    
    	
      [image: Info card of operation node]
    
  

  
    	
      信息卡会显示 conv2 名称域的详细信息。输入和输出通过名称域内操作节点的输入和输出，组合而成。对于名称域，不显示任何属性。
    
    	
      信息卡会显示 DecodeRaw 操作节点的详细信息。除输入和输出外，卡片还显示设备与当前操作相关的属性。
    
  




TensorBoard 提供了几种方法来改变图形的视觉布局。这不会改变图的计算语义，但是它可以让网络的结构更加清晰。通过右键单击某个节点或按该节点信息卡底部的按钮，可以对其布局进行以下更改：


	节点可以在主图表和辅助区域之间移动。

	可以将一组节点取消分组，使得该组的节点不会出现在一起。未分组的节点也可以重新组合。



选择也可以帮助理解高级节点。选择任何高度节点，其他连接的相应节点图标也将被选中。例如，这可以很容易地看到哪些节点正在保存 —— 哪些不是。

点击信息卡中的节点名称将选择它。如有必要，视点将自动平移，以便于节点可见。

最后，您可以使用图例上方的颜色菜单为图形选择两种配色方案。默认的 结构视图 会显示以下结构：当两个高级节点具有相同的结构时，它们以彩虹的相同颜色出现。结构独特的节点是灰色的。然后还有第二个视图，它显示了不同操作运行的设备。名称域与其内部操作的设备比例成比例。

下面的图片我们给出了一张真实生活图的插图。


  
    	
      [image: Color by structure]
    
    	
      [image: Color by device]
    
  

  
    	
      结构视图：灰色节点具有独特的结构。橙色的 conv1 和 conv2 节点具有相同的结构，至于其他颜色的节点类似。
    
    	
      设备视图：名称域与其内部操作节点的设备比例成比例。在这里，紫色是指 GPU，而绿色是 CPU。
    
  




张量的形状信息

当序列化 GraphDef 包括张量的形状时，图形可视化工具用张量维度标注边缘，边缘厚度反映总张量的大小。在 GraphDef 的传递中包含张量形状的实际图形对象（如在 sess.graph ）到 FileWriter 序列化图形的时候。下面的图片就显示了具有张量形状信息的 CIFAR-10 模型：


  

    	
      [image: CIFAR-10 model with tensor shape information]
    
  

  
    	
      张量形状信息的 CIFAR-10 模型。
    
  




运行时间统计

Tensorboard：可视化学习面板

  # 训练模型，并记录日志
  # 每 10 步，评估测试数据集准确性，并记录测试日志
  # 所有其他步骤中，在训练集上运行训练步骤，并记录训练日志

  def feed_dict(train):
    """创建一个 TensorFlow feed_dict：将数据映射到 Tensor 占位符上。"""
    if train or FLAGS.fake_data:
      xs, ys = mnist.train.next_batch(100, fake_data=FLAGS.fake_data)
      k = FLAGS.dropout
    else:
      xs, ys = mnist.test.images, mnist.test.labels
      k = 1.0
    return {x: xs, y_: ys, keep_prob: k}

  for i in range(FLAGS.max_steps):
    if i % 10 == 0:  # Record summaries and test-set accuracy
      summary, acc = sess.run([merged, accuracy], feed_dict=feed_dict(False))
      test_writer.add_summary(summary, i)
      print('Accuracy at step %s: %s' % (i, acc))
    else:  # Record train set summaries, and train
      if i % 100 == 99:  # Record execution stats
        run_options = tf.RunOptions(trace_level=tf.RunOptions.FULL_TRACE)
        run_metadata = tf.RunMetadata()
        summary, _ = sess.run([merged, train_step],
                              feed_dict=feed_dict(True),
                              options=run_options,
                              run_metadata=run_metadata)
        train_writer.add_run_metadata(run_metadata, 'step%d' % i)
        train_writer.add_summary(summary, i)
        print('Adding run metadata for', i)
      else:  # 记录日志
        summary, _ = sess.run([merged, train_step], feed_dict=feed_dict(True))
        train_writer.add_summary(summary, i)


此代码将从步骤 99 开始每 100 步发出运行时统计信息。

当启动 tensorboard 并转到图表选项卡时，您现在将在“会话运行”下看到与添加运行元数据的步骤和与其相对应的选项。选择其中一个运行过程将显示在该步骤的网络快照，淡出未使用的节点。在左侧的控件中，您可以通过总内存或总计算时间对节点着色。此外，单击节点将显示确切的总内存，计算时间和张量输出大小。


  
    	
      [image: Color by compute time]
    
    	
      [image: Run metadata graph]
    
    	
      [image: Run metadata info card]
    
  




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


TensorBoard 直方图面板

TensorBoard 直方图面板其实是在 TensorFlow 图表上显示 Tensor 的分布是如何随时间变化而变化。通过显示大量不同时间点的直方图来可视化 tensor 的变化。

一个简单的例子

一起看看一个简单例子：一个随时间变化的常分布的变量

TensorFlow 的 tf.random_normal 单元非常适用于这类问题。通常在 TensorBoard 里我们会先用一个 'tf.summary.histogram' 单元来总结数据。如果想了解此总结单元的运行机制，请看 TensorBoard 教程。

这里是段能生成直方图总结的代码，这类总结含有常分布数据而且其平均值随时间增加而增加。

import tensorflow as tf

k = tf.placeholder(tf.float32)

# 生成一个平均值会变化的常分布
mean_moving_normal = tf.random_normal(shape=[1000], mean=(5*k), stddev=1)
# 用直方图总结记录这个常分布
tf.summary.histogram("normal/moving_mean", mean_moving_normal)

# 建立 session 和总结写入器
sess = tf.Session()
writer = tf.summary.FileWriter("/tmp/histogram_example")

summaries = tf.summary.merge_all()

# 建立一个循环并把总结写入硬盘
N = 400
for step in range(N):
  k_val = step/float(N)
  summ = sess.run(summaries, feed_dict={k: k_val})
  writer.add_summary(summ, global_step=step)


一旦下面代码运行，我们可以用命令行将数据导入到 TensorBoard：

tensorboard --logdir=/tmp/histogram_example


TensorBoard 运行的时候，通过 Chrome 或者 Firefox 加载并打开直方图面板，就能看到用直方图可视化的常分布数据。

[image: ]

tf.summary.histogram 取一个任意大小形状的 Tensor，并把它压缩成有很多区间的直方图数据结构。例如当我们想把 [0.5, 1.1, 1.3, 2.2, 2.9, 2.99] 分配到不同区间，我门可以分三个区间：


	一个区间包含从 0 到 1 的所有元素 （包含一个，0.5），

	一个区间包含从 1-2 的所有元素（包含两个元素，1.1和1.3），

	一个区间包含从 2-3 的所有元素（包含：2.2，2.9，2.99）。

TensorFlow 用一个类似的方法去生成区间，但不同的是，它不只生成几个区间，而是为大而分散的数据集生成数千个区间。取而代之的是指数分布的区间，大部分靠近0，相对少部分靠近大的数字。

然而，视像化指数分布的区间比较棘手；如果高度用来表示个数，宽一点的区间面积就较大，即使其包含的元素个数一样。相反如果用面积来表示个数，就无法对高度做对比。因而，TensorFlow 的直方图对数据作 重新取样 并分配到等宽的区间。这也不是完美的方案。



直方图视化器里面的每一截面代表一个直方图。这些截面根据步骤来整理：旧的截面（例如步骤0）会放得比较“靠后”而且颜色较深，而较新的截面（例如步骤400）放得靠前而且颜色较浅。右方的 y 轴代表步骤的号码。

你可以把鼠标移到直方图上查看更多具体信息。例如从下方的图表我们看到在时间点 176 有个以 2.25 为中心的区间里面有 177 个元素。

[image: ]

此外，你还要注意一下直方图截面在单位时间或个数上不一定是均匀分布的。这是因为 TensorBoard 用 水塘抽样 来保留所有直方图的子集以达到节省内存的目的。水塘抽样保证每个样本被抽到的可能性是一样的，但因为这是随机化的算法，抽到的样品不在偶数 steps 上。

覆盖模式

左边的选项里允许你从“并列模式”转换到“覆盖模式”：

[image: ]

其实就是在“并列模式”里，把视觉效果转 45 度角使每个直方图截面不在时间轴上分开而都在相同 y 轴上显示。

[image: ]

现在每条线代表独立截面，而且 y 轴显示每个篮子里物品的个数。深颜色的线代表较早的步骤，浅颜色的线代表比较新的步骤。同样，你可以把鼠标移到图表上看更多信息。

[image: ]

一般来说，如果你想直接比较不同直方图的个数，用覆盖模式的视觉化图表会比较好。

多模分布

直方图面板很善于视像化多模分布。如果我们通过连结两个不同的常分布来建立一个双模分布，其代码如下：

import tensorflow as tf

k = tf.placeholder(tf.float32)

# 生成一个平均值会变化的常分布
mean_moving_normal = tf.random_normal(shape=[1000], mean=(5*k), stddev=1)
# 用直方图总结记录这个常分布
tf.summary.histogram("normal/moving_mean", mean_moving_normal)

# 生成一个方差会变小的常分布
variance_shrinking_normal = tf.random_normal(shape=[1000], mean=0, stddev=1-(k))
# 同样记录其分布
tf.summary.histogram("normal/shrinking_variance", variance_shrinking_normal)

# 让我们整合两个分布到一组数据
normal_combined = tf.concat([mean_moving_normal, variance_shrinking_normal], 0)
# 我们加上另一个直方图总结记录这个整合的分布
tf.summary.histogram("normal/bimodal", normal_combined)

summaries = tf.summary.merge_all()

# 建立 session 和总结写入器
sess = tf.Session()
writer = tf.summary.FileWriter("/tmp/histogram_example")

# 建立一个循环并把总结写入硬盘
N = 400
for step in range(N):
  k_val = step/float(N)
  summ = sess.run(summaries, feed_dict={k: k_val})
  writer.add_summary(summ, global_step=step)


你已经记得我们上面例子的“变化均值”的常分布。现在我们还要一个“缩小方差”的分布。整合一起的效果图如下：

[image: ]

合并后我们清楚看到分岔的双模结构图。

[image: ]

更多分布

我们再试试生成并图像化更多不同的分布,然后把他们整合到一个图中。这里是我们会用到的代码：

import tensorflow as tf

k = tf.placeholder(tf.float32)

# 生成一个平均值会变化的常分布
mean_moving_normal = tf.random_normal(shape=[1000], mean=(5*k), stddev=1)
# 用直方图总结记录这个常分布
tf.summary.histogram("normal/moving_mean", mean_moving_normal)

# 生成一个方差会变小的常分布
variance_shrinking_normal = tf.random_normal(shape=[1000], mean=0, stddev=1-(k))
# 同样记录其分布
tf.summary.histogram("normal/shrinking_variance", variance_shrinking_normal)

# 让我们整合两个分布到一组数据
normal_combined = tf.concat([mean_moving_normal, variance_shrinking_normal], 0)
# 我们加上另一个直方图总结记录这个整合的分布
tf.summary.histogram("normal/bimodal", normal_combined)

# 添加一个伽马分布
gamma = tf.random_gamma(shape=[1000], alpha=k)
tf.summary.histogram("gamma", gamma)

# 添加一个泊松分布
poisson = tf.random_poisson(shape=[1000], lam=k)
tf.summary.histogram("poisson", poisson)

# 添加一个均匀分布
uniform = tf.random_uniform(shape=[1000], maxval=k*10)
tf.summary.histogram("uniform", uniform)

# 最后把所有分布整合到一起！
all_distributions = [mean_moving_normal, variance_shrinking_normal,
                     gamma, poisson, uniform]
all_combined = tf.concat(all_distributions, 0)
tf.summary.histogram("all_combined", all_combined)

summaries = tf.summary.merge_all()

# 建立 session 和总结写入器
sess = tf.Session()
writer = tf.summary.FileWriter("/tmp/histogram_example")

# 建立一个循环并把总结写入硬盘
N = 400
for step in range(N):
  k_val = step/float(N)
  summ = sess.run(summaries, feed_dict={k: k_val})
  writer.add_summary(summ, global_step=step)


伽马分布

[image: ]

均匀分布
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泊松分布

[image: ]

泊松分布的定义基于整数。因此，所有得出的值都是整数。直方图的压缩把数据移到浮点区间里，导致视觉上看到的是小突起而不是完美的高峰。

总结

最后，我们可以把数据连接到一个形状奇特的曲线图。

[image: ]
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 Misc


TensorFlow 版本兼容性

本文适用于需要保持不同版本 TensorFlow 代码及数据向后兼容性的使用者，以及旨在修改 TensorFlow 的同时保持兼容性的开发人员。

语义化版本 2.0

TensorFlow 的公共 API 沿袭自语义化版本 2.0（semver）。 每个 TensorFlow 发布版本号都以 MAJOR.MINOR.PATCH 的形式命名（译注：“主版本.副版本.补丁版本”）。

例如，TensorFlow 1.2.3 版本的 MAJOR 为 1，MINOR 为 2，PATCH 为 3。每个版本号的更改具有以下含义：


	MAJOR： 更改可能不具有向后兼容性。之前发布的版本中所运行的代码和数据在新版本中用不上了。然而，有些情况下现有的 TensorFlow 图和检验点最好可以迁移到新版本。查看 Compatibility of graphs and checkpoints 以获取数据兼容性的细节。



	MINOR：向后兼容特性和速度的改善等。之前发布的版本中所运行的代码和数据仅依赖于公共 API，它们将不加改动地继续运行。如果想查阅公共 API 和非公共 API 的细节信息，请移步 What is covered。



	PATCH：向后兼容性bug的修复。





例如 1.0.0 发布版本基于 0.12.1 发布版本引入了不具有向后兼容性的改动。然而，1.1.1 发布版本则向后兼容 1.0.0 发布版本。

涉及的内容

TensorFlow 中只有公共 APIs 在副版本和补丁版本之间兼容。公共 APIs 由以下几部分组成：


	tensorflow模块及其子模块中记录在册的全部 Python 函数和类，除了：


	tf.contrib 中的函数和类；

	以 _ 开头命名的函数和类（因为它们是私有的）。

请注意 examples/ 和 tools/ 路径下的代码无法通过 tensorflow 的 Python 模块访问，因此无法保证其兼容性。



如果某个符号可以被 tensorflow 模块及其子模块调用但没有被记录在册，它被认为不属于公共 API 的一部分。



	C API。



	下列 protocol buffer 文件：


	attr_value

	config

	event

	graph

	op_def

	reader_base

	summary

	tensor

	tensor_shape

	types







[bookmark: not_covered]

+## 未涉及的内容

某些 API 函数被显式标记为“实验性”，它们可以在不同副版本之间进行非兼容性改动，包括：


	tf.contrib



	其他语言：除 Python 和 C 外的其他语言编写的 TensorFlow APIs，这些语言包括：


	C++ API

	Java，

	Go





	组合操作的细节：许多 Python 中的公共函数扩展为图中的若干原语，这些细节将会是任何以 GraphDef 形式保存到磁盘中的图的一部分。这些细节可能在副版本之间发生改动。 特别地，即使图的行为并未发生变化且存在将要运行的检验点，回归测试也可能跨副版本以检测各图之间的严格适配性。



	浮点数细节：操作数计算所得的具体浮点数随时可能发生改变。使用者应该仅依赖于浮点数的大约的精度特性和数值稳定性，而不是具体的按位计算。在副版本或在补丁版本中改变数值计算公式应得到同样或更高的精度。额外说明一下，在机器学习中，提高特定公式的精度可能会使整体系统精度下降。



	Constants, Sequences, and Random Values



	分布式 Tensorflow 中的版本偏差： 不支持在同一个群集中运行两种不同的 TensorFlow 版本。多从机通信有线协议不会保证向后兼容性。



	Bugs：如果当前的实现明显出现故障，也就是说，实现与文档矛盾或由于 bug 而无法恰当地表现出已知且明确的预期行为。在这种情况下，我们保留修改向后不兼容行为（并非由API实现）的权利。例如，如果一个已知的算法优化程序因为 bug 的存在而无法适配那个算法，我们就会修复这个程序。我们将根据错误行为侵入代码并定位到错误源头。我们将会在发布版本中记录这种改变。



	错误信息：我们保留改变错误信息文本的权利。另外，只有那些在文档中记录的特定错误类型才可能发生改变。例如在文档中，可能抛出 InvalidArgument 异常的某个函数仍然会抛出  InvalidArgument 异常，改变的只是供我们阅读的信息内容。





图和检验点的兼容性

有时你需要保留图形和检验点。

图形描述训练期间将被执行的操作的数据流和训练结果，检验点包含图中已保存的变量的张量值。

许多 TensorFlow 使用者将图和训练好的模型保存到磁盘以期为后续评估或另外的训练所使用，最终却在后续发布版本中运行它们。遵从语义版本的约定，TensorFlow 生成的任何图或检验点能够被后续相同主版本号的 TensorFlow 加载和评估。然而，如果可能的话，我们甚至会在不同主版本号之间尽力保留向后兼容性，以使序列化文件能够长期使用。

图形可以通过 GraphDef protocol buffer 序列化。为了推进图的向后不兼容改变的实行（极少出现这种情况），每个 GraphDef 都有一个独立于 TensorFlow 版本的版本号。例如，GraphDef 版本 17 不推荐使用 inv 操作，而推荐使用 reciprocal。它有以下语义：


	每个 TensorFlow 版本支持 GraphDef 间隔版本。间隔版本不随补丁版本发布而改变，只有副版本发布时才会改变。在 TensorFlow 主版本发布时，才会发生放弃对某个 GraphDef 版本的支持这种情况。



	新建的图会分配到最新的 GraphDef 版本号。



	如果某个给定的 TensorFlow 版本支持一个图的  GraphDef 版本，它将会以和当初生成这个图的 TensorFlow 版本同样的行为加载并评估它（浮点数数值细节和随机数除外），不论 TensorFlow 的主版本是多少。尤其要注意，所有的检验点文件将会是兼容的。



	如果一个发布版（副版本）中的 GraphDef 增加到了上限 X，那么要等下限增加到 X,至少需要六个月。例如（在这里，版本号是我们假定的）：


	TensorFlow 1.2 版本可能支持 4 到 7 版本号的 GraphDef 版本。

	TensorFlow 1.3 可以添加 GraphDef 版本 8 并且支持 4 to 8 版本号的版本。

	至少六个月后，TensorFlow 2.0.0 才能放弃支持 4 到 7 版本号的 GraphDef 版本而仅保留版本 8的 GraphDef。







最后，当 GraphDef 版本不再被支持时，我们将会尝试提供一系列工具用以将图自动转换为更新的被支持的 GraphDef 版本。

扩展 TensorFlow 时的图和检验点兼容性

只有 GraphDef 格式产生不兼容的更改时，本节内容才具有相关性。这些更改包括添加操作、移除操作以及更改现有操作的功能。对于多数使用者，前面几节已经足够。

向后兼容性和部分向前兼容性

我们的版本体系有三个要求：


	向后兼容性应支持加载由老版本 TensorFlow 创建的图和检验点。

	向前兼容性应支持图和检验点的生产者先于消费者升级 TensorFlow 的版本这种情况。

	能够以不兼容方式更迭。例如，移除操作、增加属性以及移除属性。



需要注意的是，虽然 GraphDef 版本机制独立于 TensorFlow 版本，不向后兼容的 GraphDef 格式改变仍受限于语义化版本号。这意味着只能在主版本之间移除或更改功能，比如 1.7 版本升至 2.0 版本。此外，各个补丁版本之间被强制保持向前兼容性，比如 1.x.1 版本升至 1.x.2 版本。

为了实现向后和向前兼容性，并且为了解何时该强制改变格式，图和检验点拥有描述自己何时生成的元数据。下节将详述 GraphDef 的 TensorFlow 实现和版本更迭指南。

独立数据版本体系

图和检验点有不同的数据版本。这两种数据格式的更迭速率彼此不同，也不同于 TensorFlow 的更迭速率。两种版本系统均定义于 core/public/version.h。

每添加一个新版本，就会有一条记录被添加到头文件以详细描述更改的内容以及更改日期。

数据、生产者以及消费者

我们会区分以下种类的数据版本信息：


	生产者：生产数据的二进制文件。生产者拥有一个（producer）版本，以及一个和（min_consumer）兼容的最低消费者版本。

	消费者：生产数据的二进制文件。消费者有一个（consumer）版本，以及一个和（min_producer）兼容的最低生产者版本。



每个版本数据段都有一个 VersionDef
versions 字段用于记录生成这些数据的 producer、与之兼容的 min_consumer，以及一个不被接受的 bad_consumers 版本列表。

默认情况下，当一名生产者生成一些数据，这些数据会继承生产者的 producer 和 min_consumer 版本。如果已经知道特定版本包含 bugs 且必须被避免，也可以设置 bad_consumers 。如果下列条件全部成立，消费者就可以接受数据段：


	consumer >= 数据的 min_consumer

	数据的 producer >= 消费者的 min_producer

	consumer 不存在于数据的 bad_consumers 内



由于生产者和消费者均来源于 TensorFlow 代码库，core/public/version.h 包含一个视上下文及其 min_consumer 和  min_producer（分别为生产者和消费者所需）情况而解析为 producer 或 consumer 的主数据版本。特别地，


	对于 GraphDef 版本，我们使用 TF_GRAPH_DEF_VERSION、 TF_GRAPH_DEF_VERSION_MIN_CONSUMER，以及 TF_GRAPH_DEF_VERSION_MIN_PRODUCER 标识。

	对于检验点版本，我们使用 TF_CHECKPOINT_VERSION、TF_CHECKPOINT_VERSION_MIN_CONSUMER，以及 TF_CHECKPOINT_VERSION_MIN_PRODUCER 标识。



Add a new attribute with default to an existing op[需要翻译]

Following the guidance below gives you forward compatibility only if the set of ops has not changed:


	tf.estimator.Estimator.export_savedmodel

	tf.MetaGraphDef

	Having this control could allow out-of-date consumers (for example, serving binaries that lag behind training binaries) to continue loading the models and prevent interruptions in model serving.



GraphDef 版本更迭

本节将阐述如何利用版本机制来区分 GraphDef 格式的改变。

增加一个操作

同时为消费者和生产者添加一个新操作，并且不改变任何 GraphDef 版本。这种类型的改变自动向后兼容，而且不影响向前兼容性计划，因为现有生产者脚本不会突然使用新功能。

增加一个操作并使现有 Python 包装器转而使用它


	实现新的消费者功能并递增 GraphDef 版本。

	如果能使包装器使用过去没有的新功能，那么可以立刻更新包装器。

	更改 Python 包装器以使用新功能。不要递增 min_consumer ，因为未使用新功能的机型并不会停止运行。



移除或限制某个操作的功能


	修复全部生产者脚本（不是 TensorFlow 本身）以避免使用禁用的操作和功能。

	递增 GraphDef 版本，实现新的禁止在新版本及其后续版本中移除 GraphDefs 操作或功能的消费者功能。可能的话，可以使用禁用功能使 TensorFlow 不生成 GraphDefs。想要这么做的话，请添加 REGISTER_OP(...).Deprecated(deprecated_at_version,message)。

	等待兼顾向后兼容性的主版本的发布。

	在第（2）点中递增 GraphDef 的 min_producer，并且完全移除其功能。



更改某个操作的功能


	增加一个新的名为 SomethingV2 或 similer 的相似操作，并经历添加且使现有 Python 包装器转而使用它的过程，如果希望保持向前兼容性，这将花费三周。

	移除旧操作（由于要保持向后兼容性，只能改变主版本号）。

	递增 min_consumer 以使消费者无法使用旧操作，将旧操作以别名 SomethingV2 添加回去，并经历添加且使现有 Python 包装器转而使用它的过程。

	经历移除 SomethingV2 的过程。



禁用单一不安全版本


	为全部的新 GraphDef 替换掉 GraphDef 版本，并且在 bad_consumers 中添加错误版本。如果可能的话，只为包含确定操作或相似操作的 GraphDef 添加 bad_consumers。

	如果现有消费者拥有错误版本，请尽快淘汰这些版本。




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


常见问题

关于 TensorFlow

[TOC]

功能和兼容性

我可以使用多台计算机进行分布式训练吗？

分布式 TensorFlow

TensorFlow 可以在 Python 3 上运行吗？

早在 2015 年 12 月份，我们发行的 0.6.0 版本就已经支持了 Python 3.3+。

建立一个 TensorFlow graph

Building Graphs

为什么 c = tf.matmul(a, b) 不会立即执行矩阵乘法？

tf.Session

设备是如何命名的？

对于 CPU 来说支持的设备名字是 "/device:CPU:0"（或者 "/cpu:0"），第 i 个 GPU 设备则会被命名为 "/device:GPU:i"（或者 "/gpu:i"）。

如何在一个特定的设备上执行操作？

卷积神经网络

执行一个 TensorFlow 计算

Running Graphs

什么是 feeding 和 placeholder？

tf.Tensor

Session.run() 和 Tensor.eval() 的区别是什么？

tf.get_default_session

# 使用 `Session.run()`.
sess = tf.Session()
c = tf.constant(5.0)
print(sess.run(c))

# 使用 `Tensor.eval()`.
c = tf.constant(5.0)
with tf.Session():
  print(c.eval())


在第二个例子中，sesion 表现的像一个 context manager，把它作为默认的 session 来安装，会影响整个 with 块的生命周期。这个 context manager 方法可以在一些简单的情况（例如单元测试）下让代码更简洁。如果你的代码需要处理多个 graphs 和 sessions，直接调用 Session.run() 显然会更简单一点。

Session 有生命周期吗？中间的 tensors 呢？

tf.Session.close

Running Graphs

运行时的 graph 执行是并行的吗？

TensorFlow 运行时的并行图执行穿插着很多不同的维度：


	单独的操作有并发的实现，它会使用的 CPU 的多个核心或者一个 GPU 的多个线程。

	卷积神经网络

	tf.Session.run



TensorFlow 支持哪些客户端语言？

TensorFlow 就是为支持多客户端语言设计的。现在，我们支持的最好的客户端语言是 Python。执行和构建 graphs 的一些实验性的接口对于 C++，Java 和 Go 也是可用的。

同时 TensorFlow 还有一个 C-based client API，它可以帮助我们创建和支持更多的客户端语言。我们也邀请了一些贡献者一起完成对新语言的支持。

支持其他各种语言（例如 C#，Julia，Ruby 和 Scala）的工作，将会由开源社区来创建和支持，这些支持都是基于 TensorFlow 维护者的提供的 C API 来构建的。

TensorFlow 可以使用我机器上的所有设备（GPUs 和 CPUs）吗？

卷积神经网络

注意：TensorFlow 仅仅使用计算性能大于 3.5 的 GPU 设备。

为什么使用一个读取器或者队列的时候 Session.run() 会挂起？

Reading data

变量

Variables

什么是一个变量的生命周期？

tf.Session.close

当这些变量被并发调用时，表现如何？

tf.Variable.assign

Tensor shapes

tf.TensorShape

在 Python 中我如何决定一个 tensor 的 shape ？

tf.shape

x.set_shape() 和 x = tf.reshape(x) 的区别是什么？

tf.Tensor.set_shape

tf.reshape

如何才能创建一个可变批量大小的 graph ？

tf.import_graph_def

当创建一个可变大小的 graph 时，最重要的事情就是不要把批处理的大小编码成一个 Python 的常量，而是要使用一个符号 Tensor 去代表它。下面的这些 tips 或许会对你有帮助：


	使用 batch_size = tf.shape(input)[0] 来从一个 Tensor 中获取表示批维度的 input 变量，并且把它储存在一个叫 batch_size 的 Tensor 中。



	tf.reduce_mean





TensorBoard

如何可视化一个 TensorFlow graph ？

TensorBoard: 图形可视化

向 TensorBoard 发送数据的最简单方法是什么？

给你的 TensorFlow graph 添加一些摘要的操作，并且把这些摘要写在一个日志文件中。然后使用下面的命令启动 TensorBoard：

python tensorflow/tensorboard/tensorboard.py --logdir=path/to/log-directory


Tensorboard：可视化学习面板

每次我启动 TensorBoard 时，就会得到一个网络安全的弹出框！

你可以使用 --host=localhost 这个参数将 TensorBoard 运行在 localhost，而不是 '0.0.0.0'。这样就不会有安全警告了。

拓展 TensorFlow

添加一个新操作（Op）

我的数据是自定义的格式，怎样做才能让 TensorFlow 正确的读取它们呢？

对于自定义格式的数据，我们有下面 3 个主要的方式来处理。

tf.data.Dataset.from_tensor_slices

tf.image.decode_png

tf.python_io.TFRecordWriter

读取自定义文件和记录格式

其他

TensorFlow 的代码风格是什么样的？

TensorFlow Python API 的代码风格是遵循 PEP8 的约定。*要注意的是，我们使用 CamelCase 来对类进行命名，使用 snake_case 来对函数，方法以及属性进行命名。同时我们也坚持 Google Python style guide。

TensorFlow C++ 代码风格遵循 Google C++ style guide 的约定。

(*有一个例外是：我们使用 2 个空格进行缩进，而不是 4 个。)


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


扩展

本节将介绍开发者如何向 TensorFlow 添加功能。在开始之前，请先阅读以下架构概述：


	TensorFlow 架构



以下指南介绍了如何扩展 TensorFlow 的特定功能：


	添加一个新操作（Op）

	添加一个定制的文件系统插件

	读取自定义文件和记录格式



Python 是现在唯一一个 TensorFlow 承诺 API 稳定的语言。不过 TensorFlow 也为 C++、Java、Go 和 JavaScript 提供了功能支持；此外，社区为 Haskell 和 Rust 也提供了支持。如果你想为其它的语言创建或开发 TensorFlow 的功能，请阅读以下指南：


	在其他语言中绑定 TensorFlow



如需创建与 TensorFlow 模型格式兼容的工具，请阅读以下指南：


	工具开发者指南：TensorFlow 模型文件




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


TensorFlow 架构

为了针对大规模分布式训练和推理，我们设计了 TensorFlow，同时它也足够灵活，可以支持新的机器学习模型及系统级的优化。

分布式 TensorFlow

本文适用于那些受到当前 API 制约从而希望以某种方式扩展 TensorFlow 的开发者、希望优化 TensorFlow 的硬件工程师、大规模分布式机器学习系统的实现人员以及任何希望了解 TensorFlow 底层机制的人。阅读本文之后，你应该了解 TensorFlow 体系架构，以便能够阅读和修改 TensorFlow 的核心代码。

概述

TensorFlow 运行时是一个跨平台库。图 1 展示了其总体框架。通过一套 C API 将核心运行时与不同语言的用户级代码分离开来。

[image: TensorFlow 架构层级]

图 1

本文只关注如下几层：


	客户端（Client）:
	将计算过程定义为数据流图。

	使用 Session 初始化数据流图的执行





	分布式主控端（Master）
	修剪图中的某些特殊子图，即 Session.run() 中所定义的参数。

	将子图划分为在不同进程和设备中运行的多个部分。

	将图分发给不同的工作进程。

	由工作进程初始化子图的计算。





	（每个任务的）工作进程（Worker service）
	使用内核实现调度图操作并在合适的硬件（CPU、GPU等）执行。

	向其他工作进程发送或从其接收操作的结果。





	内核实现
	执行一个独立的图操作计算。







图 2 展示了这些组件之间的交互。/job:worker/task:0 和 /job:ps/task:0 均为具有工作进程的任务。PS 代表参数服务器：负责存储和更新模型参数的任务。其他任务在优化参数时会向这些参数发送更新。任务之间的这种特定分工并不是必须的，但是这在分布式训练中很常用。

[image: TensorFlow 架构图示]

图 2

注意，分布式主控端和工作进程仅存在于分布式 TensorFlow 中。单进程版的 TensorFlow 使用了一种特殊的 Session 实现，与分布式主控端的工作完全一样，不过它只与本地进程中的设备通信。

下面各小节更详细地描述了 TensorFlow 核心层，并以一个示例图来展示其处理步骤。

客户端

用户负责编写用于构建计算图的 TensorFlow 客户端程序。这个程序可以直接组成独立的操作或者使用类似于 Estimator API 之类的库组建神经网络层和其他更高层次的抽象。TensorFlow 支持多种客户端语言，我们优先考虑 Python 和 C++，因为我们内部的用户最熟悉这些语言。随着其特性的逐渐稳定与完善，我们通常将它们移植到 C++，这样用户就能够从所有客户端语言中使用优化后的版本了。大部分训练库仍然是 Python，但是 C++ 则是作为更高效率的接口来提供给模型部署后的推断。

tf.GraphDef

在图 3 中，客户端构建了一个图，其权值 (w) 与特征向量 (x) 相乘，然后将其与偏置 (b) 相加，并最后将结果保存在变量 (s) 中。

[image: TensorFlow 架构图示：客户端]

图 3

代码


	tf.Session



分布式主控端

分布式主控端的主要职能有:


	修剪数据流图，从而获得并发送客户端所需的子图节点；

	将数据流图为不同的参与设备分配不同的计算子图

	将计算子图缓存，以便后续复用



由于主控端了解在每一步计算中的整个计算过程，它首先使用了诸如公共子表达式消除、常量拆叠等标准优化方法对计算子图进行优化，然后再负责协调优化后的子图去执行一系列任务。

[image: TensorFlow 架构图示：Master]

图 4

图 5 展示了一个示例图可能的划分。分布式主控端已将模型的参数分组，以便于将它们存储在参数服务器上。

[image: 划分图]

图 5

当图的边被分区所切断时，分布式 Master 则会介入并在接受和发送节点间传递任务信息（如图 6）。

[image: 划分图]

图 6

然后，分布式 Master 会将子图分配给分布式任务。

[image: 分区图]

图 7

代码


	MasterService API 定义

	Master 的通信接口



工作进程

每个任务中的工作进程负责：


	处理来自主控端的请求

	调度由本地子图组成操作的内核的执行，以及

	协调任务之间的直接通信



我们优化工作进程来保证以最低的开销来运行大型计算图。我们目前的实现能够在每秒执行数万个子图，这使得大量的副本能够进行快速、�细粒度的训练。工作进程将内核分配给本地设备并在可能的情况下并行执行，例如通过使用多个 CPU 内核或 GPU 流。

我们为每对源和目的设备类型定制了 Send 和 Recv 操作：


	使用 cudaMemcpyAsync() 在本地 CPU 和 GPU 设备间传送数据，从而让计算与数据传输重叠。

	两个本地 GPU 之间使用点对点 DMA 传输，以避免通过主机 CPU 进行昂贵的复制。



对于任务之间的传输，TensorFlow 使用了多种协议，包括:


	TCP 上的 gRPC

	Converged Ethernet 上的 RDMA



我们也为用于多 GPU 通信的 Nvidia NCCL 库提供了初步支持 (见 tf.contrib.nccl)。

[image: 分区图]

图 8

代码


	WorkerService API 定义

	Worker 的通信接口

	远程 rendezvous (Send 和 Recv 的实现)



内核实现

Fixed Point Quantization

$xla$XLA Compiler

代码


	OpKernel 接口
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添加一个新操作（Op）

注意：默认情况下 tensorflow.google.cn 显示最新稳定版本的文档。

本文档中的说明需要从源代码构建。你很可能想要从 TensorFlow 的 master 版本开始构建。

那么，你就应该遵循本文档的 master 版本

，以防发生任何更改。

如果你想要创建一个在已有 TensorFlow 库中不存在的操作，我们建议你先从 Python 入手，即写一个已有 Python 操作或函数的复合操作。

如果这样不可行，你可以定制一个 C++ 操作。下面是你可能需要这样做的一些理由：


	  将你的操作表示成现有操作的组合不太容易或不可能。

	  已有基本操作的组合操作效率不高。

	  你想手工实现一些基本操作的组合，因为未来的编译器做这种融合可能会比较困难。



例如，想象一下，你想实现类似于“最大值池化（MaxPool）”的“中值池化”操作，只不过不再是计算最大值，而是在滑动窗口上计算中值。

这种操作是可能通过操作组合实现的，比如使用 ExtractImagePatches 和 TopK，但是这可能在性能上、或内存开销上不如原生操作，

因为你可以在单一的融合操作中采用一些高明的策略。大体上，首先尝试用组合操作来实现你的想法总是值得一试的，只有当组合操作很困难或低效时才考虑添加一个新的操作。

为了加入一个定制操作，你需要：


	在 C++ 文件中注册这个新操作。操作的注册为此操作的功能定义了一个接口（规范）。比如，操作的注册定义了此操作的名称和它的输入输出。它还定义了 shape 函数，用于获取张量的形状。

	在 C++ 中实现这个操作。操作的实现称为内核，它是你在步骤 1 中注册的规范的具体实现。对于不同的输入输出类型或架构（比如不同的 CPUs 或 GPUs），可能有多个内核。

	创建一个 Python 包装器（可选）。这个包装器是用于在 Python 中创建操作的公共 API。操作的注册可以产生一个默认的包装器，它可以直接使用，或添加。

	为操作编写一个函数来计算梯度（可选）。

	tf.test.compute_gradient_error



编写新操作代码前，你需要：


	  熟悉 C++ 。

	通过源码安装 TensorFlow



[TOC]

定义操作接口

操作接口的定义是通过在 TensorFlow 系统中注册来实现的。在此注册过程中，需要指定操作名称、输入（类型和名称）和输出（类型和名称），以及文档字符串和此操作要求的任何属性。

下面展示注册的具体过程。假设你想创建一个操作，其输入是一个 int32 类型的张量，而输出是此张量的一个副本，副本除第一个元素设为零之外其它都不变。为此，创建一个名为 zero_out.cc 的文件。然后调用

REGISTER_OP 宏，以定义你的操作：

#include "tensorflow/core/framework/op.h"
#include "tensorflow/core/framework/shape_inference.h"

using namespace tensorflow;

REGISTER_OP("ZeroOut")
    .Input("to_zero: int32")
    .Output("zeroed: int32")
    .SetShapeFn([](::tensorflow::shape_inference::InferenceContext* c) {
      c->set_output(0, c->input(0));
      return Status::OK();
    });


于是，我们注册了一个名为 ZeroOut 的操作，它的输入（命名为 to_zero）和输出（命名为 zeroed）都是 32 位整数类型的张量。此操作利用一个 shape 函数来确保输出张量与输入张量保持一致。比如，如果输入张量为 [10, 20]，则此 shape 函数将输出张量也指定为 [10, 20]。

  关于命名的备注：操作名称必须首字母大写，而且不能和库中已经注册的其它操作重名。



实现操作的内核

定义接口后，接下来就需要为此操作提供一个或多个内核实现了。

为了实现这些内核，创建一个继承自 OpKernel 的类，并重载 Compute 方法。

Compute 方法有一个类型为 OpKernelContext* 的参数 context，从中可以访问输入和输出张量等有用的信息。

将你的内核加到上面创建的文件中。这个内核的代码形如：

#include "tensorflow/core/framework/op_kernel.h"

using namespace tensorflow;

class ZeroOutOp : public OpKernel {
 public:
  explicit ZeroOutOp(OpKernelConstruction* context) : OpKernel(context) {}

  void Compute(OpKernelContext* context) override {
    // 得到输入张量
    const Tensor& input_tensor = context->input(0);
    auto input = input_tensor.flat<int32>();

    // 创建输出张量
    Tensor* output_tensor = NULL;
    OP_REQUIRES_OK(context, context->allocate_output(0, input_tensor.shape(),
                                                     &output_tensor));
    auto output_flat = output_tensor->flat<int32>();

    // 除第一个元素外，输出张量的其它所有元素都设置为 0 
    const int N = input.size();
    for (int i = 1; i < N; i++) {
      output_flat(i) = 0;
    }

    // 如果可能的话，保留第一个输入值
    if (N > 0) output_flat(0) = input(0);
  }
};


实现完内核之后，将其注册到 TensorFlow 系统中。在注册中，你还要指定此内核运行时的不同约束条件。比如，你可能有一个内核是针对 CPU 的，而还有一个是针对 GPU 的。

为了给 ZeroOut 操作加上约束条件，将下面的代码加到 zero_out.cc 文件中：

REGISTER_KERNEL_BUILDER(Name("ZeroOut").Device(DEVICE_CPU), ZeroOutOp);


重要提示：你的 OpKernel 实例有可能会被并发访问，所以 Compute 方法必须是线程安全的。可以用线程互斥锁来保护类成员的每一次访问。更好的办法是，不要通过类成员来共享状态！可以考虑使用一个 ResourceMgr来跟踪操作的状态。



多线程 CPU 内核

为了编写一个多线程 CPU 内核，可使用

work_sharder.h

中的 Shard 函数。在 intra-op 线程模式下，此函数将计算函数分片到各个线程执行（参见

config.proto 中定义的 intra_op_parallelism_threads  模式）。

GPU 内核

一个 GPU 内核的实现包括两个部分：OpKernel 子类、CUDA 内核及其启动代码。

有时候 OpKernel 实现可由 CPU 和 GPU 内核共享，这一部分代码可以完成诸如检查输入和分配输出之类的任务。

如果采用这种方案，则我们建议用如下实现方式：


	在设备上定义模板化的 OpKernel，并定义张量的基本类型

	为了完成输出的实际计算， Compute 函数要调用一个模板化的函子结构

	此函子针对 CPU 设备（CPUDevice）的特性化可在同一个文件中定义，但针对 GPU 设备（GPUDevice）的特性化要单独定义在一个 .cu.cc 文件中，因为它需要用 CUDA 编译器来编译。



下面是一个实现的示例：

// kernel_example.h
#ifndef KERNEL_EXAMPLE_H_
#define KERNEL_EXAMPLE_H_

template <typename Device, typename T>
struct ExampleFunctor {
  void operator()(const Device& d, int size, const T* in, T* out);
};

#if GOOGLE_CUDA
// Partially specialize functor for GpuDevice.
template <typename Eigen::GpuDevice, typename T>
struct ExampleFunctor {
  void operator()(const Eigen::GpuDevice& d, int size, const T* in, T* out);
};
#endif

#endif KERNEL_EXAMPLE_H_


// kernel_example.cc
#include "example.h"
#include "tensorflow/core/framework/op_kernel.h"

using namespace tensorflow;

using CPUDevice = Eigen::ThreadPoolDevice;
using GPUDevice = Eigen::GpuDevice;

// 实际计算的 CPU 模板特性化
template <typename T>
struct ExampleFunctor<CPUDevice, T> {
  void operator()(const CPUDevice& d, int size, const T* in, T* out) {
    for (int i = 0; i < size; ++i) {
      out[i] = 2 * in[i];
    }
  }
};

// OpKernel 子类的定义
// 模板参数 <T> 为张量的数据类型
template <typename Device, typename T>
class ExampleOp : public OpKernel {
 public:
  explicit ExampleOp(OpKernelConstruction* context) : OpKernel(context) {}

  void Compute(OpKernelContext* context) override {
    // 获得输入张量
    const Tensor& input_tensor = context->input(0);

    // 创建输出张量
    Tensor* output_tensor = NULL;
    OP_REQUIRES_OK(context, context->allocate_output(0, input_tensor.shape(),
                                                     &output_tensor));

    // 执行计算
    OP_REQUIRES(context, input_tensor.NumElements() <= tensorflow::kint32max,
                errors::InvalidArgument("Too many elements in tensor"));
    ExampleFunctor<Device, T>()(
        context->eigen_device<Device>(),
        static_cast<int>(input_tensor.NumElements()),
        input_tensor.flat<T>().data(),
        output_tensor->flat<T>().data());
  }
};

// 注册 CPU 内核
#define REGISTER_CPU(T)                                          \
  REGISTER_KERNEL_BUILDER(                                       \
      Name("Example").Device(DEVICE_CPU).TypeConstraint<T>("T"), \
      ExampleOp<CPUDevice, T>);
REGISTER_CPU(float);
REGISTER_CPU(int32);

// 注册 GPU 内核
#ifdef GOOGLE_CUDA
#define REGISTER_GPU(T)                                          \
  /* 在 kernel_example.cu.cc 中显式声明模板实例化 */ \
  extern template ExampleFunctor<GPUDevice, float>;              \
  REGISTER_KERNEL_BUILDER(                                       \
      Name("Example").Device(DEVICE_GPU).TypeConstraint<T>("T"), \
      ExampleOp<GPUDevice, T>);
REGISTER_GPU(float);
REGISTER_GPU(int32);
#endif  // GOOGLE_CUDA


// kernel_example.cu.cc
#ifdef GOOGLE_CUDA
#define EIGEN_USE_GPU
#include "example.h"
#include "tensorflow/core/util/cuda_kernel_helper.h"

using namespace tensorflow;

using GPUDevice = Eigen::GpuDevice;

// 定义 CUDA 内核
template <typename T>
__global__ void ExampleCudaKernel(const int size, const T* in, T* out) {
  for (int i = blockIdx.x * blockDim.x + threadIdx.x; i < size;
       i += blockDim.x * gridDim.x) {
    out[i] = 2 * ldg(in + i);
  }
}

// 定义启动 CUDA 内核的 GPU 实现
template <typename T>
void ExampleFunctor<GPUDevice, T>::operator()(
    const GPUDevice& d, int size, const T* in, T* out) {
  // 启动 CUDA 内核
  //
  // 参见 core/util/cuda_kernel_helper.h 中的计算线程块数目和每块线程数（thread_per_block）的示例
  int block_count = 1024;
  int thread_per_block = 20;
  ExampleCudaKernel<T>
      <<<block_count, thread_per_block, 0, d.stream()>>>(size, in, out);
}

// 显式实例化函子，这些函子用于处理注册的那些 OpKernel 支持的类型
template struct ExampleFunctor<GPUDevice, float>;
template struct ExampleFunctor<GPUDevice, int32>;

#endif  // GOOGLE_CUDA


构建操作的库文件

用系统编译器来编译操作（TensorFlow 二进制安装）

你可以用 C++ 编译器来编译 zero_out.cc，比如你的系统上的 g++ 或 clang 都是可以的。用 PIP 包管理器来安装二进制 TensorFlow 时，已经包含了编译操作所需的头文件和库文件，具体的安装目录则取决于你的操作系统。

不过，TensorFlow 的 python 库提供了 get_include 函数来获得头文件目录，也提供了 get_lib 函数来获得链接所需库文件的目录位置。下面是 Ubuntu 机器上这两个函数的输出结果：

$ python
>>> import tensorflow as tf
>>> tf.sysconfig.get_include()
'/usr/local/lib/python2.7/site-packages/tensorflow/include'
>>> tf.sysconfig.get_lib()
'/usr/local/lib/python2.7/site-packages/tensorflow'


假如你的系统上安装了 g++，下面的命令可于将你的操作编译成一个动态库。

TF_CFLAGS=( $(python -c 'import tensorflow as tf; print(" ".join(tf.sysconfig.get_compile_flags()))') )
TF_LFLAGS=( $(python -c 'import tensorflow as tf; print(" ".join(tf.sysconfig.get_link_flags()))') )
g++ -std=c++11 -shared zero_out.cc -o zero_out.so -fPIC ${TF_CFLAGS[@]} ${TF_LFLAGS[@]} -O2


在 Mac OS X 上，构建 .so 文件时还需要额外的编译标志 "-undefined dynamic_lookup" 。

  注意，如果 gcc 版本 >=5，则 gcc 使用的新的 C++ ABI。TensorFlow 官网上提供的二进制 pip 包用的是 gcc4 构建的，即它用的是较早的 ABI。如果你用 gcc>=5 来编译你的操作库文件，在命令行中加入 -D_GLIBCXX_USE_CXX11_ABI=0 来让生成的库文件与旧的 ABI 兼容。此外，如果你使用从源码构建 TensorFlow ，记得在用 bazel 命令编译 Python 包时中加上编译选项 --cxxopt="-D_GLIBCXX_USE_CXX11_ABI=0"。



使用 bazel 编译操作（TensorFlow 源码安装）

如果你安装了 TensorFlow 源码，则你可以利用 TensorFLow 的构建系统来编译你的操作。把一个 BUILD 文件放在

tensorflow/core/user_ops 目录中，其中包含 Bazel 的构建规则，内容如下：

load("//tensorflow:tensorflow.bzl", "tf_custom_op_library")

tf_custom_op_library(
    name = "zero_out.so",
    srcs = ["zero_out.cc"],
)


运行下列命令来构建 zero_out.so.

$ bazel build --config opt //tensorflow/core/user_ops:zero_out.so


  注意：虽然你可以用标准 cc_library 规则来生成一个共享库文件（.so 文件），我们还是强烈推荐使用 tf_custom_op_library 宏。这个宏加了一些必要的依赖项，而且还包含一些检查，以确保输出的共享库文件与 TensorFlow 的插件加载机制兼容。



在 Python 中使用新的操作

tf.load_op_library

import tensorflow as tf
zero_out_module = tf.load_op_library('./zero_out.so')
with tf.Session(''):
  zero_out_module.zero_out([[1, 2], [3, 4]]).eval()

# 打印
array([[1, 0], [0, 0]], dtype=int32)


需要注意，生成的函数采用蛇形命令规则（snake_case），这是为了遵守 PEP8 规范。

所以，如果你的操作在 C++ 代码中命名为 ZeroOut，则它的 Python 函数名会变成 zero_out。

为了让该操作可以像常规函数一样从某个模块中导入（import），则可以在 Python 源码中调用 load_op_library 函数：

import tensorflow as tf

zero_out_module = tf.load_op_library('./zero_out.so')
zero_out = zero_out_module.zero_out


验证操作正常运行

确认你编写的操作是否可成功运行的一个好办法是写一个测试。创建文件 zero_out_op_test.py，内容如下：

import tensorflow as tf

class ZeroOutTest(tf.test.TestCase):
  def testZeroOut(self):
    zero_out_module = tf.load_op_library('./zero_out.so')
    with self.test_session():
      result = zero_out_module.zero_out([5, 4, 3, 2, 1])
      self.assertAllEqual(result.eval(), [5, 0, 0, 0, 0])

if __name__ == "__main__":
  tf.test.main()


然后，运行该测试（假设你已经安装了 TensorFlow）：

$ python zero_out_op_test.py


在操作中加入高级功能

现在你已经知道如何实现和构建一个基本的操作（更恰当地说，是一个受限的操作），那么接下来，我们将介绍你在编写新操作时通常会用到的一些更复杂的功能，包括：


	  条件检查和验证

	  操作注册
	  属性

	  属性类型

	  多态

	  输入输出

	  后向兼容





	  GPU 支持
	  为 GPU 设备编译内核





	  在 Python 中实现梯度计算

	  C++ 中的形状函数



条件检查和验证

上述示例假定操作适用于任意形状的张量。但如果我们只处理矢量呢？那么我们就需要在 OpKernel 的实现中加入一个检查：

  void Compute(OpKernelContext* context) override {
    // 获得输入张量
    const Tensor& input_tensor = context->input(0);

    OP_REQUIRES(context, TensorShapeUtils::IsVector(input_tensor.shape()),
                errors::InvalidArgument("ZeroOut expects a 1-D vector."));
    // ...
  }


这里我们加了一个断言，它要求输入是一个矢量，否则将设置 InvalidArgument 状态。OP_REQUIRES 宏 有三个参数：


	  上下文 context：既可以是一个 OpKernelContext，也可以是一个 OpKernelConstruction 指针（参见

   tensorflow/core/framework/op_kernel.h 文件），用于其 SetStatus() 方法。

	  条件：关于验证张量形状的更多函数，参见文件

   tensorflow/core/framework/tensor_shape.h

	  错误本身：它由一个 Status 对象表示，参见文件

   tensorflow/core/lib/core/status.h。一个 Status 对象包含一个类型（常为 InvalidArgument，但能看到类型列表）和一条消息。构建一个错误的函数参见文件

  tensorflow/core/lib/core/errors.h。



另外，如果你想测试从某个函数返回的 Status 对象是否为错误，则使用宏 OP_REQUIRES_OK。这两个宏都会在错误报错时返回错误对象。

操作的注册

属性

操作可以有属性，当一个操作被加到计算图中时，它的属性就会被赋值。这些属性用于配置此操作，它们的值既可以在内核实现中访问，也可以在操作注册时的输入输出类型中进行访问。相较于输入，参数的使用要尽量避免，因为输入更为灵活一些。这是因为属性是常数，

必须在计算图构造时定义。相反，输入作为张量，它的值是动态的；即输入的值在每一步都可以修改，比如使用 feed。属性主要用于无法使用输入的场合：任何影响特征（输入输出的数量和类型）的配置，或无法在每一步修改的时候。

你需要在注册操作时定义属性，定义时要指定名称和使用 Attr 方法的类型，此方法的参数规范如下：

<name>: <attr-type-expr>


其中 <name> 以字母开头，由数字、字母和下划线组成，而 <attr-type-expr> 一个类型表达式（参见下方）。

比如，如果你想让 ZeroOut 操作保留用户指定的索引，而不是仅保留第 0 个元素，你可以按下面的方式来注册操作：


REGISTER\_OP("ZeroOut")
    .Attr("preserve\_index: int")
    .Input("to\_zero: int32")
    .Output("zeroed: int32");


tf.DType

你实现的内核可以在构造函数中通过 context 参数来访问属性：


class ZeroOutOp : public OpKernel {
 public:
  explicit ZeroOutOp(OpKernelConstruction\* context) : OpKernel(context) {
    // 获取待保存的索引值
    OP\_REQUIRES\_OK(context,
                   context->GetAttr("preserve\_index", &preserve\_index\_));
    // 检查 preserve\_index 是否为正值
    OP\_REQUIRES(context, preserve\_index_ >= 0,
                errors::InvalidArgument("Need preserve\_index >= 0, got ",
                                        preserve\_index_));
  }
  void Compute(OpKernelContext\* context) override {
    // ...
  }
 private:
  int preserve\_index\_;
};


还可以在 Compute 方法中使用这个参数：


  void Compute(OpKernelContext\* context) override {
    // ...


    // 我们用保存的属性来检查动态输入的合法性
    // 所以，我们检查 preserve\_index 是否在允许的值域范围内
    OP\_REQUIRES(context, preserve\_index_ < input.dimension(0),
                errors::InvalidArgument("preserve\_index out of range"));

    // 将输出张量中所有元素设置为 0
    const int N = input.size();
    for (int i = 0; i < N; i++) {
      output\_flat(i) = 0;
    }

    // 保存指定位置的输入值
    output\_flat(preserve\_index\_) = input(preserve\_index\_);
  }


属性类型

属性支持下列数据类型：


	string：任意字节序列（不要求是 UTF8 编码）

	int：有符号整数

	float: 浮点数

	bool: True 或 false

	type： DataType 的其中一个（非引用）值

	shape：一个 TensorShapeProto

	tensor：一个 TensorProto

	list(<type>)： <type> 的列表，其中 <type> 为其中一种上述类型

 注意： list(list(<type>)) 是非法的。



欲了解限定性列表，参见 op_def_builder.cc:FinalizeAttr。

默认值和约束

属性可以有默认值，有一些属性则还可以有约束。为了定义一个有约束的属性，可以使用下列属性类型表达式（<attr-type-expr>）：


	{'<string1>', '<string2>'}：表示在 <string1> 或 <string2> 这两种取值中二选一。当你使用这种语法时，系统自动推断出属性类型为 string。这相当于模仿构造了一个枚举：

REGISTER_OP("EnumExample")
    .Attr("e: {'apple', 'orange'}");
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REGISTER_OP("RestrictedTypeExample")
    .Attr("t: {int32, float, bool}");




	常用的类型约束可以有如下别名：


	numbertype：type 类型被限制为数值类型（不是字符串，也不是布尔类型）

	realnumbertype：类似于 numbertype 类型，但不包括复数类型

	quantizedtype：类型于 numbertype 类型，但只包括量化数值类型



   属性所支持的类型列表可通过 tensorflow/core/framework/types.h 中的一些函数来定义（比如 NumberTypes()）。在本例中，属性 t 必须是下面一种数值类型：

  REGISTER_OP("NumberType")
      .Attr("t: numbertype");


   对于这个操作：

   tf.number_type(t=tf.int32)  # 合法
   tf.number_type(t=tf.bool)   # 不合法


   列表可以和其他列表及单一类型组合。下面的操作允许属性 t 为任意数值类型或布尔类型：

  REGISTER_OP("NumberOrBooleanType")
      .Attr("t: {numbertype, bool}");


   对于这个操作：

   tf.number_or_boolean_type(t=tf.int32)  # 合法
   tf.number_or_boolean_type(t=tf.bool)   # 合法
   tf.number_or_boolean_type(t=tf.string) # 不合法




	int >= <n>：取值必须是整型，且要求大于等于 <n>，其中 <n> 是一个自然数。

 比如，下列操作注册中，指定了属性 a 必须为一个至少为 2 的值：

REGISTER_OP("MinIntExample")
    .Attr("a: int >= 2");




	list(<type>) >= <n>: 取值为<type> 类型的一个列表，其长度大于等于 <n>。

 比如，下列操作注册指定属性 a 是一个类型列表（要么是 int32，要么是 float），且要求长度大于等于 3：

REGISTER_OP("TypeListExample")
    .Attr("a: list({int32, float}) >= 3");






为设置一个属性的默认值（让它在生成代码中成为可选项），可以在最后加上 = <default>，如下面代码所示：

REGISTER_OP("AttrDefaultExample")
    .Attr("i: int = 0");


这种默认值的支持语法正是计算图的 GraphDef 定义的协议缓存表达中所用的语法。

下面的示例展示如何为所有类型指定默认值：

REGISTER_OP("AttrDefaultExampleForAllTypes")
   .Attr("s: string = 'foo'")
   .Attr("i: int = 0")
   .Attr("f: float = 1.0")
   .Attr("b: bool = true")
   .Attr("ty: type = DT_INT32")
   .Attr("sh: shape = { dim { size: 1 } dim { size: 2 } }")
   .Attr("te: tensor = { dtype: DT_INT32 int_val: 5 }")
   .Attr("l_empty: list(int) = []")
   .Attr("l_int: list(int) = [2, 3, 5, 7]");
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多态

类型多态性

有些操作支持不同类型的输入或产生不同类型的输出，这时你可以在此操作的注册中为一个输入或输出类型指定一个属性。通常，你还要为支持的每种类型注册一个 OpKernel。

比如，如果你想让 ZeroOut 操作既支持 int32 数值类型的张量，还要支持 float 类型，那么此操作的注册过程将类似于：


REGISTER\_OP("ZeroOut")
    .Attr("T: {float, int32}")
    .Input("to\_zero: T")
    .Output("zeroed: T");


现在，此操作在注册中指定了输入类型必须是 float 或 int32，而它的输出类型将保持一致，因为都是 T 类型。

 关于命名的备注：输入、输出和属性一般都应该使用蛇形命名。

不过有一个例外情况，那就是属性被用作输入类型、或用于输入类型时。这样的属性会在操作被加入到计算图中自动推断出来，即它们不会在操作的函数中出现。比如，ZeroOut 最终的定义将产生一个如下的 Python 函数：

def zero_out(to_zero, name=None):
  """...
  参数：
    to_zero: 表示一个 `Tensor`。必须是两种类型之一： `float32`、 `int32`。
    name: 操作的名称（可选）

  返回值：
    一个 `Tensor`，与 `to_zero` 类型相同
  """


如果 to_zero 中传入一个 int32 张量，则 T 自动被设置为 int32 （实际上是 DT_INT32）。

这时推断出来的属性的命名方式为首字母大小或单词首字母大写。

与这种情况不同的是，有时候我们需要为用一个类型属性来为操作指定输出类型：

REGISTER_OP("StringToNumber")
    .Input("string_tensor: string")
    .Output("output: out_type")
    .Attr("out_type: {float, int32} = DT_FLOAT");
    .Doc(R"doc(
将输入张量中的每个字符串转换为指定的数值类型。
)doc");


这时，用户需要指定输出类型，如 Python 代码所示：

def string_to_number(string_tensor, out_type=None, name=None):
  """将输入张量中的每个字符串转换为指定的数值类型。

  参数：
    string_tensor: `string` 类型的一个 `Tensor`
    out_type: 可选的 `tf.DType`，即 `tf.float32` 和 `tf.int32` 二者之一，默认为 `tf.float32`。
    name: 操作名称（可选）

  返回值：
    类型为 `out_type` 的一个 `Tensor`
  """





\#include "tensorflow/core/framework/op_kernel.h"

class ZeroOutInt32Op : public OpKernel {
  // 和前面一样
};

class ZeroOutFloatOp : public OpKernel {
 public:
  explicit ZeroOutFloatOp(OpKernelConstruction\* context)
      : OpKernel(context) {}

  void Compute(OpKernelContext\* context) override {
    // 获得输入张量
    const Tensor& input\_tensor = context->input(0);
    auto input = input\_tensor.flat<float>();

    // 产生输出张量
    Tensor* output = NULL;
    OP\_REQUIRES\_OK(context,
                   context->allocate\_output(0, input_tensor.shape(), &output));
    auto output\_flat = output->template flat<float>();

    // 将输出张量中的所有元素设置为 0
    const int N = input.size();
    for (int i = 0; i < N; i++) {
      output\_flat(i) = 0;
    }

    // 保留第一个输入值́
    if (N > 0) output\_flat(0) = input(0);
  }
};

// 注意：TypeConstraint<int32>("T") 表示属性 `T` （定义在操作注册代码中）必须是 `int32` 类型的，
// 即将模板实例化了。
REGISTER\_KERNEL\_BUILDER(
    Name("ZeroOut")
    .Device(DEVICE\_CPU)
    .TypeConstraint<int32>("T"),
    ZeroOutOpInt32);
REGISTER\_KERNEL\_BUILDER(
    Name("ZeroOut")
    .Device(DEVICE\_CPU)
    .TypeConstraint<float>("T"),
    ZeroOutFloatOp);


为了后向兼容，在将属性加到已有操作中时，你需要指定一个默认值：


REGISTER\_OP("ZeroOut")
  .Attr("T: {float, int32} = DT_INT32")
  .Input("to\_zero: T")
  .Output("zeroed: T")




如果你还想添加更多类型，比如说 double 类型，你要稍微修改一下注册代码：


REGISTER\_OP("ZeroOut")
    .Attr("T: {float, double, int32}")
    .Input("to\_zero: T")
    .Output("zeroed: T");


为了避免像上面的代码一样为多个 OpKernel 编写冗余代码，你可以使用 C++ 模板。

不过，你仍然需要为每一次加载注册一个内核（调用 REGISTER_KERNEL_BUILDER）。


template <typename T>
class ZeroOutOp : public OpKernel {
 public:
  explicit ZeroOutOp(OpKernelConstruction\* context) : OpKernel(context) {}

  void Compute(OpKernelContext\* context) override {
    // 获得输入张量
    const Tensor& input\_tensor = context->input(0);
    auto input = input\_tensor.flat<T>();

    // 产生输出张量
    Tensor* output = NULL;
    OP\_REQUIRES\_OK(context,
                   context->allocate\_output(0, input_tensor.shape(), &output));
    auto output\_flat = output->template flat<T>();

    // 将输出张量中的所有元素设置为 0
    const int N = input.size();
    for (int i = 0; i < N; i++) {
      output\_flat(i) = 0;
    }

    // 保留第一个输入值́
    if (N > 0) output\_flat(0) = input(0);
  }
};

// 注意：TypeConstraint<int32>("T") 表示属性 `T` （定义在操作注册代码中）必须是 `int32` 类型的，
// 即将模板实例化了。
REGISTER\_KERNEL\_BUILDER(
    Name("ZeroOut")
    .Device(DEVICE\_CPU)
    .TypeConstraint<int32>("T"),
    ZeroOutOp<int32>);
REGISTER\_KERNEL\_BUILDER(
    Name("ZeroOut")
    .Device(DEVICE\_CPU)
    .TypeConstraint<float>("T"),
    ZeroOutOp<float>);
REGISTER\_KERNEL\_BUILDER(
    Name("ZeroOut")
    .Device(DEVICE\_CPU)
    .TypeConstraint<double>("T"),
    ZeroOutOp<double>);


如果加载次数还不少，那你可以将注册放入宏中。

#include "tensorflow/core/framework/op_kernel.h"

#define REGISTER_KERNEL(type)                                       \
  REGISTER_KERNEL_BUILDER(                                          \
      Name("ZeroOut").Device(DEVICE_CPU).TypeConstraint<type>("T"), \
      ZeroOutOp<type>)

REGISTER_KERNEL(int32);
REGISTER_KERNEL(float);
REGISTER_KERNEL(double);

#undef REGISTER_KERNEL


根据你为内核注册的类型列表的不同，你还可以使用 tensorflow/core/framework/register_types.h 中提供的宏：

#include "tensorflow/core/framework/op_kernel.h"
#include "tensorflow/core/framework/register_types.h"

REGISTER_OP("ZeroOut")
    .Attr("T: realnumbertype")
    .Input("to_zero: T")
    .Output("zeroed: T");

template <typename T>
class ZeroOutOp : public OpKernel { ... };

#define REGISTER_KERNEL(type)                                       \
  REGISTER_KERNEL_BUILDER(                                          \
      Name("ZeroOut").Device(DEVICE_CPU).TypeConstraint<type>("T"), \
      ZeroOutOp<type>)

TF_CALL_REAL_NUMBER_TYPES(REGISTER_KERNEL);

#undef REGISTER_KERNEL


列表作为输入输出

除了能够接受或产生不同类型之外，操作还消耗或产生数目不一的张量。

在下一个例子中，属性 T 保存了类型列表，并被用作输入 in 和输出 out 的类型。即输入和输出都是该类型的张量列表（并且输入输出张量的大小和类型都是完全一样的，因为它们都具有类型 T）。

REGISTER_OP("PolymorphicListExample")
    .Attr("T: list(type)")
    .Input("in: T")
    .Output("out: T");


你也可以对列表中元素的类型施加限制。在下一个例子中，输入是 float 或 double 类型张量的列表。比如，若输入类型是 (float, double, float)，而输出类型也必须是 (float, double, float)。

REGISTER_OP("ListTypeRestrictionExample")
    .Attr("T: list({float, double})")
    .Input("in: T")
    .Output("out: T");


如果你要求列表中所有张量的类型都相同，则你可以这样：

REGISTER_OP("IntListInputExample")
    .Attr("N: int")
    .Input("in: N * int32")
    .Output("out: int32");


此例中，输入是 int32 类型的张量的列表，其中 int 属性 N 用来指定此列表的长度。

我们也可以实现 类型多态性。在下一个示例中，输入是长度为 N 的张量列表，这些张量的类型为 T（但还没指定），而输出则为指定类型的单个张量：

REGISTER_OP("SameListInputExample")
    .Attr("N: int")
    .Attr("T: type")
    .Input("in: N * T")
    .Output("out: T");


默认情况下，张量列表的长度至少为 1。你可以用 相应属性上的 ">=" 约束 来修改默认值。在下一个示例中，输入是长度至少为 2 的 int32 张量列表：

REGISTER_OP("MinLengthIntListExample")
    .Attr("N: int >= 2")
    .Input("in: N * int32")
    .Output("out: int32");


同样的语法也可以用到 "list(type)" 类型的属性上：

REGISTER_OP("MinimumLengthPolymorphicListExample")
    .Attr("T: list(type) >= 3")
    .Input("in: T")
    .Output("out: T");


输入和输出

下面对前面的示例做个总结，一个操作注册可以指定多个输入输出：

REGISTER_OP("MultipleInsAndOuts")
    .Input("y: int32")
    .Input("z: float")
    .Output("a: string")
    .Output("b: int32");


每个输入或输出的规范的格式如下：

<name>: <io-type-expr>


其中 <name> 以字母开头，可以由字母、数字和下划线组成。<io-type-expr> 是下列表达式之一：


	<type>：支持的输入类型，比如 float、int32、string。这个表达式指定了 type 类型的单个张量。

tf.DType

REGISTER_OP("BuiltInTypesExample")
    .Input("integers: int32")
    .Input("complex_numbers: complex64");




	<attr-type>：一个属性的名称，此属性的类型可以是 type 或 list(type)（可以有类型限制）。这个语法可以实现多态操作。

REGISTER_OP("PolymorphicSingleInput")
    .Attr("T: type")
    .Input("in: T");

REGISTER_OP("RestrictedPolymorphicSingleInput")
    .Attr("T: {int32, int64}")
    .Input("in: T");


 引用类型为 list(type) 的属性可以让你接受一个张量序列。

REGISTER_OP("ArbitraryTensorSequenceExample")
    .Attr("T: list(type)")
    .Input("in: T")
    .Output("out: T");

REGISTER_OP("RestrictedTensorSequenceExample")
    .Attr("T: list({int32, int64})")
    .Input("in: T")
    .Output("out: T");


 注意，输出 out 中的张量的类型和数目与输入 in 是一样的，因为它们都是 T 类型。



	tf.DType

REGISTER_OP("Int32SequenceExample")
    .Attr("NumTensors: int")
    .Input("in: NumTensors * int32")


 此操作接受任意类型的张量列表，只要它们的类型都一样：

REGISTER_OP("SameTypeSequenceExample")
    .Attr("NumTensors: int")
    .Attr("T: type")
    .Input("in: NumTensors * T")




	对单个张量的引用：Ref(<type>)，其中 <type> 是上述类型中的一种。





关于命名的备注：输入的类型中用到的任何属性都会被推断出来。按惯例，这些被推断的属性名要首字线大写（比如 T 或 N）。其它情况下，输入、输出和属性的名称和函数参数命名方式一致，比如 num_outputs。更多细节，参考 前面关于命名的备注。



更多细节，参考 tensorflow/core/framework/op_def_builder.h。

后向兼容性

假设你已经编写了一个很好的定制操作，并分享给他人，让你的客户开心地使用了。然而，你还想要进一步修改这个操作。

TensorFlow 版本兼容性

保持后向兼容性的方法有很多，下面列出了一些：


	添加到一个操作的任何新属性必须定义默认值，而在默认值下，此操作的行为必须与原来相同。要将操作从非多态转换为多态，你必须为新属性指定默认值，让它在默认情况下保持原来的行为。比如，如果你的操作为：

REGISTER_OP("MyGeneralUnaryOp")
    .Input("in: float")
    .Output("out: float");


 你可以在保持后向兼容的情况下让它变得多态：

REGISTER_OP("MyGeneralUnaryOp")
    .Input("in: T")
    .Output("out: T")
    .Attr("T: numerictype = DT_FLOAT");




	对于一个属性，你总是可以安全地施加更严格的约束。比如，你可以将 {int32, int64} 变成{int32, int64, float} 或 type 。你也可以将 {"apple", "orange"}变成{"apple", "banana", "orange"} 或 string 。



	你可以将单个输入/输出变成列表形式的输入/输出，前提是列表类型的默认值与原来的接口一致。



	你可以添加一个新的列表形式的输入/输出，只要它的默认值为空。



	将你创建新创建的任何操作放在命名空间中，即在操作前面加上前缀以区别于工程中的其它操作。这可以让你的操作避免与 TensorFlow 未来版本中新引入的操作相冲突。



	提前计划好！尝试构想此操作的未来用途。有些接口修改无法以兼容方式修改（比如，将相同类型列表变成变化类型列表）。





安全和不安全修改的完整列表可以在源码 tensorflow/core/framework/op_compatibility_test.cc 中找到。如果你无法在兼容要求下修改此操作，那么最好是另起炉灶，创建一个新的操作，取一个新的名字，来表示你的新的语义。

TensorFlow 版本兼容性

GPU 支持

你可以实现不同的内核操作(OpKernel)，然后一个注册到 CPU 上，另一个注册到 GPU 上,就像你可以为不同的类型注册内核一样。TensorFlow提供了多个支持 GPU 的内核的例子，参见源码tensorflow/core/kernels。注意，有些内核的 CPU 版本在一个 .cc 文件中，其 GPU 版本在一个 _gpu.cu.cc 文件中，它们共享的代码则在一个 .h 文件中。

tf.pad

值得注意的一点是，即使使用的是 pad 操作的 GPU 内核版本，它仍然需要用到 CPU 内存中的 "paddings" 输入。为标记这种 CPU 上的输入或输出，在内核注册时添加一个 HostMemory() 调用，比如：

#define REGISTER_GPU_KERNEL(T)                         \
  REGISTER_KERNEL_BUILDER(Name("Pad")                  \
                              .Device(DEVICE_GPU)      \
                              .TypeConstraint<T>("T")  \
                              .HostMemory("paddings"), \
                          PadOp<GPUDevice, T>)


为 GPU 设备编译内核

代码 cuda_op_kernel.cu.cc 中给出了使用 CUDA 内核实现操作的一个例子。tf_custom_op_library 接受一个 gpu_srcs 参数，其中包含 CUDA 内核 (*.cu.cc 文件)的源文件列表。如果你使用的是 Tensorflow 的二进制安装，这些 CUDA 内核代码必须用 NVIDIA 的 nvcc 编译器进行编译。为了将 cuda_op_kernel.cu.cc和cuda_op_kernel.cc这两个源码编译成一个动态加载库，你需要使用如下命令：

nvcc -std=c++11 -c -o cuda_op_kernel.cu.o cuda_op_kernel.cu.cc \
  ${TF_CFLAGS[@]} -D GOOGLE_CUDA=1 -x cu -Xcompiler -fPIC

g++ -std=c++11 -shared -o cuda_op_kernel.so cuda_op_kernel.cc \
  cuda_op_kernel.cu.o ${TF_CFLAGS[@]} -fPIC -lcudart ${TF_LFLAGS[@]}


通过 tf.load_op_library 函数，上述命令产生的 cuda_op_kernel.so 可以像通常的动态链接库一样在 Python 中加载。

注意，如果 CUDA 库没有安装在 /usr/local/lib64 中，你需要在 上面第二个命令（g++）中显式指定其路径。比如，你的 CUDA 安装在 /usr/local/cuda-8.0 中，则需要在命令行中添加 -L /usr/local/cuda-8.0/lib64/。

   注意，在某些 Linux 设置中，nvcc 编译步骤还需要其他选项。将 -D_MWAITXINTRIN_H_INCLUDED 添加到 nvcc 命令行以避免 mwaitxintrin.h 中的错误。



在 Python 中实现梯度计算

Training

在数学上，如果一个操作计算 \(y = f(x)\)，为它注册的梯度操作将损失函数 \(L\) 关于 \(y\) 的梯度 \(\partial L/ \partial y\) 转化为关于 \(x\) 的梯度 \(\partial L/ \partial x\)，它使用的是链式法则：

$$\frac{\partial L}{\partial x}    = \frac{\partial L}{\partial y} \frac{\partial y}{\partial x}    = \frac{\partial L}{\partial y} \frac{\partial f}{\partial x}.$$

以 ZeroOut 为例，输入中只有一项会影响输出，所以关于输入的梯度是一个稀疏的 "one hot" 张量。代码如下：

from tensorflow.python.framework import ops
from tensorflow.python.ops import array_ops
from tensorflow.python.ops import sparse_ops
@ops.RegisterGradient("ZeroOut")
def _zero_out_grad(op, grad):  
    """ `zero_out` 的梯度
    参数:    
      op: 待求微分的 `zero_out` 操作，通过它，我们可以找到原操作的输入输出。    
      grad: 关于 `zero_out` 操作的输出的梯度。
    返回值:    
      关于 `zero_out` 输入的梯度。  
    """  
    to_zero = op.inputs[0]  
    shape = array_ops.shape(to_zero)  
    index = array_ops.zeros_like(shape)  
    first_grad = array_ops.reshape(grad, [-1])[0]  
    to_zero_grad = sparse_ops.sparse_to_dense([index], shape, first_grad, 0)  
    return [to_zero_grad]  # 只有一个张量的列表，因为我们只有一个输入


tf.RegisterGradient


	tf.Operation.get_attr



	如果操作有多个输出，其梯度函数的参数为 op 和 grads，其中 grads 是关于每个输出的梯度。此梯度函数的返回值为一个张量列表，表示的关于每个输入的梯度。



	如果对某个输入没有良定义的梯度，比如用作指标的整数输入，相应的梯度应该为 None。比如，一个操作的一个输入是浮点型张量 x，

另一个输入是一个整数指标 i，则梯度函数应该返回 [x_grad, None]。

	如果一个操作根本就没有任何有意义的梯度，那么就没有必要注册梯度函数了。只要你不会用到操作的梯度，不注册也不会有什么问题。在有些情况下，一个操作没有良定义的梯度，但可能会参与到梯度计算中。在这种情况下，可以使用 ops.NotDifferentiable 来自动反向传播零值。



注意，调用梯度函数时，只能访问到操作的数据流图，而不是张量数据本身。因此，所有梯度计算都必须使用其它 TensorFlow 操作执行，以便在计算图执行时运行。

C++ 中的形状函数

TensorFlow API 有一个功能叫做"形状推断"，可以无需执行计算图而获得张量的形状信息。形状推断是由"形状函数"来支撑的，每个操作类型都会在其 C++ REGISTER_OP 声明中注册形状函数，它们有两种作用：在计算图的构造函数中声明输入的形状是兼容的，为输出指定形状。

形状函数定义为 shape_inference::InferenceContext 类上的操作。比如，在 ZeroOut 的形状函数中：

    .SetShapeFn([](::tensorflow::shape_inference::InferenceContext* c) {
      c->set_output(0, c->input(0));
      return Status::OK();
    });


c->set_output(0, c->input(0)); 声明第一个输出的形状必须为第一个输入的形状。如果输出是按上面示例中的索引选择的，则 set_output 的第二个参数应该是一个 ShapeHandle 对象。你可以通过默认构造函数来创建一个空的 ShapeHandle 对象。索引为 idx 的输入的 ShapeHandle 对象可通过 c->input(idx) 来获得。

TensorFlow 已经提供了大量的通用形状函数，可适用于许多操作，比如 shape_inference::UnchangedShape 可在源码 common_shape_fns.h 中找到，其用法如下：

REGISTER_OP("ZeroOut")
    .Input("to_zero: int32")
    .Output("zeroed: int32")
    .SetShapeFn(::tensorflow::shape_inference::UnchangedShape);


一个形状函数也可用于约束输入的形状。对于 具有矢量形状约束的 ZeroOut 版本，其形状函数定义如下：

    .SetShapeFn([](::tensorflow::shape_inference::InferenceContext* c) {
      ::tensorflow::shape_inference::ShapeHandle input;
      TF_RETURN_IF_ERROR(c->WithRank(c->input(0), 1, &input));
      c->set_output(0, input);
      return Status::OK();
    });


WithRank 函数验证输入形状 c->input(0) 是否有一个精确的维度（或者如果输入形状未知，则输出形状将是一个未知维度的向量）。

对于具有多个输入的多态操作，可以使用 InferenceContext 的成员函数来确定需要检查的形状数目，并用 Merge 成员函数来验证这些形状都是兼容的（或者用 InferenceContext::GetAttr 访问表示长度的属性，此函数可以访问操作的属性）。

    .SetShapeFn([](::tensorflow::shape_inference::InferenceContext* c) {
      ::tensorflow::shape_inference::ShapeHandle input;
      ::tensorflow::shape_inference::ShapeHandle output;
      for (size_t i = 0; i < c->num_inputs(); ++i) {
        TF_RETURN_IF_ERROR(c->WithRank(c->input(i), 2, &input));
        TF_RETURN_IF_ERROR(c->Merge(output, input, &output));
      }
      c->set_output(0, output);
      return Status::OK();
    });


由于形状推断是可选特征，且张量的形状可能会动态改变，因此形状函数必须能够处理任意输入可能的形状信息不完整的情况。InferenceContext 的 Merge 方法允许在两个形状信息不完整的情况下（至少有一个不完整）断言它们是相同的。TensorFlow 的所有核心操作都定义了形状函数，并提供了许多不同的用法示例。

InferenceContext 类中有很多可用于定义形状函数操作的函数。比如，你可以使用 InferenceContext::Dim 和 InferenceContext::WithValue 来验证一个特定的维度是否具有一个特定的值；我们还可以用 InferenceContext::Add 和 InferenceContext::Multiply 指定输出维度为两个输入维度的和 / 乘积。参见 InferenceContex 类的定义中所有可用的形状操作方法。下面的例子将第一个输出的形状设置为 (n,3)，将第一个输入的形状设置为 (n,...)。

.SetShapeFn([](::tensorflow::shape_inference::InferenceContext* c) {
    c->set_output(0, c->Matrix(c->Dim(c->input(0), 0), 3));
    return Status::OK();
});


对于复杂的形状函数，应该考虑添加一个测试，来验证多个输入形状组合可产生预期的输出形状组合。这种测试的编写方法参见源码 core ops tests。（INFER_OK 和 INFER_ERROR 的语法会让人感觉有点神秘，不过还是在测试中尽量让表示输入输出形状的规范简洁一些。目前，可以在已有的测试中看看注释，了解如何编写形状的规范。）


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


添加一个定制的文件系统插件

背景

TensorFlow 框架经常用于多进程和多机环境，比如谷歌数据中心，谷歌机器学习云，亚马逊网络服务（AWS）以及现场分布式集群。为了分享和保存 TensorFlow 生成的某些类型的状态，该框架假定存在一个可靠的、共享的文件系统。这个共享文件系统有诸多用途，比如：


	状态检查点通常保存到一个分布式文件系统以获得可靠性和容错性。

	训练进程通过将事件文件写入一个由 TensorBoard 监听的目录与 TensorBoard 进行通信。即使 TensorBoard 运行在不同的进程和机器上，共享的文件系统也能使通信正常进行。



在现实世界中，共享或分布式文件系统有许多不同的实现，所以 TensorFlow 提供了一种功能，可以让用户实现定制的文件系统插件，该插件可以在 TensorFlow 运行时注册。当 TensorFlow 运行时尝试通过 FileSystem 接口写入一个文件，它使用路径名的一部分来动态选择用于文件系统操作的实现。因此，为了支持定制的文件系统需要实现一个 FileSystem 接口，构建一个包含实现的共享对象，并在运行时将该对象加载到该文件系统所需的任何进程中。

注意 TensorFlow 已经包含很多文件系统的实现，例如：


	标准 POSIX 文件系统

注意：NFS 文件系统通常作为 POSIX 接口挂载，所以标准 TensorFlow 能够运行在挂载了 NFS 的远程文件系统上。



	  HDFS — Hadoop 文件系统



	  GCS — 谷歌云存储文件系统

	  S3 — 亚马逊基础存储文件系统

	  “内存映射文件”文件系统



接下来讲如何实现一个定制的文件系统。

实现一个定制的文件系统插件

为了实现一个定制的文件系统插件，必须执行如下操作：


	实现 RandomAccessFile、WriteableFile、AppendableFile 和 ReadOnlyMemoryRegion 子类。

	作为一个子类实现 FileSystem 接口。

	使用适当的前缀模式注册 FileSystem 实现。

	在想要写入文件系统的进程中加载文件系统插件。



FileSystem 接口

FileSystem 接口是在 file_system.h 中定义的一个抽象 C++ 接口。一个 FileSystem 接口的实现应该实现所有在接口中定义的方法。实现接口需要定义操作，如创建 RandomAccessFile、WritableFile 和实现标准的文件系统操作，如 FileExists、IsDirectory、GetMatchingPaths、DeleteFile 等等。这些接口的实现通常涉及将函数的输入参数委托给一个已经存在的库函数，该函数在定制文件系统中实现了对应功能。

例如，PosixFileSystem 使用 POSIX unlink() 函数实现了 DeleteFile；CreateDir 只是简单地调用 mkdir()；GetFileSize 对文件调用 stat() 然后返回文件大小。类似地，对于 HDFSFileSystem 实现，这些调用只是简单地委托给有着相似功能的 libHDFS 实现，例如用于 DeleteFile 的 hdfsDelete。

我们建议阅读这些代码示例，以了解不同的文件系统实现如何调用已经存在的库。示例包括：


	POSIX 插件

	HDFS 插件

	GCS 插件

	S3 插件



文件接口

除了在文件系统中允许查询、操作文件和目录外，FileSystem 接口还要求实现一些工厂方法，这些工厂方法返回抽象对象的实现，如 RandomAccessFile、WritableFile ，从而 TensorFlow 可以在 FileSystem 实现中编码、读取和写入文件。

为了实现 RandomAccessFile，你必须实现一个名为 Read() 的接口，其实现必须提供一种从指定文件偏移量读取的方法。

例如，下面是针对 POSIX 文件系统的 RandomAccessFile 实现，读取通过 pread() 随机访问 POSIX 函数实现。请注意，特定的实现必须知道如何重试或传播来自底层文件系统的错误。

    class PosixRandomAccessFile : public RandomAccessFile {
     public:
      PosixRandomAccessFile(const string& fname, int fd)
          : filename_(fname), fd_(fd) {}
      ~PosixRandomAccessFile() override { close(fd_); }

      Status Read(uint64 offset, size_t n, StringPiece* result,
                  char* scratch) const override {
        Status s;
        char* dst = scratch;
        while (n > 0 && s.ok()) {
          ssize_t r = pread(fd_, dst, n, static_cast<off_t>(offset));
          if (r > 0) {
            dst += r;
            n -= r;
            offset += r;
          } else if (r == 0) {
            s = Status(error::OUT_OF_RANGE, "Read less bytes than requested");
          } else if (errno == EINTR || errno == EAGAIN) {
            // Retry
          } else {
            s = IOError(filename_, errno);
          }
        }
        *result = StringPiece(scratch, dst - scratch);
        return s;
      }

     private:
      string filename_;
      int fd_;
    };


要实现 WritableFile 顺序写入抽象，必须实现一些接口，如 Append()、Flush()、Sync() 和 Close() 。

例如，下面是 POSIX 文件系统的 WritableFile 实现，构造函数内接受 FILE 对象，并在对象上使用标准 POSIX 函数来实现接口。

    class PosixWritableFile : public WritableFile {
     public:
      PosixWritableFile(const string& fname, FILE* f)
          : filename_(fname), file_(f) {}

      ~PosixWritableFile() override {
        if (file_ != NULL) {
          fclose(file_);
        }
      }

      Status Append(const StringPiece& data) override {
        size_t r = fwrite(data.data(), 1, data.size(), file_);
        if (r != data.size()) {
          return IOError(filename_, errno);
        }
        return Status::OK();
      }

      Status Close() override {
        Status result;
        if (fclose(file_) != 0) {
          result = IOError(filename_, errno);
        }
        file_ = NULL;
        return result;
      }

      Status Flush() override {
        if (fflush(file_) != 0) {
          return IOError(filename_, errno);
        }
        return Status::OK();
      }

      Status Sync() override {
        Status s;
        if (fflush(file_) != 0) {
          s = IOError(filename_, errno);
        }
        return s;
      }

     private:
      string filename_;
      FILE* file_;
    };


想要了解更多细节，可以查看接口文档，并查看示例实现以获得灵感。

注册和加载文件系统

一旦你已经为你定制的文件系统实现了 FileSystem，你需要在一个 scheme 下注册它，从而以那个 scheme 为前缀的路径会被导向你的实现。为此，调用 REGISTER_FILE_SYSTEM：

    REGISTER_FILE_SYSTEM("foobar", FooBarFileSystem);


当 TensorFlow 尝试对以 foobar:// 开始的文件进行操作时，它将使用 FooBarFileSystem 实现。

    string filename = "foobar://path/to/file.txt";
    std::unique_ptr<WritableFile> file;

    // Calls FooBarFileSystem::NewWritableFile to return
    // a WritableFile class, which happens to be the FooBarFileSystem's
    // WritableFile implementation.
    TF_RETURN_IF_ERROR(env->NewWritableFile(filename, &file));


添加一个新操作（Op）

构建的结果是一个 .so 共享对象文件。

最后，你必须在进程中动态加载这个实现。Python 中，你可以调用 tf.load_file_system_library(file_system_library) 函数，向共享对象传入路径。在客户端程序中调用这个方法加载进程中的共享对象并注册实现，以用于任意经过 FileSystem 接口的文件操作。示例可以查看 test_file_system.py。

什么会经过接口？

TensorFlow 中几乎所有核心 C++ 文件操作都使用 FileSystem 接口，例如 CheckpointWriter、EventsWriter 以及许多其他功能。这意味着实现一个 FileSystem 实现可以让大多数 TensorFlow 程序写入你的共享文件系统。

Python 中，gfile 和 file_io 类通过 SWIG 绑定到 FileSystem 实现，这意味着一旦你加载了这个文件系统库，你可以执行：

with gfile.Open("foobar://path/to/file.txt") as w:

  w.write("hi")


在执行这个之后，一个包含 "hi" 的文件会出现在共享文件系统的 "/path/to/file.txt" 中。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


读取自定义文件和记录格式

前提：


	对 C++ 有一定程度的了解。

	通过源码安装 TensorFlow



我们将支持自定义文件格式分为两个任务：


	文件格式：使用 tf.data.Dataset 阅读器来从文件中读取原始记录（通常以零阶字符串张量（scalar string tensors）表示，也可能有其他结构）。

	记录格式：使用解码器或者解析操作将一个字符串记录转换成 TensorFlow 可用的张量（tensor）。



tf.decode_csv

[TOC]

为文件格式编写一个数据集

tf.data.Dataset


	tf.data.TFRecordDataset

	tf.data.FixedLengthRecordDataset

	tf.data.TextLineDataset



每个实现包含了三个相关的类：


	一个 tensorflow::DatasetOpKernel 的子类 （如 TextLineDatasetOp），这个类的 MakeDataset() 方法告诉 TensorFlow 怎样根据一个操作的输入和属性生成一个数据集的对象。



	一个 tensorflow::GraphDatasetBase 的子类（如 TextLineDatasetOp::Dataset），表示数据集的不可变性定义，这个类的 MakeIterator() 方法告诉 TensorFlow 怎样在数据集上生成迭代器对象。



	一个 tensorflow::DatasetIterator<Dataset> 的子类（如 TextLineDatasetOp::Dataset::Iterator），表示特定数据集上的迭代器的可变性，这个类的 GetNextInternal() 方法告诉 TensorFlow 怎样获取迭代器的下一个元素。





其中最重要的方法是 GetNextInternal()，因为它定义了怎样从文件中实际读取记录，并用一个或多个 Tensor 对象来表示它们。

创建一个新的阅读器数据集叫做（比方说）MyReaderDataset，你需要：


	在 C++ 中定义 tensorflow::DatasetOpKernel、tensorflow::GraphDatasetBase 和 tensorflow::DatasetIterator<Dataset> 的子类来实现读取逻辑。

	在 C++ 中注册一个新的名叫 "MyReaderDataset" 的阅读器操作和内核。

	tf.data.Dataset



添加一个新操作（Op）

#include "tensorflow/core/framework/common_shape_fns.h"
#include "tensorflow/core/framework/dataset.h"
#include "tensorflow/core/framework/op.h"
#include "tensorflow/core/framework/shape_inference.h"

namespace tensorflow {
namespace {

class MyReaderDatasetOp : public DatasetOpKernel {
 public:

  MyReaderDatasetOp(OpKernelConstruction* ctx) : DatasetOpKernel(ctx) {
    // 用 `ctx->GetAttr()` 解析并验证定义数据集的属性，并把它们存在成员变量中。
  }

  void MakeDataset(OpKernelContext* ctx, DatasetBase** output) override {
    // 用 `ctx->input()` 或者通用函数 `ParseScalarArgument<T>(ctx, &arg)` 解析并验证定义数据集的输入张量。

    // 创建数据集对象，并根据属性或输入张量传入（已经验证的）参数。
    *output = new Dataset(ctx);
  }

 private:
  class Dataset : public GraphDatasetBase {
   public:
    Dataset(OpKernelContext* ctx) : GraphDatasetBase(ctx) {}

    std::unique_ptr<IteratorBase> MakeIterator(
        const string& prefix) const override {
      return std::unique_ptr<IteratorBase>(
          new Iterator({this, strings::StrCat(prefix, "::MyReader")}));
    }

    // 记录结构：每个记录用一个零阶字符串张量表示。
    //
    // 数据集的元素有固定数量的组件，每个组件有不同的类型和形状；重写以下两个方法来自定义数据集的这方面的设置。
    const DataTypeVector& output_dtypes() const override {
      static DataTypeVector* dtypes = new DataTypeVector({DT_STRING});
      return *dtypes;
    }
    const std::vector<PartialTensorShape>& output_shapes() const override {
      static std::vector<PartialTensorShape>* shapes =
          new std::vector<PartialTensorShape>({{}});
      return *shapes;
    }

    string DebugString() override { return "MyReaderDatasetOp::Dataset"; }

   protected:
    // 可选：数据集的 `GraphDef` 序列化。
    //
    // 如果你想保存这个数据集（和它上面的所有迭代器）的实例，实现以下这个方法。
    Status AsGraphDefInternal(DatasetGraphDefBuilder* b,
                              Node** output) const override {
      // 使用 `b->AddScalar()` 和 `b->AddVector()` 来从这个对象的成员变量构建代表输入张量的节点。
      std::vector<Node*> input_tensors;
      TF_RETURN_IF_ERROR(b->AddDataset(this, input_tensors, output));
      return Status::OK();
    }

   private:
    class Iterator : public DatasetIterator<Dataset> {
     public:
      explicit Iterator(const Params& params)
          : DatasetIterator<Dataset>(params), i_(0) {}

      // 读取逻辑的实现。
      //
      // 这个文件中的示例实现产生十次 『MyReader!』 字符串。总的来讲有以下三种情况：
      // 1. 如果成功读取一个元素，在 `*out_tensors` 中将它储存为一个或多个张量，设置 `*end_of_sequence = false` 并返回 `Status::OK()`。
      // 2. 如果到达输入的结尾，设置 `*end_of_sequence = true` 并返回 `Status::OK()`。
      // 3. 如果发生了一个错误，通过 "tensorflow/core/lib/core/errors.h" 中的帮助函数返回一个错误状态。
      Status GetNextInternal(IteratorContext* ctx,
                             std::vector<Tensor>* out_tensors,
                             bool* end_of_sequence) override {
        // 注意：`GetNextInternal()` 可能会被并发调用，所以推荐用一个互斥量来保护迭代器的状态。
        mutex_lock l(mu_);
        if (i_ < 10) {
          // 创建一个零阶字符串张量并把它添加到输出中。
          Tensor record_tensor(ctx->allocator({}), DT_STRING, {});
          record_tensor.scalar<string>()() = "MyReader!";
          out_tensors->emplace_back(std::move(record_tensor));
          ++i_;
          *end_of_sequence = false;
        } else {
          *end_of_sequence = true;
        }
        return Status::OK();
      }

     protected:
      // 可选：迭代器的状态序列化。
      //
      // 如果你想保存和恢复这个迭代器的实例，实现以下两个方法。
      Status SaveInternal(IteratorStateWriter* writer) override {
        mutex_lock l(mu_);
        TF_RETURN_IF_ERROR(writer->WriteScalar(full_name("i"), i_));
        return Status::OK();
      }
      Status RestoreInternal(IteratorContext* ctx,
                             IteratorStateReader* reader) override {
        mutex_lock l(mu_);
        TF_RETURN_IF_ERROR(reader->ReadScalar(full_name("i"), &i_));
        return Status::OK();
      }

     private:
      mutex mu_;
      int64 i_ GUARDED_BY(mu_);
    };
  };
};

// 为 MyReaderDataset 注册操作定义。
//
// 数据集操作通常只有一个类型为 `variant` 的输出，代表结构化的 `Dataset` 对象。
//
// 在这里添加定义数据集的属性和输入张量。
REGISTER_OP("MyReaderDataset")
    .Output("handle: variant")
    .SetIsStateful()
    .SetShapeFn(shape_inference::ScalarShape);

// 为 MyReaderDataset 注册核心实现。
REGISTER_KERNEL_BUILDER(Name("MyReaderDataset").Device(DEVICE_CPU),
                        MyReaderDatasetOp);

}  // 命名空间
}  // 命名空间 tensorflow


tf.data.Dataset

import tensorflow as tf

# 假设文件在当前工作目录下。
my_reader_dataset_module = tf.load_op_library("./my_reader_dataset_op.so")

class MyReaderDataset(tf.data.Dataset):

  def __init__(self):
    super(MyReaderDataset, self).__init__()
    # 将输入属性或张量作为类的成员变量创建。

  def _as_variant_tensor(self):
    # 为数据集操作构建图形节点
    #
    # 当你在这个数据集或者由它衍生出来的数据集上创建一个迭代器时，
    # 这个方法会被调用。
    return my_reader_dataset_module.my_reader_dataset()

  # 以下属性定义了元素的结构：一个零阶 `tf.string` 张量。
  # 如果你修改了元素的结构，也需要修改这些属性
  # 来与 `MyReaderDataset::Dataset` 中
  # 的 `output_dtypes()` 和 `output_shapes()` 匹配。
  @property
  def output_types(self):
    return tf.string

  @property
  def output_shapes(self):
    return tf.TensorShape([])

  @property
  def output_classes(self):
    return tf.Tensor

if __name__ == "__main__":
  # 创建一个 MyReaderDataset 并打印它的元素。
  with tf.Session() as sess:
    iterator = MyReaderDataset().make_one_shot_iterator()
    next_element = iterator.get_next()
    try:
      while True:
        print(sess.run(next_element))  # 打印十次 『MyReader!』。
    except tf.errors.OutOfRangeError:
      pass


你可以在 tensorflow/python/data/ops/dataset_ops.py 中找到一些 Dataset 封装类的例子。

为记录格式写一个操作

添加一个新操作（Op）

列几个对解码记录有帮助的操作：


	tf.parse_example

	tf.decode_csv

	tf.decode_raw



tf.reshape


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


在其他语言中绑定 TensorFlow

背景

本文旨在说明如何在其他编程语言中创建或开发具有 TensorFlow 功能的程序提供指导。它描述了 TensorFlow 的特性及使得它们在其它编程语言中实现相同功能的推荐步骤。

Python 是 TensorFlow 支持的第一种且支持特性最多的客户端语言。随着越来越多的功能被移植到 TensorFlow 内核（在 C++ 中实现）并通过 C API 公开。客户端语言应该使用语言的外部函数接口（FFI）调用 C API 以提供 TensorFlow 功能。

概述

在一个编程语言中提供 TensorFlow 的功能可以分解为下面几个广泛的类别：


	  运行一个预定义 Graph：给定一个 GraphDef（或 MetaGraphDef）协议消息，能够创建一个会话，执行查询并获得张量结果。 这对于想要在预先训练的模型上运行推断的移动应用或服务器来说足够了。

	  Graph 构造：每个定义的 TensorFlow 操作至少有一个函数将操作添加到图中。理想情况下，这些函数会自动生成，以便在操作定义被修改时保持同步。

	梯度（即自动微分）：给定一个图和一系列输入输出操作，将操作添加到图中，计算输出与输入的损失函数的偏微分；并允许能够对图中特定的操作自定义梯度函数。

	函数：定义一个可以在 GraphDef 的多个位置调用的子图，并定义一个 GraphDef 内的 FunctionDefLibrary 中的 FunctionDef 。

	控制流：构造用户特定子图的"If"和"While"操作。理想状态下，这些控制流能与梯度共同工作（见上）。

	神经网络库：许多组件支持创建神经网络模型并对其进行训练（可能在分布式环境中）。虽然用其他语言提供这种服务会非常方便，但目前还没有计划支持 Python 以外的语言。这些库通常是对以上功能的封装。



至少，一个语言的绑定必须支持运行预定义的图，当然这也意味着需要支持图的构造。 TensorFlow Python API 提供了所有这些功能。

当前状态

新的语言支持应该建立在 C API 之上。 但是，正如下表所示，并不是所有的功能都可以在 C 中使用。在 C API 中提供更多的功能是一个正在进行的项目。



	特性
	Python
	C





	运行预定义 Graph
	tf.import_graph_def, tf.Session
	TF_GraphImportGraphDef, TF_NewSession



	生成操作函数的图构造函数
	支持
	支持 (C API 提供客户端语言支持)



	自动微分
	tf.gradients
	



	函数
	tf.python.framework.function.Defun
	



	控制流
	tf.cond, tf.while_loop
	



	神经网络库
	tf.train, tf.nn, tf.contrib.layers, tf.contrib.slim







推荐方法

运行预定义 Graph

一个语言的绑定应该定义下面的这些类：


	Graph： 表示 TensorFlow 计算图。由操作组成（在客户端语言中由Operation表示）并用于 C API 中的 TF_Graph 。主要用于创建新 Operation 对象和启动 Session 时的参数。并同时支持通过运算符的图的遍历（TF_GraphNextOperation）、按名称查找操作（TF_GraphOperationByName）以及从 GraphDef 协议消息（C API 中的TF_GraphToGraphDef 和 TF_GraphImportGraphDef）进行转换。

	Operation：表示图中的计算节点，对应于 C API 中的 TF_Operation。

	Output：表示图中操作的某个输出，包含一个 DataType（和张量最终的形状）。可作为输入参数传递给一个函数，用于向图中添加操作，或传递给一个 Session 的 Run() 方法来获取输出张量。对应于 C API 中的 TF_Output。

	Session：表示客户端到 TensorFlow 运行时的特定实例。 它的主要工作为使用 Graph 及一些选项，然后调用图的 Run() 方法。对应于 C API 中的 TF_Session。

	Tensor：表示具有所有相同 DataType 的元素的 N 维（矩形）数组。获取数据输入输出 Session 的 Run() 调用。 对应于 C API 中的 TF_Tensor。

	DataType：TensorFlow 支持的所有可能的张量类型的枚举。对应于 C API 中的TF_DataType，在 Python API 中通常称为 dtype。



Graph 的构造

TensorFlow 具有许多不同的操作，并且不会永远不变。因此我们建议生成用于将操作添加到图中的函数，而不是逐个手动编写（尽管找到生成器写法的最好方法是手写几个函数）。生成函数所需的信息包含在 OpDef 协议消息中。

有几种方法可以获得已注册操作的 OpDef 列表：


	在 C API 中的 TF_GetAllOpList 会检索所有注册的 OpDef 协议消息。 这可以用来为客户端语言编写生成器。这便要求客户端语言具有协议缓冲区支持以便解释 OpDef 消息。

	C++ 函数 OpRegistry::Global() -> GetRegisteredOps() 返回所有已注册的 OpDef（在[tensorflow/core/framework/ op.h] 中定义）的相同列表。 这可以用来在 C++ 中编写生成器（对没有协议缓冲区支持的语言非常有用）。

	该列表的 ASCII 序列化版本通过自动化过程定期检入[ tensorflow/core/ops/ops.pbtxt]。



OpDef 包含以下内容：


	驼峰法命名的操作名称。对于生成的函数，遵循该语言的约定。例如，如果语言使用 snake_case，则应使用这种习惯而不是 CamelCase 作为 操作的函数名称。

	添加一个新操作（Op）

	属性列表及其默认值（如果有的话）。需要注意的是某些默认参数的类型（从输入中）推导情况、可选参数（如果有默认值）以及实参（没有默认值）。

	操作文档以及输入、输出和非推断属性。

	运行时使用的一些其他字段，可由代码生成器忽略。



OpDef 可以转换成一个函数的文本，使用 TF_OperationDescription C API（包含在语言的 FFI 中）将该操作添加到图中：


	从 TF_NewOperation() 开始创建 TF_OperationDescription*。

	每次输入调用 TF_AddInput() 或 TF_AddInputList() 一次（取决于输入是否具有列表类型）。

	调用 TF_SetAttr *() 函数来设置非推断属性。如果不想覆盖默认值，则可以跳过默认值的属性设置。

	在必要时设置可选字段：
	TF_SetDevice()：将操作强制设定到一个特殊设备上。

	TF_AddControlInput()：在此操作开始运行之前添加其他操作完成的要求

	TF_SetAttrString("_ kernel") 用来设置内核标签（很少使用）

	TF_ColocateWith() 将一个操作与另一个操作合并





	完成后调用 TF_FinishOperation()。这会将操作添加到图中，以后无法对其修改。



现有示例将运行代码生成器作为构建过程的一部分（使用 Bazel genrule）。或者，代码生成器可由自动化 cron 进程运行，可能会检查结果。这会在生成的代码和存储库中的 OpDef 之间产生分叉的风险，但对于那些需要提前生成代码的语言来说是有用的，如 Go 中的 go get 和 Rust 中的 cargo ops。 另一方面，对于某些语言来说，代码可以从 tensorflow/core/ops/ops.pbtxt 动态生成。

处理常量

如果用户可以为输入参数提供常量，那么调用代码将更加简洁。生成的代码应该将这些常量转换并添加到图的操作中，并用作实例化的操作的输入。

可选参数

如果语言支持一个函数拥有可选参数（比如 Python 中带有默认值的关键字参数），则可以将它们作为可选属性、操作名、设备、控制输入等。在某些语言中，可以使用动态作用域 （类似于 Python 中的「with」块）来设置这些可选参数。 如果没有这些功能，则可以尝试使用「生成器模式」，类似于 TensorFlow API 的 C++ 版本的做法。

作用域命名

使用 Scope 层次结构一类的方法来支持图操作作用域命名是个不错的选择，尤其是考虑到 TensorBoard 依赖它以合理的方式显示大图。现有的 Python 和 C++ API 使用了不同的方法：在 Python 中，名称的「目录」部分（直到最后一个「/」）都来自 with 代码区块。事实上，这里有一个局部的线程堆栈，在这个作用域下定义了命名的层次结构。在 Python 中，名称的最后一个组件由用户显示提供（使用可选的 name 关键字参数）或者默认为需要添加的操作类型的名称。在 C++ 中，名称的「目录」部分存储在显式的 Scope 对象中。NewSubScope() 方法会添加到该名称的所在的位置并返回一个新的 Scope。该名称的最后一个组件是使用 WithOpName() 方法设置的，与 Python 相同，默认为添加的操作类型的名称。Scope 对象被显式传递以指定上下文的名称。

封装

将生成的函数对某些操作私有也是有意义的，这使得封装函数可以做一些额外的逻辑。同时也提供了生成代码范围之外的功能的方法。

封装的一个用途是支持 SparseTensor 输入和输出。 SparseTensor 是一个由 3 个密集张量构成的元组：索引、值和形状。值向量的大小为 [n]，形状向量大小为 [rank]，索引矩阵的大小为 [n, rank]。 有一些稀疏操作使用这个三元组来表示单个稀疏张量。

使用封装的另一个原因是某些操作需要记录状态。有一些操作（例如变量）具有在特定状态下的一些伴随操作。Python API 具有用于这些操作的类，其中构造函数创建操作，该类上的方法则是将操作添加到到图中并操作其状态。

其他考虑


	有一个关键字列表，用于解决操作函数重命名与语言关键字（或其他会引起问题的符号，如代码中引用库函数或变量的名字）冲突。

	将 Const 操作添加到图的函数通常是一个包装器，因为生成的函数通常会有冗余的 DataType 输入。



梯度、函数及控制流

目前，除了 Python 之外，其他语言并没有提供梯度、函数及控制流操作（if 和 while）。我们会在 C API 提供必要支持后更新。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


工具开发者指南：TensorFlow 模型文件

大部分用户不需要关心 TensorFlow 如何在磁盘上存储数据的内部细节，但如果你是一个工具开发者，就不一样了。比如，你可能想要分析模型，或者在 TensorFlow 格式和其它格式之间来回转换。本指南试图解释如何处理保存模型数据的主文件的一些细节, 以使开发这些工具变得更容易。

[目录]

协议缓存（Protocol Buffers）

所有的 TensorFlow 文件格式都是基于 Protocol Buffers ，所以正式开始之前有必要先熟悉一下它的工作原理。简单来说，你用文本文件定义数据结构，然后使用 protobuf 工具生成 C、Python 和其它语言中的类，这样，开发者就可以用一种友好的方式加载、保存和访问数据。我们经常将协议缓存（Protocol Buffers）称为 protobufs，本指南会一直使用该约定。

GraphDef 类

TensorFlow 计算的基础是 Graph 对象，称为计算图。计算图拥有一个节点网络，每个节点表示一种操作，彼此连接作为输入和输出。创建了 Graph 对象之后，你可以通过调用 as_graph_def()将它保存起来，该调用返回的是一个 GraphDef 对象。

GraphDef 类是由 ProtoBuf 库根据 tensorflow/core/framework/graph.proto 定义创建的对象。protobuf 工具分析此文本文件，并生成用于加载、存储和操作计算图定义的代码。如果你看到表示模型的单个 TensorFlow 文件，则它很有可能包含了某个 GraphDef 对象的序列化版本，而且它是用 protobuf 代码保存的。

这种生成的代码被用于在磁盘上保存和加载 GraphDef 文件，实际加载模型的代码如下所示：

graph_def = graph_pb2.GraphDef()


此行创建一个空的 GraphDef 对象，即从 graph.proto 中的文本定义创建的类。接下来我们就用这个对象来从文件中读取数据。

with open(FLAGS.graph, "rb") as f:


这里，根据脚本参数得到了一个文件句柄

  if FLAGS.input_binary:
    graph_def.ParseFromString(f.read())
  else:
    text_format.Merge(f.read(), graph_def)


文本还是二进制？

ProtoBuf 实际上支持两种不同的文件保存格式。TextFormat 是一种人眼可读的文本形式，这在调试和编辑时是很方便的，但它在存储数值数据时会变得很大，比如我们常见的权重数据。这种格式的一个小的示例参见 graph_run_run2.pbtxt。

相比于文本格式，二进制格式的文件会小得多，缺点就是它不易读。在脚本中，我们会要求用户提供一个标志，指示输入文件是二进制还是文本，然后再根据这个标志来调用相应的函数。你可以在 inception_v3 archive 中找到一个较大的二进制文件的示例 inception_v3_2016_08_28_frozen.pb 。

API 本身可能有点混乱 - 二进制格式的调用实际上是 ParseFromString()，而文本格式的加载则用到 text_format 模块中的一个工具函数。

节点

一旦将文件加载到 graph_def 变量中，你现在就可以访问其中的数据了。对于大多数实际应用场合，重要部分是存储在节点成员中的节点列表。下面的代码演示了如何遍历这些节点：

for node in graph_def.node


每个节点都是一个 NodeDef 对象，定义在 tensorflow/core/framework/node_def.proto。它们是构造 TensorFlow 计算图的基石，每一个节点都定义了一个简单操作以及输入连接。下面是 NodeDef 的成员及其描述。

name

每个节点都应该有一个唯一的标识符，而且不能和计算图中的其它节点冲突。如果在用 Python API 构造一个计算图时没有指定名称，TensorFlow 会采用能反映操作类型的默认名称，比如 “MatMul”，然后在后面添加单调递增的数字，比如 “5”，将其作为此节点的名称。这个名称在一些场合会用到，比如连接节点时，或在计算图运行时设置输入输出。

op

op 定义了要运行的操作，比如，"Add"，"MatMul"，或 "Conv2D"。当一个计算图运行时，

这个操作名被用于在 TensorFlow 注册表中寻找其具体实现。这个注册表通过调用宏 REGISTER_OP 来获得，类似于

tensorflow/core/ops/nn_ops.cc。

input

input 是一个字符串列表，其中每个字符串为另一个节点的名称，后面可选择性地加上冒号和那个节点的输出端口号。比如，一个节点若有两个输入，则这个列表类似于 ["some_node_name", "another_node_name"]，它又等价于 ["some_node_name:0", "another_node_name:0"]，意思是此节点的第一个输入是名为“some_node_name”的节点的第一个输出，而第二个输入是名为“another_node_name”的节点的第一个输出。

device

device 表示该节点使用的设备。在大多数情况下，你可以忽略这一点，因为它主要针对分布式环境，

或者当你强行让它运行在 CPU 或 GPU 上时会用到。

attr

attr 是一个字典数据结构，用键/值存储了一个节点的所有属性。它们是节点的永久属性，即在运行时不会变化，比如卷积过滤器的尺寸，或者常值操作的值。因为属性值的类型非常之多，从字符串、到整型、到张量值的数组，等等，所以需要有一个专门的 protobuf 文件来定义存储这些属性的数据结构，详情参考 tensorflow/core/framework/attr_value.proto。

每个属性都有一个唯一的名称字符串，并且在定义操作时会列出预期的属性。如果节点中不存在某个属性，

但它在操作定义中又列出了默认值，则在创建计算图时将使用默认值。

在 Python 中，你可以通过调用 node.name，node.op 等方法访问所有这些成员。GraphDef 中存储的节点列表构成了计算图模型框架的完整定义。

冻结（Freezing）

令人困惑的是，训练时的权值通常不会存储在上述文件格式中。相反，它们被保存在单独的检查点（checkpoint）文件中，而计算图中包含一些 Variable 操作（op），用于初始化时加载最新的检查点文件中的值。但是在部署到生产环境中时，使用分离的文件并不是很方便，所以就有了脚本 freeze_graph.py。它的作用是将一个计算图定义和一些检查点文件冻结为单个文件。

在这个过程中，脚本会先加载 GraphDef，然后从最新的检查点文件中提取那些变量的值，

然后将每个 Variable 操作替换为一个 Const 操作，这时权值被存储在了它的属性中。

之后，所有与前向推理无关的多余节点都会被剔除，最终的 GraphDef 被输出到了一个文件中。

权值格式

如果你要用 TensorFlow 模型来表示神经网络，最常见的一个问题是如何对权值进行提取和理解。常用的存储方式是用 freeze_graph 脚本，将权值作为 Tensors 存储在 Const 操作中。这些权值定义在 tensorflow/core/framework/tensor.proto

中，其中包含了数据大小和类型，以及这些值本身。在 Python 中，通过调用诸如 some_node_def.attr['value'].tensor 之类的操作，可以从表示 Const 操作的 NodeDef 中获得一个 TensorProto 对象。

这样会得到表示权值数据的一个对象。数据本身被存储到了名称以 _val 为后缀的其中一个列表中，列表名称反映了此对象的类型，比如 float_val 表示 32位 浮点数据类型。

在不同框架之间转换时，卷积层权值的存储顺序往往有些让人捉摸不透。在 TensorFlow 中，二维卷积 Conv2D 操作的过滤器权值被存储在第二个输入上，其存储顺序为

[filter_height, filter_width, input_depth, output_depth]，其中 filter_count 增加 1 表示在内存中移向下一个相邻值。

希望通过这样一个概述，你能更好地了解关于 TensorFlow 模型文件的内部细节，如果有一天你需要操作这些模型文件了，但愿本文能够有所帮助。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


安装 TensorFlow

我们已经在以下便携式与桌面级 64 位操作系统中对 TensorFlow 进行了编译与测试：


	macOS 10.12.6 (Sierra) 及以上版本

	Ubuntu 16.04 及以上版本

	Windows 7 及以上版本

虽然您可能需要在其它便携式或桌面级系统中安装 TensorFlow，但我们仅会为上述配置环境提供支持（以及仅修复上述平台中的 issue）。



以下指南将说明如何安装各版本的 TensorFlow，以使您能用 Python 编写应用：


	在 Ubuntu 上安装 TensorFlow

	在 macOS 中安装 TensorFlow

	在 Windows 上安装 TensorFlow

	通过源码安装 TensorFlow



在 Tensorflow 由 0.n 升级为 1.0 时，许多 Tensorflow Python API 发生了变化。

下面的指南介绍了如何将老版本的 TensorFlow 应用迁移至 1.0 版本：


	迁移至 TensorFlow 1.0



以下指南说明了如何在其它的编程语言中安装及使用 TensorFlow 库。这些语言的 API 旨在将 TensorFlow 模型部署于其它语言的应用中，没有 Python 的 API 全面。


	安装 TensorFlow for Java

	安装适用于 C 的 TensorFlow

	安装 Go 版本 Tensorflow




        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 Python


在 Ubuntu 上安装 TensorFlow

本指南将介绍如何在 Ubuntu 上安装 TensorFlow。虽然这些说明可能也适用于其他 Linux 版本，但我们只在满足以下要求的计算机上验证过这些说明（而且我们只支持在此类计算机上按这些说明操作）：


	64 位台式机或笔记本电脑

	Ubuntu 16.04 或更高版本



安装哪一个 TensorFlow

你必须在下列几种 TensorFlow 中选择其一来安装：


	仅有 CPU 支持的 TensorFlow。 如果你的系统中没有 NVIDIA® GPU，你必须安装这个版本。 需要注意的是，这个版本的 TensorFlow 通常要更易于安装（往往仅需 5 至 10 分钟），所以即使你有英伟达（NVIDIA）的 GPU 显卡，我们仍然推荐你首先尝试安装这一版本。  

	含有 GPU 支持的 TensorFlow。 TensorFlow 在 GPU上的运行速度要远大于相同程序在 CPU 上的运行速度。因此，如果你的系统中有符合以下要求的 NVIDIA® GPU 显卡，并且你的应用对性能有着严格的要求，你应该安装这一版本。



[bookmark: 英伟达要求标准]

NVIDIA 对于使用 GPU 运行 TensorFlow 的要求

如果你正在利用本指南中描述的方法之一来安装支持 GPU 的 TensorFlow，那么你的系统中必须要有如下的 NVIDIA 软件：


	CUDA Toolkit 9.0。详见 NVIDIA 的文档。请保证你将 CUDA 相关的路径像 NVIDIA 文档中所描述的那样添加在 LD_LIBRARY_PATH 环境变量中。

 * cuDNN SDK v7. 详见 NVIDIA 的文档，请保证你像 NVIDIA 文档中描述的那样创建了 CUDA_HOME 环境变量。

	GPU 显卡拥有 CUDA 3.0 或者更高版本的计算性能，用于构建源码以及 3.5 或者更高版本的二进制文件。详见 NVIDIA 英伟达的文档 中支持的 GPU 显卡列表。

	GPU 驱动 支持你的 CUDA Toolkit 版本。

	NVIDIA CUDA 解析工具的接口，libcupti-dev 库。该库提供了更高级的分析工具支持。要安装这个库，对 CUDA Toolkit 8.0 以上的版本运行如下命令即可：

$ sudo apt-get install cuda-command-line-tools

并且将其路径加在你的环境变量 LD_LIBRARY_PATH 中：

$ export LD_LIBRARY_PATH=${LD_LIBRARY_PATH:+${LD_LIBRARY_PATH}:}/usr/local/cuda/extras/CUPTI/lib64

对于 CUDA Toolkit 7.5及以下版本，运行：

$ sudo apt-get install libcupti-dev



	[可选]：为了优化推论性能，你也可以安装 NVIDIA TensorRT 3.0。更多细节，请参阅 NVIDIA's TensorRT documentation。为了兼容 Tensorflow，只需要 TensorRT Tar 问文件中关于安装说明的步骤 1-4；Python 包安装说明的步骤 5 和 6 可以忽略。详细的安装说明可以在 package documentataion 进行查阅。



	[重要]：为了与预构建包 tensorflow-gpu 进行兼容，即使你在 Ubuntu 16.04 系统上进行安装，我们也建议你使用 TensorRT 的 Ubuntu 14.04 tar 文件包。  





通过源码安装 TensorFlow

决定如何安装 TensorFlow

你必须决定使用哪一种方法来安装 TensorFlow。支持的方法有如下几种：


	Virtualenv

	"native" pip

	Docker

	Anaconda

 * 使用文档中的资源安装另一个帮助文档。



我们推荐使用 Virtualenv 安装方法 Virtualenv 是一个 Python 的虚拟环境，独立于其他的 Python 部署，不会与同一台机器上的其他 Python 程序互相影响。在安装 Virtualenv 的过程中，你需要安装 TensorFlow 及其依赖的所有包（实际上这很简单）。要开始使用 TensorFlow 工作的时候，你只需要激活("activate")虚拟环境。总而言之，Virtualenv 提供了一种安全可靠的方法来安装并运行 TensorFlow。

使用原生 pip 直接在你的系统上安装 TensorFlow 而不使用任何容器系统。对于希望使每一个用户都能够使用 TensorFlow 的多用户系统的管理员，我们推荐使用原生 pip 直接安装。由于原生 pip 安装不是在一个独立容器中的进行的隔离安装，因此，pip 可能会影响到同台机器上其他基于 Python 的程序。然而如果你了解 pip 和你当前的 Python 环境，原生 pip 安装会更加简单，往往只需要一条命令即可。

Docker 完全地将 TensorFlow 的安装与其他之前安装于你机器上的库隔离开。Docker 容器中包含 TensorFlow 和其他所有的依赖包。请注意 Docker 镜像可能会比较大（几百 MB 大小）。若你已经在一个很大的应用项目中使用了 Docker，你应该也用它来安装你的 TensorFlow。

在 Anaconda 中，你可以使用 conda 来创建一个虚拟环境。然而，我们推荐你使用 pip install 命令在 Anaconda 中安装 TensorFlow，而不是 conda install。

注意： conda 中的包是社区而非官方支持的。也就是说，TensorFlow 的团队既不负责测试也不负责维护 conda 中的包。这可能给你的使用带来隐患，需要你自行负责。

[bookmark: InstallingVirtualenv]

使用 Virtualenv 安装

按照如下步骤来使用 virtualenv 安装 TensorFlow：


	选择下面的一条命令来安装 pip 和 Virtualenv：

$ sudo apt-get install python-pip python-dev python-virtualenv # for Python 2.7
$ sudo apt-get install python3-pip python3-dev python-virtualenv # for Python 3.n 


	挑选其中的一条命令来创建一个 Virtualenv 的虚拟环境:

$ virtualenv --system-site-packages targetDirectory # for Python 2.7
$ virtualenv --system-site-packages -p python3 targetDirectory # for Python 3.n 
其中 targetDirectory 指明了 Virtualenv 树中根部位置。我们的命令中假设了 targetDirectory 是 ~/tensorflow，但你也可以指定任意目录。



	通过以下任意一条命令激活 Virtualenv 的虚拟环境:

$ source ~/tensorflow/bin/activate # bash, sh, ksh, or zsh 
$ source ~/tensorflow/bin/activate.csh  # csh or tcsh
$ . ~/tensorflow/bin/activate.fish  # fish 
第一条 source 命令会将你的前缀变为

(tensorflow)$ 


	确保安装了 pip 8.1 或更高版本：

(tensorflow)$ easy_install -U pip


	运行下列其中的一条命令来在激活的 Virtualenv 环境中安装 TensorFlow:

(tensorflow)$ pip install --upgrade tensorflow      # for Python 2.7
(tensorflow)$ pip3 install --upgrade tensorflow     # for Python 3.n
(tensorflow)$ pip install --upgrade tensorflow-gpu  # for Python 2.7 and GPU
(tensorflow)$ pip3 install --upgrade tensorflow-gpu # for Python 3.n and GPU 
如果前面几步成功了，则可以跳过步骤 6，否则需要继续执行步骤 6。



	（可选）如果步骤 5 失败了（通常是由于你运行了一个低于 8.1 的 pip 版本），通过以下命令来在激活的 Virtualenv 环境中安装 TensorFlow：

(tensorflow)$ pip install --upgrade tfBinaryURL   # Python 2.7
(tensorflow)$ pip3 install --upgrade tfBinaryURL  # Python 3.n 
其中 tfBinaryURL 指明了 TensorFlow 的 Python 包的 URL 路径。 tfBinaryURL 的值取决于操作系统，Python 版本和 GPU 支持。在这里找到时候你的系统的 tfBinaryURL 值。例如，如果你要在 Linux 中安装 Python 3.4 和仅支持 CPU 环境的 TensorFlow，在激活的 virtualenv 环境中运行如下命令即可：

(tensorflow)$ pip3 install --upgrade \
https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-1.8.0rc1-cp34-cp34m-linux_x86_64.whl 




如果你遇见了安装问题，请见：常见安装问题。

下一步

在安装了 TensorFlow 之后，需要验证你的安装。

请注意你必须在每次运行 TensorFlow 之前都要激活你的 Virtualenv 环境。如果 Virtualenv 环境当前并没有激活，运行以下其中一条命令：

$ source ~/tensorflow/bin/activate      # bash, sh, ksh, or zsh
$ source ~/tensorflow/bin/activate.csh  # csh or tcsh 

当 Virtualenv 环境激活后，你可以使用 shell 来运行相关程序。出现如下提示时，代表着那你的虚拟环境已经激活了：

(tensorflow)$ 

当你使用完 TensorFlow 之后，你可以通过 deactivate 命令来休眠该环境:

(tensorflow)$ deactivate 

前缀提示会变回原来默认的样式（由 PS1 环境变量定义）。

卸载 TensorFlow

要卸载 TensorFlow，只需要简单地移除你所创建的整个目录树

例如：

$ rm -r targetDirectory 

[bookmark: InstallingNativePip]

使用原生 pip 安装

你也可以使用 pip 安装 TensorFlow，在简单的安装过程和复杂的安装过程之间进行选择。你可能会需要通过 pip 来安装 TensorFlow，在一个简单的安装过程和一个更复杂的中选择其一：

注意：setup.py 中的 REQUIRED_PACKAGES 部分

列出了 TensorFlow 安装时 pip 会安装或升级的所有的包

安装前提：Python 和 Pip

Python 是自动安装于 Ubuntu 中的。花一秒的时间来确认一下系统中安装的 Python 版本(命令 python -V)：


	Python 2.7

	Python 3.4+



pip 或 pip3 包管理通常会安装在 Ubuntu 系统上。通过 pip -V 或 pip3 -V 命令来确认下是否有安装。我们强烈建议安装 8.1 或更高版本的 pip 或 pip3。如果没有安装，运行如下命令来安装或更新到最新的 pip 版本：

$ sudo apt-get install python-pip python-dev   # for Python 2.7
$ sudo apt-get install python3-pip python3-dev # for Python 3.n


安装 TensorFlow

假设之前所需的软件已经安装在了你的 Linux 主机上，那么进行如下几步：


	通过其中的一条命令安装 TensorFlow：

$ pip install tensorflow      # Python 2.7; CPU support (no GPU support) 
$ pip3 install tensorflow     # Python 3.n; CPU support (no GPU support)
$ pip install tensorflow-gpu  # Python 2.7;  GPU support
$ pip3 install tensorflow-gpu # Python 3.n; GPU support 
如果命令完成了安装，你现在应该对你的安装进行验证。



	(可选) 如果步骤 1 失败了，安装如下格式执行命令进行安装:

$ sudo pip  install --upgrade tfBinaryURL   # Python 2.7
$ sudo pip3 install --upgrade tfBinaryURL   # Python 3.n 
其中 tfBinaryURL 指明了 TensorFlow 的 Python 包的 URL 路径。tfBinaryURL 的值取决于操作系统，Python 版本和 GPU 支持。在这里找到时候你的系统的 tfBinaryURL 值。例如，如果你要在 Linux 中安装 Python 3.4 和仅支持 CPU 环境的 TensorFlow，在激活的 Virtualenv 环境中运行如下命令即可：

(tensorflow)$ pip3 install --upgrade \
https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-1.8.0rc1-cp34-cp34m-linux_x86_64.whl 
如果该步骤失败了，见这里：常见安装问题.





下一步

安装完毕 TensorFlow 之后，验证你的安装.

卸载

要卸载 TensorFlow，运行如下命令：

$ sudo pip uninstall tensorflow  # for Python 2.7
$ sudo pip3 uninstall tensorflow # for Python 3.n 

[bookmark: InstallingDocker]

使用 Docker 安装

通过以下几步来使用 Docker 安装 TensorFlow：


	如 Docker 文档中所描述的那样来安装 Docker。

	或者，创建一个 Linux group 叫做 docker，如 Docker 文档中所描述的那样，这样无需 sudo 命令即可运行容器。（如果你不做这一步，你需要在每次使用 Docker 时都使用 sudo 命令。)

	要安装支持 GPU 的 TensorFlow，你必须先安装位于 GitHub 中的nvidia-docker

	运行包含TensorFlow 二进制镜像的 Docker。



剩下的部分解释了如何运行一个 Docker 容器。

仅 CPU 支持

要运行一个仅支持 CPU 的 Docker 容器（即不带 GPU 支持），运行如下格式的命令：

$ docker run -it -p hostPort:containerPort TensorFlowCPUImage


其中:


	-p hostPort:containerPort 是可选的如果你准备从 shell 命令行中运行 TensorFlow 程序，那么忽略该选项。如果你准备在如 Jupyter notebooks 中运行 TensorFlow，把 hostPort 和 containerPort 都设置为 8888。如果你想在容器中运行 TensorBoard，加一个 -p，将hostPort 和 containerPort 都设置为 6006。

	TensorFlowCPUImage 是必需的。它指定了 Docker。选择声明其中的一个值：


	tensorflow/tensorflow，这是 TensorFlow CPU 二进制镜像的值。

   * tensorflow/tensorflow:latest-devel，这是最新的 TensorFlow CPU 二进制镜像加上源码，

	tensorflow/tensorflow:version，是某一特定的版本（比如，1.1.0rc1）的 TensorFlow CPU 二进制镜像。

   * tensorflow/tensorflow:version-devel，是某一特定的版本（比如，1.1.0rc1）的 TensorFlow CPU 二进制镜像加源码。



   gcr.io 是 Google 容器注册（Google Container Registry）。注意一些 TensorFlow 的镜像也可以在 dockerhub 中找到。





例如，如下命令在 Docker 容器中运行 TensorFlow CPU 二进制镜像，可以从 shell 命令行中运行 TensorFlow：

$ docker run -it tensorflow/tensorflow bash


如下命令也可以在 Docker 中运行最新的 TensorFlow CPU 二进制镜像。不同的是，在这个 Docker 镜像中，你可以在 Jupyter notebook 中运行 TensorFlow：

$ docker run -it -p 8888:8888 tensorflow/tensorflow


Docker 将会在你第一次运行的时候下载 TensorFlow 二进制镜像。

GPU 支持

在安装 GPU 支持的 TensorFlow 之前，确保你的系统符合

NVIDIA 软件要求.  要运行一个带有 NVIDIA GPU 支持的 Docker 容器运行如下格式的命令：

$ nvidia-docker run -it -p hostPort:containerPort TensorFlowGPUImage


其中:


	-p hostPort:containerPort 是可选的如果你准备从 shell 命令行中运行 TensorFlow 程序，那么忽略该选项。如果你准备在如 Jupyter notebooks 中运行 TensorFlow，把 hostPort 和 containerPort 都设置为 8888。如果你想在容器中运行 TensorBoard，加一个 -p，将hostPort 和 containerPort 都设置为 6006。

	TensorFlowCPUImage 是必需的。 它指定了 Docker。 选择声明其中的一个值：


	tensorflow/tensorflow， 这是 TensorFlow CPU 二进制镜像的值。

	tensorflow/tensorflow:latest-devel，这是最新的 TensorFlow CPU 二进制镜像加上源码，

	tensorflow/tensorflow:version，是某一特定的版本（比如，1.1.0rc1）的 TensorFlow CPU 二进制镜像。

	tensorflow/tensorflow:version-devel，是某一特定的版本（比如，1.1.0rc1）的 TensorFlow CPU 二进制镜像加源码。



gcr.io 是 Google 容器注册（Google Container Registry）。注意一些 TensorFlow 的镜像也可以在

dockerhub 中找到.





例如，如下命令在 Docker 容器中运行 TensorFlow CPU 二进制镜像，可以从 shell 命令行中运行 TensorFlow：

$ nvidia-docker run -it tensorflow/tensorflow:latest-gpu bash


如下命令也在 Docker 容器中运行了最新的 TensorFlow GPU 二进制镜像。在这个 Docker 容器中，你可以在 Jupyter notebook 中运行程序：

$ nvidia-docker run -it -p 8888:8888 tensorflow/tensorflow:latest-gpu


如下的命令可以安装一个较早的 TensorFlow 版本（0.12.1）：

$ nvidia-docker run -it -p 8888:8888 tensorflow/tensorflow:0.12.1-gpu


Docker 会在你第一次运行的时候下载 TensorFlow 二进制镜像。更多信息见 TensorFlow docker readme。

下一步

你应该验证你的安装.

[bookmark: InstallingAnaconda]

使用 Anaconda 安装

按照如下步骤在 Anaconda 环境中按照 TensorFlow：


	按照 Anaconda 下载网站中的指导来下载并安装 Anaconda。



	通过以下命令建立一个叫做tensorflow 的 conda 环境来运行某一版本的 Python:

$ conda create -n tensorflow pip python=2.7 # or python=3.3, etc.


	使用如下命令来激活 conda 环境：

$ source activate tensorflow
(tensorflow)$  # 这时你的前缀应该变成这样 


	运行如下格式的命令来在你的 conda 环境中安装 TensorFlow：

(tensorflow)$ pip install --ignore-installed --upgrade tfBinaryURL 
其中 tfBinaryURL 是 TensorFlow Python 包的 URL。例如，如下命令安装了仅支持 CPU 的 Python 3.4 版本下的 TensorFlow：

(tensorflow)$ pip install --ignore-installed --upgrade \
https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-1.8.0rc1-cp34-cp34m-linux_x86_64.whl 




[bookmark: ValidateYourInstallation]

验证你的安装

按照如下步骤验证你的 TensorFlow 安装：

 1. 确保你的环境可以运行 TensorFlow （即：若有虚拟环境应激活它）


	执行一个简短的 TensorFlow 程序



准备你的环境

如果你是使用原生 pip，Virtualenv 或者 Anaconda 安装的，那么进行如下步骤：


	开启一个终端。

	如果是使用 Virtualenv 或 Anaconda 安装，激活你的容器。 

	如果使用的 TensorFlow 源码安装，跳转至任意路径，除了有 TensorFlow 源码的地方。



如果你是通过 Docker 安装的，开启一个你可以使用 bush 的 Docker 容器，如：

$ docker run -it tensorflow/tensorflow bash


执行一个简短的 TensorFlow 程序

在你的 shell 命令行中开启 Python：

$ python

在 Python 的交互式 shell 命令行中运行如下程序：

# Python
import tensorflow as tf
hello = tf.constant('Hello, TensorFlow!')
sess = tf.Session()
print(sess.run(hello))


如果系统输出一下数据，那么代表着你已经准备好编写 TensorFlow 程序了：

Hello, TensorFlow!

如果系统输出了一个错误信息，见常见安装错误.

如果你是机器学习的新手，我们推荐以下内容：


	机器学习速成课程

	Graph Execution 入门



Premade Estimators

常见安装错误

我们依赖于 Stack Overflow 来编写 TensorFlow 的安装问题和它们的解决方案。下面的表格包含了 Stack Overflow 关于常见安装问题的回答。如果你遇见了其他的错误信息或者没有在表格中列出的安装问题，请在 Stack Overflow 上搜索。如果 Stack Overflow 中没有显示相关的错误信息，创建一个新的问题并加上 tensorflow 标签。


 	Stack Overflow 链接
 	错误信息 Error Message
 



  	36159194
  	ImportError: libcudart.so.Version: cannot open shared object file:
  No such file or directory






  	41991101
  	ImportError: libcudnn.Version: cannot open shared object file:
  No such file or directory






  	36371137 and
  here
  	libprotobuf ERROR google/protobuf/src/google/protobuf/io/coded_stream.cc:207] A
  protocol message was rejected because it was too big (more than 67108864 bytes).
  To increase the limit (or to disable these warnings), see
  CodedInputStream::SetTotalBytesLimit() in google/protobuf/io/coded_stream.h.






  	35252888
  	Error importing tensorflow. Unless you are using bazel, you should
  not try to import tensorflow from its source directory; please exit the
  tensorflow source tree, and relaunch your python interpreter from
  there.






  	33623453
  	IOError: [Errno 2] No such file or directory:
  '/tmp/pip-o6Tpui-build/setup.py'






  	42006320
  	ImportError: Traceback (most recent call last):
  File ".../tensorflow/core/framework/graph_pb2.py", line 6, in 
  from google.protobuf import descriptor as _descriptor
  ImportError: cannot import name 'descriptor'

  




  	35190574 
  	SSLError: [SSL: CERTIFICATE_VERIFY_FAILED] certificate verify
  failed






  	42009190
  	  Installing collected packages: setuptools, protobuf, wheel, numpy, tensorflow
  Found existing installation: setuptools 1.1.6
  Uninstalling setuptools-1.1.6:
  Exception:
  ...
  [Errno 1] Operation not permitted:
  '/tmp/pip-a1DXRT-uninstall/.../lib/python/_markerlib' 






  	36933958
  	  ...
  Installing collected packages: setuptools, protobuf, wheel, numpy, tensorflow
  Found existing installation: setuptools 1.1.6
  Uninstalling setuptools-1.1.6:
  Exception:
  ...
  [Errno 1] Operation not permitted:
  '/tmp/pip-a1DXRT-uninstall/System/Library/Frameworks/Python.framework/
   Versions/2.7/Extras/lib/python/_markerlib'

  






[bookmark: TF_PYTHON_URL]

TensorFlow Python 软件包的网址

一些安装方法中需要 TensorFlow Python 包的 URL，你所声明的值取决下面三个因素：


	操作系统

	Python 版本

	CPU 还是 GPU 支持



这个部分记录了 Linux 相关安装的 URL 值

Python 2.7

仅支持 CPU:

https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-1.8.0rc1-cp27-none-linux_x86_64.whl


支持 GPU:

https://storage.googleapis.com/tensorflow/linux/gpu/tensorflow_gpu-1.8.0rc1-cp27-none-linux_x86_64.whl


注意 GPU 支持需要符合NVIDIA 对运行 GPU 支持版本的 TensorFlow 的要求的软硬件要求。

Python 3.4

仅支持 CPU：

https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-1.8.0rc1-cp34-cp34m-linux_x86_64.whl


支持 GPU:

https://storage.googleapis.com/tensorflow/linux/gpu/tensorflow_gpu-1.8.0rc1-cp34-cp34m-linux_x86_64.whl


注意 GPU 支持需要符合NVIDIA 对运行 GPU 支持版本的 TensorFlow 的要求的软硬件要求。

Python 3.5

支持 CPU：

https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-1.8.0rc1-cp35-cp35m-linux_x86_64.whl


GPU 支持：

https://storage.googleapis.com/tensorflow/linux/gpu/tensorflow_gpu-1.8.0rc1-cp35-cp35m-linux_x86_64.whl


注意 GPU 支持需要符合NVIDIA 对运行 GPU 支持版本的 TensorFlow 的要求的软硬件要求。

Python 3.6

仅支持 CPU：

https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-1.8.0rc1-cp36-cp36m-linux_x86_64.whl


GPU 支持：

https://storage.googleapis.com/tensorflow/linux/gpu/tensorflow_gpu-1.8.0rc1-cp36-cp36m-linux_x86_64.whl


注意 GPU 支持需要符合NVIDIA 对运行 GPU 支持版本的 TensorFlow 的要求的软硬件要求。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


在 macOS 中安装 TensorFlow

本指南介绍如何在 macOS 上安装 TensorFlow。虽然这些说明可能也适用于其他 macOS 版本，但我们只在满足以下要求的计算机上对这些说明中的内容进行过测试（并提供相关支持）：


	macOS 10.12.6 (Sierra) 或更高



注意: 在 GitHub #15933 中已经描述了在 macOS 10.12.6 (Sierra) 之前已知会影响数值准确性的问题。

选择安装 TensorFlow 的方式

你必须选择使用哪种方式来安装 TensorFlow。支持的方式有如下几种：


	Virtualenv

	原生 pip

	Docker

	通过源码进行安装，详见这篇文档。



我们推荐使用 Virtualenv 进行安装。Virtualenv 是与其他 Python 开发隔离的虚拟 Python 环境，使得在同一台机器上不受其他 Python 程序的干扰。在 Virtualenv 安装过程中，你不仅要安装 TensorFlow，还需安装 TensorFlow 所需的软件包（其实很简单）。要开始使用 TensorFlow，只需要「激活」虚拟环境。总而言之，Virtualenv 为安装和运行 TensorFlow 提供了一个安全可靠的机制。

使用本地的 pip 会在系统里直接安装 TensorFlow，无需任何容器或虚拟环境系统。然而由于本地安装并不是完全封闭的，因此本地安装可能会受到系统上其他基于 Python 安装软件的干扰，或者影响到这类软件。此外，你可能还需要禁用系统完整性保护（SIP）才能进行本地安装。但是，如果你了解 SIP、pip 和你本地的 Python 环境，那么使用本地 pip 安装会相对容易一些。

Docker 则会将 TensorFlow 安装与机器上的现有软件包完全隔离。Docker 容器包含 TensorFlow 及其所有依赖项。请注意，Docker 镜像可能非常大（几百 MB）。如果你将 TensorFlow 集成到已经使用 Docker 的较大应用程序体系结构中，则可以选择 Docker 安装。

在 Anaconda 中，你可以使用 conda 来创建虚拟环境。但是，在 Anaconda 中，我们建议使用 pip install 而不是 conda install 命令来安装 TensorFlow。

注意： conda 包由社区提供支持，而非正式支持。也就是说，TensorFlow 团队既不测试也不维护 conda 包。使用此包请自行承担相关风险。

通过 Virtualenv 安装

通过执行下面的步骤来使用 Virtualenv 安装 TensorFlow：


	启动终端。你需要在命令行中执行下面所有的步骤。



	通过下面的命令安装 pip 和 Virtualenv：

$ sudo easy_install pip
$ pip install --upgrade virtualenv 


	通过执行下面的命令来创建 Virtualenv 环境：

$ virtualenv --system-site-packages targetDirectory # 对应 Python 2.7
$ virtualenv --system-site-packages -p python3 targetDirectory # 对应 Python 3.n

其中 targetDirectory 表示 Virtualenv 目录树所在的顶层路径。我们假设 targetDirectory 为 ~/tensorflow，但你也可以选择任何你喜欢的路径。



	通过执行下面的命令来激活 Virtualenv 环境：

$ cd targetDirectory
$ source ./bin/activate # 如果是使用 bash、sh、ksh、或 zsh
$ source ./bin/activate.csh # 如果是使用 csh 或 tcsh 
前面的 source 命令会将你的命令行提示更改为以下内容：

(targetDirectory)$


	确保安装的 pip 版本大于或等于 8.1：

(targetDirectory)$ easy_install -U pip


	执行下面的命令会将 TensorFlow 及其全部依赖安装至 Virtualenv 环境中：

(targetDirectory)$ pip install --upgrade tensorflow      # 对应 Python 2.7
(targetDirectory)$ pip3 install --upgrade tensorflow     # 对应 Python 3.n 


	（可选）如果第 6 步失败了（通常可能是因为你使用的 pip 版本小于 8.1），你还可以在激活的 Virtualenv 环境下，通过下面的命令安装 TensorFlow：

$ pip install --upgrade tfBinaryURL # Python 2.7
$ pip3 install --upgrade tfBinaryURL # Python 3.n 
其中 tfBinaryURL 指向 TensorFlow Python 软件包所在的 URL。合适的 tfBinaryURL 取决于你的操作系统和 Python 版本。你可以在这儿找到你系统所对应的 tfBinaryURL。例如，如果你要在安装了 Python 2.7 的 macOS 上安装 TensorFlow，那么可以执行下面的命令：

$ pip3 install --upgrade \
https://storage.googleapis.com/tensorflow/mac/cpu/tensorflow-1.8.0rc1-py3-none-any.whl 




如果你遇到了任何安装问题，请查看常见安装问题.

下一步

安装 TensorFlow 之后，你需要验证安装来确保 TensorFlow 能够正常工作。

注意，每当你使用一个新的 Shell 来使用 TensorFlow 时，你必须激活 Virtualenv 环境。如果 Virtualenv 环境没有被激活（即命令行提示符中没有 (<i>targetDirectory</i>)），使用下面的命令可以激活虚拟环境：

$ cd targetDirectory
$ source ./bin/activate      # bash、sh、ksh 或 zsh
$ source ./bin/activate.csh  # csh 或 tcsh 

如果你的终端提示出现如下内容，证明 TensorFlow 的环境已经激活：

(targetDirectory)$ 

当 Virtualenv 环境激活后，你就可以在 Shell 里运行 TensorFlow 程序了。

当你使用完 TensorFlow 后，你还可以解除虚拟环境：

(targetDirectory)$ deactivate 

这时命令行提示将会变回你激活虚拟环境之前的样子。

卸载 TensorFlow

如果你希望卸载 TensorFlow，只需要简单的删除你创建的目录树即可。例如：

$ rm -r ~/tensorflow 

通过本地 pip 安装

我们已经将 TensorFlow 的二进制编译版上传到了 PyPI 中。因此你可以直接使用 pip 进行安装。setup.py 里要求的包 列出了 pip 需要安装或升级的包。

环境要求：Python

要安装 TensorFlow，你的系统必须至少包含一个以下版本的 Python：


	Python 2.7

	Python 3.3+



如果你的系统没有安装适当版本的 Python，那么赶紧安装吧。

在安装 Python 时，你可能需要关闭系统完整性保护（SIP）来允许安装非 Mac App Store 的程序。

环境要求：pip

Pip) 能安装并管理 Python 编写的软件包。如果你想要通过本地 pip 进行安装，你的系统至少应该有包含下面命令中的一个：


	pip, 对应 Python 2.7

	pip3, 对应 Python 3.n.



如果你安装了 python，可能 pip 或 pip3 已经安装在你的系统上了。为了确定它们是否真的安装在系统里，

可以使用下面的命令：

$ pip -V  # 对应 Python 2.7
$ pip3 -V # 对应 Python 3.n 

我们强烈推荐使用 8.1 或更高版本的 pip 或 pip3 来安装 TensorFlow。

如果你没有安装的话，可以通过下面的命令来升级当前的 pip：

$ sudo easy_install --upgrade pip
$ sudo easy_install --upgrade six 

安装 TensorFlow

假设你的 Mac 上已经安装了依赖的软件，请遵循下面的步骤：


	通过下面的一个命令来安装 TensorFlow：




$ pip install tensorflow      # Python 2.7; CPU 支持

$ pip3 install tensorflow     # Python 3.n; CPU 支持


如果前面的命令执行完成了，那么接下来你应该

验证安装.



	（可选）如果第 1 步失败了，那么可以通过下面的命令安装最新版的 TensorFlow：

$ sudo pip  install --upgrade tfBinaryURL   # Python 2.7
$ sudo pip3 install --upgrade tfBinaryURL   # Python 3.n 
其中 tfBinaryURL 指向 TensorFlow Python 软件包的所在 URL。

合适的 tfBinaryURL 取决于你的操作系统和 Python 版本。你可以在here

找到你系统所对应的 tfBinaryURL。

例如，如果你要在安装了 Python 2.7 的 macOS 上安装 TensorFlow，那么可以执行下面的命令：

$ pip3 install --upgrade \
https://storage.googleapis.com/tensorflow/mac/cpu/tensorflow-1.8.0rc1-py3-none-any.whl




下一步

TensorFlow 安装完成后，你应该验证安装是否能使 TensorFlow 正确工作。

卸载 TensorFlow

执行下面的命令可以卸载 TensorFlow：

$ pip uninstall tensorflow
$ pip3 uninstall tensorflow 

通过 Docker 安装

遵循下面的步骤可通过 Docker 安装 TensorFlow：


	安在你的机器上安装 Docker，请参考 Docker 文档.



	从包含 TensorFlow 的镜像中创建并启动 Docker 容器。





本节的其余部分将介绍如何启动 Docker 容器。

要启动包含 TensorFlow 镜像的 Docker 容器，请输入以下指令：

$ docker run -it -p hostPort:containerPort TensorFlowImage 

其中：


	-p hostPort:containerPort 可选。如果你想要在 shell 命令行中运行 TensorFlow，忽略这个选项。如果你想要在 Jupyter notebooks 中运行这个程序，将 hostPort 和 containerPort 都设置为 8888。

如果你想要运行包含 TensorBoard 的容器，增加第二个 -p 参数来指定宿主端口和容器端口为 6006。



	TensorFlowImage 是必须的。它指定了你的 Docker 容器。你必须指定下面其中一个值：


	tensorflow/tensorflow: TensorFlow 二进制镜像。

	tensorflow/tensorflow:latest-devel: TensorFlow

二进制镜像和源代码。







例如，下面的命令从 TensorFlow CPU 镜像启动了一个 Docker 容器，从而你可以在这个命令行里执行 TensorFlow 程序：

$ docker run -it tensorflow/tensorflow bash

下面的命令同样是从一个 TensorFlow CPU 的镜像启动的容器。然而在这个容器中，你还可以在 Jupyter notebook 里

运行 TensorFlow 程序：

$ docker run -it -p 8888:8888 tensorflow/tensorflow

Docker 会在第一次启动容器时下载对应的镜像。

下一步

现在你应该验证安装。

通过 Anaconda 安装

Anaconda 的安装由社区提供，而非官方支持。

请按照下面的步骤在 Anaconda 环境中安装 TensorFlow：


	按照Anaconda 下载网站中的指南来下载并安装 Anaconda。



	调用以下命令新建一个名字叫 tensorflow 的 conda 环境来运行某一版本的 Python：

$ conda create -n tensorflow pip python=2.7 # or python=3.3, etc.


	使用如下命令来激活 conda 环境：

$ source activate tensorflow
(targetDirectory)$  # Your prompt should change


	运行如下格式的命令来在你的 conda 环境中安装 TensorFlow：

(targetDirectory)$ pip install --ignore-installed --upgrade TF_PYTHON_URL
其中 TF_PYTHON_URL  是 TensorFlow Python 包的 URL。例如，如下命令安装了仅支持 CPU 的 Python 2.7 版本下的 TensorFlow：

(targetDirectory)$ pip install --ignore-installed --upgrade \
https://storage.googleapis.com/tensorflow/mac/cpu/tensorflow-1.8.0rc1-py2-none-any.whl




[bookmark: ValidateYourInstallation]

验证安装

下面的步骤能够验证 TensorFlow 是否已正确安装：


	确定你已经具备了运行 TensorFlow 程序的运行环境。

	运行一个简短的 TensorFlow 程序。



准备环境

如果你已经安装了 pip、Virtualenv 或者 Anaconda，那么：


	运行终端。

   2. 如果你使用 Virtualenv 或 Anaconda 进行的安装，请激活你的容器。

	如果你是使用 TensorFlow 源码进行的安装，请切换到除了包含 TensorFlow 源码的任意目录下。



如果你使用 Docker 进行安装，启动一个运行 bash 的 Docker 容器，例如：

$ docker run -it tensorflow/tensorflow bash

运行一个简短的 TensorFlow 程序

在命令行中输入下面的命令调用 Python：

$ python

在 Python 交互命令行环境中输入下面的代码：

# Python
import tensorflow as tf
hello = tf.constant('Hello, TensorFlow!')
sess = tf.Session()
print(sess.run(hello))


如果你的系统正确的输出了下面的内容，那么说明你已经正确安装了 TensorFlow：

Hello, TensorFlow!

如果安装过程出现了错误，请看常见安装问题

如果你是机器学习的新手，我们推荐以下内容：


	 机器学习速成课程

	Graph Execution 入门



Premade Estimators

常见安装问题

我们使用 Stack Overflow 来记录 TensorFlow 的安装问题及其解决方案。下表列出了一些常见安装问题的 Stack Overflow 答案的链接。如果你遇到下表中未列出的错误信息或其他安装问题，请在 Stack Overflow 中进行搜索。如果 Stack Overflow 没有相应的解决方案，请在 Stack Overflow 上询问一个有关它的新问题，并指定 tensorflow 标签。


 	Stack Overflow 链接
 	错误消息
 



  	42006320
  	ImportError: Traceback (most recent call last):
File ".../tensorflow/core/framework/graph_pb2.py", line 6, in 
from google.protobuf import descriptor as _descriptor
ImportError: cannot import name 'descriptor'

  




  	33623453
  	IOError: [Errno 2] No such file or directory:
  '/tmp/pip-o6Tpui-build/setup.py'






  	35190574 
  	SSLError: [SSL: CERTIFICATE_VERIFY_FAILED] certificate verify
  failed






  	42009190
  	  Installing collected packages: setuptools, protobuf, wheel, numpy, tensorflow
  Found existing installation: setuptools 1.1.6
  Uninstalling setuptools-1.1.6:
  Exception:
  ...
  [Errno 1] Operation not permitted:
  '/tmp/pip-a1DXRT-uninstall/.../lib/python/_markerlib' 






  	33622019
  	ImportError: No module named copyreg






  	37810228
  	During a pip install operation, the system returns:
  OSError: [Errno 1] Operation not permitted

  




  	33622842
  	An import tensorflow statement triggers an error such as the
  following:Traceback (most recent call last):
  File "", line 1, in 
  File "/usr/local/lib/python2.7/site-packages/tensorflow/__init__.py",
    line 4, in 
    from tensorflow.python import *
    ...
  File "/usr/local/lib/python2.7/site-packages/tensorflow/core/framework/tensor_shape_pb2.py",
    line 22, in 
    serialized_pb=_b('\n,tensorflow/core/framework/tensor_shape.proto\x12\ntensorflow\"d\n\x10TensorShapeProto\x12-\n\x03\x64im\x18\x02
      \x03(\x0b\x32
      .tensorflow.TensorShapeProto.Dim\x1a!\n\x03\x44im\x12\x0c\n\x04size\x18\x01
      \x01(\x03\x12\x0c\n\x04name\x18\x02 \x01(\tb\x06proto3')
  TypeError: __init__() got an unexpected keyword argument 'syntax'

  




  	42075397
  	A pip install command triggers the following error:
...
You have not agreed to the Xcode license agreements, please run
'xcodebuild -license' (for user-level acceptance) or
'sudo xcodebuild -license' (for system-wide acceptance) from within a
Terminal window to review and agree to the Xcode license agreements.
...
  File "numpy/core/setup.py", line 653, in get_mathlib_info

    raise RuntimeError("Broken toolchain: cannot link a simple C program")

RuntimeError: Broken toolchain: cannot link a simple C program








[bookmark: TF_PYTHON_URL]

TensorFlow 的 Python 包的 URL

一些安装方法中需要 TensorFlow Python 包的 URL，你所声明的量取决于你的 Python 版本。

Python 2.7

https://storage.googleapis.com/tensorflow/mac/cpu/tensorflow-1.8.0rc1-py2-none-any.whl


Python 3.4、3.5 或 3.6

https://storage.googleapis.com/tensorflow/mac/cpu/tensorflow-1.8.0rc1-py3-none-any.whl


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


在 Windows 上安装 TensorFlow

本指南将介绍如何在 Windows 上安装 TensorFlow。虽然这些说明可能也适用于其他 Windows 版本，但我们只在满足以下要求的计算机上验证过这些说明（而且我们只支持在此类计算机上按这些说明操作）：


	64 位、x86 台式机或笔记本电脑

	Windows 7 或更高版本



选择准备安装的 TensorFlow 类型

从以下选项中选择您需要安装的 TensorFlow 类型：


	 仅支持 CPU 的 TensorFlow。 如果系统无 NVIDIA® GPU，则必须安装该版本。需要说明的是，该版本的 TensorFlow 相比另一版本更容易安装（通常 5 到 10 分钟即可完成安装），因此即使系统有 NVIDIA GPU，我们仍然推荐您优先安装该版本。预构建的二进制文件会使用 AVX 指令集。

	支持 GPU 的 TensorFlow。 一般而言，TensorFlow 程序在 GPU 上的运行速度要明显高于在 CPU 上的。因此，如果您的系统含符合以下先决条件的 NVIDIA ® GPU，且需要运行性能关键型应用程序，那么您最终需要安装此版本的 TensorFlow。



运行支持 GPU 版本 TensorFlow 的要求

若使用本指南中介绍的任一方式来安装支持 GPU 的 TensorFlow，那么您必须在系统中安装如下 NVIDIA 软件：


	CUDA® Toolkit 9.0。详细说明请查看 NVIDIA 官方文档。请确保您已按照 NVIDIA 官方文档描述将相关的 Cuda 路径名称添加到 %PATH% 环境变量中。

	与 CUDA Toolkit 9.0 相关的 NVIDIA 驱动。

	cuDNN v7.0 版本。详细说明请查看 NVIDIA 官方文档。需要注意的是，一般而言，cuDNN 的安装地址和其他 CUDA DLL 是不同的。同时，请确保将安装 cuDNN DLL 的目录添加到 %PATH% 环境变量中。

	支持 CUDA Compute Capability 3.0 或更高版本的 GPU 卡，可用从源码构建或 3.5 或更高版本的二进制文件。请在 [NVIDIA 官方文档]（http://docs.nvidia.com/cuda/cuda-installation-guide-microsoft-windows/) 中查询具备条件的 GPU 清单。



如果您使用的版本与上述要求不一致，请更新为规定的版本。特别说明的是，cuDNN 的版本必须与要求的一致：如果无法找到 cuDNN64_7.dll，那么 TensorFlow 将无法加载。如果您想使用其他版本的 cuDNN，您需要从源代码开始重新编译。

选择安装 TensorFlow 的方式

您需要选择安装 TensorFlow 的方式。当前的可选方式如下：


	原生的 pip 

	使用 Anaconda



原生 pip 无需安装虚拟环境，可以直接在系统安装 TensorFlow。由于原生的一个 pip 安装应用并没有被隔离在一个独立的应用中，使用 pip 安装方法可能会影响到系统里其他基于 Python 的安装。但是，如果您了解您系统里的 pip 和 Python 环境，那么使用原生 pip 安装仅仅只需要一条命令就够了。而且，如果您使用原生的 pip 安装方法，那么用户可以从系统的任何路径去运行 TensorFlow 程序。

在 Anaconda 中，你可以使用 conda 去创建一个虚拟环境（virtural environment）。但是，如果是使用 Anaconda 方式，我们依然推荐使用 pip 安装命令来安装 TensorFlow，而不是 conda 安装命令。

注意： conda 包是由社区提供的，而不是官方。也就是说，TensorFlow 团队并不会测试也不会维护 conda 包。使用 conda 包需要您自己承担风险。

使用原生pip安装

如果您的机器上没有安装以下版本的Python，请立刻安装：


	Python 3.5.x 64-bit from python.org

	Python 3.6.x 64-bit from python.org



在 Windows 上，TensorFlow 支持 Python3.5.x 版本和 Python 3.6.x 版本。需要注意的是， Python 3 使用的是 pip3 包管理， 这也是您用来安装 TensorFlow 的程序。

打开一个终端，开始安装 TensorFlow。然后在终端上运行正确的 pip3 安装命令。 安装仅支持 CPU 版本的 TensorFlow，请输入下面的命令：

C:\> pip3 install --upgrade tensorflow

安装 GPU 版本的 TensorFlow，请输入下面的命令：

C:\> pip3 install --upgrade tensorflow-gpu

使用 Anaconda 进行安装

Anaconda 的安装包是由社区提供，非官方提供的。

在 Anaconda 的环境下，按照以下步骤进行 TensorFlow 的安装：

1.根据网页 [Anaconda 下载站点]（https://www.anaconda.com/download/）说明下载并安装 Anaconda。

2.请通过使用以下命令来创建一个名为 tensorflow 的 conda 环境：

C:\> conda create -n tensorflow pip python=3.5

3.通过输入以下命令来激活一个 conda 环境：

C:\> activate tensorflow

(tensorflow)C:\>  # Your prompt should change

4.在 conda 环境里输入正确的命令来安装 TensorFlow。 安装仅支持 CPU 版本的 TensorFlow，请输入下面的命令：

(tensorflow)C:\> pip install --ignore-installed --upgrade tensorflow

如果是安装 GPU 版本的 TensorFlow，请输入下面的命令：

(tensorflow)C:\> pip install --ignore-installed --upgrade tensorflow-gpu

安装验证

打开一个终端。如果您采用 Anaconda 方式安装，则进入 Anaconda 环境。采用下列方式从你的 shell 激活 python：

$python

在 python 交互 shell 中输入下列代码：

>>> import tensorflow as tf
>>> hello = tf.constant('Hello, TensorFlow!')
>>> sess = tf.Session()
>>> print(sess.run(hello))


如果系统的输出如下所示，那就说明您可以开始在上面撰写 TensorFlow 的程序了：

Hello, TensorFlow!

如果系统输出了一个错误信息而不是一个打招呼提示，请查看常见安装问题。

如果你是机器学习的新手，我们推荐以下内容：


	 机器学习速成教程

	Graph Execution 入门



Premade Estimators

常见安装问题

我们使用 Stack Overflow 来记录 TensorFlow 的安装问题和修正方法。下表中包含有一些常见安装问题在 Stack Overflow 上的回答链接。如果您遇到的错误消息或安装问题不在下表中，请在 Stack Overflow 上搜索它的答案。如果 Stack Overflow 上并没有显示这个错误消息或者安装问题的答案，请在 Stack Overflow 上提一个关于这个错误消息或者安装问题的新问题，并给这个问题指定一个 tensorflow 的标签。


 	Stack Overflow Link
 	Error Message
 



  	41007279
  	
  [...\stream_executor\dso_loader.cc] Couldn't open CUDA library nvcuda.dll

  




  	41007279
  	
  [...\stream_executor\cuda\cuda_dnn.cc] Unable to load cuDNN DSO

  




  	42006320
  	ImportError: Traceback (most recent call last):
File "...\tensorflow\core\framework\graph_pb2.py", line 6, in 
from google.protobuf import descriptor as _descriptor
ImportError: cannot import name 'descriptor'

  




  	42011070
  	No module named "pywrap_tensorflow"






  	42217532
  	
  OpKernel ('op: "BestSplits" device_type: "CPU"') for unknown op: BestSplits

  




  	43134753
  	
  The TensorFlow library wasn't compiled to use SSE instructions

  




  	38896424
  	
  Could not find a version that satisfies the requirement tensorflow

  



 


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


通过源码安装 TensorFlow

本文将解释如何将 TensorFlow 源代码编译为二进制文件，并通过它安装 TensorFlow。需要注意的是，我们已经为 Ubuntu、macOS 和 Windows 用户提供过测试良好、预构建好的二进制 Tensorflow 文件，除此之外还提供 TensorFlow 的 docker 镜像。所以，除非你能熟练通过源码构建复杂程序包，并且可以解决一些在文档中没有提到的不可预测的情况，建议不要自己尝试构建二进制 TensorFlow 代码。

如果上一段话没有吓退你，那么欢迎你。这份指南将解释如何在 64-bit 的台式机和笔记本电脑上构建 TensorFlow，支持的操作系统如下：


	Ubuntu

	macOS X



注意：有些用户已经成功地在我们不提供支持的系统上从源代码开始构建并安装 TensorFlow。但请注意，我们不会解决因这类尝试而产生的问题。

我们不支持在 Windows 上构建 TensorFlow。不过，如果您无论如何想要尝试在 Windows 上构建 TensorFlow，可使用以下两种方法中的任何一种：


	Windows 上的 Bazel

	TensorFlow CMake 构建



注意：从 1.6 版开始，我们预先构建的二进制文件将使用 AVX 指令。早期的 CPU 可能无法执行这些二进制文件。

决定安装哪种类型的 TensorFlow

你需要从以下几种类型的 TensorFlow 中选择一个构建并安装：


	仅支持 CPU 的TensorFlow. 如果你的系统不支持 NVIDIVA 的 GPU，需要安装这个版本。值得注意的是，这个版本的 TensorFlow 通常容易安装构建，所以即使你有 NVIDIA 的 GPU，我们仍然推荐你先安装这个版本。



	支持 GPU 的 TensorFlow. TensorFlow 程序在 GPU 上运行会明显比在 CPU 上快。因此，如果你的系统有 NVIDIA 的 GPU，同时你需要运行对性能要求苛刻的程序时，你就需要安装这个版本的 TensorFlow，不仅需要 NVIDIA 的 GPU，你的系统还需要满足 NVIDIA 软件的要求，具体描述参考以下文档：


	在 Ubuntu 上安装 TensorFlow

	在 macOS 中安装 TensorFlow







克隆 TensorFlow 仓库

首先从克隆 TensorFlow 仓库开始

执行以下命令，克隆 最新 TensorFlow 仓库：

$ git clone https://github.com/tensorflow/tensorflow 

git clone 命令创建一个命名为 “tensorflow” 的子目录。克隆完成后，你可以执行下面的命令，创建一个特定的分支（例如一个发布分支):

$ cd tensorflow
$ git checkout Branch # 这里 Branch 就是创建的分支


例如, 执行以下命令新建“r1.0”分支，替代 master 分支：

$ git checkout r1.0

接下来你需要准备为 Linux 或者 macOS 准备环境。

[bookmark: #PrepareLinux]

为 Linux 准备环境

在 Linux 上构建 TensorFlow 之前， 你需要在你的系统上安装以下构建工具：


	bazel

	TensorFlow Python 依赖

	可选, 为了支持 GPU 而安装的 NVIDIA 软件包



如果系统之前未安装 Bazel，需要按照以下说明安装 Bazel。

安装 TensorFlow Python 依赖

安装 TensorFlow 之前, 你必须安装以下安装包:


	numpy, 一个 TensorFlow 需要安装的用于数值处理的包。

	dev, 用于添加 Python 扩展包。

	pip, 用于安装和管理 Python 包。

	wheel, 能够让你管理 Python 的 wheel 格式的压缩包。



执行以下命令，安装 Python 2.7

$ sudo apt-get install python-numpy python-dev python-pip python-wheel


执行以下命令，安装 Python 3.n

$ sudo apt-get install python3-numpy python3-dev python3-pip python3-wheel


可选: 安装支持 GPU 的 TensorFlow 之前的一些准备条件：

如果你构建的 TensorFlow 不支持 GPU，跳过以下步骤。

必须在你的系统中安装以下 NVIDIA 硬件：


	支持 CUDA 3.0或以上的 GPU。 具体参考 NVIDIA 文档查看支持的 GPU 列表。



必须在你的系统中安装以下 NVIDIA 软件：


	CUDA Toolkit (>= 7.0)。我们建议使用 9.0 版本。。详见 NVIDIA 文档。确保按照文档要求添加 CUDA 相对路径 “LD_LIBRARY_PATH” 到环境变量。

	GPU drivers supporting your version of the CUDA Toolkit.

	cuDNN SDK (>= v3). We recommend version 7.0. For details, see NVIDIA's documentation.

	CUPTI ships with the CUDA Toolkit, but you also need to append its path to the LD_LIBRARY_PATH environment variable:

 $ export LD_LIBRARY_PATH=$LD_LIBRARY_PATH:/usr/local/cuda/extras/CUPTI/lib64 




接下来

环境搭建好之后，你必须参考

安装指南。

[bookmark: PrepareMac]

macOS 安装准备

构建 TensorFlow 之前, 须在你的系统上安装以下工具:


	bazel

	TensorFlow Python 依赖

	可选项：NVIDIA 工具包（支持 GPU 的 TensorFlow 版本）



安装 bazel

如果系统没有安装 Bazel ，参考安装 Bazel

安装 python 依赖

安装 TensorFlow，需要安装以下依赖包：


	six

	numpy：一个 TensorFlow 需要的用于数值处理的包。

	wheel：能够让你管理 Python 的 wheel 格式的压缩包。



你可以通过 pip 安装 Python 依赖，如果机器上没有 pip，我们推荐使用 homebrew 去安装 Python 以及 pip，参考文档进行安装。如果按照以上介绍安装，将不需要禁用 SIP。

安装完 pip，调用以下命令：

 $ sudo pip install six numpy wheel 

注意：这些只是构建 TensorFlow 的最低要求。安装 pip 软件包时还将下载运行该 pip 所需的其他软件包。如果您计划不安装 pip，直接使用 bazel 执行任务，则可能需要安装其他 Python 软件包。例如，在使用 bazel 运行 TensorFlow 的测试之前，您应该先执行 pip install mock enum34。

可选项: 安装支持 GPU 的 TensorFlow 时需要的前提条件

如果你没有安装 brew，可以参考

brew 安装指导。

安装完 brew, 按照以下命令安装 GNU 工具:

$ brew install coreutils

如果你想编译 TensorFlow 而且安装的是 XCode 7.3 以及 CUDA 7.5，那么请注意 XCode 7.3 不能兼容 CUDA 7.5 .为了弥补这个问题可以参考以下步骤


	更新 CUDA 到 8.0

	下载 Xcode 7.2 并执行以下命令，设置其作为默认的编辑器:

 $ sudo xcode-select -s /Applications/Xcode-7.2/Xcode.app




注意: 你的系统需要满足 NVIDIA 软件的需求，具体参考以下文档：


	在 Ubuntu 上安装 TensorFlow

	在 macOS 中安装 TensorFlow



[bookmark: ConfigureInstallation]

配置安装

在文件夹根目录里有一个命名为 configure 的 bash 脚本。这个脚本会要求你定义与 TensorFlow 相关依赖路径以及指定其他相关的配置选项，例如编译器标记。你必须在创建 pip 包以及安装 TensorFlow 之前运行这个脚本。

如果你希望构建的 TensorFlow 支持 GPU，configure 将会要求你指明安装在系统上的 CUDA 以及 cuDNN 的版本。如果你安装了 CUDA 和 cuDNN 的好几个版本，则需要你明确选择所需的版本而不是依靠默认值。

configure 将会询问以下内容:

Please specify optimization flags to use during compilation when bazel option "--config=opt" is specified [Default is -march=native]


这里指的是可以在命令后面指定你用来 构建 pip 安装包 的 Bazel 方式。我们推荐使用默认选项 (-march=native)，这个会根据你本地机器的 CPU 类型优化生成的代码，如果你正在构建的 TensorFlow 的 CPU 类型与将要运行的 CPU 类型不同，需要参考 the gcc documentation进一步的优化。

这里展示一个运行 configure 脚本的例子，注意你自己的输入可能不同于例子中的输入

$ cd tensorflow  # cd to the top-level directory created
$ ./configure
Please specify the location of python. [Default is /usr/bin/python]: /usr/bin/python2.7
Found possible Python library paths:
  /usr/local/lib/python2.7/dist-packages
  /usr/lib/python2.7/dist-packages
Please input the desired Python library path to use.  Default is [/usr/lib/python2.7/dist-packages]

Using python library path: /usr/local/lib/python2.7/dist-packages
Please specify optimization flags to use during compilation when bazel option "--config=opt" is specified [Default is -march=native]:
Do you wish to use jemalloc as the malloc implementation? [Y/n]
jemalloc enabled
Do you wish to build TensorFlow with Google Cloud Platform support? [y/N]
No Google Cloud Platform support will be enabled for TensorFlow
Do you wish to build TensorFlow with Hadoop File System support? [y/N]
No Hadoop File System support will be enabled for TensorFlow
Do you wish to build TensorFlow with the XLA just-in-time compiler (experimental)? [y/N]
No XLA support will be enabled for TensorFlow
Do you wish to build TensorFlow with VERBS support? [y/N]
No VERBS support will be enabled for TensorFlow
Do you wish to build TensorFlow with OpenCL support? [y/N]
No OpenCL support will be enabled for TensorFlow
Do you wish to build TensorFlow with CUDA support? [y/N] Y
CUDA support will be enabled for TensorFlow
Do you want to use clang as CUDA compiler? [y/N]
nvcc will be used as CUDA compiler
Please specify the CUDA SDK version you want to use, e.g. 7.0. [Leave empty to default to CUDA 9.0]: 9.0
Please specify the location where CUDA 9.0 toolkit is installed. Refer to README.md for more details. [Default is /usr/local/cuda]:
Please specify which gcc should be used by nvcc as the host compiler. [Default is /usr/bin/gcc]:
Please specify the cuDNN version you want to use. [Leave empty to default to cuDNN 7.0]: 7
Please specify the location where cuDNN 7 library is installed. Refer to README.md for more details. [Default is /usr/local/cuda]:
Please specify a list of comma-separated CUDA compute capabilities you want to build with.
You can find the compute capability of your device at: https://developer.nvidia.com/cuda-gpus.
Please note that each additional compute capability significantly increases your build time and binary size.
[Default is: "3.5,5.2"]: 3.0
Do you wish to build TensorFlow with MPI support? [y/N]
MPI support will not be enabled for TensorFlow
Configuration finished


如果你告知 configure 支持 GPU ，configure 将会创建一个固定的链接指定你系统上的 CUDA 库路径，因此每次你改变 CUDA 库路径时候你必须在重新执行 configure 脚本，在你调用 bazel build 命令之前。

注意以下几点:


	虽然可以在同样的源代码树构建 CUDA 和 non-CUDA 的配置,我们还是建议在相同的源代码树运行时，使用 bazel clean 切换这两个配置。

	如果你在运行 bazel build 命令 之前 没有运行 configure 脚本 , bazel build 命令将会失败。



构建 pip 包

仅支持 CPU 的情况下，调用下面的命令建立一个 TensorFlow pip 包：

$ bazel build --config=opt //tensorflow/tools/pip_package:build_pip_package


支持 GPU 的情况下，调用下面的命令建立一个 TensorFlow pip 包：

$ bazel build --config=opt --config=cuda //tensorflow/tools/pip_package:build_pip_package 

注意需要在 gcc 5 或者更高版本上：

这个二进制 pip 包适用在用 gcc 4 构建的 TensorFlow 网站，这个二进制包使用的是老的 ABI（应用程序二进制接口），为了能兼容旧的 ABI，你需要在 bazel build命令后添加 --cxxopt="-D_GLIBCXX_USE_CXX11_ABI=0"。ABI 兼容性允许针对 TensorFlow pip 包进行自定义操作，从而使你构建的包能继续运行。

提示：

通常情况下，源代码构建 TensorFlow 会占用大量内存，如果你的系统内存紧张，可以在调用bazel时指明 --local_resources 2048,.5,1.0 限制使用内存范围

bazel build 命令执行一个叫 build_pip_package 的脚本，执行这个脚本将会在 /tmp/tensorflow_pkg 目录下构建一个 .whl 文件。

$ bazel-bin/tensorflow/tools/pip_package/build_pip_package /tmp/tensorflow_pkg


安装 pip 包

调用 pip install 安装 pip 包。.whl 的文件名与你的平台有关，例如下面的命令将会在 Linux 上安装 TensorFlow 1.8.0rc1。

$ sudo pip install /tmp/tensorflow_pkg/tensorflow-1.8.0rc1-py2-none-any.whl


验证安装是否成功

按照以下说明验证 TensorFlow 是否安装成功：

启动终端。

通过 cd 改变当前所在目录，在任意文件夹下（除之前调用 configure 命令的 tensorflow 子目录）调用 python：

$ python

在 python 交互式 shell 中输入以下代码：

# Python
import tensorflow as tf
hello = tf.constant('Hello, TensorFlow!')
sess = tf.Session()
print(sess.run(hello))


如果系统输出以下内容，你就可以开始编写 TensorFlow 程序了：

Hello, TensorFlow!

Premade Estimators

如果系统输出错误信息, 参考 常见安装问题。

常见安装问题

常见安装问题一般与操作系统有关，参考以下关于安装问题的部分：


	在 Ubuntu 上安装 TensorFlow

	在 macOS 中安装 TensorFlow

	在 Windows 上安装 TensorFlow



除了这两个指南中记录的错误之外，下面的表中还记录了其他一些在构建 TensorFlow 时遇到的错误。 请注意，我们在 Stack Overflow 回答关于构建和安装问题时遇到的问题。如果遇到前面的指南中以及下表未提及的错误消息，在 Stack Overflow 搜索。如果Stack Overflow 没有相关回答，在 Stack Overflow 上提一个新的问题并指定 tensorflow 标签。


 	Stack Overflow 链接
 	 错误信息 
 



  	41293077
  	W tensorflow/core/platform/cpu_feature_guard.cc:45] The TensorFlow
  library wasn't compiled to use SSE4.1 instructions, but these are available on
  your machine and could speed up CPU computations.






  	42013316
  	ImportError: libcudart.so.8.0: cannot open shared object file:
  No such file or directory






  	42013316
  	ImportError: libcudnn.5: cannot open shared object file:
  No such file or directory






  	35953210
  	Invoking `python` or `ipython` generates the following error:
  ImportError: cannot import name pywrap_tensorflow






  	45276830
  	external/local_config_cc/BUILD:50:5: in apple_cc_toolchain rule
  @local_config_cc//:cc-compiler-darwin_x86_64: Xcode version must be specified
  to use an Apple CROSSTOOL.

  






经过测试的源配置

Linux


	Version:
	CPU/GPU:
	Python Version:
	Compiler:
	Build Tools:
	cuDNN:
	CUDA:


	tensorflow-1.8.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.10.0
	N/A
	N/A


	tensorflow_gpu-1.8.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.9.0
	7
	9


	tensorflow-1.7.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.10.0
	N/A
	N/A


	tensorflow_gpu-1.7.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.9.0
	7
	9


	tensorflow-1.6.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.9.0
	N/A
	N/A


	tensorflow_gpu-1.6.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.9.0
	7
	9


	tensorflow-1.5.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.8.0
	N/A
	N/A


	tensorflow_gpu-1.5.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.8.0
	7
	9


	tensorflow-1.4.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.5.4
	N/A
	N/A


	tensorflow_gpu-1.4.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.5.4
	6
	8


	tensorflow-1.3.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.4.5
	N/A
	N/A


	tensorflow_gpu-1.3.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.4.5
	6
	8


	tensorflow-1.2.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.4.5
	N/A
	N/A


	tensorflow_gpu-1.2.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.4.5
	5.1
	8


	tensorflow-1.1.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.4.2
	N/A
	N/A


	tensorflow_gpu-1.1.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.4.2
	5.1
	8


	tensorflow-1.0.0
	CPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.4.2
	N/A
	N/A


	tensorflow_gpu-1.0.0
	GPU
	2.7, 3.3-3.6
	GCC 4.8
	Bazel 0.4.2
	5.1
	8





Mac


	Version:
	CPU/GPU:
	Python Version:
	Compiler:
	Build Tools:
	cuDNN:
	CUDA:


	tensorflow-1.8.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.10.1
	N/A
	N/A


	tensorflow-1.7.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.10.1
	N/A
	N/A


	tensorflow-1.6.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.8.1
	N/A
	N/A


	tensorflow-1.5.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.8.1
	N/A
	N/A


	tensorflow-1.4.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.5.4
	N/A
	N/A


	tensorflow-1.3.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.4.5
	N/A
	N/A


	tensorflow-1.2.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.4.5
	N/A
	N/A


	tensorflow-1.1.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.4.2
	N/A
	N/A


	tensorflow_gpu-1.1.0
	GPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.4.2
	5.1
	8


	tensorflow-1.0.0
	CPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.4.2
	N/A
	N/A


	tensorflow_gpu-1.0.0
	GPU
	2.7, 3.3-3.6
	Clang from xcode
	Bazel 0.4.2
	5.1
	8





Windows


	Version:
	CPU/GPU:
	Python Version:
	Compiler:
	Build Tools:
	cuDNN:
	CUDA:


	tensorflow-1.8.0
	CPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.8.0
	GPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	7
	9


	tensorflow-1.7.0
	CPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.7.0
	GPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	7
	9


	tensorflow-1.6.0
	CPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.6.0
	GPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	7
	9


	tensorflow-1.5.0
	CPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.5.0
	GPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	7
	9


	tensorflow-1.4.0
	CPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.4.0
	GPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	6
	8


	tensorflow-1.3.0
	CPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.3.0
	GPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	6
	8


	tensorflow-1.2.0
	CPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.2.0
	GPU
	3.5-3.6
	MSVC 2015 update 3
	Cmake v3.6.3
	5.1
	8


	tensorflow-1.1.0
	CPU
	3.5
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.1.0
	GPU
	3.5
	MSVC 2015 update 3
	Cmake v3.6.3
	5.1
	8


	tensorflow-1.0.0
	CPU
	3.5
	MSVC 2015 update 3
	Cmake v3.6.3
	N/A
	N/A


	tensorflow_gpu-1.0.0
	GPU
	3.5
	MSVC 2015 update 3
	Cmake v3.6.3
	5.1
	8





        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


迁移至 TensorFlow 1.0

TensorFlow 1.0 中 API 的改动不再完全向后兼容。因此，运行于 TensorFlow 0.n 版本的 TensorFlow 应用可能不能在 TensorFlow 1.0 版本中正常运行。在此版本中，我们对 API 进行了一些修改，确保了其内部一致性；在接下来的整个 1.N 版本周期中都不会进行任何断代式变更。

本指南将引导您了解新版 API 的主要变更，以及如何将您的程序自动升级至 TensorFlow 1.0。除了帮助您完成程序的修改之外，本指南也解释了我们为何要做出这些变更。

如何升级

如果您希望自动将代码迁移至 1.0 版本，可以尝试使用我们的 tf_upgrade.py 脚本。此脚本能处理大多数情况，但有时还是需要您进行手动修改。

  您可以在我们的 GitHub 中获取此脚本。

如要将单个的 0.n 版 TensorFlow 源文件转换为 1.0 版本，请输入如下格式的命令：

$ python tf_upgrade.py --infile InputFile --outfile OutputFile


例如，以下命令会将一个名为 test.py 的 0.n 版 TensorFlow 程序转换为名为 test_1.0.py 的 1.0 版 TensorFlow 程序：

$ python tf_upgrade.py --infile test.py --outfile test_1.0.py


tf_upgrade.py 脚本还会生成一个名为 report.txt 的文件，记录了其在升级过程中做的所有修改，并给出了一些可能需要您手动修改的建议。

如要将整个目录的 0.n 版 TensorFlow 程序升级为 1.0 版本，请输入如下格式的命令：

$ python tf_upgrade.py --intree InputDir --outtree OutputDir


例如，以下命令会将 /home/user/cool 中的所有 0.n 版 TensorFlow 程序转换为 1.0 版并放入新建的 /home/user/cool_1.0 目录中：

$ python tf_upgrade.py --intree /home/user/cool --outtree /home/user/cool_1.0


限制

在使用脚本进行升级时，有几点注意事项。尤其是：


	你需要手动修复所有 tf.reverse() 实例。

tf_upgrade.py 脚本也会在屏幕输出以及 report.txt 文件中警告您关于 tf.reverse() 的信息。

	如果遇上一些需要重排序的参数，tf_upgrade.py 将会试着最小化地格式化您的代码，但不能自动地改变实际的参数顺序。因此 tf_upgrade.py 将使用关键字参数，让函数参数与顺序无关。

	tf.get_variable_scope().reuse_variables() 之类的构造器将失效。我们建议删除它们用以下方法代替：

with tf.variable_scope(tf.get_variable_scope(), reuse=True):
  ...



	与 tf.pack 和  tf.unpack 类似，我们将 TensorArray.pack 以及 TensorArray.unpack 重命名为 TensorArray.stack 和 TensorArray.unstack。但是，TensorArray.pack 和 TensorArray.unpack 并不直接关联 tf 命名空间，因而无法通过词法直接检测出来，例如 foo = tf.TensorArray(); foo.unpack()。因此需要手动修改它们。





手动升级您的代码

您也可以不使用 tf_upgrade.py，手动升级代码。本文档剩余部分提供了完整的 TensorFlow 1.0 非向后兼容变更列表。

变量（Variables）

现在 Variable 函数更具一致性，减少了误解。


	tf.VARIABLES
	需要重命名为 tf.GLOBAL_VARIABLES





	tf.all_variables
	需要重命名为 tf.global_variables





	tf.initialize_all_variables
	需要重命名为 tf.global_variables_initializer





	tf.initialize_local_variables
	需要重命名为 tf.local_variables_initializer





	tf.initialize_variables
	需要重命名为 tf.variables_initializer







聚合函数

现在所有的聚合函数（Summary function）都被统一放置于 tf.summary 命名空间中。


	tf.audio_summary
	需要重命名为 tf.summary.audio





	tf.contrib.deprecated.histogram_summary
	需要重命名为 tf.summary.histogram





	tf.contrib.deprecated.scalar_summary
	需要重命名为 tf.summary.scalar





	tf.histogram_summary
	需要重命名为 tf.summary.histogram





	tf.image_summary
	需要重命名为 tf.summary.image





	tf.merge_all_summaries
	需要重命名为 tf.summary.merge_all





	tf.merge_summary
	需要重命名为 tf.summary.merge





	tf.scalar_summary
	需要重命名为 tf.summary.scalar





	tf.train.SummaryWriter
	需要重命名为 tf.summary.FileWriter







数值差异

整数除法以及 tf.floordiv 将使用向下取整（floor）语义。这样就能使 np.divide 和 np.mod 的结果与 tf.divide 和 tf.mod 的结果保持一致。另外，我们修改了 tf.round 使用的取整算法，使其与 NumPy 保持一致。


	tf.div


	除法 tf.divide 的语义现在已经修改与 Python 语义保持一致，即 Python 3 中的 / 符号以及 Python 2 future 模块的 division 将始终得到浮点数、// 将进行求整除法。此外，tf.div 将只进行求整除法。如需使用 C 语言强制截断风格的除法运算，可以使用 tf.truncatediv。



	请尽量将你的代码 tf.div 改为 tf.divide，它将遵循 Python 的语义。







	tf.mod


	求余 tf.mod 的语义现在已经修改与 Python 语义保持一致。另外，对于整数的运算将使用向下取整（floor）语义。如需使用 C 语言强制截断风格的求余运算，可以使用 tf.truncatemod。







新版和旧版的除法操作对比总结如下表所示：



	表达式
	TF 0.11 (py2)
	TF 0.11 (py3)
	TF 1.0 (py2)
	TF 1.0 (py3)





	tf.div(3,4)
	0
	0
	0
	0



	tf.div(-3,4)
	0
	0
	-1
	-1



	tf.mod(-3,4)
	-3
	-3
	1
	1



	-3/4
	0
	-0.75
	-1
	-0.75



	-3/4tf.divide(-3,4)
	N/A
	N/A
	-0.75
	-1







新版和旧版的取整操作对比总结如下表所示：



	输入
	Python
	NumPy
	C++ round()
	TensorFlow 0.11(floor(x+.5))
	TensorFlow 1.0





	-3.5
	-4
	-4
	-4
	-3
	-4



	-2.5
	-2
	-2
	-3
	-2
	-2



	-1.5
	-2
	-2
	-2
	-1
	-2



	-0.5
	0
	0
	-1
	0
	0



	0.5
	0
	0
	1
	1
	0



	1.5
	2
	2
	2
	2
	2



	2.5
	2
	2
	3
	3
	2



	3.5
	4
	4
	4
	4
	4







匹配 NumPy 命名

新版本对许多函数进行了重命名以匹配 NumPy。这么做旨在使得 NumPy 与 TensorFlow 之间的转换尽量简便。虽然我们已经排除了一些常见的不一致情况，但现在还有一些函数未能完全匹配。


	tf.inv
	需要重命名为 tf.reciprocal

	这么做是为了防止其与 NumPy 的矩阵求逆函数 np.inv 混淆





	tf.list_diff
	需要重命名为 tf.setdiff1d





	tf.listdiff
	需要重命名为 tf.setdiff1d





	tf.mul
	需要重命名为 tf.multiply





	tf.neg
	需要重命名为 tf.negative





	tf.select
	需要重命名为 tf.where

	tf.where 现在与 np.where 一样，需要传入 3 个或 1 个参数





	tf.sub
	需要重命名为 tf.subtract







匹配 NumPy 参数

一些 TensorFlow 1.0 方法的参数现在与 NumPy 的方法相匹配了。为了实现这一点，TensorFlow 1.0 对一些关键字参数进行了修改，并对一些参数进行了重排序。需要注意的是，TensorFlow 1.0 现在不再使用 dimension 而转为使用 axis。TensorFlow 1.0 在修改张量的操作中将保持张量参数始终在第一位。（参见 tf.concat 的改动）。


	tf.argmax
	关键字参数 dimension 需要重命名为 axis





	tf.argmin
	关键字参数 dimension 需要重命名为 axis





	tf.concat
	关键字参数 concat_dim 需要重命名为 axis

	输入参数重排序为 tf.concat(values, axis, name='concat').





	tf.count_nonzero
	关键字参数 reduction_indices 需要重命名为 axis





	tf.expand_dims
	关键字参数 dim 需要重命名为 axis





	tf.reduce_all
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reduce_any
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reduce_join
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reduce_logsumexp
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reduce_max
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reduce_mean
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reduce_min
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reduce_prod
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reduce_sum
	关键字参数 reduction_indices 需要重命名为 axis





	tf.reverse
	tf.reverse 之前需要传入 1 维 bool 型张量用以控制维度的顺序调换，现在使用一组轴的索引进行控制。

	例如 tf.reverse(a, [True, False, True]) 现在需改为 tf.reverse(a, [0, 2])





	tf.reverse_sequence
	关键字参数 batch_dim 需要重命名为 batch_axis

	关键字参数 seq_dim 需要重命名为 seq_axis





	tf.sparse_concat
	关键字参数 concat_dim 需要重命名为 axis





	tf.sparse_reduce_sum
	关键字参数 reduction_axes 需要重命名为 axis





	tf.sparse_reduce_sum_sparse
	关键字参数 reduction_axes 需要重命名为 axis





	tf.sparse_split
	关键字参数 split_dim 需要重命名为 axis

	输入参数重排序为 tf.sparse_split(keyword_required=KeywordRequired(), sp_input=None, num_split=None, axis=None, name=None, split_dim=None).





	tf.split
	关键字参数 split_dim 需要重命名为 axis

	关键字参数 num_split 需要重命名为 num_or_size_splits

	输入参数重排序为 tf.split(value, num_or_size_splits, axis=0, num=None, name='split').





	tf.squeeze
	关键字参数 squeeze_dims 需要重命名为 axis





	tf.svd
	输入参数重排序为 tf.svd(tensor, full_matrices=False, compute_uv=True, name=None).







简化数学变换

批量版数学运算操作已被移除。现在非批量版的函数已经包含了批量运算的功能。例如，tf.complex_abs 的功能已迁移至 tf.abs


	tf.batch_band_part
	需要重命名为 tf.band_part





	tf.batch_cholesky
	需要重命名为 tf.cholesky





	tf.batch_cholesky_solve
	需要重命名为 tf.cholesky_solve





	tf.batch_fft
	需要重命名为 tf.fft





	tf.batch_fft3d
	需要重命名为 tf.fft3d





	tf.batch_ifft
	需要重命名为 tf.ifft





	tf.batch_ifft2d
	需要重命名为 tf.ifft2d





	tf.batch_ifft3d
	需要重命名为 tf.ifft3d





	tf.batch_matmul
	需要重命名为 tf.matmul





	tf.batch_matrix_determinant
	需要重命名为 tf.matrix_determinant





	tf.batch_matrix_diag
	需要重命名为 tf.matrix_diag





	tf.batch_matrix_inverse
	需要重命名为 tf.matrix_inverse





	tf.batch_matrix_solve
	需要重命名为 tf.matrix_solve





	tf.batch_matrix_solve_ls
	需要重命名为 tf.matrix_solve_ls





	tf.batch_matrix_transpose
	需要重命名为 tf.matrix_transpose





	tf.batch_matrix_triangular_solve
	需要重命名为 tf.matrix_triangular_solve





	tf.batch_self_adjoint_eig
	需要重命名为 tf.self_adjoint_eig





	tf.batch_self_adjoint_eigvals
	需要重命名为 tf.self_adjoint_eigvals





	tf.batch_set_diag
	需要重命名为 tf.set_diag





	tf.batch_svd
	需要重命名为 tf.svd





	tf.complex_abs
	需要重命名为 tf.abs







其它改动

除上文所述的改动外，还有以下一些变化：


	tf.image.per_image_whitening
	需要重命名为 tf.image.per_image_standardization





	tf.nn.sigmoid_cross_entropy_with_logits
	输入参数重排序为 tf.nn.sigmoid_cross_entropy_with_logits(_sentinel=None, labels=None, logits=None, name=None).





	tf.nn.softmax_cross_entropy_with_logits
	输入参数重排序为 tf.nn.softmax_cross_entropy_with_logits(_sentinel=None, labels=None, logits=None, dim=-1, name=None).





	tf.nn.sparse_softmax_cross_entropy_with_logits
	输入参数重排序为 tf.nn.sparse_softmax_cross_entropy_with_logits(_sentinel=None, labels=None, logits=None, name=None).





	tf.ones_initializer
	需要修改成函数调用，例如  tf.ones_initializer()





	tf.pack
	需要重命名为 tf.stack





	tf.round
	tf.round 的语义现在与银行家舍入法（Banker's rounding）相同。





	tf.unpack
	需要重命名为 tf.unstack





	tf.zeros_initializer
	需要修改成函数调用，例如 tf.zeros_initializer()








        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


 Other Languages


安装 TensorFlow for Java

TensorFlow 为 Java 程序提供了 API 。这些 API 是在 Java 应用中专门用来加载和执行 Python 创建的模型的。这个教程解释了如何安装并在应用中使用

TensorFlow for Java

。

警告：TensorFlow 的 Java API 不包含在 TensorFlow API 稳定性保证中。

支持平台

本指南介绍如何安装适用于 Java 的 TensorFlow。虽然这些说明可能也适用于其他配置，但我们只在满足以下要求的计算机上验证过这些说明（而且我们只支持在此类计算机上按这些说明操作）：


	Ubuntu 16.04 或更高版本；64 位、x86

	macOS X 10.11 (El Capitan) 或更高版本

	Windows 7 或更高版本；64 位、x86



Android 上的安装说明在单独的 Android TensorFlow 支持页面中。在安装完成后，请查看这个适用于 Android 的完整 TensorFlow 示例。

在 Maven 项目中使用 TensorFlow

如果你的项目使用了 Apache Maven，为了使用 TensorFlow Java API ，

在项目的 pom.xml 中加入以下内容即可：

<dependency>
  <groupId>org.tensorflow</groupId>
  <artifactId>tensorflow</artifactId>
  <version>1.8.0-rc1</version>
</dependency>


就这么简单。

示例

例如，这些步骤将创建一个使用 TensorFlow 的 Maven 项目：


	创建项目的 pom.xml：



     <project>
         <modelVersion>4.0.0</modelVersion>
         <groupId>org.myorg</groupId>
         <artifactId>hellotf</artifactId>
         <version>1.0-SNAPSHOT</version>
         <properties>
           <exec.mainClass>HelloTF</exec.mainClass>
           <!-- 这个样例代码至少需要 JDK 1.7 。 -->
           <!-- maven 编译器插件默认为一个更低的版本 -->
           <maven.compiler.source>1.7</maven.compiler.source>
           <maven.compiler.target>1.7</maven.compiler.target>
         </properties>
         <dependencies>
           <dependency>
             <groupId>org.tensorflow</groupId>
             <artifactId>tensorflow</artifactId>
             <version>1.8.0-rc1</version>
           </dependency>
         </dependencies>
     </project>



	创建源文件（src/main/java/HelloTF.java）：

   import org.tensorflow.Graph;
   import org.tensorflow.Session;
   import org.tensorflow.Tensor;
   import org.tensorflow.TensorFlow;

   public class HelloTF {
     public static void main(String[] args) throws Exception {
       try (Graph g = new Graph()) {
         final String value = "Hello from " + TensorFlow.version();

         // 使用一个简单操作、一个名为 "MyConst" 的常数和一个值 "value" 来构建计算图。
         try (Tensor t = Tensor.create(value.getBytes("UTF-8"))) {
           // Java API 目前还不包含足够方便的函数来执行“加”操作。
           g.opBuilder("Const", "MyConst").setAttr("dtype", t.dataType()).setAttr("value", t).build();
         }

         // 在一个 Session 中执行 "MyConst" 操作。
         try (Session s = new Session(g);
              Tensor output = s.runner().fetch("MyConst").run().get(0)) {
           System.out.println(new String(output.bytesValue(), "UTF-8"));
         }
       }
     }
   }




	编译并执行：

# 使用 -q 来隐藏 mvn 工具的日志
mvn -q compile exec:java




前面的这条命令应该输出 Hello from version。 如果成功输出，那么你就已经成功地安装了 TensorFlow for Java 并且可以在 Maven 项目中使用它。如果没有成功，请前往 Stack Overflow 查找可行的解决方案。你可以跳过本文档的其余部分。

GPU support

如果您的 Linux 系统搭载了 NVIDIA® GPU 且您的 TensorFlow Java 程序需要 GPU 加速，请将以下内容添加到项目的 pom.xml：

<dependency>
  <groupId>org.tensorflow</groupId>
  <artifactId>libtensorflow</artifactId>
  <version>1.8.0-rc1</version>
</dependency>
<dependency>
  <groupId>org.tensorflow</groupId>
  <artifactId>libtensorflow_jni_gpu</artifactId>
  <version>1.8.0-rc1</version>
</dependency>


在 Ubuntu 上安装 TensorFlow

在 JDK 中使用 TensorFlow

这一节将介绍如何使用 JDK 安装得到的 java 和 javac 命令来使用 TensorFlow。如果你的项目中使用了 Apache Maven，请参考使用上一节更简单的安装方法。

在 Linux 或 macOS 上安装

采取以下步骤在 Linux 或 macOS 上安装 TensorFlow for Java：


	下载

libtensorflow.jar，它是 TensorFlow Java Archive (JAR)。



	决定你要只在 CPU 上运行 TensorFlow for Java 还是要在 GPU 的协助下运行。为了帮助您决定，请阅读以下指南中标题为“决定要安装哪个 TensorFlow”的部分：


	在 Ubuntu 上安装 TensorFlow

	在 macOS 中安装 TensorFlow





	通过运行以下 shell 命令，下载并提取相应的 Java Native Interface（JNI）文件，来为你的操作系统和处理器提供支持：





     TF_TYPE="cpu" # 默认处理器是 CPU 。如果你想要使用 GPU ，就将它设置成 "gpu" 。
     OS=$(uname -s | tr '[:upper:]' '[:lower:]')
     mkdir -p ./jni
     curl -L \
       "https://storage.googleapis.com/tensorflow/libtensorflow/libtensorflow_jni-${TF_TYPE}-${OS}-x86_64-1.8.0-rc1.tar.gz" |
       tar -xz -C ./jni


在 Windows 上安装

用如下几步在 Windows 上安装 TensorFlow for Java ：


	下载 libtensorflow.jar，它是 TensorFlow Java Archive (JAR)。

	下载适合 Windows 上的 TensorFlow for Java 的 Java Native Interface (JNI) 文件。

	解压此 .zip 文件。



验证安装

安装 TensorFlow for Java 后，在 HelloTF.java 文件中输入以下代码来验证安装：

import org.tensorflow.Graph;
import org.tensorflow.Session;
import org.tensorflow.Tensor;
import org.tensorflow.TensorFlow;

public class HelloTF {
  public static void main(String[] args) throws Exception {
    try (Graph g = new Graph()) {
      final String value = "Hello from " + TensorFlow.version();

      // 使用一个简单操作、一个名为 "MyConst" 的常数和一个值 "value" 来构建计算图。
      try (Tensor t = Tensor.create(value.getBytes("UTF-8"))) {
        // Java API 目前还不包含足够方便的函数来执行“加”操作。
        g.opBuilder("Const", "MyConst").setAttr("dtype", t.dataType()).setAttr("value", t).build();
      }

      // 在一个 Session 中执行 "MyConst" 操作。
      try (Session s = new Session(g);
           Tensor output = s.runner().fetch("MyConst").run().get(0)) {
        System.out.println(new String(output.bytesValue(), "UTF-8"));
      }
    }
  }
}


并使用以下命令来编译并运行 HelloTF.java 。

编译

在编译一个使用 TensorFlow 的 Java 程序时，下载的 .jar 文件必须在你的 classpath 中。例如，你可以通过使用类似如下的指令，使用编译标志 -cp 将下载的 .jar 文件包含在你的 classpath 中：

javac -cp libtensorflow-1.8.0-rc1.jar HelloTF.java

运行

要运行依赖 TensorFlow 的 Java 程序，保证下面的

两个文件对于 JVM 来说可用：


	下载好的 .jar 文件

	提取出的 JNI 库



例如，使用以下命令命令在 Linux 和 macOS X 上运行 HelloTF 程序：

java -cp libtensorflow-1.8.0-rc1.jar:. -Djava.library.path=./jni HelloTF

使用以下命令在 Windows 上运行 HelloTF 程序：

java -cp libtensorflow-1.8.0-rc1.jar;. -Djava.library.path=jni HelloTF

如果程序打印出 Hello from version，说明你已经成功地安装了 TensorFlow for Java 并且可以使用 API 了。如果程序输出了其他内容，请访问  Stack Overflow 查找可行的解决方案。

高级示例

有关更复杂的示例，请参考 LabelImage.java，它可以识别图像中的物体。

从源代码构建

TensorFlow 是开源的。您可以按照另一份文档中的说明从 TensorFlow 源代码构建适用于 Java 的 TensorFlow。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


安装 Go 版本 Tensorflow

TensorFlow 提供了 Go 程序中可以调用的 API。这些 API 非常适合加载 Python 创建的模型以及在 Go 应用中执行。本文将介绍如何安装和配置 TensorFlow Go 包。

警告：TensorFlow Go API 不在 TensorFlow API 稳定性保障的涵盖范围内。

支持的平台

这篇教程主要讲述如何安装 Go 版本 TensorFlow。虽然这些命令可能适用于其他平台，但我们现在仅在以下配置环境下进行过测试：


	Linux, 64-bit, x86

	macOS X, 10.12.6 (Sierra) 或更高版本



安装

Go 版本 TensorFlow 依赖于 TensorFlow C 语言库。按照下面的步骤安装这个库并启用 TensorFlow：


	决定在运行 TensorFlow 时仅仅启用 CPU 还是和 GPU 一起启用。为了帮助你做这个决定，请阅读以下指南中的“决定安装哪个 TensorFlow ”部分：


	在 Ubuntu 上安装 TensorFlow

	在 macOS 中安装 TensorFlow





	通过执行以下命令下载并解压 TensorFlow C 语言库到 /usr/local/lib 目录:

TF_TYPE="cpu" # Change to "gpu" for GPU support
TARGET_DIRECTORY='/usr/local'
curl -L \
  "https://storage.googleapis.com/tensorflow/libtensorflow/libtensorflow-${TF_TYPE}-$(go env GOOS)-x86_64-1.8.0-rc1.tar.gz" |
sudo tar -C $TARGET_DIRECTORY -xz


tar 命令会解压 TensorFlow C 语言库到 TARGET_DIRECTORY 的子目录 lib。比如，指定 /usr/local 作为 TARGET_DIRECTORY 使得 tar 命令可以将 TensorFlow C 语言库解压到 /usr/local/lib。

如果你想把库文件解压到其他目录，更换 TARGET_DIRECTORY 就可以了。



	在第二步中，如果你指定了一个系统目录（比如 /usr/local）作为 TARGET_DIRECTORY，那么需要运行 ldconfig 来配置链接。例如：

sudo ldconfig
如果你指定的 TARGET_DIRECTORY 不是一个系统目录（比如 ~/mydir），那么你必须要将这个解压目录（比如 ~/mydir/lib）添加到下面这两个环境变量中：

export LIBRARY_PATH=$LIBRARY_PATH:~/mydir/lib # 用于 Linux 和 macOS X
export LD_LIBRARY_PATH=$LD_LIBRARY_PATH:~/mydir/lib # 仅用于 Linux
export DYLD_LIBRARY_PATH=$DYLD_LIBRARY_PATH:~/mydir/lib # 仅用于 macOS


	现在 TensorFlow C 语言库已经安装好了，执行 go get 来下载对应的包和相应的依赖：

go get github.com/tensorflow/tensorflow/tensorflow/go


	执行 go test 来验证 Go 版本 TensorFlow 是否安装成功：

go test github.com/tensorflow/tensorflow/tensorflow/go




如果 go get 或者 go test 产生错误信息了，可以在 StackOverflow 上通过搜索和提问来获取可能的解决方法。

Hello World

安装完 Go 版本 TensorFlow 之后，在 hello_tf.go 文件中输入下面的代码：

package main

import (
    tf "github.com/tensorflow/tensorflow/tensorflow/go"
    "github.com/tensorflow/tensorflow/tensorflow/go/op"
    "fmt"
)

func main() {
    // Construct a graph with an operation that produces a string constant.
    s := op.NewScope()
    c := op.Const(s, "Hello from TensorFlow version " + tf.Version())
    graph, err := s.Finalize()
    if err != nil {
        panic(err)
    }

    // Execute the graph in a session.
    sess, err := tf.NewSession(graph, nil)
    if err != nil {
        panic(err)
    }
    output, err := sess.Run(nil, []tf.Output{c}, nil)
    if err != nil {
        panic(err)
    }
    fmt.Println(output[0].Value())
}


关于 TensorFlow Go 语言的进阶示例请查看 API 文档中的示例，这个例子使用了一个通过 TensorFlow 预训练的模型来标记图片的内容。

运行

通过调用下面的命令来运行 hello_tf.go：

go run hello_tf.go
Hello from TensorFlow version number

程序也可能会生成以下形式的多条警告消息，你可以忽略：

W tensorflow/core/platform/cpu_feature_guard.cc:45] The TensorFlow library
wasn't compiled to use *Type* instructions, but these are available on your
machine and could speed up CPU computations.

使用源码编译

TensorFlow 是开源系统。你可以按照另一份文档中的说明从 TensorFlow 源代码构建适用于 Go 的 TensorFlow。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


安装适用于 C 的 TensorFlow

TensorFlow 在 c_api.h 中定义了一套 C 语言 API，用于构建其它语言的封装。这套 API 除了使用方便外，还将保持易用性与一致性。

支持的平台

本指南解释了如何安装 TensorFlow C 语言版。尽管本指南也可能适用于其它的安装环境，但我们仅测试（也仅确保）了本指南在以下环境机器中的适用性：


	Linux, 64-bit, x86

	macOS X, Version 10.12.6 (Sierra) 或更高版本



安装

请按照以下步骤安装 TensorFlow C 语言库并启用 TensorFlow C 语言版：

1.确定你是只在 CPU(s) 上运行 TensorFlow C 语言版，还是在 GPU(s) 的协助下运行。如果无法确定，请在以下指南中阅读“决定安装哪个 TensorFlow”一节：


	在 Ubuntu 上安装 TensorFlow

	在 macOS 中安装 TensorFlow

2.通过调用下面的 shell 命令，下载并且解压 TensorFlow 的 C 语言库到 /usr/local/lib：

  TF_TYPE="cpu" # Change to "gpu" for GPU support
  OS="linux" # Change to "darwin" for macOS
  TARGET_DIRECTORY="/usr/local"
  curl -L \
    "https://storage.googleapis.com/tensorflow/libtensorflow/libtensorflow-${TF_TYPE}-${OS}-x86_64-1.8.0-rc1.tar.gz" |
    sudo tar -C $TARGET_DIRECTORY -xz






tar 命令会将 TensorFlow C 语言库解压到 TARGET_DIRECTORY 的子目录 lib 中。例如，指定 /usr/local 作为 TARGET_DIRECTORY，那么 tar 就会将 TensorFlow C 语言库解压到 /usr/local/lib 中。

如果你希望将库解压到不同的目录中，请调整 TARGET_DIRECTORY。

 3. 在上一步中，如果你指定了一个系统目录（比如，/usr/local）作为 TARGET_DIRECTORY，那么请运行 ldconfig 配置链接器。例如：

 

sudo ldconfig



如果你指定了一个非系统目录作为 TARGET_DIRECTORY（比如，~/mydir），那么你必须将你的解压目录（比如，~/mydir/lib）添加到以下两个环境变量中。例如：

  export LIBRARY_PATH=$LIBRARY_PATH:~/mydir/lib # For both Linux and macOS X
  export LD_LIBRARY_PATH=$LD_LIBRARY_PATH:~/mydir/lib # For Linux only
  export DYLD_LIBRARY_PATH=$DYLD_LIBRARY_PATH:~/mydir/lib # For macOS X only

验证你的安装

在安装完成之后，新建文件，输入以下代码，文件命名为 hello_tf.c:

#include <stdio.h>
#include <tensorflow/c/c_api.h>

int main() {
  printf("Hello from TensorFlow C library version %s\n", TF_Version());
  return 0;
}


编译和运行

调用以下命令来编译 hello_tf.c

gcc hello_tf.c

运行生成的可执行文件，应该得到以下输出：

a.out
Hello from TensorFlow C library version number

定位问题

如果程序编译失败，最有可能的错误是 gcc 找不到 TensorFlow C 语言库。解决这个问题的方法是为 gcc 指定 -I 和 -L 参数。比如，TARGET_LIBRARY 为 /usr/local 时，可以这样调用 gcc：

gcc -I/usr/local/include -L/usr/local/lib hello_tf.c -ltensorflow

如果 a.out 执行失败，请思考下列问题：：


	这个程序编译是否出错？

	是否按本指南第三步“安装”指定了正确的环境变量的目录？

	是否正确地 export 了环境变量？



如果你仍然在编译或者运行时看到了错误信息，请访问 StackOverflow 寻求解决方案。


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。


部署

本章主要介绍如何在真实世界中部署模型，包含以下文档：


	分布式 TensorFlow

	如何在 S3 上运行 TensorFlow
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分布式 TensorFlow

底层 API 编程介绍

你好，分布式 TensorFlow ！

要查看一个简单的 TensorFlow 集群，请执行以下操作：

# 以单进程“集群”模式启动一个 TensorFlow 服务器
$ python
>>> import tensorflow as tf
>>> c = tf.constant("Hello, distributed TensorFlow!")
>>> server = tf.train.Server.create_local_server()
>>> sess = tf.Session(server.target)  # 在服务器上创建一个会话
>>> sess.run(c)
'Hello, distributed TensorFlow!'


tf.train.Server.create_local_server

创建一个集群


  
  


TensorFlow “集群”是一组参与分布式执行 TensorFlow 计算图的“任务（Task）”集合。每个任务都与一个 TensorFlow 服务器（Server） 相关联，TensorFlow 服务器中包含一个可以用来创建会话（sessions）的Master，和一个在计算图中执行命令的Worker。一个集群同样可以被分为一个或多个“作业（Job）”，每个作业又包含一个或多个任务。（译者注：集群由任务组成，任务被包含在特定作业中）

要创建一个群集，我们在群集中为每个任务启动一个 TensorFlow 服务器。通常每个任务运行在不同的机器上，但是这里我们在一台机器上运行多个任务（例如，控制不同的GPU设备）。 我们在每个任务中都做如下操作：


	在集群中创建一个描述所有任务的 tf.train.ClusterSpec。它对每个任务而言都应该是相同的。



	创建一个 tf.train.Server，将 tf.train.ClusterSpec 传给构造函数，并用工作名称标识本地任务和任务索引。





创建一个 tf.train.ClusterSpec 来描述集群

tf.train.ClusterSpec














  	构造 tf.train.ClusterSpec 
	可用的任务
  


    	tf.train.ClusterSpec({"local": ["localhost:2222", "localhost:2223"]})



	/job:local/task:0
/job:local/task:1
  

  
    	tf.train.ClusterSpec({
    "worker": [
        "worker0.example.com:2222",
        "worker1.example.com:2222",
        "worker2.example.com:2222"
    ],
    "ps": [
        "ps0.example.com:2222",
        "ps1.example.com:2222"
    ]})



	/job:worker/task:0
/job:worker/task:1
/job:worker/task:2
/job:ps/task:0
/job:ps/task:1
  




在每个任务中创建一个 tf.train.Server 实例

tf.Session

例如，启动一个运行在 localhost：2222 和 localhost：2223 两台服务器上的集群，在本地机器的两个不同进程上运行以下代码：

# 任务 0 中:
cluster = tf.train.ClusterSpec({"local": ["localhost:2222", "localhost:2223"]})
server = tf.train.Server(cluster, job_name="local", task_index=0)


# 任务 1 中:
cluster = tf.train.ClusterSpec({"local": ["localhost:2222", "localhost:2223"]})
server = tf.train.Server(cluster, job_name="local", task_index=1)


注意： 手动指定这些集群规范可能很乏味，特别是对于大型集群。我们正在开发可编程的任务启动工具，例如类似 Kubernetes 的集群管理器。如果你希望 Tensorflow 支持某种特定的集群管理器，请提出一个 GitHub issue。

指定模型中的分布式设备

tf.device

with tf.device("/job:ps/task:0"):
  weights_1 = tf.Variable(...)
  biases_1 = tf.Variable(...)

with tf.device("/job:ps/task:1"):
  weights_2 = tf.Variable(...)
  biases_2 = tf.Variable(...)

with tf.device("/job:worker/task:7"):
  input, labels = ...
  layer_1 = tf.nn.relu(tf.matmul(input, weights_1) + biases_1)
  logits = tf.nn.relu(tf.matmul(layer_1, weights_2) + biases_2)
  # ...
  train_op = ...

with tf.Session("grpc://worker7.example.com:2222") as sess:
  for _ in range(10000):
    sess.run(train_op)


在上面的例子中，变量是在 ps 作业中的两个任务上创建的，模型的计算密集部分是在 worker 作业中创建的。TensorFlow 将在作业之间插入适当的数据传输（正向传递时从 ps 到 worker，反向传递时从 worker 到 ps）。

重复训练

一种通用训练的配置，也被称为“并行数据”，包含了使用不同 mini-batch 来训练相同模型的 Worker 作业中的多个任务，更新 ps 作业中一个或多个任务里的共享参数。所有任务通常在不同的机器上运行。在 TensorFlow 中有很多方法可以指定任务分配的结构，我们正在开发简化指定复制模型工作的库。可能的方法包括：


	图内复制 在这种方法中，客户端构建一个包含一组参数（在 tf.Variable 节点上固定

   到 /job:ps ）的 tf.Graph; 以及模型的计算密集型部分的多个副本，

   每个副本固定对应到 /job:worker 中不同的任务上。



	tf.train.replica_device_setter



	异步训练 在这种方法中，图的每个副本都有一个没有独立训练循环，不做协调就可以执行。它是兼容的以上两种形式的复制。



	tf.train.SyncReplicasOptimizer





总结：示例训练程序

以下代码显示了分布式训练程序的框架，实现图间复制和异步训练。它包括参数服务器和 Worker 任务的代码。

import argparse
import sys

import tensorflow as tf

FLAGS = None


def main(_):
  ps_hosts = FLAGS.ps_hosts.split(",")
  worker_hosts = FLAGS.worker_hosts.split(",")

  # 从参数服务器和工作主机创建一个集群
  cluster = tf.train.ClusterSpec({"ps": ps_hosts, "worker": worker_hosts})

  # 创建并启动本地任务的服务器
  server = tf.train.Server(cluster,
                           job_name=FLAGS.job_name,
                           task_index=FLAGS.task_index)

  if FLAGS.job_name == "ps":
    server.join()
  elif FLAGS.job_name == "worker":

    # 默认情况下将操作分配给本地Worker
    with tf.device(tf.train.replica_device_setter(
        worker_device="/job:worker/task:%d" % FLAGS.task_index,
        cluster=cluster)):

      # 建立模型...
      loss = ...
      global_step = tf.contrib.framework.get_or_create_global_step()

      train_op = tf.train.AdagradOptimizer(0.01).minimize(
          loss, global_step=global_step)

    # StopAtStepHook 在运行给定步骤后处理停止
    hooks=[tf.train.StopAtStepHook(last_step=1000000)]

    # MonitoredTrainingSession 负责会话初始化
    # 从检查点恢复，保存到检查点，一旦完成或报错就关闭
    with tf.train.MonitoredTrainingSession(master=server.target,
                                           is_chief=(FLAGS.task_index == 0),
                                           checkpoint_dir="/tmp/train_logs",
                                           hooks=hooks) as mon_sess:
      while not mon_sess.should_stop():
        # 异步运行训练
        # 有关如何执行同步训练的更多信息，请参见 `tf.train.SyncReplicasOptimizer`
        # mon_sess.run 在被抢占 PS 的情况下处理 AbortedError
        mon_sess.run(train_op)


if __name__ == "__main__":
  parser = argparse.ArgumentParser()
  parser.register("type", "bool", lambda v: v.lower() == "true")
  # 用于定义 tf.train.ClusterSpec 的标志
  parser.add_argument(
      "--ps_hosts",
      type=str,
      default="",
      help="Comma-separated list of hostname:port pairs"
  )
  parser.add_argument(
      "--worker_hosts",
      type=str,
      default="",
      help="Comma-separated list of hostname:port pairs"
  )
  parser.add_argument(
      "--job_name",
      type=str,
      default="",
      help="One of 'ps', 'worker'"
  )
  # Flags for defining the tf.train.Server
  parser.add_argument(
      "--task_index",
      type=int,
      default=0,
      help="Index of task within the job"
  )
  FLAGS, unparsed = parser.parse_known_args()
  tf.app.run(main=main, argv=[sys.argv[0]] + unparsed)


要启动两个参数服务器和两个 Worker 的训练，请使用下面的命令行脚本（假设脚本被称为 trainer.py）

# On ps0.example.com:
$ python trainer.py \
     --ps_hosts=ps0.example.com:2222,ps1.example.com:2222 \
     --worker_hosts=worker0.example.com:2222,worker1.example.com:2222 \
     --job_name=ps --task_index=0
# On ps1.example.com:
$ python trainer.py \
     --ps_hosts=ps0.example.com:2222,ps1.example.com:2222 \
     --worker_hosts=worker0.example.com:2222,worker1.example.com:2222 \
     --job_name=ps --task_index=1
# On worker0.example.com:
$ python trainer.py \
     --ps_hosts=ps0.example.com:2222,ps1.example.com:2222 \
     --worker_hosts=worker0.example.com:2222,worker1.example.com:2222 \
     --job_name=worker --task_index=0
# On worker1.example.com:
$ python trainer.py \
     --ps_hosts=ps0.example.com:2222,ps1.example.com:2222 \
     --worker_hosts=worker0.example.com:2222,worker1.example.com:2222 \
     --job_name=worker --task_index=1


Glossary

客户端

客户端通常是一个程序，用来构建 TensorFlow 计算图和创建用于与集群交互的会话 tensorflow::Session。通常用 Python 或 C++ 编写。一个客户端进程可以直接与多个 TensorFlow 服务器交互（参阅上面的“重复训练”），一台服务器可为多个客户端服务。

集群

tf.train.ClusterSpec

作业

一份作业包括一份“任务”清单，通常用于一个共同的目的。例如，名为 ps（即 parameter server，参数服务器）的作业通常包括存储和更新变量的节点; 而名为 worker 的作业通常包括执行计算密集型任务的无状态节点。工作中的任务通常运行在不同的机器上。这套工作角色是灵活的：例如，Worker 可能会保持某种状态。

主服务

提供远程调用控制一组分布式设备的 RPC 服务，并作为会话目标。 主服务实现了 tensorflow::Session 接口，负责协调一个或多个 worker服务。所有的 TensorFlow 服务器都实现了 Master 服务。

任务

任务对应于特定的 TensorFlow 服务器，并且通常对应于到一个进程。一个任务属于一个特定的“作业”，并在该作业列表的索引中被唯一标识。

TensorFlow 服务器

tf.train.Server

Worker 服务

一个使用本地设备执行 TensorFlow 计算图中部分命令的 RPC 服务。Worker 服务实现了 worker_service.proto。所有的 TensorFlow 服务器都实现了 Worker 服务。
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如何在 Hadoop 上运行 Tensorflow

本文主要内容是如何在 Hadoop 上运行 Tensorflow。本文目前只写了 Tensorflow 在 Hadoop 分布式文件系统（HDFS）上如何运行，将来会扩充到在各种集群管理器上如何运行。

HDFS

Reading data

为了在 HDFS 上使用 Tensorflow，需要将读写数据的文件路径改为 HDFS 路径。例如：

filename_queue = tf.train.string_input_producer([
    "hdfs://namenode:8020/path/to/file1.csv",
    "hdfs://namenode:8020/path/to/file2.csv",
])


如果读者需要在 HDFS 配置文件中使用特定的 namenode，则可以将文件前缀改为 hdfs://default/.

当创建 Tensorflow 项目时，必须配置以下环境变量：


	JAVA_HOME：JAVA 安装路径。

	HADOOP_HDFS_HOME：HDFS 安装路径。也可以通过运行以下代码来配置该环境变量：

source ${HADOOP_HOME}/libexec/hadoop-config.sh




	LD_LIBRARY_PATH：包括 libjvm.so 和 libhdfs.so（可选）的路径。如果你的 Hadoop 版本没有在 $HADOOP_HDFS_HOME/lib/natice 路径下安装 libhdfs.so，则需要在 Linux 上执行以下操作：

export LD_LIBRARY_PATH=$LD_LIBRARY_PATH:${JAVA_HOME}/jre/lib/amd64/server




	  CLASSPATH：在运行 Tensoflow 项目之前不止需要添加 Hadoop 的 jar 包。通过 ${HADOOP_HOME}/libexec/hadoop-config.sh 创建的 CLASSPATH 路径不满足条件，还需要在 libhdfs 文档中添加 glob：

  CLASSPATH=$(${HADOOP_HDFS_HOME}/bin/hadoop classpath --glob) python your_script.py


   如果你使用的是比 Hadoop/libhdfs 2.6.0 更旧的版本，则应该自己添加 classpath 通配符。详情请见：HADOOP-10903.





如果 Hadoop 集群在安全模式下，要配置以下环境变量：


	KRB5CCNAME：Kerberos 票据缓存文件路径。例如：

export KRB5CCNAME=/tmp/krb5cc_10002






分布式 TensorFlow
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如何在 S3 上运行 TensorFlow

这篇文档讲述了怎样在 S3 文件系统上运行 TensorFlow。

S3

Reading data

想要在 S3 上使用 TensorFlow，先要将你用来读写数据的路径改成 S3 路径。如下所示：

filenames = ["s3://bucketname/path/to/file1.tfrecord",
             "s3://bucketname/path/to/file2.tfrecord"]
dataset = tf.data.TFRecordDataset(filenames)


你可以通过一系列环境变量来控制你的 TensorFlow 程序在 S3 上读写数据：


	AWS_REGION：S3 默认使用区域终端节点，区域通过 AWS_REGION 来设置。如果 AWS_REGION 没有被指定，默认会使用 us-east-1。

	S3_ENDPOINT：重写 S3_ENDPOINT 来明确指定节点。

	S3_USE_HTTPS：S3 默认通过 HTTPS 访问，除非你设置了 S3_USE_HTTPS=0。

	S3_VERIFY_SSL：如果你使用了 HTTPS，可以通过 S3_VERIFY_SSL=0 来关闭 SSL 校验。



当读写一个私有桶时，可以用以下几种方式提供 AWS 凭证：


	在本地的 AWS 证书文件中设置凭证，Linux、 macOS 和 Unix 存放在 ~/.aws/credentials，Windows 存放在C:\Users\USERNAME\.aws\credentials。

	设置 AWS_ACCESS_KEY_ID 和 AWS_SECRET_ACCESS_KEY 环境变量。

	如果 TensorFlow 部署在一个 EC2 实例上，创建一个 IAM 角色，并赋予该 EC2 实例使用该角色的权限。
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部署 JavaScript

你可以在 js.tensorflow.org site 上找到关于部署 JavaScript TensorFlow 程序的详细信息。
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关于 TensorFlow

本节提供了关于 TensorFlow 本身的文档，包括以下内容：


	使用 TensorFlow

	TensorFlow 白皮书

	归属
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使用 TensorFlow

此页面突出展示了 TensorFlow 模型在现实环境中的使用。

模型区

请在 TensorFlow 模型区中访问我们的 TensorFlow 模型。

如果你也使用了 TensorFlow 构建了一个模型，请考虑将其发布到模型区中。

当前使用

本节介绍 TensorFlow 系统在当前一些使用场景。

如果您使用 TensorFlow 进行研究，教育或者某些产品的生产，我们由衷的希望在此添加您的使用情况，请随时给我们发邮件简要介绍您是如何使用 TensorFlow，或者可以直接发送 Github 的 pull request 以添加到此文档。




	Deep Speech


	组织：Mozilla

	领域：语音识别

	描述：由百度深度语音架构驱动的 TensorFlow 实现。

	更多信息：GitHub 仓库





	RankBrain


	组织：Google

	领域：信息检索

	描述：在 www.google.com 上进行搜索排名的深度神经网络的大规模部署。

 * 更多信息：“Google 将一起研发核心从搜索方向转向 AI 计算方向”








	Inception Image Classification Model


	组织：Google

	描述：从赢得 2014 年 Imagenet 图像分类挑战的模型开始，基准模型和研究高度精确的计算机视觉模型。

	更多信息：基准模型在 Arxiv 论文 进行描述





	SmartReply


	组织：Google

	描述：Deep LSTM 模型自动生成电子邮件回复

	更多信息：Google 研究论文








	Massively Multitask Networks for Drug Discovery


	组织：Google 和斯坦福大学

	领域：药物发掘

	描述：用于识别符合期望需求的药物的深度神经网络模型。

	更多信息：Arxiv 论文





	On-Device Computer Vision for OCR


	组织：Google

	描述：使用光学字符识别功能进行实时翻译的计算机视觉模型。

	更多信息：Google 研究论文
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TensorFlow 白皮书

本文档定义有关 TensorFlow 的白皮书。

异构分布式系统上的大规模机器学习

访问此白皮书。

摘要：TensorFlow 是表示机器学习算法的接口，也是执行这些算法的具体实现。使用 TensorFlow 表达的计算可以在各种各样的异构系统执行，从移动设备（如手机和平板）到数以百计大型分布式系统以及数以千计的诸如 GPU 卡的计算设备。该系统具有很强的灵活性，可用于表达各种算法，包括深度神经网络模型的训练和推理算法，已经被用于跨越数十个计算科学的领域在生产环境中进行部署并且开展研究，其中包括语音识别、计算机视觉、机器人学、信息检索、自然语言处理、地理信息提取和计算药物学。本文描述了 TensorFlow 接口以及我们在 Google 中构建的该接口的实现。TensorFlow API 和参考实现在 2015 年 11 月发布为 Apache 2.0 许可下的开源软件包，可在 tensorflow.google.cn 上获取。

以 BibTeX 格式

如果您在研究中使用 TensorFlow 并希望引用 TensorFlow 系统，我们建议您引用本白皮书。

@misc{tensorflow2015-whitepaper,
title={ {TensorFlow}: Large-Scale Machine Learning on Heterogeneous Systems},
url={https://tensorflow.google.cn/},
note={Software available from tensorflow.org},
author={
    Mart\'{\i}n~Abadi and
    Ashish~Agarwal and
    Paul~Barham and
    Eugene~Brevdo and
    Zhifeng~Chen and
    Craig~Citro and
    Greg~S.~Corrado and
    Andy~Davis and
    Jeffrey~Dean and
    Matthieu~Devin and
    Sanjay~Ghemawat and
    Ian~Goodfellow and
    Andrew~Harp and
    Geoffrey~Irving and
    Michael~Isard and
    Yangqing Jia and
    Rafal~Jozefowicz and
    Lukasz~Kaiser and
    Manjunath~Kudlur and
    Josh~Levenberg and
    Dandelion~Man\'{e} and
    Rajat~Monga and
    Sherry~Moore and
    Derek~Murray and
    Chris~Olah and
    Mike~Schuster and
    Jonathon~Shlens and
    Benoit~Steiner and
    Ilya~Sutskever and
    Kunal~Talwar and
    Paul~Tucker and
    Vincent~Vanhoucke and
    Vijay~Vasudevan and
    Fernanda~Vi\'{e}gas and
    Oriol~Vinyals and
    Pete~Warden and
    Martin~Wattenberg and
    Martin~Wicke and
    Yuan~Yu and
    Xiaoqiang~Zheng},
  year={2015},
}


或者以文本的形式:

Martín Abadi, Ashish Agarwal, Paul Barham, Eugene Brevdo,
Zhifeng Chen, Craig Citro, Greg S. Corrado, Andy Davis,
Jeffrey Dean, Matthieu Devin, Sanjay Ghemawat, Ian Goodfellow,
Andrew Harp, Geoffrey Irving, Michael Isard, Rafal Jozefowicz, Yangqing Jia,
Lukasz Kaiser, Manjunath Kudlur, Josh Levenberg, Dan Mané, Mike Schuster,
Rajat Monga, Sherry Moore, Derek Murray, Chris Olah, Jonathon Shlens,
Benoit Steiner, Ilya Sutskever, Kunal Talwar, Paul Tucker,
Vincent Vanhoucke, Vijay Vasudevan, Fernanda Viégas,
Oriol Vinyals, Pete Warden, Martin Wattenberg, Martin Wicke,
Yuan Yu, and Xiaoqiang Zheng.
TensorFlow: Large-scale machine learning on heterogeneous systems,
2015. Software available from tensorflow.org.


TensorFlow: 大规模机器学习系统

访问此白皮书

摘要：TensorFlow 是一个用以运行于大规模系统以及异构环境的机器学习系统。TensorFlow 用数据流图来表示计算过程，共享以及改变其状态的操作。它将数据流图的节点映射到集群中的许多机器上，并跨越多个计算设备（包括多核 CPU，通用 GPU 和定制设计的称为 Tensor Processing Units（TPU）的 ASIC）。这种架构给应用开发人员充分的灵活性：在此之前的“参数服务器”设计中，共享状态管理内置于系统中，TensorFlow 允许开发者尝试新颖的优化和训练算法。TensorFlow 支持各种应用程序，重点是深度神经网络的训练和演算。Google 的许多服务已经在生产环境中使用了 TensorFlow，我们已经将其作为开源项目发布，并且已经被用于广泛的用于机器学习研究。在本文中，我们描述了 TensorFlow 数据流模型，并展示了 TensorFlow 在多个实际应用中实现的令人惊叹的性能。
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归属

只有在严格遵循此软件分发约定时才能使用 TensorFlow 的名称和标志，并且不要使用我们的商标以暗示您已获得 Google 的认可或以其他方式表示隶属于 Google。当需要提及我们的商标时，请包含以下归属声明：“TensorFlow，TensorFlow 商标和任何相关标志均为 Google Inc. 的商标。”


        如果您发现本页面存在错误或可以改进，请点击此处帮助我们改进。
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| list_tensors | node_info | print_tensor | list_inputs | list_outputs | run

21 dumped tensor(s):

t (ns)
[0.000]
[0.062]
[0.017]
[0.019]
[0.212]
[0.532]
[0.634]
[0.666]
[1.304]
[2.869]
[9.138]

1.50M

[154.054] 19.07H

Op type  Tensor name

Const accuracy/correct prediction/Arghax/dinension:@
Variablev2 hidden/biases/Variabls

VariableV2 softmax/weights/Variable:

VariableV2 softmax/biases/Variable:0

Const accuracy/accuracy/Const:0

Identity —softmax/weidhts/Variable/read:6
Identity hidden/biases/Varisble/re:

Identity —softmax/biases/Variable/read:0

ArgMax  accuracy/correct prediction/ArgMax 1:0
Variablev2 hidden/weights/Variable:0

Identity hidden/weiahts/Variable/read:6

Hattul dden/We plus b/Matiul:0 on
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def input_fn():

return
{
"SepalLength": [ ... ],
"SepalWidth": [ ... ],
"PetalLength": [ ... ],
"PetalWidth": [ ...
b p
[ 505 1
iy AN

batch_size

Labels

tf.feature_column

feature_columns =

numeric_column(“SepalLength"),
numeric_column(“SepalWidth"),

numeric_column("PetallLength"),
numeric_column("PetalWidth")

How to bridge
input to model
(feature column)

tf.estimator.DNNClassifier

classifier = DNNClassifier(

feature_columns=feature_columns,

hidden_units=[106, 10],
n_classes=3,
model_dir=PATH)

Match feature names
from input_fn
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Attributes (1)

T {'type""DT_FLOAT"} 2
Device Jjob:localhost/replica:0/task
0/cpu:0
Inputs (1)
<> layerl/Wx_plus_b/add =
Outputs (6)
<> dropout/dropout/Shape 5%
<> dropout/dropout/mul 0

ain/gradients/dropout/dropout/mi

<> train/gradients/dropout/dropout/mi

500

<> train/gradients/layer1/activation_gr'
500

@ layerl/HistogramSummary 500

‘ ,

Node Stats

Memory 195KB

Compute Time 93ps

Tensor Output Sizes 100, 500]

Remove from main graph
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