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学术界和工业界的需求和关注点不同，学术界更加注重未知领域的探索和方法的创新，研究的问题比较抽象，而工业界更加关注实际问题，方法不管是否创新，只要能够解决问题就是好方法，所面对的问题比paper中提炼出的数学问题更加具体，需要处理的细节更多。

paper的水平也是良莠不齐，尤其是arxiv上刷出来的paper更是水平各异。但整体来说，读paper会带来很多的启发，可以跟踪学术界对某一类问题的研究进展，不断地更新技术。关注工业界技术的应用和产品的更迭，可以不断地提炼出新的需求、新的数学问题，从而促进学术地发展，两者其实关系非常紧密。

本周开始，将paperweekly进行改版，从之前的每天一篇paper，改为每周一篇，内容包括多篇paper，这些paper可能相关、也可能不那么相关，但会说清每篇paper解决的问题和解决的方法，旨在拓宽视野，带来启发。本期是改版后的第一期，形式会一直不断地改进，希望工业界和学术界的朋友都能够有所收获。

DeepIntent: Learning Attentions for Online Advertising with Recurrent Neural Networks

关键词

在线广告、RNN、Attention

来源

kdd2016

问题

如何用deep learning模型挖掘click logs来理解用户Intent？

方法


对于一个(query,ad)数据对，分别用LSTM encode，然后用下图的方法计算一个attention，得到最终的query和ad vector，构造loss function，取logs中(query,ad)作为正例d+，将ad替换为其他无关ad作为负例d-，训练的目标是让d+的score尽量大，让d-的score尽量小。




评论

工业界有着学术界无法比拟的数据，大规模的真实数据是做deep learning的基础，大型商业搜索引擎积累了大量的ad click logs，利用好这些logs可以赚到更多的钱。attention机制在2015年开始逐渐成为一种流行趋势，借鉴于人类的注意力机制，让model将更多的注意力放在需要注意的地方，而不是每一个地方。本文并没有太多model上的创新，只是简单地将流行的model应用了自己研究的领域中，对工业界更有参考价值。

A Neural Knowledge Language Model

关键词

语言模型、知识图谱

来源

arXiv cs.CL 2016.08.01

问题

在自然语言生成(NLG)问题中，出现次数非常少的entity该如何生成呢？

方法


四个步骤：

1、Input Representation




输入由三个部分拼接而成，第一部分是上一个time step的fact表示，第二部分是上一个time step的词表中的词表示，第三部分是上一个time step的fact description表示，这里fact就是(subject,relation,object)，知识图谱中的一条事实，而后两个部分一定会有一个全为0，因为是二选一的关系，但为了保证每一次的输入都是等长向量，所以用拼接来做。得到输入之后，用LSTM来encode。

2、Fact Prediction

通过1的结果来预测当前word可能相关的fact，得到的结果是一个index，然后从topic knowledge中获得相应的表示，这里的knowledge embedding都是用transE训练好的，在整个模型训练中并不更新。

3、Knowledge-Copy Switch

根据1和2的结果，共同来预测当前要生成的词是从词表中获取的高频词还是从knowledge中获取的entity，典型的二分类问题。

4、Word Generation

根据3的结果，来生成当前time step的词。对于词表中的高频词，和之前的生成方法一致；对于fact description中的entity词，通过预测词的position来copy这个词。

评论

语言模型是一个基本问题，传统的方法都有着一个尴尬之处是，会生成大量的出来，只要是涉及到NLU的问题，基本都会遇到这个问题。本文提供了一个很有启发性的方法，借助于知识图谱这种外部知识来帮助生成效果更好的话，单纯地靠model来提升效果是一件比较困难的事情，但增加一些外部信息进来则会带来更多的可能性。由于知识图谱的构建本身就是一件不易的事情，因此本文的学术意义远大于实际应用意义，为后续这种交叉式研究（知识图谱+深度学习）打开了一扇门，大家可以尝试更多的组合和可能。

Neural Sentence Ordering

关键词

句子排序

来源

arXiv cs.CL 2016.07.23

问题

给定乱序的N句话，如何将其按照逻辑排列好？（貌似是英语考试中的一种题型）

方法


本文定义的问题是给定n句话，找出最优排序，将这个问题降维到二维，就是如何排列两句话的顺序。上图给出了model的思路，对两句话分别进行encode，得到两个向量表示，然后进行打分，分数表示当前顺序是正确顺序的概率。这里的encode部分，分别用了每句话中word embeddings的加权平均、RNN和CNN来表示。

得到两两的排序之后，本文用beam search来得到整体最优的排序。

评论

多文档摘要问题中通用的一种做法是从每篇文档中都提取出一句或几句重要的话，然后进行排序。在英语考试中，有一种题型是给定你打乱顺序的几段话，然后根据逻辑将其排序。本文在学术上没有什么新的东西，但本文在构建neural model的时候，用到的数据集却非常容易构建，这意味着你在工程中应用这个方法来解决排序问题是可行的方案，所以本文更加适合有句子排序应用需求的工程人员来精读。

提问

计算机的会议非常多，各种level的都有，arXiv上每天都可以刷出一些paper，不同类型、不同level的paper适合不同需求的人来读，我觉得好东西的标准是适合而不是在某一个具体指标上达到最大，对你有用的东西才是适合你的好东西，有些特别牛逼的东西，有着极高学术价值的东西不见得适合工程人员来读，但也不应该是那种觉得学术上的东西离工程太远，没有什么具体用的态度，从各种各样的东西汲取养分，丰富和充实自己才是硬道理。读了一些paper，也该思考一些问题了，这里提出一些比较naive的问题，欢迎大家踊跃留言和讨论。

1、这种out-of-vocabulary的问题是一个非常常见的问题，有哪些不错的思路可以来解决这个问题呢？

2、attention model几乎满大街都是，最早在机器翻译领域中开始用这种模型，虽然在其他nlp领域中都取得了不错的成绩，但目前的attention真的适合每一类具体问题吗？是不是有一点为了attention而attention的感觉？neural summarization和machine translation真的可以完全类比吗？或者说attention适合解决具有什么特征的问题呢？

3、信息越多，model的效果一定会越好。现在外部信息非常丰富，但是如何融合到当前流行的model中来呢？如何将特定领域内构建的知识图谱完美地与特定任务中的model进行结合呢？以task-oriented bot为例，能够将客户的领域知识与bot response功能结合起来，做成一个更加高级的bot呢？

这里，我抛个砖，引个玉，希望更多的人能够参与讨论和提出问题。
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图片来自paper The Dialog State Tracking Challenge Series- A Review

人机对话系统通常包括上面的几个部分，task-oriented chatbot重点关注的是DST和NLG问题，其中DST是核心问题，没有太多关注这个比赛，但个人理解DST的作用类似于一张user conversation logs状态表，记录着用户当前的状态，以订机票为例，这张表的key是预先设定好的slots，比如目的地、出发地、出发时间等等，与系统背后的业务数据表中的attributes相关联，不断地从user conversation中抽取相应的values来填充这个表格，或者将其定义为一个多分类任务，不断地从对话中判断这句话中包括哪些slots和values（这里的values是多个分类结果），当状态表中的信息存在空白时，bot会根据空白的slots来提问并获取values，直到获取到足够的slots，给出用户suggestion，或者进行相应的服务。

DST的问题解决之后，就是NLG的问题。传统的NLG采用rule-based或者template-based的方法，需要很多的手动设置，横向扩展性较差，维护成本高。最近流行的end-to-end方案很适合解决这个问题，给定用户的query，结合着当前DST，自动生成response，完全的data driven，不需要什么人工干预。

生成response除了rule-based和end-to-end的方法之外，工业界中更加常见的是retrieve-based的方法，即从庞大的example base中进行retrieve，一方面避免了NLG生成response时常遇到的grammatical问题，另一方面当前的IR技术很容易集成到此类bot系统中，降低了门槛。

本期的三篇paper中前两篇都是关于task-oriented bot的NLG问题，第三篇是在retrieve-based bot的每个细小环节中应用了deep learning技术，并且将外部的非结构化文本作为数据源，从中select responses。

Semantically Conditioned LSTM-based Natural Language Generation for Spoken Dialogue Systems

关键词：NLG、bot、自定义LSTM

来源：EMNLP 2015

问题：task-oriented bot NLG问题，给定了user query和DST，如何生成一个更好的response？

方法：

首先定义了两个概念delexicalisation和lexicalisation，前一个的意思是将句子中的slot-value用特定的token来替换，像是一种抽象，比如用food来代替对话中的各种食物名称；后一个的意思是将句子中的特定token还原回具体的value。

本文最大的亮点在于将传统的LSTM重新定义，针对这个具体问题在LSTM cell部分中添加了一层，Dialogue Act Cell，通过gate机制来保留合适的信息，比如slot keywords，如下图：




这一层cell更像是一个keyword detectors，整个NLG仍是采用encoder-decoder框架。

评论：

这层Dialogue Act Cell的目的是确保在decoding部分，不会遗漏任何一个slot，所以专门增加了一层cell来encoding act、slot-value信息，在生成时作为context vector。我觉得model的这个设计与attention机制有一点类似，只是attention更加地平滑，对每个word都有一个weight，而不是本文中的gate，非0即1。整体来说，自定义的cell是一个很有启发性的思路，针对具体问题的特点，修改现有的cell结构，也许会起到非常关键的作用。

Natural Language Generation in Dialogue using Lexicalized and Delexicalized Data

关键词：NLG、bot、自定义LSTM

来源：arXiv 2016.06.11 cs.CL

问题：task-oriented bot NLG问题，是第一篇的升级版。

方法：

本文是针对第一篇文章进行的改进版，改进的地方在于不仅仅利用了delexicalisation进行训练，而且利用了lexicalisation数据，从而提高了准确率，基本的模型框架与第一篇文章类似，不同的在于输入的处理，就是dialogue act的表示，如下图：




每一个act representation由两部分组成，一部分是act、slots的one-hot表示，与文章一类似的结构，另一部分是由value的每个word embedding组合而成。

task-oriented bot NLG存在的一个更加现实的问题是data规模太小，cover的features太少，生成质量不高，本文针对这一问题，用相似domain的、大量的reviews或者其他相关数据作为corpus预训练出一个效果不错的LM，在decoding部分采用预训练好的LM模型权重进行NLG。

评论：

本文中最值得借鉴的地方在于transfer learning，虽然DL效果很好，但实际应用中常常遇到data规模太小的问题，DL难以发挥作用，但如果从大量相似的domain data中学习一些表示模型，然后迁移到待解决的问题上，这是一件幸事，也就是人们常说的举一反三。混合大量的相似domain数据，会cover到更丰富的features，为DL提供了广阔的舞台。

DocChat: An Information Retrieval Approach for Chatbot Engines Using Unstructured Documents

关键词：Retrieve-Based Bot，Unstructured Documents

来源：ACL 2016

问题：如何从大量非结构化文本中select出合适的response返回给用户？

方法：

本文研究的问题是给定大量的非结构化的documents和用户的query，从中选择并返回一个满意的response，典型的IR问题，作者将解决方案分为三步：

1、response检索，根据query，从documents中找到合适的N句话作为候选。

2、response排序，将候选中的utterances进行排序。

本文大多数的工作在ranking model上，提出了7种level的features来对candidate进行打分，通过实验发现sentence-level feature最有区分度。

3、response触发，并不是一定可以从documents找到合适的response，所以最后添加一个分类器，来判断最优的response是否合适，合适则输出，不合适则输出空。

评论：

本文解决的问题思路比较简单，但中间用到了很多复杂的DL model，个人感觉有点杀鸡用牛刀。本文的思路更加适合informative式的query，并不适合娱乐和闲聊。但用外部知识，尤其是大量的非结构化的、可能还带有噪声的资源来提供response，是一个很不错的思路，弥补了只用training data或者很有限的examples存在的局限性问题，如果可以将两者进行结合，是一个非常好的实用方案。

Tips

引起大家的讨论是一件挺难的事情，所以这一期不再提出问题。之前有同学问如何读paper，这里简单分享一个简单的tip，后续的每一期可能都会分享一个tip。

1、如果刚刚进入一个领域，建议读一些这个领域的survey或review类型的paper，这类型的paper基本上会将最近的方法归类进行总结，从一个较高的层次来解读每一篇paper的贡献和优缺点，对快速了解一个领域很有帮助。如果你关注的这个领域没有survey，那么恭喜你，说明你可能走到了前沿，用关键词去google一篇或者几篇相关的new paper，读Related Work那一节，相信你会有所收获。（注：这个方法是从清华大学刘知远博士那里学来的）
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历经半个月时间终于发布了新一期PaperWeekly，大家久等了。在这个半个月里，PaperWeekly发生了一些明显的变化。维护和运营从我一个人变成了一个十人左右的团队来一起做，小伙伴们来自全球各地，颠倒着黑夜和白天进行沟通。团队中的每个人都有一颗热爱知识和分享知识的心，都认为分享是一种美德，是一种付出，更是一种回报。可能我们不完美，但我们相信我们正在追求完美的路上坚定地走着。

有了更多的同学加入，PaperWeekly会更加多元化，不再受限于我个人感兴趣的方向和阅读、写作习惯。PaperWeekly会坚持每周发布一期文章，每一期的文章尽量围绕同一个topic展开，在微信公众号、官方微博和知乎专栏会同步更新，除了这一篇文章，我们还会坚持在微博上提供一个新的服务，cs.CL daily，帮助大家过滤掉arXiv cs.CL上比较水的paper，留下质量高的paper，并且用简评的方式分享在微博上，每周末会更新一篇cs.CL weekly出来，将一周值得读的cs.CL paper汇总发布。

PaperWeekly组织了一个高质量的NLP讨论群，只要有你相关的问题，群里的高手会第一时间站出来解答或者讨论你的问题，有的时候会给出一些开源code和相关的paper，提问者、讨论者和潜水者都会有很大的收获。分享paper导读的意义在于讨论，大家一起来讨论，才能更加充分地吸收paper里的营养，这也是我为什么组织一个讨论群的原因。

寒暄的话就说到这里，本期分享的topic是ACL 2016，一共10篇文章，涉及的内容包括：Logic Form、NMT、Summarization、QA、Chatbot等。

Sentence Rewriting for Semantic Parsing

关键词

Semantic Parsing、Sentence Rewriting

来源

ACL 2016

问题

语义分析的表现形式是将自然语言（natural language）转化成逻辑形式（logic form）。因语言表达多样性的问题导致两者间存在mismatch problem。

文章思路

先给出一个语义分析的例子：




给句子换个表达（How many people live in Berlin?），对应的逻辑形式就变得复杂很多(count(λx.person(x)∧live(x,Berlin)))。

作者认为，原句子和逻辑形式之间存在的结构不匹配导致了语义分析的困难，而结构不匹配的核心是词汇的不匹配。作者率先提出先把句子重写再转成目标逻辑形式的语义分析方案，如下图：




针对词汇不匹配问题的两种情况分别给出基于字典和基于模板两种方法。

1）问题一：1-N mismatch
是指一个单词（word）对应一个复合的逻辑形式（compound formula）。

例如daughter对应 child ∩ female。但在开放域的知识体系下，制定这些规则十分困难。于是作者提出将句子中的常用名词替换为字典（Wiktionary）中的解释，比如先把刚才的daughter转换为female child，接着再转换为逻辑形式child ∩ female就十分自然了。

2）问题二：N-1 mismatch
是指将复杂的自然语言表达对应为单个逻辑表达。

例如将How many people live in Berlin?转化为λx.population(Berlin,x)的分析过程中，How many people live in被对应为逻辑式常量population。如同问题一，这样的规则实在过多，作者的思路是将复杂的表达式转化为简单的形式。

沿用之前的句子来了解算法流程。




Step 1 替换实体生成候选template，例如得到模板how many people live in #y。
Step 2 检索template pairs来替换模板，例如找到(a：how many people live in #y, b：what is the population of #y)的模板对，于是将b作为新模板，
Step 3 把实体替换回去得到容易生成逻辑形式的what is the population of Berlin。

相关工作


简评

如今深度学习在自然语言处理领域大红大紫，也给语义分析的方法带来更多的思考。比如ACL2016另外一篇文章Language to Logical Form with Neural Attention，就把语义分析转换为seq2seq问题，进而使用深度学习的方法来解决。如果我们把词向量这样的表示形式比喻为粗糙的连结主义，那么逻辑表达就好比精细的形式主义。两者各有优势，希望以后会有更多结合两种思想的工作出现。

Language to Logical Form with Neural Attention

关键词

Logical Forms, Sequence to Sequence

来源

ACL 2016

问题

如何把自然语言转化成Structured Logical Forms？

文章思路


模型总体是一个encoder-decoder架构，input sequence首先通过LSTM encoder转化成一个vector，然后这个vector通过LSTM decoder被转化成Logical Forms。在decode过程中用到了一个attention layer去获取context信息。




和encoder-decoder模型类似，作者提出了一种hierarchical decoder。与普通的decoder不同，首先，decode之后的sequence中存在一个特殊字符代表nonterminal。在nonterminal的基础上，decoder可以继续进行下一个layer的decoding。每一次decoding的输入不仅包含current hidden state,还包含这一个parent nonterminal的hidden state。




作者还使用了一种attention机制，在构建current hidden state的时候将hidden state与所有encoder中的hidden state进行对比，给每一个encoder hidden state一个weight。

资源

代码：GitHub - donglixp/lang2logic
Jobs和GEO数据集：http://www.cs.columbia.edu/~mcollins/papers/uai05.pdf

相关工作

之前的大部分工作都采用一些parsing models，string-to-tree transformation rules，文中没有提到之前有人采用seq2seq/deep learning的方法。本文中使用的seq2seq方法主要来自Kalchbrenner, Blunsom, Cho, Sutskever 在machine translation中提出的模型。

简评

本文解决的是一个非常有趣的问题，将自然语言转换成结构化的Logical Forms。试想如果此模型能够很好的解决这个问题，那么将来的各种query language甚至programming languages都可以由自然语言转换而成。

Neural Summarization by Extracting Sentences and Words

关键词

Summarization、Hierarchical Document Encoder、Attention-based Extractor

来源

ACL 2016

问题

如何使用数据驱动的方法来做提取式摘要？

文章思路

本文针对的任务分为sentence和word两个level的summarization。sentence level是一个序列标签问题，每个句子有0或1两个标签，为1表示需要提取该句作为总结。而word level则是一个限定词典规模下的生成问题，词典规模限定为原文档中所有出现的词。

使用的模型也比较有特点，首先在encoder端将document分为word和sentence来encode，word使用CNN encode得到句子表示，接着将句子表示输入RNN得到encoder端隐藏层状态。从word到sentence的encode体现了本文的hierarchical document encoder的概念。




在decoder端根据任务的不同使用不同网络结构，sentence任务就是一个简单的有监督下二分类问题，使用RNN网络结构更新decoder端隐藏层状态， decoder端隐藏层状态串联encoder端隐藏层状态后接入一个MLP层再接sigmoid激活函数得到句子是否被extract的概率。

word任务则是使用传统的attention-based的方法来计算每个词的概率。但要注意本文的计算的attention不是word-level attention，而是encoder端sentence-level attention。




资源

数据集：Jianpeng Cheng

相关工作

之前大多数extractive methods都基于human-engineered特征来给句子建模，通常会对每个句子计算一个分数，然后再使用诸如binary classifiers，hidden Markov模型，graph-based算法或integer linear programming等方法来选择句子构成总结。

简评

之前基于data-driven的seq2seq模型在abstractive summarization任务上大放异彩，本文提出了使用类似的模型来解决extractive summarization任务。不过针对的依旧是single-document summarization任务，未来需要将工作拓展至multi-document summarization任务上。

Sequence-to-Sequence Generation for Spoken Dialogue via Deep Syntax Trees and Strings

关键词

Sequence to Sequence、Natural Language Generation、Chatbot

来源

ACL 2016

问题

如何通过小规模、未对齐语料生成对话语句？

文章思路

作者介绍了两个模型:

1、通过DA(diglogue acts)生成句法依赖树，再利用external surface realizer，生成语句。（如下图）




2、将两部分结合起来，直接生成语句。步骤如下：

Step 1 将DA(dialogue acts)中的每个slot(表示特定信息)表示成三元组(DA type,slot,value)并结合(下图左)




Step 2 基于seq2seq generation technique生出语句或句法依赖树。
Step 3 结合beam search和n-best列表重排序（list reranker）以减少输出中的不相关信息。

资源

代码: GitHub - UFAL-DSG/tgen: Statistical NLG for spoken dialogue systems

相关工作


简评

该方法基于广泛使用的seq2seq模型，可以用未对齐的MR对(pair of meaning representation)和句子进行训练，且只要小规模的语料就可以有很好的效果。生成器可以从数据中学会slot的对齐和值，生成流利的domain style)语句，虽然语义错误还是很频繁，但还是取得了不错的成绩。

On-line Active Reward Learning for Policy Optimisation in Spoken Dialogue Systems

关键词

Dialogue System、Reinforcement Learning、Online Active Reward Learning

来源

ACL 2016

问题

文章提出一种在线学习框架，通过高斯过程分类模型进行主动学习，训练对话策略和奖励模型，减少数据标注的花费和用户反馈中的噪声。

文章思路


框架分为三部分：对话策略、对话嵌入函数、用户反馈主动奖励模型。

无监督学习输入为双向LSTM，通过Encoder-Decoder模型表征用户意图，将对话的成功与否看做高斯过程的一个二元分类问题，当模型对当前结果不能评判时，主动学习，通过reward模型决定是否询问用户反馈，当模型不确定时，生成增强信号来训练策略。

资源

数据集：http://camdial.org/~mh521/dstc/

相关工作

1、之前的工作有用任务完成度和对话持续情况做Reward，但任务完成度不好衡量
2、用协同过滤表征用户偏好
3、用逆强化学习从行为中推出reward

简评

用lSTM Encoder-Decoder表征用户意图，无需大规模标注语料和构建用户模拟器来进行训练，在较小的训练语料中取得了不错的效果，率先实现了在真实场景中的应用。但Reward函数只关心对话任务是否成功，模型过于简单。

Achieving Open Vocabulary Neural Machine Translation with Hybrid Word-Character Models

关键词

Neural Machine Translation、UNK Words

来源

ACL 2016

问题

如何解决机器翻译中的未登录词问题？

文章思路

文章提出了一个混合（层次）模型。该模型由两部分组成，分别为：
a. 传统的基于词（word level）的seq2seq模型；
b. 基于字母级别（character level）的LSTM模型，由一个将字母encode成单词的encoder和一个根据状态生成低频词的decoder组成。其中a部分负责进行翻译，b部分负责处理低频词（unk）。




具体地，a部分的encoder遇到unk时，会使用character level对该低频词进行encode，并使用encode出的representation作为输入。而decoder遇到unk时，会利用attention机制将当前上下文和LSTM状态初始化character level decoder。此处的初始化采用的是文章提出的separate path模式，即利用一个MLP作为character level decoder的初始化网络。值得注意的是此处word level decoder仍会选择用作为下一步的输入。

相关工作

Unk问题属于NMT中长期存在问题。目前多是采取后处理的方法。今年ACL有两篇paper，分别是李航老师实验室的copynet和Bengio实验室的pointing the unknown words，但对机器翻译任务参考意义有限。
另外一种思路则是加大词典，比较知名工作有On Using Very Large Target Vocabulary for Neural Machine Translation。此外该工作还借鉴了Jiwei Li的hierarchical auto encoder。

简评

文章思路新颖且简单明了。因为NMT中存在unk的问题，作者直接利用character level RNN来生成一个词替代unk。该工作对拼音文字有一定意义，对中日韩文的参考意义有限。

Pointing the Unknown Words

关键词

Neural Machine Translation、UNK Words

来源

ACL 2016

问题

如何解决机器翻译中的未登录词问题？

文章思路

作者在有注意力的机器翻译模型上增加了一个开关来判断和是否复制原文。

1、Attention-based机器翻译模型







































































































































































经典的attention model这里不再赘述。
2、Pointer Softmax模型




两个问题有待解决解决：
a. 是否进行copy？
b. copy的位置在哪？

先说第二个问题，作者先引入shortlist softmax和location softmax。前者来确定要从shortlist中选取哪一个单词作为输出，后者确定在哪个位置要进行copy操作。

再看第一个问题，作者引入一个二值变量（可以想象为一个开关）来选择使用shortlist softmax还是location softmax。当值为1的时候不进行copy操作，使用shortlist softmax来从shortlist中选一个词作为输出。当值为0的时候进行copy操作，使用location softmax，将原文的词直接copy到指定位置。

资源

代码：GitHub - caglar/pointer_softmax

简评

本文的想法很有趣，直接从原文照抄罕见词和未知词很符合日常生活中人类的处理方法。从文中实验结果来看，该模型有一定的提升效果。注意力模型的提出与对人类行为的观察密不可分，而copy机制也是从生活中提炼出来的一种有效模型，我们可以借鉴的是从人类解决问题的具体方式中进行总结和归纳不失为一种有效的解决方案。

Harnessing Deep Neural Networks with Logic Rules

关键词

CNN、RNN、First-order Logic, Iterative Distillation Method

来源

ACL 2016

问题

如何将深度学习与逻辑规则结合使用？

文章思路


系统在构建正常神经网络(student)的同时，构建了一个基于逻辑规则的训练网络(teacher)。整个网络的目标还是优化神经网络的参数变量 θ，因为新的目标损失函数结合了二者的损失，通过这种方式，教师网络的逻辑信息就能够被转移到神经网络的θ上，从而加强神经网络的性能。 在这种结构里逻辑规则是用于辅助的可选项，通过调整权重，系统可以偏向某个网络。这种模型可以将监督学习扩展到无监督学习，比如图示中，无标记的数据通过教师子网之后提取有用信息，也可以用来训练监督学习的神经网络。

1、训练过程

假设输入数据为x, y。student神经网络的参数变量是θ, 输出层是softmax，对输入xn，输出预测概率分布σ(xn)。对teacher网络，在第ｔ次迭代中基于逻辑规则的预测结果表示为sn(t)，那么新的优化目标变成了




可以看出来自教师网络的反馈作为regularization加到了目标函数里，通过这种方式两个网络的信息就结合在了一起。注意教师网络在每次训练迭代中都要构建，因此整个过程被称之为iterative knowledge distillation.

2、教师网络

教师网络使用软逻辑(soft logic)来编码first-order logic的信息。soft logic在[0,1]之间的连续取值，而不是二元值{0, 1}。逻辑运算也用max, min, sum代替原来的与或非。

神经网络数学模型为pθ(y|x) 教师网络数学模型假设为q(y|x)。我们实际上是用基于逻辑规则的教师网络来模拟神经网络输出，因此我们希望能找到一个最优的q，使得输入尽可能满足逻辑规则的要求，同时q要尽可能接近pθ。详细推导可以参见原文，最后的优化结果就是




λl 是每个规则的自信度(confidence)，而rl, gl 是某个规则应用于某一输入时的逻辑结果，介于0,1之间。可以看到自信度比较高的规则可以使输入更容易通过规则。

3、应用

a. 基于CNN的情感分析
b. 基于BLSTM-CNN的NER任务

相关工作

1、Neural-symbolic systems (Garcez et al., 2012) 从给定的规则构建推理网络
2、(Collobert 2011)， 利用领域知识domain knowledge提取额外特征，增强原始数据
3、Knowledge distillation (Hinton et al., 2015) (Bucilu et al. 2006)
4、Posterior regularization (PR) method (Ganchev et al., 2010)

简评

创新点在于将逻辑规则与神经网络结合，可以利用人已知的知识去引导机器学习。当数据量不足的，或者对数据进行补充时，可以将人类的知识用逻辑语言表达出来，然后通过本文提出的框架进行增强训练。本文的两个例子中都提到只用了少量规则，优化的结果虽然显示要比当前其他模型好，但是没有大幅度的提高。需要进一步验证如果使用更多的规则，能不能大幅度提高准确率。

Easy Questions First? A Case Study on Curriculum Learning for Question Answering

关键词

Curriculum Learning、Self-paced Learning、Question Answering

来源

ACL2016

问题

文章讨论了Curriculum Learning在NLP领域, 尤其是在QA task里应用的可行性。

文章思路

文章首先对QA类型的task给出了比较general的定义: 我们可以把QA问题看做是一个经验风险最小化(ERM)问题, 我们需要最小化:




其中是a正确答案, f是给定背景知识以及问题, 模型选择出的最佳答案,Ω是regularizer.

之后, 作者对于Curriculum Learning, 尤其是Self-paced Learning做了介绍, 并且将其引入QA task, 进而将之前的ERM问题变为:




其中v是对问题进行采样时候的权值, g是self-paced regularizer, 其中λ代表’age’, 或者说’pace’. 训练初期, 模型趋向于对简单的问题进行训练, 而随着’age’的增加, 模型越来越多地加入更复杂的问题一起训练。

文章给出并分析了四种流行的self-paced regularizer如Table 1:




之后提出了7种新的heuristics:

1) Greedy Optimal (GO): 将已有的Q和一系列新的Q一起训练, 选回答正确并且loss最低的。
2) Change in Objective (CiO): 将已有的Q和一系列新的Q一起训练, 选择令loss改变最小的。
3) Mini-max (M2 ): 当某个新的Q与其loss最大的一个candidate answer配对时, loss最小的. (通俗地讲, 就是最差情况都没有那么糟糕的一个)。
4) Expected Change in Objective (ECiO): 只拿新的Q训练, 和之前的loss改变最小的. (相比于第二种的将已有的Q和新Q一起训练)。
5) Change in Objective-Expected Change in Objective (CiO - ECiO): 2)和4)的值最接近的, 按照作者的意思, 这个值反应了model见到某个新Q时surprise的程度。
6) Correctly Answered (CA): 将一系列新Q在当前model上测试, 选择用最小的loss正确回答的。
7) Farthest from Decision Boundary (FfDB): 只用在latent structural SVMs上, 选择答案与decision boundary最远的一个新Q。

资源

MCTest: Machine Comprehension Test (MCTest)
Science Textbook: http://http://www.ck12.org/
Science question answering: http://aristo-public-data.s3.amazonaws.com/AI2-Elementary-NDMC-Feb2016.zip
Simple English Wikipedia: https://dumps.wikimedia.org/simplewiki/20151102/
QANTA: QANTA: A Deep Question Answering Model

相关工作

1、Curriculum Learning:

早在1958年[1], 就有认知科学的相关学者意识到, 对于人类学习过程, 相对于提供随机的知识,由浅及深的地给予有计划的训练样本, 可以得到更好的效果. 之后这一Curriculum Learning的想法也被引入到机器学习中[2], 其中Self-paced learning (SPL)[3][4][5]是比较常用的方法。

2、QA:

Jurafsky和Martin[6]对于QA系列问题有一个非常好的叙述, 而这篇文章突出讨论Curriculum Learning在non-convex的QA模型上的应用, 着重介绍了基于配对的模型[7][8][9]和基于深度学习的模型[10][11].
基于配对的模型将每一个问题和问题附带的多个备选答案组成若干个QA对, 我们称之为假设, 然后在给定相关文章的情况下, 寻找有最可能是正确的一个假设作为答案. 基于深度学习的模型可以使用依赖关系树结构的递归神经网络, 对句子level的QA模型的结果取平均[10]; 也可以用RNN构建”长期”存储器, 通过学习对存储器进行读/写操作, 模拟一个动态的知识构建过程[11]。

简评

在QA task中引入Curriculum Learning旨在在训练过程中, 启发式地对于提供给模型的数据出现的顺序进行一些调整, 从而让模型从简单的, 易于学习的样本开始, 随着模型对数据的表述愈加成熟, 逐渐加入更复杂的样本. 理想状况下这会指导模型从得到一个普通的local minima, 变成得到一个”更”好的local minima, 进而利用全部数据得到一个”更更”好的local minima。

通常来说, 我们给予模型的heuristic并不一定能够真正帮助模型, 因为通常我们都在猜测数据以及模型的latent representation是什么, 但是这篇文章通过了一系列的实验验证, 本文阐述的heuristic确实可以帮助QA model获得更好的准确率. 这证明了引导模型由浅及深的这种思路是可行的, 我们也许可以思考一些更复杂的heuristic, 或者将其应用到其他的一些NLP tasks。

然而本文给出的大部分heuristic在新问题的选择上都需要比较大的时间复杂度, 对于类似MCTest这种总共只有660个文章的小型数据集来说还算比较现实, 但是对于更大更长的数据集(比如CNN数据集, 38万个文章, 很多文章都超过了一千五百个单词, 而且备选答案数量也远超MCTest的四个)时, 就显得不那么轻松了. 最简单的Attention Sum Reader[1] 在CNN数据集上, 每个epoch都需要10个多小时, 就更别说其他基于AS Reader的模型了。

总体来说, 相对于实用性, 这篇文章更多在于提供了一种新的思路, 也就是把Curriculum Learning相关的概念应用到QA乃至于其他NLP task中, 非常值得思考, 因此是一篇非常值得阅读的文章。

The LAMBADA dataset:Word prediction requiring a broad discourse context

关键词

Machine Reading Comprehension、Dataset

来源

ACL 2016

问题

构建了一个难度更大的机器阅读理解数据集。

构建思路

以Book Corpus的小说作为数据源，构建了10222个passages，每个passage包括平均4.6句话的context和相邻着的一句target，定义的任务是通过理解context来预测target中最后一个词，平均每个passage包括约75个tokens。其中，超过80%的passage context中包括了target中需要预测的词，48%的target words是专有名词（proper nouns），37%的词是一般名词（common nouns），约7.7%的是动词。这里，专有名词和一般名词是最难猜出来的，动词有一定的概率可以不需要context，而直接从target sentence利用语言模型猜出来。

在处理原始数据时，作者做了一层过滤，将容易从target sentence中直接猜出target word的passages统统丢掉，将剩下的部分放在众包网站上进行人工筛选，筛选的过程比较长，目的是让留在数据集中的数据有下面的效果：通过分析passage的context可以给出正确的target word，而如果只是给定target sentence的话，是猜不出正确的target word。

资源

本文数据集Lambada dataset: http://clic.cimec.unitn.it/lambada/
众包网站Crowdflower: Make your data useful
原始数据集Book Corpus: http://www.cs.toronto.edu/~mbweb/
CNN/Daily Mail dataset: GitHub - deepmind/rc-data: Question answering dataset featured in "Teaching Machines to Read and Comprehend
CBT dataset: http://fb.ai/babi/
MSRCC dataset: The Microsoft Research Sentence Completion Challenge

相关数据集


简评

大型数据集是深度学习技术发展的重要基础，数据集的质量和难度也直接关系着模型的质量和实用性。机器阅读理解的数据集有很多，包括中文和英文的数据集，每一个的构建都会带来模型的创新，随着难度不断增加，对模型也提出了更高的要求。本文在构建数据集过程中为了保证任务的难度所采取的方法是值得借鉴的。
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PaperWeekly第四期------基于强化学习的文本生成技术

引

2013年以来Deep mind团队相继在NIPS和Natures上发表了用深度增强（强化）学习玩Atari游戏，并取得良好的效果，随后Alpha go与李世乭的一战更使得深度增强学习家喻户晓。在游戏上取得了不错的成果后，深度增强学习也逐渐被引入NLP领域。本期介绍目前NLP领域较为热点的研究方向，基于强化学习的文本生成技术（NLG），共选择了三篇文章，分别为：

(1)《Generating Text with Deep Reinforcement Learning》
应用Deep Q-Network作为生成模型用于改善seq2seq模型

(2) 《Deep Reinforcement Learning for Dialogue Generation》
应用强化学习进行开放领域的文本生成任务，并对比了有监督的seq2seq加attention模型和基于最大互信息的模型

(3)《Hierarchical Reinforcement Learning for Adaptive Text Generation_lshowway》
以任务为导向的户内导航对话系统用分层强化学习进行文本生成

以下为三篇文章的主要信息：

Generating Text with Deep Reinforcement Learning

作者

Hongyu Guo

单位

National Research Council Canada

关键词

Reinforcement Learning、Seq2Seq、Text Generation

来源

NIPS2015 Workshop (2015.10.30)

问题

本文提出将Deep Q-Network作为生成模型用于改善seq2seq模型，将decoding修改为迭代式的过程，实验表明本模型具有更好的泛化性。

模型

对seq2seq模型改进的论文层出不穷，本文率先引入深度强化学习的思想，将DQN用于文本生成。对DQN还不了解的同学可以先阅读DeepMind的论文Playing Atari with Deep Reinforcement Learning。本文的模型如下：




如同一般的神经网络，我们也可以把DQN当做一个黑盒来使用。只需要准备好DQN需要的四个元素s(i),a(i),r(i),s(i+1)，分别代表i时刻下state,action,reword和i+1时刻的state。

对照上图我们把算法解剖分为4个步骤：

Step 1: 先是传统的seq2seq模型。通过LSTM先把输入序列encode为一个定长向量EnSen(i)，然后作为decode阶段的初始状态依次生成新的序列DeSen(i)（decoding search使用beam search算法来 expand next words）。经过第一步我们得到初始state：(EnSen(i), DeSen(i))和action集合：每个位置的hypotheses。

Step 2: 接下来从hypotheses（actions）中选择一个可以获得最大reward的单词（action）作为该位置新生成的词，用新单词来代替之前的旧词，于是生成新的state：(EnSen(i), DeSen(i+1))。

Step 3: 接着就是标准的DQN的部分，计算Loss函数并对其应用梯度下降。

Step 4: 回到Step 2，对得到的state继续迭代，每一次迭代都只生成一个新词来代替旧词，直到迭代次数达到设好的值（作者将次数定为句子长度的两倍，同学们可以思考一下理由）。

总结DQN所需的四个元素对应如下：
(1) i时刻下的state：(EnSen(i), DeSen(i))；
(2) i时刻下的action：beam search得到的每个位置的hypotheses；
(3) i时刻下的reword：target sentence和DeSen(i+1)的相似度（BLEU score）；
(4) i+1时刻下的state：(EnSen(i), DeSen(i+1))；

为了更好的提取句子的特征，作者在decode阶段使用了双向LSTM。同时还在reinforcement learning中加入attention机制，可以达到先decode比较简单的部分再处理困难部分的效果。最后在生成相似句子的实验中得到了比只用LSTM decoder效果更好的结论：




相关工作


简评

本文的思想其实非常符合写作的一种情况，就像贾岛推敲的故事，回想小时候刚学习写句子时，也不能一次写好，总会不断对一些词语进行修改。Google DeepMind的文章《DRAW：A Recurrent Neural Network For Image》也和本文异曲同工：画画也不是一次画好，也要不断的完善。不同之处在于本文率先引入DQN做文本生成。在机器学习各个分支下，强化学习和人类与环境的交互方式非常相似，在许多领域开始初露头角，期待看到更多将强化学习结合语言模型的应用。

Deep Reinforcement Learning for Dialogue Generation

作者

Jiwei Li, Will Monroe, Alan Ritter, Michel Galley, Jianfeng Gao, Dan Jurafsky

单位

(1) Stanford University, Stanford, CA, USA
(2) Microsoft Research, Redmond, WA, USA
(3) Ohio State University, OH, USA

关键词

Reinforcement Learning、Seq2Seq、Text Generation

来源

http://arXiv.org(2016.06.25)

问题

本文提出利用强化学习进行开放领域的文本生成任务，并对比了有监督的seq2seq加attention模型和基于最大互信息的模型

模型

强化学习中的reward




易被响应（Ease of answering），不容易出现对话僵局，其中 S 是无意义回答合集，s是某一时刻的响应




信息流，若开辟新的话题，有利于对话的继续发展，隐层表示 hpi 和 hpi+1 的夹角余弦




语义连贯性，减少与对话无关问题的影响，其中，pseq2seq(a|pi,qi) 是由上一轮状态得到响应的概率，后一项是由当前产生响应通过网络生成之前的 qi 的概率。




最终的reward是对三者加权求和，系数分别为：0.25、0.25、0.5.

对比试验：
(1) 对话初始状态为一个SEQ2SEQ加attention的模型作为强化学习的初始状态。

(2) 在前面的基础上将最大互信息加入其中作为reward，对于一个给定的输入[pi,qi]，可以根据模型生成一个候选回答集合A。对于A中的每一个回答a,从预训练模型中得到的概率分布上可以计算出互信息的值 m(a,[pi,qi])。

(3) 将互信息训练过的模型作为初始模型，用策略梯度更新参数并加入课程学习策略，最终最多限定五轮对话。




相关工作


简评

本文作者提出了一个强化学习框架，模拟两个agent让其自动对话训练神经网络SEQ2SEQ模型，将Encoder-Decoder模型和强化学习整合，从而能保证使对话轮数增加。文中使用的模型非常简洁，reward函数定义清晰，评价指标也较为科学，可以生成信息更为丰富、易于响应的对话系统。

Hierarchical Reinforcement Learning for Adaptive Text Generation

作者

Nina Dethlefs, Heriberto Cuay´ahuitl

单位

University of Bremen, Germany

关键词

NLG, 分层强化学习, 文本生成, wayfinding

来源

国际自然语言生成会议INLG(2010)

问题

在wayfinding（户内导航对话系统）领域利用分层强化学习进行文本生成。该方法的目标是对wayfinding的NLG任务整合进行优化，并在模拟系统中验证该方法的有效性。

模型

本文任务在wayfinding中的NLG任务有多个，且各个任务之间并非独立。从而提出应该根据用户类型，导航距离， 环境条件等作出不同的导航策略，介绍了分层强化学习。

文章将户内导航对话系统的文本生成问题分为四块：

(1) Content Selection：给不熟悉环境的用户的导航要比熟悉环境的用户的导航更细致
(2) Text Structure：根据导航距离以及用户熟悉环境程度给予不同类型的导航，如大白话的，以fisrt， second…表达或者示意性的。
(3) Referring Expression Generation：一间房间可以叫“A203”，也可以叫“办公室”或者“小白楼”
(4) Surface Realisation：往前走可以用“go”也可以用“walk”等。

强化学习示意图如下，分层强化学习的思想与强化学习类似，但在强化学习的基础上加上层次，不同层次的模型处理不同层次的问题。




agent根据当前状态，执行动作a与环境交互，之后环境产生一个新的状态s并返回给agent一个奖赏r（可正可负），强化学习的目标函数便是使agent获得奖赏r最大。

分层增强学习包含L个层，每层N个模型，如Figure 1是有15个agents的hierarchy，其中不同的agent负责不同的层次。




每个agent定义为半马尔科夫决策过程，可以表示成一个四元组




分别为状态集，动作集，转换函数，奖励函数。

奖励函数表示agent在时间t状态s是执行动作a转换到新的状态s’所获得的奖励。半马尔科夫的目标是找到policy π*，




使得在从当前状态转换到新的状态获得的累计奖励最多。

本文使用两种奖励函数，一种着重在 interaction length， 另一种着重在alignment and variation之间的平衡（具体公式可见论文）。

本文是在模拟环境中进行试验，其中模拟环境包括user type（熟悉环境，不熟悉环境）， information need（高，低），length of the current route（短，中长，长），next action to perform（转，直走），current focus of attention（继续走，关注标识）。baseline为为部分agent随机选择action，即不考虑用户类型，导航距离等因素。经与baseline比较，效果较好。

资源

词性标注工具：The Stanford Natural Language Processing Group

简评

将来的工作：将分层强化学习应用于其他NLG任务
不足之处：实验是在模拟环境下进行的，未来应该在真实环境进行评估。

总结

这三篇文章皆是强化学习在NLP领域的应用，第一篇主要侧重点在于应用DQN进行文本生成，并用BLUE指标进行评价，对比传统的LSTM-decoder和加入DQN之后的结果；第二篇文章侧重点在于虚拟两个Agent，在传统Seq2Seq的基础上加入强化学习从而使得聊天能够持续下去；第三篇文章侧重点在于任务驱动的对话系统应用分层强化学习，针对不同情况进行分层处理。

以上为本期Paperweekly的主要内容，感谢lshowway、美好时光海苔、Tonya三位同学的整理。

广告时间

PaperWeekly是一个分享知识和交流学问的民间组织，关注的领域是NLP的各个方向。如果你也经常读paper，也喜欢分享知识，也喜欢和大家一起讨论和学习的话，请速速来加入我们吧。
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PaperWeekly 第五期------从Word2Vec到FastText

引

Word2Vec从提出至今，已经成为了深度学习在自然语言处理中的基础部件，大大小小、形形色色的DL模型在表示词、短语、句子、段落等文本要素时都需要用word2vec来做word-level的embedding。Word2Vec的作者Tomas Mikolov是一位产出多篇高质量paper的学者，从RNNLM、Word2Vec再到最近流行的FastText都与他息息相关。一个人对同一个问题的研究可能会持续很多年，而每一年的研究成果都可能会给同行带来新的启发，本期的PaperWeekly将会分享其中三篇代表作，分别是：

1、Efficient Estimation of Word Representation in Vector Space, 2013
2、Distributed Representations of Sentences and Documents, 2014
3、Enriching Word Vectors with Subword Information, 2016

Efficient Estimation of Word Representation in Vector Space

作者

Tomas Mikolov, Kai Chen, Greg Corrado, Jeffrey Dean

单位

Google Inc., Mountain View, CA

关键词

Word Representation, Word Embedding, Neural Network, Syntactic Similarity, and Semantic Similarity

来源

arXiv, 201309

问题

如何在一个大型数据集上快速、准确地学习出词表示？

模型

传统的NNLM模型包含四层，即输入层、映射层、隐含层和输出层，计算复杂度很大程度上依赖于映射层到隐含层之间的计算，而且需要指定上下文的长度。RNNLM模型被提出用来改进NNLM模型，去掉了映射层，只有输入层、隐含层和输出层，计算复杂度来源于上一层的隐含层到下一层隐含层之间的计算。

本文提出的两个模型CBOW (Continuous Bag-of-Words Model)和Skip-gram (Continuous Skip-gram Model)结合了上面两个模型的特点，都是只有三层，即输入层、映射层和输出层。CBOW模型与NNLM模型类似，用上下文的词向量作为输入，映射层在所有的词间共享，输出层为一个分类器，目标是使当前词的概率最大。Skip-gram模型与CBOW的输入跟输出恰好相反，输入层为当前词向量，输出层是使得上下文的预测概率最大，如下图所示。训练采用SGD。




资源

Code: C++代码
Dataset: SemEval-2012,用来评估语义相关性。

相关工作

Bengio[1]在2003年就提出了language model的思路，同样是三层（输入层，隐含层和输出层）用上下文的词向量来预测中间词，但是计算复杂度较高，对于较大的数据集运行效率低；实验中也发现将上下文的n-gram出现的频率结合进去会提高性能，这个优点体现在CBOW和Skip-gram模型的输出层中，用hierarchical softmax（with huffman trees）来计算词概率。

简评

本文的实验结果显示CBOW比NNLM在syntactic和semantic上的预测都要好，而Skip-gram在semantic上的性能要优于CBOW，但是其计算速度要低于CBOW。结果显示用较大的数据集和较少的epoch，可以取得较好的效果，并且在速度上有所提升。与LSI和LDA相比，word2vec利用了词的上下文，语义信息更加丰富。基于word2vec，出现了phrase2vec, sentence2vec和doc2vec，仿佛一下子进入了embedding的世界。NLP的这些思想也在用于recommendation等方面，并且与image结合，将image跟text之间进行转换。

Distributed Representations of Sentences and Documents

作者

Quoc V. Le, Tomas Mikolov

单位

Google Inc, Mountain View, CA

关键词

sentence representation

来源

ICML 2014

问题

基于word2vec的思路，如何表示sentence和document？

模型



利用one-hot的表示方法作为网络的输入，乘以词矩阵W，然后将得到的每个向量通过平均或者拼接的方法得到整个句子的表示，最后根据任务要求做一分类，而这过程中得到的W就是词向量矩阵，基本上还是word2vec的思路。

接下来是段落的向量表示方法：




依旧是相同的方法，只是在这里加上了一个段落矩阵，用以表示每个段落，当这些词输入第i个段落时，通过段落id就可以从这个矩阵中得到相对应的段落表示方法。需要说明的是，在相同的段落中，段落的表示是相同的。文中这样表示的动机就是段落矩阵D可以作为一个memory记住在词的context中遗失的东西，相当于增加了一个额外的信息。这样经过训练之后，我们的就得到了段落表示D，当然这个段落就可以是一段或者一篇文章。
最后一种就是没有词序的段落向量表示方法：





从图中就可以感觉到这个方法明显和skip-gram非常相似，这里只是把重点放在了段落的表示中，通过段落的表示，来预测相应的context 词的表示。最后我们依然可以得到段落矩阵D，这样就可以对段落进行向量化表示了。但是输入起码是句子级别的表示，而输出则是词的向量表示，因此个人比较怀疑这种方法的合理性。
简评

这篇文章是word2vec的方法提出一年后提出的方法，因此本文并没有使用目前非常流行的word2vec的训练方法来训练词向量，而是利用word2vec的思路，提出了一种更加简单的网络结构来训练任意长度的文本表示方法。这样一方面好训练，另一方面减少了参数，避免模型过拟合。优点就是在训练paragraph vector的时候加入了一个paragraph matrix，这样在训练过程中保留了一部分段落或者文档信息。这点在目前看来也是有一定优势的。但是目前深度学习发展迅速，可以处理非常大的计算量，同时word2vec以及其变种被应用得非常普遍，因此该文章提出的方法思路大于模型，思路我们可以借鉴，模型就不具有优势了。

Enriching Word Vectors with Subword Information

作者

Piotr Bojanowski, Edouard Grave, Armand Joulin, Tomas Mikolov

单位

Facebook AI Research

关键词

Word embedding, morphological, character n-gram

来源

arXiv, 201607

问题

如何解决word2vec方法中罕见词效果不佳的问题，以及如何提升词形态丰富语言的性能？

模型

word2vec在词汇建模方面产生了巨大的贡献，然而其依赖于大量的文本数据进行学习，如果一个word出现次数较少那么学到的vector质量也不理想。针对这一问题作者提出使用subword信息来弥补这一问题，简单来说就是通过词缀的vector来表示词。比如unofficial是个低频词，其数据量不足以训练出高质量的vector，但是可以通过un+official这两个高频的词缀学习到不错的vector。

方法上，本文沿用了word2vec的skip-gram模型，主要区别体现在特征上。word2vec使用word作为最基本的单位，即通过中心词预测其上下文中的其他词汇。而subword model使用字母n-gram作为单位，本文n取值为3~6。这样每个词汇就可以表示成一串字母n-gram，一个词的embedding表示为其所有n-gram的和。这样我们训练也从用中心词的embedding预测目标词，转变成用中心词的n-gram embedding预测目标词。

实验分为三个部分，分别是（1）计算两个词之间的语义相似度，与人类标注的相似度进行相关性比较；（2）与word2vec一样的词类比实验；（3）与其他考虑morphology的方法比较。结果是本文方法在语言形态丰富的语言（土耳其语，法语等）及小数据集上表现优异，与预期一致。

资源

源码公布在Facebook的fastText项目中：GitHub - facebookresearch/fastText: Library for fast text representation and classification.

相关工作

利用语言形态学来改进nlp的研究源远流长，本文提及的许多关于character-level和morphology的有趣工作值得参考。

简评

文章中提出的思路对于morphologically rich languages（例如土耳其语，词缀的使用极为普遍而有趣）来说十分有意义。词缀作为字母与单词之间的中层单位，本身具有一定的语义信息。通过充分利用这种中层语义来表征罕见词汇，直观上讲思路十分合理，也是应用了compositionality的思想。

利用形态学改进word embedding的工作十分丰富，但中文NLP似乎很难利用这一思路。其实个人感觉中文中也有类似于词缀的单位，比如偏旁部首等等，只不过不像使用字母系统的语言那样容易处理。期待今后也有闪光的工作出现在中文环境中。

总结

从Word2Vec到FastText，从word representation到sentence classification，Tomas Mikolov的工作影响了很多人。虽然有个别模型和实验结果曾遭受质疑，但终究瑕不掩瑜。word2vec对NLP的研究起到了极大地推动作用，其实不仅仅是在NLP领域中，在其他很多领域中都可以看到word2vec的思想和作用，也正是从word2vec开始，这个世界变得都被vector化了，person2vec，sentence2vec，paragraph2vec，anything2vec，world2vec。

以上为本期Paperweekly的主要内容，感谢memray、zhkun、gcyydxf、jell四位同学的整理。

广告时间

PaperWeekly是一个分享知识和交流学问的民间组织，关注的领域是NLP的各个方向。如果你也经常读paper，也喜欢分享知识，也喜欢和大家一起讨论和学习的话，请速速来加入我们吧。

微信公众号：PaperWeekly
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PaperWeekly 第六期------机器阅读理解

引

本期paperweekly的主题是Question Answering Models，解决这一类问题可以很好地展现AI理解人类自然语言的能力，通过解决此类dataset可以给AI理解人类语言很好的insights。问题的定义大致是，给定较长一段话的context和一个较短的问题，以及一些candidate answers，训练一些可以准确预测正确答案的模型。

此问题也存在一些变种，例如context可以是非常大块的knowledge base，可以不提供candidate answers而是在所有的vocabulary中搜索答案，或者是在context中提取答案。

基于(Recurrent) Neural Network的一些模型在这一类问题上给出了state of the art models，本期paperweekly就带领大家欣赏这一领域有趣的工作。

Attention-over-Attention Neural Networks for Reading Comprehension

作者

Yiming Cui, Zhipeng Chen, Si Wei, Shijin Wang, Ting Liu and Guoping Hu

单位

iFLYTEK Research, China
Research Center for Social Computing and Information Retrieval, Harbin Institute of Technology, China

关键词

Question Answering, Attentive Readers

来源

arXiv, 201608

问题

本文优化了attention机制，同时apply question-to-document and document-to-question attention，提升了已有模型在Cloze-Style Question Answering Task上的准确率。

模型

本文解决的是Cloze-style question answering的问题，给定一个Document和一个Query，以及一个list的candidate answers，模型需要给出一个正确答案。

已有的模型大都通过比较每一个Query + candidate answer和context document的相似性来找出正确答案，这种相似性measure大都通过把query 投射到context document每个单词及所在context的相似性来获得。本文的不同之处在于模型还计算了context投射到每个query单词的相似度，进一步丰富了context和query相似度的计算。




首先，document和query都会被model成biGRU。




然后使用document biGRU和query biGRU的每一个position做inner product计算，可以得到一个similarity matrix。




对这个matrix做一个column-wise softmax，可以得到每个query单词在每个document单词上的similarity。




similarly，对这个matrix做一个row-wise softmax，可以得到每个document单词在每个query单词上的similarity。




取个平均就得到了每个query单词在整个context document上的similarity。





然后把alpha和beta做个inner product就得到了每个context document word的probability。




每个candidate answer的probability就是它出现在上述s中的probability之和。




Loss Function可以定义为正确答案的log probability之和。




资源

	cnn和daily mail datasets

	Children’s book test



相关工作

利用attentive readers解决question answering问题最早出自deep mind: teaching machines to read and comprehend。后来又有Bhuwan Dhingra: Gated-Attention Readers for Text Comprehension和Danqi Chen: A Thorough Examination of the CNN/Daily Mail Reading Comprehension Task，以及其他相关工作，在此不一一赘述。

简评

本文很好地完善了attentive reader的工作，同时考虑了query to document and document to query attentions，在几个data set上都取得了state of the art效果，思路非常清晰，在question answering问题上很有参考价值。

MACHINE COMPREHENSION USING MATCH-LSTM AND ANSWER POINTER

作者

Shuohang Wang, Jing Jiang

单位

Singapore Management University

关键词

Machine comprehension, Match-LSTM, Pointer Net

来源

arXiv，201608

问题

提出一种结合match-LSTM和Pointer Net的端到端神经网络结构，来解决SQuAD数据集这类没有候选项且答案可能是多个词的machine comprehension问题。

模型

本文提出的模型结合了match-LSTM(mLSTM)和Pointer Net(Ptr-Net)两种网络结构。

1、match-LSTM

mLSTM是由Wang和Jiang提出的一种解决文本蕴含识别（RTE）问题的一种神经网络结构。模型结构见下图，该模型首先将premise和hypothesis两句话分别输入到两个LSTM中，用对应LSTM的隐层输出作为premise和hypothesis中每个位置对应上下文信息的一种表示（分别对应图中的Hs和Ht）。对于hypothesis中的某个词的表示ht_i，与premise中的每个词的表示Hs计算得到一个权重向量，然后再对premise中的词表示进行加权求和，得到hti对应的上下文向量a_i（attention过程）。最后把hypothesis中该词的表示ht_i和其对应的context向量a_i拼接在一起，输入到一个新的LSTM中。该模型将两个句子的文本蕴含任务拆分成词和短语级别的蕴含识别，因此可以更好地识别词之间的匹配关系。




2、 Pointer networks

该模型与基于attention的生成模型类似。区别之处在于，pointer networks生成的结果都在输入序列中，因此pointer networks可以直接将attention得到的align向量中的每个权重直接作为预测下一个词对应的概率值。

3、 Sequence Model & Boundary Model

本文提出的模型结构见下图，具体到本文的神经网络结构，可以简单分为下面两部分：




（1）Match-LSTM层：该部分将machine comprehension任务中的question作为premise，而passage作为hypothesis。直接套用上述的mLSTM模型得到关于passage每个位置的一种表示。为了将前后方向的上下文信息全部编码进来，还用相同的方法得到一个反向mLSTM表示，将两个正反方向的表示拼接在一起作为最终passage的表示。
（2）生成答案序列部分，论文中提出了两种生成方法：

	Sequence方法与Pointer Net相同，即根据每一个时刻attention的align向量生成一个词位置，直到生成终止符为止。


	Boundary方法则是利用SQuAD数据集的答案均是出现在passage中连续的序列这一特点，该方法仅生成首尾两个位置，依据起始位置和终止位置来截取passage的一部分作为最终的答案。




本文在SQuAD数据集上进行实验，两种方法实验结果较之传统LR方法均有大幅度提升。其中Boundary方法比Sequence方法效果更好。

资源

	SQuAD



相关工作

数据集相关论文
SQuAD: 100,000+ Questions for Machine Comprehension of Text
模型相关论文
Learning Natural Language Inference with LSTM
Pointer networks

简评

本篇论文提出的模型是第一个在SQuAD语料上应用端到端神经网络的模型，该模型将Match-LSTM和Pointer Networks结合在一起，利用了文本之间的蕴含关系更好地预测答案。
本文提出了两种方法来生成答案，其中Boundary方法巧妙地利用SQuAD数据集的答案均是文本中出现过的连续序列这一特点，只生成答案的起始和终止位置，有效地提升了模型的效果。

Dataset and Neural Recurrent Sequence Labeling Model for Open-Domain Factoid Question Answering

作者

Peng Li, Wei Li, Zhengyan He, Xuguang Wang, Ying Cao, Jie Zhou, Wei Xu

单位

Baidu IDL

关键词

Question Answering, Sequence Labeling, CRF

来源

arXiv, 201609

问题

作者给出了一个新的中文的QA数据集, 并且提出了一个非常有意思的baseline model.

模型

1、WebQA Dataset

作者来自百度IDL, 他们利用百度知道和一些其他的资源, 构建了这个中文的QA数据集. 这个数据集里所有的问题都是factoid类型的问题, 并且问题的答案都只包含一个entity (但是一个entity可能会包含多个单词). 对于每个问题, 数据集提供了若干个’evidence’, 这些evidence是利用搜索引擎在网络中检索的.

2、Recurrent Sequence Labeling Model

作者把QA类型的问题看做sequence labeling问题, 给出的模型大概分三部分:




（1）Question LSTM
这部分很简单, 就是普通的单向LSTM, 对整个Question sequence进行encoding, 之后计算self-attention, 并用attention对question encoding求加权平均作为问题的representation.

（2）Evidence LSTMs
这部分比较有意思, 首先, 作者从数据中提取出两种feature: 每个词是否在question和evidence中共同出现, 以及每个词是否同时在多个evidence中出现. 之后, 模型用一个三层的单向LSTM对evidence/quesiton/feature进行编码.

	第一层: 将evidence/question representation/feature进行连接, 放进一个正向LSTM.

	第二层: 将第一层的结果放入一个反向LSTM.

	第三层: 将第一层和第二层的结果进行连接, 放进一个正向LSTM.



（3）CRF
经过evidence LSTMs, question和evidence的representation已经揉在一起, 所以并不需要其他QA模型(主要是Attention Sum Reader)广泛用的, 用question representation和story representation进行dot product, 求cosine similarity. 这时候只需要对evidence representation的每一个time step进行分类就可以了, 这也是为什么作者将数据标注成IOB tagging的格式, 我们可以直接用一个CRF层对数据进行预测. 在一些实验中, 作者将答案之前的词用O1, 答案之后的词用O2进行标注, 这又给了模型关于非答案词的位置信息(正确答案是在这个词的前面还是后面).

资源

	WebQA dataset

	Baidu Paddle



相关工作

	关于CRF进行序列标注的问题, 可以参考这篇文章.
Zhiheng Huang, Wei Xu, and Kai Yu. 2015. Bidirectional LSTM-CRF models for sequence tagging. arXiv:1508.01991v1.

	关于multi-word答案选择在SQuAD dataset上的模型, 可以参考这篇.
Shuohang Wang, Jing Jiang. 2016. Machine Comprehension Using Match_LSTM and Answer Pointer. arXiv: 1608.07905v1.



简评

首先对所有release数据集的人表示感谢.
关于dataset部分, 百度利用了自己庞大的资源收集数据. 第一, 百度知道里的问题都是人类问的问题, 这一点相比于今年前半年比较流行的CNN/CBT等等cloze style的问题, 要强很多. 第二, 数据集中包含了很多由多个词组成的答案, 这也使数据集的难度大于CNN/CBT这种单个词作为答案的数据. 第三, 对于每个问题, 并没有给出备选答案, 这使得对于答案的搜索空间变大(可以把整个evidence看做是备选答案). 第四, 对于每一个问题, dataset中可能有多个supporting evidence, 这也迎合了最近multi-supporting story的趋势, 因为对于有些问题, 答案并不只在某一个单一的文章中(对于百度来说, 如果搜索一个问题, 那么答案并不一定在单一的搜索结果网页中), 那么一个好的model需要在有限的时间内对尽可能多的搜索结果进行检索.

关于model部分, 本文尝试将QA问题看做是序列标注问题, 某种意义上解决了multiword answer的难点. 熟悉前半年QA paper的人都会对Attention Sum Reader以及延伸出来的诸多模型比较熟悉, 由于用了类似Pointer Network的机制, 一般的模型只能从文中选择story和question的cosine similarity最高的词作为答案, 这使得multiple word answer很难处理, 尤其是当multiple answer word不连续的时候, 更难处理. 而CRF是大家都熟知的简单高效的序列标注工具, 把它做成可训练的, 并且放在end to end模型中, 看起来是非常实用的. 在Evidence LSTM的部分, 加入的两个feature据作者说非常有帮助, 看起来在deep learning 模型中加入一些精心设计的feature, 或者IR的要素, 有可能能够对模型的performance给予一定的提升. 在entropy的角度, 虽然不一定是entropy reduction, 因为这些信息其实本来已经包含在question/evidence中了, 但是有可能因为你提供给模型这些信息, 它就可以把更多精力用在一些其他的特征上?

另外值得一提的是, 最近Singapore Management University的Wang and Jiang也有所突破, 在SQuAD dataset(也是multiple word answer)上一度取得了state of the art的结果, 他们用的mLSTM模型也十分有趣.

总结

这一类model都大量使用了Recurrent Neural Network(LSTM或者GRU)对text进行encoding，得到一个sequence的hidden state vector。然后通过inner product或者bilinear term比较不同位置hidden state vector之间的similarity来计算它们是正确答案的可能性。可见Recurrent Neural Network以及对于Similarity的定义依旧是解决此类问题的关键所在，更好地改良这一类模型也是提升准确率的主流方法。笔者认为，similarity的计算给了模型从原文中搜索答案的能力，然而模型非常缺乏的是推理和思考的能力（其实也有相关工作Towards Neural Network-based Reasoning），如果模型能够配备逻辑思考能力，那么解决问题的能力会大大增强。非常期待有新的思路能够出现在这一领域中，令AI能够更好地理解人类语言。

以上为本期PaperWeekly的主要内容，感谢eric yuan、destinwang、zewei chu、韩晓伟四位同学的整理。 
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PaperWeekly 第七期 -- 基于Char-level的NMT OOV解决方案

引言

神经网络机器翻译(NMT)是seq2seq模型的典型应用，从2014年提出开始，其性能就接近于传统的基于词组的机器翻译方法，随后，研究人员不断改进seq2seq模型，包括引入注意力模型、使用外部记忆机制、使用半监督学习和修改训练准则等方法，在短短2年时间内使得NMT的性能超过了传统的基于词组的机器翻译方法。在27号谷歌宣布推出谷歌神经网络机器翻译系统，实现了NMT的首个商业化部署，使得NMT真正从高校实验室走向了实际应用。本期Paperweekly的主题是神经网络机器翻译下的字符级方法，主要用来解决NMT中的out-of-vocabulary词问题，分别是：

	A Character-Level Decoder without Explicit Segmentation for Neural Machine Translation，2016

	Achieving Open Vocabulary Neural Machine Translation with Hybrid Word-Character Models，2016

	Character-based Neural Machine Translation，Costa-Jussa, 2016

	Character-based Neural Machine Translation，Ling, 2016

	Neural Machine Translation of Rare Words with Subword Units，2016



A Character-Level Decoder without Explicit Segmentation for Neural Machine Translation

作者

Junyoung Chung, Kyunghyun Cho, Yoshua Bengio

单位

Universite de Montreal

关键词

Segmentation, Character-level, Bi-scale recurrent network

文章来源

ACL 2016

问题

能否在不需要分词的前提下直接在字符级进行神经机器翻译。

模型

在讲模型之前，本文花了大量篇幅论证为何需要在不分词的前提下进行字符级翻译，首先作者总结了词级翻译的缺点。

词级翻译的缺点包括：

	任何一个语言都没有完美的分词算法，完美的分词算法应该能够将任意句子划分为lexemes和morphemes组成的序列

	导致的问题就是在词典中经常充斥着许多共享一个lexeme但有着不同morphology的词，比如run,runs,ran,running可能都存在于词典中，每个词都对应一个词向量，但是它们明显共享相同的lexeme——run

	存在unknown word问题和rare word问题，rare word问题是指某些词典中词在训练集中出现次数过少，导致无法训练得到很好的词向量；unknown word问题是指不在词典中的词被标记为UNK（OOV词）



接着作者指出使用字符集翻译可以解决上述问题：

	使用LSTM或GRU可以解决长时依赖问题

	使用字符级建模可以避免许多词态变形词出现在词典中



然而上述字符级方法依然需要进行分词，然后对每个词的字符序列进行编码，因此引出了本文的motivation，即是否能直接在不分词的字符序列上进行翻译。

本文使用的模型同样是经典的seq2seq模型，其创新点主要在decoder端，引入了一种新的网络结构biscale RNN，来捕获字符和词两个timescale上的信息。具体来说，主要分为faster层和slower层，faster层的gated激活值取决于上一步的faster和slower层的激活值，faster层要想影响slower层，则必须要是faster层处理完当前数据，并且进行重置。换句话说，slower层无法接受faster层输入，直到faster层处理完其数据，因此比faster层要慢，而这样的层次结构也对应字符和词在timescale上的关系。下图为网络结构示意图。




在4种语言翻译任务上的实验显示完全可以在不分词的情况下进行字符级翻译，性能优于state-of-the-art的非神经翻译系统

相关工作

Sennrich ACL2016提出使用BPE算法对subword建模。Kim AAAI2016中提出直接对字符进行encode，Costa-jussa ICLR2016中将该模型用在了NMT任务中。Ling ICLR2016的工作中使用Bi-RNN来编码字符序列。以上工作基于字符级展开，但它们都依赖于知道如何将字符分为词，即分词。本文研究能否在不分词的情况下进行字符级翻译。

简评

本文是Bengio组工作，Bi-scale RNN受启发于该组之前提出的GF-RNN，本文创新点主要是提出了一种新的RNN结构，可以在字符和词两个timescales上进行处理，输出字符序列不需要进行分词。不足是未考虑encoder端是否也可以直接使用未分词的字符序列，而是仅仅使用了分词后的BPE序列。

Achieving Open Vocabulary Neural Machine Translation with Hybrid Word-Character Models

作者

Minh-Thang Luong and Christopher D. Manning

单位

Stanford University

关键词

OOV, hybrid word-character models, NMT

文章来源

ACL 2016

问题

机器翻译里面的OOV问题, 如何处理UNK

模型

提出了一种混合word-character的NMT模型.在训练难度和复杂度不是很高的情况下,同时解决源语言和目标语言的OOV问题.





这个图表达了模型的整体思路. 大多数情况下,模型在word-level进行translation. 当出现unk的时候,则会启用character-level的模型. 对source unk, 由character-level模型来得到它的representation; 对target unk, 用character-level模型来产生word.

	整体上采用他们组以前提出的基于global attention的encoder-decoder模型. RNN采用的是deep LSTM.

	源语言端和目标语言端的character-level模型都是基于character的deep LSTM. 对源语言端来说, 它的character-level模型是context independent的. 隐层状态全部初始化为0, 因此在训练时可以预先计算mini-batch里的每一个rare word的representation. 而对于目标语言端来说, 它的character-level模型是context dependent的.它的第一层的hidden state要根据当前context来初始化, 其它部分都初始化为0.训练时, 在目标语言的decoder阶段, 首先用word-level的decoder产生句子, 这时句子里包含了一些unk. 接着对这些unk, 用character-level模型以batch mode来产生rare word.

	对于目标语言端character-level模型的初始化问题, 作者提出了两种方法来表示当前的context. 一种叫做same-path, 用预测的softmax层之前的ht来表达. 但是因为ht是用来预测的, 所以所有ht的值都会比较相似,这样很难用来产生不同的目标rare word. 因此作者提出了第二种表达叫做separate-path, 用ht’来表达context. ht’不用预测unk, 是专门作为context在character-level的输入的. 它的计算方法和ht’相同,只是用了一个不一样的矩阵.

	模型训练的目标函数是cross-entropy loss, 同时考虑了word level和character level的loss.



相关工作

NMT的模型分为word-level和character-level的. 对于word-level模型,要解决OOV问题, 之前的工作提出了unk replacement (Luong et al. 2015b), 使用大字典并在softmax时进行采样(Jean et al. 2015), 对unk进行Huffman编码(Chitnis et al. 2015)等方法. 而对于character-level的模型, 本身可以处理OOV词, 但是训练难度和复杂度会增加.

简评

本文的创新之处在于提出了混合word-character model的NMT模型. 这个混合模型结合了二者的优点, 在保证模型复杂度较低的同时,实现了很好的效果.因为加入了character, 特别适合单词有丰富变形的语言.

Character-based Neural Machine Translation

作者

Marta R. Costa-jussa and Jose A. R. Fonollosa

单位

TALP Research Center
Universitat Politecnica de Catalunya, Barcelona

关键词

NMT，character-based word embeddings，CNN

文章来源

ICLR2016

问题

本文提出使用character-based word embeddings的NMT，可以在一定程度上克服机器翻译中OOV问题。

模型



如上图所示，这篇论文使用的基本模型架构是一个带attention机制的seq2seq的encoder-decoder的架构，使用的神经网络单元是GRU。encoder把源句子转化成一个向量（双向），使用attention的机制来捕获context信息，decoder把context解码成目标句子。网络的输入仍然使用word embedding，但是作者在获取word embedding的时候使用的方法不同。本文是基于词中的character来生成word embedding的，具体方法如下图所示。





上图中，最底层是一个character-based embedding组成的序列，对应的是每个词中的字母。然后这个序列被送入一个由不同长度的一维卷积过滤器组成的集合中进行处理，不同的长度对应单词中不同数量的字母（从1到7）。对于每个卷积过滤器，只取最大的值作为输出。然后把每个卷积过滤器输出的最大值连接起来组成一个向量。最后这个向量再通过两层Highway layer的处理作为最终的word embeddings。这个方法的详细信息可以参考Kim的论文Character-Aware Neural Language Models(2016)。

资源

	本文数据集[German-English WMT data] (Translation Task) 


	建立对比模型使用的软件包DL4MT



相关工作

（1）2003年，基于短语的统计机器翻译模型。Statistical Phrase-Based Translation 

（2）2013年，基于神经网络的机器翻译模型。Recurrent continuous translation models 

（3）2014年，seq2seq的神经网络模型用于机器翻译。Sequence to sequence learning with neural networks

简评

本文作者将基于character来产生word embedding的方法应用于机器翻译，可以在一定程度上克服OOV的问题。同时，由于利用了单词内部的信息，这篇论文提出的方法对于词形变化丰富的语言的翻译也产生了更好的效果。但是，作者只是在source side使用了上述方法，对于target side，仍然面临词典大小的限制。

CHARACTER-BASED NEURAL MACHINE TRANSLATION

作者

Wang Ling, Isabel Trancoso, Chris Dyer, Alan W Black

单位

	LF Spoken Systems Lab,Instituto Superior Tecnico Lisbon, Portugal

	Language Technologies Institute, Carnegie Mellon University Pittsburga, PA 15213, USA



关键词

NMT, Character-Based

文章来源

ICLR 2016

问题

尝试在字符级别上应用神经机器学习方法

模型

在带注意力机制的神经机器学习模型的前后端增加字符到词（C2W)和词向量到字符（V2C）的模块。




图中，小矩形是一个双向LSTM，双向LSTM的前向和后向的最终状态以及bias之和为词的向量表示。



这个模块主要由三个步骤组成：

	将字符转换为向量表示。

	将字符向量和之前模型产生注意力向量的a和目标词在前向LSTM中产生的向量表示做拼接并输入到LSTM。

	将得到的向量输入到softmax层得到结果。



相关工作

	Neural machine translation by jointly learning to align and translate.



简评

这篇文章在基于注意力机制的机器翻译模型上增加了两个模块。由于是基于字符集别的模型，该模型自然可以学得一些语言中的前后缀在翻译中的关系。此外，基于字符级别的模型在翻译未知词时有灵活性。可是，文中也提到，该模型为能够准确的翻译未知词。并且该文也没有明确表明该模型和其他模型相比具有哪些明显的优势。从实际上来说，该模型在V2C部分的训练速度慢是一个很大的弱点，因此若仅根据文章的表述，该模型的实际应用价值应该有限。

Neural Machine Translation of Rare Words with Subword Units

作者

Rico Sennrich and Barry Haddow and Alexandra Birch

单位

School of Informatics, University of Edinburgh

关键词

NMT;Rare Words;Subword Units;BPE

文章来源

ACL 2016

问题

NMT中的OOV（集外词）和罕见词（Rare Words）问题通常用back-off 词典的方式来解决，本文尝试用一种更简单有效的方式（Subword Units）来表示开放词表。

模型

本文从命名实体、同根词、外来语、组合词（罕见词有相当大比例是上述几种）的翻译策略中得到启发，认为把这些罕见词拆分为“子词单元”(subword units)的组合，可以有效的缓解NMT的OOV和罕见词翻译的问题。
子词单元的拆分策略，则是借鉴了一种数据压缩算法：Byte Pair Encoding(BPE)(Gage,1994)算法。该算法的操作过程和示例如Figure1所示。





不同于(Chitnis and DeNero,2015)提出的霍夫曼编码，这里的压缩算法不是针对于词做变长编码，而是对于子词来操作。这样，即使是训练语料里未见过的新词，也可以通过子词的拼接来生成翻译。
本文还探讨了BPE的两种编码方式：一种是源语言词汇和目标语言词汇分别编码，另一种是双语词汇联合编码。前者的优势是让词表和文本的表示更紧凑，后者则可以尽可能保证原文和译文的子词切分方式统一。从实验结果来看，在音译或简单复制较多的情形下（比如英德）翻译，联合编码的效果更佳。
实验结果分别在WMT15英德和英俄的任务上得到1.1和1.3个BLEU值的提升。

资源

本文提出的子词拆分算法代码在 GitHub - rsennrich/subword-nmt: Subword Neural Machine Translation
实验所用的NMT系统为Groundhog: http://github.com/sebastien-j/LV_groundhog
实验数据来自WMT 2015

相关工作

OOV的处理一直是机器翻译研究的重点。
基于字符的翻译在短语SMT模型中就已被提出，并在紧密相关的语种对上验证是成功的(Vilar et al., 2007; Tiedemann,2009; Neubig et al., 2012)。 此外还有各种形态素切分方法应用于短语模型，(Nießen and Ney,2000; Koehn and Knight, 2003; Virpioja et al.,2007; Stallard et al., 2012)。
对于NMT，也有很多基于字符或形态素的方法用于生成定长连续词向量(Luong et al., 2013; Botha and Blunsom, 2014; Ling et al., 2015a; Kim et al., 2015)。与本文类似的一项工作 (Ling et al., 2015b)发现在基于词的方法上没有明显提升。其与本文的一个区别在于，attention机制仍然在词层级进行操作，而本文在子词层级上。

简评

这篇文章的创新点在于提出了一种介乎字符和单词之间，也不同于字符n-gram的文本表示单元，并借鉴BPE压缩算法，在词表大小和文本长度两个方面取得一个较为平衡的状态。应用在非同源/近源的语言对（如英汉）是否可以有类似的效果，尚待研究。在NMT模型的优化上，也还有探讨的空间。
本文的实验评价方法值得学习，单看BLEU值并不觉得有惊艳之处，但加上CHR F3和(对所有词、罕见词和集外词分别统计的)unigram F1这两个评价指标，尤其是Figure2和3画出来的效果，还是让人比较信服的。

总结

OOV词对于翻译性能和实用性的影响非常巨大，如何处理OOV词并达到open vocabulary一直是NMT的主要研究方向。传统方法基于单词级别来处理该问题，比如使用UNK替换、扩大词典规模等方法，往往治标不治本。因此最近一些研究者提出基于字符的NMT模型，取得了不错的成绩，字符级方法的主要优势包括不受语言的形态变化、能预测出词典中未出现的单词并降低词典大小等。值得一提的是，基于字符的模型不仅局限于NMT上，任何生成模型都面临OOV词问题，因此是否能够将字符级方法用在其他NLP任务，比如阅读理解或文本摘要上，让我们拭目以待。

以上为本期Paperweekly的主要内容，感谢EdwardHux、Mygod9、Jaylee1992、Susie和AllenCai五位同学的整理。
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PaperWeekly 第八期------Sigdial2016文章精选（对话系统最新研究成果）

引言

SIGDIAL是ACL所属的关于对话系统的兴趣小组，SIG的文章针对性比较强，但文章的质量良莠不齐，本期给大家精心挑选了4篇SIGDIAL 2016的文章，带着大家一起来看看对话系统最新的研究成果。4篇文章分别是：

1、Joint Online Spoken Language Understanding and Language Modeling with Recurrent Neural Networks, 2016
2、Neural Utterance Ranking Model for Conversational Dialogue Systems, 2016
3、A Context-aware Natural Language Generator for Dialogue Systems, 2016
4、Task Lineages: Dialog State Tracking for Flexible Interaction, 2016

Joint Online Spoken Language Understanding and Language Modeling with Recurrent Neural Networks

作者

Bing Liu, Ian Lane

单位

Carnegie Mellon University, Electrical and Computer Engineering

关键词

Spoken Language Understanding, RNN

文章来源

SIGDIAL 2016

问题

如何将自然语言理解的两大问题和语言模型结合在同一个模型中进行训练，以达到实时理解语言的目的？

模型

特定任务下的Chatbot在理解人类语言时需要重点解决好两个问题：意图识别(Intent Detection)和槽填充(Slot Filling)，本文提出一种融合Intent Detection、Slot Filling和Language Model的模型，相比于之前的模型，本文模型的一大优势在于做自然语言理解的时候不需要等待整个word sequence完整展现，而是可以在线处理每一个arrived word。如下图：




意图识别是个典型的多分类任务，而槽填充是个典型的序列标注任务。RNN的每个step都以当前word作为输入，输出是意图class、该word的label和下一个word，每个step的隐层都包含了之前所有的word、class、label信息。此模型为基本模型，在此基础上做了一些变形，得到下面四个变种：




文章在Airline Travel Information Systems(ATIS)数据集上进行了实验，在语言模型评测指标和意图识别分类准确率上相比之前的模型都得到了一定地提升。

资源

本文Code: CMU SPEECH Team
ATIS Dataset: GitHub - mesnilgr/is13: RNN for Spoken Language Understanding

简评

本文的创新点在于将意图分类、槽填充和语言模型三者合一，相比之前的独立模型来说，每一步产生的信息更多，在预测下一步的时候context内容更加丰富，从而提高了识别的准确率和降低了语言模型的混乱度。

NLP中的很多任务都可以归纳为根据context来预测某一个word、label或者class这种范式，解决的思路也都基本类似，RNN或者GRU、LSTM作为encoder和decoder，配上attention机制来提升结果，context的信息量和质量直接影响着预测的效果，user information、user profile等等都可能作为context来构建模型，得到更好的结果。

Neural Utterance Ranking Model for Conversational Dialogue Systems

作者

Michimasa Inaba, Kenichi Takahashi

单位

Hiroshima City University, 3-4-1 Ozukahigashi, Asaminami-ku

关键词

Ranking Model, Utterance Selection

文章来源

SIGDIAL 2016

问题

在做检索式对话时，对话语句该怎样表示，context信息该怎样引入到模型中？

模型

本文实现的是一个检索式的对话模型，模型分为两部分，分别是：
1、Utterance Encoding
检索式对话，对话语句的encoding是很重要的一部分，文中使用了RNN encoder模型来实现对语句的encoding。在训练过程中，作者把encoder生成的向量，在decode成一个目标语句，即通过一个完整的seq2seq模型来训练encoder。
2、Ranking Candidate Utterances
在对候选语句排序时，作者考虑到了context的问题，他把前几次说的语句分别encode成向量，并依次输入到LSTM。如下图所示：




图中u1到un是整个对话中的前n句话，ai是第i个候选语句。模型中，分别把u1…un以及ai分成用户说的和系统本身输出的，在输入到各自的RNN encoder中，得到向量vu1…vu和vai。最后将向量依次输入到RNN中，得到yai作为候选语句ai在当前context中的得分。

因为本文是一个ranking model，更关注的是候选语句的排序，最后候选集分数列表会转换成TOP 1的概率分布。并使用cross-entropy作为loss function。

简评

本文有两个创新点，首先通过单独训练seq2seq模型，来学习对话语句的encoder，从而降低了整个模型的学习成本，减少了需要标注的数据量。然后在排序模型中将对话的前几句语句有序输入到LSTM，达到融入了context信息的目的。

A Context-aware Natural Language Generator for Dialogue Systems

作者

Ondrej Dusek, Filip Jurcicek

单位

Charles University

关键词

Context-aware, Seq2seq

文章来源

SIGDIAL 2016

问题

如何使得task-oriented的对话生成系统中生成更加自然的回复？

模型

本文是ACL2016 short paper Sequence-to-Sequence Generation for Spoken Dialogue via Deep Syntax Trees and Strings一文的拓展。原文提出基于seq2seq模型的将DA(dialogue acts)生成response的方案，其中输入是三元组(DA type,slot,value)的one-hot representation，输出是对应的response。如下图：




延续原文的工作，作者为了使得生成的回复更加自然，将前面用户的提问也encode进来，具体是在原来模型的基础上加了两个encode的部分。Prepending context是把用户的问题和DA三元组前后拼接成新的表示再feed into encoder（这里要注意问题的dictionary和DA是不一样的）。Context encoder则是把单独把问题encode成和Prepending context相同大小的向量，再将两个encoder得到的向量拼接就得到最后的hidden states。最后decode部分仍然沿用lstm+attention的方法。如下图：




文章在Alex Context NLG Dataset数据集上进行了实验，在BLEU/NIST scores和人工评价两方面成绩都得到了一定地提升。

资源

本文Code: https://github.com/UFAL-DSG/tgen
Alex Context NLG Dataset: https://lindat.mff.cuni.cz/repository/xmlui/handle/11234/1-1675

简评

本文的创新点在于将用户的问题也就是context显式的加入到模型中，相比之前的模型来说，生成的回复会更符合语境。先前的工作旨在将rule-based符号和seq2seq模型结合自动生成回复，本文的改进让一部分context得到保留，使得生成的回复内容更加丰富，从而显得自然不突兀。

Task Lineages: Dialog State Tracking for Flexible Interaction

作者

Sungjin Lee, Amanda Stent

单位

Yahoo Research

文章来源

SIGDIAL 2016

关键词

complex interactions in spoken dialog system, Task Lineage-based Dialog State Tracking

问题

如何将复杂的判别式模型来做DST，并且应用于复杂场景对话系统？

模型

本文在之前Dialog State Tracking方法的基础上提出了Task Lineage-based Dialog State Tracking（TL—DST）。本模型包括三个组成部分：
1、Task Frame Parsing，返回K-best task frame parses， task frame parses结构如下图：




2、Context Fetching，在不同的phenomena中，根据不同的conversation history返回不同的相关信息。
3、Task State Update，可以通过调节context window参数选择使用不同的dialog state tracking方法。

本文模型（TL-DST）处理流程如下图所示：





在t轮，给定句子u，利用task frame parsing生成K-best task frame parses H，给定task frame f，task lineage l， agent output m，利用context features返回相关信息c。

本文在Dialog State Tracking Challenge 的DSTC2和DSTC3数据集上进行了实验，均取得了较baseline好的结果。

资源

Dialog State Tracking Challenge比赛介绍: https://www.microsoft.com/en-us/research/wp-content/uploads/2016/06/williams2016dstc_overview-1.pdf

简评

本文基于DST的方法来处理口语对话系统中的多任务，跨领域，复杂目标的问题，由于缺乏多任务，跨领域，复杂目标的口语对话系统的数据集，本文实验在DSTC2和DSTC3上进行， 并取得了比baseline好的效果。将来的工作是要将TL-DST方法应用于真实环境中的多领域对话评估。

总结

对话系统(Dialogue Systems)是当前工业界最热门的方向之一，去掉语音部分，该问题退化为聊天机器人(chatbot)问题，两者虽然在输入处理中存在一定的差异，但自然语言理解、对话管理和自然语言生成等核心部件都是一样的，面临的很多问题都是共同的，所以相关的研究或多或少都会有参考意义。上下文(context)的理解和处理是一个重要的环节，直接决定了该bot是智能还是智障，挺多的paper都是针对这一问题进行研究的，但在实际应用当中，context的处理仍然不尽如人意，过多依赖人工设置，更像是一种触发开关，存在大量的if…else…。

seq2seq生成式的解决方案初见效果，但离真正应用还有很长的路要走，template-based和rule-based仍是主流解决方案，尤其是在面向具体任务的bot情景中。那么，直接生成回答很难的话，退一步来想这个问题，能否将seq2seq用在template或者rule的自动生成上？能否将paper中多信息融合（比如：user profile、dialogue context）的成果应用在当前bot的某一个阶段？能否训练一个bot simulator来丰富训练数据？每一篇paper都会有一些创新点，可能有的创新点是为了创新而创新，但总归会带来一定的思考和借鉴，尤其是针对某一个细节问题，我想这是paper对于工业界的参考意义，而不是说从paper中完全抠出一个成熟的解决方案来套，甚至把dataset和code都release出来，典型的“拿来主义”。

以上为本期Paperweekly的主要内容，感谢lshowway、zhangjun、zhangboyu和suhui四位同学的整理。
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PaperWeekly 第九期 -- 浅谈GAN

引言

深度生成模型基本都是以某种方式寻找并表达（多变量）数据的概率分布。有基于无向图模型（马尔可夫模型）的联合概率分布模型，另外就是基于有向图模型（贝叶斯模型）的条件概率分布。前者的模型是构建隐含层(latent)和显示层（visible)的联合概率，然后去采样。基于有向图的则是寻找latent和visible之间的条件概率分布，也就是给定一个随机采样的隐含层，模型可以生成数据。

生成模型的训练是一个非监督过程，输入只需要无标签的数据。除了可以生成数据，还可以用于半监督的学习。比如，先利用大量无标签数据训练好模型，然后利用模型去提取数据特征（即从数据层到隐含层的编码过程），之后用数据特征结合标签去训练最终的网络模型。另一种方法是利用生成模型网络中的参数去初始化监督训练中的网络模型，当然，两个模型需要结构一致。

由于实际中，更多的数据是无标签的，因此非监督和半监督学习非常重要，因此生成模型也非常重要。本篇主要介绍一种基于对抗模式的生成模型，GAN － 从第一篇提出此模型的论文开始，之后紧接着两篇基于它的实现以及改进。三篇文章一脉相承，可以看到结合这种模型的研究进展及方向。

Generative Adversarial Nets

作者

Ian J. Goodfellow, Jean Pouget-Abadie, Mehdi Mirza, Bing Xu, David Warde-Farley, Sherjil Ozair, Aaron Courville, Yoshua Bengio

单位

Universite of Montreal

关键词

生成模型 （Generative model）

文章来源

NIPS 2014

问题

通过模拟对抗过程，提出一种新的生成模型框架

模型

	建模



在对抗生成模型中，同时训练两个网络，第一个网络是生成网络，G(z)，输入z一般是来自常见概率分布函数的样本向量，维度一般比较低，比如100。生成网络输入向量z，输出图片样例，如果使用卷机网实现的话，整个网络可以看过一个反向的CNN，其中的卷积层替换成 transposed convolution layer。第二个网络是识别网络discriminator net - D(x)，输入为一张图片x，而输出为一个标量，用来代表x来自真实图片的概率。

	训练



整个网络的loss定义为

V = E’[log D(x)] + E’’[log (1 - D(G(z)) )]
E’ - 当x来自真实数据的期望
E’’ - 当x来自生成网络的期望

很显然，在对抗网络中，生成模型希望能够增大D(G(z))，即，希望生成的图片越真实而让识别模型“误以为”是来自真实的图片集。

如果生成网络G的参数用theta表示，识别模型的参数用theta_d表示，在使用SGD训练的时候，两组参数分别进行训练，对于D来说，需要对上面的公式求Gradient，但是只更新自己的参数。对G来说，只有第二项是相关的，而且可以等效的转换为maximize log D(G(z))。两个网络的参数更新交替进行。

资源

网上有很多实现，比如:

goodfeli/adversarial: Theano GAN implementation released by the authors of the GAN paper.
Newmu/dcgan_code: Theano DCGAN implementation released by the authors of the DCGAN paper.
carpedm20/DCGAN-tensorflow: Unofficial TensorFlow DCGAN implementation.

这些实现一般都会包含MNIST测试集。

相关工作

其他的生成模型包括restricted Boltzmann machine (RBM), deep Boltzmann machine (DBM) 以及 variational autoencoder

简评

其他生成模型中训练过程涉及intractable的计算，在实际实现时往往采取马尔可夫链模特卡洛采样(MCMC)。对抗生成模型(GAN)则不需要，整个网络的训练可以使用backpropagation来实现。

缺点包括训练不稳定，生成网络会塌陷到某些数据点（比如这些数据点目前看最像真实数据，生成网络会不停生成这些数据点），接下来的几篇中将提及如何改进。

[Unsupervised Representation Learning with Deep Convolutional Generative Adversarial Networks] (https://arxiv.org/abs/1511.06434)

作者

Alec Radford, Luke Metz, Soumith Chintala

单位

facebook

关键词

DCGAN, Representation Learning

文章来源

ICLR 2016

问题

基于深度卷积网络的生成对抗模型(DCGAN)实现

模型

在GAN的论文中提出的对抗模型的原型，但是对抗模型是一个大的框架，并不局限于某种网络实现。本文给出了基于卷机网的实现。

生成网络





其中反卷积的过程是




识别网络是传统的CNN





简评

本文紧密承接上篇论文，描述了实现过程中的细节，比如参数设置。也提到了解决GAN中训练不稳定的措施，但是并非完全解决。文中还提到利用对抗生成网络来做半监督学习。在训练结束后，识别网络可以用来提取图片特征，输入有标签的训练图片，可以将卷基层的输出特征作为X，标签作为y做训练。

Improved Techniques for Training GANs

作者

Tim Salimans, Ian Goodfellow, Wojciech Zaremba, Vicki Cheung, Alec Radford, Xi Chen

单位

OpenAI

关键词

DCGAN

文章来源

ICLR 2016

问题

提出改进DCGAN的措施

模型

这篇论文同样跟前文非常紧密，具体针对DCGAN中的问题，提出了改进方法。具体有

	feature matching 解决训练不稳定instability的问题

	minibatch discrimination 解决生成网络生成图片集中的问题，原理是让识别网络一次看一组图片，而不是一张图片

	如果对实现感兴趣，其他改进细节可以参见论文



简评

对抗生成网络的模型很有意思，Bengio, Hinton等都表达了很高的评价。相对其他生成模式而言，对抗生成模式模型清晰简单，目前来看效果也比较不错。但是目前对抗生成网络也有很多问题，比如生成模型是通过来自概率分布的向量生成样本，而不是直接表示输入的概率分布，因此，生成的图片可能不稳定之类。此外，希望能看到GAN在语言模型中的应用。

总结

GAN这种模型非常新颖，从论文中的结果来看，在图像生成上取得了不错的效果，对于MNIST这种简单的图形数据集，生成的图片已经可以“以假乱真”。对于另外的图片，比如在第二篇论文中的LSUN bedroom图片集以及人脸图片集上，生成的图片效果也不错（分辨率64×64）。
GAN目前来看已经卷积网络图像生成中取得了不错的效果，但是还有很多问题需要继续研究改进， 比如
如何生成高像素高质量的图片。目前一般像素不超过64。
如何提高复杂图片的质量。目前在CIFAR，ILSVRC等图片集上训练生成的图片还是很糟糕。
如何提高整个模型的稳定性。在实际中，尤其对于复杂图形，生成器经常很快收敛到某些单个数据集，使得整个模型的训练陷入僵局。
如何在其他领域，比如NLP使用GAN，如何将GAN和LSTM结合的。目前来看，还没有成功的应用。原文作者在reddit上回答内容来看，由于GAN的输入是采样自连续分布，而NLP中，每个单词的表达往往是离散的，作者提到NLP可以用增强训练的方法替代。但是也不排除可以有其他方法将GAN和LSTM结合起来的，这也是以后的一个研究点。
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            引

本期PaperWeekly的主题是基于翻译模型(Trans系列)的知识表示学习，主要用来解决知识表示和推理的问题。表示学习旨在将研究对象的语义信息表示为稠密低维实值向量，知识表示学习主要是面向知识图谱中的实体和关系进行表示学习。使用建模方法将实体和向量表示在低维稠密向量空间中，然后进行计算和推理。一般而言的应用任务为triplet classification 和link prediction.自从2013年TransE模型提出后，产生了一系列模型对TransE模型进行改进和补充,比如TransH、TransG等等。本期PaperWeekly主要提供了Trans系列的7篇文章供大家赏读。paper目录：

1、TransE，NIPS2013，Translating embeddings for modeling multi-relational data。

2、TransH，AAAI2014，Knowledge graph embedding by translating on hyperplanes。

3、TransD，ACL2015，Knowledge graph embedding via dynamic mapping matrix。

4、TransA，arXiv2015，An adaptive approach for knowledge graph embedding。

5、TransG，arxiv2015，A Generative Mixture Model for Knowledge Graph Embedding)

6、KG2E，CIKM2015，Learning to represent knowledge graphs with gaussian embedding。

7、TranSparse，AAAI2016，Knowledge graph completion with adaptive sparse transfer matrix。

TransE:Translating Embeddings for Modeling Multi-relational Data作者

A Bordes, N Usunier, A Garcia-Duran, J Weston, O Yakhnenko

单位

CNRS, Google inc.

关键词

Embedding entities and relationships, Multi-relational data, link prediction

文章来源

NIPS 2013/12

问题

如何建立简单且易拓展的模型把知识库中的实体和关系映射到低维向量空间中，从而计算出隐含的关系？

模型

传统训练知识库中三元组(head,relation,tail)建模的方法参数特别多，导致模型太复杂难以解释，并且需要很大的计算代价，很容易出现过拟合或欠拟合问题。而简单的模型在表现上与复杂的模型几乎一样，但更易拓展。TransE的训练过程如下图：


TransE模型的训练中，第12步是损失函数，对E和L做uniform初始化之后，让正确的h+l-t结果趋近于0，让错误的h‘+l-t’的结果变大，损失函数结果大于0取原值，小于0则取0，这种hinge loss function可以尽可能的将对和错分开，模型使用SGD训练，每次更新可以只更新这个batch里的三元组的向量，因为参数之间并没有冲突。

资源

数据集 WordNet 

数据集 Freebase 

Code: 

简评

本文提出了一种将实体与关系嵌入到低维向量空间中的简单模型，弥补了传统方法训练复杂、不易拓展的缺点。尽管现在还不清楚是否所有的关系种类都可以被本方法建模，但目前这种方法相对于其他方法表现不错。TransE更是作为知识库vector化的基础，衍生出来了很多变体。

TransH:Knowledge Graph Embedding by Translating on Hyperplanes作者

Zhen Wang1, Jianwen Zhang2, Jianlin Feng1, Zheng Chen2

单位

Sun Yat-sen University

microsoft

关键词

knowledge graph embedding, Multi-relational data

文章来源

AAAI 2014

问题

对知识库中的实体关系建模,特别是一对多,多对一,多对多的关系。设计更好的建立负类的办法用于训练。

模型

过去指示图库建模的方法参数过多, TransE在一定程度上解决了这个问题, 但是TransE过于简单，很难对一对多,多对一和多对多关系建模。所以为了平衡模型复杂度和建模效果，TransH将把关系映射到另一个空间（如下图 ）。 注意: 这种想法和Distant Model (Bordes et al. 2011)很相似，但是TransH用了更少的参数， 因为TransH假设关系是向量而不是距离。


这个模型的一个亮点就是用尽量少的参数对复杂的关系建模。 下图罗列了相关工作的模型以及复杂度。图中可以看到从TransE到TransH并没有添加太多的参数（Unstructured只是TransE简化版）。Bilinear，Single Layer， NTN对关系或者实体进行了非线性的转换，作者认为是没有必要的（增加了模型复杂度）。


TransH模型的训练和TransE类似 （SGD优化） ，下面是损失函数（因为一些限制，后面加入了拉格朗日乘数）。论文另一个亮点是设计了一种负类抽样的方法，即一对多的时候，给head更多的抽样概率， 同样的多对一的时候，给tail更多抽样概率。


资源

数据集 WordNet:

数据集 Freebase: 

Code:

相关工作

1、TransE (Bordes et al. 2013b): 和TransH相比，它没有将关系映射到另一个空间，关系由一个向量r表示。

2、Unstructured Model：简化版的TransE，假设r = 0。

3、Structured Embedding： 使用了两个关系相关的矩阵，分别用于头h和尾t，评估函数为:

该方法并没有抓住实体和关系之间的关系。

4、Single Layer Model(SLM)：使用了神经网络，评估函数为:

5、Distant Model (Bordes et al. 2011)：它将实体映射到另一个空间，然后假定关系是距离而不是向量（因为用了2个不同矩阵映射实体，所以对实体关系建模并不是很好）。

6、Bilinear Model (Jenatton et al. 2012; Sutskever, Tenen- baum, and Salakhutdinov 2009)，Single Layer Model (Socher et al. 2013)，NTN (Socher et al. 2013)：他们都是使用非线性函数映射实体，这样模型表达能力虽然好但是太多参数也太复杂了（容易过拟合）。

简评

论文提出的TransH模型，为了解决TransE对一对多，多对一，多对多关系建模的难题。它权衡模型复杂度和模型表达能力。而且还设计了复杂取样的办法用于训练。

TransD: knowledge graph embedding via dynamic mapping matrix作者

Guoliang Ji, Shizhu He, Liheng Xu, Kang Liu and Jun Zhao

单位

中国科学院自动化研究所 National Laboratory of Pattern Recognition (NLPR)

关键词

knowledge graph embedding, link prediction.

文章来源

ACL2015

问题

知识图谱中的link prediction。

模型

在link prediction上的TransE扩展模型，函数仍然为:

但h丄和t丄为entity向量h和entity向量t在该relation r上的投影表示。投影定义为：

其中(h_p)^T为某entity的投影向量，h为该entity的表示向量。

资源

数据集 WordNet 

数据集 FreeBase 

相关工作

如果TransD的所有投影向量为0，TransD就是TransE。类似的还有TransR/CTransR，他们对每个relation定义了一个mapping矩阵，参数更多计算复杂度更大。

简评

模型只涉及vector的相乘，因此计算复杂度较小，效果也取得了state-of-the-art，适合用于规模很大的知识图谱。

TransA:An Adaptive Approach for Knowledge Graph Embedding作者

Hao Xian, Minlin Huang, Hao Yu, Xiaoyan Zhu

单位

清华大学 State Key Lab on Intelligent Technology and Systems

关键词

knowledge graph embedding, elliptical equipotential hypersurfaces, metric learning.

文章来源

arXiv

问题

如何解决了translation-based 知识表示方法存在的过于简化损失度量，没有足够竞争力去度量知识库中实体/关系的多样性和复杂性问题。

模型

知识图谱在AI搜索和应用中扮演着越来越重要的角色，但是它是符号表示，有一定的逻辑性的，因此如何表示这些关系就成了一个很大的挑战，为了解决这个挑战，很多模型如TransE, TransH, TransR纷纷被提出来，在这些模型中，基于几何关系的方法是很重要的一个分支，而基于几何关系的方法是使用K维的向量表示实体或者关系，然后利用一个函数f_r(h,t)来度量三元组(h, r, t)，而他们都是基于一个准则h+r=t。

因此就使用了同一个损失度量h+r=t，这种损失度量其实是利用了在一个球形等价超平面，越接近中心，三元组的可信度越高，因此从未匹配的t中寻找合适的t就变得很苦难，同时这种方法也很难处理一对多，多对一，多对多的关系。因此这些方法不够灵活。

具体可以从图1(a)看出。同时这种方法将等价对待向量中的每一维，但实际上各个维度的重要性是不同的，只有一些维度是有效的，其他维度可以认为是噪音，会降低效果，具体见图2(a).

因此作者提出了另一种损失度量函数

通过增加一个矩阵Wr，首先利用了一个椭圆等价超平面，解决了上述问题1，具体见图1(b)；同时利用LDL分解，公式变为:

其中D_r就是一个对角阵，而对角阵中的每个值的大小，正好说明了每一维的不同重要程度，也就解决了上述问题2，具体减图2(b)。


图1


图2

资源

数据集 Wordnet 

数据集 FreeBase 

相关工作

如模型部分介绍的，当前的一些现有模型都是基于一个准则h+r=t，因此就使用了同一个损失度量h_r+r=t_r，只是在h_r和t_r的表示上有不同：

（1）TransE h_r = h, t_r = t

（2）TransH h_r = h - (w_r)^T.h.w_r, t_r = t - (w_r)^T.t.w_r

（3）TransR h_r = M_r.h, t_r = M_r.t

（4）TransM则是预先计算了出每一个训练三元组的直接权重

还有很多类似的模型，这里就不再介绍了。

简评

感觉这篇文章的思路比较简单，就是针对当前模型的一些不足，更换了一个损失度量函数。但是几点还是值得学习的，首先通过图像来描述不同的损失度量函数，给人一个更直观的感觉；其次针对向量表示中的区别对待，感觉很有attention mechanism的感觉，对不同的triple关注向量表示的不同维度，以取得最好的效果，这点是非常值得借鉴参考的。

TransG : A Generative Mixture Model for Knowledge Graph Embedding作者

Han Xiao, Minlie Huang, Yu Hao, Xiaoyan Zhu

单位

清华大学 State Key Lab on Intelligent Technology and Systems

关键词

knowledge graph embedding, generative mixture model, multiple relration semantics.

文章来源

arXiv2015

问题

解决多关系语义(multiple relation semantics)的问题。

模型

传统的基于翻译的模型采用h_r+r= t_r(其中，h_r为头部实体，t_r为尾部实体，r为头部

实体跟尾部实体的关系)，仅仅对一个关系赋予一种翻译向量。

它们不能细分多关系语义，比如，(Atlantics, HasPart, NewYorkBay)和(Table, HasPart, Leg)两个的关系都是HasPart，但是这两个的关系在语义上不同，第一个是“部件”的关系，第二个是“位置”的关系。TransG能够解决关系的多语义问题。如图所示，多关系语义分析可以提高三元组的分类准确度。


TransG利用贝叶斯非参数无限混合模型对一个关系生成多个翻译部分，根据三元组的特定语义得到当中的最佳部分。最大数据相似度原理用来训练，优化采用SGD。实验结果在link prediction和triple classification这两种任务上都优于目前最好的结果，运行速度与TransE(最快的方法)成正相关，系数为关系语义部分的数目。

资源

数据集 WordNet 

数据集 Freebase 

相关工作

大多数都已介绍，这里就只说明CTransR，其中关系的实体对被分类到不同的组，同一组的实体对共享一个关系向量。相比较而言，TransG不需要对聚类的预处理。

简评

这篇文章的idea比较重要，考虑到一种关系存在的多语义问题，相当于对关系进行了细化，就是找到关系的隐形含义，最终从细化的结果中选出一个最佳的关系语义。这个在应用中很有意义，不同的语义可能需要不同的应对方法，可以借鉴。

KG2E:KG2E_learning to represent knowledge graphs with gaussian embedding作者

Shizhu He, Kang Liu, Guoliang Ji and Jun Zhao

单位

National Laboratory of Pattern Recognition

Institute of Automation, Chinese Academy of Sciences, Beijing, 100190, China

关键词

Distributed Representation, Gaussian Embedding, Knowledge Graph

文章来源

CIKM 2015

问题

本文所解决的问题是知识图谱的表示问题（即将知识图谱表示为低维连续向量空间），本文使用Gaussian Distribution 来表示实体和关系，提出了用Gaussian Distribution的协方差来表示实体和关系的不确定度的新思想，提升了已有模型在link prediction和triplet classification问题上的准确率。

模型

传统的表示学习的表示学习的方法和计算比较复杂，自TransE模型诞生后，很多模型都是在TransE的基本思想上加以改进，KG2E模型也是一样。

KG2E模型使用高斯分布来表示实体和关系。

模型实例见下图：


每个圆圈代表不同实体与关系的表示，它们分别于“Bill Clinton”构成三元组关系，圆圈大小表示的是不同实体或关系的不确定度。

模型算法流程图如下：


算法解读：

输入：训练集三元组，KG中所有的实体和关系，以及其它的一些参数。

输出：KG中所有实体和关系建模后生成的Gaussian Embeddings.（主要包含两个部分，均值（向量）和协方差（矩阵））

line 1到line 4主要是数据的归一化

line 5到line 15是算法实现部分：模型采用的是minibatch的训练方法，每一个minibatch的训练中都会进行负采样，并将负采样的样例和正例样例混合在一起学习，然后使用评分函数进行评估，要达到的目的是正例三元组的得分比负例三元组高或者低（高低取决于具体的评分而函数的设定）。在一次一次的迭代中不断更新结果，最后将得到的means和covariance进行正则化。

文章核心公式：

（1）评分函数


（2）KL散度的能量函数


（3）期望概率能量函数


资源

数据集：

WN18 https://github.com/Mrlyk423/Relation_Extraction/blob/master/data.zip

WN11 https://github.com/dddoss/tensorflow-socher-ntn/tree/master/data/Wordnet

FB13K https://github.com/dddoss/tensorflow-socher-ntn/tree/master/data/Freebase

FB15K https://github.com/Mrlyk423/Relation_Extraction/blob/master/data.zip

简评

创新点：

1、以前的文章是属于point-based，KG2E是属于density-based的。

2、提出了(un)certainty的概念，在建模过程中融入了关系和实体语义本身的不确定性的知识，使用高斯分布的协方差表示该实体或关系的不确定度，高斯分布的均值表示实体或关系在语义空间中的中心值。

3、使用了新的score funciton：KL-divergence和expected likelihood

应用场景：link prediction，triplet classification,knowledge reasoning

不足之处：本文提出的方法在link prediction的many-to-many relations上的预测性能不是很好，主要原因是KG2E模型没有考虑实体的类型和粒度。

TranSparse:Knowledge Graph Completion with Adaptive Sparse Transfer Matrix作者

Guoliang Ji, Kang Liu, Shizhu He, Jun Zhao

单位

中科院模式识别国家重点实验室

关键词

Knowledge Graph Embedding,Sparse Matrix

文章来源

AAAI 2016

问题

针对不同难度的实体间关系，使用不同稀疏程度的矩阵（不同数量的参数）来进行表征，从而防止对复杂关系欠拟合或者对简单关系过拟合。

模型

本文的模型与TransR类似，即对每一个关系r学习一个转换矩阵M_r,将h和t的向量映射到关系向量所在的空间。

不过本文注意到knowledge graph中面临两个问题，分别是heterogeneous（有的实体关系十分复杂，连接许多不同的实体）和unbalanced（很多关系连接的head和tail数目很不对等）。如果只使用一个模型应对所有情况的话可能会导致对复杂关系underfit，对简单关系overfit。因此本文认为需要对症下药，复杂的关系就需要下猛药（用有更多的参数的复杂模型），简单关系就简单处理（较少的参数）。

但是怎么实现这样灵活的建模？在方法上本文借用了SparseMatrix，如果关系比较复杂就用比较稠密的矩阵，如果关系简单则用稀疏矩阵进行表达。文章假设关系的复杂程度正比于包含该关系的triplet数目，并根据两类问题提出了对应的稀疏矩阵初始化方法。不过并没有提出同时解决两类问题的统一方案。

1、针对heterogeneity问题的模型叫做TranSparse(share)，模型参数sparse degree，theta_r，是由下列公式确定:


其中N_r是该关系r所连接的triplet数目，N_r*是数据集中最大的关系triplet数目。通过这个sparse degree我们就可以确定参数矩阵的稀疏程度了。entity的向量通过下式进行转换：


2、针对imbalance问题提出的TranSparse(separate)方法也十分类似，即在关系的head和tail两端使用不同复杂度的matrix。sparse degree的公式与上面TranSparse(share)的几乎一样，只不过N_r和N_r*替换成了entity的个数。如果某一端要连接更多不同的entity，那么这一端就需要更复杂的模型来表征（matrix有更多非零参数）。

确定这个sparse degree之后，我们就可以初始化对应的稀疏参数矩阵了（原文中提到了Structured与Unstructured两种矩阵形式）。目标函数以及训练过程与其他工作一致，只不过在进行训练时我们只对矩阵中的非零部分进行更新。

最后模型在triplet分类和链接预测任务上进行实验，相比于先前模型取得了更好的成绩，不过相比于TranD优势并不十分明显。提出的两个模型中TranSparse(separate)的表现更好。

资源

数据集 WordNet 

数据集 Freebase 

相关工作

上面的相关工作已经介绍差不多了，这里不再赘述。

简评

TranSparse模型主要是为了解决关系和实体的异质性和不平衡性而提出，问题针对性强。

总结与展望

最近几年人们对知识表示方法的探究一直都在进行，知识表示学习对于计算机如何理解和计算知识的意义是重大的。在2013年embedding的思想出现之前，人们基本采用one-hot的表示方法来表示实体，近几年知识表示的核心思想就是如何找到合适的方法来将知识图谱emmbedding到向量空间，从而在向量空间中进行计算，并且也在这方面取得了不错的进展。但知识表示学习仍然面临着挑战，主要包括以下几个方面：

1、对于多源知识融合的表示学习，如何将知识库中的文本等信息加入到学习中。

2、如何进行更加复杂的知识推理。

3、对于知识图谱无法表达的信息，应该进行如何表示和推理。

4、如何在知识库中融入常识信息。

（参考自：清华大学刘知远老师的《知识表示学习研究进展》一文）

致谢

感谢
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            引言

Memory Networks是由Facebook的Jason Weston等人提出的一个神经网络框架，通过引入长期记忆组件(long-term memory component)来解决神经网络长程记忆困难的问题。在此框架基础上，发展出许多Memory Networks的变体模型，本期精选了5篇Memory Networks相关的论文，分别如下：

1、Memory Networks

2、End-To-End Memory Networks

3、Ask Me Anything: Dynamic Memory Networks for Natural Language Processing

4、THE GOLDILOCKS PRINCIPLE: READING CHILDREN’S BOOKS WITH EXPLICIT MEMORY REPRESENTATIONS

5、Key-Value Memory Networks for Directly Reading Documents

Memory Networks作者

Jason Weston, Sumit Chopra, Antoine Bordes

单位

Facebook AI Research

关键词

Question Answering, Memory Network

文章来源

ICLR 2015

问题

为解决长期记忆问题, 提出一类称为Memory Networks的模型框架, 基于该框架构造的模型可以拥有长期(大量)和易于读写的记忆。

模型和思路

Memory Networks可以理解为一种构造模型的框架, 该类模型由如下五部分组成:

1、记忆m: 模型记忆的表示,由一个记忆槽列表[m1-mi]组成,可被G,O组件读写

2、组件I (input feature map): 将模型输入转化模型内部特征空间中特征表示

3、组件G (generalization): 在模型获取新输入时更新记忆m，可以理解为记忆存储

4、组件O (output feature map): 根据模型输入和记忆m输出对应于模型内部特征空间中特征表示，可以理解为读取记忆

5、组件R(response): 将O组件输出的内部特征空间的表示转化为特定格式，比如文本。可以理解为把读取到抽象的记忆转化为具象的表示。

假设模型输入为x:

 
 	记忆的更新过程表示为 mH(x) = G(mi, I(X), m), ∀i, H(x)为选择记忆和遗忘机制


 	记忆的读取过程表示为 r = R(O(I(x), m))




再次强调Memory Networks是一类模型框架, 组件I,G,R,O可以使用不同的实现

资源

 
 	facebook MemNN实现




简评 
文章提出了一个通用的解决长期记忆问题的算法框架, 框架中的每一个模块都可以变更成新的实现, 可以根据不同的应用场景进行适配。

End-To-End Memory Networks作者

Sainbayar Sukhbaatar, Arthur Szlam, Jason Weston, Rob Fergus

单位

Dept. of Computer Science Courant Institute, New York University

Facebook AI Research

关键词

Memory Networks, End-to-end, Question Answer

文章来源

NIPS 2015

问题

本文提出了一个可以端到端训练的Memory Networks，并且在训练阶段比原始的Memory Networks需要更少的监督信息。

模型

本文提出的模型包括单层和多层两种情况。下面先介绍单层情况。

1、单层

如图(a)所示，输入的序列可以通过不同的Embedding矩阵A和C分别被表示成Input和Output向量的集合。同样的，通过Embedding矩阵B，我们将Question表示成一个向量u，向量u和Input向量集合中的每个向量计算内积，然后通过softmax得到一个概率向量p（attention过程），概率向量p中的每一个概率值表示每个Output向量对应输出的权重大小。通过p和Output向量集合，对Output中的向量进行加权求和得到输出向量o，将输出向量o和问题向量u相加，再最后通过一个权值矩阵W和softmax来预测最终的label。



2、 多层

多层的情况如图(b)所示，每层的输出向量oi和问题向量ui相加获得新的问题表示ui+1，然后重复上述单层的过程,直到最后一层通过softmax来预测label。

本文在bAbi数据集、Penn Treebank以及Text8三个数据集上进行实验，均取得了较好的实验效果。

资源

 
 	[bAbi] (https://research.facebook.com/research/babi/)




简评 
本篇论文提出的模型是在Facebook提出的原始Memory networks基础上进行的改进。在Memory networks的框架下，将原来依赖于中间监督信息的非端到端Memory networks改进为端到端的Memory networks。基础模型之外，本文针对时序编码提出了一些有趣的trick，可作参考。

Ask Me Anything: Dynamic Memory Networks for Natural Language Processing作者

Ankit Kumar, Ozan Irsoy, Peter Ondruska, Mohit Iyyer, James Bradbury, Ishaan Gulrajani, Victor Zhong, Romain Paulus, Richard Socher

单位

MetaMind

关键词

Memory Networks, Neural Networks, Question Answering

来源

arXiv

问题

Question Answering: 给定一段Context，一个与此Context相关的Question，利用模型生成一个单词的Answer。

模型

下图给出了dynamic memory networks的框架。



首先Context和Question都经过Gated Recurrent Unit(GRU)转换成成vector形式，分别作为episodic memories e和m储存下来。e代表的是一连串vectors，Context中每句话都会被转换成一个e vector，然而Question只会被转换成一个m vector。

下一步是episodic memory updates，在每一个episode, 每一个e vector会和m计算一个attention，本文中使用一个two layer feed forward neural network计算attention score。然后利用attention scores来update episodic memories。



输出答案也采用了一个GRU decoder



这里的a0是最后一个memory state m。

简评

总体来说这是一篇很有趣的文章。其中应用了episodically update memory的想法，期望模型能够借此学到一些logical reasoning的能力。并且模型中多次用的GRU，每一层都使用GRU的encoding或者decoding，比较有趣。

然后我认为本文的写作有一些问题，比如我自始至终也没有找到e的下标究竟代表什么，我的理解是每一句话都被encode成一个e作为episodic memory，那么每次Update 其中一个e都要经过所有其他的e是为了更好的融合所有context sentences的信息吗？那么每一层的hidden states h究竟又是什么？上一层的hidden state如何更新到下一层？文章中似乎没有给出明确的公式，也没有在model figure中展示出来，似乎写作不够明确。既然e是有h穿过层层GRU得到，我会揣测下一层的h是上一层e的一个function。

THE GOLDILOCKS PRINCIPLE: READING CHILDREN’S BOOKS WITH EXPLICIT MEMORY REPRESENTATIONS作者

Felix Hill, Antoine Bordes, Sumit Chopra & JasonWeston

单位

Facebook AI Research

关键词

Memory Networks,self-supervised training,window-based memories,The Children’s Book Test(CBT)

文章来源

ICLR2016

问题

本文对于语言模型（RNN/LSTM/Memory Network生成）到底能够多好或者在多大程度上表示The Children’s Book做了一项测试。测试结果表面Memor Network上的效果最好。

模型

文中主要对比了一系列state-of-the-art的模型，每个用不同的方式对之前已经读过的文本进行编码，然后进行CBT评比。

实验中使用的模型以及结果如下：



CBT简介：数据来自Project Gutenburg所创建的数据集，里面的内容都选自儿童书籍。每20句话产生一个问题，让不同的语言模型去进行预测，看谁预测的效果更好。

问题产生于20句话中的某一句话抠掉一个词A。候选集产生分为如下两步:

1、从构成20句话的词表中随机选出和抠掉词A具有相同词性的词集合C 。

2、从C中随机抽选10个词作为答案的备选集。

实验最后在CNN QA的语料上进行测试，在新闻文章中识别命名实体，得到的准确率能到69.4%.

资源

 
 	n-gram language model:the KenLM toolkit (Scalable modified Kneser-Ney language model estimation.)




简评 
本文提供了一种测试语言模型效果的测试方法，这对于语言模型的评判做出了贡献。在做实验过程中，作者还发现在单层记忆表示中文本被编码的数量对结果有很大的影响：存在一个范围，使得单个词信息和整个句子的信息都得以较好的保留。

Key-Value Memory Networks for Directly Reading Documents作者

Alexander H. Miller, Adam Fisch, Jesse Dodge, Amir-Hossein Karimi, Antoine Bordes, Jason Weston

单位

Facebook AI Research

Language Technologies Institute, Carnegie Mellon University

关键词

Memory Networks, Key-Value, Question Answering, Knowledge Bases

文章来源

arXiv 2016

问题

鉴于知识库有知识稀疏、形式受限等问题，本文提出了一种可以通过直接读取文档来解决QA问题的新方法Key-Value Memory Networks。

模型

如下图所示，Key-Value Memory Networks(KV-MemNNs)模型结构与End-to-end Memory Networks(MemN2N)基本相同，区别之处在于KV-MemNNs的寻址（addressing）阶段和输出阶段采用不同的编码（key和value）。

本文主要提出了以下几种Key-value方法：

1、KB Triple

针对知识库中的三元组(subject, relation, object),将subject和relation作为Key，object作为Value。

2、Sentence Level

将文档分割成多个句子，每个句子即作为Key也作为Value，该方法与MemN2N相同。

3、Window Level

以文档中每个实体词为中心开一个窗口，将整个窗口作为Key，中间的实体词作为Value。

4、Window + Center Encoding

该方法与Window Level基本相同，区别之处在于中心实体词与窗口中的其他词采用不同的Embedding。

5、Window + Titile

很多情况下文章的题目可能包含答案，因此在上述提出的Window方法基础上，再添加如下Key-value对：Key为窗口，Value为文档对应的title。

本文为了比较使用知识库、信息抽取和直接采用维基百科文档方法之间的效果，构建了新的语料WIKIMOVIES。实验结果表明，KV-MemNNs直接从文档读取信息比信息抽取方法的效果好，却仍比直接利用知识库的方法差不少。其中几种Key-Value方法中，“Window + Center Encoding”方法效果最好。此外，本文还在WikiQA上进行实验，验证了KV-MemNNs的效果。

资源

 
 	[WikiQA](https://www.microsoft.com/en-us/download/details.aspx?id=52419)


 	[WikiMovies](https://research.facebook.com/research/babi/)




简评 
本篇论文提出了一个在新的Memory Networks变体Key-Value Memory Networks，旨在探索在QA过程中，如何消除采用知识库和自由文本（维基百科）之间的效果差距（gap），并为此构建了一个新的数据集WikiMovies。

总结

长程记忆（long-term memory）问题一直是深度学习中的一个难点，Attention机制就是解决这一问题的经典方法。本文介绍的几篇Memory Networks试图通过构建长期存储记忆组件来解决过去神经网络无法存储过长内容的问题。如何存储大量的外部信息以及如何利用这些外部信息推断是Memory Networks乃至很多NLP任务的难点。本期引入的这几篇论文中，Memory Networks提出了一个整体的框架，End-To-End Memory Networks使memory networks可以端到端的训练学习。Key-Value Memory Networks主要解决外部信息如何存储表示，而THE GOLDILOCKS PRINCIPLE这篇论文则在推理方面有所创新，直接利用attention的打分来预测答案。目前深度学习方法中，无论是存储更新长期记忆的方法还是结合长期记忆进行推理的方法都还很初级，仍需诸君努力前行。

以上为本期Paperweekly的主要内容，感谢cain、destinwang、zeweichu、chunhualiu等四位同学的整理。

【查看链接请点阅读原文】

广告时间
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      原标题：PaperWeekly 第十二期---文本摘要

            引

文本摘要是自然语言处理的一大经典任务，研究的历史比较长。随着目前互联网生产出的文本数据越来越多，文本信息过载问题越来越严重，对各类文本进行一个“降维”处理显得非常必要，文本摘要便是其中一个重要的手段。传统的文本摘要方法，不管是句子级别、单文档还是多文档摘要，都严重依赖特征工程，随着深度学习的流行尤其是seq2seq+attention模型在机器翻译领域中的突破，文本摘要任务也迎来了一种全新的思路。本期PaperWeekly将会分享4篇在这方面做得非常出色的paper：

1、A Neural Attention Model for Abstractive Sentence Summarization, 2015

2、Abstractive Text Summarization using Sequence-to-sequence RNNs and Beyond, 2016

3、Neural Summarization by Extracting Sentences and Words, 2016

4、AttSum: Joint Learning of Focusing and Summarization with Neural Attention, 2016

1、A Neural Attention Model for Abstractive Sentence Summarization作者

Rush, A. M., Chopra, S., & Weston, J.

单位

Facebook AI Research / Harvard SEAS

关键词

Neural Attention, Abstractive Sentence Summarization

文章来源

EMNLP 2015

问题

这篇来自Facebook的paper的主题是基于attention based NN的生成式句子摘要/压缩。


模型

该工作使用提出了一种encoder-decoder框架下的句子摘要模型。


作者在文章中介绍了三种不同的encoding方法，分别为：

 
 	Bag-of-Words Encoder。词袋模型即将输入句子中词的词向量进行平均。


 	CNN encoder


 	Attention-Based Encoder。该encoder使用CNN对已生成的最近c（c为窗口大小）个词进行编码,再用编码出来的context向量对输入句子做attention，从而实现对输入的加权平均。




模型中的decoder为修改过的NNLM，具体地：


式中y_c为已生成的词中大小为c的窗口，与encoder中的Attention-Based Encoder同义。

与目前主流的基于seq2seq的模型不同，该模型中encoder并未采用流行的RNN。

数据

该文章使用了English Gigaword作为语料，选择新闻中的首句作为输入，新闻标题作为输出，以此构建平行语料。具体的数据构建方法参见文章。此外，该文章还使用了DUC2004作为测试集。

简评

在调研范围内，该文章是使用attention机制进行摘要的第一篇。且作者提出了利用Gigaword构建大量平行句对的方法，使得利用神经网络训练成为可能，之后多篇工作都使用了该方法构建训练数据。

2、Abstractive Text Summarization using Sequence-to-sequence RNNs and Beyond作者

Nallapati, Ramesh, et al.

单位

IBM Watson

关键词

seq2seq, Summarization

文章来源

In CoNLL 2016

问题

该工作主要研究了基于seq2seq模型的生成式文本摘要。

该文章不仅包括了句子压缩方面的工作，还给出了一个新的文档到多句子的数据集。

模型


该文章使用了常用的seq2seq作为基本模型，并在其基础上添加了很多feature：

 
 	Large Vocabulary Trick。
参见Sébastien Jean, Kyunghyun Cho, Roland Memisevic, and Yoshua Bengio. 2014. On using very large target vocabulary for neural machine translation. CoRR, abs/1412.2007.


 	添加feature。例如POS tag， TF、IDF， NER tag等。这些feature会被embed之后与输入句子的词向量拼接起来作为encoder的输入。


 	pointing / copy 机制。使用一个gate来判断是否要从输入句子中拷贝词或者使用decoder生成词。参见ACL 2016的两篇相关paper。


 	Hierarchical Attention。这是用于文章摘要中多句子的attention，思路借鉴了Jiwei Li的一篇auto encoder的工作。大致思路为使用句子级别的weight对句子中的词进行re-scale。




数据 
 
 	English Gigaword


 	DUC 2004


 	提出了CNN/Daily Mail Corpus




简评 
该工作为在第一篇文章基础上的改进工作，做了大量的实验，非常扎实。文章提出的feature-rich encoder对其他工作也有参考意义，即将传统方法中的特征显式地作为神经网络的输入，提高了效果。

3、Neural Summarization by Extracting Sentences and Words作者

Cheng, Jianpeng, and Mirella Lapata.

单位

University of Edinburgh

关键词

Extractive Summarization, Neural Attention

文章来源

ACL 2016

问题

使用神经网络进行抽取式摘要，分别为句子抽取和单词抽取。

模型


句子抽取

由于该工作为文档的摘要，故其使用了两层encoder，分别为：

 
 	词级别的encoder，基于CNN。即对句子做卷积再做max pooling从而获得句子的表示。


 	句子级别的encoder，基于RNN。将句子的表示作为输入，即获得文档的表示。




由于是抽取式摘要，其使用了一个RNN decoder，但其作用并非生成，而是用作sequence labeling，对输入的句子判断是否进行抽取，类似于pointer network。

词的抽取

对于词的抽取，该模型同样适用了hierarchical attention。与句子抽取不同，词的抽取更类似于生成，只是将输入文档的单词作为decoder的词表。

数据

从DailyMail news中根据其highlight构建抽取式摘要数据集。

简评

该工作的特别之处在于对attention机制的使用。该paper之前的许多工作中的attention机制都与Bahdanau的工作相同，即用attention对某些向量求weighted sum。而该工作则直接使用attention的分数进行对文档中句子进行选择，实际上与pointer networks意思相近。

4、AttSum: Joint Learning of Focusing and Summarization with Neural Attention作者

Cao, Ziqiang, et al.

单位

The Hong Kong Polytechnic University, Peking University, Microsoft Research

关键词

Query-focused Summarization

文章来源

COLING 2016

问题

Query-focused多文档抽取式摘要

模型


由于该任务为针对某个query抽取出可以回答该query的摘要，模型使用了attention机制对句子进行加权，加权的依据为文档句子对query的相关性（基于attention），从而对句子ranking，进而抽取出摘要。具体地：

 
 	使用CNN对句子进行encoding


 	利用query，对句子表示进行weighted sum pooling。


 	使用cosine similarity对句子排序。




数据 
DUC 2005 ∼ 2007 query-focused summarization benchmark datasets

简评

该文章的亮点之处在于使用attention机制对文档中句子进行weighted-sum pooling，以此完成query-focused的句子表示和ranking。

总结

本次主要介绍了四篇文本摘要的工作，前两篇为生成式（abstractive）摘要，后两篇为抽取式（extractive）摘要。对于生成式摘要，目前主要是基于encoder-decoder模式的生成，但这种方法受限于语料的获得，而Rush等提出了利用English Gigaword（即新闻数据）构建平行句对语料库的方法。IBM在Facebook工作启发下，直接使用了seq2seq with attention模型进行摘要的生成，获得了更好的效果。对于抽取式摘要，神经网络模型的作用多用来学习句子表示进而用于后续的句子ranking。

【查看链接请点阅读原文】
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PaperWeekly 第十三期--最新文章解读


      原标题：PaperWeekly 第十三期--最新文章解读

            引言

本期的PaperWeekly一共分享四篇最近arXiv上放出的高质量paper，包括：机器翻译、表示学习、推荐系统和聊天机器人。人工智能及其相关研究日新月异，本文将带着大家了解一下以上四个研究方向都有哪些最新进展。四篇paper分别是：

1、A General Framework for Content-enhanced Network Representation Learning, 2016.10

2、Collaborative Recurrent Autoencoder: Recommend while Learning to Fill in the Blanks, 2016.11

3、Dual Learning for Machine Translation, 2016.11

4、Two are Better than One: An Ensemble of Retrieval- and Generation-Based Dialog Systems, 2016.10

A General Framework for Content-enhanced Network Representation Learning作者

Xiaofei Sun, Jiang Guo, Xiao Ding and Ting Liu

单位

Center for Social Computing and Information Retrieval, Harbin Institute of Technology, China

关键词

network representation, content-enhanced

文章来源

arXiv

问题

同时利用网络结构特征和文本特征来学习网络中节点的embedding

模型

总的来说这篇paper的思路比较清晰，学习的方法上很大程度上参考了word2vec的方法。对于一个节点v，将与v相连的节点当做正例，不想连的节点当做负例。那么如何融入内容呢？在网络中设置虚拟的内容节点c，将描述v节点的文本内容c_v当做正例，其他的当做负例c_v’。在优化时同时考虑网络相似性和文本相似性，让v的向量靠近正例远离负例。


总的优化函数如下所示，由两个部分L_nn(节点与节点连接)和L_nc(节点与内容连接)线性组合而成，alpha越大则考虑网络结构越多文本内容越少。


L_nn和L_nc大体思想如上面所言，两者损失函数一致，尽量接近正例远离反例。但是两者在描述节点概率（相似度）上会有所不同。


对于节点与节点之间的概率，由于网络结构要考虑有向性，因此将节点的embedding切分成in和out两半，用sigmoid算两个节点的相似度。


节点与内容的概率也是类似，不过内容节点的embedding是固定的，通过额外的文本模型训练出来的。这里尝试的文本model包括word2vec，RNN和BiRNN。


最后在节点分类任务上进行了评测，同时结合网络结构特征和文本特征确实带来了明显的提高。

资源

用到的数据集是DBLP（cn.aminer.org/citation）和自己采集的知乎用户网络。

相关工作

这两年network representation的工作如雨后春笋，在DeepWalk之后有十余篇论文出现。这篇文章在相关工作里有相对全面的覆盖，对这方面工作有兴趣的同学值得参考。

简评

尽管相关模型层出迭见，但略感遗憾的是感觉目前并没有在network embedding之上的较为成功的应用，大多benchmark都是节点分类和链接预测，应用价值有限。十分期待一些更为新颖的benchmark的出现。

Recurrent Autoencoder Recommend while Learning to Fill in the Blanks作者

Hao Wang, Xingjian Shi, Dit-Yan Yeung

单位

HKUST

关键词

Recommendation, Collaborative Filtering, RNN

文章来源

Arxiv, to appear at NIPS’16

问题

本文的主要贡献是提出collaborative recurrent autoencoder (CRAE)，将CF (collaborative filtering)跟RNN结合在一起，提高推荐的准确率，并且可以用于sequence generation task。

模型

传统的LSTM模型没有考虑进噪声，对不足的训练数据稳定性不好，文章提出RRN (robust recurrent networks)，为RNN的加噪版本，RRN中的噪声直接在网络中向前或者向后传播，不需要分开的网络来估计latent variables的分布，更容易实现且效率高。CARE的模型如下图所示，序列处理的信息保存在cell state s_t和输出状态h_t中，两个RRN可以组合形成编码译码结构。


Wildcard denoising的目的是缓解overfitting，做法是随机选择一些词，替换成 ，而不是直接扔掉词，实验验证准确率会提成20%左右。Beta-pooling的目的是将向量序列pool成固定长度为2K_W的单向量，帮助rating matrix的矩阵分解；因为不同序列可能需要不同大小的权重，所以需要变长的beta向量来帮助pooling，文章采用beta分布。

Learning的过程采用MAP，类似于CDL和DTR。学到矩阵U和V之后，我们可以预计评分矩阵R。

资源

1、CiteULike

2、Netflix

相关工作

选取当中两个比较有意思的work。

1、CTR (collaborative topic reguression)

将topic model和probabilistic matrix factorization (PMF)，但是CTR采用bag-of-words的表示形式，忽略了词序和每个词的局部语境，而这些对文章表示和word embeddings能提供有价值的信息。

2、CDL (collaborative deep learning)

将CF和probabilistic stacked denoising autoencoder (SDAE)结合起来，是一个以bag-of-words为输入的feedforward模型，并不能解决sequence generation的问题。

简评

这篇文章将RNN用于recommendation，并且与rating matrix结合起来，比较有意思，而且考虑了数据稀疏的情况，pooling的方法也值得借鉴。

Dual Learning for Machine Translation作者

Yingce Xia1, Di He, Tao Qin, Liwei Wang, Nenghai Yu1, Tie-Yan Liu, Wei-Ying Ma

单位

1、University of Science and Technology of China

2、Key Laboratory of Machine Perception (MOE), School of EECS, Peking University

3、Microsoft Research

关键词

Dual Learning, Machine Translation, Deep Reinforcement Learning

文章来源

arXiv, 1 Nov 2016

问题

文章针对机器翻译时需要的人工标注的双语平行语料获取代价高的问题，提出了Dual Learning Model使用单语语料来进行训练，取得了比使用双语平行语料训练的模型更好的结果。

模型

模型的核心思想见下图：


(注:上图来自CCL2016马维英老师PPT)

对上图的详细解释：

模型中有两个Agent，Agengt_A和Agent_B,Agent_A只能够理解A语言，Agent_B只能理解B语言，model f是将A语言翻译成B语言的翻译模型，model f是将B语言翻译成A语言的翻译模

型。上图的执行过程可以按照下面的解释进行：

1、Agent_A 发送一句A语言的自然语言的话X1

2、model f将X转换成为B语言的自然语言Y

3、Agent_B收到Y，并将Y 传送给model g

4、model g将Y转换成源语言A的自然语言X2

5、比较X1和X2的差异性，并给出反馈.并进行1到4的反复训练

模型的算法过程：


在step8的时候对翻译模型翻译的结果使用语言模型做了一个判定，判定一个句子在多大程度上是自然语言。step9是给communication一个reward，step10将step8和step9加权共同作为样例的reward.然后使用policy gradient进行优化。

需要说明的model f和model g是已有的模型或者说在刚开始的时候使用少量的双语语料进行训练得到吗，然后逐渐加大单语语料的比例。

资源

1、NMT code:

2、compute BLEU score by the multi-bleu.perl:

相关工作

1、the standard NMT, Neural machine translation by jointly learning to align

and translate. ICLR, 2015.

2、pseudo-NMT, Improving neural machine translation models with monolingual data. In ACL, 2016.

简评

本文的思想很创新，利用了机器翻译中的dual mechinism，仅仅利用少部分双语语料和大部分单语语料就可以达到之前NMT的效果，甚至还高了2到3个百分点。

dual的思想不仅可以用于机器翻译中，还可以用于图片、语音、文字等多种语言的共同学习，这样的相互作用共同学习更接近于人类对周围世界认识的方式，接受来自各个方面的信心，综合进行学习。

Two are Better than One: An Ensemble of Retrieval and Generation-Based Dialog作者

Yiping Song, Rui Yan, Xiang Li, Dongyan Zhao, Ming Zhang

单位

北京大学

关键词

对话系统、open domain、chatbot

文章来源

arXiv

问题

对话系统中可将问题和检索的结果同时作为输入Encoder之后进行解码Decoder，再将生成的结果和原检索结果重排序

模型



相关工作



简评

作者的思路非常简单，原来的回复生成模型容易发生回复内容短或者回复信息无意义的问题，在此作者将候选结果和原来的问句同时作为RNN生成器的输入，生成结果后再将本次生成的结果加入原检索候选集中，进行重新排序，实验结果证明此种方法比单独使用检索或单独使用生成效果有大幅提升。

总结

新的研究成果不见得可以直接应用于工程中，但新的paper，尤其是高质量paper中，一定会有很多的创新点，每一个创新点都可能会为后续的研究、工程实现等带来启发，甚至是一些技术上的突破。从本期开始，PaperWeekly会不定期地分享类似的内容，以方便大家了解最新的研究成果。感谢@memray @积翠如云 @chunhualiu和@tonya四位童鞋的辛勤工作。
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PaperWeekly第十四期---TTIC在QA任务上的研究进展


      原标题：PaperWeekly第十四期---TTIC在QA任务上的研究进展

            引言

PaperWeekly已经介绍过不少Question Answering的相关工作。主要有DeepMind Attentive Reader，FAIR Memory Networks，Danqi’s Stanford Reader, Attention Sum Reader, Gated Attention Sum Reader, Attention Over Attention Reader, etc. 这些模型关联性很大，或多或少存在相似之处。本文给大家介绍一下Toyota Technological Institute at Chicago (TTIC)在Question Answering方面的相关工作，共有3篇paper：

1、Who did What: A Large-Scale Person-Centered Cloze Dataset, 2016

2、Broad Context Language Modeling as Reading Comprehension, 2016

3、Emergent Logical Structure in Vector Representations of Neural Readers, 2016

Who did What: A Large-Scale Person-Centered Cloze Dataset作者

Takeshi Onishi, Hai Wang, Mohit Bansal, Kevin Gimpel, David McAllester

文章来源

EMNLP 2016

问题

文章构建了一个新的Question Answering dataset，”Who did What”。

sample instance如下图所示。



问题的句子总是挖掉了一些named entities，然后给出在文中出现过的别的named entities作为选项。这一个dataset的难度要高于之前的CNN/DM dataset，可以作为创建新模型的参考数据集。

模型

构建此数据集的方法与CNN/DM不同，问题并不是context passge的一个summary。问题与context均来自Gigaword Corpus，他们是两篇非常相关的文章。

具体来说，我们先找到一篇文章，作为question文章。然后提取出文中第一句话的named entities，删除其中的一个named entity作为将要被预测的答案。然后利用这一句question sentence，我们可以利用一些Information Retrieval系统从Gigaword Corpus找到一篇相关的文章作为passage。这篇文章与question文章不同，但是包含着与question sentence非常类似的信息。

有了passage之后，我们再从passage中找出named entities作为candidate answers。

为了使任务难度更大，我们用一些简单的baseline (First person in passage, etc) 将一些很容易做出的问题删掉，只留下比较困难的instances。这样构建的数据比CNN/DM会困难不少。

简评

相信作者创建的新数据集会给Machine comprehension带来一些新的问题与挑战，是很有价值的资源。文章采用的baseline suppresion方法可以用比较小的代价加大问题的难度，值得参考。

Broad Context Language Modeling as Reading Comprehension作者

Zewei Chu, Hai Wang, Kevin Gimpel, David McAllester

文章来源

arXiv

问题

不久前发布的中，作者尝试的各种baseline models都给出了比较差的结果。

每一个LAMBADA instance如下图所示。



模型

在观察了LAMBADA dataset之后，我们认为可以利用Reading comprehension models来提升准确率，而不必使用传统的language model。

由于state of the art reading comprehension models需要给出candidate answers，然后从中选出一个作为预测的答案，我们就将所有在context中出现过的单词都作为一个candidate answer。

LAMBADA给出的训练集是一些小说的文本。为了使训练集与测试集的数据类型保持一致，我们构建了一个biased training set。具体的做法是，我们将training set划分成4-5句话的context，然后保证target word在context passage中出现，只保留这样的训练数据。我们在新构建的training set上训练各种attention based models,得到了比原作者好得多的测试结果。



简评

这篇文章中，作者利用了简单的方法和模型将LAMBADA dataset的准确率从7.3%提高到45.4%，非常简单有效。

Emergent Logical Structure in Vector Representations of Neural Readers作者

Hai Wang, Takeshi Onishi, Kevin Gimpel, David McAllester

文章来源

ICLR 2017 Submission

问题

最近提出的各种各样的attention based reader models,本文作者做了一个比较全面的总结和分析，并且通过数学分析和实验展示了模型之间的相关性。

模型

本文作者认为，当前的attention based models可以分为两类，aggregation readers(包括attentive readers和stanford readers)以及explicit reference readers(包括attention sum reader和gated attention sum reader)。

这两种reader可以用如下的公式联系在一起。



要满足上述等式，只需要满足下面的公式。



也就是说，只有正确答案所在的hidden vector和question vector得到的inner product才能给出不为零的常数。以下实验结论支持了这一假设。



由于CNN/DM在训练和测试中经过了anonymization，作者认为此inner product其实可以分为两部分，一部分与anonymized token ID有关，另一部分与ID无关。与ID相关的那一部分在inner product应该直接给出0的答案。如下述公式所示。



本文的另一部分工作是在attention readers上加入一些linguistic features提升各个数据集的准确读，这里不仔细描述。

简评

本文是对于各个attetion based neural reader models很好的总结，它很好地连接了各个不同的model，说明了为何看似不同的model能够给出非常类似的结果。

总结

问答系统是一类大的问题，也是目前NLP应用的研究热点之一。本文作者介绍了TTIC在QA研究中的一些成果，其中第二篇是本文作者近期的paper。感谢来自芝加哥大学的@Zewei Chu童鞋辛勤的劳动。

【查看链接请点阅读原文】
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PaperWeekly 第十五期---Attention模型在NMT任务中的应用和进展


      原标题：PaperWeekly 第十五期---Attention模型在NMT任务中的应用和进展

            引言

NMT是热门研究领域之一，尤其是Google和百度都推出了自己的NMT翻译系统，在工业界、学术界和翻译界都引起了轩然大波，一时间对NMT技术的研究和讨论达到了顶峰。Attention模型在NLP中最早的使用正是在NMT领域出现的，包括横扫很多领域的seq2seq+attention解决方案，都是在NMT模型的基础上进行相应的一些小改动而成的。所以，本期PaperWeekly带大家看一看最近两年Attention模型在NMT领域中的研究进展，本文包括以下paper：

1、Neural Machine Translation by Jointly Learning to Align and Translate, 2015

2、Effective approaches to attention-based neural machine translation, 2015

3、Modeling Coverage for Neural Machine Translation, 2016

4、Agreement-based Joint Training for Bidirectional Attention-based Neural Machine Translation, 2016

5、Improving Attention Modeling with Implicit Distortion and Fertility for Machine Translation, 2016

Neural Machine Translation by Jointly Learning to Align and Translate作者

Dzmitry Bahdanau, KyungHyun Cho and Yoshua Bengio

单位

1、Jacobs University Bremen, Germany

2、Universite ́ de Montre ́al

关键词

NMT, attention

文章来源

ICLR 2015

问题

这篇论文首次提出在NMT中使用attention的机制，可以使模型自动确定源句子中和目标词语最相关的部分，相比于基本的encoder-decoder方法提高了翻译效果。

模型

该论文使用的基本模型是一个双向RNN的encoder-decoder的结构。在这篇论文之前，encoder部分都是直接把输入句子encode成一个固定长度的上下文向量c，然后decoder再根据该向量来产生翻译。但是由于句子长度不定，这种做法对长句子的效果不理想。



上图是这篇论文提出的模型结构，作者首次提出了在decoder中加入一种attention的机制。直观上理解，就是decoder可以决定更多地注意原句子中的某些部分，从而不必把原句子中的所有信息都encode成一个固定的向量。具体来讲，上下文向量ci由下式计算得出：



其中，



其中，

上式中的a便是alignment model，可以用来估计位置j附近的输入和位置i的输出之间的匹配程度。本论文中的alignment model是一个前馈神经网络，它和模型中的其它部分一起进行训练。

资源

1、英法翻译数据集 ACL WMT ’14

2、一个基本的RNN encoder-decoder模型的实现 GroundHog

相关工作

1、2013年，一个类似的aligning的方法被提出用于手写体生成。论文：Graves(2013) Generating sequences with recurrent neural networks

2、2014年，seq2seq的神经网络模型用于机器翻译。论文：Sutskever(2014) Sequence to sequence learning with neural networks

简评

本论文创新性地在NMT中提出了attention的机制，可以使模型在每一步注意到源句子中不同的部分，从而提高了NMT的效果，该效果的提升对于长句子的翻译尤其明显。

Effective approaches to attention-based neural machine translation作者

Minh-Thang Luong, Hieu Pham, Christopher D. Manning

单位

Computer Science Department, Stanford University

关键词

NMT;Global Attention;Local Attention

文章来源

EMNLP 2015

问题

Attention机制引入极大提升了NMT的翻译质量，但对于Attention实现架构的讨论还很少，尤其是全局Attention的计算效率问题。本文就是讨论各种优化策略，包括Global Attention, Local Attention，Input-feeding方法等。

模型

Global Attenion，生成上下文向量c_t时，考虑原文编码过程中的所有隐状态。



Local Attention，对于每个正在生成的译词，预测一个原文对齐的位置，只考虑该位置前后一个窗口范围内的原文编码隐状态。



Input-feeding，用一个额外的向量，来记住哪些词是已经翻译过的，即考虑了coverage的问题。



资源

1、训练数据：WMT14 (4.5M句对，116M 英文词，110M德文词)

2、开发集：newstest2013 (3000句)

3、测试集：newstest2014(2737句)和newstest2015(2169句)

4、代码和模型共享在：http://nlp.stanford.edu/projects/nmt/

相关工作

主要是follow了(Bahdanau et al., 2015; Jean et al., 2015)的工作，对Attention的机制进行了探讨和改进。

简评

English-German的实验结果，较不用attention的方法提升了5个多点BLEU，充分证明了attention的有效性。

实验结果的表格详细列出了各种改进方法带来的收益，跟进者不妨仔细看看（以及第5节的分析），可以很快了解各种折腾的方向。



完成人信息

微博 @MyGod9，语智云帆创始人，机器翻译老兵，NMT追随者，weiyongpeng@lingosail.com

Modeling Coverage for Neural Machine Translation作者

Zhaopeng Tu, Zhengdong Lu, Yang Liu, Xiaohua Liu, Hang Li

单位

诺亚方舟实验室，清华大学

关键词

NMT

文章来源

ACL2016

问题

解决经典神经机器翻译模型中存在的over-translation（过度翻译）和under-translation(翻译不足）的问题。

模型

在传统NMT模型中，加入统计机器翻译策略中的coverage方法，来追踪、判断原始句子是否被翻译，如下图、公式所示。







其中，C为新引入的coverage向量。

相关工作

前序文章：Neural Machine Translation by Jointly Learning to Align and Translate

简评

该文是基于Neural Machine Translation by Jointly Learning to Align and Translate之上的工作，引入了统计机器翻译中的Coverage方法来尝试避免NMT中的一些问题。根据文章的试验结果，这种方法能够提升翻译效果。由于写作此文时笔者未作实验，因此实际效果有待进一步衡量。

Agreement-based Joint Training for Bidirectional Attention-based Neural Machine Translation作者

Yong Cheng, Shiqi Shen, Zhongjun He, Wei He, Hua Wu, Maosong Sun, Yang Liu

单位

Tsinghua University

关键词

Bidirectional NMT; Attention

文章来源

IJCAI 2016

问题

由于自然语言错综复杂的结构，单向的注意力模型只能引入注意力机制的部分regulization。文章提出了联合训练双向的注意力模型，尽可能使注意力在两个方向上保持一致。

模型

模型的中心思想就是对于相同的training data，使source-to-target和target-to-source两个模型在alignment matrices上保持一致。这样能够去掉一些注意力噪声，使注意力更加集中、准确。更确切地说，作者引入了一个新的目标函数：



其中表示source-to-target基于注意力的翻译模型，而表示target-to-source的模型。表示对于句子s source-to-target的alignment matrix，而表示target-to-source的。是损失函数，可以衡量两个alignment matrix之间的disagree程度。

对于,有几种不同的定义方法：

1、Square of addition(SOA)



2、Square of subtraction(SOS)



3、Multiplication(MUL)

相关工作

作者文中说的是bidirectional translation的alignment matrices要一致；还有另外一篇文章“Agreement on Target-bidirectional Neural Machine Translation”是说decoding的时候可以正向或者反向产生目标句子，把这二者进行联合训练。另外，最近也有很多关于bidirectional training或者类似思想的文章，比如“Dual Learning for Machine Translation. Computation and Language”将reinforcement的概念引入了bidirectional training当中，“Neural Machine Translation with Reconstruction” 希望能从target hidden state恢复出source sentence

简评

这篇文章胜在idea,很巧妙地想到了让正反向的注意力一致来改进attention。

Improving Attention Modeling with Implicit Distortion and Fertility for Machine Translation作者

Shi Feng, Shujie Liu, Nan Yang, Mu Li, Ming Zhou, Kenny Q.Zhu

单位

Shanghai Jiao Tong University, Microsoft Research

关键词

NMT, Attention, Fertility, Distortion

文章来源

COLING 2016

问题

使用attention机制解决NMT中调序和繁衍率的问题。

模型

模型非常简单，即在attention机制中将前一时刻的context vector c作为输入传入当前时刻attention中（命名为RecAtt）。如图：



通过这样的RecAtt机制，attention部分的网络相当于记忆了之前时刻的context。

相关工作

ACL 2016李航老师组的工作 Modeling Coverage for Neural Machine Translation利用了attention机制来解决了NMT中“欠翻译”和“过翻译”的问题。

简评

该文章的创新之处在于提出将attention计算得到的context vector c作为attention的输入，这样就是的attention机制带有一种recurrent的意味。

总结

本期PaperWeekly精选了5篇Attention模型在NMT任务上的研究工作，Attention模型的发展不仅仅推动着NMT的进步，同时也可以借鉴于其他的任务中，比如QA，比如chatbot。感谢@MyGod9@雨神@susie-nmt@李争@magic282五位童鞋的辛勤付出。

【查看链接请点阅读原文】
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PaperWeekly 第十六期---ICLR 2017精选


      原标题：PaperWeekly 第十六期---ICLR 2017精选

            引言

本期PaperWeekly将带着大家来看一下ICLR 2017的六篇paper，其中包括当下非常火热的GAN在NLP中的应用，开放域聊天机器人如何生成更长更丰富的回答，如何用强化学习来构建树结构的神经网络和层次化的记忆网络等内容。六篇paper分别是：

1、A SELF-ATTENTIVE SENTENCE EMBEDDING

2、Adversarial Training Methods for Semi-Supervised Text Classification

3、GENERATING LONG AND DIVERSE RESPONSES WITH NEURAL CONVERSATION MODELS

4、Hierarchical Memory Networks

5、Mode Regularized Generative Adversarial Networks

6、Learning to compose words into sentences with reinforcement learning

A SELF-ATTENTIVE SENTENCE EMBEDDING作者

Zhouhan Lin, Minwei Feng, Cicero Nogueira dos Santos, Mo Yu, Bing Xiang, Bowen Zhou & Yoshua Bengio

单位

IBM Watson

Universit´e de Montr´eal

关键词

self-attention, sentence embedding, author profiling, sentiment classification, textual entailment

文章来源

ICLR 2017

问题

本文提出一种在没有额外输入的情况下如何利用attention来提高模型表现的句子表示方法。

模型

本文提出的模型结构分为两部分，

1、BLSTM

这部分采用双向LSTM对输入的文本进行处理，最后得到BLSTM的所有隐层状态H。

2、Self-attention mechanism

同attention机制类似，我们需要计算一个权重向量a，然后通过对隐层状态H加权求和得到句子的表示向量。这个过程如下公式所示：


但是实际任务中，我们通常可能会对一个句子语义的多个方面感兴趣，因此我们可以通过下面的公式，获得多个权重向量组成的矩阵A。


然后每一个权重向量a都可以得到一个句子表示向量v，所有句子表示向量组合在一起就可以获得句子表示矩阵M。


本文的模型在author profiling, sentiment classification和textual entailment三个任务上进行验证，都取得了较好的效果。

资源

1、Yelp

2、 SNLI

相关工作

1、A large annotated corpus for learning natural language inference

简评

本文提出的self-attention方法用一个matrix表示一个句子，并且matrix中的每一个vector都是句子语义某一方面的表示，增强了sentence embedding的可解释性。

Adversarial Training Methods for Semi-Supervised Text Classification作者

Takeru Miyato, Andrew M. Dai, Ian Goodfellow

单位

Google Brain, Kyoto University和OpenAI

关键词

Adversarial training, text classification, semi-supervised learning

文章来源

ICLR 2017

问题

Adversarial training和virtual adversarial training都需要对输入的数字形式做小的perturbation，不适用于高维稀疏输入，比如one-hot word representations。文章扩展图像领域流行的这两种方法到文本领域，对word embedding进行perturbation来作为LSTM的输入，取代原本的输入向量。可以把这两种方法看做是正则化的方法，为输入加入噪声，可以用来实现semi-supervised的任务。

模型

以adversarial training为例，文章对word embeddings进行adversarial perturbation，而不是直接应用在输入上。假设normalized之后的输入序列为s，给定s，y的条件概率为p(y|s;theta)，其中theta为模型参数，则s上的adversarial perturbation r_adv为：

应用在LSTM上，如下图(b)所示。定义其adversarial loss如下：



其中N为labeled的例子的数目。通过随机梯度下降来进行training。

文章也提供了virtual adversarial training的方法。

资源

1、

2、

3、

相关工作

主要列三篇work：

1、2015年NIPS, SA-LSTM。Semi-supervised sequence learning

2、2015年NIPS，One-hot CNN。Semi-supervised convolutional neural networks for text categorization via region

embedding

3、2016年ICML，One-hot bi-LSTM。Supervised and semi-supervised text categorization using LSTM for region

embeddings

简评

作者将图像领域的adversarial training应用在了文本领域，改善了word embedding。传统的word embedding被语法结构影响，即使两个完全相反的词（比如”good”和”bad”）在表示形式上也是相近的，没有表示出词本身的意思。Adversarial training使得有相近语法结构但是不同意义的词能够被分开，可以用来做情感分类和sequence model等。

GENERATING LONG AND DIVERSE RESPONSES WITH NEURAL CONVERSATION MODELS作者

Louis Shao, Stephan Gouws, Denny Britz, Anna Goldie, Brian Strope, Ray Kurzweil

单位

Google Research, Google Brain

关键词

Long and Diverse Responses

文章来源

ICLR 2017

问题

开放域聊天机器人如何生成更长且较为丰富的回答？

模型

本文模型是基于经典的seq2seq+attention框架，在其基础上进行了若干修改，得到了满意的效果。不同于之前模型的地方有两点：

1、encoder不仅仅包括整个source，还包括一部分target，这样attention不仅仅考虑了source，而且考虑了部分target。


经典的seq2seq+attention在decoding部分会将source中的每个token都考虑到attention中来，之前有一种做法是将整个target部分也加入到attention中，效果上虽然有一定的提升，但随着数据规模地增加，内存代价太大。本文正是针对这一个问题，提出了所谓的“glimpse”模型，如上图所示，在encoder部分加入了target的前几个token，相当于是上面两种方案的一种折中。

2、提出了一种基于sampling的beam search decoding方案。

经典的beam search在decoding部分，是基于MAP（最大后验概率）进行贪婪解码的，这种方案生成的responses具有简短、无信息量以及高频的特点，通俗地讲会生成很多的类似“呵呵”的话，没有太多营养和价值。(Jiwei Li,2015)在解决这个问题时，在decoding部分通过MMI（互信息）对N-best结果进行重排序，这种方法对于生成短文本效果显著，但对于生成长文本效果不佳。因为，基于MAP的beam search天然存在这样的问题，N-best和重排序都解决不了根本性的问题。针对这一问题，本文提出了一种基于sampling的beam search解码方案，sampling即在每一步解码时都sample出D个token作为候选，搜索完毕或达到预设的长度之后，生成B个候选responses，然后进行重排序。

本文的另外一大亮点是用了大量的对话数据，用了很大规模参数的模型进行了实验。实验评价标准，在自动评价这部分，设计了一个N选1的实验，给定一个输入，将正确输出和错误输出混在一起，模型需要从中选择正确的输出，用选择准确率来作为自动评价指标。本文没有用到经典的BLEU指标，因为这个指标确实不适合评价对话的生成质量。为了更有说服力，本文用人工对结果进行评价。

资源

本文用到的对话数据：

1、

2、

3、

4、本文作者从Web抽取的对话数据（待公开）

相关工作

用seq2seq方法研究生成对话的质量（包括长度、多样性）的工作并不多，具有代表性的有下面两个工作：

1、Wu,2016 提出了用length-normalization的方案来生成更长的对话

2、Jiwei Li,2015 提出了在解码阶段用MMI（互信息）对N-best结果进行重排序，旨在获得信息量更大的对话。

简评

本文模型部分并没有太多的创新，因为是工业部门的paper，所以更多的是考虑实用性，即能否在大规模数据集上应用该模型，集中体现在glimpse模型上。为了生成更加长、更加多样性的对话，在原有beam search + 重排序的基础上，引入了sampling机制，给生成过程增加了更多的可能性，也是工程上的trick。对话效果的评价是一件很难的事情，人类希望bot可以生成类人的对话，回复的长度可以定量描述，但多样性、生动性、拟人化等等都难以定量描述，所以在探索生成对话的这个方向上还有很长的路要走。

Hierarchical Memory Networks作者

Sarath Chandar, Sungjin Ahn, Hugo Larochelle, Pascal Vincent, Gerald Tesauro, Yoshua Bengio

单位

1、Université de Montréal, Canada.

2、Twitter Cortex, USA.

3、IBM Watson Research Center, USA.

4、CIFAR, Canada.

关键词

Hierarchical Memory Networks，Maximum Inner Product Search (MIPS)

文章来源

ICLR 2017

问题

记忆网络主要包括hard attention和soft attenion两种，然而hard不能用于反向传播算法进行端到端训练，所以只能使用强化学习的方法进行训练；soft所涉及的计算参数又很大，只适合于少量Memory。本文提出Hierarchical Memory Networks(HMN)模型，算是soft和hard的一个混合模型，计算量减少且训练更加容易，实验结果也很好。

模型

soft attention是对所有的memory都要进行attention的计算，对全集计算使计算量很大。HMN利用层次化结构使得attention的集合缩小，利用MaximumInner Product Search(MIPS)的方法从全集中获得一个最优子集，在子集上面去做attention就大大降低计算量。这样的方式又和hard attention预测关注点的方法有些类似，将注意力放在最相关的那部分，这个的做法也更接近于人的注意力思维。 文章的核心部分在于如何获取与query最相近的子集。

主实验主要包括两个:

1、Exact K-MIPS：计算复杂度依然和soft attention差不多。

2、Approximate K-MIPS：利用Maximum Cosine Similarity Search(MCSS)的方法代替MIPS的方法，牺牲一些精确度，降低复杂度和加快训练速度。

MIPS有三种方法，分别是基于hash,基于tree,基于clustering，基于上述三种方法文中又做了几组组对比实验，最后实验结果显示基于clustering的效果是最好的。

文章得到的实验结果如下：


资源 1、 (使用的是Large-scale simple question answering with memory networks文章中的数据集)

2、

相关工作

1、arXiv 2014, soft attention,《Neural turing machines》

2、CoRR 2015, hard attention,《Reinforcement learning neural turing machine》

3、ICLR 2015, memory network,《Memory networks》

4、arXiv 2015,《End-to-end memory networks》,引入半监督记忆网络可以自学所需要的facts。

5、CoRR 2016, DMN, 《Dynamic memory networks for visual and textual question

answering》,增加了一个episodic memory 使得可以动态更新memory里面的内容。

简评

文章的创新主要在于修改了两个模块：Memory和Reader。

1、将memory的结构从a flat of array变成了hierarchical memory structure。将memory分成若干groups,这些groups又可以在进行更高级别的组合。

2、reader是从MIPS选出的子集中使用soft attention。MIPS从memory中选出一

个group子集作为最相关的子集。

Mode Regularized Generative Adversarial Networks作者

Tong Che; Yanran Li

单位

Montreal Institute for Learning Algorithms;

Department of Computing, The Hong Kong Polytechnic University

关键词

GAN, Regularizers

文章来源

ICLR 2017

问题

本文针对的问题是：1、GAN 的训练过程很不稳定 2、GAN 生成的样本局限于训练样本中的大 model 上，不能平衡数据的分布（missing model problem）。

两个问题互相影响，导致训练结果不好。

模型

针对上面的问题，作者提出了两种 regularizers 去控制 GAN 的训练过程。

第一个 regularizer 也被作者称为 Regularized-GAN。作者认为可以从 generator 入手，给 generator 增加 regularizer，使得其具有更好的 gradient ，这样 G 和 D 都能稳定训练。

具体的方法是增加一个 encoder E(x) : X → Z.即把原先的 noise vector z 改为 z = encoder(X) ，即然后再 G(encoder(X))。如下图：


这样做有两个好处。第一，原始的模型很容易出现梯度消失的情况，因为 discriminator D 特别容易区分真实数据和生成数据导致 generator 就得不到 D 的梯度。作者的模型多了一个 reconstruction 的部分，这样生成出来数据不再那样容易被 D 识别出来。所以 D 和 G 就都能一直有 gradient 去训练，从而提高稳定性。第二，对于 x ，G(E(x)) 会尽量去生成 x 原本所属的类，从而一定程度解决了 missing model problem。

第二个 regularizer 基于第一个 regularizer 旨在改进训练的方法，也被作者称为 manifold-diffusion GAN。分为两步，第一步 manifold step 训练 discriminator D1 ，目的是减少 G(Enc(X)) 和 X 的的差别；第二步 diffusion 就是训练 D2 让 G(Enc(X)) 和 G(z) 分布的距离接近。如下图：


最后，作者把 GAN 的网络训练坍塌的情况考虑进去，提出了新的 evaluation metric。

相关工作

本篇文章的作者李嫣然写过一篇非常棒的综述 ,在这里就不累赘阐述了。

简评

当下 GAN 的研究非常火爆，出现了许许多多对 GAN 的改进，本篇文章的提出的两种 regularizers 非常有效的提高了 GAN 的稳定性（其中 regularizer 的思想也受到了监督学习的启发），值得对 GAN 感兴趣的同学研读。

完成人信息

professorshui@gmail.com

Learning to compose words into sentences with reinforcement learning作者

Dani Yogatama, Phil Blunsom, Chris Dyer, Edward Grefenstette, Wang Ling

单位

Google

关键词

Tree-LSTM, Reinforcement Learning

文章来源

ICLR 2017

问题

使用强化学习来构建树结构的神经网络Tree-LSTM，学习自然语言的句子表示

模型

模型分为两部分：Tree-LSTM和强化学习模型

应用Tree-LSTM(可以通过LSTM的忘记门机制，跳过整棵对结果影响不大的子树)，并结合{SHIFT，REDUCE}操作，SHIFT操作对应将一个节点压入栈，REDUCE对应将两个元素组合，从而建立树结构

强化学习用来寻找最佳的节点组合情况，RL模型中的状态s即当前构建的树结构，a为{SHIFT，REDUCE}操作，reward对应不同downstream

task(例：若是用该句子表示进行分类任务，则r对应从策略网络中采样得到句子表示的分类准确性的概率)

资源

作者将该工作进行了四组实验，情感分类，语义相关性判断，自然语言推理，句子生成

分别应用Stanford Sentiment Treebank，Sentences Involving Compositional Knowledge corpus，Stanford Natural Language Inference corpus，IMDB movie review corpus

相关工作

与Socher等人之前提出的Recursive NN,MV-RNN,RNTN，Tree-LSTM等工作一脉相承，本文又加入了RL方式构建树形结构

简评

将强化学习引入句子表示学习之中，学习构建树的不同方式，从左向右，从右向左，双向，有监督、半监督、预先无结构等方式去构建树结构，但是训练时间较长，在几个任务上效果提升不是特别明显。

总结

GAN是当下的研究热点之一，在图像领域中研究较多，本期有一篇paper探讨了GAN在NLP中的应用，GAN值得关注和期待。最后感谢@destinwang、@gcyydxf、@chunhualiu、@tonya、@suhui和@zhangjun六位童鞋的辛勤工作。

【查看链接请点阅读原文】

公益广告

卫宁健康AI实验室

卫宁健康AI实验室目前主要研发方向在大数据的处理，分析挖掘，包括电子病历文本分词，医学命名实体、关系抽取，医疗图像（X光，CT图像）识别，分割等方面，希望对医疗AI相关研究感兴趣的朋友加入我们的团队。

联系方式：陈旭 chen_xu@winning.com.cn

关于PaperWeekly

PaperWeekly是一个分享知识和交流学问的学术组织，关注的领域是NLP的各个方向。如果你也经常读paper，也喜欢分享知识，也喜欢和大家一起讨论和学习的话，请速速来加入我们吧。

微信公众号：PaperWeekly

微博账号：PaperWeekly（）

微信交流群：微信+ zhangjun168305（请备注：加群交流或参与写paper note）

      


PaperWeekly 第十七期 --- 无监督/半监督 NER


            
引言




命名实体识别是自然语言处理中一个非常基础的工作，是自然语言处理中关键的一个环节。监督学习是解决命名实体识别任务的一个基本手段，但标注数据的获取成本往往会比较高，本期PaperWeekly将带大家来看一下如何通过半监督或者无监督的方法来做命名实体识别任务。本期分享的4篇Paper Notes分别是：




1、Building a Fine-Grained Entity Typing System Overnight for a New X (X = Language, Domain, Genre), 2016

2、ClusType: Effective Entity Recognition and Typing by Relation Phrase-Based Clustering, 2015

3、Bootstrapped Text-level Named Entity Recognition for Literature, 2016

4、Recognizing Named Entities in Tweets, 2011




Building a Fine-Grained Entity Typing System Overnight for a New X (X = Language, Domain, Genre)


作者


Lifu Huang, Jonathan May, Xiaoman Pan, Heng Ji


单位


Rensselaer Polytechnic Institute,

Information Sciences Institute,

Rensselaer Polytechnic Institute


关键词


Entity Recognition and Typing, Unspuversied


文章来源


arXiv, 2016


问题


细粒度的实体识别是这几年比较流行的工作。传统的方法是需要先预定义一组实体所属类型，随后使用大量的标注数据来训练多分类器。本文针对需要标注数据的问题，提出了一个使用非监督学习的思路来解决这个问题


模型


本文中方法的架构如下图:

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]

1）通过entity mention的语料，构建entity mention的context

2）随后构建知识库的表达

3）通过知识库和entity mention进行连接

4）将连接后的数据学习三种表达


	
a general entity distributed representation



	
a specific context representation



	
a knowledge representation





其中entity distributed representation主要是通过上下文来表达实体，而 a specific context representation主要是表达一些local feature和一些语言结构的特征，a knowledge representation主要是用来模拟领域相关的知识。最后算法通过一个层次聚类算法来获取entity mention可能的分类信息




1、General Entity Representation

entity mention的表达作者主要是用了Skip-gram model通过大量的语料来训练，最终可以得到每个entity mention的表达。这个思路的好处是让两个entity mention属于同一类型时，entity mention的上下文会比较相似，进而可以得到相似的分布式表达




2、a specific context representation

为了得到a specific context representation，本文使用AMR（(Abstract Meaning Representation）语法或者句法结构的上下文。

其生成的结构如下图所示。根据给定的entity mention以及对应关系，首先选择entity mention可能的类型，如关系为ARG0 capital of ARG1则ARG0可能的类型则为国家，同理ARG1可能的类型为城市。随后将所有entity mention可能的候选类型通过一个encoder-decoder模型得到一个单一的表达

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]




3、Knowledge Representation

由于entity mention的类型在很多情况是非常依赖领域相关的知识库的。因此本文也对知识库进行建模，从而推断出在某个相关领域下更细粒度的实体。为例计算Knowledge Representation，首先对entity mention跟知识库做连接。随后根据链接的实体和实体对应的属性以及类型信息构建一个基于权重的二步图。构建好的二步图根据 Large-scale information network embedding算法来对这个二步图训练并得到其分布式表达。




最后对于一个entity mention，将该entity mention对应的三种表达General Entity Representation，a specific context representation和Knowledge Representation整合，通过一个hierarchical X-means clustering算法得到这个entity mention在一个分类体系下的type信息。最终完成识别实体类型的信息。


简评


细粒度的实体识别是这几年比较流行的工作。传统的方法是需要先预定义一组实体所属类型，随后使用大量的标注数据来训练多分类器。这篇文章的创新点是提出了一个非监督学习的算法来识别实体所属的type，这种非监督的方法在缺少标注数据的垂直领域具有一定的实用性。本文的思路主要是通过文章中的entity mention跟知识库进行连接，通过文章的上下文学习entity mention的分布式表达，同时通过学习知识库中实体和类型的分布式表达。最后将这些表达送入一个层次聚类算法，entity mention得到的embedding和相似的知识库符号embedding会聚到同一个聚类下。进而通过非监督的方法对entity mention打上type的标签。实验证明本文的方法可以跟监督学习起到类似的效果。




ClusType: Effective Entity Recognition and Typing by Relation Phrase-Based Clustering


作者


Xiang Ren, Ahmed El-Kishky, Chi Wang, Fangbo Tao, Clare R. Voss, Heng Ji, Jiawei Han


单位


University of Illinois at Urbana-Champaign,

Microsoft Research, Redmond,

Rensselaer Polytechnic Institute,

Army Research Laboratory, Adelphi


关键词


Entity Recognition and Typing,

Relation Phrase Clustering


文章来源


KDD, 2015


问题


远程监督方法在特定领域的实体抽取方面存在领域扩展性差、实体歧义问题以及上下文稀缺三大问题，本文主要研究如何改进这三个问题。


模型


针对上述的三个问题，本文提出了各自对应的解决思路：只使用浅层的分析方法例如POS等解决领域独立性问题；对entity mention(token span in the text document which refers to a real-world entity)应用词形和上下文联合建模来解决歧义问题；挖掘relation phrase和entity mention的共现情况，利用relation phrase前后实体（主语和宾语）的类别来找到相同的关系，进而辅助实体类型的推断。基于上述的思路，本文提出了ClusType的方法。

ClusType的问题定义如下：给定一个特定领域的文档集合，一个实体类型集合以及一个知识库，主要完成三个任务：第一，从文档集合中抽取出候选的entity mention集合；第二，将一部分entity mention链接到知识库，作为种子entity mention集合；第三，对于剩余未完成知识链接的entity mention集合，预测每一个entity mention的对应实体类别。

根据任务的定义，整个框架也分为三个部分，分别解决这三个任务。

本文方案的具体思路如下：

1、构建关系图

关系图的基本样式如下：

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]




图当中的节点主要分为三种：entity mention, surface name, relation phrase.

图中的边的类型也有三种：entity mention和surface name的关系、surface name和relation phrase在语料中的共现情况、entity mention和entity mention的关系，表现entity mention之间的相似程度。这三个关系均是通过邻接矩阵的形式表示。



关于三种要素的确定，relation phrase的确定主要参考开放域抽取的方法，entity mention的确定方法也比较简单：首先找到固定长度的一个频繁词串集；为集合中每一个词串计算两两之间的得分，得分越高证明越需要合并；在合并的过程中，利用贪心算法，从得分最高开始合并，直到所有得分均低于某一阈值。




2、种子集合的生成

这里利用了dbpedia-spotlight工具进行entity mention到知识库的映射，只选取置信度得分高于0.8的作为有效输出。




3、实体类型推断

目标函数如下：
[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]



公式共分为三部分：

第一部分遵循实体关系共现假设：如果一个surface name经常在relation phrase前后出现，那么它的类型应该同relation phrase前后实体的类型相关。

第二部分遵循两个假设。

假设一：如果两个relation phrase相似，那么他们前后实体的类型也应该相似；

假设二：判断两个relation phrase相似的特征为词形、上下文和其前后实体的类型。

因此，第二部分的作用在于根据两个假设建模一个基于joint non-negative matrix factorization的multi-view clustering.

第三部分就是建模entity mention对应实体类别、entity mention之间的关系以及引入种子集合的监督，利用一个entity mention的surface name和relation phrase对应的关系类别推断关系类型，同时考虑到相似entity mention的一致性以及对于种子集合的预测误差函数。


相关工作


本文主要借鉴两方面的工作，一部分是远距离监督的方法，另一部分是开放关系抽取。

远距离监督的工作主要有：

1、N. Nakashole, T. Tylenda, and G. Weikum. Fine-grained semantic typing of emerging entities. In ACL, 2013.

2、T. Lin, O. Etzioni, et al. No noun phrase left behind: de- tecting and typing unlinkable entities. In EMNLP, 2012.

3、X. Ling and D. S. Weld. Fine-grained entity recognition. In AAAI, 2012.

开放关系抽取的工作主要有：

1、A. Fader, S. Soderland, and O. Etzioni. Identifying relations for open information extraction. In EMNLP, 2011.


简评


本文通过对于远程监督方法的缺陷分析，提出了一种基于关系短语的实体识别方法。同时，还提出了一个领域无关的生成relation phrase和entity mention。通过将关系短语的聚类和实体类型的识别联合建模，可以在解决实体歧义和上下文问题上发挥很大的作用，而且可以根据entity mention的surface name和relation phrase预测关系类型。同时，我个人认为，将实体识别和关系识别进行联合建模可以起到一个相互促进的作用，而且可以很好的避免在这两个任务当中引入深度语法分析的工具如依存、句法分析等，减少误差积累和领域依赖性。未来两种任务结合依旧是一个很好的研究方向和热点。




Bootstrapped Text-level Named Entity Recognition for Literature


作者


Julian Brooke，Timothy Baldwin，Adam Hammond


单位


English and Comparative Literature San Diego State University

Computing and Information Systems The University of Melbourne


关键词


NER，Brown clustering，Text-level context classifier


文章来源


ACL2016


问题


在无标注数据的情况下，对Literature做命名实体识别


模型


模型主要分为四个部分：

1、Corpus preparation and segmentation

使用GutenTag tool对语料做基本的名称切分

2、Brown clustering

在预先切分好的预料上做Brown clustering。根据Brown clustering的聚类中的每个类的rank值，将聚类结果分成三个类别（PERSON，LOCATION，catch- all category）并将其作为Bootstrap的种子进行训练。

3、Text-level context classifier

为了解决Brown clustering聚类结果可能出现的一些confusion，引入了Text-level context classifier的思想。构建名称特征向量，将种子集数据放到LR模型中进行训练，得到分类模型。

4、Improved phrase classification

为解决模型对短语名词分类不准确问题，引入了改进的短语名称分类方法，在LR模型得到的p(t|r)值的基础上进一步对其优化得到修正的p’(t|r) ，修正方法如下：
[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]


资源


1、dataset：https://www.gutenberg.org

2、GutenTag tool：http://www.projectgutentag.org


相关工作


在Literature上做NER任务的工作包括：

1、(He et al., 2013)character speech identification

2、(Bamman et al., 2014)analysis of characterization

3、(Vala et al., 2015)character identification

4、(Vala et al. 2015)character identification deal the multiple aliases of the same character problem


简评


本文的创新点在于，使用了无监督学习模型对特定领域(fiction)知识做NER，并取得了很好的效果。但是本文方法主要研究特定领域知识的NER，因此本方法使用在跨领域跨语言的NER识别任务中并不能达到很好的效果，方法具有一定的局限性。




Recognizing Named Entities in Tweets


作者


Xiaohua Liu, Shaodian Zhang, Furu Wei, Ming Zhou


单位


Harbin Institute of Technology,

Shanghai Jiao Tong University,

Microsoft Research Asia


关键词


Named Entity Recognition, Semi-Supervised Learning


文章来源


ACL, 2011


问题


如何建立一种半监督学习的模型对使用非正式语言的tweet进行命名实体识别？


模型


现有的分词、词性标注、NER工具解决非正式语言占主导的tweet时常常会失效，得不到令人满意的结果，而twitter作为一种主流的社交媒体，有着丰富的语料和非常高的研究价值。本文以tweet为研究对象，提出了一种基于bootstrapping的半监督学习方案。

tweet的NER任务包括四类实体：Person、Location、Organization和Product，标注方法用BILOU标注法，而没有用经典的IOB标注法。

本文方案的具体思路如下：

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]

1、KNN分类器

将tweet中的每个词用词袋模型表示，输入到KNN中得到一个分类标签，这个标签作为CRF标注时的输入。

2、CRF标注器

NER是一个典型的序列标注任务，CRF是解决序列标注问题的一个典型方法。

3、训练过程：

（1）先根据已有标注数据，训练好初始的KNN和CRF模型。

（2）获得未标注的tweet，每条tweet中的每个词都经过KNN分类器，得到一个分类标签和相应的概率，如果这个概率大于预设阈值，则更新这个标签给该词。整个tweet经过KNN之后，作为特征输入到CRF模型中进行预测，如果预测出的结果概率大于预设阈值，则认为该标注结果可靠，加入可靠结果集中。

（3）当可靠结果集的数量达到N=1000时，则重新训练KNN和CRF模型，并且清空可靠结果集，继续（2）的过程。


相关工作


基于bootstrapping做NER任务的工作还包括：

1、Instance weighting for domain adaptation in nlp, 2007

2、Domain adaption bootstrapping for named entity recognition, 2009


简评


本文是比较早的文章了，算是比较早地探索tweet文本挖掘。bootstrapping是一种经典的半监督学习方法，通过从大量的非标注文本中进行学习和补充，来提高训练数据集的规模。tweet是一种非正式语言的文本，现有的NLP工具基本上都不好用，包括微博、论坛的文本都面临这样的问题，而且这样的文本占据着更大的比重，非常有必要对类似的文本进行NLP工具的研究，大概想了两种思路，要么专门地来研究一套适合这种非正式文本的工具，要么想办法将这样的文本转化为正式的语言，用现有的工具来解决问题。现在很火的chatbot对话理解也面临这样的问题，大家在和bot对话的时候说的话也是类似的非正式语言，如何准确理解和分析这类话，对于chatbot能否真的被应用至关重要。



总结





NER的应用场景非常广泛，基于监督学习的训练方法是最简单、最有效的方法，但在实际应用中常常会遇到训练数据难以获得的尴尬境地，那么半监督和无监督学习的研究正是为了解决这个问题，值得关注！感谢@高桓 @韩其琛 @min279 @zhangjun 四位童鞋的辛勤工作。
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PaperWeekly 第十八期 --- 提高seq2seq方法所生成对话的流畅度和多样性


      原标题：PaperWeekly 第十八期 --- 提高seq2seq方法所生成对话的流畅度和多样性

            引言

对话系统是当前的研究热点，也是风险投资的热点，从2016年初开始，成立了无数家做chatbot、语音助手等类似产品的公司，不管是对用户的，还是对企业的，将对话系统这一应用推到了一个新的高度。seq2seq是当前流行的算法框架，给定一个输入，模型自动给出一个不错的输出，听起来都是一件美好的事情。seq2seq在对话系统中的研究比较多，本期PaperWeekly分享4篇的paper notes，涉及到如何提高所生成对话的流畅度和多样性，使得对话系统能够更加接近人类的对话。4篇paper如下：

1、Sequence to Backward and Forward Sequences: A Content-Introducing Approach to Generative Short-Text Conversation, 2016

2、A Simple, Fast Diverse Decoding Algorithm for Neural Generation, 2016

3、DIVERSE BEAM SEARCH: DECODING DIVERSE SOLUTIONS FROM NEURAL SEQUENCE MODELS, 2016

4、A Diversity-Promoting Objective Function for Neural Conversation Models, 2015

Sequence to Backward and Forward Sequences: A Content-Introducing Approach to Generative Short-Text Conversation

作者

Lili Mou, Yiping Song, Rui Yan, Ge Li, Lu Zhang, Zhi Jin

单位

Key Laboratory of High Confidence Software Technologies (Peking University), MoE, China

Institute of Software, Peking University, China

Institute of Network Computing and Information Systems, Peking Univerity, China

Institute of Computer Science and Technology, Peking University, China

关键词

content-introducing approach

neural network-based

generative dialogue systems

seq2BF

文章来源

arXiv, 2016

问题

使用引入内容方法，用于处理基于神经网络的生成式对话系统

模型



该模型由两部分组成：

1、use PMI to predict a keyword for the reply

使用逐点互信息(PMI)进行预测，选取PMI值最大的单词作为回答中的关键词，该关键词可以出现在回答语句中的任意位置。



2、generate a reply conditioned on the keyword as well as the query

使用sequence to backward and forward sequences(seq2BF)模型来生成包含关键词的回答。以该关键词为基点，将回答语句划分为两个序列：

(1) 反向序列：关键词左侧的所有单词以逆序排列

(2) 正向序列：关键词右侧的所有单词以顺序排列

seq2BF模型具体工作如下：

(1) 使用seq2seq神经网络将问题编码，仅对关键词左侧的单词进行解码，逆序输出每个单词

(2) 使用另一个seq2seq模型将问题再次编码，在给定上步中解码后的逆序单词序列下，对回答中的剩余单词进行顺序解码，输出最终单词序列



资源

Dataset：

相关工作

1、 Dialogue Systems

(1) (Isbell et al., 2000; Wang et al., 2013) retrieval methods

(2) (Ritter et al., 2011) phrase-based machine translation

(3) (Sordoni et al., 2015; Shang et al., 2015) recurrent neural networks

2、 Neural Networks for Sentence Generation

(1) (Sordoni et al., 2015) bag-of-words features

(2) (Shang et al., 2015) seq2seq-like neural networks

(3) (Yao et al., 2015; Serban et al., 2016a) design hierarchical neural networks

(4) (Li et al., 2016a) mutual information training objective

简评

本文的创新点在于，不同与目前普遍存在的从句首到句尾顺序生成目标单词的方法，引入逐点互信息方法来预测回答语句中的关键词，使用seq2BF机制确保该关键词可以出现在目标回答语句的任意位置之中并确保输出的流利度，相比于seq2seq的生成方法显著地提升了对话系统的质量。

A Simple, Fast Diverse Decoding Algorithm for Neural Generation作者

Jiwei Li, Will Monroe and Dan Jurafsky

单位

Stanford

关键词

seq2seq, diversity, RL

文章来源

arXiv, 2016

问题

seq2seq模型decoder时改进beam search，引入惩罚因子影响排序结果，并加入强化学习模型来自动学习diversity rate，使得解码出的结果更具多样性

模型



对比标准beam search，本模型引入惩罚因子，公式如下



其中$gamma$称为diversity rate，k’范围为[1,k]，K为beam size

强化学习模型中，策略为



reward为评价指标，例如机器翻译中的BLEU值等

资源

1、回复生成实验数据集：OpenSubtitles 

（代码模型可从作者另外一篇文章的源码稍加改动）

2、机器翻译数据集：WMT’14 

相关工作



简评

本模型的创新点在于引入惩罚因子，使得decoder时对standard beam search算法进行重排序，并引入强化学习模型，自动学习diversity rate。作者分别在三个实验上进行验证，机器翻译、摘要抽取与对话回复生成，实验表明在不同的实验上有不同的表现，但是总体而言本方法能够在一定程度上解码出更具有多样性的句子。（思路简明清晰，对于传统的beam search稍加改动，原文中作者提到在Matlab代码中只改动一行即可）

DIVERSE BEAM SEARCH: DECODING DIVERSE SOLUTIONS FROM NEURAL SEQUENCE MODELS作者

Ashwin K Vijayakumar, Michael Cogswell, Ramprasath R. Selvaraju, Qing Sun1 Stefan Lee, David Crandall & Dhruv Batra

单位

Virginia Tech, Blacksburg, VA, USA

Indiana University, Bloomington, IN, USA

关键词

Beam Search; Diversity; Image Caption; Machine Translation; Visual Question Answer; Chatbot

文章来源

arXiv, 2016.10

问题

如何改进beam search解码算法，使其在seq2seq模型中可以生成更加丰富的结果？

模型

经典的beam search算法以最大后验概率作为优化目标函数，每一个time step只保留B个最优的状态，是一种典型的贪心算法，这个经典算法常常被用于解码可选状态数量多的情形，比如生成对话、生成图片描述、机器翻译等，每一步都有词表大小的可选状态集。seq2seq模型的流行，让这种解码算法的研究变得热门。在生成对话任务时，用经典的beam search会生成类似“我不知道”等这种没有营养的对话，虽然没有语法上的错误，而且可能在一定的评价体系内会得到不错的分数，但实际应用效果太差，因此diversity的研究变得热门。

本文针对diversity的问题，提出了一种改进版的beam search算法，旨在生成更加多样性的话。



新算法的主要思路是将经典算法中的Beam进行分组，通过引入一个惩罚机制，使得每一组的相似度尽量低，这一项保证了生成的话相互之间差异更大一些，即满足了多样性的需求，在每一组Beam中，用经典的算法进行优化搜索。具体的算法流程如下图：



实验中，用了Image Caption、Machine Translation和VQA三个任务进行了对比，验证了本文算法的有效性，并且对算法中的几个参数进行了敏感度分析，分析了分组数对多样性的影响。

资源

1、本文算法torch实现 

2、本文在线demo dbs.cloudcv.org

3、neuraltalk2实现 

4、机器翻译开源实现dl4mt 

相关工作

相关的工作主要分类两类：

1、Diverse M-Best Lists

2、Diverse Decoding for RNNs

之前Jiwei Li将解码算法的目标函数换成了互信息进行优化解码，对diversity进行了研究。

简评

本文研究的问题是一类基础问题，beam search算法作为一种经典的近似解码算法，应用的场景非常多。但在实际应用中，尤其是具体到生成对话、生成答案等任务上，存在一些适应性的问题，比如diversity。只是生成简单而又安全的话对于实际应用没有太多的意义，所以本文的研究非常有意义。本文的实验从三个不同的任务上对改进后的beam search都做了对比验证，非常扎实的结果验证了算法的有效性，并且对几个关键参数进行了敏感度分析，有理有据。同时在github上开源了代码，并且给出了一个在线demo。在评价方面，不仅仅设计了几个自动评价指标，而且用了人工评价的方法对本文算法进行了验证，是一篇非常好的paper，值得学习。

A Diversity-Promoting Objective Function for Neural Conversation Models作者

Jiwei Li, Michel Galley, Chris Brockett, Jianfeng Gao, Bill Dolan

单位

Stanford University, Stanford, CA, USA

Microsoft Research, Redmond, WA, USA

关键词

Sequence-to-sequence neural network models, conversational responses, Maximum Mutual Information(MMI)

文章来源

arXiv, 2015

问题

使用MMI训练sequence-to-sequence model for conversational responses generation

传统的ML(最大似然估计)在训练sequence-to-sequence model的时候，易产生与输入无关的’safe’ responses(最大似然估计的弊病—-always try to cover all mode of input data)

作者通过使用MMI, 最大化输入与输出的互信息，能够有效避免与输入无关的responses，得到更为diverse的responses.

模型

MMI最早在speech recognition中提出并应用(discriminative training criteria). 语音识别中，通常先用ML训练声学模型，然后再接MMI和语言模型，对声学模型进一步调优。

在本文中，作者通过提出MMI用于seq-to-seq model的优化。作者提出了MMI-antiLM和MMI-bidi 两个不同的MMI的formulations. MMI在seq-to-seq的应用中存在decoding的问题。

MMI-antiLM中，作者通过使用带有权重的LM以生成更为diverse的responses by penalizing first word。

MMI-bidi中，搜索空间的数目过大，导致expolring所有的可能性在实际中无法实现。作者首先产生N-best list, 然后根据相应的准则函数 re-rank得到的N-best list。

在MMI不同的formulation中，作者通过启发式的设计，使得decoding更为容易且产生的response更为diverse，在相关的数据集上取得了较好的BLEU且产生的response更为diverse。

简评

最大后验概率通常作为优化的目标函数，但很多应用场景中得到的结果并不理想。本文采用了一个新的而且也是其他领域中比较常见的目标函数来替换最大后验概率，在生成对话时得到了更加丰富的结果。

总结

对话系统是一个相对高级的、综合性很强的任务，所依赖的基础任务比较多，比如分词、命名实体识别、句法分析、语义角色标注等等。对于规范的中文表达而言，句法分析仍是一个没有解决好的问题，更何况是不那么规范的人话，句法分析的准确性又要下一个level了，随之语义角色标注也得不到好的效果。经典的、基础的任务还有很长的路要走，对话系统这种更难、更复杂的任务相信不是一年、两年就可以突破的事情，虽然现在大热，做的人很多，但就目前的研究水平来看，应该还有很长的路要走。seq2seq是个逃避这些问题的好方法和好思路，但相对来说更加不成熟，而且存在着很多的问题，想通过大量的数据来覆盖所有的问题，是一种不太科学的思路。我想，seq2seq是个好方法，但传统的NLP方法也是必不可少的，而且两者应该是相互补充的。越多的人关注对话系统，就会越快地推动这个领域的发展，希望早日看到靠谱的、成熟的解决方案。感谢@Penny、@tonya、@zhangjun和@皓天 四位童鞋完成的paper notes。
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PaperWeekly 第十九期 --- 新文解读（情感分析、机器阅读理解、知识图谱、文本分类）


      原标题：PaperWeekly 第十九期 --- 新文解读（情感分析、机器阅读理解、知识图谱、文本分类）

            引

本期的PaperWeekly一共分享四篇最近arXiv上发布的高质量paper，包括：情感分析、机器阅读理解、知识图谱、文本分类。人工智能及其相关研究日新月异，本文将带着大家了解一下以上四个研究方向都有哪些最新进展。四篇paper分别是：

1、Linguistically Regularized LSTMs for Sentiment Classification, 2016.11

2、End-to-End Answer Chunk Extraction and Ranking for Reading Comprehension, 2016.10

3、Knowledge will Propel Machine Understanding of Content: Extrapolating from Current Examples, 2016.10

4、AC-BLSTM: Asymmetric Convolutional Bidirectional LSTM Networks for Text Classification, 2016.11

Linguistically Regularized LSTMs for Sentiment Classification作者

Qiao Qian, Minlie Huang, Xiaoyan Zhu

单位

State Key Lab. of Intelligent Technology and Systems, National Lab. for Information Science and Technology, Dept. of Computer Science and Technology, Tsinghua University

关键词

sentiment classification, neural network models, linguistically coherent representations,

文章来源

arXiv, 2016.11

问题

利用语言资源和神经网络相结合来提升情感分类问题的精度

模型

在LSTM和Bi-LSTM模型的基础上加入四种规则约束，这四种规则分别是: Non-Sentiment Regularizer,Sentiment Regularizer, Negation Regularizer, Intensity Regularizer.因此，新的loss function变为:

不同的规则约束对应不同的L函数

资源

1、Movie Review (MR) 

2、Stanford Sentiment Tree- bank (SST) 

相关工作

1、Neural Networks for Sentiment Classification



2、Applying Linguistic Knowledge for Sentiment Classification


简评

本文提出了一种新的基于语言资源约束和LSTM/Bi-LSTM的模型用于情感分类，并通过在MR和SST数据集上的实验和对RNN/RNTN,LSTM,Tree-LSTM,CNN的效果对比证明了这一模型的有效性。除此之外，本文还基于不同的约束进行了实验，证明的不同的约束在提高分类精度上的作用。本文实验丰富，效果的提升虽不显著，但新的模型确实在不同程度上克服了旧模型的一些不足。

End-to-End Answer Chunk Extraction and Ranking for Reading Comprehension作者

Yang Yu, Wei Zhang, Kazi Hasan, Mo Yu, Bing Xiang, Bowen Zhou

单位

IBM Watson

关键词

Reading Comprehension, Chunk extraction, Ranking

文章来源

arXiv, 2016.10

问题

针对答案非定长的阅读理解任务，本文提出了DCR（dynamic chunk reader）模型，来从给定的文档中抽取可能的候选答案并进行排序。

模型

本文提出的模型结构共分为四部分，

1、Encoder Layer

如图所示，这部分是用双向GRU分别对文档（Passage）和问题（Question）进行编码。

2、Attention Layer

该层采用的方法与相关工作中的mLSTM类似，文档每个时刻的状态hjp都与问题中的每个状态hkq进行匹配得到一个权重向量αk，然后再根据该权重向量对问题的GRU隐层输出hp进行加权求和，得到文档中该时刻状态hjp对应的上下文向量βj，两个向量hjp和βj拼接在一起作为该时刻新的表示vj。最后再将上述与问题相关的新文档表示v通过双向GRU，得到文档最终的表示γ。



3、Chunk-Representation Layer

上一部分获得了与问题相关的文档表示γ，那么这部分则是考虑如何抽取候选答案，并获得候选答案的表示向量。本文提出了两种候选答案抽取方法，第一种方法是抽取所有满足训练数据中答案对应词性标注模式的候选项，第二种方法则是简单粗暴地确定一个候选项最大长度，然后遍历所有可能的候选项。至于候选答案的表示方式，本文将候选答案前向GRU的最后一个时刻状态和反向GRU第一个时刻状态拼接在一起作为最终候选项的表示。

4、Ranker Layer

已经获得了所有候选项的表示，那么接着就是对所有候选项进行打分排序。本文中打分是采用问题的表示和候选项的表示计算内积的方式得到的，本文训练过程中没有采用常见于排序任务的Margin ranking loss，而是先用softmax对所有候选项计算一个概率值，然后采用交叉熵损失函数进行训练。

本文在SQuAD数据集上进行实验，提出的方法效果比之前两篇SQuAD相关paper的方法有较大的提升。

资源

1、SQuAD


相关工作

1、数据集相关论文

SQuAD: 100,000+ Questions for Machine Comprehension of Text

2、模型相关论文

MACHINE COMPREHENSION USING MATCH-LSTM

简评

在对文档和问题编码阶段，本篇论文提出的模型与之前mLSTM那篇paper有些相似。两篇论文中模型的主要区别在于：mLSTM那篇论文采用预测起始、终止位置的方法来确定答案，而本文则是先采用一些规则或Pattern的方法来抽取一些候选答案，然后再对候选答案进行排序。

联系方式

有DL或者NLP相关话题，欢迎讨论。destin.bxwang@gmail.com

Knowledge will Propel Machine Understanding of Content: Extrapolating from Current Examples作者

Amit Sheth, Sujan Perera, and Sanjaya Wijeratne

单位

Kno.e.sis Center, Wright State University Dayton, Ohio, USA

关键词

Semantic analysis of multimodal data，Machine intelligence,Understanding complex text，EmojiNet

文章来源

arXiv, 2016.10

问题

利用知识和多模态数据来解决特定情况下的复杂文本的深层理解问题

模型

1、现知识库在处理特定领域问题中的局限性及解决方法

（1）知识库的杂乱

解决方法：采用自动判别技术，领域知识库索引技术，利用实体和关系的语义去判别所给定知识库领域中的相关部分。

（2）知识库数据的不完备和不充足

解决方法：使用 human-in-the-loop模型在真实的临床数据和已有的知识库中去发现更多的实体与实体之间的关系。

（3）知识表示技术和推理技术的局限性

解决方法：在单个属性的表示中加入了三元组和软逻辑的解释能力及其相关概率值和理由。

2、新的研究应用

（1）隐实体链接

（2）表情符号语义消歧

（3）理解和分析web论坛中关于药物滥用的相关讨论

利用相关背景知识加强不同种类信息的信息抽取模型



3、在健康领域中的文本理解模型



4、使用感知器和文本资料了解城市交通情况

(1)交通领域的概念关系网模型

(2)概率图模型



使用领域知识关联不同模态下的上下文相关数据



简评

本文主要举例说明了知识将推动机器对内容的理解。总体来看本文像一篇综述性的文章，给出了在知识库创建过程中所遇到的问题的解决方案，同时以实际案例来阐述知识在我们实际问题中应用。

AC-BLSTM: Asymmetric Convolutional Bidirectional LSTM Networks for Text Classification作者

Depeng Liang and Yongdong Zhang

单位

Guangdong Province Key Laboratory of Computational Science, School of Data and

Computer Science, Sun Yat-sen University, Guang Zhou, China

关键词

ACNN; BLSTM; Text Classification

文章来源

arXiv, 2016.11

问题

本文提出了一个新的深度学习的模型–AC-BLSTM的模型（即：将ACNN和BLSTM组合在一起），用于句子和文章层面的分类。

模型

AC-BLSTM模型可以分成四个部分,如Figure 1所示：

1、输入: 输入是一个sentence，使用 ( L d )的矩阵表示，其中L表示句子中的L个词，d表示每个词的词向量的维度

2、ACNN(Asymmetric CNN): 传统的CNN采用的是 ( k d ) 大小的filter，ACNN则把filter的过程分成 ( 1 d ) 和 ( k 1 ) 的两个过程，相当于是把 ( k d ) 的filter做因式分解。

这一层的输入是一个 ( L d ) 的矩阵，对于n个尺度为( 1 d ) 和( ki 1 )的卷积层的输出是一个 [ (L - ki + 1) n ]的矩阵，如下图所示，本文采用了3种不同的卷积核，所以输出是3种不同的[ (L - ki + 1) n ]的矩阵（图中一个彩色的小方块表示 (1 * n)的向量）

3、连接层: 为了给BLSTM构造输入，连接层将3种不同卷积层的输出，以Ct^i表示第1种卷积层为LSTM第t个time step贡献的输入，则LSTM网络的第t步输入Ct = [Ct^1, Ct^2, Ct^3]，其中t属于{1,2,…,L-K+1}, K = max{ki}

4、BLSTM: LSTM能够很好的解决long time delay 和long range context的问题，但其处理是单向的，而BLSTM能够解决given point的双边的依赖关系，因此，本文选择了BLSTM网络层来学习ACNN输入的特征的dependencies

5、Softmax层: 为了应用于分类问题，本文在最后使用全连接层和softmax函数来实现分类。



资源

文章中使用的数据集

1、SST-1


2、SST-2


3、Movie Review(MR)


4、SUBJ


5、TREC


6、YELP13


相关工作

1、Yoon Kim于2014年在一文中提出将词向量和CNN结合，用于句子分类的模型。在该文中，Kim将不同长度的filter的组合在一起，且提出了static或者可以fine-tuning的word embedding模型

2、Zhou et al.则于2015年在一文中提出将CNN和LSTM叠加的模型，且使用固定的word embedding

3、Szegedy et al.于2015年在中提出了ACNN模型，这减少了参数的个数且提高了模型的表征

简评

这篇文章主要贡献就是提出了一个AC-BSLTM的模型用于文本分类，亮点就在于：ACNN可以在减少参数的个数的同时通过增加更多的非线性性来提高表达能力，而BLSTM能够捕捉输入的两端的信息。两者的结合就提高了分类的精度。但事实上，这两个网络模型都是现有的，本文的工作感觉只是两个网络的连接，在本质上没有太大的改进，且在分类精度上的提高也比较有限。

致谢

感谢@方嘉倩@destin wang和@min279三位童鞋的辛勤工作。
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PaperWeekly 第二十期 --- GAN（Generative Adversarial Nets）研究进展


            
Model




1、Unsupervised learning




首先我们从generative model说起。generative model的目的是找到一个函数可以最大的近似数据的真实分布。如果我们用 f(X; 𝜃) 来表示这样一个函数，那么找到一个使生成的数据最像真实数据的 𝜃 就是一个maximum likelihood estimation的过程。问题在于，当数据的分布比较复杂时，我们需要的 f 也会变复杂。现在我们有深度网络结构可以表达这样一个复杂的函数（deep generative model），但是训练过程成为了关键。基于sampling的训练过程显然不是很高效的。因此，如何设计模型以便利用backpropagation来训练网络成为了一个重要的目标。当前两个比较突出的模型实现的就是这个目的，一个是variational autoencoder(VAE)，另一个就是这篇文章的主题generative adversarial nets。




这篇文章会从基本的GAN模型讲起，重点讨论模型公式背后的原理。之后会讨论几篇GAN的扩展工作，希望能够扩展一下大家的思路，也可以加深对GAN模型的理解。下面的关系图大致描述了这些模型之间的继承关系。我们会按照图中的关系一个一个展开。




[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]




2、GAN




首先是最经典的GAN模型。由Ian Goodfellow和Bengio等在2014年提出。为了简明扼要，我们直接看图说话。

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]




图中上半部分是GAN模型的基本架构。我们先从一个简单的分布中采样一个噪声信号 z（实际中可以采用[0, 1]的均匀分布或者是标准正态分布），然后经过一个生成函数后映射为我们想要的数据分布 Xg （z 和 X 都是向量）。生成的数据和真实数据都会输入一个识别网络 D。识别网络通过判别输出一个标量，表示数据来自真实数据的概率。在实现上，G 和 D 都是可微分函数，都可以用多层神经网络实现。因此上面的整个模型的参数就可以利用backpropagation来训练得到。




图中的下半部分是模型训练中的目标函数。仔细看可以发现这个公式很像cross entropy，注意D是 P(Xdata) 的近似。对于 D 而言要尽量使公式最大化（识别能力强），而对于 G 又想使之最小（生成的数据接近实际数据）。整个训练是一个迭代过程，但是在迭代中，对 D 的优化又是内循环。所以每次迭代，D 先训练 k次，G 训练一次。




GAN模型最大的优势就是训练简单，但是也有缺点比如训练的稳定性。有趣的是，在这篇文章future work部分，作者提出了5个可能扩展的方向，而现在回过头来看，后续的很多工作真的就是在照着这几个思路填坑。比如第一个conditional generative model就是后面要讲的conditional GAN的思路，而最后一个determing better distribution to sample z from during training则是后面InfoGAN的思路。




下面是来自twitter[9] 的一幅图，很好的总结了各种衍生模型的结构。




[image: 640?wx_fmt=jpeg&tp=webp&wxfrom=5&wx_lazy]




2.1 DCGAN




上面Ian J. Goodfellow等人的文章提出了GAN的模型和训练框架，但是没有描述具体的实现，而DCGAN[2] 这篇文章讲的就是用deep convolutional network实现一个生成图片的GAN模型。这篇文章没有在基本模型上有所扩展，但是他描述了很多实现上细节，尤其是让GAN模型stable的方法。所以如果对于GAN的实现有兴趣，这篇文章也是必读。此外，最新NIPS2016也有最新的关于训练GAN模型的总结 [How to Train a GAN? Tips and tricks to make GANs work] (https://github.com/soumith/ganhacks “GAN tricks”)。




3、InfoGAN




在GAN模型中，生成模型的输入是一个连续的噪声信号，由于没有任何约束，即便我们得到一个有效的生成模型，z也不能被很好的解释。为了使输入包含可以解释，更有信息的意义，InfoGAN[7]的模型在z之外，又增加了一个输入c，称之为隐含输入(latent code)，然后通过约束c与生成数据之间的关系，使得c里面可以包含某些语义特征(semantic feature)，比如对MNIST数据，c可以是digit(0-9)，倾斜度，笔画厚度等。具体做法是：首先我们确定需要表达几个特征以及这些特征的数据类型，比如是类别(categorical)还是连续数值，对每个特征我们用一个维度表示ci 。




接下来，利用互信息量来约束c。原理在于，如果 c 和生成的图像之间存在某种特定的对应（如果c是图像的某些特征，则有这样的函数存在），那么c和G(z,c)之间就应该有互信息量。如果是无约束的情况，比如z单独的每一个维度都跟和G(z)没有特定的关系，那么它们之间的互信息量应该接近0。所以加上这个约束之后，要优化的目标函数就变成了

min max V(D,G) = V(D,G) - 𝜆 I(c;G(z,c))

接下来就是如何处理 I(c; G)。由于 I(c;G(z,c)) 的计算需要 p(c|x)，而我们并不知道真实的分布。这时候，我们需要用一个 Q(c|x) 来近似，很显然，Q可以用神经网络来实现。此外， 可以利用reparametrization（见附录）的技巧来简化网络。




在实际中，由于Q和D都是输入 x，而且识别网络D除了可以输出概率，也可以做特征提取，因此Q可以和D共享参数。在正常的D之后，额外加一层full connected layer，利用softmax等可以输出c。这也是图3（twitter图）中的结构。




4、 Conditional GAN




Conditional GAN的基本模型见图3（twitter图）。所谓conditional的意思就是，生成图片的模型变成了 P(X|z, c)，而c是我们额外提供的信息。这里要注意conditional GAN和Info GAN的结构区别




（1）Info中c信息是需要网络去学习提取的特征，而这里是需要我们输入网络的信息。

（2）Info中c只输入生成网络，而这里需要同时输入生成和识别网络，以便让网络学习到它们之间的关联。




在Conditional GAN中，随着c的变换可以衍生出很多应用，比如输入可以是label，可以是分类。甚至是另外一个图片，比如可以做image to image的风格转换，也可以做分辨率提升super-resolution。这里我们以Text-to-Image[5] 为例，讲一下conditional GAN的一种建模方法。

同样，先上图：




[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]







模型的任务是给定一句文字描述，然后可以生成符合描述的图像。可以看到，网络的输入除了采样噪声z以外还有文字信息。整个任务分为两大部分：第一部分是要对文字进行编码(text encoding)，这部分并不是Conditonal GAN模型的一部分，可以使用RNN或者char-CNN等。文中用的是deep convolutional and recurrent text encoder[4] ，感兴趣可以去看这篇文章[4]。




在模型中，文字信息同时输入 G 和 D 是关键所在，这样网络才能够将文字和图片关联起来。其次，在训练中，原GAN中 D 只需要判断两种数据：real/fake的图片。而这里，D 需要判断（输入）三种数据{real image, right text}，{real image, wrong text}以及{fake image, right text}。




5、 StackGAN




StackGAN[8] 模型本质就是是Conditional GAN，只不过它使用了两层conditional GAN模型，第一层模型 P(X1|z, c) 利用输入的文字信息c生成一个较低分辨率的图片。之后第二层模型 P(X|c,,X1) 基于第一层生成的图片以及文字信息生成更加优化的图片。文中给出的实验效果非常的惊人，可以生成256x256的非常真实的图片。这里不再重复细节。下图为简化的StackGAN模型。

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]
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Appendix





看了几篇关于GAN的文章，发现有几个建模的小trick




1、在生成模型中，之所以可以从一个简单的分布采样，然后通过一个网络（参数需要学习）去近似数据的分布 背后的原理是





Any distribution in d dim can be generated by taking a set of d normal distribution variables. mapping through a sufficiently complicated function. So provided powerful function approximators, we can simply learn a function mapping independent norm distribution z to whatever X.






2、在模型中，如果目标函数中某个条件概率无法直接得到，那么可以学习一个网络Q去近似。利用KL divergence D{KL}[P||Q] = H(P,Q) - H(P) 以及

D{KL} >= 0 可以推出一个更易优化的上/下界。




3、reparametrization trick 举个例子，比如模型中用一个网络 Q(z|x) 来近似真实的 P(z|x)，我们常用正态分布来建模Q，即

N(μ, 𝛴)（这里 μ 和 𝛴 都是带参数的网络，通过学习得到）。当采样的 x 通过 Q 后就可以得到z。但是由于这一步是随机过程，backpropagation就会中断。这个时候我们就可以利用 N(μ, 𝛴) = N(0, I) ⨉ 𝜮 + μ 将随机过程转移到输入端。先从标准正态分布采样 z0，此时网络 Q 并不直接输出z，而是输出两个参数μ 和 𝛴，之后在通过 z=z0 ⨉ 𝛴 + μ 得到z。由于中间节点变成了常规运算，因此backpropagation可以正常传回输入端。
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PaperWeekly 第二十一期 --- 多模态机器翻译


            
引




多信息融合是一个重要的研究趋势，尤其是对于训练数据缺乏的任务来说，如何融入其他相关信息来提高本任务的准确率是一个非常值得研究的问题。机器翻译是一个热门的研究领域，随着训练数据规模地增加，各种NN模型的效果也取得了突破的进展，google和百度均已部署上线NMT系统；融合图像、音频、视频、文本等各种模态数据的多模态研究也是一个非常热门的研究方向，本期PaperWeekly将为大家带来NMT和多模态交叉研究的paper解读，共3篇paper：




1、Attention-based Multimodal Neural Machine Translation, 2016

2、Multimodal Attention for Neural Machine Translation, 2016

3、Zero-resource Machine Translation by Multimodal Encoder-decoder Network with Multimedia Pivot, 2016




Attention-based Multimodal Neural Machine Translation


作者


Po-Yao Huang, Frederick Liu, Sz-Rung Shiang, Jean Oh, Chris Dyer


单位


CMU


关键词


Visual Features, Attention, Multimodal NMT


文章来源


ACL 2016


问题


多模态神经机器翻译，在传统的seq2seq翻译模型上，利用图像特征信息帮助提高机器翻译的结果


模型


在WMT16的多模态神经网络机器翻译新任务上的工作。

提出了3种如何将visual feature加入到seq2seq网络中的encoder，从而使得decoder更好的attention到与图像，语义相关部分的模型： global visual feature， regional visual feature，paralle threads.

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]

global visual： 直接将VGG中的fc7抽出的feature加入到encoder的first step(head)或者是last step(tail)




[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]




regional visual： 先用R-CNN抽出region box的信息，再用VGG得到fc7的特征，将top4对应的region feature，以及global visual feature分别作为每一个step输入到encoder中




[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]




parallel threads: 与regional visual相对应的是，每个thread只利用一个region box的feature，和global visual一样的网络，将top 4对应的4 threads和gloabl thread一起做average pooling，每个therad的参数共享; attention则对应所有threads中的所有hidden states




同时本文还提出了三种rescoring translation的结果的方法， 用 1）language model 2）bilingual autoencoder 3）bilingual dictionary分别来挑选translation的句子，发现bilingual dictionary来删选翻译的句子效果最好


资源


数据集： WMT2016 (En-Ge)

图像特征提取： VGG， R-CNN


实验结果


在En-Ge的结果如图：


[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]



相关工作


NMT： Kalchbrenner and Blunsom 2013

Attention NMT： Bahdanau 2014

Joint Space Learning： Zhang 2014，Su 2015，Kiros 2014

多模态上相关工作目前并没有很多，值得快速入手


简评


本文提出了一种针对图像和文本结合的神经网络翻译模型，非常自然的将图像特征加入到seq2seq模型的encoder部分，使decoder不仅能够attention在文本上，同时也能够focus到图像上(global或者region)；并且模型的设计比较简单，没有加入太多复杂的模块。

不过只是简单的将图像的特征作为seq中的一个step，并没有考虑文本和图像之间的相关关系，如joint space，相信加入joint learing会有提升。


完成人信息


Lijun Wu from SYSU.




Multimodal Attention for Neural Machine Translation


作者


Ozan Caglayan, Loïc Barrault, Fethi Bougares


单位


University of Le Mans, Galatasaray University


关键词


NMT, Attention


文章来源


arXiv 2016.09


问题


给定图片和源语言描述的情况下，基于attention机制,生成目标语言的图片描述。


模型


模型有两个encoder，一个是textual encoder,是一个双向GRU，用于获取源语言文本的向量表示$A^{txt} = {a^{txt}_1,a^{txt}_2,…}$，另外一个是visual encoder,使用的是现成由ImageNet数据集训好的ResNet-50网络，用于获取图片的向量表示。$A^{im} = {a^{im}_1,a^{im}_2,…}$. Decoder部分，是两层的stakced GRU,先用attention方式，分别获取文本部分和图像部分的context向量$c^{txt}$和$c^{im}$,然后将两个向量concat在一起，作为新的context 向量$c$。

如图：

[image: 640?wx_fmt=jpeg&tp=webp&wxfrom=5&wx_lazy]




这样decoder部分的解码翻译的时候，不仅可以考虑到源语言的文本信息，也可以考虑到原始图片的信息。


资源


IAPRTC-12 dataset for English and German


相关工作


2014年Bahdanau的Neural Machine Translation by Jointly Learning to Align and Translate，使NMT超过了传统的PBMT，后来的NMT论文基本都是在这个文章基础上进行的改进。

2015年Elliott的工作Multi-language image description with neural sequence models. 也是在给定源语言和图片的情况下，生成目标语言。不过并没有使用attention机制。


简评


该文章的创新之处，在于对图片描述文字进行翻译的时候，考虑到了图片本身的特征信息并引入attention机制。在源语言文本生成出错的情况下，因为有图片信息参考，在一定程度上，可以减轻这种错误带来的影响。不过文章并没有利用外部英德平行语料，这可以考虑作为后面的改进方向。


完成人信息


xiaose@mail.ustc.edu.cn

中国科学技术大学




Zero-resource Machine Translation by Multimodal Encoder-decoder Network with Multimedia Pivot


作者


Hideki Nakayama，Noriki Nishida


单位


The University of Tokyo


关键词


pivot, multimodal, NMT


文章来源


arXiv, 2016.11


问题


在没有平行语料的情况下，用image当作pivot来实现机器翻译


模型


整体上讲，模型分成两部分。第一部分是多模态embedding，采用pairwise ranking loss来定义损失函数；第二部分是用RNN来实现的decoder,跟image caption里面的decoder类似。对这个问题来说，我们的训练数据包括$i^{s}$：源端的图片，$d^{s}$：源端图片对应的句子描述；$i^{t}$：目标端的图片，$d^{t}$：目标端图片对应的句子描述，和源端用的不一样的语言。文中提出了2个模型来解决这个问题：


[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]





模型1的多模态端包括了图片的encoder和源句子的encoder。图片encoder可以对源图片和目标图片通用。多模态端用$i^{s}$,$d^{s}$进行训练，损失函数为：

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]




$E^{v}$表示图片的encoder(比如用VGG-16提取图片的feature), $E^{s}$表示源句子的encoder(比如用RNN)，$d^{s}_{ng}$表示和源端图片不相关的描述。Decoder端用$i^{t}$,$d^{t}$进行训练，损失函数为标准的 cross-entropy loss（称作图片损失):

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]

模型2比模型1更复杂一点。在源端增加了一个目标句子描述的encoder。因此，在多模态embedding的学习中，损失函数增加了目标图片和目标图片描述的pairwise ranking loss.

[image: 640?wx_fmt=png&tp=webp&wxfrom=5&wx_lazy=]

在decoder的学习中，模型2除了前面的公式2定义的图片损失外，还增加了目标描述的reconstruction loss，即从多模态端输入目标描述，希望通过embedding和decoder重建这个目标描述。
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资源


两个Multilingual image-description的数据集：IAPR-TC12（包含2万图片以及英语和德语的描述）和 Multi30K（包含3万图片以及英语和德语的描述)


相关工作


对于没有平行语料的机器翻译，多数文章是用某种常见语言作为pivot，比如“Neural Machine Translation with Pivot Languages”, 用英语作为西班牙语法语以及德语法语之间的pivot。缺点是翻译的时候还是要经过pivot那一步。 另外，还要一些工作是用一个模型实现many to many的翻译。在这种情况下，没有平行语料的语言对也能用这个模型进行翻译。不需要经过pivot那个中间层，但是效果一般会差一点。比如“Google’s Multilingual Neural Machine Translation System”这篇文章。


简评


这篇文章的思路很新颖，考虑用图片来作为pivot，实现没有平行语料的语言对之间的翻译。训练完成后可以直接从源语言到目标语言进行翻译，不需要经过图片。但是正如文中提到的，这种方法跟有语料训练出来的翻译效果比起来还是差很多，并且翻译的句子都比较短。另外，对一些图片难以表达的信息很难通过这种方式学到。
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yun.chencreek@gmail.com







来源：paperweekly




原文链接


    
    
        



PaperWeekly 第二十二期---Image Caption任务综述


      原标题：PaperWeekly 第二十二期---Image Caption任务综述

            引言

Image Caption是一个融合计算机视觉、自然语言处理和机器学习的综合问题，它类似于翻译一副图片为一段描述文字。该任务对于人类来说非常容易，但是对于机器却非常具有挑战性，它不仅需要利用模型去理解图片的内容并且还需要用自然语言去表达它们之间的关系。除此之外，模型还需要能够抓住图像的语义信息，并且生成人类可读的句子。

随着机器翻译和大数据的兴起，出现了Image Caption的研究浪潮。当前大多数的Image Caption方法基于encoder-decoder模型。其中encoder一般为卷积神经网络，利用最后全连接层或者卷积层的特征作作为图像的特征，decoder一般为递归神经网络，主要用于图像描述的生成。由于普通RNN存在梯度下降的问题，RNN只能记忆之前有限的时间单元的内容，而LSTM是一种特殊的RNN架构，能够解决梯度消失等问题，并且其具有长期记忆，所以一般在decoder阶段采用LSTM.

问题描述

Image Caption问题可以定义为二元组(I,S)的形式， 其中I表示图，S为目标单词序列，其中S={S1,S2,…}，其中St为来自于数据集提取的单词。训练的目标是使最大似然p(S|I)取得最大值，即使生成的语句和目标语句更加匹配，也可以表达为用尽可能准确的用语句去描述图像。

数据集

论文中常用数据集为Flickr8k,Flick30k,MSCOCO,其中各个数据集的图片数量如下表所示。



数据集图片和描述示例如图

其中每张图像都至少有5张参考描述。为了使每张图像具有多种互相独立的描述，数据集使用了不同的语法去描述同一张图像。如示例图所示，相同图像的不同描述侧重场景的不同方面或者使用不同的语法构成。

模型

本文主要介绍基于神经网络的方法

1 NIC[1]

Show and Tell: A Neural Image Caption Generator

本文提出了一种encoder-decoder框架，其中通过CNN提取图像特征，然后经过LSTM生成目标语言，其目标函数为最大化目标描述的最大似然估计。


该模型主要包括encoder-decoder两个部分。encoder部分为一个用于提取图像特征的卷积神经网络，可以采用VGG16，VGG19, GoogleNet等模型, decoder为经典的LSTM递归神经网络，其中第一步的输入为经过卷积神经网络提取的图像特征，其后时刻输入为每个单词的词向量表达。对于每个单词首先通过one-hot向量进行表示，然后经过词嵌入模型，变成与图像特征相同的维度。

2 MS Captivator[2]

From captions to visual concepts and back

本文首先利用多实例学习，去训练视觉检测器来提取一副图像中所包含的单词，然后学习一个统计模型用于生成描述。对于视觉检测器部分，由于数据集对图像并没有准确的边框标注，并且一些形容词、动词也不能通过图像直接表达，所以本文采用Multiple Instance Learning(MIL)的弱监督方法，用于训练检测器。


3 Hard-Attention Soft-Attention[3]

Show, atten and tell: Neural image caption generation with visual attention

受最近注意机制在机器翻译中发展的启发，作者提出了在图像的卷积特征中结合空间注意机制的方法，然后将上下文信息输入到encoder-decoder框架中。在encoder阶段，与之前直接通过全连接层提取特征不同，作者使用较低层的卷积层作为图像特征，其中卷积层保留了图像空间信息，然后结合注意机制，能够动态的选择图像的空间特征用于decoder阶段。在decoder阶段，输入增加了图像上下文向量，该向量是当前时刻图像的显著区域的特征表达。


4 gLSTM[4]

Guiding long-short term memory for image caption generation

使用语义信息来指导LSTM在各个时刻生成描述。由于经典的NIC[1]模型，只是在LSTM模型开始时候输入图像，但是LSTM随着时间的增长，会慢慢缺少图像特征的指导，所以本文采取了三种不同的语义信息，用于指导每个时刻单词的生成，其中guidance分别为Retrieval-based guidance (ret-gLSTM), Semantic embedding guidance(emb-gLSTM) ,Image as guidance (img-gLSTM).


5 sentence-condition[5]

Image Caption Generation with Text-Conditional Semantic Attention


该模型首先利用卷积神经网络提取图像特征，然后结合图像特征和词嵌入的文本特征作为gLSTM的输入。由于之前gLSTM的guidance都采用了时间不变的信息，忽略了不同时刻guidance信息的不同，而作者采用了text-conditional的方法，并且和图像特征相结合，最终能够根据图像的特定部分用于当前单词的生成。

6 Att-CNN+LSTM [6]

What value do explicit high level concepts have in vision to language problems?

如图，作者首先利用VggNet模型在ImageNet数据库进行预训练，然后进行多标签数训练。给一张图片，首先产生多个候选区域，将多个候选区域输入CNN产生多标签预测结果，然后将结果经过max pooling作为图像的高层语义信息，最后输入到LSTM用于描述的生成。该方法相当于保留了图像的高层语义信息，不仅在Image Caption上取得了不错的结果，在VQA问题上，也取得很好的成绩。


7 MSM[7]

BOOSTING IMAGE CAPTIONING WITH ATTRIBUTES


该文研究了图像属性特征对于描述结果的影响，其中图像属性特征通过多实例学习[2]的方法进行提取。作者采用了五种不同的组合形式进行对比。其中第3种、第5种，在五种中的表现出了比较好的效果。由于提取属性的模型，之前用于描述图像的单词的生成，所以属性特征能够更加抓住图像的重要特征。而该文中的第3种形式，相当于在NIC模型的基础上，在之前加上了属性作为LSTM的初始输入，增强了模型对于图像属性的理解。第5种，在每个时间节点将属性和文本信息进行结合作为输入，使每一步单词的生成都能够利用图像属性的信息。

8 When to Look[8]

Knowing When to Look: Adaptive Attention via A Visual Sentinel for Image Captioning


该文主要提出了何时利用何种特征的概念。由于有些描述单词可能并不直接和图像相关，而是可以从当前生成的描述中推测出来，所以当前单词的生成可能依赖图像，也可能依赖于语言模型。基于以上思想，作者提出了“视觉哨兵”的概念，能够以自适应的方法决定当前生成单词，是利用图像特征还是文本特征。

结果

本文列出的模型的在COCO测试集上的结果如下：


以下为online MSCOCO testing server的结果：


总结

最近的Image Caption的方法，大多基于encoder-decoder框架，而且随着flickr30,mscoco等大型数据集的出现，为基于深度学习的方法提供了数据的支撑，并且为论文实验结果的比较提供了统一的标准。模型利用之前在机器翻译等任务中流行的Attention方法，来加强对图像有效区域的利用，使在decoder阶段，能够更有效地利用图像特定区域的特征[3]。模型利用图像的语义信息在decoder阶段指导单词序列的生成，避免了之前只在decoder开始阶段利用图像信息，从而导致了图像信息随着时间的增长逐渐丢失的问题[4][5]。模型为了更好的得到图像的高层语义信息，对原有的卷积神经网络进行改进，包括利用多分类和多实例学习的方法，更好的提取图像的高层语义信息，加强encoder阶段图像特征的提取[6][7]。随着增强学习，GAN等模型已经在文本生成等任务中取得了不错的效果，相信也能为Image Caption效果带来提升。
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PaperWeekly 第二十三期 --- 机器写诗


      原标题：PaperWeekly 第二十三期 --- 机器写诗

            引言

什么是艺术？

机器的作品能否叫艺术？

机器能否取代艺术家？

这些问题，相信不同的人，会有不同的答案。很多人认为机器生成的作品只是简单的模仿人类，没有创造性可言，但是人类艺术家，不也是从模仿和学习开始的吗？本文是一篇机器诗歌生成的综述文章，希望能增进大家对这个领域的了解。

基于传统方法的诗歌生成

诗歌是人类文学皇冠上的明珠。我国自《诗经》以后，两千年来的诗篇灿若繁星。让机器自动生成诗歌，一直是人工智能领域一个有挑战性的工作。机器诗歌生成的工作，始于20世纪70年代。传统的诗歌生成方法，主要有以下几种：

 
 	Word Salada（词语沙拉）：最早期的诗歌生成模型，只是简单将词语进行随机组合和堆砌而不考虑语义语法要求。


 	基于模板和模式的方法：基于模板的方法类似于完形填空，将一首现有诗歌挖去一些词，作为模板，再用一些其他词进行替换，产生新的诗歌。这种方法生成的诗歌在语法上有所提升，但是灵活性太差。因此后来出现了基于模式的方法，通过对每个位置词的词性，韵律平仄进行限制，来进行诗歌生成。


 	基于遗传算法的方法：周昌乐等[1]提出并应用到宋词生成上。这里将诗歌生成看成状态空间搜索问题。先从随机诗句开始，然后借助人工定义的诗句评估函数，不断进行评估，进化的迭代，最终得到诗歌。这种方法在单句上有较好的结果，但是句子之间缺乏语义连贯性。


 	基于摘要生成的方法：严睿等[2]将诗歌生成看成给定写作意图的摘要生成问题，同时加入了诗歌相关的一些优化约束。


 	基于统计机器翻译的方法：MSRA的何晶和周明[3]将诗歌生成看成一个机器翻译问题，将上一句看成源语言，下一句看成目标语言，用统计机器翻译模型进行翻译，并加上平仄押韵等约束，得到下一句。通过不断重复这个过程，得到一首完整的诗歌。




基于深度学习技术的诗歌生成

传统方法非常依赖于诗词领域的专业知识，需要专家设计大量的人工规则，对生成诗词的格律和质量进行约束。同时迁移能力也比较差，难以直接应用到其他文体（唐诗，宋词等）和语言（英文，日文等）。随着深度学习技术的发展，诗歌生成的研究进入了一个新的阶段。

RNNLM

基于RNN语言模型[4]的方法，将诗歌的整体内容，作为训练语料送给RNN语言模型进行训练。训练完成后，先给定一些初始内容，然后就可以按照语言模型输出的概率分布进行采样得到下一个词，不断重复这个过程就产生完整的诗歌。Karpathy有一篇文章，讲的很详细：

Chinese Poetry Generation with Recurrent Neural Networks

RNNPG模型[5]，首先由用户给定的关键词生成第一句，然后由第一句话生成第二句话，由一，二句话生成第三句话，重复这个过程，直到诗歌生成完成。模型的模型由三部分组成：

Convolutional Sentence Model（CSM）：CNN模型，用于获取一句话的向量表示。

Recurrent Context Model(RCM)：句子级别的RNN，根据历史生成句子的向量，输出下一个要生成句子的Context向量。

Recurrent Generation Model(RGM)：字符级别RNN，根据RCM输出的Context向量和该句之前已经生成的字符，输出下一个字符的概率分布。解码的时候根据RGM模型输出的概率和语言模型概率加权以后，生成下一句诗歌，由人工规则保证押韵。

模型结构如下图：


模型生成例子如下图：


Chinese Song Iambics Generation with Neural Attention-based Model

模型[6]是基于attention的encoder-decoder框架，将历史已经生成的内容作为源语言序列，将下一句要生成的话作为目标语言序列。需要用户提供第一句话，然后由第一句生成第二句，第一，二句生成第三句，并不断重复这个过程，直到生成完整诗歌。 基于Attention机制配合LSTM，可以学习更长的诗歌，同时在一定程度上，可以提高前后语义的连贯性。

模型结构如下图：


模型生成例子如下图：


Chinese Poetry Generation with Planning based Neural Network

模型[8]是一个端到端的模型，不需要专家领域知识。它试图模仿人类写作前先规划一个写作大纲的过程。整个诗歌生成框架由两部分组成：规划模型和生成模型。

规划模型：将代表用户写作意图的Query作为输入，生成一个写作大纲。写作大纲是一个由主题词组成的序列，第i个主题词代表第i句的主题。

生成模型：基于encoder-decoder框架。有两个encoder,其中一个encoder处理主题词，另外一个encoder处理历史生成的句子，decoder负责生成下一句话。decoder生成的时候，利用Attention机制，对主题词和历史生成内容的向量一起做打分，由模型来决定生成的过程中各部分的重要性。

前面介绍的几个模型，用户的写作意图，基本只能反映在第一句，随着生成过程往后进行，后面句子和用户写作意图的关系越来越弱，就有可能发生主题漂移问题。而规划模型可以使用户的写作意图直接影响整首诗的生成，因此在一定程度上，避免了主题漂移问题，使整首诗的逻辑语义和情感更为连贯。

总体框架图如下：


生成模型框架图如下：


诗歌图灵测试例子：


现代概念诗歌生成例子：


i, Poet: Automatic Poetry Composition through Recurrent Neural Networks with Iterative Polishing Schema

模型[7]基于encoder-decoder框架，一个比较有意思的地方，是想模拟人类写诗反复修改的过程，加入了打磨机制，通过反复迭代来提高诗歌生成质量。

encoder阶段：用户提供一个Query作为自己的写作意图,由CNN模型获取Query的向量表示。

decoder阶段：使用了hierarchical的RNN生成框架，由句子级别和词级别两个RNN组成。 句子级别RNN：输入句子向量表示，输出下一个句子的Context向量。字符级别RNN：输入Context向量和历史生成字符，输出下一个字符的概率分布。当一句生成结束的时候，字符级别RNN的最后一个向量，作为表示这个句子的向量，送给句子级别RNN。

总体框架图如下：


Generating Topical Poetry

模型[9]基于encoder-decoder框架，分为两步。先根据用户输入的关键词得到每句话的最后一个词，这些词都押韵且与用户输入相关。再将这些押韵词作为一个序列，送给encoder,由decoder生成整个诗歌。这种机制一方面保证了押韵，另外一方面，和之前提到的规划模型类似，在一定程度上避免了主题漂移问题。

SeqGAN: Sequence Generative Adversarial Nets with Policy Gradient

模型[10]将图像中的对抗生成网络，用到文本生成上。生成网络是一个RNN，直接生成整首诗歌。而判别网络是一个CNN。用于判断这首诗歌是人写的，还是机器生成的，并通过强化学习的方式，将梯度回传给生成网络。

模型框架图如下：


总结

从传统方法到深度学习，诗歌生成技术有了很大发展，甚至在一定程度上，已经可以产生普通人真假难辨的诗歌。但是目前诗歌生成技术，学习到的仍然只是知识的概率分布，即诗句内，诗句间的搭配规律。而没有学到诗歌蕴含思想感情。因此尽管生成的诗歌看起来有模有样，但是仍然感觉只是徒有其表，缺乏一丝人的灵性。

另外一方面，诗歌不像机器翻译有BLEU作为评价指标，目前仍然依赖人工的主观评价，缺乏可靠的自动评估方法，因此模型优化的目标函数和主观的诗歌评价指标之间，存在较大的gap，也影响了诗歌生成质量的提高。AlphaGo已经可以击败顶尖人类选手，但是在诗歌生成上，机器尚有很长的路要走。
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PaperWeekly 第二十四期 --- GAN for NLP


      原标题：PaperWeekly 第二十四期 --- GAN for NLP

            “深度解读：GAN模型及其在2016年度的进展”［1］一文对过去一年GAN的进展做了详细介绍，十分推荐学习GAN的新手们读读。这篇文章主要介绍GAN在NLP里的应用（可以算是论文解读或者论文笔记），并未涉及GAN的基本知识 （没有GAN基础知识的小伙伴推荐先看[1]，由于本人比较懒，就不在这里赘述GAN的基本知识了J）。由于很长时间没有写中文文章了，请各位对文章中不准确的地方多多包涵、指教。

虽然GAN在图像生成上取得了很好的成绩，GAN并没有在自然语言处理（NLP）任务中取得让人惊喜的成果。 其原因大概可以总结为如下几点：

 
 	原始GAN主要应用实数空间（连续型数据）上，在生成离散数据（texts）这个问题上并不work。GAN 理论的提出者Ian Goodfellow 博士这样回答来这个问题问题：“GANs 目前并没有应用到自然语言处理（NLP）中，最初的 GANs 仅仅定义在实数领域，GANs 通过训练出的生成器来产生合成数据，然后在合成数据上运行判别器，判别器的输出梯度将会告诉你，如何通过略微改变合成数据而使其更加现实。一般来说只有在数据连续的情况下，你才可以略微改变合成的数据，而如果数据是离散的，则不能简单的通过改变合成数据。例如，如果你输出了一张图片，其像素值是1.0，那么接下来你可以将这个值改为1.0001。如果输出了一个单词“penguin”，那么接下来就不能将其改变为“penguin + .001”，因为没有“penguin +.001”这个单词。 因为所有的自然语言处理（NLP）的基础都是离散值，如“单词”、“字母”或者“音节”， NLP 中应用 GANs是非常困难的。一般而言，采用增强学习算法。目前据我所知，还没有人真正的开始研究利用增强算法解决 NLP 问题。”


 	在生成text时，GAN对整个文本序列进行建模打分。对于部分(partially)生成的序列，十分难判断其在之后生成整个 (fully) 序列时的分数。


 	另一个潜在的挑战涉及RNN的性质（生成文本大多采用RNN模型）。假设我们试图从latent codes生成文本，error就会随着句子的长度成指数级的累积。最开始的几个词可能是相对合理的，但是句子质量会随着句子长度的增加而不断变差。另外，句子的长度是从随机的latent representation生成的，所以句子长度也是难以控制。




下面我将主要介绍和分析最近阅读过的将GAN应用于NLP中的一些论文：

1. Generating Text via Adversarial Training 

 
 	论文链接：


 	这是2016年的 NIPS GAN Workshop 上的一篇论文， 尝试将 GAN 理论应用到了文本生成任务上。 文中的方法比较简单，具体可以总结为：


 	以递归神经网络（LSTM）作为GAN的生成器（generator）。其中，用光滑近似（smooth approximation）的思路来逼近 LSTM 的输出。结构图如下：





 
 	本文的目标函数和原始GAN有所不同，文中采用了feature matching的方法 。迭代优化过程包含以下两个步骤：




其中式 (6) 为标准GAN的优化函数，式 (7) 为feature matching的优化函数。

 
 	本文的初始化非常有意思，特别是在判别器的预训练方面，利用原始的句子和该句子中交换两个词的位置后得到的新句子进行判别训练。(在初始化的过程中，运用逐点分类损失函数对判别器进行优化)。这非常有意思，因为将两个单词互换位置，输入的数据信息实际上是基本相同的。比如，大多数卷积计算最终会得出完全相同的值。


 	本文生成器的更新频率是判别器的更新频率的5倍，这与原始GAN的设定恰好相反。这是因为LSTM比CNN的参数更多，更难训练。


 	然而，本文生成模型 (LSTM) decode阶段有exposure bias问题，即在训练过程中逐渐用预测输出替代实际输出作为下一个词的输入。


 	



2. SeqGAN: Sequence Generative Adversarial Nets with Policy Gradient

 
 	论文链接：


 	论文源码：


 	文本将误差作为一种增强学习的奖励，以一种前馈的方式训练，用增强的学习的探索模式去更新G网络。


 	主要内容：这篇论文将序列生成过程当作一个sequential decision making过程。如下图：





(a) 其中左图为GAN网络训练的步骤1，判别器D主要用来区分真实样本和伪造样本，这里的判别器D是用CNN来实现的。

(b) 右图为GAN网络训练的步骤2， 根据判别器D回传的判别概率回传给生成器G，通过增强学习的方法来更新生成器G，这里的的生成器G是用LSTM来实现的.

(c) 因为G网络的更新策略是增强学习，增强学习的四个要素state, action, policy, reward分别为：state 为现在已经生成的tokens (当前timestep之前LSTM decoder的结果), action是下一个即将生成的token (当前解码词), policy为GAN的生成器G网络，reward为GAN的判别器D网络所生成的判别概率。其中，reward采用以下方法来近似：



本过程特点：即当解码到t时，即对后面T-t个timestep采用蒙特卡洛搜索搜索出N条路径，将这N条路径分别和已经decode的结果组成N条完整输出，然后将D网络对应奖励的平均值作为reward. 因为当t=T时无法再向后探索路径，所以直接以完整decode结果的奖励作为reward。

(d) 对于RL部分，本文采用了policy gradient方法。 根据policy gradient理论，生成器G的目标函数可以表示如下：



求导结果为: (详细推导过程请看原论文附页)



(e) 每隔一段时间，当生成更多的更逼真的句子后，重新训判别器D，其中判别器的目标函数表示如下：

算法结构图可以表示为如下：



 
 	实验




实验部分主要分为合成数据实验和现实数据实验。

(a) 合成数据实验: 随机初始一个LSTM生成器A，随机生成一部分训练数据，来训练各种生成模型.

评判标准为：负对数似然(交叉熵) NLL. 详细实验设置可以参看原论文。

(b) 现实数据实验：主要展示中文诗句生成，奥巴马演讲生成，音乐生成的结果。实验数据分别为中文诗歌数据集 (16,394首绝句)，奥巴马演讲数据集 (11,092 段落)， Nottingham音乐数据集 (695首歌)。评测方法为BLEU score, 实验结果如下：



文中并未展示模型生成的诗歌等, 具体效果如何？

3. Adversarial Learning for Neural Dialogue Generation

 
 	论文链接：


 	论文源码：


 	这篇论文是2017年1月26号上传到arxiv上的，属于最新的GAN用于NLP的论文。文中主要用对抗性训练 (adversarial training) 方法来进行开放式对话生成 (open-domain dialogue generation)。文中把这项任务作为强化学习(RL)问题，联合训练生成器和判别器。和SeqGAN一样，本文也是使用判别器D的结果作为RL的reward部分，这个reward用来奖励生成器G，推动生成器G产生的对话类似人类对话。


 	总体来说，本文的思路和SeqGAN是大体一样的，但是有几处不同和改进的地方：




(a) 因为本文是用于开放式对话生成，所以文中的生成器采用seq2seq模型 (而非普通的LSTM模型)。 判别器则采用了hierarchical encoder (而非CNN)。

(b) 采取了两种方法为完全生成或者部分生成的序列计算reward。除了 Monte Carlo search (与SeqGAN相似) 方法，本文新提出了一个能对部分生成的序列进行reward计算的方法。使用所有完全 (fully) 和部分 (partially) 解码的序列来训练判别器会造成overfitting。早期产生的部分(partially)序列会出现在许多的训练数据中，比如生成的第一个token y_1将会出现在所有的部分生成 (partially generated) 的序列里。所以本文提出仅仅分别从正(positive)序列 y+ 和负(negative)序列y-的每个子序列中随机地选取一个 sample来训练判别器D。这个方法比Monte Carlo search更快速，但是也会使得判别器更弱，更不准确。

(c) 在SeqGAN中，生成器只能间接的通过判别器生成的reward来奖励或者惩罚自己所产生的序列。而不能直接从 gold-standard序列中直接获取信息。 这种训练方式是脆弱的，一旦生成器在某个训练batch中变坏，判别器将会很容易对生成的句子进行判断 (比如reward为0 )，此时生成器就会迷失。生成器只知道现在生成的句子是坏的，但是并不知道如何调整才能使得生成的句子变好。为了解决这个问题，在生成器的更新过程中，本文输入了human-generated responses。对于这些human-generated responses， 判别器可以将其reward设置为1。这样生成器可以在上述情况下仍能生成好的responses。

(d) 训练过程中，有些针对dialogue system的设置(trick)。这部分内容，读者可以参考Jiwei Li之前的关于dialogue system的论文。

 
 	部分实验结果：



 	值得思考的地方：文中只尝试用判别器的结果作为reward, 结合 原文作者之前在dialogue system文中提出的其他reward机制(e.g., mutual information)会不会提高效果？




4. GANs for sequence of discrete elements with the Gumbel-softmax distribution

 
 	论文链接：


 	相比前面两篇论文，本文在处理离散数据这个问题上则比较简单暴力。离散数据 (用one-hot方法表示)一般可以从多项式采样取得，例如由softmax函数的输出p = softmax(h)。 根据之前的概率分布，以p的概率进行采样y的过程等价于：y=one_hot(argmax_i(h_i+g_i)) , 其中g_i是服从Gumbel distribution (with zero location and unit scale)。然而one_hot(argmax(.)) 是不可微分的。与原始GAN不同，作者提出了一种方法来近似上面的式子： y = softmax(1/ r (h + g))。这个公式是可以微分的。算法结构如下：





 
 	本文的实验部分做得比较粗糙，只展示了生成得context-free grammar, 并未在生成其他文本数据上做实验。


 	总的来说，这篇论文本身方法还值得改进，也可以值得借鉴下。




5. Connecting generative adversarial network and actor-critic methods

 
 	论文链接：


 	Actor-critic methods [2]: 许多RL方法 (e.g., policy gradient) 只作用于policy 或者 value function。Actor-critic方法则结合了policy-only和value function-only 的方法。 其中critic用来近似或者估计value function，actor 被称为policy structure, 主要用来选择action。Actor-critic是一个on-policy的学习过程。Critic模型的结果用来帮助提高actor policy的性能。


 	GAN和actor-critic具有许多相似之处。Actor-critic模型中的actor功能类似于GAN中的generator， 他们都是用来take an action or generate a sample。Actor-critic模型中的critic则类似于GAN中的discriminator, 主要用来评估 actor or generator 的输出。具体的相同和不同点，感兴趣的朋友可以仔细阅读原文。


 	这篇论文主要贡献在于从不同的角度来说明了GAN和actor－critic模型的相同与不同点，从而鼓励研究GAN的学者和研究actor-critic模型的学者合作研发出通用、稳定、可扩展的算法，或者从各自的研究中获取灵感。


 	最近Bahdanau等大神提出了用actor-critic模型来进行sequence prediction [3]。虽然[3]中并没有用到GAN，或许对各位能有启发。 用类似的思想，GAN在sequence prediction上也许也能取得的比较好的效果？




[1] 深度解读：GAN模型及其在2016年度的进展

[2] Actor-Critic Algorithms

[3] An actor-critic algorithm for sequence prediction
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PaperWeekly 第二十五期 --- 增强学习在image caption任务上的应用


      原标题：PaperWeekly 第二十五期 --- 增强学习在image caption任务上的应用

            引言

第二十二期的PaperWeekly对Image Captioning进行了综述。今天这篇文章中，我们会介绍一些近期的工作。（如果你对Image Captioning这个任务不熟悉的话，请移步二十二期）

Image Captioning的模型一般是encoder-decoder的模型。模型对$p(S|I)$进行建模，$S$是描述，$I$是图片。模型的训练目标是最大化log似然：$max_thetasum_i log P(S_i|I_i, theta)$。

然而使用最大似然训练有两个问题：

1、虽然训练时最大化后验概率，但是在评估时使用的测度则为BLEU，METEOR，ROUGE，CIDER等。这里有训练loss和评估方法不统一的问题。而且log似然可以认为对每个单词都给予一样的权重，然而实际上有些单词可能更重要一些（比如说一些表示内容的单词）。

2、第二个问题为Exposure bias。训练的时候，每个时刻的输入都是来自于真实的caption。而生成的时候，每个时刻的输入来自于前一时刻的输出；所以一旦有一个单词生成的不好，错误可能会接着传递，使得生成的越来越糟糕。

如何解决这两个问题呢？很显而易见的想法就是尽量使得训练和评估时的情形一样。我们可以在训练的时候不优化log似然，而是直接最大化CIDER（或者BLEU，METEOR，ROUGE等）。并且，在训练时也和测试时一样使用前一时刻的输入，而不是全使用ground truth输入。

然而这有什么难点呢？第一，CIDER或者这一些metric并不是可直接求导。（这就是为什么在分类问题中，我们把0-1 error近似成log loss，hinge loss的原因）。其次从前一时刻输出获得后一时刻的输入涉及到采样操作，这也是不可微的。为了能够解决这些不可微的问题，人们就想到了Reinforcement learning。

RL基本概念

RL中有一些比较重要的基本概念：状态（state），行为（action），回报（reward）和决策（policy）。决策是一个状态到动作的函数，一般是需要学习的东西。拿打游戏的例子介绍RL最简单。如果说是玩flappy bird，RL要学习的就是在什么位置跳，能使得最后得到的分数越高。在这个例子里，最后的分数就是回报，位置就是状态，跳或者不跳就是行为，而什么时候跳就是学到的策略。

如果放在Image captioning中，状态就是你看到的图片和已生成的单词，而动作就是下一个单词生成什么，回报就是CIDER等metric。

相关文献

最近已经有很多工作将RL用在NLP相关的问题上。[1]第一次将REINFORCE算法用在image caption和seq2seq问题上。[5]将使用了更先进的RL算法 — Actor-critic — 来做machine translation上。[2,4]将[1]的算法进行稍许改进（仍旧是REINFORCE算法），使用在了image captioning上。[3]将REINFORCE用在序列生成GAN中，解决了之前序列生成器输出为离散不可微的问题。[6]将RL用在自然对话系统中。这篇文章中我们主要介绍[1,2,4]。

RL算法背景

这三篇文章使用的是REINFORCE算法，属于增强学习中Policy Gradient的一种。我们需要将deterministic的策略形式 $a=pi(s,theta)$转化为概率形式，$p(a) = pi(a|s, theta)$。Policy Gradient就是对参数$theta$求梯度的方法。

直观的想，如果我们希望最后的决策能获得更高的reward，最简单的就是使得高reward的行为有高概率，低reward的行为有低概率。所以REINFORCE的更新目标为

$$max_{theta} sum R(a,s)log pi(a|s, theta)$$

$R(s,a)$是回报函数。有了目标，我们可以通过随机梯度下降来更新$theta$来获得更大的回报。

然而这个方法有一个问题，训练时梯度的方差过大，导致训练不稳定。我们可以思考一下，如果reward的值为100到120之间，现在的方法虽然能更大地提高reward为120的行为的概率，但是也还是会提升低reward的行为的概率。所以为了克服这个问题，又有了REINFORCE with baseline。

$$max_{theta} sum (R(a,s) - b(s))log pi(a|s, theta)$$

$b(s)$在这里就是baseline，目的是通过给回报一个基准来减少方差。假设还是100到120的回报，我们将baseline设为110，那么只有100回报的行为就会被降低概率，而120回报的行为则会被提升概率。

三篇paper

第一篇是FAIR在ICLR2016发表的[1]。这篇文章是第一个将RL的算法应用的离散序列生成的文章。文章中介绍了三种不同的方法，这里我们只看最后一种算法，Mixed Incremental Cross-Entropy Reinforce。

大体的想法就是用REINFORCE with baseline来希望直接优化BLEU4分数。具体训练的时候，他们先用最大似然方法做预训练，然后用REINFORCE finetune。在REINFORCE阶段，生成器不再使用任何ground truth信息，而是直接从RNN模型随机采样，最后获得采样的序列的BLEU4的分数r作为reward来更新整个序列生成器。

这里他们使用baseline在每个时刻是不同的；是每个RNN隐变量的一个线性函数。这个线性函数也会在训练中更新。他们的系统最后能比一般的的cross extropy loss，和scheduled sampling等方法获得更好的结果。

他们在github开源了基于torch的代码，

第二篇论文是今年CVPR的投稿。这篇文章在[1]的基础上改变了baseline的选取。他们并没有使用任何函数来对baseline进行建模，而是使用了greedy decoding的结果的回报作为baseline。他们声称这个baseline减小了梯度的variance。

这个baseline理解起来也很简单：如果采样得到句子没有greedy decoding的结果好，那么降低这句话的概率，如果比greedy decoding还要好，则提高它的概率。

这个方法的好处在于避免了训练一个模型，并且这个baseline也极易获得。有一个很有意思的现象是，一旦使用了这样的训练方法，beam search和greedy decoding的结果就几乎一致了。

目前这篇文章的结果是COCO排行榜上第一名。他们使用CIDEr作为优化的reward，并且发现优化CIDEr能够使所有其他metric如BLEU，ROUGE，METEOR都能提高。

他们的附录中有一些captioning的结果。他们发现他们的模型在一些非寻常的图片上表现很好，比如说有一张手心里捧着一个长劲鹿的图。

第三篇论文[4]也是这次CVPR的投稿。这篇文章则是在$R(a,s)$这一项动了手脚。

前两篇都有一个共同特点，对所有时刻的单词，他们的$R(a,s)$都是一样的。然而这篇文章则给每个时刻的提供了不同的回报。

其实这个动机很好理解。比如说，定冠词a，无论生成的句子质量如何，都很容易在句首出现。假设说在一次采样中，a在句首，且最后的获得回报减去baseline后为负，这时候a的概率也会因此被调低，但是实际上大多数情况a对最后结果的好坏并没有影响。所以这篇文章采用了在每个时刻用$Q(w_{1:t})$来代替了原来一样的$R$。

这个$Q$的定义为，

$Qtheta(w{1:t}) = mathbb{E}{w{t+1:T}}[R(w{1:t}, w{t+1:T})]$

也就是说，当前时刻的回报，为固定了前t个单词的期望回报。考虑a的例子，由于a作为句首生成的结果有好有坏，最后的Q值可能接近于baseline，所以a的概率也就不会被很大地更新。实际使用中，这个Q值可以通过rollout来估计：固定前t个词后，随机采样K个序列，取他们的平均回报作为Q值。文中K为3。这篇文章中的baseline则跟[1]中类似。

从实验结果上，第三篇并没有第二篇好，但是很大一部分原因是因为使用的模型和特征都比较老旧。

总结

将RL用在序列生成上似乎是现在新的潮流。但是现在使用的大多数的RL方法还比较简单，比如本文中的REINFORCE算法可追溯到上个世纪。RL本身也是一个很火热的领域，所以可以预计会有更多的论文将二者有机地结合。
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            引言

本期Chat是PaperWeekly第一次尝试与读者进行互动交流，一共分享和解读3篇paper，均选自，分别是：

 
 	End-to-End Reinforcement Learning of Dialogue Agents for Information Access


 	Dual Learning for Machine Translation


 	SQuAD: 100,000+ Questions for Machine Comprehension of Text




1. End-to-End Reinforcement Learning of Dialogue Agents for Information Access  
作者 
Bhuwan Dhingra, Lihong Li, Xiujun Li, Jianfeng Gao, Yun-Nung Chen, Faisal Ahmed, Li Deng

单位

School of Computer Science, Carnegie Mellon University, Pittsburgh, PA, USA

Microsoft Research, Redmond, WA, USA

National Taiwan University, Taipei, Taiwan

关键词

Dialogue Agent, Reinforcement Learning

文章来源

arXiv

问题

用强化学习构造一个端到端的任务驱动的基于知识图谱的对话系统。

模型

一个任务驱动的对话系统，一般通过自然语言与用户进行多轮交流，帮助用户解决一些特定问题，例如订机票或检索数据库等。一般由下面四部分组成：

 
 	Language Understanding Module(LU): 理解用户意图并提取相关slots。例如用户想找一部电影，那么就需要提取出电影名称，演员，上映时间等相关slots信息。


 	Dialogue State Tracker: 追踪用户的目标和对话的历史信息。


 	Dialogue Policy: 基于当前状态选择系统的下一步action, 例如向用户询问电影上映时间的action是request(year)。


 	Natural Language Generator(NLG):将系统的action转化成自然语言文本。例如将request(year) 转换成：电影什么时候上映的？




在Dialogue Policy这一步，传统方法一般是生成一个类似SQL的查询语句，从数据库中检索答案，但是这会使模型不可微从而只能分开训练。本文使用了基于概率的框架，因此是可微的，从而实现了端到端的训练过程。

论文中用到的数据库，是来自IMDB的电影数据库。每一行代表一部电影，每一列是一个slot，信息有可能存在缺失。


整体框架如下图：


下面分别介绍各个部分：

Feature Extractor

将用户每轮的输入文本转化成一个向量，这里使用了ngram词袋模型(n=2)。

Belief Trackers

用于追踪对话状态和历史信息。

这里针对每一列的slot,分别有一个belief tracker。每个belief tracker的输入是从feature extractor得到的向量，用GRU处理以后，得到一个状态向量。根据这个状态向量，分别计算得到两个输出：pj和qj。

pj是当前slot下所有值的概率分布，qj是用户不知道这个slot值的概率。

因为在和用户交互的过程中，应当尽可能询问用户知道的信息，询问用户不知道的信息对后面的查询没有任何意义。

Soft-KB Lookup

根据Belief Trackers的输出，计算数据库中每个值的概率分布。

Beliefs Summary

由Belief Trackers和Soft-KB Lookup,可以得到当前的对话状态向量st。st向量包含了数据库中所有值的概率分布户是否知识等信息，实在是太大了，直接送给Policy Network会导致其参数过多，难以训练。因此这一步把slot-values转化成了加权的熵统计信息。

Policy Network

这里使用策略网络，根据Beliefs Summary的输入状态向量，来输出各个action的概率分布π。具体结构是GRU+全连接层+softmax的方式。

Action Selection

这里从策略分布π采样，得到下一步的action。如果action是inform(),说明到了对话的最后一步，需要给用户返回Top k的查询结果。这里按照Soft-KB Lookup步骤中得到的每一行电影的概率，进行采样来返回Top K候选。

NLG

这里的NLG部分和上面是独立的，使用了sequence-to-sequence模型，输入action,输出包含slot的对话模板，然后进行填充，得到自然语言文本。

训练

这里用的基于策略梯度的强化学习模型进行训练，目标是最大化reward的期望。最后一轮inform部分的reward是由正确答案在Top K候选中的排序位置决定，排序越靠前，reward越高。如果候选没有包含正确答案，那么reward是-1。

对话交互训练数据是通过一个模拟器从电影数据中采样生成得到。

Baselines

 
 	End2End-RL：本文提出的模型。


 	Rule-based：Belief Trackers和Policy部分都是人工规则。


 	Simple-RL：只有Belief Trackers是人工规则，而Policy部分是基于GRU。




实验结果如下图：


相关工作

对话的相关工作很多，包括传统基于Markov Decision Processes的POMDPs, 基于Q-Learning的SimpleDS，基于API查询的方法，基于最小化熵的EMDM等等，感兴趣的读者可以查询相关文献。

简评

深度强化学习在对话系统的应用越来越多，本文最大的贡献，是提出了一个可微的基于概率的框架，从而使End-to-End训练成为可能，相比传统方法各部分分别训练，联合训练可以有效的减少错误传递。而基于深度强化学习的训练方式，相比传统基于规则的方式，在高噪音输入的情况下，有着更好的表现。

完成人信息

王哲，中国科学技术大学，xiaose@mail.ustc.edu.cn。

Chat实录

问：我对“因此这一步把slot-values转化成了加权的熵统计信息”的合理性和物理意义有些不明，我在最近的论文中很少看到这样的做法，请问是因为效果的原因吗？

答： 这个熵指的是信息熵，不是物理中的热力学熵。信息熵把一个系统的不确定性，按照其可能出现结果的概率分布，进行定量化计算，得到的是可以获取的信息量大小。信息熵越大，不确定性就越大，我们可以获取的信息量也就越大。任务驱动的问题系统，在得到最终查询结果前，希望尽可能多的从用户那里获取信息，减少系统本身的不确定性，因此我们在知道一个slot中各种实体概率的情况下，用信息熵来度量一个slot的不确定性，还是挺合理挺自然的。

熵的用法在深度学习网络中还是挺多的,例如我们经常用交叉熵做损失函数。同时文本分类任务中，经常用TFIDF值作为特征，而TFIDF值是可以由信息熵推导出来的。

问：论文中提到：”Moreover, instead of defining an attention distribution directly over the KB entities, which could be very large, we instead induce it from the smaller distributions over each relation (or slot in dialogue terminology) in the KB” 这里smaller distributions ， 以及each relation怎么理解，为什么能小？

答： 这里的relation，指的是slots,也就是表格的各个列属性，例如year,actor等。 和entities的数目相比，一个slot对应的属性值数目要小很多。entity概率计算的时候，是把各个属性的概率相乘得到的。而一个属性的概率，取决于这个属性有多少值，假设我们有3个属性，每个属性的值的数目分别是k1,k2,k3，那么entities可能的计算量就是k1 * k2 * k3。现在作者假设每个属性之间是相互独立的,因此实际计算量可以理解成k1+k2+k3，所以slots的属性分布和entities分布相比，是smaller distributions。

问：增强学习在chatbot研究中使用时相比监督学习有哪些优势和劣势？

答： 先说说强化学习的优势：

监督学习当前研究比较多的，是以seq2seq为代表的生成模型。 它目前一个比较大的问题，是生成结果缺乏多样性，倾向于生成比较安全比较常见的回答，例如“谢谢”，“不知道”。 这个主要是因为，训练目标是用最大似然拟合训练数据，而经常在训练数据中出现的回答，会占一些优势，因此后续有很多工作试图改进这个问题，例如用互信息作为目标函数，在解码搜索过程中，对常见结果进行惩罚，提高生成结果的多样性等等。

监督学习的另外一个问题，是训练过程和预测过程不一致。训练的时候，当我们解码生成一个句子的下一个词的时候，是基于训练语料中的正确结果，而预测的时候，我们并不知道标准答案是什么，因此解码下一个词的时候，是基于我们预测的结果。这种不一致会影响最终结果，就像考试我们遇到之前没有见过的题型，我们的考试成绩可能会变差一样。增强学习，有希望解决这两个问题的。

针对第一个问题，我们借助增强学习的reward,引入一些明确的的奖励目标，用来指导对话的生成。例如，如果我们想训练一个淘宝客服的对话系统，我们可以用商品最终是否购买，来作为奖励目标，这样可以引导对话向着商品成功购买的方向发展，因此可以产生更好的对话结果。目前还有一个最新的工作，是将生成对抗网络，引入对话系统，因为当前对话系统一个很大的问题，是缺乏可靠的自动化评价指标，而对抗生成网络中，我们有一个生成模型，也就是我们的对话生成系统，还有一个判别模型，这个判别模型的目标，是判断这个对话，是机器生成的，还是人写的，这样就引入了一个比较明确的奖励目标，也更接近图灵测试，而连接生成网络和判别网络的桥梁，就是强化学习。因为NLP的词，相比图像，是离散的，我们可以借助类似AlphaGo中的蒙特卡洛搜索，来采样得到训练样本，送给判别模型。针对第二个问题，强化学习在训练的过程中，生成模型是通过采样产生样本，这个过程和预测是一致的，因此也避免了不一致带来的问题。

综上所述，增强学习在对话系统中有很大的优势。

下面说说他的劣势：

和监督学习相比，强化学习的训练是比较困难的，因为训练的过程很不稳定。而且具体的对话系统中，reward的奖励一般是基于一个完整的句子，而如何把reward奖励分配到具体的词，是一个很大的挑战。而在多轮对话中，reward一般只出现在最后一轮，如何对前面的几轮对话分配reward,也同样是一个问题。同时为了稳定强化学习的训练过程，我们不能完全离开监督学习，一般还需要借助监督学习的方法，来做初始化训练，甚至在训练过程中，需要穿插监督学习过程，起到稳定网络的作用。

以上就是增强学习在对话系统中的优劣。

问：论文中的pr(Gj＝i｜j＝0)为什么等于1/N呢？也就是在用户不知道第值时，目标是i的概率为什么等于1/N？

答： 用户不知道第j个属性，也就是说，在第j个属性上，用户不能提供有效信息。那么我们从属性j的角度，看各个实体的时候，实际上是没有什么区别的。因此最保险的方式，就是假设各个实体的概率相等，因此概率是1/N。

问：增强学习在chatbot中的reward函数是否都是根据相应的需求来手动给出，而非学习得来？

答： 有些是可以手动给出的，例如Bengio的An Actor-Critic Algorithm for Sequence Prediction这篇论文，就把BLEU作为reward，用于机器翻译模型的训练。reward也可以学习得来，例如GAN应用到对话系统的时候，生成模型的reward就是由判别模型给出的，而在对偶学习中，一个模型的reward由它对应的对偶模型给出。

2. Dual Learning for Machine Translation作者

Yingce Xia, Di He, Tao Qin, Liwei Wang, Nenghai Yu, Tie-Yan Liu, Wei-Ying Ma

单位

中科大，北大，微软亚研院

关键词

NMT，monolingual data, dual learning

文章来源

NIPS 2016

问题

利用双向NMT模型，在少量双语数据，大量单语数据的情况下，如何提高NMT的性能。

模型

主要的思想是通过two-agent communication game，用单语语料和语言模型来提升双向NMT的性能。利用A语言的单语语料进行学习的two-agent communication game过程如下：

 
 	agent1读入语言A的单语句子， 通过A到B的NMT模型转换成语言B的句子，并且发送给agent2。


 	agent2接收到agent1发送的语言B的句子，通过语言B的语言模型LM_B，给出一个reward r_1。再通过B到A的NMT模型，将句子转换成语言A并且发送给agent1。


 	agent1接收到agent2发送的语言A的句子，和最初的单语句子做比较，给出另一个reward r_2。




那么r=alpha* r_1+(1-alpha) r_2，agent1和agent2就能根据reward r对A到B和B到A的NMT模型进行学习。

如果用公式表达，这个过程的目标函数就是：

由于s_mid的sample space无穷大，需要做一些近似来求期望。 文中考虑到random sampling会有较大的variance和一些不合理的翻译，采用了N-best来近似（N=2, 用beam search得到）。

整个训练分成3个step:

 
 	用双语语料，普通的MLE training来学习A到B和B到A的NMT模型，作为warm start。


 	每一个minibatch里面一部分单语语料，一部分双语语料，对双语语料用MLE作为目标函数，单语语料用上面的公式作为目标函数；随着training的进行，减少双语语料的比例。训练交替地从语言A或者语言B开始。


 	最后完全用单语语料，通过上面的公式作为目标函数进行训练。




相关工作 
这篇文章和Semi-Supervised Learning for Neural Machine Translation以及Neural Machine Translation with Reconstruction比较相似，都是用双向NMT模型来互相学习增强，区别在于这篇引入了语言模型。和Minimum Risk Training for Neural Machine Translation也有一定的相关性，相当于MRT中的loss function用了语言模型和反向NMT进行定义。

简评

这篇文章从reinforcement learning的角度，将单语语料很好地融入到双向NMT的训练中，在使用10%双语语料的情况下也能取得较好的翻译结果。整体上来说非常有意思，也可以推广到更多的tasks in dual form。

完成人信息

陈云，香港大学，yun.chencreek@gmail.com。

Chat实录

问：论文中的相关工作部分提到了另外两篇neural machine translation的相关工作，请问作者可否简单介绍一下那两个模型的主要方法呢？以及它们和dual learning的最大区别。

答： 另外两篇论文分别是semi-supervised Neural Machine Translation 以及Neural Machine Translation with Reconstruction。 semi-supervised这篇是利用autoencoder，将源端和目标端的单语语料引入，进行双向NMT联合训练；reconstruction这篇，是在普通MLE目标函数的基础上，增加了从目标端的hidden state重建源句子的概率这一项。首先我谈一下他们的区别。

出发的角度不一样：

 
 	semi-supervised：如何将source和target端的单语语料引入，通过双向NMT提高NMT的性能。


 	recosntruction：解决translation adequacy的问题, 避免翻译的句子太短或者重复翻译某一部分。利用双向NMT优化原来的MLE目标函数。


 	dual learning：在少量平行语料，大量单语语料的情况下，如何利用双向NMT提高NMT的性能。




语料需求不一样：

 
 	semi-supervised: source,target端的单语语料，文中实验双语语料比单语语料多。


 	reconstruction: 没用单语语料。


 	dual learning: 10%的双语语料，大量单语语料。并且用了预先用单语语料训练好的语言模型。




解释的角度不一样：

 
 	semi-supervised: 双向NMT联合训练，目标函数包括两个方向的MLE，以及source&target autoencoder的reconstruction probability。


 	reconstruction: 目标函数在普通的MLE基础上增加了由reconstructor定义的reconstruction probability。


 	dual learning: 基于policy gradient的增强学习。用two agents play games这样的形式来解释。




而他们也有一些相同的地方:

都是用双向NMT来提高普通MLE训练的单向NMT的性能。reconstruction一篇相当于在原来的目标函数上加了reconstruction error，由于只用了双语语料，所以目标句子y是已知的。而semi-supervised和dual learning都会处理单语语料。在处理源端单语句子时，目标端的y是未知的。这二者都可以看成是一种句子级别的模型，通过正向的NMT产生一些句子来近似整个目标端输出空间，然后通过反向NMT给出句子的feedback(dual learning同时用了LM给出的feedback)。

大家可以对比一下他们的目标函数，能够比较明显地看出区别和联系来。

问：可以用dual-learning这样的framework来解决的其他问题吗？

答： 有很多dual tasks都可以用这个框架，比如 speech recognization & text to speech, Image captioning & Image generation, Question answering & Question generation, 还有 Query-document matching & Query/keyword suggestion。这篇文章之前MSRA的和有在斗鱼上直播过，大家可以看一下。

问：Dual Learning 中语言模型 LM 没看到在那里有详细的说明？刚才说的 Autoencoder，是在哪里提到的呢

答： 语言模型在文章中的第四页第二段可以看到：“This middle step has an immediate reward r1 = LMB(smid), indicating how natural the output sentence is in language B.” Reward包括r1和r2, r1就是语言模型给的reward。 语言模型是用单语语料提前训练好的，在NMT的整个training过程中固定不变。

Autoencoder在dual learning这篇没有提到，是在semi-supervised那篇提到的。

问：请问dual learning和GAN是否有相似之处 还是完全不相关的两种思路

答： 是有相似之处。作者之一秦涛在斗鱼直播有提到，GAN在某种程度上可以看成是dual learning的一种特殊情况。将generator看成是primal task，discriminator看成是dual task, 通过f和g共同学习来互相增强。dual task主要是为了给primal task提供feedback。个人觉得dual learning和GAN最大的区别在于对discriminator的定义不一样，GAN定义成分类问题，而dual learning定义的是一个重建问题。

问：论文中的算法提到了一个参数alpha，它的意义是什么呢？是需要手动调参还是一个机器学习优化得到的参数呢？

答： 这个alpha其实是LM reward跟反向NMT reward的一个trade-off，是手动调的。 文章后面有写，设置成0.005能取得较好的效果。

问：reconstruction error 以前常见于投影 project 重建 rebuild，或者是编码重建 encode/decode。图像上，一般常用 residual 来表示，例如子空间算法，KSVD 分解等等。这种对偶重建的方法，有没有可能发展成一种泛化的投影重建？

答： 我觉得你可以尝试一下，图像上的东西不太懂。如果可以做成这种对偶tasks的形式,一个task take 某个action的reward可以由另外一个task给出，应该就可以试试。

3. SQuAD: 100,000+ Questions for Machine Comprehension of Text作者

Pranav Rajpurkar, Jian Zhang, Konstantin Lopyrev, Percy Liang

单位

Computer Science Department, Stanford University

关键词

Question Answering, Dataset Creation

文章来源

EMNLP 2016

问题

创建一个large and high quality reading comprehension dataset。

模型

数据收集

用PageRanks搜寻出top 10000 English Wiki articles，然后uniformly sample 536 articles，做相关数据清洗后得到23215 paragraphs。这部分数据被分成三部分，training set(80%)，development set(10%)，test set(10%)。

下一步我们将这些paragraphs都放到Amazon Mechanical Turk上让用户创建问题以及回答问题。这样我们便得到了一个新的QA数据集。

为了评估human在这个QA数据集上的表现，development set和test set中的每个问题被至少发给了两个额外的crowdworkers，其中有2.6%的问题被crowdworkers标记为unanswerable。

数据集分析

我们把答案分成了两部分，numerical和non-numerical。对non-numerical answers再做一次constituency parsing和POS Tagging，发现答案分布如下图所示。


Baselines

作者做了sliding window baseline和logistic regression baseline，用accuracy和F1 Score做评估。结果如下图所示。


资源

在可以看到所有dataset的信息，test set leaderboard上有各种Model的performance。

相关工作

Question Answering方面的dataset有不少，最近比较popular的有：MCTest by Microsoft，BAbI dataset by Facebook，WikiQA by Microsoft，CNN/Daily Mail by DeepMind, Children’s Book Test by Facebook。有兴趣的读者可以查阅相关文献。

简评

SQuAD是一个高质量的Reading comprehension dataset。作者花费了大量的人力物力，让Crowdworkers根据Wikipedia Paragraph出题和答题。构建的dataset数量巨大且质量高，对未来Reading Comprehension Question Answering的研究非常有帮助。

完成人信息

Zewei Chu，The University of Chicago，zeweichu@gmail.com。

Chat实录

问：请介绍一下这个reading comprehension dataset和其他dataset之间的主要区别？以及该dataset的优势是？

答： 这篇paper相对于前面两篇内容简单一些，主要就是介绍了一个新构建的QA数据集。所以我和大家交流分享一下我比较熟悉的最近一些比较popular的QA Dataset吧。

MCTest: 数据集本身质量不错，像普通的阅读理解，是根据一篇文章提出问题，然后在给定的四个选项中选出一个。但是数据集太小，现在比较主流的RC model都是基于deep learning的，数据量太小很难让model学习到有用的信息。所以个人认为小数据集上的Model多少会给人一种强凑答案的感觉。

CNN/Daily Mail, CBT: 这个数据集我比较熟悉，数据集比较大，也是比较火的一个数据集。问题的答案只是一个单词或者一个entity，SQuAD的答案有比较长的phrase。the entities are anonymized。在anonymized dataset上训练的一个问题是，容易训练出没有semantics的模型来。因为训练集上的参考答案都是entity1，entity2，到了真实情况下碰到很大的vocabulary模型未必work。

安利一下，分析了一下几个在CNN/DM/CBT上面比较好的几个模型attention sum/gated attention sum/stanford reader其实本质是差不多的。然后stanford reader虽然在这个数据集上效果很好但是一旦数据集不anonymize就很容易不work了。

WDW dataset:Passage: 直接给一个例子。

 
 Britain’s decision on Thursday to drop extradition proceedings against Gen. Augusto Pinochet and allow him to return to Chile is understandably frustrating … Jack Straw, the home secretary, said the 84-year-old former dictator’s ability to understand the charges against him and to direct his defense had been seriously impaired by a series of strokes. … Chile’s president-elect, Ricardo Lagos, has wisely pledged to let justice run its course. But the outgoing government of President Eduardo Frei is pushing a constitutional reform that would allow Pinochet to step down from the Senate and retain parliamentary immunity from prosecution. …

 Question: Sources close to the presidential palace said that Fujimori declined at the last moment to leave the country and instead he will send a high level delegation to the ceremony, at which Chilean President Eduardo Frei will pass the mandate to XXX.

 Choices: (1) Augusto Pinochet (2) Jack Straw (3) Ricardo Lagos



还有一个dataset叫wiki QA我也没有在上面实验过，也给一个例子。

 
 Question: Who wrote second Corinthians? Second Epistle to the Corinthians The Second Epistle to the Corinthians, often referred to as Second Corinthians (and written as 2 Corinthians), is the eighth book of the New Testament of the Bible. Paul the Apostle and “Timothy our brother” wrote this epistle to “the church of God which is at Corinth, with all the saints which are in all Achaia”.



个人觉得open domain以及需要external knowledge的QA DATASET其实很难，但是很重要，因为可以应用在其他更多的方面。

另外提一个LAMBADA dataset，虽然他的问题是last word prediction，不过我们发现用reading comprehension models也可以做出很好的效果。详细信息可以看。

facebook有个babi dataset，



需要一些logical thinking，facebook自己搞了一些memory network的模型在上面效果比较好，但是其实我觉得memory network和attention模型非常相似。

至于本文构建的squad dataset主要的特点就是答案可能比较长，而且不给候选答案，所以难度应该会大一些 数据集的质量也比较高，因为都是人工出的问题和标准答案，数据量也很大，容易训练处有用的模型。

个人认为构建大的，有意义的数据集对于QA的工作是很关键的。现在还是比较缺乏能够推广到实际生活中的问题的QA模型。

我大致就分享这一些。给想做QA方面问题的同学一点参考。

活动预告

下一期Paper Note+Chat活动将会继续分享和解读3篇2016年最值得读的自然语言处理领域paper，分别是：

1.LightRNN Memory and Computation-Efficient Recurrent Neural Network

2.Text understanding with the attention sum reader network

3.Neural Machine Translation with Reconstruction

为保证讨论的质量，在讨论之前要求各位同学至少读过其中的一篇paper。

活动报名请扫码
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      原标题：PaperWeekly 第二十七期 | VAE for NLP

            引言

提及 Generative Models，Variational Autoencoder (VAE) 和 GAN 可以说是两座大山头。二十四期的一文中对 GAN 在 NLP 中的进展做了详细的介绍，推荐错过的朋友不要再错过。虽然 GAN 在图像生成上效果显著（当然 VAE 也很强），但在 NLP 方面暂时还是 VAE 较为 work。今天的分享作为姊妹篇（捂脸），对 VAE 在 NLP 的应用里最具有代表性的几篇 paper 进行介绍。我会尽量梳理论文之间的联系，希望对大家有所帮助。本期涉及的论文有：

 
 	《Generating Sentences From a Continuous Spaces》. ICLR 2016


 	《Neural Variational Inference for Text Processing》. ICML 2016


 	《Language as a Latent Variable: Discrete Generative Models for Sentence Compression》. EMNLP 2016


 	《A Hierarchical Latent Variable Encoder-Decoder Model for Generating Dialogues》. AAAI 2017


 	其他





在展开之前，我先带大家简单回顾一下 VAE 的核心。

1) 如上图所示，VAE 可以看做是 Standard autoencoder 的 regularized version（在 autoencoder 的架构上引入随机 latent variable）

2) VAE 从 data 学到的是在 latent space 的 region，而不是单个点。换句话说是 encode 学到了一个概率分布 q(z|x)

3) 引入 KL divergence 让后验 q(z|x)接近先验 p(z)。这里的 motivation 在于如果仅用 reconstruction loss，q(z|x)的 variances 还是会很小（又和原有的单个点差不多了）

VAE 详细推导这里就不展开，各种 tutorial 也非常多。只要掌握变分推断和理解 reparametrization trick 就基本 ok 了。

下面进入正题。

— 01 —

Generating Sentences From a Continuous Spaces

论文链接: 

这篇文章对后面很多 paper 影响很大而且我也很喜欢，所以重点介绍一下。paper 最早发表在 ICLR 2016 上，motivation 在于作者为了弥补传统的 RNNLM 结构缺少的一些 global feature（其实可以理解为想要 sentence representation）。其实抛开 generative model，之前也有一些比较成功的 non-generative 的方法，比如 sequence autoencoders[1]，skip-thought[2]和 paragraph vector[3]。但随着 VAE 的加入，generative model 也开始在文本上有更多的可能性。


Loss 的组成还是和 VAE 一样。具体模型上，encoder 和 decoder 都采用单层的 LSTM，decoder 可以看做是特殊的 RNNLM，其 initial state 是这个 hidden code z（latent variable），z 采样自 Gaussian 分布 G，G 的参数由 encoder 后面加的一层 linear layer 得到。这里的 z 就是作者想要的 global latent sentence representation，被赋予了先验 diagonal Gaussians，同时 G 就是学到的后验。

模型很简单，但实际训练时有一个很严重的问题：KL 会迅速降到 0，后验失效了。原因在于，由于 RNN-based 的 decoder 有着非常强的 modeling power，直接导致即使依赖很少的 history 信息也可以让 reconstruction errors 降得很低，换句话说，decoder 不依赖 encoder 提供的这个 z 了，模型等同于退化成 RNNLM（摊手）。顺便一提，本文最后有一篇 paper 也是为了解决这个问题。

先看这篇 paper 提出的解决方法：KL cost annealing 和 Word dropout。

1) KL cost annealing

作者引入一个权重 w 来控制这个 KL 项，并让 w 从 0 开始随着训练逐渐慢慢增大。作者的意思是一开始让模型学会 encode 更多信息到 z 里，然后随着 w 增大再 smooth encodings。其实从工程/代码的角度看，因为 KL 这项更容易降低，模型会优先去优化 KL，于是 KL 很快就降成 0。但如果我们乘以一开始很小的 w，模型就会选择忽视 KL（这项整体很小不用降低了），选择优先去降低 reconstruction errors。当 w 慢慢增大，模型也慢慢开始关注降低 KL 这项了。这个技巧在调参中其实也非常实用。

2) Word dropout


既然问题是 RNN-based 的 decoder 能力太强，那我们就来弱化它好了。具体方法是把 input 的词替换成 UNK（我可能是个假的 decoder），模型被迫只能去多多依赖z。当然保留多少 input 也需要尝试，我们把全都不保留的叫做 inputless decoder，实验表明，inputless VAE 比起 inputless RNN language model 不知道好到哪里去了。

受到 GAN 的启发，作者还提出了一个 Adversarial evaluation，用一半真一半假的数据作为样本训练出一个分类器，再对比不同模型生成的句子有多少能骗过这个分类器，这个 evaluation 被用在 Imputing missing words 这个任务上，VAE 的表现同样比 RNNLM 出色。

最后，作者展示模型的确学到了平滑的 sentence representation。选取两个 sentence 的 code z1 和 z2，z1 和 z2 可以看做向量空间的两个点，这两个点连线之间的点对应的句子也都符合语法且 high-level 的信息也保持局部一致。


— 02 —

Neural Variational Inference for Text Processing

论文链接: 

其实这篇 paper 和第一篇是一起投的 ICLR，后来转投了 ICML 2016，所以时间上其实和第一篇是一样的（两篇文章也有互相引用）。不同于第一篇，作者的出发点是构建一个 generative neural variational framework。为了证明 framework 的优越性，分别在 unsupervised 和 supervised 的任务上提出了两个模型，结果也很令人满意。


第一个任务是 unsupervised document modeling，模型叫 Neural Variational Document Model（NVDM）。h 和第一篇的 z 一样，在这里代表 latent document semantics，但 document 是以 bag-of-words 的形式（个人以为这里作者主要还是受到 LDA 的影响）。encoder 采用MLP，decoder 是一层 softmax。

第二个任务是 supervised answer selection，模型叫 Neural Answer Selection Model（NASM）。文本的建模方式采用 LSTM（在第二个任务用 LSTM，第一个任务用词袋，可能为了证明普适性）。h 代表 latent question semantics。如上图所示，Zq 和 Za 用来表示 question 和 answer，y 代表 answer 是不是正确答案，用 Zq 和 Za 预测 y。那么 Zq 和 Za 是怎么得到的呢？Zq 延用 LSTM 的 last state，而 Za 则较为复杂，所谓脱离问题谈答案都是耍流氓，所以对 Za 建模时要显式的放入 question 的信息。可这里该怎么表示 question 呢？如果还用 Zq，模型很容易 overfitting。这里我们的 latent h 终于可以出场了，引入 h 不仅起到了 muti-modal 的效果，还让模型更 robust，再把基于 attention 的 c(a,h)和 answer 的 LSTM last state 组合得到 Za。这种做法对我们在寻找 representation 时有很好的借鉴作用。最后通过推导 variational lower bound 确定 h 的先验是 p(h|q)（第一个任务中先验是 p(h)）, 这里就不赘述了。

— 03 —

Language as a Latent Variable: Discrete Generative Models for Sentence Compression

论文链接: 

这篇 paper 发表在 EMNLP 2016，同样出自第二篇 paper 的作者。传统的 VAE 是把数据 encode 成 continuous latent variable，这篇 paper 的贡献在于提出了一个 generative model 用来学到 language 的 discrete representation—一个带有 sequential discrete latent variable 的 VAE。所谓的 discrete latent variable 就是指一个单词，加上 sequential 其实就是一个句子，由于 VAE 本身是压缩数据的，换句话说是用短一点的句子来表示原来的句子，也就是句子压缩。我觉得作者的 intuition 在于每个句子可以有多个缩写，且都可以表示原句，有一点点 distribution 的意思，所以用 latent variable 很合适。


原句和压缩句分别是 s 和 c ，模型整体是 encoder -> compressor -> decoder。我们分解开看，encoder -> compressor 采用 pointer network[4]只从 s 里选取合适的词而不是整个词典，从而大大减少了 search space。compressor -> decoder 是一个带 soft attention 的 seq2seq。这个模型的好处是不需要 label 数据，但是如果我们有足够的 label 数据（真实数据里 c 里的词可不仅仅来自 s），需要额外加个 softmax 从整个词典里选词，同时再定义一个 latent factor 判断是从 s（pointer network）还是从词典里选，更加符合任务需求。

值得一提的是 Variational lower bound 里的 p(c)是 pre-train 好的 language model。因为 Language model 的一个特点是比较喜欢短句子，很适合句子压缩的场景。由于 reparameterisation trick 并不适用 discrete latent variable，作者还采用了 REINFORCE[5]的方法（凡是 discrete 的问题，GAN/VAE 都可以采用 REINFORCE）。

— 04 —

A Hierarchical Latent Variable Encoder-Decoder Model for Generating Dialogues

论文链接: 

这是第一篇把 VAE 的思想引入到 dialogue 的 paper。和普通的 VAE 区别在于 dialogue 的 reconstruction 是生成的下一句 utterance，而不是 input 自身。这篇 paper 的前身是 HRED[6]，HRED 的核心思想是，把 dialogue 看做是 two-level：dialogue 是 utterance 的组合，utterance 是 words 的组合。HRED 由 3 个 RNN 组成：encode RNN 把每个 utterance 变成 real-valued 的向量 u，context RNN 把每个 turn 里的 u 作为输入变成向量 c，最后把 c 交给 deocde RNN 生成下一个 utterance。


VHRED 在 HRED 的基础上每个 turn 里引入一个 latent variable z，z 由 context RNN 的 c 生成。z 的意义比较笼统，sentiment/topic 怎么解释都行。模型的训练技巧如 KL annealing 等大量借鉴了第一篇 paper 的思想，特别要注意训练时的 z 从后验采样（保证 decode 的正确性），测试时再从先验采样（ KL 已经把分布拉近）。实验表明，latent variable 有助于生成更加 diverse 的回复。

— 05 —

其他

论文链接: 

 
 	第一次将 VAE 引入机器翻译：
《Variational neural machine translation》EMNLP 2016
论文链接: 


 	为了改进 KL 迅速降到 0，提出 convolutional 和 recurrent 结合的 VAE：
《A Hybrid Convolutional Variational Autoencoder for Text Generation》
论文链接: 
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前言

近来阅读了 PASCAL VOC 2012 排行榜上前几的文章，包括 PSPNet 和林国省老师的几篇论文，觉得现在在 semantic segmentation 领域对于 Multi-scale Features ensembling 的关注又多起来了（当然其实一直都应用的挺多），然后林国省老师对 CRF 有一些新的认识和解读。这些都将总结于此。

两个发展方向

 
 	特征整合（Feature Ensembling） 
又分为：


  
  	多尺度（multi-scale） 特征整合


  	多级（multi-level）特征整合


 

 	结构预测（Structure Prediction） 
比如之前经常使用的条件随机场




特征整合

多尺度整合

PSPNet

这个方法在前一段时间是 PASCAL VOC 2012 排行榜上的第一，现在的第二。

语义分割中常见问题

 
 	关系不匹配（Mismatched Relationship） 
场景中存在着可视模式的共现。比如，飞机更可能在天上或者在跑道上，而不是公路上。


 	易混淆的类别（Confusion Categories） 
许多类别具有高度相似的外表。


 	不显眼的类别（Inconspicuous Classes） 
场景中包括任意尺寸的物体，小尺寸的物体难以被识别但是有时候对于场景理解很重要。




Note: 这些大多数错误都部分或者完全和上下文关系以及全局信息有关系，而 PSPNet 就是为了整合不同区域的 context 来获取全局的 context 信息。

网络结构



其中的一些 tricks:

 
 	图片输入的 CNN 是 ResNet，使用了 dilated convolution


 	Pyramid Pooling Module 中的 conv 是１×１的卷积层，为了减小维度和维持全局特征的权重


 	Pyramid Pooling Module 中的 pooling 的数量以及尺寸都是可以调节的


 	上采样使用的双线性插值


 	poly learning rate policy


 	数据扩增用了：random mirror, random resize(0.5-2), random rotation(-10 到 10 度), random Gaussian blur


 	选取合适的 batchsize




结构还是很清晰明确的，没太多可说的。 

此外，文中还提到了为了训练使用了一个辅助的 loss，并不在我们讨论内容之内，仅展示一下示意图：



PSPNet 在 PASCAL VOC 2012 上测试的结果如下：



FeatMap-Net

这是林国省老师两篇论文中提到的网络结构的前面一部分，我把它抽取出来在此讨论特征整合，这部分网络结构利用多尺度 CNN和 sliding pyramid pooling来获取 patch-background 的上下文信息。

网络结构



其中:

 
 	图片进来先进行 0.4, 0.8, 1.2 的放缩


 	前 1-5 conv block 是共享参数的


 	向上采样还是我们熟悉的双线性插值




Sliding Pyramid Pooling



其中使用的是滑动的 pooling，即 stride 为 1，所以不降低 feature map 的尺寸。不同尺寸的窗口有利于获得不同大小的背景信息，而且增加了 field-of-view，这样 feature vector 能编码更大范围的信息（feature vector 会在之后的结构中使用，下文会介绍到）。

多级整合

RefineNet

这个方法在前一段时间是 PASCAL VOC 2012 排行榜上的第三，现在的第四。本方法主要想解决的限制是：多阶段的卷积池化会降低最后预测结果图片的尺寸，从而损失很多精细结构信息。

现有方法的解决办法：

 
 	反卷积作为上采样的操作 
反卷积不能恢复低层的特征，毕竟已经丢失了


 	Atrous Convolution(Deeplab提出的) 
带孔卷积的提出就是为了生成高分辨率的 feature map，但是计算代价和存储代价较高


 	利用中间层的特征 
最早的 FCN-8S 就是这样做的，但是始终还是缺少强的空间信息




以上所说方法在我之前的文章中都有提到，感兴趣的同学可以猛戳以下链接，这里就不赘述了。 

图像语义分割之FCN和CRF: https://zhuanlan.zhihu.com/p/22308032?group_id=820586814145458176

作者主张所有层的特征都是有用的，高层特征有助于类别识别，低层特征有助于生成精细的边界。所以有了接下来的网络结构，说实话我是觉得有点复杂。

网络结构



可以看见，整个结构其实是类似于 FCN-8S 的结构的，只是抽出特征更早，而且经过了 RefineNet 进行处理。 

整个流程就是，1/32 的 feature map 输入 RefineNet 处理后和 1/16 的 feature map 再一起又输入一个 RefineNet 优化，后面的过程类似。

RefineNet



可以看出，每个 RefineNet 的输入是可以调整的，所以整个网络的连接也是可以修改的，当然作者做实验说明在他提出的其他变体中这种连接的效果最好。

Residual Convolution Unit (RCU)



Multi-resolution Fusion



这里将输入的不同分辨率的 feature map 上采样到和最大 feature map 等尺寸然后叠加，此处的 conv 用于输入的参数自适应。

Chained Residual Pooling



文中提到：

 
 	conv 作为之后加和的权重


 	relu 对接下来 pooling 的有效性很重要，而且使得模型对学习率的变化没这么敏感


 	这个链式结构能从大范围区域上获取背景 context




此处不得不提到，这个结构中大量使用了identity mapping这样的连接，无论长距离或者短距离的，这样的结构允许梯度从一个 block 直接向其他任一 block 传播。

现在回过头来看看 RefineNet 整个网络结构还是有些复杂的，但是确实还是有一些效果，这种直接将低层特征抽取来优化高层特征的措施可以想象能对结果进行一些优化。但是始终还是觉得这样的处理有点太复杂了。

接下来看一下 RefineNet 在 PASCAL VOC 2012 上测试的结果：



结构预测 (CRF)

其实在语义分割这个领域很早就开始使用 CRF 或者 MRF 等对语义信息进行建模，在深度学习火起来之前就有不少这样的方法了。所以后来大家很自然地想到了深度学习和条件随机场的结合。但是，林国省老师指出现在利用条件随机场的方法都不太“地道”。 

现有方法：

 
 	dense CRF 作为 FCN 输出的后处理，并没有真正地结合进 CNN


 	CRFasRNN 中将二者真正结合了，但是只有其中一元势函数的输入来自 CNN，二元势函数的输入来自于一元以及迭代，而且这里的二元势函数被强制考虑为局部平滑度




以上所说方法在我之前的文章中都有提到，感兴趣的同学可以猛戳以下链接，这里就不赘述了。 

图像语义分割之FCN和CRF: https://zhuanlan.zhihu.com/p/22308032?group_id=820586814145458176

Contextual CRF

此处提到的结构是和前文所述 FeatMap-Net 为统一网络结构

整体结构



此处我们主要讨论 FeatMap-Net 之后的 CRF 的处理。林老师提出的这个方法对一元势函数和二元势函数都用 CNN 来直接进行处理，而且二元势函数是直接对空间语义建模更精确。

 
 	feature map 中的每个空间位置（即每个像素点）对应 CRF 图中的一个节点


 	Pairwise connection 就是通过每个节点与预定义的 spatial range box 中其他节点连接来体现的


 	不同的空间关系通过定义不同类型的 range box 来实现的，每种空间关系通过特定的 pairwise potential function 来建模 




不同空间关系：



Surrounding 这样的关系就在对应节点的周围画框，Above/Below 这样的关系就让节点在一条边的中间然后在其上方或者下方画框，此处的框是原图最短边的 0.4.

此处我们回顾一下 CRF 的公式：



其中，Ψω 是不同类型一元势函数的集合，Ω 是一元势函数对应的节点集合；θ 是不同类型二元势函数的集合，Φ 是二元势函数对应的边的集合。

Unary Potential Functions



这里，Zp,yp 对应与第 P 个节点和第 Yp 个类别 



一元势函数对应的处理就是从 Feature map 上的一个节点提取出 feature vector，然后连接几层全连接层，输出K个值，这个K就是需要预测的类别数。

Pairwise Potential Functions





我觉得这里对二元势函数的处理很巧妙，将两个节点对应的 feature vector 提取出来然后连接到一起来学习两个节点之间的边，很棒！之后自然也是连接几层全连接层输出的是k⊃2; 个值，为了将所有类别之间的配对关系都考虑进去，但是这里产生的值应该有很多冗余。

Asymmetric Pairwise Functions

对于不对称的关系比如 AboveBelow 就需要这样的不对称二元势函数进行学习，而这种势函数主要依赖于两个节点输入的顺序，这个可以通过两个 feature vector 连接的顺序来体现，所以我说这样的处理很巧妙啊。

至此，这种对 CRF 的解读讲完了～但是这篇文章中的有一些内容还不得不提一下：

 
 	这些 CRF 是用于 coarse prediciton stage 的，为了提升低分辨率的预测；文中提到在最后的输出的时候还是使用来的 dense crf 进行细化输出的（这就比较尴尬了，最开始还说人家不好，现在还是要使用……）


 	文中提到 Piecewise Learning 作为新的一种对 CRF 的训练方法，这里就没有阐述了，感兴趣的同学可以看看原文。
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前言

有这样一群简单的小图片，每天在全世界几十亿人的手机和电脑屏幕上传过来传过去，传递着微妙的情感，润滑着我们的交际， 定义着新的人际交流模式。这群看着不起眼实则大有作为的小图片们就是—Emoji（表情符号）。

一点点历史

说到表情符，很多人都会先想到用标点符号表示的笑脸 :-) 它诞生于1982年。在那个我们大多数人还在用纸笔交流（或者还没出生）的时候，卡内基梅隆大学的一群计算机科学家们就已经频繁的使用电子邮件交流工作或者互相调侃。他们发现，由于电子邮件缺少面对面交流时的肢体语言，面部表情和语音语调，很多时候玩笑被当成了正儿八经的话。于是这群科学家们就决定发明一种标记符号来弥补这个缺陷。

Scott Fahlman 首次在电子邮件中（Fahlman，2012）使用表情符号（emoticon）。他用 “:-)” 表示某一句话是开玩笑的，用 “:-(” 表示某一句话是严肃的。不过很快，大家就开始用 “:-(” 来表示伤心或烦恼。

九十年代末，日本一家叫 NTT DOCOMO 的电信公司为了在年轻的 BP 机市场中脱颖而出，开发了 176 个基于漫画和日文汉字的图片表情符号，emo-ji（絵-文字）从此诞生，并在年轻人中迅速流行开来。

2007年，苹果手机推出第一代 iPhone，智能手机开始逐渐火爆。苹果和谷歌觉得，要想抢占亚洲的智能手机市场份额，他们的系统必须支持表情符号，于是苹果和安卓系统开始支持 Emoji，但是西方的年轻也发现 Emoji 很好玩，表情符号开始席卷全球。

2010 年统一码协会 Unicode 开始编码 Emoji，截至 2017 年 Unicode Emoji Data v4.0有 2389 个 Emoji。国内社交平台除了支持 Unicode 编码中的 Emoji 以外也有很多自己独特的表情符号，颜文字和 GIF 图表情。Emoji 频频成为新闻焦点，2015 年，牛津英语辞典将 Emoji 选为年度新词（word of the year）。

2016 年，索尼影视娱乐（Sony Pictures）宣布将拍摄电影“Emoji动画”（the Emoji Movie，图1）。以 Emoji 为主体的音乐剧“Emojiland”也将在洛杉矶上演。



Figure 1 电影 The Emoji Movie 海报

Emoji 数据一览

一扫 Emoji 的数据我们便可以发现，Emoji出现地非常频繁，但是它们的使用在不同语言文化背景下，不同年龄和社会群体中，甚至在不同手机系统中的用法都不一样。我们更多地使用开心，搞笑和表达爱意的 Emoji，不常使用愤怒悲伤的 Emoji（或者说，当我们真正非常愤怒和悲伤的时候，我们很少使用 Emoji）。Emoji经常不表达人的情感，而是用来维持友谊，表达礼貌。新的 Emoji 天天出现，新的用法也天天演变。下面我们来看看 Emoji 几个有意思的数据。

Emoji，天天见

在社交网络和手机通讯中，表情符号无处不在。表情符号不仅包括面部表情和手势（比如笑脸，哭脸，眨眼，吐舌，OK 手势，中指，拍手），还包括常见物品（比如车辆，房屋，动物，植物，食物），动作行为（比如跳舞，各类运动），和抽象概念（比如社会关系，国旗，时间，金钱）。Instagram 的调查显示（图 2），截至 2015 年四月，Instagram 上有 40% 的信息含有表情符号。在一些国家（比如芬兰和法国），这个比例超过 50%。



Figure 2 Emoji 使用频率变化 - Instagram

我们为什么这么热衷使用表情符号呢？这是因为表情符号弥补了书面表达相比起面对面交流的缺失。在面对面的交流中，有很大比例的语义是通过语言以外的渠道传达的，比如语音语调，面部表情和肢体语言。传统的书写中没有这些非语言成分，因此书写交流给人的社会临场感（social presence）很低，导致表情，态度和个性等信息交流困难。当我们大量的交流在网上进行时，我们需要增强交流的临场感，而表情符号正可以用来替代面对面交流中很多非语言成分的作用。你的 Emoji 不一定是我的 Emoji

就像汉字有各种不同字体，Emoji 也在不同系统中长得不一样。对于文字来说，字体不能改变意思，但是由于 Emoji 是对实物的模拟，不同的 Emoji 字体很可能会引起误解。比如，眦牙笑的 Emoji 在谷歌安桌系统中（下图最右边的表情符号）就看起来比在 iPhone 上（下图最左边的表情符号）看起来开心的多。图 3 显示了人们对同一个 Emoji 在不同系统中的呈现的感情评分。大家觉得这个 Emoji 在 iPhone 上表达了略负面的感情，但是在谷歌系统中非常正面非常开心。



Figure 3 人们对不同系统中呲牙笑表情符号的情感评分不同

这个问题使得不同系统用户互相交流的时候可能会出现误解。在下面这个对话中，一个安桌用户（左图）和一个 iPhone 用户（右图）聊天。安桌用户说“刚从约会回来。[笑脸]”，这个笑脸在他的手机上看起来很开心，但是在iphone上却变成了眦牙笑，于是他的iphone朋友同情的说，“哎呀，看来约会不成功啊。。。等着你讲故事啊”，安桌用户于是莫名其妙… 



Figure 4 安卓用户和 iPhone 用户因为 Emoji 呈现不一样而产生误解

多笑脸，少哭脸

我们用正面感情的 Emoji 远远多于负面感情的 Emoji。Emojitracker.com 网站实时监控推特网上的 Emoji 使用，目前数据显示最常用前五位表情符号都是用来表达正面感情的。排名第一的笑哭脸“是第二常用的表情符（心型）的两倍多。大家要是好奇这些 Emoji 都用在什么语境中，可以点击某个具体的 Emoji，看推特实时数据（笔者觉得这个网站很有意思，在上面浪费了两个小时）。



Figure 5 推特 Emoji 词频-数据源于 emojitracker.com 201-03-09

Novak et al.(2015) 在 PLOS ONE 上发表了他们对欧洲十三个国家推特 Emoji 情感表达的研究。在他们的数据中，5%的推特评论中含有 Emoji。表达正面情感的表情符号比表达负面情感的符号更常用。下图显示 Novaket al. 调查中频繁的 Emoji 和它们的感情极性。绿色是正面，红色是负面。这一片绿的数据表明绝大多数常见的 Emoji 是表达正面情感的。



Figure 6 Novak et al. 推特 Emoji 情感分布，绿色为正面，红色为负面

笔者自己也做了个调查。我搜集了 Facebook 在美，英，法，德四国的新闻媒体公共帐号下八百万条评论，其中 6%有 Emoji。和以上 Novak et al. 的数据不同的是，我们数据中“笑哭脸” �� 并不常见。这其中最频繁的是大拇指，心型眼镜，鼓掌和爱心。虽然前十名中也有四个表达负面情感的 Emoji：排第 5 的愤怒，第 7，8 和 9 的大哭，泪水和惊恐，但是更多的 Emoji 还是表达正面情感。我们数据和推特数据不同主要是因为我们的数据来源于读者对新闻的评论，因此会有很多表示意见和看法的 emoji。



Figure 7 脸书媒体公共页面中表情符号的分布- 数据采集于 2016 年 8，9 月

为什么我们很少用负面的 Emoji 呢？可能的原因有两个：1. 人们在社交网络中表达正面情感更多；2. 人们在表达负面情感的时候很少用表情符号。原因 1 也许是成立的，但是这个因素很难完全解释正负面表情符号差距之大。更有可能的情况是原因 2：我们在表达负面情感的时候很少用表情符号。表情符号的使用（不管是什么表情符号）都会在某种程度上减弱语气的强硬程度。试想一下，如果你对某个服务非常不满意，在和一个客服吵架，你会频繁的使用表情符号吗？这个观点也被 Tyler Schnoebelen 的研究印证。Schnoebelen 的博士研究的就是社交网络中表情符号的使用。他发现，当 “fuck you” （呃怎么翻译呢？不懂的童鞋自己百度吧）出现的时候，表情符号很少出现，因为表情符号会减弱愤恨，厌恶的情绪的表达程度。

Emoji 和人工智能

Emoji 铺天盖地的流行当然引起了计算语言和 NLP 届的关注。最常见的分析就是把Emoji 当作单词一样来分析，采用概率语言模型、深度学习模型的低维实向量话来分析 Emoji 语义之间的关系，比如在下图的向量可视化中（http://getdango.com/emoji-and-deep-learning/），含义相似的 Emoji 聚集在一起。面部表情大都聚集在下方，国旗聚集在左上角。把含有 Emoji 的语句用循环神经网络（RNN）表示出来使得我们可以根据新的语句在预测合适的 Emoji。这个 Emoji 推荐 app 使用的就是就是这个技术：http://getdango.com/emoji-and-deep-learning/。



用循环神经网来为含有表情符号的语句建模虽然可以预测表情符号的出现，但是这并不能使机器理解我们所表达的含义。从语言中分析情感一直是自然语言理解（Natural Language Understanding）的一个重要课题。传统的做法是为每一个语言建立情感词库，然后根据情感词的词频来预测语用者的情感。比如，当我们在一句话中找到“开心” 这个词的时候，我们可以有一些信心推测这句话表达了正面的感情。这种通过情感词语分析情感的做法意味着每个语言需要有自己的情感语言词库。可是，表情符号常常是居于面部表情的。如果全世界的人都使用表情符号来表达情感，我们岂不是可以跨国语言障碍，通过分析表情符号直接理解情感？可能吗？

没有那么简单。有很多自然语言处理对 Emoji 的研究建立在这样一个假设上：Emoji 和语言之间没有语义交互。我们可以通过把 Emoji 看作是一种情感标注（例如 Davidovet al. 2010; Ganster et al. 2012）或者是当作情感分析的一个特征（例如 Zhao et al. 2012。这些研究发现，虽然加入 Emoji 可以改善情感分析的精确度，但是正确率还是较低，正面 Emoji 对情感的预测尤其低。为什么？因为表情符号和语言是有语义上的交互的。同样的语句配上不同的表情符号可以有不同的理解。比如，下面这个句子，在（1）中的理解是一个请求，说话人的情绪是中性或者偏负面，而（2）表达的是说话人觉得对方做的事很好笑，表达了正面的情绪。

1. 你能不能不要这样子？�� 

2. 你能不能不要这样子？�� �� �� �� ��

很多时候我们不是用表情符号来直接表达情感，而是用它们来表示礼貌，或者用来标注幽默，反义和讽刺的态度。比如，我们会在请求的时候加上笑脸，但是笑脸并不表达我们很开心， 比如（3）。我们可能在表达负面情绪的时候用正面的 Emoji，不如（4）。

3. 你要是去超市能不能帮我带一瓶可乐？谢谢啦！

4. 今天听了川普的演讲，我崩溃了。�� �� ��

为了调查说话人总体情感和 Emoji 感情极性的关系，我分析了脸书（Facebook）中用户的“反应”（Reaction）和他们在评论中表情符号的使用。在微信朋友圈中我们可以给某个状态点赞，但是点赞并不能让我们知道读者对这条状态具体的情感反义。而在脸书中，用户可以对某一条状态或新闻给一个宏观的情感的反应（Reaction)），有六种选择：点赞，热爱，哈哈，哇，伤心，愤怒（图8）。



Figure 8 Facebook 脸书中六种反应（Reaction）

如果这个情感反应体现了读者宏观的情感，我们可以看看在不同的情感下大家会用什么表情符号。我收集了五千八百万个反应，用 K-means 算法集群，发现大家的反应主要有四类（图9），第一类中，绝大多数的反应是点赞；第二类有不少点赞，但是也有不少哈哈和不少愤怒；第三类以愤怒为主，第四类以伤心为主。在这四种不同的反应中表情符号的分布是不是不同呢？确实（图10）。在第一第二类反应中，最常见的表情符号大都是正面（除了第二类中反应中常见的惊恐 Emoji）。在第四类伤心的情感反应中，常见的表情符号都是负面的。有意思的是，在第三类以愤怒为主的反应中，前五个常见表情符中有三个是正面的：大拇指，鼓掌和眨眼笑。这说明当我们在伤心的时候很少使用正面的表情符（来讽刺或者表达反义），但当我们生气地时候却经常使用反讽的表情符。这个结果也印证了我们的观点：表情符并不简单的表达情感。它们和语言有着复杂的语义交互。要想使机器真正理解我们用表情符号表达的含义，我们必须能够自动准确的分析表情符和语言之间的交互。这是目前 Emoji 带给自然语言理解的挑战。



Figure 9 脸书“反应”（Reactions）集群



Figure 10 脸书不同情感反应中不同的表情符号分布

Emoji 的未来

像很多互联网时代的产物一样，Emoji 从开始被大众使用到现在铺天盖地只用了不到十年的时间。在这段时间里，Emoji 改变了我们交流的方式，重新定义了网络书写语言的规则。表情符号并不简简单单的表示感情，而是微妙的影响着语义和交互的体验。只有当我们真正理解了 Emoji 和语言的交互，才能打造能够自然使用 Emoji 的聊天机器人，才能让真正让人工智能理解数字时代的我们。
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            本期 PaperWeekly 将继续分享和解读 3 篇 2016 年最值得读的自然语言处理领域 paper，分别是：

1. LightRNN Memory and Computation-Efficient Recurrent Neural Network

2. Text understanding with the attention sum reader network

3. Neural Machine Translation with Reconstruction

➊

LightRNN: Memory and Computation-Efficient Recurrent Neural Networks

论文链接

https://papers.nips.cc/paper/6512-lightrnn-memory-and-computation-efficient-recurrent-neural-networks.pdf

作者

Xiang Li, Tao Qin, Jian Yang, Tie-Yan Liu

单位

Nanjing University of Science and Technology & Microsoft Research Asia

关键词

LightRNN, Word Embedding, Language Model

文章来源

NIPS 2016

问题

在词典规模比较大的情况下，传统 RNN 模型有着模型大训练慢的问题，本文提出的 LightRNN 模型通过采用两个向量组合在一起表示一个词的方法，降低实际训练向量的数目，进而解决上述问题。

模型

LightRNN 的核心思想是将一个词用两个共享的向量来表示。如下图所示，我们将所有的词分配到下面一个二维词表中，表中第i行所有词语的对应的行向量为 x(i,r),第 j 列词语对应的列向量为 x(j,c)。故第 i 行第 j 列的词语由 x(i,r)和 x(j,c)两部分共同表示，该方法在论文中被称为两部共享嵌入（2-Component shared embedding）。

每一行词语的行向量，每一列词语的列向量均是共享的，因此对于大小为 |V| 的词典，只需要 2√|V| 个不同的向量就可以表示所有词语，这大大缩小了模型的体积，加快模型的训练速度。



通过上面的介绍我们知晓了可以通过两个向量来表示一个词语，接下来将介绍如何将这种新奇的词表示方法引入到 RNN 模型中。本文的想法其实非常简单，如下图所示，将一个词的行向量和列向量按照顺序分别送入 RNN 中即可。以本文中的语言模型任务为例，为了计算下一个词是 w_t 的概率，我们需要先根据前文计算下一个词的行向量是 w_t 的行向量的概率，再根据前文和w_t 的行向量计算下一个词的列向量是w_t 的列向量的概率。行向量概率和列向量概率的乘积便是下一个词是w_t 的概率。



现在我们已经清楚了这种新颖的词语表示方法以及如何将这种词语表示方法应用到语言模型中。但仍然存在一个关键的问题，即如何生成上图中的二维词表。本文提出了一种 Bootstrap 过程的方法，具体步骤如下：1. 冷启动，随机将词语分配到二维词表中。2. 训练 Embedding 到 LightRNN 收敛为止。 3. 固定上述训练好的 Embedding，再重新分配词语在表中的位置来最小化损失函数。然后回到步骤 2。（该过程可以转化成最小权完美匹配问题，文中采用相关论文中的近似算法来解决该问题。）

通过一些在 ACLW 和 BillionW 数据集上的语言模型实验，可以观察到相比之前的语言模型，LightRNN 在训练速度上有两倍的提升，模型缩小了数十倍，且实验效果还略有提升。

资源

[ACLW]

https://www.dropbox.com/s/m83wwnlz3dw5zhk/large.zip?dl=0

[BillionW]

http://tiny.cc/1billionLM

相关工作

语言模型相关工作

1. Blackout: Speeding up recurrent neural network language models with very large vocabularies

2. Character-aware neural language models

**本文采用的最小权完美匹配问题的近似算法**

Linear time 1/2-approximation algorithm for maximum weighted matching in general graphs

简评

本文提出的 LightRNN 方法大幅度提升了模型的训练速度，缩小了模型的大小，对于苦于模型训练过慢、显存不足的人来说是一大福音。此外，本文提出的模型在一定程度上可以学到词语之间的一些共享信息，进而提升模型的效果。目前本文的方法仅在语言模型上进行了实验，显然此方法同样适合扩展到机器翻译、问答等任务上，期待该模型在其他任务上的应用。

完成人信息

王宝鑫，科大讯飞，destin.bxwang@gmail.com

实录

问：从文中 Figure5 展示的图片来看，每一行的词可以看出存在一些语义或形式方面的共同之处，但是列向量之间很难看出有什么共性体现。那么关于列向量的作用如何理解？这是否跟网络的结构有关系？

答：这个问题很有意思，一开始我看到 Figure5 中的例子时，并没有想太多，很多论文中都有类似的展示，作者一般会把其中效果比较好的，可解释性比较强的部分拿出来给大家展示。所以一开始，我默认作者只是选择性把同一行语义相关性比较强的例子拿出来了，而同一列语义相关性比较强的则没有拿出来。 事实上，本文模型中的行向量和列向量作用确实有所不同，LightRNN 是先通过预测下一个词的行数来确定下一个词的大体范围，再预测下一个词的列数来确定下一个词具体是什么。也正是因为这个先后过程，导致了同一行的词语具有语义上的相似之处（范围相接近）。举个栗子来说，Barack Obama was born on <wt>，对于这个句子，预测下一个词 wt 的时候，模型会首先预测它的行数，这一行中会出现大量的时间类词语，接下来通过前文和行向量，模型再进一步预测 wt 的列数来确定是哪一个时间，August。上面简单解释了下行向量和列向量作用的不同之处，同时也说明了同一行之间语义相似会使模型效果更好。归根结底，真正使行中词语聚类的原因是通过 Bootstrap 过程来对词语重分配导致的，重分配词语来最小化损失函数，会倾向于使同一类词语聚集在一行。 

问：除了梯度下降训练 Embedding 参数外，还需要不断地用 MCMF 重分配词语在二维表中的位置。是否有一些其他的策略可以改进或者加快这个训练过程？

答：这主要是因为二维表中的词语采用随机初始化的分配方式，随机分配的如果不合适的话，同一行词语之间彼此毫无语义关联，会使模型在预测下一个词行数的时候就产生较大分歧，导致了第一轮训练困难的情况。因此，第一次分配二维表中的词语时，或许可以提前采用一些手段做些预处理。类似于用预训练的 word embedding 来聚类，把同一类的词分配在同一个行里。或者用一些 Topic Model 把相同主题的词语分配在同一行，都有可能加快训练过程。其他的地方，例如重分配词语位置的方法，以及行列向量的组合方式等都有可能有改进的空间，这些地方我目前还没有太好的想法，大家等下自由交流阶段也可以多提提自己的想法 。

问：在词表很大的情况下，也就是说无法在内存当中存下每个词在词表中的概率的情况下，怎么高效地重分配词表呢，分配词表的算法不取全局最优解对最终的影响估计有多大呢，有没有什么形式化的表示可以说明影响的大小呢 ？

答：实际上我之前也想过这个问题，因为在重分配的过程中，每个词在词表的概率占用的空间还是很大的，是 O(V^2)。不过相对于显存来说，鉴于内存实在是比较便宜，这个问题的影响一般应该不大。内存如果放不下而采用从硬盘读写的方法，应该会极大地降低模型训练速度，反倒得不偿失。而重分配过程中，实际上分配词表的方法一直都不是最优解。首先本文采用的是一个 1/2 近似的 MCMF 算法，并不能达到最优解。其次，本文中的优化目标函数实际上也并不能真正的使模型在固定 Embedding 的情况下，Loss 最小。因为本文一直基于一个假设，便是每次只改动一个词语的位置，计算对应的 Loss。而当所有位置都变化的情况下，前文的表示已经改变，也不能再用之前已经训练好的 RNN 的状态来计算 loss 了。这也是我之前说的，重分配词语位置的方法还可以改进的原因，但对于具体的改进方法，目前我还没有什么好的想法。欢迎大家等一下详细来讨论。

问：这篇文章的做法是将一个词拆分成一个 table 中的行列向量的表示，并分别预测行部份和列部分，那如果我将一个词表示成 table 中行列向量的拼接，一次性地预测和输入，效果会怎样呢，在实验前有没有一些理论上的依据可以评估呢。

答：这是我之前提到的另一个改进的可能了，改进行列向量的组合方式。你提出的这种方法，输出预测部分，将输出的结果分割，然后分别预测行列号。在没有实验之前，很难评价效果是好是坏。但是我个人不是很认可这种处理方式。因为这样缺少了一步我觉得比较关键的过程，即通过前文和行来预测列。行列交替预测有两个优点，一个是缩小搜索空间。另一方面是可以通过词语重分配使相近词语处于同一行，增强 rare word 的表示能力。

问：行列组合生成 word embedding 的做法是否可以扩展为更高维，例如 3 维（行、列、层）的 Embedding Component 组合？感觉可以进一步压缩 Embedding 体积。

答：本文作者虽然也提到了这种可能性，即用 3 维的组合。但是我个人也不看好这种方法。实际上，我最近也在尝试用二维的组合方式来训练语言模型，模型非常难以收敛，只有一个好的词表分配方法才能使模型达到比较好的效果，而我们采用三维的组合方式，减少了模型的复杂度，会让模型更加难以训练。应该说，减少了模型的参数，很难说现实中有一种很好地词表组合方式，使模型训练的很好。 

➋

Text understanding with the attention sum reader network

论文链接

https://arxiv.org/abs/1603.01547

作者

Rudolf Kadlec, Martin Schmid, Ondrej Bajgar, Jan Kleindienst

单位

IBM Watson

关键词

Machine Reading Comprehension

文章来源

ACL2016

问题

针对 context—question-answer 数据集，使用注意力机制直接在原文本上获取问题的答案。网络结构简单， 计算量小，并取得 state of the art 的结果。

模型



Attention sum reader network 的核心思想是通过注意力机制的权重计算出哪个词为答案词汇。如上图所示，在使用 embedding 将文本和 query 中的词分别映射成向量之后，使用单层的双向 GRU 将文本中的词编码，每个 time step 两个方向编码的拼接来代表当前 time step 的词的向量。使用另一个单层双向 GRU 对 query 进行编码，两个方向最后一步输出拼接为 query 的编码向量。

将每一个词的向量表示与 query 的向量点积，之后归一化得到的结果作为每一个词的注意力权重，同时将相同词的权重合并。最后每个词的权重即为答案是这个词的概率，最大概率的词就是答案。在实际计算过程中，只选择了候选答案中的词进行计算，因此减少了计算量。

从结果上来看，论文发表时模型在 CNN/Daily Mail 和 CBT 的数据集上取得了 SOTA 的结果。

资源

[CBT dataset]

http://www.thespermwhale.com/jaseweston/babi/CBTest.tgz

[AS Reader implementation]

https://github.com/rkadlec/asreader

相关工作

Attentive and Impatient Reader

1. Teaching machines to read and comprehend

2. A Thorough Examination of the CNN / Daily Mail Reading Com- prehension Task

Memory Networks

The goldilocks principle: Reading children’s books with explicit memory representations

Dynamic Entity Representation

Dynamic Entity Representation with Max-pooling Im-proves Machine Reading

Pointer Networks

Pointer Networks

简评

1. 本文的模型相比于 Attentive Reader 和 Impatient Reader 更加简单，没有那么多繁琐的 attention 求解过程，只是用了点乘来作为 weights，却得到了比 Attentive Reader 更好的结果，从这里我们看得出，并不是模型越复杂，计算过程越繁琐就效果一定越好，更多的时候可能是简单的东西会有更好的效果。

2. 文中直接利用 attention 机制选择答案，模型就比较偏爱出现次数多的词，这就隐含了出现次数比较多的词作为答案的可能性大的假设，所以从根本上本文是基于 task 的研究而不是从理论出发的。

简评摘录于西土城的搬砖日常的[知乎文章](https://zhuanlan.zhihu.com/p/23462480#!)，这篇文章上还有详细的本论文相关模型的分析，推荐大家读一下。

完成人信息

李宸宇 chenyu.li@duke.edu

实录

问：文章的答案都是从文本中找，那如果答案是一句话呢，或者说是我们常见到的从四个句子里选一个，那么效果是否会怎么样，如果说从在模型后边接一个生成模型，就是文中的模型选出关键字，然后利用这些关键字来生成一个句子，会不会更好一些？

答：你说的很对，这篇文章所做的任务就是给答案的一部分然后从里面扣掉一个词 模型的目的是从原文中找出这个词，答案是一句话的这篇文章没有涉及，你说的先预测关键字再生成句子可能效果会不错 就是可能要分两步训练模型 一个用来预测关键字 一个用关键字生成句子，在生成句子的时候也可以将文章的信息和问题的信息通过特征向量引入模型 具体模型怎样设计 实验效果如何还是要做实验才可以知道。

问：模型介绍有一点和论文的描述有出入我帮忙强调下，对 document 的 embedding 和对 query 的 embedding 是不同的，对 document 每个 word 都 embed 成 vector，而 query 整体 embed 成一个 vector 相应的后续的 concat 两者也会有些差异。

答：可能我在写 note 的时候没有写清楚 所有的句子都是要先把每一个单词 embed 到 vector，再用 gru 进行 encode（编码）,然后对于文本中的单词，双向 gru 在当前词输出拼在一起成为这一个词的新的向量表示，对于问题直接用双向 gru 最后的输出拼接作为问题的向量表示，最后用这两组向量进行接下来的运算,这是这篇文章的做法。

问：关键字生成模型——这个很难吧，context 缺乏啊：用文档 D 做 context 还是 Query 改写呢？

答：我的想法是可以采用原来语料库里面的数据 自己构建一个关键字字库，训练一个模型使用真正的关键字生成句子，然后将两个模型拼接在一起，然后根据原来语料库+答案关键字 生成答案句子？

问：我现在在做机器人，对 Q&A 感兴趣。“Attention sum reader network 的核心思想是通过注意力机制的权重计算出哪个词为答案词汇。”这句话能再解释下吗？我是个初学者，不太明白。

答：因为 attention 一开始的时候是先用一套机制算出每一个词向量的权重，然后用权重乘词向量的和作为最后的文本表示 在这里只需要算出每个词的权重 把相同词的权重加在一起 得到权重最高的词就是答案。

➌

Neural Machine Translation with Reconstruction

论文链接：

https://arxiv.org/pdf/1611.01874v2.pdf

作者

Zhaopeng Tu, Yang Liu, Lifeng Shang, Xiaohua Liu, Hang Li

单位

Noah's Ark Lab, Huawei Technologies; Tsinghua University

关键词

NMT, autoencoder, reconstructor, reranking

文章来源

AAAI 2017

问题

在传统 attention-based NMT model 上增加一个 reconstructor 模块，用 auto-encoder 的思路，使得 source sentence 翻译之后的 translation 能够重建出 source sentence，改善翻译不充分的问题（over-translation/under-translation）。

模型 

现有的 NMT 模型容易出现重复翻译以及部分词语未翻译的情况，因此翻译不够充分；同时在做 decoding 的时候根据 likelihood 去搜索最好的翻译句子并不是一个很好的方法，实验表明 likelihood 倾向于短的句子，在 beam search 时如果把 beam size 不断变大，那么 search 出来最后选择的句子会很短，bleu 就会很差。为了改善上面的两个问题，这篇文章提出用一种 autoencoder 的思路，希望用 decoder 的 hidden 尽可能地重建出 source 的词语，那么 decoder 所 embed 的信息就是相对丰富的，也能得到更好的翻译。其实就是给 NMT 一个更强的约束，而这个约束也非常合理，和 semi-supervised learning for NMT 出发点非常类似。

模型非常简单，直接上图，增加的 reconstructor 模块和 decoder 长的一样：



其中 x 的 embedding 和 encoder 中的 embedding 是共享的，而 hidden 是 reconstructor 中单独的参数，inverse attention 的做法也是和原来的 attention 做法是一样。那么整个模型的 training 目标就是：



在做 testing 的时候，也是用这个目标，不同的是：先通过 beam search 根据 likelihood P 得到一些 candidate，然后用 reconstructor 去算每个 candidate 对应的 reconstruction score R，根据 P+lambda R 去选择最终的 translation，相当于是做一个 reranking。流程如下：



实验只在 zh-en 的数据集上验证，不过有很多 analyze 的实验，同时 encoder-decoder 的参数是通过 RNNSearch 模型 warm start 的。

资源

训练集：1.25M LDC的zh-en数据集； 

验证集：NIST2002； 

测试集：NIST2005， NIST2006， NIST2008

实验结果

做了很多分析的实验：

1. 先是让人打分，看 reconstruction score 和 adequacy 还是 fluency 相关性更大，人觉得是 adequacy 更相关。

2. 然后是在 training 的时候观察验证集上的 bleu 和 reconstruct 的 source sentence 的 bleu(x, x')的bleu 的变化，然后发现 110k iteration 的时候是这两个值是 balance 最好的。

3. 之后是在不同 beam size 的时候，加上 reconstruction 之后验证集上的 bleu 和 translation 的长度都变好了。

4. 接着是在测试集上的 bleu 变化，高了 2 个点以上。

5. 然后在 testing 的时候加上 reconstruction 比不加又高 1 个点。

6. 在长句子上的表现更好，bleu 更高。

另外还说虽然模型变复杂了，但是速度没有变的特别慢，还有一个是和作者之前自己提出的 context gate，model coverage 比较，都比它们好，以及其他一些涉及人工观察的实验。

相关工作 

1. Modeling coverage for NMT

2. Context gates for NMT

3. Semi-supervised learning for NMT

简评 

本文用（supervised）autoencoder 的思路，在原有的 NMT 模型上构建了一个 reconstructor，使得 x 翻译得到 y 之后，这个 y 也能通过 reconstructor 重建回 x，这样一来就说明模型中 encoder 和 decoder 的 hidden 所包含的信息是相对充分的，能够改善翻译不充分（重复翻译和翻译不足）的问题。思路非常的清晰简单，模型也不复杂，实验非常丰富，分析了很多的点来说明这个模型表现的很好。值得学习这种清晰的思路和简单的模型构建。

完成人信息

吴郦军 中山大学

实录

问：为什么 beam search size 越大，效果越差？

答：这个问题是这样，一方面 LL 的目标函数本身倾向于更短的句子；另一方面当 beam size 变大的时候，这个问题就会凸显的更加严重。我们来看下，当 beam size 变大时，其实是可能产生很多短的 candidate 的，而这些短的 candidate 的概率就会变得相对较大，因为句子的概率是连乘 `(P(y_1...t)=p(y_1)p(y_2|y_1)...p(y_t|y_<t))` 的形式，所以短的句子很可能概率更大，这也就是第一点 LL 的问题；那么，当 beam size 比较小的时候，decoding 的每一步都会去选择概率最大的 k 个词语，所以那些短的句子基本上也就不会出现了。 

问：Model 是 warm start 的，那如果不是 warm start 效果会如何？另外 reconstructor 是 cold start 的，这个是不是不好？

答：准确的说，现在很多 nmt 的工作都是 warm start 开始的，因为可能存在不是 warm start 模型可能无法收敛， 学不出来等的情况或者是为了加快学习速率，比如用预先训练好的 language model 的 embedding，再比如 rl 的方法不 warm start 就会导致搜索空间太大而无法学到等。所以 warm start 还是很重要的而且很通用。在这个工作中，如果不 warm start 似乎没有看出特别大的问题，所以这个还是需要实验来证明好不好；另外对于 reconstructor，的确可以先将地下的 encoder 和 decoder 固定住，先 pre-train 上层的 constructor，然后再 joint 的 supervised training，这样也是可以的。不过同样好不好还是得看试验结果，这里可能只是学习速率上的区别。这点因为没有做实验，也不好说。只是个人猜测。 

问：为什么 beam size 变大，就会产生更多较短的 candidates？

答：decoding 的做法是根据每一步来选概率最大的，开始的时候，概率低的那些词语基本上是不会出现在 beam 的 pool 里面的。而当 size 变大时，这些词语就被 cover 在 beam 的 pool 里面了，而如果他们比较早的就到了 eos 的话，整个句子的概率就会相对较大，也就很有可能选择了这样不好的答案。这点应该是和 LL 这个目标是相吻合的，所以也就是倾向于更短的句子这个意思。 

问：Lambda 这个参数是 1 是如何确定的？

答：这点其实我觉得是本文可能一个不太严谨的地方，个人觉得应该得试下不同的 lambda，然后给出一个不同 lambda 对于这个问题的结果的影响。我觉得作者应该是尝试了不同的 lambda，然后发现 1 是最好的，所以才这样 report 的。不过也很好奇其他 lambda 的结果，夸张一点说，如果 lambda 大于 1 又会如何呢？其实在一些不同的任务上，lambda 一般是一个 trade-off 的作用，一般应该是 lambda*x + (1-lambda)*y 这样，不过这里不一定是 trade-off，所以就暂且当做同样实验表明 lambda=1 是效果最好的吧。

问： NMT 是如何学习到词与词之间的映射关系？为什么 NMT 能够工作？

答：这个问题。不知道这里提到的词到词的映射是否指的是我理解的 x 中的词要和 y 中的词语一一对应？如果是的话，其实 nmt 本身就没有这个要求，而是强大的 seq2seq 框架，整个 seq2seq 就相当于是两个 language model 的组合（encoder，decoder），那 language model 本身就是可以产生像样的句子。这应该是回到了第二点 nmt 为何 work。那么再看本文，其实这就是一个 autoencoder 的框架，我们如果不看 y 作为单独的词语，而只看 hidden h 的话，那么整体上就是一个 autoencoder。本身其实也不是学习一个词到词的映射，而只是两个 Loglikelihood 的目标。我们从 intuition 的角度理解，他就是希望翻译出来的 y 也能更好的翻译回 x，如果 y 能够翻译回 x，那么整体所包含的语义就是比较丰富的，应该也能表明 encoder 和 decoder 中的 hidden 都有更丰富的信息。这也是这个工作效果为何的确好。 

问：Reconstructor 是从翻译过的 y 重新 decoder 回 y，因为 y 有可能翻译的不好，可以理解为 noise，所以像 Denoised Autoencoder —— 如果是这样，是否可以用 DAE 那一套：deep DAE? deep DEA 后是否效果更好 —— 但是这里不是学习，只是验证前面的 seq-to-seq 的效果，所以可以 single layer 就够了。

答：关于 DAE 我没有关注过，所以不是很好回答。但是这篇文章是一个 supervised 训练过程，所以其实不是 sample 或者说翻译出来的 y 来做 reconstructor 的训练，而是用 pair 的 label data y 来做训练的，因此 y 并没有 noise 的这个说法。

✎ ✎ ✎ 

本期 Q & A 内容来自 GitChat
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引言

本期主要介绍下关系抽取任务中目前比较常用的一类方法 — Distant Supervision。该方法由 M Mintz 于 ACL2009 上首次提出，与传统预先定义关系类别不同，Distant Supervision通过将知识库与非结构化文本对齐来自动构建大量训练数据，减少模型对人工标注数据的依赖，增强模型跨领域适应能力。

本期挑选近期 Distant Supervision相关的以神经网络模型为基础的几篇文献进行介绍，希望对大家有所帮助。本期涉及的论文有：

1. Distant Supervision for Relation Extraction via Piecewise Convolutional Neural Networks (EMNLP2015)

2. Neural Relation Extraction with Selective Attention over Instances (ACL2016)

3. Distant Supervision for Relation Extraction with Sentence-level Attention and EntityDeions (AAAI 2017)

在展开之前，先回顾下 Distant Supervision的具体定义。Distant Supervision的提出主要基于以下假设：两个实体如果在知识库中存在某种关系，则包含该两个实体的非结构化句子均能表示出这种关系。例如，"Steve Jobs", "Apple"在 Freebase 中存在 founder 的关系，则包含这两个实体的非结构文本“Steve Jobs was the co-founder and CEO of Apple and formerly Pixar.”可以作为一个训练正例来训练模型。这类数据构造方法的具体实现步骤是：

1. 从知识库中抽取存在关系的实体对

2. 从非结构化文本中抽取含有实体对的句子作为训练样例

Distant Supervision的方法虽然从一定程度上减少了模型对人工标注数据的依赖，但该类方法也存在明显的缺点：

1. 假设过于肯定，难免引入大量的噪声数据。如 "Steven Jobs passed away the daybefore Apple unveiled iPhone 4s in late 2011."这句话中并没有表示出 Steven Jobs 与 Apple 之间存在 founder 的关系。

2. 数据构造过程依赖于 NER 等 NLP 工具，中间过程出错会造成错误传播问题。针对这些问题，目前主要有四类方法：（1）在构造数据集过程中引入先验知识作为限制；（2）利用指称与指称间关系用图模型对数据样例打分，滤除置信度较低的句子；（3）利用多示例学习方法对测试包打标签；（4）采用 attention 机制对不同置信度的句子赋予不同的权值。

本期介绍的三篇文章主要采用方法 3、4 来缓解标注错误问题。

— 01 —

Distant Supervision for Relation Extraction via Piecewise Convolutional Neural Networks

EMNLP2015 论文链接：

http://anthology.aclweb.org/D/D15/D15-1203.pdf

这篇论文主要针对数据标注错误问题和传统统计模型特征抽取过程中出现的错误提出解决方法。针对数据标注错误问题，作者提出采用多示例学习的方式从训练集中抽取取置信度高的训练样例训练模型。针对第二个问题，作者提出 piece-wise 的卷积神经网络（PCNN）。



首先，看下文章的模型。该模型比较简单，与传统卷积神经网络的区别主要在于池化层的改变。通过 word2vec 的 Skip-gram 模型将词表示成向量形式，与位置向量（各词语与两个实体的相对位置）进行拼接作为输入，之后通过卷积层得到 feature map。在池化层通过两个实体位置将 feature map 分为三段进行池化，其目的是为了更好的捕获两个实体间的结构化信息。最后，通过 softmax 层进行分类。

在训练阶段，其目标函数是：





yi 表示的是关系类别，mij 表示的是第 i 个包中的第 j 个样例，qi 是每个包中包含的样例个数。其核心思想是通过多示例学习的方法选取每个包中置信度最高的样例作为正样例进行训练（在此就不对多示例学习进行具体的描述，感兴趣的同学可以自己查找相关文献阅读）。最后通过实验验证，作者提出的方法 Top N 平均值比基于多示例学习的机器学习方法高了 5 个百分点。

— 02 —

Neural Relation Extraction with Selective Attention over Instances

ACL2016 论文链接：

http://anthology.aclweb.org/P/P16/P16-1200.pdf

实验代码链接：

https://github.com/thunlp/NRE

这篇论文同样是针对 Distant Supervision中噪声数据较多的问题，提出基于 attention 机制的卷积神经网络模型。这篇论文采用了第一篇论文中的方法作为基准系统，论文作者认为多示例学习的方法虽然缓解了噪声数据较多的问题，但是由于只采用每个包中置信度最高的样例作为训练数据，在滤除噪声的同时也损失了很多有用信息。其模型框架如下图所示：



图中，m1, m2, m3,…,mc 表示的是两个实体对应的训练句子集合，ri 表示的是句子 mi 经过 CNN 编码池化后的向量，ai 表示的是训练句子样例的权重。该框架首先通过 CNN 编码后得到句子向量 ri，再通过计算 ri 与关系 r 向量的相似度来赋予 ri 在整个句子集合中的权重，其计算公式如下：



xi 表示的是句子的向量化表示，A 是匹配的参数，k 表示的是关系数目。最后在各句子加权取和后通过 softmax 分类器得到分类结果。该框架采用的编码器是第一篇文章中提出的 PCNN 网络。

— 03 —

Distant Supervision for Relation Extraction with Sentence-level Attention and Entity Deions 

AAAI2017 论文链接：

http://www.aaai.org/ocs/index.php/AAAI/AAAI17/paper/view/14491

这篇文章同样针对数据噪声问题提出基于注意力机制的卷积神经网络模型，与第二篇文章的主要不同点在于 attention 权值的计算方法。该文章利用“实体-实体=关系”的方法表示实体间关系，同时利用卷积神经网络捕获实体描述页面特征，丰富实体表示，最后通过计算实体间关系与句子间的相似度赋予句子不同的权重。其模型图如下所示：





图a是模型的信息编码部分，与前两篇文章基本一致。图 b 中 bi 表示的是经过图 A PCNN 网络编码后得到的句子向量。在 attention 权值计算部分，利用一个简单的卷积神经网络对实体描述页面编码抽取特征进行向量化表示，其目标输出是该实体的词向量表示（该部分网络结构未没有在图中表示出来）。最后通过目标函数 min L 将实体描述页面信息作为限制条件与多示例学习方法结合来训练关系抽取模型。





ri 表示的是实体间关系，Bi 表示的是第 i 个训练包。ei 表示的是实体的词向量，di 表示的是实体描述页面通过卷积网络编码后得到的实体描述向量。

关于PaperWeekly

PaperWeekly 是一个分享知识和交流学问的学术组织，关注的领域是 NLP 的各个方向。如果你也经常读 paper，喜欢分享知识，喜欢和大家一起讨论和学习的话，请速速来加入我们吧。
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研究方向为问答系统和知识图谱

第一章 绪论

第 1 节 问答系统背景介绍

2011 年 10 月 14 日，苹果公司在其 iPhone 4S 发布会上隆重推出新一代智能个人助理 Siri。Siri 通过自然语言的交互形式实现问答、结果推荐、手机操作等功能,并集成进 iOS 5 及之后版本。2012 年 7 月 9 日,谷歌发布智能个人助理 Google Now，通过自然语言交互的方式提供页面搜索、自动指令等功能。2014 年 4 月 2 日，微软发布同类产品 Cortana，2014 年 10 月，亚马逊发布同类产品 Alexa。在此之前的 2011 年 9 月，由 IBM 研发的 Watson 机器人参加智力问答节目“Jeopardy!”，并战胜该节目的前冠军 Brad Rut- ter 和 Ken Jennings，豪取一百万美金大奖。

问答系统（Question Answering system, QA system）是用来回答人提出的自然语言问题的系统。问答系统的实现涉及到自然语言处理、信息检索、数据挖掘等交叉性领域。问答系统的历史最早可以追溯到 1960 年代的 BASEBALL [40]和 1970 年代的 LUNAR [101]。自那时起，有大量的问答系统涌现 [107, 22]。

智能时代，人类期望有更简单自然的方式与机器进行交互。因此以自然语言为交互方式的智能机器人广受青睐，受到各大 IT 厂家追捧。而其底层核心技术之一，即为自然语言问答系统。问答系统提供了自然语言形式的人与产品交互，降低了产品使用门槛，大幅提成用户体验。同时，问答系统可以帮助企业极大节省呼叫中心的投入。这些应用已经印证了问答系统的商业价值和社会价值。

问答系统的应用仍然具有新的潜力。人对于互联网的核心诉求之一是知识获取。从更长的时间窗口看，问答系统及聊天机器人，有着成为互联网知识获取新入口的优势。搜索引擎依然是现阶段最重要的互联网入口，也缔造了谷歌、百度等巨头企业。然而，基于关键字的搜索方式，缺乏语义理解，存在着与人的自然需求表达的隔阂，同时其返回结果需要人消耗大量时间剔除无意义的信息。随着人工智能、自然语言理解技术的进步，当问答系统足够智能，使人类的监督最小的时候，人就可以用问答从互联网完成知识获取。

问答系统的研究，是语义计算和自然语言处理的综合性应用。它包含了多种典型自然语言处理的基本模型，例如实体识别、短文本理解、语义匹配等。传统的单一模型研究往往仅关注某一具体问题的效果，而忽视在系统整体中的实用性。问答系统由于其复杂性，需要不同模型间的联通，才能带来综合性、实用性的技术突破。因此问答系统的研究为不同语义理解模型的整合提供了应用出口，为不同模型的关联分析、数据共享、参数共享等提出了实际需求，为多个自然语言语义理解技术模型的整体突破带来了技术愿景。

另一方面，问答系统研究的核心在于问题语义和知识语义的理解和相似度计算。这是计算机理解人类语言和知识表达的关联，跨越语义鸿沟的关键。这条横亘在计算机面前的语义鸿沟，其关键是计算机和人类在语义表达方式上的不同。人类倾向于使用多样化、非结构化的表达来描述问题和知识，而计算机则偏爱唯一化、结构化的知识。问答系统的研究，直接作用于缩短和跨越这一语义鸿沟，将多样而模糊的问题语义,映射到具体而唯一的计算机知识库中。

优秀的问答系统有两个关键点：精确的问题理解和高质量的知识来源。近年来随着大数据的发展，这两点纷纷迎来了数据层面的发展契机。

 
 	问题理解由于问题的多样性和复杂性，很难人工制定一套规则完成问题理解。因此从数据中进行问题语义学习是必要的。社交类问答网站的兴起，包括Yahoo! Answers，Stack Overflow，百度知道等。由用户在上面进行提问和回答。这些网站包含了大量的问答对数据集，这成为了问题理解的优质语料。海量的问答语料为问题理解的学习提供了数据基础。




 
 	知识来源由于知识表述的多样性，以及知识关联的复杂性，需要优质而大量的知识来源。近年来，一批高准确率、海量规模的知识图谱涌现，为问答系统提供了结构化、关联化的知识来源。这也为高效的问题回答提供了知识基础。




在数据发展的契机下，如何设定恰当模型学习并使用这一批数据就显得尤为重要。传统的基于规则的模型 [72]无法合理利用海量语料；基于关键词的模型 [98] 则没有进行深入的语义理解。而一些复杂的图模型等 [116, 112]，则由于时间复杂度很难直接应用在如此大规模的语料中。本文的研究，即旨在寻求一种优秀的、系统性的问答系统表示和学习模型，并进行成功应用。

1.1. 知识图谱简介

2012 年 5 月份，Google 花重金收购 Metaweb 公司，并向外界正式发布其知识图谱(knowledge graph)。自此，知识图谱正式走入公众视野。开放领域大规模知识图谱纷纷出现，包括 NELL [15]，Freebase [10]，Dbpedia [6]，Probase [103]等。

知识图谱本质上是一种语义网络。其结点代表实体（entity）或者概念（concept），边代表实体/概念之间的各种语义关系。知识图谱的出现是信息技术发展、时代发展的必然结果。语义的本质是关联。只有基于语义的数据互联才能发挥数据集成的非线性效应，才能获取大数据的特有语义。在这一背景下，数据互联（Linked Data）成为了一种运动，在全世界范围内方兴未艾。而数据互联的出现从深层次上来说是由时代精神所决定的。2011 年的 Science 曾经以“互联” 为题，出版专刊阐述了一个基本观点：我们身处在一个“互联”的时代。各种网络,诸如互联网、物联网、社会网络、语义网络、生物网络等等，将各类实体、概念加以互联。网络已经成为刻画复杂性的基本形态。管理、理解和使用各种网络数据，包括知识图谱，已经成为征服复杂性的基本手段。 



图 1.1：一个 RDF 知识图谱示例。 这里的“dob”和“pob”分别表示“出生日期”和“出生地”。注意到“spouse”关系是由多条边表示的name - marriage - person - name

大部分这样的知识图谱采用了 RDF 作为数据格式，它们包含数以百万记甚至亿记的 SPO 三元组（Sub ject，Predicate，Object 分别表示主语，属性，宾语）。图1.1 是一个奥巴马及其相关实体构成的知识图谱的示例。可以看到，知识图谱具有明显格式化特征，其值往往是一个实体名字或者一个数字、一个日期。这保证了基于知识图谱的问答系统的回答简洁性。另一方面，不同于基于信息检索的问答系统需要考虑数据真实性的问题，知识图谱的高数据质量保证了答案的准确性。

1.2. 知识图谱在问答系统上的数据优势

问答系统有多种可能的数据来源。传统的数据来源包括网页文档、搜索引擎、百科描述、问答社区等。无一例外，这些数据来源都是非结构化的纯文本数据。有大量基于信息检索的方法致力于研究从纯文本数据中进行知识抽取和回答。而近年来，基于知识图谱的问答系统则成为学术界和工业界的研究和应用热点方向。相较于纯文本，知识图谱在问答系统中具有以下优势。这些优势都促使本文使用知识图谱来作为问答系统的知识来源。

 
 	数据关联度-语义理解智能化程度问题语义理解程度是问答系统的核心指标。对于纯文本数据，语义理解往往建立在问句与文本句子的相似度计算。然而语义理解和知识的本质在于关联，这种一对一的相似度计算忽视了数据关联。在知识图谱中，所有知识点被具有语义信息的边所关联。从问句到知识图谱的知识点的匹配关联过程中,可以用到大量其关联结点的关联信息。这种关联信息无疑更为智能化的语义理解提供了条件。


 	数据精度-回答准确率知识图谱的知识来自专业人士标注，或者专业数据库的格式化抓取，这保证了数据的高准确率。而纯文本中，由于同类知识容易在文本中多次提及，会导致数据不一致的现象，降低了其准确率。




 
 	数据结构化-检索效率知识图谱的结构化组织形式，为计算机的快速知识检索提供了格式支持。计算机可以利用结构化语言如 SQL、SPARQL 等进行精确知识定位。而对于纯文本的知识定位，则往往包含了倒排表等数据结构，需要用到多个关键词的倒排表的综合排名，效率较低。 




1.3. 基于知识图谱的问答系统工作方式

通过知识图谱为知识源回答问题时，一个问题对应于知识图谱的一个子结构。所以其问答过程的核心在于将自然语言问题映射为知识图谱上的结构化查询。例如对于图 1.1 中的知识图谱，表 1.1 展示了一些它可以回答的问题，以及对应的子结构。 



表 1.1：自然语言问题及其在知识图谱中的属性对应。 

基于知识图谱的问答系统，需要解决两个核心问题：（1）如何理解问题语义，并用计算机可以接受的形式进行表示（问题的理解和表示）；（2）以及如何将该问题表示关联到知识图谱的结构化查询中（语义关联）。

 
 	问题理解和表示：知识图谱中有数以千计的关系，而一种关系可以有数以千计的问法。例如，表 1.1 中的问题 ○a 和问题 ○b 都询问了檀香山市的人口，尽管它们的表达方式大相径庭。对于不同的问题形式，问答系统使用不同的表示方法。这些问题表示必须满足（1）归一具有相同语义的问题；（2）区分不同意图的问题。 所使用的问答语料库最终找到了 2782 种问题意图的约 2700 万种问题形式。所以问题表示形式设计就是一个巨大的挑战。




 
 	语义关联：在获取一个问题的表现示之后，系统需要将这一表现示映射为结构化查询。结构化查询主要依赖于知识库中的属性。由于属性和表现模型之间的跨越，寻找这样的匹配并非直接。例如，在表 1.1 中，系统需要知道问题 ○a 与属性 population 有着相同的语义。此外，在 RDF 图中，许多二元关系并不仅仅对应一条边，而是某种复杂的结构：在图 1.1 中，“配偶”关系由 marriage → person → name 的路径表示。对于本文使用的知识库，超过 98% 的关系对应于类似的复杂结构。 




第 2 节 研究架构与模块关联

2.1. 研究架构

本文研究架构见图 1.2。依据其理解语义的粒度从小到大，从具体技术到上层应用，主要分为以下五个部分。 



图 1.2：研究架构图 

1. 实体层：语义社团搜索实体是自然语言的基本单位之一，基于知识图谱的实体语义理解为上层语义计算，特别是问题中的实体语义，提供基本支持。本文研究了面向实体的语义社团搜索模型，特别是从模型的表达性、有效性等方面研究不同社团定义的合理性。其次，语义社团搜索作为语义理解的原子操作，需要保证在大图上的实时回答。为此，本文研究了大图上的高效社团搜索方法，特别是基于大图的局部性的高效搜索方法。

2. 短文本层：动词理解和实体概念化短文本是自然语言的最常见形式之一，起到对实体和更复杂文本单元（如问句）的承接作用。短文本上已经有了句法结构特征和上下文关系。知识图谱的作用，则可以使系统更精确表示句法结构和上下文信息。本文提出了动词模板，用来表示细粒度的动词语义。并且基于动词模板，优化了基于上下文的实体概念化方法。

3. 问题层：问题语义理解和表示问题的表示学习，是计算机理解问题的核心步骤。本文提出了问题的模板表示方法，将问题的实体映射到其对应概念，用以表示问题语义。此外，本文还利用问题模板的思路，解决了复杂问句的解析问题。

4. 问答系统层：问题与知识图谱的语义关联 基于问题的模板表示，需要将其映射为知识图谱的结构化查询，最终实现问答。这一映射主要取决于知识库中的属性。本文提出了基于真实问答语料的学习方法，利用概率图建模问题模板到答案的生成，并进行语义关联的参数估计。同时，本文利用属性扩展，研究知识图谱中的多步属性这一复杂知识表示形式，学习问题模板到复杂知识图谱结构的映射。

5. 应用层：面向应用的领域问答适配由于通用人工智能依然是非常困难的，出于具体应用场景需要，大部分真实应用中的问答系统是面向具体领域的。例如 IBM 的 Watson 专注于医疗和财经领域，亚马逊的 Alexa 专注于智能家庭和零售领域，微软的 Cortana 专注于操作系统助手。为了对问答系统作领域适配，本文有两方面的工作，第一，将开放领域的自然语言模型（例如 POS tagging），适配到具体领域，使得问答系统相关自然语言处理模块在特定领域正常运行。第二，从自然语言文本中，为特定领域进行自动化领域相关的知识抽取。

2.2. 研究系统性

整个研究强调整个研究的系统性，即不同层级之间的关联。一般来说，低层的结果被使用作为高层模型输入的一部分。其具体系统性关联如下:

1. 从实体到短文本实体层为短文本中的实体提供了语义社团。利用该语义社团，短文本层可以得到实体的相关概念，以进行实体语义消岐。从而帮助短文本层得到更精确的实体概念信息和语义信息。 

2. 从短文本到问题 短文本层为问题层提供动词语义以及实体概念信息。这为问题层的问题模板表示学习过程中的实体概念化提供了支持。

3. 从问题到问答系统 问题层的输出，即问题模板，是整个问答系统语义关联的基础。问答系统以问题模板为输入，学习问题模板到知识图谱结构的映射。

4. 从问答系统到领域应用 本文会将利用迁移学习将系统的自然语言处理模块应用到领域问答系统中。同时将应用层抽取的领域知识作为问答系统的知识源，以使问答系统可以适应领域问答。

第 3 节 本文组织结构

本文按照架构（图 1.2）中自底向上的顺序具体介绍每一项研究内容。第三章介绍实体层的语义社团搜索。第四章介绍短文本层的动词模板，并在应用中讲述如何利用动词模板提升基于上下文的实体概念化效果。第五章提出了问答系统 KBQA，包括对问题的模板化理解，以及问题模板到知识图谱的映射学习。在第六章和第七章，本文分别介绍了两个用于问答系统领域适配的技术：自言语言处理模型的领域迁移，和领域知识抽取。第八章给出了一个基于 Freebase 的具体系统展示。最后的第九章进行了总结和展望。 

第四章 基于知识图谱的短文本动词理解

动词理解在自然语言的语义理解中至关重要。对于动词的理解，有助于问答系统在短文本层面理解问题语义，进而帮助实现上下文相关的实体概念化。传统的动词表示，如 FrameNet、PropBank、VerbNet 等，专注于动词的角色。但是动词角色过于粗粒度，无法表示和区分动词的语义。本章将介绍基于动词模板的动词语义表示模式。每个动词模板对应于动词的单个语义。首先本文分析了动词模板的原则：一般性和特殊性原则。然后提出一个非监督的最小描述长度模型来建模此问题。实验结果证明了模型的有效性。论文进一步将动词模板应用在上下文相关的实体概念化问题上。

第 1 节 引言

动词对句子的理解是至关重要的 [30, 104]。动词理解的一个主要问题是歧义性 [77]，即当同一动词和不同宾语相结合时，会表示不同的语义。本文只考虑和宾语相结合的动词，即及物动词。就像例 4.1 中展示的那样，大部分动词都是具有歧义的。因此需要一个好的动词语义表示方式，来表示其奇异性。

例 4.1. eat 具有以下几种意思：

 
 	把食物在嘴里咀嚼并吞咽，例如 eat apple，eat hot dog。


 	吃一顿饭，例如 eat breakfast，eat lunch，eat dinner。


 	其他俗语。例如 eat humbie pie 表示承认错误。




许多典型的动词表示方式，包括 FrameNet [7]，PropBank [52]和 VerbNet [82]，侧重描述动词的语义角色（例如“eat”的摄食者和被进食物）。但是，语义角色是一种非常粗糙的表示，无法区分动词细粒度的语义。不同短语中的同一动词，可以在具有同样语义角色的同时表达不同的语义。在例 4.1 中，无论是“eat apple”还是“eat breakfast”，都具有摄食者等角色。但是这些 eat 具有有不同的语义。

由于无法表达动词的歧义性，传统动词表示形式方式无法完整的表示动词语义。在句子“I like eating pitaya”，人直接可以推断“pitaya”大概是一种食物，因为食物是最常见的“eat”的对应语义。这就可以让人利用上下文相关的概念化技术将“pitaya”理解为食物。而传统动词表示形式只理解“pitaya”是一个被进食物，而无法知道它是一顿饭还是一种食物。 

动词模版 本文认为，动词模版可以用来表示一个动词更细粒度的语义。动词模版基于语言学家对单词结合的两个原则设计 [84]：俗语原则（idiom principle）和开放选择原则（open-choice principle）。基于这两个原则，本文设计了两种类型的动词模版：

 
 	概念化模版：根据开放选择原则，一个动词可以和任何宾语搭配。这些宾语具有特定的概念，可以用于语义表示和消岐 [103]。这促使本章使用宾语的概念来表示动词语义。在例 4.1 中，eat breakfast 和 eat lunch 具有相似的语义，因为这些宾语对应同样的概念 meal。因此，本章将动词短语中的宾语替换为它的概念，从而组成概念化动词模板动词 $C 概念（例如 eat $Cfood）。根据宾语的概念，每个开放选择原则中的动词短语会被关联到一个概念化模板中。




 
 	俗语模版：根据俗语原则，有些动词短语的具体语义是和宾语概念无关的。本章在宾语前增加 $I 标记来表示此俗语模板（即动词 $I 宾语）。




根据上述定义，本文使用动词模板来表示动词的不同的语义。分配到相同的动词模板的动词短语，其动词具有相似的语义，而分配到不同动词模板的动词具有不同的语义。通过动词模版，可以将“eat pitaya”对应到模板“eat $Cfood”，从而得到“I like eating pitaya”中的“pitaya” 是一种食品。另一方面，俗语模版表示哪些短语不应被概念化。表 4.1 中列出了例 4.1 中的短语的对应模板。 



表 4.1：动词短语及其动词模板

这样，本文的核心问题在于如何对动词产生概念化模板或俗语模板。为了做到这一点，实验使用了两个公开数据集：Google Syntactic N-Grams 和 Probase [103]。Google Syntactic N-Grams 包含了百万级别的动词短语，提供了动词短语的丰富语料。Probase 包含了丰富的实体-概念信息，帮助算法将宾语映射到其概念。这样问题就变为给定动词 v 以及其对应的动词短语集合，对每个动词短语产生一个动词模板（概念化模板或者俗语模板）。然而，这个模板生成的过程是具有挑战性的。一般来说，在此过程中的最严重问题在于一般性和特殊性之间的取舍。本文在下边具体说明。 

第 2 节 相关工作

传统的动词理解 在此讨论比较动词模板与传统的动词理解 [73] 方法。FrameNet[7] 建立在大多数词汇可以被很好的通过语义框架[32] 理解的思想上。语义框架是对于一类事件，关系，或者在其中实体与参与者的描述。每一个语义框架使用了框架元素（FEs）来进行简单的注解。PropBank [52] 使用了人工标注的谓词和语义对象变量，来获取准确的谓词-变量结构。谓词这里指动词，变量是动词的其他对象。为了使 PropBank 更加形式化，变量通常包含施动者，受动者，工具，起始点和终止点等。VerbNet[82] 将动词根据它们基于 Levin classes[60] 的句法模板来分类。所有的动词理解都关注于动词的不同角色而不是它的语义。然而动词的不同语义可能有相同的角色，现有的理解并不能完整的表述动词的语义。

实体概念化 本章工作的典型应用就是基于上下文的实体概念化理解。实体概念化决定了对于一个实体最适合的概念。传统的基于文本检索的方法利用 NER[92] 来进行实体概念化。但是 NER 经常只含有一些粗糙的预定义概念。Wu 等人建立了一个有大量词汇信息的知识库 Probase[103]，来提供丰富的 IsA 关系。对于 IsA 关系，基于上下文的实体概念化理解[50]会更有效。Song 等人[87]提出了一种利用 Naive Bayes 的实体概念化方法。Wen 等人[46]提出了主流的联合共现网络，IsA 网络和概念聚类的模型。

语义构成本章利用动词模板来表示动词短语。然而语义构成的工作致力于将任意的短语表示为向量或树结构。基于向量空间的模型被广泛地被用来表示单个单词的语义。因此，一个直接的表示词汇的语义的方法就是将这些出现在短语中的单词的向量取平均值[105]。但是这个方法却忽略了词之间的句法关系 [57]。Socher 等人[85]将句法关系表示为一棵二叉树，并且将它与单词的向量利用 recursive neural network 同时训练。目前，word2vec[67] 显示了它在单词表示方面的优势。 Mikolov 等人[68]进行了更深层次的研究并使 word2vec 可以表示短语向量。总之，这些工作并没有使用有关动词的俗语短语和动词的对象的概念来表示动词的语义。

2.1. 一般性和特殊性的取舍问题

本节试着问答问题：“什么样的动词模板可以很好的总结一个动词短语集合”。由于每个动词短语都有若干候选动词模板，这个问题的回答是很困难的。直觉上，一个好的动词模板需要兼备一般性和特殊性。

一般性：本章希望用较少的模板个数来覆盖一个动词的所有语义。否则，抽取出的动词模板会变得琐碎。考虑极端的情况：所有的动词短语都被考虑为俗语模板。这些俗语模板显然大部分都是没意义的，因为大部分动词短语需要被概念化。

例 4.2. 在图 4.1 中,模（eat $Cmeal）显然比三个模板（eat $Ibreakfast + eat $Ilunch+eat $Idinner）要好。前者提供了一个更一般的模板表示。 



图 4.1：模板分配的例子

特殊性：另一方面，本章期望产生的动词模板具备特殊性，否则结果可能会变得非常模糊。就像例 4.3 展示的那样，算法可以将任意宾语都概念化到某些非常高层的概念上，例如 activity，thing，item 等。这样概念化的模板就会变得特别模糊而无法精确描述一个动词的语义。

例 4.3. 对于图 4.1 中的动词短语，eat $Cactivity 是比 eat $Cmeal 更一般性的动词模板。这样，一些错误的动词模板，例如 eat shopping 或 each fishing 也会被识别为 eat 的有效例子或短语。相反，eat $Cmeal 具有更好的特殊性。因为 breakfast、lunch、dinner 是三个典型的 meal 的实例。而 meal 几乎不再具有其它典型实例。

贡献 一般性和特殊性显然是相互矛盾和制约的。因此如何在一般性和特殊性之间做取舍构成了本文的主要挑战。本文使用最小描述长度（minimum deion length，MDL）作为调和这两个目标的基本框架。更具体的，本章的贡献可以被总结如下：

 
 	本章提出了动词模板——一种新型的动词语义表现形式。本章提出了两类动词模板:概念化模板和俗语模板。动词模板可以表示动词的歧义性,因此可以用来识别动词的不同语义。




 
 	本章提出了关于动词模板抽取的两个原则:一般性和特殊性原则。本章阐述了这两个原则间的互相制约,并提出了一个基于最小描述长度的无监督模型来产生高质量动词模板。 




 
 	本章进行了多样的实验。其结果证实了模型和算法的有效性。




第 3 节 问题模型

本节形式化定义从动词短语中提取动词模板的问题。此模板提取过程中要计算两个值：（1）每个动词短语的动词模板分配；（2）每个动词的动词模板分布。接下来，本文将首先给一些基本的定义。接着提出了一种基于最小描述长度的问题模型，并证明了该模型的合理性。请注意，不同动词的模板是独立的，在问题和算法描述中可以单独考虑每一个动词。因此在以下的说明中，将只讨论针对某一给定动词的解法。

3.1. 初步定义

首先给出动词短语、动词模板、模板分配的标准定义。

定义 4.4（动词短语） 一个动词短语 p 在自然语言中是一个动词及其对应宾语。本文把短语 p 中的宾语表示为 op。

定义 4.5 （动词模板）。动词模板是一个或若干个动词短语的总结。每个动词短语只有一个动词模板对应。对应于同一动词模板的动词短语，其动词语义是相似的。本文用 a 表示动词模板。考虑两种动词模板:

 
 	俗语模板是“verb $object”的形式。只有动词短语“verb object”可以对应模板“verb$object”。




 
 	概念化模板是“verb$concept”形式。动词短语“verbobject”可以对应于“verb$con- cept”，仅当 object 和 concept 具有 isA 关系。将概念化模板 a 中的概念表示为 ca 。




定义 4.6（模板分配）。模板分配是一个函数 f : P → A，它将任意一个动词短语映射到其对应动词模板模板。 f ( p) = a 表示 p 的模板是 a。注意每个模板可以有任意数量的对应的动词短语。

表 4.1 中展示了一些动词短语、动词模板和模板分配的例子。

短语的分布是已知的（在本章的实验中，其动词短语分布是从 Google Syntactic Ngam 数据库中抽取的）。所以本文中模板抽取的目标倾在于找到 f 函数。有了 f 函数，就可以很容易的计算模板分布 P(A)：



这里 P(p) 是给定动词的短语分布。注意这里的第二个等式是成立的，因为当f(p) =a 时，P(a|p) = 1。P(p) 可以直接由 p 的频率得到，见公式 4.14。

3.2. 模型

这一小节提出了一种基于最小描述长度的模型，它可以精确地建模模板分配中的一般性和特殊性原则。使用最小描述长度的出发点：最小描述长度（minimum descrip- tion length，MDL）[9]是基于数据压缩程度的数据复杂度描述方法。而在动词模板分配问题中，一个动词模板可以被视为一组动词短语的压缩。对于概念化的模板，直觉上来说，如果一个模板分配是一个对于动词短语的简短描述，那么这个分配方案就抓住了底层的动词语义特征。

给定动词短语集合，寻找一个模板分配函数 f，使得这些动词短语的描述长度最短。假设 L( f )表示 f 的描述长度，那么可以将动词短语模板分配问题形式化表示为：

问题定义 4.7（模板分配）。给定动词短语分布 P(P)，找到模板分配 f，使得 L(f) 最小化：



对于每个短语 p，它的编码方式包含两部分：左侧部分编码它的对应模板 f(p)（表示为 l(p, f )），右侧部分编码在给定模板时的动词短语（表示为 r(p, f )）。这样可以得到: 



这里 L(p) 表示 p 的整体描述长度，包括左侧编码长度和右侧编码长度。l(p, f)：模板编码长度为了编码p的模板 f(p)，需要的编码长度为：



这里 P( f ( p)) 可以被公式 4.1 计算得到。

r(p, f)：给定模板的短语编码长度在得到其模板 f(p) 之后，使用从模板 f(p) 到动词短语 p 的转移概率 PT (p|f(p)) 来编码 p。PT (p|f(p)) 是通过 Probase[103] 计算得来的，并在本文计算中视为先验概率。因此，对 p 的编码需要的编码长度是−logPT (p|f(p))。为 了计算 PT (p|f(p))，考虑两种情况：

 
 	情况一：f (p) 是一个俗语模板。这样由于俗语模板只有一个对应的动词短语,有PT (p|f(p))=1。




 
 	情况二：f(p) 是一个概念化模板。在这种情况下，只需要编码给定概念的动词宾语 op。使用从概念 cf(p) 到实体 op 的转移概率 PT (op|cf(p))（通过 Probase 得到）。实验部分会给出关于此概率的更明确的计算方法。 




这样得到：



总长度通过将所有动词短语的描述长度相加，得到模板分配 f 下的总描述长度 L： 



请注意这里公式引入了超参数 θ 来控制 l(p, f ) 和 r(p, f ) 的相对重要程度。后文将会解释 θ 是如何具体影响动词模板在一般性和特殊性中的取舍。

合理性分析接下来，本文会通过证明该模型对于动词模板的两个原则（即一般性和特殊性原则）的体现，来说明模型的合理性。为了简单起见，定义 LL( f ) 和 LR( f ) 分别用来表示对于动词模板部分的编码总长度，和给定模板编码具体动词短语的编码长度。具体计算如下： 



一般性 通过最小化 LL( f )，模型可以找到具有一般性的模板。假设 A 表示所有在分配 f 下的模板，Pa 表示 a ∈ A 对应的动词短语集合，即满足 f(p) = a 的动词短语集合。根据公式 4.1 和 公式 4.7，有: 



所以 LL( f ) 即为动词模板的熵（entropy）。最小化熵将使得模型选择并使用较少的动词模板。这体现了模板的一般性原则。

特殊性 通过最小化 LR( f )，模型可以找到具有特殊性的模板。公式 4.10 的内部实际上是 P(P|a) 和 PT (P|a) 的交叉熵。因此最小化 LR( f ) 会使得模型找到使 P(P|a) 和 PT (P|a) 尽量接近的分布。这体现了特殊性原则。 



3.3. 算法

本节提出了一种基于模拟退火的算法来解决问题 4.7，并展示了如何利用外部知识来优化俗语模板。本章使用模拟退火算法来计算最好的动词模板分配 f 。算法流程如下。首先选取随机的分配作为初始值（初始温度）。然后，算法生成并评估一个新的分配，如果它是一个更好的分配，用这个分配替换掉之前的分配；否则，算法以一定的概率接受这个分配（温度降低）。重复生成以及替换的步骤直到最后的 β 轮结果没有出现变化（终止条件）。

候选分配生成：显然，候选分配的生成对于算法的效用和效率来说非常关键。接下来首先介绍一个直接生成候选分配的方法。然后对候选动词模板作典型性的改进。

直接生成方法：模板分配 f 的最基本的单元是对一个动词短语的模板分配。直接生成方法会随机选择一个动词短语 p 并将它分配给一个随机的模板 a。产生一个有效的模板。算法需要确保（1）a 是一个 p 的俗语模板，或者（2）a 是一个实体概念化模板并且 ca 是 op 的上位词。然而，因为很难达到最优状态，这个方法效率很低。对于一个动词，假设它有 n 个动词短语并且每一个动词短语都有平均 k 个候选模板。达到最优状态的最小轮数平均是 kn，这在大语料库上是不可接受的。

利用典型性的生成方法：注意到对于每一个确定的动词词组，一些模板会因为它们更高的典型性而比其他模板更有效。例 4.8 介绍了这种情况。这使算法倾向于将动词短语分配给具有更高典型性的动词模板。

例 4.8. 对于 eat breakfast，eat lunch。eat $Cmeal 显然比 eat $Cactivity 更好。因为对于一个真实的人来说，他更容易想到 eat $Cmeal 而不是 eat $Cactivity。换句话说 eat $Cmeal 相比 eat $Cactivity 具有更高的典型性。

更形式化的，对于一个确定的动词短语 p，定义 t(p,a) 衡量模板 a 相对于动词短语 p 的典型性。如果 a 是俗语模板，t(p,a) 被设置成一个常数 γ。如果 a 是实体概念化模板，使用 op 相对于 ca 的典型性定义 t(p,a)，这里 ca 是模板 a 的概念。特别的有：



这里 PT (op|ca) 和 PT (ca|op) 可以从 Probase [103] 通过式 4.15 推导出。在这个计算中，公式同时考虑从 ca 到 op 的概率，和从 op 到 ca 的概率，以获得它们相互之间的影响。

3.3.1. 流程

现在将介绍解决方案的详细流程：

1. 通过将每一个 p 分配给它的俗语模板来初始化 f(0)。

2. 随机选择新的动词模板 a。对于每一个动词短语 p，



这里 f (i) 是第 i 轮产生的分配。

3. 以如下概率接受 f(i+1)：



这里 L(f(i+1)) 是 f(i+1) 的描述长度，S 是 SA 算法进行的轮数，A 是控制冷却速度的常数。

4. 重复步骤 2 和步骤 3，直到最后 β 轮结果不发生变化。

步骤 2 和步骤 3 使算法不同于一般的基于 SA 的解决方法。在步骤 2 中，对于每一 个随机选择的动词模板 a，算法计算它的典型性。如果它的典型性大于当前分配的动词模板，则将这个动词短语分配给动词模板 a。在步骤 3 中，当一个新的分配的描述长度比上一轮的分配更小时，算法接受这个新的分配。否则，算法以 (L( f (i)) −L( f (i+1)))/SA 的概率接受原有的分配。它的合理性是显然的：L( f (i+1)) 相对于 L( f (i)) 的偏离越大，f (i+1) 被接受的概率越小。

复杂性分析假设有 n 动词短语。在每一轮循环中，算法随机选择一个动词模板，然后计算它对于所有 n 个动词短语的典型性，这需要 O(n) 的时间来实现。然后，算法通过加和所有 n 个动词短语的编码长度来计算 f (i+1) 的描述长度。这个步骤同样需要 O(n) 时间。假设算法在 S 轮后终止，则整体的复杂度将是 O(Sn)。

利用俗语的先验知识 可以从外部词典中直接找到许多动词的俗语。如果在字典中，一个动词短语被认定为俗语，它应该被直接分配到俗语模板。特别的，本章工作中首先从线上字典中爬取了 2868 个动词短语。然后在步骤 2 中，当 p 是其中一个俗语短语时，将它排除在分配更新的过程之外。

第 4 节 实验

4.1. 设置

动词短语数据模板分配会使用动词短语的分布 P(p)。为了计算 P(p)，实验使用在 Google Syntactic N-Grams 的“English All”数据集。该数据集包含从 Google Books 英文语料库中提取的统计句法 ngrams 的信息。它包含 22,230 个不同的动词，和 147,056 个动词短语。对于一个固定的动词，计算动词短语 p 的概率为：



这里 n(p) 时 p 在语料库中的出现的次数，分母部分是对于所有动词短语的次数加和。

IsA 关系本章使用 Probase 来计算给定概念的情况下实体出现的概率 PT (e|c)，同时

也计算给定实体概念出现的概率 PT (c|e)：



这里 n(e, c) 是 c 和 e 同时出现在 Probase 的频数。

测试数据实验使用两个数据集来验证方法在长文本和短文本上上的有效性。短文本数据集包含来自于 Twitter [38] 的 160 万个 tweets 数据。长文本数据集包含来自于 Reuters [5] 的 21,578 个新闻文章。

4.2. 动词模板的统计信息

现在简要介绍本文提取的动词模板。对于所有的 22,230 个动词，实验列举最频繁的 100 个动词的统计信息。在过滤掉出现次数 n(p) < 5 的噪声动词短语后，每一个动词平均有 171 个不同的动词短语和 97.2 个不同的动词模板。53% 的动词短语有实体概念化模板。47% 的动词短语有俗语模板。表格 4.2 列举了 5 个有代表性的动词与它们出现最频繁的模板。这个案例分析表明（1）有关动词模板的定义反映了动词的一词多义性；（2）大多数算法得到的动词模板是有意义的。

4.3. 有效性

为了评估动词模板的效果，实验使用了两个评测指标：（1）coverage，表示方法可以找到多少对应于自然语言中的动词短语的模板；（2）precision，表示有多少动词短语和它对应的模板正确匹配。实验通过以下的公式来计算这两个指标: 



这里 n cover 是在测试数据中找到的对应有模板的动词短语的数量，n all 是动词短语的总数，n correct 是对应的动词模板正确的动词短语的数量。为了评估 precision，实验从测试数据中随机选择了 100 个动词短语并让志愿者去标注被分配模板的正确性。当一个模板太过具体或者太过一般，实验认为它是一个不正确的动词短语-模板匹配（见图 4.1 中的例子）。为了比较算法好坏，实验同样列出了模板总结的两种基准方法的结果。 



表 4.2：一些提取的动词模板。在括号中的数字是动词短语在 Google Syntactic N-Gram 数据中出现的频数。 #phrase 表示这个动词的不同动词短语的个数。

 
 	Idiomatic Baseline (IB) 每一个动词短语是一个俗语。




 
 	Conceptualized Baseline (CB) 对于每一个动词短语，它被分配给一个实体概念化模板。对于宾语 op，基准算法选择最高出现概率的概念，即 argmaxc P(c|op)，来构建这个模板。




在 Tweets 和 News 数据集上，动词模板分别覆盖了 64.3% 和 70% 的动词短语。考虑到在 Google N-Gram 数据中的拼写错误以及解析错误，这样的覆盖率是可以接受的。图 4.2 展示了本章方法以及基准方法提取的动词模板(VP)的查准率。结果显示本章方法相比于基准方法在精确度方面有很大的提升。结果同时显示了对于动词的语义理解来说实体概念化模板与俗语模板都是必要的。

第 5 节 应用：基于上下文的实体概念化

如同在引言中所提及的，动词模板可以用来优化基于上下文的实体概念化任务（通过考虑实体的上下文来提取一个实体的概念）。本节将动词模板与主流的基于实体的方法 [87] 相结合来优化这一问题。 



图 4.2: 准确率

基于实体的方法此方法利用在上下文中出现过的实体来概念化一个实体 e。令 E 是上下文中的所有实体的集合。定义在给定上下文 E 下 c 是实体 e 的概念的概率为 P(c|e,E)。通过假设所有的实体在给定概念下是独立的，可以得到以下公式来计算 P(c|e, E )：



本节的方法 本节在上下文中增加了动词作为附加信息来实体概念化 e。当 e 是一个动词的对象的时候，利用动词模板可以推导出 P(c|v)，即在给定动词 v 的动词短语下观察到有关概念 c 的实体概念化模板的概率。因此，在给定上下文 E 和实体 e 还有动词 v 的情况下，概念 c 出现的概率是 P(c|e,v,E)。类似于等式 4.17，P(c|e,v,E) 可以通过以下公式来计算：



注意到如果 v + e 在 Google Syntactic N-Grams 数据中被观察到，这意味着算法已经学习到了这个模板，可以使用这些模板来进行实体概念化。也就是说，如果 v + e 被映射到了一个实体概念化模板，则使用模板的概念作为实体概念化的结果。如果 v + e 是一个俗语模板，则停止实体概念化。 

设置与结果对于在实验部分使用的两个数据集，本实验同时利用上述两个方法来概念化在动词短语中的宾语。然后，选择概率最大的概念作为对象的概念标签。本实验随机选取了两种方法所对应标签不同的 100 个短语。对于每一个不同，使用人工标注其结果是否好于（better）等于（equal）或差于（worse）不适用动词模板的方法的结果。结果显示在图片 4.3 中。在这两个数据集上，利用了动词模板后，精确度都显著的被提高了。这表明了动词模板对于语义理解任务是有意义的。 



图 4.3：实体概念化结果

第 6 节 小结

动词的语义对于文本理解来说非常的重要。本章提出了动词模板，用来区分动词的不同语义。论文建立了基于最小描述长度的模型，来平衡动词模板的一般性与特殊性。同时本章提出了一个基于模拟退火的算法来获得动词模板。算法使用了模板的典型性来使候选模板产生的过程收敛速度加快。实验验证了模板的高精确度与覆盖率。本章还展示了动词模板在基于上下文的实体概念化中的成功应用。 
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第 5 节 复杂问题回答

这一节详细阐述如何回答复杂问题。首先第 5.1. 节将问题形式化为一个最优化问题。第 5.2. 节和第 5.3. 节分别阐述优化量度和算法。

5.1. 问题陈述

本节着重关注由一系列 BFQ 组成的复杂问题，例如表 1.1 中的问题 ○f 可以被分解为两个 BFQ：(1) BarackObama’swife (MichelleObama)；(2) WhenwasMichelleObama born? （1964 年）。显然，第二个问题的答案依赖于第一个问题的答案。在解答复杂问题时，分而治之框架可以自然而然地被利用：(1) 系统首先把问题分解为一系列 BFQ，(2) 然后系统依次回答每个问题。既然在第 3 节已经给出了如何回答 BFQ，那么这一节中的关键步骤就是问题分解。

需要强调的是，在一个问题分解的序列中，除了第一个问题之外的每个问题都是一个具有实体变量的问题。只有当变量被指派到一个特定实体之后，问题序列中的问题才能被具体化，而这个特定实体也就是前一个问题的答案。回到之前的例子中去，第二个问题 When was Michelle Obama born? 在问题序列中是 When was $e born?。在这里，$e 作为一个变量来代表第一个问题 Barack Obama’s wife 答案。从而当给定一个复杂问题 q 后，系统需要将其分解为由 k 个问题形成的序列 A = (qˇi)ki=0，使得：

 
 	每个 qˇi (i > 0) 都是一个有实体变量 ei 的 BFQ，其值为 qˇi−1 的答案。


 	qˇ0 是一个 BFQ，其实体等于 q 的实体。




例 5.5 （问题序列）考虑表 1.1 中的问题 ○f 。 一个自然问题序列是 qˇ0 = Barack Obama’s wife 和 qˇ1 = when was $e1 born? 系统也可以替换任意一个子串来构造问题序列，诸如 qˇ′0 =Barack Obama’s wife born 和 qˇ′1=When was $e?。但因为 qˇ′0 既不是一个可回答的问题也不是一个 BFQ，所以后者是无效的。

给定一个复杂问题，系统用递归的方式构造一个问题序列。系统首先用一个实体变量来替换一个子串。如果这个子串是可以被直接回答的 BFQ，使它为 q0。否则对子串重复以上步骤直到得到一个 BFQ 或者子串是一个单独的词汇。然而，正如例 5.5 所示，许多问题分解是不可行的（或不可回答的）。因此，系统需要度量一个分解的序列有多大可能被回答。更形式化地，使 A(q) 成为 q 所有分解可能的集合。对于一个分解 A ∈ A(q)，规定 P(A) 为 A 是有效（可回答）问题序列的概率。从而问题被简化为: 



接下来的第 5.2. 节和第 5.3. 节将分别阐述对 P(A) 的估计以及如何有效求解最优化问题。

5.2. 度量标准

根据直觉，如果问题序列 A = (qˇi)ki=0 中的每个问题 qˇi 都是有效的，那么该序列是有效的。因此，需要首先估计 P(qˇi)（qi 是有效的概率），然后将每个 P(qˇi) 合起来来计算 P(A)。

算法用 QA 语料库来估计 P(qˇi)。qˇ 是一个 BFQ。如果可以通过将 q 的一个子串替换为 $e 得到 qˇ，那么认为问题 q 与 qˇ 是匹配的。本节称匹配是有效的， 当被替换的子串是 q 中的实体时。例如 When was Michelle Obama born? 匹配 when was $e born? 和 when was$e?。但是，只有前者是有效的因为只有 Michelle Obama 是一个实体。本节用 fo(qˇ) 来表示 QA 语料库中匹配 qˇ 的所有问题的数量，用 fv(qˇ) 来表示有效匹配 qˇ 的问题数量。

fv(qˇi) 和 fo(qˇi) 都从 QA 语料库得到计数。这样算法估计 P(qˇi) 为：



这个式子明显是合理的：匹配数越多，qˇi 可回答的可能性越大。fo(qˇi) 被用来惩罚过于笼统的问题样式。下面给出一个 P(qˇi) 的例子。

例 5.6. 令 qˇ1 = When was $e born?，qˇ2 = When was $e?，QA 语料库如表 5.2 所示。显然，q1 满足 qˇ1 和 qˇ2 的样式。但是，因为只有当 q1 匹配 qˇ1 时，被替换的子串才对应一个有效实体“Barack Obama”，因此只有 q1 是 qˇ1 的有效样式。从而得到 fv(qˇ1) = fo(qˇ1) = fo(qˇ2) = 2。且有 qˇ0 ≡ 0。由式 5.26, P(qˇ1) = 1, P(qˇ2) = 0。

对于每个给定的 P(qˇi)，定义 P(A)。假设 A 中的每个 qˇi 有效是独立事件。则当且仅当问题序列 A 中所有 qˇi 有效时，该序列有效。所以 P(A) 可以计算如下：



5.3. 算法

给定 P(A)，算法的目标是找到使 P(A) 最大的问题序列。因为搜索空间巨大，因此这步不能忽略。考虑一个长度也就是字数为 |q| 的复杂问题 q。q 中共有 O(|q|2) 个子串。如果 q 最终被分解为 k 个子问题，那么总搜索空间为 O(|q|2k)，这是不能被接受的。本节提出一个基于动态规划的方法来求解最优化问题。该方法复杂度为复杂度为 O(|q|4)。方法利用了最优化问题的局部最优解性质。定理5.7证明了这个性质。

定理 5.7（局部最优解）对于复杂问题 q，令 A *(q) = (qˇ*0,...,qˇ*k) 是 q 的最优分解,则 ∀1≤ i ≤ k, ∃qi ⊂q, A *(qi) = (qˇ*0,..,qˇ*i ) 也是 qi 的最优分解。

基于定理5.7，可以得到一个动态规划（DP）算法。考虑 q 中的一个子问题 qi 是 (1) 一个初始 BFQ（不可分解）或（2）一个可被进一步分解的问题串中的其中一个。对于情形（1），A*(qi) 包括一个元素也就是 qi 本身。对于情形（2），A *(qi) = A *(qj) ⊕r(qi,qj)，其中 qj ⊂qi 有最大 P(r(qi,qj))P(A *(qj))，r(qi,qj) 是通过将 qi 中的 qj 用一个占位符“$e”替换而生成的问题。从而得到动态规划方程: 



其中 δ(qi) 是决定 q1 是否为初始 BFQ 的指示函数。也就是说，当 qi 是初始 BFQ 或 δ(qi) =0 时，δ(qi)=1。

算法 2 描述了动态规划算法。算法在外层循环（第 1 行）中枚举 q 的所有子串。在每个循环中，算法首先初始化 A *(qi)和P(A *(qi))（第 2-4 行）。在内层循环中，算法枚举 qi 的所有子串 qj（第 5 行），然后更新 A *(qi) 与 P(A *(qi))（第 7-9 行）。注意到算法按照长度升序枚举所有 qi，这确保了通过每个被枚举的 qj，可以知道它们的 P(A *()) 和 A *()。

因为每个循环枚举 O(|q|2) 个子串，从而算法 2 的复杂度为 O(|q|4)。在实验的 QA 语料库中，超过 99% 的问题字数少于 23 个 (|q| < 23)，因此这样的复杂度是可以接受的。 



第 6 节 属性扩展

在知识图谱中，许多关系不是由一个直接属性表达的，而是由一条由许多属性组成的路径表示的。正如图 1.1 所示，在 RDF 数据库中，“spouse of”关系是由三个属性 marriage → person → name 表达的。本章称这些多属性的路径为扩展属性。利用扩展属性来回答问题可以高效提升 KBQA 的覆盖率。

定义 5.8（扩展属性）一个扩展属性 p+ 是一个属性序列 p+ = (p1,..., pk)。本章把 k 称为 p+ 的长度。如果存在一个宾语序列 s = (s1,s2,...,sk) 使得 ∀1 ≤ i < k,(si, pi,si+1) ∈ K 且 (sk, pk,o) ∈ K ，则说 p+ 连接了主语 s 和宾语 o。正如 (s, p,o) ∈ K 表示了 p 连接了 s 和 o，这里将 p+ 连接 s 和 o 记作 (s, p+,o) ∈ K 。

第3节中提出的KBQA模型可以充分适应属性拓的问题。系统只需要一些轻微的调整就可以使得KBQA对扩展属性有效。第6.1.节展示了这种调整。第6.2.节展示了如何 使得它对十亿级别的数据库有效。最后，第6.3.节中展示了如何选择一个合理的属性长度来保证最高的效率。

6.1. 对扩展属性的 KBQA

上文曾提到，对单一属性的 KBQA 由两大部分组成。在离线部分，系统计算对给定模板的属性分布 P(p|t)；在线上部分，系统抽取问题的模板 t，然后通过 P(p|t) 计算它的属性。当把 p 替换成 p+ 之后,系统做了如下调整：

在离线部分，系统学习了对扩展属性的问题模板。例如计算 P(p+|t)。 P(p+|t) 的计算仅仅只要知道 (e, p+ , v) 是否在 K 中。如果系统生成了所有的 (e, p+ , v) ∈ K ，就可以计算这一存在性。第 6.2. 节展示了这一生成过程。

在线上部分，系统用扩展属性来回答问题。系统可以通过 RDF 数据库中的 e 到 p+ 来计算 P(v|e, p+)。例如，让 p+ = marriage → person → name，为了从图 1.1 中的数据库来计算 P(v|Barack Obama, p+)，系统从节点 a 开始遍历，然后经过节点 b 和 c，最后得到了 P(Michelle Obama|Barack Obama, p+) = 1。

6.2. 扩展属性的生成

一个简单的生成所有的扩展属性的方式是对数据库中的每一个节点进行广度优先搜索（BFS）。然而，扩展属性的数量随着属性的长度指数级增长。所以当数据量达到十亿级别的时候，BFS 的开销是无法承受的。

为了实现扩展属性的生成，系统首先对属性的长度 k 设置了限制来提升延展性，也就是说，它只搜索长度小于等于 k 的扩展属性。下一个小节会展示如何得到一个合适的 k。本节通过另外两个方面来提升延展性：(1) s 的约减；(2) 内存高效的 BFS。 

s 的约减：离线处理的过程只对在 QA 语料库中出现过至少一次的 s 有兴趣。因此，系统只用那些在 QA 语料库中的问题中出现过的宾语作为 BFS 的起始节点。这一策略很大程度上减少了生成的 (s, p+ , o) 的数量，因为这些实体的数量比起在十亿级别数据库中的要少得多。在系统使用的数据库（15 亿实体）和 QA 语料库（79 万不同实体）中，这一过滤策略理论上可以减少 (s, p+ , o) 的数量 1500/0.79 = 1899 倍。

内存高效的 BFS：为了在 1.1TB 大小的数据库中使用 BFS，本节使用了基于磁盘的多源 BFS 算法。在一开始，系统将在 QA 语料库（记作 S0）中出现过的所有的实体读取入内存，并在 S0 创建了一个散列索引。第一轮中，系统通过扫描磁盘上的所有 RDF 三元组一次，并将三元组的主语和 S0 结合，我们就得到了所有长度为 1 的 (s, p+,o)。本节建立的对 S0 的散列索引，允许算法在线性时间内完成这一操作。第二轮中，系统将所有的三元组读入进内存中，然后建立对所有的宾语 o 建立散列索引（记作 S1）。然后再次扫描 RDF，并将 RDF 中三元组的主语和 s ∈ S1 结合。现在系统得到所有的长度为 2 的 (s, p+,o)，并将它们读入进内存中。系统重复上述的“索引+扫描+结合”操作 k 次来得到所有的长度为 p+.length ≤ k 的 (s, p+,o)。

这个算法非常高效，其时间消耗主要用在了 k 次扫描数据库上。散列索引的建立和结合的操作在内存中执行，时间消耗对于磁盘上的 I/O 来说是可以忽略不计的。注意到从 S0 开始的扩展属性的数量总是比数据库的大小要小得多，因此可以被容纳在内存中。对于实验使用的数据库（KBA，更多细节请参阅实验章节）和 QA 语料库，只需要存储 21M 的 (s, p+,o) 三元组。所以很容易将他们读入内存。假设 K 的大小是 |K |，算法找到的 (s, p+,o) 三元组的数量是 #spo，它消耗了 O(#spo) 的内存，算法的时间复杂度是 O(|K |+#spo)。

6.3. k 的选择

扩展属性的长度限制k影响了属性扩展的效率。k 越大，(s, p+,o) 越多，导致更高的答案覆盖率。然而，这也产生了更多的无意义的 (s, p+,o) 三元组。例如，图 1.1 中，扩展属性 marriage → person → dob 连接了“Barack Obama” 和 “1964”，但是他们明显没有关系，对于 KBQA 也没有用。

属性扩展需要选择一个能够得到最多的有意义的关系，并且排除最多无意义的关系的 k 的值。本文使用 Wikipedia 的 Infobox 估计最佳的 k。Infobox 存储了实体的一些知识，并且大部分条目都是以“主语- 属性-宾语”的三元组的形式存储的。Infobox 中的条目可以被视作有意义的关系。因此，k 的选择中首先列举一些长度为 k 的 (s, p+,o) 三元组，然后测试它们中有多少在 Infobox 中出现。选择过程希望看到 k 值的减少。

特别地，实验按照它们出现的频率的顺序，从 RDF 数据库中选择了前 17000 个实体。实体 e 出现的频率被定义为在 K 中存在的使得 e = s 的 (s, p, o) 三元组的数量。选取这些实体是因为他们有更多的知识，因此更值得信任。对于这些实体，使用第 6.2. 节中提出的 BFS 生成了他们的长度为 k 的 (s, p+,o) 三元组。然后，对于每一个 k，计算这些可以在 Wikipedia 的 Infobox 中找到对应的 (s, p+,o) 三元组的数量。更形式化地，假设 E 是作为例子的条目的集合，SPOk 是长度为 k 的 (s, p+,o) ∈ K 。定义 valid(k) 来度量 k 对于有意义的关系的数量，方法如下: 



在 KBA 和 DBpedia 上得出的 valid(k) 的值在表 5.3 中展示。当 k = 3 时，有效的扩展属性的数量显著减少。这说明了大部分有意义的因素在这个长度内可以被表示出来，所以系统选择了 k = 3。 



表 5.3: valid(k)

第 7 节 实验

第 7.1. 节中阐明实验设置；第 7.2. 节验证了概率模型的合理性；第 7.3. 节和第 7.4. 节中分别评估了系统的有效性和效率；第 7.5. 节验证了 KBQA 的三个组成部分的有效性。

7.1. 实验设置

KBQA 系统运行在在一台装配了 Intel Xeon CPU, 2.67 GHz, 2 processors, 24 cores, 96 GB 内存, 64 bit windows server 2008 R2 的服务器上。它使用 Trinity.RDF [110]作为 RDF 引擎，这一引擎被部署在了 6 台服务器上，并且一共使用了 284.1GB 的内存和 1.5TB 的磁盘资源。

数据库实验部分使用了三个开放领域的 RDF 数据库。由于商用保密协议本文无法公开第一个数据库的名称，在这里称它为 KBA。KBA 有 15 亿实体和 115 亿 SPO 三元组，共占 1.1TB 空间。SPO 三元组包含了 2658 个不同的属性和 1003 种不同的种类。为了实验的再现性，实验也在其他两个知名的数据库 Freebase 和 DBpedia 上测试了 KBQA 系统。Freebase 包含 1.16 亿个条目和 29 亿 SPO 三元组，占了 380GB 存储空间。DBpedia 包含了 560 万条目，1.11 亿三元组，占了 14.2G 存储空间。

QA语料库QA 语料库包含了从 Yahoo!Answer 上得到的 4100 万 QA 二元组。如果对于一个问题由多个回答，则只考虑“最佳答案”。 

测试数据 实验在 QALD-5 [99]，QALD-3 [96] 和 QALD-1 [95] 上分别测试了 KBQA，它们是测评基于知识图谱的问答系统设计的。这些测试数据的基本信息展示在了表 5.4 中。由于 KBQA 关注问答的 BFQ，所以也展示了对于这些数据库中 BFQ 问题的数量（#BF Q）。 



表 5.4：评估标准

对比方法 实验把 KBQA 和 13 个 QA 系统进行比较，表 5.5 列举了这些系统。 



表 5.5：对比方法。 Q5 表示 QALD-5；Q3 表示 QALD-3

7.2. 概率模型的合理性

接下来实验解释为什么一个概率模型是必须的。在问题理解的每一个步骤中，有些选择会给系统的决策带来不确定性，在表 5.6 中展示了每一个决策的候选答案数量。这种不确定性需要系统使用一个好的概率模型来表示。

举例来说，P(t|e,q) 表示将一个问题和它的实体转化成模型的时候的不确定性。比如对问题 How long it Mississippi river? 来说，系统很难从一些候选项中直接决定这个实体的概念是 river 或是 location。 



表 5.6：概率图模型中每个随机变量的不同取值个数

7.3. 有效性

为了评估 KBQA 的有效性，本节进行了如下实验。对于线上部分，实验评估了回答问题的准确性和召回率。在线下部分，实验评估了属性推断的覆盖率和准确性。

7.3.1. 问题回答的有效性

指标当一个 QA 系统发现当前问题没有答案时，它可能会返回 null，所以实验对一 个 QA 系统返回的非空（不一定是正确答案）（#pro）的答案的数量和正确答案（#ri）的数量做了记录。然而，事实上，一个系统只能部分正确地回答一个问题（例如，仅仅找到正确答案的一部分）。因此实验评测也需要那些部分正确的答案（#par）的数量。当 KBQA 找到一个属性时，问题的答案便可以从 RDF 数据库中被找到。因此对于 KBQA 来说 #pro 是 KBQA 找到的属性的数量。#ri 是 KBQA 找到正确的属性的数量。#par 是 KBQA 找到部分正确的属性的数量。例如，对于问题 Which city was $person born? 来说，“place of birth”是一个部分正确属性。因为它可能返回一个国家或者一个村庄，而不是问题所要找的一个城市。

现在实验部分已经定义了评估指标：准确性 P，部分准确性 P*，召回率 R 和部分召回率 R*：



实验也对关于 BFQ 的召回率和部分召回率有兴趣，分别记作 RBF Q 和 R*BF Q：



QALD-5 和 QALD-3 的结果表 5.7 和表 5.8 中展示了结果。对于所有的竞争者，表格直接使用了它们论文中的结果，可以发现在所有的数据库上，除了在准确性上略逊于 squall2sparql，KBQA 战胜了其他所有的竞争者。这是为 squall2sparql 对于所有的问题都使用了真人来标注识别实体和属性。另外 KBQA 在 DBpedia 上表现的最好，这是因为 QALD 主要是为了 DBpedia 设计的。对于大多数 QALD 中的问题，KBQA 可以直接从 DBpedia 中找到正确的答案。 



表 5.7：QALD-5 的结果



表 5.8：QALD-3 的结果 

召回率分析表 5.7 和表 5.8 中的结果表明了 KBQA 有一个相对低的召回率。主要原因是 KBQA 只回答 BFQ（二元事实性问题），然而 QALD 包含了很多非 BFQ 问题。当只考虑 BFQ 时，召回率分别上升至 0.67 和 0.61。实验对于 KBQA 在 QALD-3 上没有回答的问题进行了研究，结果发现原因很大程度上是因为 KBQA 对模型匹配用了相对严苛的标准。无法回答的情况通常发生在一个稀少的属性和一个稀少的问题进行了匹配时。15 个无法回答的情况中有 12 个是因为这个原因。例如，对于问题 In which military conflicts did Lawrence of Arabia participate?，在 DBpedia 中这个问题的属性是 battle。KBQA 对于这部分属性没有充分进行训练。如果将 KBQA 和一个同义词 QA 系统结合起来，可能就会有效增加召回率率。当 KBQA 中发生了误匹配时，系统可以用基于同义词的 QA 系统的答案作为替代。这超出了本章主要讨论的内容，因此不在这里进行阐释。

QALD-1的结果实验将 KBQA 和 DEANNA 进行了比较， 结果列在了表 5.9 中。DEANNA 是基于同义词的 BFQ 问答系统。 对于 DEANNA 来说， #pro 是被转化成 SPARQL 的问题数量。 结果表明 KBQA 的准确性比 DEANNA 高得多。 由于 DEANA 是一个典型的基于同义词的 QA 系统， 这一结果表明了基于模板的问答系统在准确性方面比基于同义词的要好。 



表 5.9：QALD-1 的结果 

7.3.2. 属性推断的有效性 

接着本节阐释 KBQA 属性推断的有效性：(1) KBQA 学习了大量的自然语言的问题的模板和属性（覆盖率），(2) 对大多数的模板，KBQA 可以推断出正确的属性（准确率）。

覆盖率表 5.10 中展示了 KBQA 学习的模板和属性的数量，并与最新的基于同义词的 Bootstrapping [107, 97]进行了对比。Bootstrapping 从数据库和网络文本中对属性学习 了同义词（BOA 式样，主要是网络文本中主语和宾语之间的部分）。BOA 可以被看做是一种模板，它们之间的关系可以被看做是属性。

结果表明，即使 Bootstrapping 用了更大的语料库，KBQA 依然比它找到了明显更多的模板和属性。这意味着 KBQA 在属性推断方面更有效：(1) 模板的数量确保了 KBQA 对不同问题的理解；(2) 属性的数量确保了 KBQA 对于不同关系的理解。因为 KBA 是实验使用的最大的数据库，基于 KBA 的 KBQA 生成了数量最多的模板，所以在接下来的实验中主要关注对 KBA 的测试。 



表 5.10：属性推断的覆盖率 

准确性此评测的目标是评估对于一个给定的模板，KBQA 是否能生成正确的属性。为了这个目的，实验按照出现频率选择了最高的 100 个模板。实验也随机选择了 100 个频率大于 1（只出现一次的模板可能意义十分模糊）的模板。对于每一个模板 t，使用人工核对它的属性 p（最大值化 P(p|t)）是否正确。和 QALD-3 上的评估相似，在某些情况下属性是部分正确的。结果被展示在了表 5.11 中。对于两个模板集，KBQA 都有更高的准确率。对于频率最高的 100 个模板，KBQA 的准确率甚至达到了 100%。这表明了基于模板的属性推断的质量。 



表 5.11：属性推断的准确率 

7.4. 效率

本节首先给出和其他问答系统的运行时间比较，然后给出 KBQA 的时间复杂度分析。

运行时间实验运行时间由两部分组成:线下与线上。线下的处理过程，主要是学习模板， 用了 1438 分钟。 时间的消耗主要是由庞大的数据量造成的：十亿级别的数据库和上百万的 QA 对。 鉴于线下部分只用运行一次， 这个时间的消耗是可以承受的。 线上部分主要负责回答问题， 实验把线上部分的时间消耗在表 5.12 中和 gAswer 和 DEANNA 进行了比较。 KBQA 用了 79ms，比 gAnswer 快了 13 倍，比 DEANNA 快了 98 倍，这意味着 KBQA 可以有效地支持实时的 QA。 



表 5.12：时间消耗 

复杂度分析表 5.12 中展示了它们的时间复杂度，|q| 表示问题的长度， |V| 表示 RDF 图中向量的个数。 所有的 KBQA 的步骤都可以在多项式时间内完成， 然而 gAnswer 和 DEANNA 都有 NP-hard 的步骤。 gAnswer 的问题理解的时间复杂度是 O(|V|3)，这种复杂度对于十亿级别的数据库来说是不能接受的。相比之下，KBQA 的时间复杂度是 O(|q|4) 和 O(|P|) （|P|是不同属性的数量），和数据库的大小无关。正如第 5.3. 节中提到的，超过 99% 的问题的长度都是小于 23 的。因此，在时间复杂度方面，KBQA 比其他 QA 系统有着更好的表现。

7.5. KBQA 的具体模块评估

实验评估了 KBQA 的三个关键模块：实体-值的识别（第 4.1. 节），复杂问题的回答（第 5 节），属性扩展（第 6 节）。

实体和值的识别的准确性大多数过去的研究都主要关注实体的抽取，这种技术并不能被用在同时抽取实体和值上。所以，实验只能和最新的实体识别的研究对比[33]。实验随机从问题语料中选择了 50 个答案在知识图谱中的问答对。通过人工判断抽取的结果是否正确。本文的方法正确识别了 36 个问答对（72%）。相比之下，斯坦福 NER 只识别的 15 个问答对（30%）。结果表明对于实体的共同抽取要比单独抽取要好。

回答复杂问题的有效性因为没有对复杂问题回答的有效基准测试集，实验构造了如表 5.13 中的 8 个问题。这里列举的所有问题都是真实的用户提出的典型复杂问题。实验比较了 KBQA 和其他两个最新的 QA 系统：Wolfram Alpha 和 gAnswer。表 5.13 中展示了结果，实验发现 KBQA 在回答复杂问题方面战胜了它的对手，这表明 KBQA 对回答复杂问题是有效的。 



表 5.13: 复杂问题回答。WA 表示 Wolfram Alpha， gA 表示 gAnswer 

属性扩展的有效性接下来实验将会测评系统在属性扩展在两方面的有效性。第一，属性扩展可以识别更多的属性。第二，扩展属性使 KBQA 学习更多的模板。表 5.14 中展示了评估结果。可以发现 (1) 相较于直接属性（长度为 1），扩展属性（长度为 2 到 k）生成了十倍于前者的属性数量；(2) 归因于扩展属性，模板的数量增加了 57 倍。

实验进一步使用了两个案例来阐明：(1) 扩展的属性是有意义的，(2) 扩展属性是正确的。表 5.16 中列举了学习出的 5 个扩展属性。可以发现 KBQA 识别出的这些属性都是有意义的。实验进一步选择了一个扩展属性 marriage → person → name，来验证从这一属性中学习出的模板是否正确并有意义。表 5.15 中列举了 5 个模板，这些模板都是合理的。 



表 5.14：属性扩展的效果



表 5.15：marriage → person → name 的对应属性 



表 5.16：属性扩展的例子

第 8 节 相关工作

在计算机领域，问答系统是一个经典的研究问题。在信息检索（IR），数据挖掘和自然语言处理（NLP）领域它都被广泛研究。本节首先根据数据来源调研了一些相关工作。然后本节调研基于知识图谱的的问答系统。最后调研了 RDF 数据管理的最新进展。

自然语言文本 vs 知识库问答系统对于语料库的质量有着很强的依赖性。传统的问答系统使用 web 文本或是 Wikipedia 作为它们的语料库来回答问题。在这一分类中的最新的方法[78, 56, 22, 44]通常将网络文档或是 Wiki 中的句子作为问题的答案，并根据它们和问题的相关性来进行打分。他们也使用一些去噪音的方法，比如说问题分类[66, 111]，来增加答案的质量。最近几年，许多大规模知识库的诞生，例如 Google Knowledge Graph，Freebase[10]和 YAGO2[45]，为建立新的 QA 系统提供了机会[72, 98, 97, 36, 107, 31]。这些知识库比起依赖于网络文本的 QA 系统，有着更系统的架构，并且有着更清晰和可靠的回答。

基于知识图谱的问答系统基于知识图谱的问答系统的核心处理是对问题的属性识别。例如，对于问题 How many people are there in Honolulu，如果系统能找到属性“population”，这个问题就能被回答。根据属性识别的方式分类，这些知识库的发展经历了三个主要的阶段：基于规则，基于关键词，和基于同义词 。基于规则的方法用人为创造的规则将问题映射到属性。例如，Ou et al. [72]认为形如 What is the xxx of entity? 的问题应该被映射到属性 xxx。人为构建的规则通常有高的准确率，但是召回率很低。基于关键词的方法[98]用问题中关键词或词组作为特征来找到问题和属性之间的映射。但是通常，很难用关键词来找到问题和复杂属性之间的映射。系统很难基于关键词，例如“how many”, “people”, “are there”等，来映射问题 how many people are there in ...? 到属性“population”。基于同义词的方法[97, 107]通过考虑属性的同义词，扩展了基于关键词方法。这使得它可以回答更多的问题。这个方法的主要影响因素是同义词的质量。Unger et al. [97]用 bootstrapping [36] 来生成同义词。Yahya et al. [107]则用 Wikipedia 来生成同义词。然而，由于和基于关键词的方法相同的原因，基于同义词的方法仍然不能回答复杂问题。True knowledge [94]用关键词和词组来表示一个模板。True knowledge 应该被分类到基于同义词的方法。相比之下，本章的问题模板将实体概念化来表示问题。

总而言之，相比于本章使用问题模板的理解方式，之前所有的基于知识库的 QA 系统仍然在准确率和召回率方面有着他们的弱点。

第 9 节 小结

基于知识库的 QA 系统现在已经成为了一项重要且可行的工作。本章在一个大型开放领域 RDF 知识库的基础上建立了一个问答系统。系统和之前的工作有以下四点不同：(1) 它用模板理解问题，(2) 它用模板抽取来学习从模板到属性的映射，(3) 用 RDF 中的扩展属性来提升知识库的覆盖率，(4) 理解复杂问题来提高对于问题的覆盖率。实验表明 KBQA 是有效且高效的，尤其是在准确性方面，比其他的 QA 系统都要优秀。 
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▲ 上图为作者开发的 chatbot 对话实测截图

（Task-oriented）任务驱动对话系统最近在工业界和学术界都大火了一把。不同于最近同样的火热的闲聊 chatbot，任务驱动地话系统往往有一个明确的使用目的。一些常见的应用包括天气查询，机票预定，航班查询等等。用户在使用任务驱动对话系统的时候，通过多轮人机对话，向电脑阐述自己的需求。而电脑在理解了用户的所求之后，通过对于后端数据库的查询和修改，来实现用户要求的功能。假如用户的阐述不够清楚，或者用户的需求比较复杂，系统可以主动询问，澄清的方式来帮助用户找到满意的结果。正因为如此，任务驱动对话系统需要同时解决数个人工智能核心问题。传统的做法是对这些问题逐一分解解决，也就是如下图的对话系统 pipeline，包括：自然语言理解（NLU），对话状态跟踪（State Tracker），对话策略（Policy），和自然语言生成（NLG）。下面我们大致对于每个模块的功能进行一下介绍：



自然语言理解（NLU）：这个模块的功能是把来自用户的句子映射到机器可读的语义结构上，一般包含实体（entity）抽取，意图（intent）识别，话题（domain）识别等。

状态跟踪（State Tracker）：在 NLU 的基础上，状态跟踪需要把多轮对话历史进行总结，理解上下文中的含义。这个模块对于跟踪用户需求有着至关重要的作用，因为很多时候需要通过综合考虑用户多轮输入才能真正理解他们的需求。

对话策略（Dialog Policy）：在有了对话状态后，对话策略需要决定下一步应该做什么行动（action）。行动包括查询数据库，或者产生下面要说的一句话。相当于对话系统的高层决策者。

自然语言生成（NLG）：负责把对话策略的行动装换成自然语言。

虽然以上的 pipeline 可以简化每个模块的开发难度，但是它带有很多问题。首先每个模块都是为某一个领域专门定制的，假如我们想迁移到一个新的对话领域，这意味着我们需要重新开发大部分的模块。此外，因为任何模块都不是完美的，所以上游模块的错误会传递到下游，让 debug 非常的困难。近期随着深度学习和端到端学习的（end-to-endlearning）兴起，很多学者开始研究如何用深度神经网络来搭建端到端任务驱动对话系统。端到端学习常见的做法是设计出可以整体 differentiable 的模型，然后利用 backpropagation 把输出端的 gradient 传递到整个神经网络，已达到 joint optimzation 的效果。首当其冲的问题是，数据库的衔接不可微分。这是因为数据库需要通过 symbolic query 来进行检索，而一般的 RNN 在中间层不提供 symbolic representation。为了解决这个问题，本文挑选了近期几篇相关论文，总结了下目前拥有的解决方法。

第一种方法是把数据库的操作 action 变成 dialog policy 的一部分。然后通过 supervised learning 或者 reinforcement learning 进行学习 [1,2]。常见的做法是是把数据库 query 的 template 作为系统可选择的 action，例如 select place=x，date=y，然后 dialog policy 在必要的时候可以输出下一个行动是应该对于数据库进行这样的搜索。搜索结果会成为模型的下一轮输入，以便模型输出搜索结果。这种方法的好处是可以适用于任何数据库或者 API，但是缺点是不能很好的 handle 用户输入的 uncertainty，因为每次搜索只能搜索一种最有可能的 query。

第二种方法是假设系统可以看到整个 database 的每一行，然后通过用户目前给出条件的概率，来计算出数据库每一行符合用户条件的概率分布 [3]。 这样做的好处是，1. 因为计算概率分布的过程都是可微分的，我们可以用标准的 gradient method 来优化系统 2. 其次是用户输入里存在的不确定性也得到了解决，可以更加准确的推测出哪些结果是用户可能喜欢的。但是这种方法的缺点是它需要能够 access 整个数据库里的内容。这对于使用第三方 API 的开发者来说不是一个好消息。另外，当数据库很大时，概率分布的计算需要很大的计算量，给这个办法的拓展性打上了一个问好。

第三种方法是利用 RNN decoder 直接生成数据库的 query [4]. 这种做法利用 sequence-to-sequence model 读取一个对话记录，然后利用 decoder 生成出 database 的搜索句子。这种做法任然处于早起实验阶段，因为 RNN 生成的过程不能保证 query 的格式正确。并且任务驱动对话需要大量的逻辑推理和语义理解，普通的 RNN 可能不能完全满足这样的需求。最近也有大量工作试图改进普通 RN，例如 Memory Network，Attention RNN 等等。尽管这种方法还没有完全实用化，但是这种方法的确非常有前途，因为可以没有任何 query 格式上的限制。

[1] Zhao,Tiancheng, and Maxine Eskenazi. "Towards end-to-end learning for dialogstate tracking and management using deep reinforcement learning." arXiv preprint arXiv:1606.02560 (2016).

[2] Williams,Jason D., and Geoffrey Zweig. "End-to-end lstm-based dialog controloptimized with supervised and reinforcement learning." arXiv preprint arXiv:1606.01269 (2016).

[3] Dhingra, Bhuwan, et al. "End-to-end reinforcement learning ofdialogue agents for information access." arXiv preprint arXiv:1609.00777 (2016).

[4] Bordes, Antoine, andJason Weston. "Learning end-to-end goal-oriented dialog." arXiv preprint arXiv:1605.07683 (2016).
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当你悲伤的时候，机器人可以安慰你；当你高兴的时候，机器人为你高兴。悲你所悲，喜你所喜，真正的情感抚慰和陪伴，就需要这种情绪化的聊天技巧。

清华大学计算机系朱小燕、黄民烈老师团队研发的 ECM（Emotional Chatting Machine：情绪化聊天机器人）开始具备这样的能力。

近年来，随着深度学习的发展，应用于开放领域的对话系统正在受到越来越多的关注。与之前基于信息检索的对话系统不同，基于深度学习的生成式对话系统可以从大规模的语料中学习到潜在的回复模式，从而可以生成语料中从未出现过的回复语句，在适用性与扩展性上都比基于信息检索的对话系统有了极大的提升。之前，大量的生成式对话系统的工作都致力于提升对话系统生成语句的语言质量，包括语法性、多样性以及话题相关性等等，却缺乏对人类情感的理解。然而，很多研究表明，情感智力（Emotion Intelligence）对人机对话系统的表现有着至关重要的影响，是一个成功的对话系统不可或缺的重要组成部分。

朱小燕、黄民烈老师团队近期发布的论文「 Emotional Chatting Machine: Emotional Conversation Generation with Internal and External Memory」（作者：周昊、黄民烈、张天扬、朱小燕、刘兵）首次将情感因素引入了基于深度学习的生成式对话系统，提出了基于记忆网络的情感对话系统 Emotional Chatting Machine (ECM) ，在传统的 Sequence to Sequence 模型的基础上，ECM 使用了静态的情感向量嵌入表示，动态的情感状态记忆网络和情感词外部记忆的机制，使得 ECM 可以根据用户的输入以及指定情感分类输出相应情感的回复语句。实验表明，ECM 可以在语言和情感两个维度上生成恰当的回复，并且通过人工实验验证了人们偏好于引入了情感因素的对话系统。作为第一篇将情感因素引入基于深度学习的生成式对话系统的论文，该工作受到了包括 MIT Technology Review和 NVIDIA DEVELOPER 的关注（报道链接详见文末）。其中，MIT Technology Review 的评价：“Chatbots have never been able to empathize. That looks set to change, thanks to a Chinese team that has built a chatbot capable of conveying specific emotions.”




▲ 图1：ECM 模型框架


模型的总体框架如图 1 所示，用户问题输入为“What a lovely day!”，通过 Encoder  将其编码为隐向量表示 h，然后通过注意力机制，结合 decoder 的状态向量 s 在生成不同的词时，对问题的隐向量表示 h 的不同部分的信息选择性的加强，得到向量 c。指定情感类别为“Happiness”，经过索引得到情感类别嵌入向量，初始的情感状态记忆向量和相应的情感词表。decoder 接受经过注意力机制的问题向量 c，情感类别嵌入向量和初始的情感状态记忆向量作为输入，通过循环神经网络生成下个词的生成概率 o，之后再经过情感词表对情感词和非情感词的加权，得到最终词的生成概率，通过采样即可得到输出“Haha, so happy today!”。



▲ 图2：ECM 生成的对话样例，与经典 Seq2Seq 模型的比较

ECM 生成的对话样例如图所示，对大部分在语料中出现较多的情感类别，ECM 都能生成相应情感的回复，但是对于在语料中出现较少的情感类别（如最后 2 行），ECM 回复的质量会有所降低。更多有趣的例子可见下表：



MIT Technology Review:


Emotional chatting machine assesses your emotion and copies it 


NVIDIA DEVELOPER:

Emotional Chatting Chatbot



欢迎查看完整版论文：

Emotional Chatting Machine: Emotional Conversation Generation with Internal and External Memory
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 引言 


Seq2Seq 于 2013年、2014 年被多位学者共同提出，在机器翻译任务中取得了非常显著的效果，随后提出的 attention 模型更是将 Seq2Seq推上了神坛，Seq2Seq+attention 的组合横扫了非常多的任务，只需要给定足够数量的 input-output pairs，通过设计两端的 sequence 模型和 attention 模型，就可以训练出一个不错的模型。除了应用在机器翻译任务中，其他很多的文本生成任务都可以基于 Seq2Seq 模型来做，比如：文本摘要生成、对话生成等，由于 Seq2Seq 模型中 sequence 的灵活性，很多有意思的应用也随之诞生。本文将会带着大家一起来看看 Seq2Seq 好玩的应用。

 
 热门应用 


机器翻译

神经机器翻译（Neural Machine Translation）是 NLP 中最经典的任务，也是最活跃的研究领域之一，Seq2Seq 提出之后，最早应用于 nmt 任务。当前，主流的在线翻译系统都是基于深度学习模型来构建的，包括 Google、百度等，整体效果取得了非常显著的进步（当然，在刚刚推出的时候还是有很多槽点的）。每年都有特别多的 paper 在 Seq2Seq 模型上提出一些改进方案。



▲ 图1：典型的 Seq2Seq 模型图

上图是典型的 Seq2Seq 模型图，输入序列是 ABC<EOS>，这里的 ABC 可以是字符、单词和短语，<EOS>表示句子结尾符；目标序列是 WXYZ<EOS>，模型分为两部分，一部分是 encoder，将输入序列进行编码表示，另一部分是 decoder，以 encoder 的表示作为 condition，将目标序列解码出来。由于文本通常是一个变长的序列，所以通常用 RNN、LSTM、GRU 以及他们的变种模型对文本进行建模。



▲ 图2：attention 模型图

attention 模型在 Seq2Seq 提出一年之后被提出，这里的 attention 和人的一些行为特征有一定相似之处，人在看一段话的时候，通常只会重点注意具有信息量的词，而非全部词，即人会赋予每个词的注意力权重不同。attention 模型虽然增加了模型的训练难度，但提升了文本生成的效果。attention 模型非常的灵活，变种很多，回头有空一起来总结下 attention 和它的各种变种模型，这里就不再赘述了。

文本摘要

文本摘要也是一个非常经典的 NLP 任务，应用场景非常广泛。我们通常将文本摘要方法分为两类，extractive 抽取式摘要和 abstractive 生成式摘要。前者是从一篇文档或者多篇文档中通过排序找出最有信息量的句子，组合成摘要；后者类似人类编辑一样，通过理解全文的内容，然后用简练的话将全文概括出来。在应用中，extractive 摘要方法更加实用一些，也被广泛使用，但在连贯性、一致性上存在一定的问题，需要进行一些后处理；abstractive 摘要方法可以很好地解决这些问题，但研究起来非常困难。

也是基于 Seq2Seq+attention 模型在 nmt 任务中的成功，2016 年有很多的工作都是套用 Seq2Seq+attention 来做 abstractive 摘要任务，取得了一定的突破，但做的任务比较简单，输入是一句比较长的话（比如新闻的开头部分），目标是生成一个标题（比如新闻的标题）。直接套用 Seq2Seq 模型可以得到不错的效果，但 OOV（未登录词）问题是一个棘手的问题，在这个领域提出了 Pointer、CopyNet 等优秀的工作，这类模型的思路也是模仿人类的行为，即人在阅读一些内容时，很多的词（比如一些实体词，地名、人名等）并不能理解，只能进行“死记硬背”，也就是模型中的 pointer 或 copy，在生成每一个 token 时，判断一下是否需要从输入序列中进行 copy，不需要的话直接生成。当然很多工作在解决这个问题时，采用了一种“降维”的思路，即将最小单元从 word 降为 char，尤其对于英语摘要问题，char 的规模比如 word 来说非常小，而中文的效果不会那么明显，因为毕竟汉字的数量也非常多。



▲ 图3：模型生成的摘要结果

上图给出了「Abstractive Text Summarization Using Sequence-to-Sequence RNNs and Beyond 」一文中模型生成的摘要结果，S 为输入序列，即待摘要的内容，T 为目标序列，即给定的摘要内容，O 为输出序列，即算法生成的摘要内容。

利用 Seq2Seq 模型来解决文本摘要问题现在仍然停留在输入序列比较简短的情况，即 sentence-level abstractive summarization 问题，对于 document-level 和 multi document-level 的问题相关工作还很少，而解决这类更加真实的摘要问题，往往还是需要依赖 extractive 的方法，借助深度学习的优势做一些 ranking model。

关于文本摘要这块，去年我写了个系列博客（点击“阅读原文”进行访问），大家感兴趣的可以读一读，内容都是 2016 年的相关工作。文本摘要在去年火了一阵子然后沉寂了，最近 arXiv 上又不断地更新出一些不错的工作，大家可以关注 PaperWeekly官方微博（@PaperWeekly）和公众号的【每周值得读】栏目，我们会第一时间为大家推荐本周最新的高质量工作。

对话生成

Chatbot 是当前最火的创业领域，是投资的焦点，客观地讲，但真正特别好用的 Chatbot 几乎没有。C 端的 Chatbot 产品比较少，微软小冰算是其中最杰出的代表，小冰的定位并非帮助用户解决什么具体的实际问题，而是情感陪伴，做一个更像人的 bot，从这个角度来看，小冰是非常成功的。做一个有情感的 bot 其实比做一个所谓“有用”（比如：查天气、订机票等）的 bot 更难，上周 PaperWeekly 报道了一篇清华大学计算机系朱小燕、黄民烈老师团队的工作：，他们的工作做了一件有趣的事情，给定 context 和情感选项（比如：开心、忧伤等）来生成具有指定情绪的 response，结果可参考下图。



▲ 图4：根据情感选项生成对应情绪的回复

目前大多数 Chatbot 公司都在做 B 端，主要以客服业务为主。B 端之所以更容易接受现在大家不成熟的技术，是因为从某个角度上说，Chatbot 提高了生产效率，节约了成本，但这并不意味着 B 端所对应的 C 端的用户可以接受。Chatbot 的答非所问常常可见，对于 context 的理解也很差，做到“千人千面”的个性化就更加困难了。

Seq2Seq 模型提出之后，就有很多的工作将其应用在 Chatbot 任务上，希望可以通过海量的数据来训练模型，做出一个智能体，可以回答任何开放性的问题；而另外一拨人，研究如何将 Seq2Seq 模型配合当前的知识库来做面向具体任务的 Chatbot，在一个非常垂直的领域（比如：购买电影票等）也取得了一定的进展。但整体看来，这种生成式的方法在实际应用中问题颇多，首先是训练数据的问题，大家都知道方法是怎样的，但没有数据，再好的模型也没有意义。另外，Seq2Seq 做文本生成本身仍有很大的空间可以做，有很多的问题还没解决好，所以在工程应用中效果一般，业界的通用做法仍是几年前的做法，基于模板、基于规则和基于检索的方法来做，只是说利用了一些深度学习模型改进了传统的模板、规则和检索方法而已。

Chatbot 是个泡沫极大的领域，创业公司宣传的 Chatbot、投资人理解的 Chatbot、媒体鼓吹的 Chatbot 和用户期望的 Chatbot 其实都是不同的。Chatbot 是个综合性的工程问题，需要很多技术成熟了才能真正的解决好。回头有空了，可以好好对比一下现有的产品，检验下大家的产品是不是和宣传的一致。

 
 趣味应用 


诗词生成

让机器为你写诗并不是一个遥远的梦，Seq2Seq 模型一个非常有趣的应用正是诗词生成，即给定诗词的上一句来生成下一句。，来自中科大的王哲同学为大家 survey 了这个领域的一些工作，他的 paper「Chinese Poetry Generation with Planning based Neural Network」也提出了一种诗词生成模型，为了保证后面几句诗词在生成的时候与诗词主题的相关性，在 Seq2Seq 基础上提出了一个 planning 模型，用来生成写作大纲。



▲ 图5：左边是机器生成的诗词，右边是一首宋代诗词

生成 commit message

今年 ACL 录用一篇非常有趣的 paper「A Neural Architecture for Generating Natural Language Deions from Source Code Changes」，输入 code 的修改信息，输出用自然语言生成的 code commit message，大家在用代码版本控制器 commit code 时，通常需要写个 commit message 来标记改动的记录。本文的工作利用 Seq2Seq 模型，帮助大家在 commit 代码的时候直接用算法生成 commit message。作者将代码开源在了 GitHub 上（https://github.com/epochx/commitgen）



▲ 图6：左边是参考信息，右边是算法生成信息

生成代码补全

写代码需要有两个利器，一个是机械键盘，一个就是 IDE，好的 IDE 可以帮助我们省去很多的工作。2016 年底发表在 arXiv 上的一篇 paper「Learning Python Code Suggestion with a Sparse Pointer Network」，研究的问题非常有意思，就是大家常见的 IDE 代码补全功能。现有的 IDE 对静态编程语言支持的比较好，对于动态编程语言支持的一般，而且一般都是补全某个函数或者方法之类的，而不能给出更复杂的代码。本文针对这个问题，构造了一个大型的 Python code 数据集，并且用了比较流行的 Pointer Network 模型来做端到端的训练，取得了不错的效果。



▲ 图7 Seq2Seq 生成代码提示的模型图

代码补全在实际应用中非常有用，但想做到很复杂、很智能的补全还有很长的路。不过这个 topic 还是一个非常有意思的东西。

从web页面图片中生成对应html代码和从公式图片中生成latex代码

Harvard NLP 组一个非常有意思的工作「What You Get Is What You See: A Visual Markup Decompiler」，研究的问题是如何从 web 页面图片中生成对应 html 代码，以及如何从公式图片中生成 latex 代码，为此作者构造了两个相关的大型数据集，采用了 Seq2Seq 模型来解决这个问题。第一个问题如图8：



▲ 图8：从 web 页面图片中生成 html 代码

第二个问题如图9：



▲ 图9：从公式图片中生成 latex 代码

第二个问题有一定的实际意义，公式和文本不同，通过 OCR 识别之后，并不太方便显示在文本编辑工具中，本文的工作将其进一步映射为 latex 代码，可以非常好地解决 pdf 文本化的问题。

本项目主页地址：http://lstm.seas.harvard.edu/latex/，包括开源的数据、代码和 demo 演示。

故事风格改写

利用 Seq2Seq 模型还可以做一些类似故事风格改写的应用，比如 2016 年的这篇工作「A Theme-Rewriting Approach for Generating Algebra Word Problems」，给定一个简单的数学应用题，然后给定一种故事风格（比如：星际争霸），生成该种风格下的应用题描述，如图10所示：



▲ 图10：一道应用题被改写为三种故事背景下的应用题描述

对于很多孩子来说，在作业中看到熟悉的动画片或者漫画人物会增加他们学习的兴趣，这个应用可以非常好地将已有的文本改写为另外一种故事风格。本项目的数据集和代码都已开源，地址如下：

https://gitlab.cs.washington.edu/kedzior/Rewriter/

 
 总结 


本文列举了几种 Seq2Seq应用场景，包括了经典的机器翻译、文本摘要和对话生成等，也包括了一些非常有趣的应用，比如：根据公式图片生成 latex 代码，生成 commit message 等。自然语言生成（NLG）是一个非常有意思，也非常有前途的研究领域，简单地说，就是解决一个条件概率 p(output| context)的建模问题，即根据 context 来生成 output，这里的 context 可以非常零活多样，大家都是利用深度学习模型对这个条件概率进行建模，同时加上大量的训练数据和丰富的想象力，可以实现很多有趣的工作。Seq2Seq 是一个简单易用的框架，开源的实现也非常多，但并不意味着直接生搬硬套就可以了，需要具体问题具体分析。另外，RNN 系的模型非常难训练，尤其是多层 RNN 模型，如何优化 RNN 训练过程也是一个非常值得研究的方向，比如最近的一篇工作「Learning to Skim Text」就是通过一种策略来做 RNN 优化。此外，对于生成内容的控制，即 decoding 部分的研究也是一个非常有意思的方向，比如：如何控制生成文本的长度，控制生成文本的多样性，控制生成文本的信息量大小，控制生成文本的情感等等。

本文对 Seq2Seq 的一些应用进行了简单的介绍，希望可以抛砖引玉，看到更多好玩的工作被推荐出来。
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slvher，助理来也后端/算法工程师 ，目前研发方向为多轮对话系统。


问答系统可以基于规则实现，可以基于检索实现，还可以通过对 query 进行解析或语义编码来生成候选回复（如通过解析 query并查询知识库后生成，或通过 SMT 模型生成，或通过 encoder-decoder 框架生成，有些 QA 场景可能还需要逻辑推理才能生成回复）。

具体到检索式问答系统，其典型场景是：1）候选集先离线建好索引；2）在线服务收到 query 后，初步召回一批候选回复；3）matching 和 ranking 模型对候选列表做 rerank 并返回 top K。

备注： 

1）matching 模型负责对 (query, reply) pair 做特征匹配，其输出的 matching score 通常会作为 ranking 模型的一维特征； 

2）ranking 模型负责具体的 reranking 工作，其输入是候选回复对应的特征向量，根据实际需求构造不同类型（如：pointwise, pairwise, listwise）的损失函数，其输出的 ranking score 是候选回复的最终排序依据。各种 learning2rank 模型通常就是在 ranking 阶段起作用； 

3）有些检索系统可能不会明确区分 matching 和 ranking 这两个过程。

再具体到短文本场景下的检索式问答系统，由于分词后 term 数量少，导致只基于 term 本身或其 bow 向量进行匹配的检索策略无法令人满意（term 稀疏且表达方式各异导致匹配效果不佳，也没有利用 term 背后的语义）。出于语义特征补充的需求，隐语义模型（如：LSA, PLAS, LDA）得到了普遍关注。再到近几年，利用神经网络（尤其是深度学习）模型对文本做语义表示（semantic representation）后进行语义匹配的方法开始被提出并应用于检索式问答系统。

下面进入正题，盘点一些基于神经网络模型实现语义匹配的典型工作。希望能够抛砖引玉，如有遗漏或错误，欢迎补充或指出。

1. Po-Sen Huang, et al., 2013, Learning Deep Structured Semantic Models for Web Search using Clickthrough Data

这篇文章出自 UIUC 和 Microsoft Research，针对搜索引擎 query/document 之间的语义匹配问题 ，提出了基于 MLP 对 query 和 document 做深度语义表示的模型（Deep Structured SemanticModels, DSSM），结构如下图所示。 



DSSM 模型原理简述如下： 

先把 query 和 document 转换成 BOW 向量形式，然后通过 word hashing 变换做降维得到相对低维的向量（备注：除了降维，word hashing 还可以很大程度上解决单词形态和 OOV 对匹配效果的影响），喂给 MLP 网络，输出层对应的低维向量就是 query 和 document 的语义向量（假定为 Q 和 D）。计算(D, Q)的 cosinesimilarity 后，用 softmax 做归一化得到的概率值是整个模型的最终输出，该值作为监督信号进行有监督训练。

通过挖掘搜索点击日志构造 query 和对应的正负 document 样本（实验实际使用的是 document 的 title），输入 DSSM 模型进行训练。文中与 TF-IDF、BM25、WTM、LSA、PLSA 等模型进行了对比实验，NDCG@N 指标表明，DSSM 模型在语义匹配方面效果提升明显，当时达到了 SOTA 的水平。

2. Yelong Shen, et al, 2014, A Latent Semantic Model with Convolutional-Pooling Structure for Information Retrieval 

这篇文章出自 Microsoft Research，是对上述 DSSM 模型的改进工作。在 DSSM 模型中，输入层是文本的 bag-of-words 向量，丢失词序特征，无法捕捉前后词的上下文信息。基于此，本文提出一种基于卷积的隐语义模型（convolutional latent semantic model, CLSM），结构如下图所示。 



CLSM 模型原理简述如下： 

先用滑窗构造出 query 或 document 的一系列 n-gram terms（图中是 trigram），然后通过 word hashing 变换将 word trigram terms 表示成对应的 letter-trigram 向量形式（主要目的是降维），接着对每个 letter-trigram 向量做卷积，由此得到「Word-n-gram-Level Contextual Features」，接着借助 max pooling 层得到「Sentence-Level Semantic Features」，最后对 max pooling 的输出做 tanh 变换，得到一个固定维度的向量作为文本的隐语义向量。Query 和 document 借助 CLSM 模型得到各自的语义向量后，构造损失函数做监督训练。训练样本同样是通过挖掘搜索点击日志来生成。

文中与 BM25、PLSA、LDA、DSSM 等模型进行了对比实验，NDCG@N 指标表明，CLSM 模型在语义匹配上达到了新的 SOTA 水平。文中的实验和结果分析详细且清晰，很赞的工作。 

3. Zhengdong Lu & Hang Li, 2013, A Deep Architecture for Matching Short Texts

这篇文章出自华为诺亚方舟实验室，针对短文本匹配问题，提出一个被称为 DeepMatch 的神经网络语义匹配模型。该模型的提出基于文本匹配过程的两个直觉：1）Localness，也即，两个语义相关的文本应该存在词级别的共现模式（co-ouccurence pattern of words）；2）Hierarchy，也即，共现模式可能在不同的词抽象层次中出现。 

模型实现时，并不是直接统计两段短文本是否有共现词，而是先用(Q, A)语料训练 LDA 主题模型，得到其 topic words，这些主题词被用来检测两个文本是否有共现词，例如，若文本 X 和文本 Y 都可以归类到某些主题词，则意味着它们可能存在语义相关性。而词抽象层次则体现在，每次指定不同的 topic 个数，训练一个 LDA 模型，最终会得到几个不同分辨率的主题模型，高分辨率模型的 topic words 通常更具体，低分辨率模型的 topic words 则相对抽象。在高分辨率层级无共现关系的文本，可能会在低分辨率层级存在更抽象的语义关联。不难看到，借助主题模型反映词的共现关系，可以避免短文本词稀疏带来的问题，且能得到出不同的抽象层级，是本文的创新点。

文中提出的 DeepMatch 模型结构如下图所示：  



上图比较抽象，但限于篇幅，这里不详细解释。提供几点说明，相信对理解模型细节有帮助。

1）不同抽象层级的 topic words 可以构造出一系列 patches，两个文本 X, Y 在某 patch 上的共现关系构成那个抽象层次的 local decision。

2）上图左侧 Input 部分，不同的颜色代表不同的 topic 抽象层级，这一点要注意，否则很容易被图中的"偷懒"画法搞晕。 

总之，最终的 matching score 可以构成监督信号来训练模型。文中在给定领域的 QA 语料和新浪微博语料上的实验都表明，与 PLS、SIAMESE NETWORK 等模型相比，DeepMatch 模型在文本语义匹配上，达到了 SOTA 的效果。

PS: 个人感觉 DeepMatch 在构造神经网络结构时略 tricky，不够简洁。

4. Zongcheng Ji, et al., 2014, An Information Retrieval Approach to Short Text Conversation

这篇文章出自华为诺亚方舟实验室，针对的问题是基于检索的短文本对话，但也可以看做是基于检索的问答系统。主要思路是，从不同角度构造 matching 特征，作为 ranking 模型的特征输入。构造的特征包括：1）Query-ResponseSimilarity；2）Query-Post Similarity；3）Query-Response Matching in Latent Space；4）Translation-based Language Model；5）Deep MatchingModel；6）Topic-Word Model；7）其它匹配特征。

文中的实验对比了不同的 matching features 组合对应的 ranking 效果，且对每个 matching 特征的作用做了分析，比较有参考价值。

5. Baotian Hu, et al., 2015, Convolutional Neural Network Architectures for Matching Natural Language Sentences 

这篇文章出自华为诺亚方舟实验室，采用 CNN 模型来解决语义匹配问题，文中提出 2 种网络架构，分别为 ARC-I 和 ARC-II，如下图所示：



上图所示的 ARC-I 比较直观，待匹配文本 X 和 Y 经过多次一维卷积和 MAX 池化，得到的固定维度向量被当做文本的隐语义向量，这两个向量继续输入到符合 Siamese 网络架构的 MLP 层，最终得到文本的相似度分数。需要说明的是，MAX POOLING 层在由同一个卷积核得到的 feature maps 之间进行两两 MAX 池化操作，起到进一步降维的作用。 

作者认为 ARC-I 的监督信号在最后的输出层才出现，在这之前，X 和 Y 的隐语义向量相互独立生成，可能会丢失语义相关信息，于是提出 ARC-II 架构。



上图所示的 ARC-II 在第 1 层卷积后就把文本 X 和 Y 做了融合，具体的融合方式是，分别对 X 和 Y 做 1D 卷积，然后针对两者卷积得到的 feature maps，构造其所有可能的组合（在两个方向上拼接对应的 feature map），这样就构造出一个 2D 的 feature map，然后对其做 2D MAX POOLING，多次 2D 卷积和池化操作后，输出固定维度的向量，接着输入 MLP 层，最终得到文本相似度分数。

文中的实验结果表明，与 DeepMatch、WordEmbed（即直接累加 word vector 得到 sentence vector）、SENNA+MLP 等模型相比，ARC-I 和 ARC-II 都明显提升了文本语义匹配效果，其中 ARC-II 又明显优于 ARC-I。文中的实验还表明，WordEmbed 作为一种简单的处理方法，通常也能得到不错的匹配效果。 

6. Lei Yu, et al., 2014, Deep Learning for Answer Sentence Selection

这篇文章出自 University of Oxford 和 DeepMind，提出基于 unigram 和 bigram 的语义匹配模型，其中，unigram 模型通过累加句中所有词（去掉停用词）的 word vector，然后求均值得到句子的语义向量；bigram 模型则先构造句子的 word embedding 矩阵，接着用 bigram 窗口对输入矩阵做 1D 卷积，然后做 average 池化，用 n 个 bigram 卷积核对输入矩阵分别做「1D 卷积+average 池化」后，会得到一个 n 维向量，作为文本的语义向量。文中提出的基于 CNN 的文本语义表示模型如下图所示。 



对(question,answer)文本分别用上述 bigram 模型生成语义向量后，计算其语义相似度并用 sigmoid 变换成 0~1 的概率值作为最终的 matching score。该 score 可作为监督信号训练模型。

文中用 TREC QA 数据集测试了提出的 2 个模型，实验结果的 MAP 和 MRR 指标表明，unigram 和 bigram 模型都有不错的语义匹配效果，其中 bigram 模型要优于 unigram 模型。特别地，在语义向量基础上融入 idf-weighted word co-occurence count 特征后，语义匹配效果会得到明显提升。文中还将提出的 unigram 和 bigram 模型与几个已有模型进行了效果对比，结果表明在同样的数据集上，融入共现词特征的 bigram 模型达到了 SOTA 的效果。

7. Aliaksei Severyn, et al., 2015, Learning to Rank Short Text Pairs with Convolutional Deep Neural Networks

这篇文章出自 University of Trento (in Italy)，是在上述第 6 篇 Paper 基础上做的改进工作，也是用 CNN 模型对文本进行语义表示。与第 6 篇文章提出的 unigram 和 bigram 模型相比，本文的改进点包括：1）使用 n-gram 窗口，可以捕捉更长的上下文语义；2）将 query 和 document 的语义向量及其相似度拼接成新的特征向量输入 MLP 层进行 learning to rank；3）可以在 learng2rank 模型的输入向量中方便地融入外部特征；4）支持 end-to-end 的 matching + ranking 任务。模型结构如下图所示。 



上述模型的逻辑很直观：先分别对 query 和 document 做 wide 1D 卷积和 MAX 池化，得到文本的语义向量，接着通过 M 矩阵变换得到语义向量的相似度，然后把 query 语义向量、query&document 的语义相似度、document 语义向量、外部特征拼接成 n 维向量，输入一个非线性变换隐层，最终用 softmax 做概率归一化。用 softmax 的输出作为监督信号，采用 cross-entropy 作为损失函数进行模型训练。 

文中使用 TREC QA 数据集进行了实验，并与第 6 篇 Paper 的模型做了对比，结果表明，本文的模型在 MAP 和 MRR 指标上效果提升显著，达到了新的 SOTA 效果。此外，为测试模型的 reranking 效果，文中还用 TREC Microblog 数据集做了另一组实验，结果表明本文模型比已有模型有明显效果提升。 

8. Ryan Lowe, et al., 2016, The Ubuntu Dialogue Corpus: A Large Dataset for Research in Unstructured Multi-Turn Dialogue Systems

这篇文章出自 McGill 和 Montreal 两所大学，针对基于检索的多轮对话问题，提出了 dual-encoder 模型对 context 和 response 进行语义表示，该思路也可用于检索式问答系统。Dual-encoder 模型结构如下图所示。 



该模型思路直观：通过对偶的 RNN 模型分别把 context 和 response 编码成语义向量，然后通过 M 矩阵变换计算语义相似度，相似度得分作为监督信号在标注数据集上训练模型。

文中在 Ubuntu 对话语料库上的实验结果表明，dual-encoder 模型在捕捉文本语义相似度上的效果相当不错。

总结 

从上面 8 篇论文可知，与关键词匹配（如 TF-IDF 和 BM25）和浅层语义匹配（如隐语义模型，词向量直接累加构造的句向量）相比，基于深度学习的文本语义匹配模型在问答系统的匹配效果上有明显提升。
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胡明昊

国防科学技术大学博士生

SQuAD比赛第三名

研究方向为自动问答系统

1. 引言

教机器学会阅读是近期自然语言处理领域的研究热点之一，也是人工智能在处理和理解人类语言进程中的一个长期目标。得益于深度学习技术和大规模标注数据集的发展，用端到端的神经网络来解决阅读理解任务取得了长足的进步。本文是一篇机器阅读理解的综述文章，主要聚焦于介绍公布在 SQuAD（Stanford Question Answering Dataset）榜单上的各类模型，并进行系统地对比和总结。


2. SQuAD简介


SQuAD 是由 Rajpurkar 等人[1]提出的一个最新的阅读理解数据集。该数据集包含 10 万个（问题，原文，答案）三元组，原文来自于 536 篇维基百科文章，而问题和答案的构建主要是通过众包的方式，让标注人员提出最多 5 个基于文章内容的问题并提供正确答案，且答案出现在原文中。SQuAD 和之前的完形填空类阅读理解数据集如 CNN/DM[2]，CBT[3]等最大的区别在于：SQuAD 中的答案不在是单个实体或单词，而可能是一段短语，这使得其答案更难预测。SQuAD 包含公开的训练集和开发集，以及一个隐藏的测试集，其采用了与 ImageNet 类似的封闭评测的方式，研究人员需提交算法到一个开放平台，并由 SQuAD 官方人员进行测试并公布结果。



▲ 图1：一个（问题，原文，答案）三元组

3. 模型

自从 SQuAD 数据集公布以来，大量具有代表性的模型纷纷涌现，极大地促进了机器阅读理解领域的发展，下面就 SQuAD 榜单上代表性的模型进行介绍。总的来说，由于 SQuAD 的答案限定于来自原文，模型只需要判断原文中哪些词是答案即可，因此是一种抽取式的 QA 任务而不是生成式任务。几乎所有做 SQuAD 的模型都可以概括为同一种框架：Embed 层，Encode 层，Interaction 层和 Answer 层。Embed 层负责将原文和问题中的 tokens 映射为向量表示；Encode 层主要使用 RNN 来对原文和问题进行编码，这样编码后每个 token 的向量表示就蕴含了上下文的语义信息；Interaction 层是大多数研究工作聚焦的重点，该层主要负责捕捉问题和原文之间的交互关系，并输出编码了问题语义信息的原文表示，即 query-aware 的原文表示；最后 Answer 层则基于 query-aware 的原文表示来预测答案范围。











































































































































































▲ 图2：一个高层的神经 QA 系统基本框架，来自[8]
3.1 Match-LSTM[4]



Match-LSTM 的 Answer 层包含了两种预测答案的模式，分别为 Sequence Model 和 Boundary Model。Sequence Model 将答案看做是一个整数组成的序列，每个整数表示选中的 token 在原文中的位置，因此模型按顺序产生一系列条件概率，每个条件概率表示基于上轮预测的 token 产生的下个 token 的位置概率，最后答案总概率等于所有条件概率的乘积。Boundary Model 简化了整个预测答案的过程，只预测答案开始和答案结束位置，相比于 Sequence Model 极大地缩小了搜索答案的空间，最后的实验也显示简化的 Boundary Model 相比于复杂的 Sequence Model 效果更好，因此 Boundary Model 也成为后来的模型用来预测答案范围的标配。

在模型实现上，Match-LSTM 的主要步骤如下：

1) Embed 层使用词向量表示原文和问题；

2) Encode 层使用单向 LSTM 编码原文和问题 embedding；

3) Interaction 层对原文中每个词，计算其关于问题的注意力分布，并使用该注意力分布汇总问题表示，将原文该词表示和对应问题表示输入另一个 LSTM 编码，得到该词的 query-aware 表示；

4) 在反方向重复步骤 2，获得双向 query-aware 表示；

5) Answer 层基于双向 query-aware 表示使用 Sequence Model 或 Boundary Model 预测答案范围。

3.2 BiDAF[5]



相比于之前工作，BiDAF（Bi-Directional Attention Flow）最大的改进在于 Interaction 层中引入了双向注意力机制，即首先计算一个原文和问题的 Alignment matrix，然后基于该矩阵计算 Query2Context 和 Context2Query 两种注意力，并基于注意力计算 query-aware 的原文表示，接着使用双向 LSTM 进行语义信息的聚合。另外，其 Embed 层中混合了词级 embedding 和字符级 embedding，词级 embedding 使用预训练的词向量进行初始化，而字符级 embedding 使用 CNN 进一步编码，两种 embedding 共同经过 2 层 Highway Network 作为 Encode 层输入。最后，BiDAF 同样使用 Boundary Model 来预测答案开始和结束位置。

3.3 Dynamic Coattention Networks[6]



DCN 最大的特点在于 Answer 层，其 Answer 层使用了一种多轮迭代 pointing 机制，每轮迭代都会产生对答案开始和结束位置的预测，并基于这两个预测使用 LSTM 和 Highway Maxout Network 来更新下一轮的答案范围预测。而在 Interaction 层，DCN 使用和 BiDAF 类似的双向注意力机制计算 query-aware 的原文表示。 

3.4 Multi-Perspective Matching[7]



Multi-Perspective Matching 在 Encode 层同样使用 char, word 两个 embedding，只不过 char embedding 使用 LSTM 进行编码。在 Encode 层之前，该模型使用一个过滤操作，作用是过滤掉那些和问题相关度低的原文词。该模型最大的特点在 Interaction 层，该层针对每个原文词使用一种 multi-perspective 的匹配函数计算其和问题的匹配向量，并使用 BiLSTM 来进一步聚合这些匹配向量。匹配的形式包括每个原文词和整个问题的表示匹配，每个原文词和每个问题词匹配后进行最大池化，和每个原文词和每个问题词匹配后进行平均池化。最后在 Answer 层，基于匹配向量聚合表示使用两个前馈网络来预测答案开始和结束位置。

3.5 FastQAExt[8]



FastQAExt 使用了一种轻量级的架构，其 Embed 层除了 word 和 char 两种 embeeding 作为输入以外，还额外使用了两个特征：1. binary 特征表示原文词是否出现在问题中；2. weighted 特征表示原文词对于问题中所有词的相似度。并且这两个特征同样用在了问题词上。在 Interaction 层，FastQAExt 使用了两种轻量级的信息 fusion 策略：1. Intra-Fusion，即每个原文词和其他原文词计算相似度，并汇总得到原文总表示，接着将该原文词和对应原文总表示输入 Highway Networks 进行聚合，聚合后原文词表示进一步和上下文词表示进行类似的聚合；2. Inter-Fusion，即对每个原文词计算和问题词的相似度，并汇总得到问题总表示，接着将将该原文词和对应问题总表示输入 Highway Networks 进行聚合，得到 query-aware 原文表示。此外，在 Answer 层，FastQAExt 首先计算了一个问题的总表示，接着将 query-aware 原文表示和问题总表示共同输入两个前馈网络产生答案开始和结束位置概率。在确定答案范围时，FastQAExt 使用了 Beam-search。

3.6 jNet[9]



jNet 的 baseline 模型和 BiDAF 类似，其在 Interaction 层除了对每个原文词计算一个对应的问题表示以外，还将 Alignment Matrix 按原文所在维度进行池化（最大池化和平均池化），池化后的值表示原文各词的重要程度，因此基于该值对原文表示进行过滤，剔除不重要的原文词。在 Answer 层，jNet 不仅先预测答案开始位置再预测答案结束位置，还反向地先预测答案结束位置再预测答案开始位置。最后对两方向概率求平均后作为总概率输出。

jNet 的最大创新在于对问题的理解和适应。为了在编码问题表示时考虑句法信息，jNet 使用 TreeLSTM 对问题进行编码，并将编码后表示作为 Interaction 层的输入。为了对不同问题进行适应，jNet 首先使用了问题类型的 embedding，将该 embeeding 作为 Interaction 层输入。另外，jNet 定义了 K 个 cluster 的中心向量，每个 cluster model 了一个特定的问题类型比如"when","where"等，接下来的适应算法分为两步：adapting 和 updating。Adapting 指根据问题总表示和 K 个 cluster 的相似度来更新出一个新的问题表示，并输入 Interaction 层；Updating 层旨在修改 K 个 cluster 的中心以令每个 cluster 可以 model 不同类型的问题。

3.7 Ruminating Reader[10]



Ruminating Reader 是 BiDAF 的改进和扩展，它将之前的单 Interaction 层扩展为了双 Interaction 层。第一个 Interaction 层和 BiDAF 的 Interaction 层相同，输出 query-aware 的原文表示。query-aware 原文表示经过一个双向 LSTM 编码，其输出的最后一位隐层状态作为 query-aware 原文表示的总结。接着，该总结向量依次与各原文词表示和各问题词表示经过一个 Highway Network 处理，以将总结向量的信息重新融入原文和问题表示当中。最后，基于更新后的原文和问题表示，使用第二个 Interaction 层来捕捉它们之间的交互，并生成新的 query-aware 的原文表示。Ruminating Reader 的 Embed 层，Encode 层和 Answer 层和 BiDAF 相同。

3.8 ReasoNet[11]



和之前介绍的 Embed-Encode-Interaction-Answer 框架不同，ReasoNet 使用了 Memory Networks 的框架[12]。在使用 BiRNN 编码问题和原文后，问题的最后一位隐层状态初始化为一个中间状态 s，而原文和问题表示作为 Memory。接下来是一个多轮迭代的过程，在每一轮迭代中，中间状态 s 首先经过一个逻辑回归函数来输出一个 binary random variable t，t 为真，那么 ReasoNet 停止，并且用当前中间状态 s 输出到 Answer 模块产生对答案的预测；否则，中间状态 s 会和 Memory（原文和问题）中每一位表示计算注意力，并基于注意力求原文和问题的加权表示 x，x 和 s 共同作为一个 RNN 的输入，产生新的中间状态 s 并进入下一轮迭代。由于出现了 binary random variable，ReasoNet 使用了强化学习的方法进行训练。

3.9 r-net[13]

r-net 同样使用了双 Interaction 层架构，其第一 Interaction 层负责捕捉原文和问题之间的交互信息，而第二 Interaction 层负责捕捉原文内部各词之间的交互信息。具体来说，在第一 Interaction 层，r-net 首先使用了类似于 Match-LSTM 的方法，即对原文中每个词，计算其关于问题的注意力分布，并使用该注意力分布汇总问题表示，将原文该词表示和对应问题表示输入 RNN 编码，得到该词的 query-aware 表示。不同的是，在原文词表示和对应问题表示输入 RNN 之前，r-net 使用了一个额外的门来过滤不重要的信息。接着，在第二 Interaction 层，r-net 使用了同样的策略来将 query-aware 表示进一步和自身进行匹配，将回答答案所需的证据和问题信息进行语义上的融合，得到最终的原文表示。

在其他方面，r-net 的 Embed 层同样使用了 word 和 char 两种 embedding 以丰富输入特征。在 Answer 层，r-net 首先使用一个 attention-pooling 的问题向量作为一个 RNN 的初始状态，该 RNN 的状态和最终的原文表示共同输入一个 pointer networks 以产生答案开始概率，接着基于开始概率和原文表示产生另一个 attention-pooling 向量，该向量和 RNN 状态共同经过一次 RNN 更新后得到 RNN 的新状态，并基于新状态来预测答案结束概率。

3.10 Mnemonic Reader[14]



相比于之前的工作，我们的 Mnemonic Reader 同样使用了类似于 r-net 和 Ruminating Reader 的两层 Interaction 层设计。其中第一个 Interaction 层负责捕捉原文和问题之间的交互信息，第二 Interaction 层负责捕捉原文内部的长时依赖信息。不同于 r-net 的是，r-net 使用了单向注意力+门机制来编码这些交互信息，而 Mnemonic Reader 使用了双向注意力机制来编码交互信息，因此能够捕捉更加细粒度的语义信息。在 Answer 层，我们使用对问题敏感的表示方法，具体来说，问题表示分为两种：显式的问题类型 embedding 和隐式的问题向量表示。进一步地，我们使用了 Memory Network[12] 的框架来预测答案范围，将问题表示作为一个可更新的记忆向量，在每次预测答案概率后将候选答案信息更新至记忆向量中。该过程可以持续多轮，因此可以根据之前预测信息来不断修正当前预测，直到产生正确的答案范围。

性能对比

下图是 SQuAD 榜单排名，其中 EM 表示预测答案和真实答案完全匹配，而 F1 用来评测模型的整体性能。可以看到，目前 r-net, ReasoNet 和 Mnemonic Reader 分列 SQuAD 榜单的前三名，但是 ReasoNet 和 Mnemonic Reader 距离第一名 r-net 还是存在一定的差距。值得一提的是，人类在 SQuAD 数据集上的性能分别为 82.3 和 91.2，因此目前最 state-of-the-art 的方法也远未达到人类的水平，让计算机具备人类的阅读理解能力的道路依然漫长。



▲ 图2：SQuAD leaderboard上的各模型性能对比（2017年5月11日）

总结

总结以上工作，有以下几点思考：

1) 大规模语料集的构建是推进机器阅读理解发展的重要前提。从 15 年提出的 CNN/DM 完形填空数据集，到近期的 SQuAD 数据集，再到之后的若干新数据集，每一个新数据集都提出了当前方法无法有效解决的新问题，从而促使研究人员不断探索新的模型，促进了该领域的发展。

2) 针对抽取式阅读理解任务，可以看到有如下几个技术创新点：一.  建立在单向或双向注意力机制上的 Interaction 层对于模型理解原文和问题至关重要，而[10]，[13]和[14]中更复杂的双 Interaction 层设计无疑要优于之前的单 Interaction 层设计，原因是在问题-原文交互层之上的原文自交互层使得更多的语义信息能在原文中流动，因此在某种程度上部分解决了长文本中存在的长时依赖问题。二. 多轮推理机制如[6]，[11]和[14]对于回答复杂问题具备一定帮助，尤其是针对 SQuAD 中的答案不是一个单词而可能是一个短语的情况，多轮推理机制可以不断缩小预测范围，最终确定正确答案位置。三. 对问题敏感的问题表示方法[9]，[14]能够更好地 model 各类型问题，并根据问题类型聚焦于原文中的特定单词，比如 when 类问题更加聚焦于原文中的时间信息，而 where 类问题更关注空间信息。
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 	八卦 Schmidhuber 与 GAN 之间的恩怨


 	讲解 Schmidhuber 在 92 年提出的 PM 模型


 	简单介绍 GAN、InfoGAN、对抗自编码器三个模型


 	对比以上四个模型之间的异同
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双雄捉对

2016 年 12 月，NIPS 大会，Ian Goodfellow 的 GAN Tutorial 上，发生了尴尬的一幕。

[image: ]

正当 Goodfellow 讲到 GAN 与其他模型的比较时，台下一位神秘人物站起来打断了演讲，自顾自地说了一大通话（视频片段可见：www.bilibili.com/video/av10431990/）。
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这个观众不是别人，正是大名鼎鼎的 Jürgen Schmidhuber，一位来自德国的 AI 科学家。虽然名声不如三巨头响亮，但 Schmidhuber 其实也是深度学习的先驱人物，在上个世纪就做出了许多重要贡献，其中最有名的就是他在 1997 年提出的 LSTM，而他本人也被尊称为”LSTM 之父”。
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本文八卦的正是这位大佬跟 Goodfellow 在 GAN 上的争论，但其实这早就不是 Schmidhuber 第一次开炮怼人了。再往前 2015 年的时候，我们熟知的三巨头 Hinton、Lecun、Bengio 在 Nature 上发表了一篇《Deep Learning》综述之后，Schmidhuber 就站出来指责他们行文偏颇，认为他们没有重视自己做出的很多贡献，觉得自己没有得到应有的荣誉，而 Lecun 之后也发文霸气反驳，场面十分激烈。当然这不是本文的重点，感兴趣的朋友可以进一步挖掘，下面还是继续回到 NIPS 演讲现场，看看 Schmidhuber 这回究竟又是为何开炮。

只见他站起来之后，先讲自己在 1992 年提出了一个叫做 Predictability Minimization 的模型，说它如何如何，一个网络干嘛另一个网络干嘛，花了好几分钟，接着话锋一转，直问台上的 Goodfellow：“你觉得我这个 PM 模型跟你的 GAN 有没有什么相似之处啊？”
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似乎只是一个很正常的问题，可是 Goodfellow 听完后反应却很激烈。Goodfellow 表示，Schmidhuber 已经不是第一次问我这个问题了，之前我和他就已经通过邮件私下交锋了几回，所以现在的情况纯粹就是要来跟我公开当面对质，顺便浪费现场几百号人听 tutorial 的时间。然后你问我 PM 模型和 GAN 模型有什么相似之处，我早就公开回应过你了，不在别的地方，就在我当年的论文中，而且后来的邮件也已经把我的意思说得很清楚了，还有什么可问的呢？ 
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确实正如 Goodfellow 所言，早在 2014 年的第一篇 GAN 论文中，PM 已经被拿出来跟 GAN 进行了比较，举了三点不同之处。不过那只是论文的最终版本，而在一开始投递 NIPS 的初稿中并没有下面这段文字，也就是说很可能 Goodfellow 一开始是不知道有 PM 这么一个东西的。
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那为什么在最终版本里又出现了 PM 的内容呢？原来，当年 Schmidhuber 就是 NIPS 的审稿人，而且刚好就审到了 Goodfellow 的论文。我们现在知道这篇论文挖了一个巨大无比的坑，引得大批人马前赴后继都来做 GAN 的研究，以后也应该是能写进教科书的经典工作。但就是这样牛逼的一篇论文，当年 Schmidhuber 居然给出了拒稿意见！所幸另外两位审稿人识货，所以论文最后还是被收了。

回到正题，当时Schmidhuber在评审意见中认为，他 92 年提出的 PM 模型才是“第一个对抗网络”，而 GAN 跟 PM 的主要差别仅仅在于方向反过来了，可以把 GAN 名字改成“inverse PM”，即反过来的 PM。按他的意思，GAN 简直就是个 PM 的变种模型罢了。
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Goodfellow 当然不同意，所以就有了 14 年最终版本里的三点不同之处，具体细节放在最后模型比较的部分再讲。然而 Schmidhuber 并不接受这些说法，私下里又通过邮件跟 Goodfellow 进行了一番争论，还到 16 年的 NIPS 大会上打断演讲，公开较劲，就是想让对方承认 PM 模型的地位和贡献，可谓不依不饶。

Goodfellow 也不客气，干脆在 2016 年的 GAN Tutorial 中完全移除了对 PM 的比较和引用。他在 Quora 上公开表示，“我从没有否认 GAN 跟另外一些模型有联系，比如 NCE，但是 GAN 跟 PM 之间我真的认为没太大联系。”更有意思的是，Goodfellow 还透露说，“Jürgen 和我准备合写一篇 paper 来比较 PM 和 GAN—如果我们能够取得一致意见的话。”想必真要写出来，背后又要经过一番激烈的争论了。

说了这么多，所谓的 PM 模型究竟是什么？它跟 GAN 究竟有多少相同多少不同？还有，这个“古老”的模型能给今天的 GAN 研究带来什么启发吗？大家心里肯定充满了疑问。那么八卦结束，我们现在就来走近科学，走近尘封多年的 PM 模型。

2 

古老智慧

Predictability Minimization（可预测性最小化）模型，简称 PM 模型，出自 1992 年的论文《Learning Factorial Codes by Predictability Minimization》，Jürgen Schmidhuber 是唯一的作者。对于类似我这样二零一几年才接触深度学习的人来说，它几乎就是“中古时期”的文献了。
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理解 PM 模型，首先得从自编码器说起。大家知道机器学习分为有监督学习、无监督学习和强化学习，无监督学习中一个很重要的领域是表征学习，旨在从原始数据中学习到一个良好的表征，而自编码器就是用于表征学习的代表模型。
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自编码器由两个模块—编码器（encoder）和解码器（decoder）组成。编码器负责输入原始样本，输出压缩编码（code）；解码器负责输入编码，还原出原始样本。解码还原出来的样本跟真正的原始样本进行比较，可以计算重构误差，自编码器的训练目标就是尽可能地减少这个重构误差。
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如果自编码器经过训练能够很好地重构样本，那意味着编码器和解码器中间的隐藏层节点保留了原始样本的重要信息，我们把中间这层节点构成的向量称为表征（representation）、特征（feature）或编码（code），这三个词其实可以当成同义词。
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但是仅仅保留样本信息、仅仅学到一个表征，是不够的，因为表征学习的一大难点就是想要学到一个“好”的表征。但什么是“好”呢？有很多人提出了不同的标准。

比如有人认为编码向量的各个维度代表了样本所具有的属性，而单独一个样本不应该同时具备那么多种属性，所以合理的情况是编码向量中大多数维度都是 0（不激活），只有少数维度不为 0（激活），此为“稀疏”，附带稀疏要求的编码器就叫稀疏自编码器。

再比如有人认为自编码器不能死记硬背，需要在“理解”样本的基础上对样本进行编码，即便输入的时候存在一些噪声损坏了样本，自编码器也要能够还原出完好的原始样本，在此条件下编码出来的向量可能会更具语义信息，此为“降噪”，附带降噪要求的编码器就叫降噪自编码器。

除了稀疏、降噪，还有人认为编码向量的各个维度之间应该相互独立，此为“解耦”（factorial / disentangled），也是下文的重点。为了方便起见，我们考虑编码只有 3 个维度的情况，此时解耦在数学形式上表现为：

其中 X 是全部训练样本而非单个样本，c1 对应编码的第 i 个维度。为方便起见，下文省略 X。
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直观上说，一个解耦的编码（factorial code）把原本混杂在样本中的各个独立要素拆解开来，用一个个维度分别表示，就像人类通过拆解独立要素来认知复杂事物一样，所以可以认为它是一个“好”的表征。

现在问题来了，我们可以通过 L1 正则化给来自编码器提出稀疏的要求，可以通过输入加噪来给自编码器提出降噪的要求，那要怎么给自编码器提出解耦的要求呢？当年 Schmidhuber 就想到了非常聪明的方法。

首先，上述公式可以换一个表述，改写成三个条件独立表达式：

直观上可以把这组式子解释为，一个编码维度旁边的“兄弟维度”对于预测该维度没有额外帮助，比如说知道了 c1 和 c2 并不能帮助我们将 c3 猜得更准。

接着，使用三个预测器网络 f1, f2, f3 把上述逻辑具体化，其中预测器 1 负责预测维度 1，输入维度 2 和 3，以此类推，数学形式如下：

网络形式如下：
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为了让预测器猜准它所负责的编码维度，可以把它的 loss 函数定为 L2 loss（或者其他预测误差 loss）：

按 Schmidhuber 的思想，上述 loss 体现了各个编码维度的解耦程度。怎么说呢？以预测器 1 为例，如果 c1 和 c2, c3 很有关系，甚至极端情况下 c1 恒等于 c2，那么 f1 就能够猜得很准。此时 c1 关于 c2, c3 条件不独立，很有可预测性（predictability），我们就认为 c1 没能从 c2, c3 中解耦。

这显然不是想要的局面。为了将 c1 与 c2, c3 解耦，编码器就得尽可能让预测器猜不中，loss 上体现为：

预测器 1 想要猜中维度 1，而编码器想要让它猜不中，loss 函数刚好相反，两者之间存在对抗。如果编码器赢了，就代表 c1 与 c2, c3 关系不大，成功解耦。

接下来考虑上所有维度，再把公式写得通用一点。每个预测器试图猜中它所负责的编码维度，体现了编码的可预测性，其 loss 为：

编码器试图让所有预测器都猜不中，试图最小化可预测性，其 loss 与预测器相反：

如果编码器赢了，就解耦了编码向量的各个维度。至此，读者就可以理解 Schmidhuber 论文标题的含义了：Learning Factorial Codes by Predictability Minimization，通过最小化可预测性，来学习一个解耦的编码表示。

当然，除了上述两个相互对抗可预测性 loss，别忘了还有个自编码器本身的重构误差 loss，它能够保证编码中尽可能保留了原始输入样本的重要信息。论文中其实还有其他 loss，但不是重点，感兴趣的人可以去读原论文。将上述网络模块与 loss 函数全部集中在一起，就形成了 PM 模型的总体架构图，我们用这张图作为第二部分的总结：
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3 

三个后辈

知道了 PM 是啥，接下来的问题就是它跟 GAN 究竟有多相似，但实际上 GAN 的两个后续变种—InfoGAN、对抗自编码器反而跟 PM 更像，所以第三部分先简单介绍这三个模型，再在第四部分跟 PM 进行综合比较。相关论文如下：

 
 	Generative Adversarial Nets
https://papers.nips.cc/paper/5423-generative-adversarial-nets


 	InfoGAN: Interpretable Representation Learning by Information Maximizing Generative Adversarial Nets
https://arxiv.org/abs/1606.03657


 	Adversarial Autoencoders
https://arxiv.org/abs/1511.05644




第一个模型是大家已经很熟悉的 GAN，分为生成器（generator）和判别器（discriminator）两个模块。生成器输入一个随机编码向量，输出一个复杂样本（如图片）；判别器输入一个复杂样本，输出一个概率表示该样本是真实样本还是生成器产生的假样本。判别器的目标是区分真假样本，生成器的目标是让判别器区分不出真假样本，两者目标相反，存在对抗。
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GAN 的生成器输入一个 100 维的编码向量，但在生成样本的过程中未必会用上全部维度，可能有些维度提供了绝大部分重要信息，另外一些维度只是陪衬，提供一些无关痛痒的随机扰动。然而究竟哪些维度编码了重要信息，哪些维度仅仅提供随机扰动？在 GAN 的架构下我们既没法知道，也没法控制。

第二个模型 InfoGAN 却可以做到。先来看它的结构，相比 GAN 多了个重构器模块，用于重构生成器输入的随机编码向量，但是只重构由我们指定的一部分维度。
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加上重构器模块之后，如果生成器拿这一部分维度当成无关痛痒的随机扰动来用，那重构器的任务就会比较艰难；但如果生成器拿这一部分维度当成样本的重要信息（或者套用 PCA 的术语，主成分）来用，那么输出样本就会和这部分编码维度高度相关，此时重构器能够比较轻松地从样本重构出原来的这部分编码。两相对比，生成器就会倾向于使用我们指定的这一部分维度来作为样本的重要信息（主成分）。训练结束后，甚至有机会观察到有些维度具有非常显著的语义信息，比如 InfoGAN 论文在 MNIST 手写数字上训练之后，可以观察到某个维度完全控制着 0-9 的数字类别，某个维度完全控制着数字图像从左到右的倾斜程度，这些显然就是 MNIST 数据集的重要信息（主成分）：
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对于已经读过 InfoGAN 论文的人，我需要补充解释一下，上述讲法跟论文的讲法不太一样。论文是从互信息的角度开始推导，经过一些变分推断的技巧最终得到模型的 loss，但其实最终得到的 loss 基本上就是普通的重构误差。对于离散维度，论文最终推出的 loss 是 log likelihood，一般对离散维度设置的重构误差也是如此；对于连续维度，论文最终推出的 loss 是对多维高斯分布取 log，如果简化高斯分布中的协方差矩阵是单位矩阵，该 loss 就等价于普通的 L2 loss，也是一般对连续维度设置的重构误差形式。

无论是 GAN、InfoGAN 还是其他 GAN 变种，基本上都想学习从零均值、一方差的标准高斯分布到复杂样本分布的映射，而 GAN 的思路是先固定前者（标准高斯分布）作为网络输入，再慢慢调整网络输出去匹配后者（复杂样本分布）。

第三个模型 Adversarial Autoencoder（对抗自编码器）却采取了相反的思路！它是先固定后者（复杂样本分布）作为网络输入，再慢慢调整网络输出去匹配前者（标准高斯分布）。具体来说，对抗自编码器包含三个模块——编码器、解码器、判别器，前两者构成一个普通的自编码器，输入的复杂样本，还是要求在解码器的输出端重构；判别器输入编码向量，判定它是来自一个真实的标准高斯分布，还是来自编码器的输出。判别器试图区分编码向量的真假，编码器就试图让判别器区分不出真假，如果最终编码器赢了，就意味着它输出的编码很接近标准高斯分布，导致判别器混淆不清，我们的目的也就达到了。对抗自编码器严格来说应该不算 GAN 的变种，因为它的思路方向与 GAN 相反。
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说到跟 GAN 方向相反，读者可能会记起上文提到 Schmidhuber 把 GAN 叫做“inverse PM”。PM 跟 GAN 相反，对抗自编码器也和 GAN 相反，那它们两个会不会很像呢？答案是确实很像，如果把 PM 的架构图参照上面三个模型重新画一遍，就可以很清晰地看到 PM 跟对抗自编码器的主体架构完全对的上。
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需要注意的是，上图其实把 N 个预测器合并画成了一个。

最后，一图总结第三部分：
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4 

纵横融汇

最后是对上述四个模型做综合比较。首先对比 PM 和 GAN：

1. 映射方向相反

 
 	PM 的编码器把复杂分布映射为解耦分布


 	PM 的解码器把解耦分布映射为复杂分布


 	GAN 的生成器把一个解耦的高斯分布映射为复杂分布




其中 PM 的编码器和 GAN 的生成器方向相反，所以 Schmidhuber 把 GAN 称为“inverse PM”。

2. 都是对抗优化相反的目标

 
 	PM 的预测器要猜准某一维编码，编码器要让它猜不准


 	GAN 的判别器要区分真假样本，生成器要让它区分不准




3. 预测/判别结构相似

如果把真假标签的节点跟图片样本节点拼接到一起，视为一个超长向量的话，GAN 的判别器就可以强行视为 PM 预测器的特例：PM 对每一个维度都要预测，但是 GAN 只预测真假标签这一特殊维度。
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4. 模型主体不同（Goodfellow 在 GAN 论文中提出）

 
 	PM 的主体是自编码重构，对抗训练仅仅作为一个正则，起到辅助作用


 	GAN 的主体就是对抗训练，没有其他目标




5. 可拓展性不同

 
 	PM 的思想最多只能做到把编码建模为解耦分布，没办法施加其他要求，施加其他要求那就不是 PM 的功劳了


 	GAN 虽然具体把编码建模为解耦高斯分布，但其实对编码的分布并没有任何限制，完全可以直接换成其他分布来建模，无论是均匀分布还是别的什么分布都没问题，甚至可以用另一个复杂分布比如图片来作为编码，让生成器输入一张图片输出另一张图片，可拓展性非常强大。




Goodfellow 在 GAN 论文中还提了其他不同点，但是我个人觉得不合理，就忽略不讲了。经过上述比较，我们可以看到 PM 和 GAN 确实有非常多的相似之处，但是差异也很大，我个人觉得并不能把 GAN 简单看作 PM 的变种。

相比之下，PM 和 InfoGAN、对抗自编码器反倒更像：

1. 模型主体

 
 	PM 主体是自编码器，要求重构复杂分布的样本


 	对抗自编码器主体是自编码器，要求重构复杂分布的样本


 	InfoGAN 主体可以视为自编码器，要求重构（部分）编码向量




2. 对网络中间层的要求

 
 	PM 要求编码器和解码器中间的隐藏层解耦，它是通过可预测性最小化的思想来做到的


 	对抗自编码器要求编码器和解码器中间的隐藏层解耦，且满足高斯分布，它是通过对抗训练，拉近隐藏层编码分布与一个真正的解耦高斯分布来做到的


 	InfoGAN 要求生成器和重构器中间的隐藏层满足复杂样本分布，它是通过对抗训练，拉近生成分布与真实复杂分布来做到的




3. 预测/判别结构相似

PM 输入编码其他维度，预测某一维度；对抗自编码器，输入编码全部维度，预测真假标签；InfoGAN 和前面 GAN 的情况相同，输入图片，预测真假标签。在这个角度上对抗自编码器与 PM 更相似。
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四个模型对比完毕，我们能够获得什么启发吗？下面试举一例，来结束第四部分。

inference.vc（http://www.inference.vc/）是一个关于生成模型的著名博客，其中有篇文章认为对抗自编码器中用 GAN 来拉近编码分布和高斯分布，是杀鸡用牛刀的做法。
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文章认为，GAN 模型强大的分布拉近能力适用于图片这样的复杂分布，但是对于像解耦高斯分布如此简单的情况，并不需要动用到 GAN 这种大杀器，其实完全可以利用解耦高斯分布的特殊形式，采取更加高效的方式（比如文章中提了一个叫做 MMD 的方法，此处略过不讲）。

看了 PM 之后就可以想到另一个思路——分别要求解耦和高斯。先把对抗自编码器的判别器换成 PM 模型的 N 组预测器，用可预测性最小化的思想，实现编码向量各个维度之间的解耦；接着对每个单独的编码维度，通过 GAN 使其满足高斯分布。虽然还是用 GAN，但是我们把向量上的对抗训练转化为标量上的对抗训练，而后者可能比前者要容易和稳定得多。

5 

总结

Schmidhuber 在 92 年提出的 PM 模型通过可预测性最小化来学习一个解耦的编码表示，编码器和预测器优化相反的目标，确实是比 GAN 更早地使用了对抗训练的思想。

PM 不仅跟 GAN，还跟 InfoGAN、对抗自编码器存在很多相似之处，但还是有很明显的差异。其中 PM 和对抗自编码器最像，主体都是自编码器，但它们并不能简单地视为 GAN 的变种。

我们现在都是盯着最新最前沿的研究工作，其实也许有很多像 PM 这样“古老”但有趣的想法被我们忽视了，有的是因为当年提出的时候思想太过超前，或者硬件计算能力撑不起来，导致无人问津，最典型的例子就是 LSTM。这些工作不应该被埋没，如果能够重新挖掘出来的话，就可能给今天的研究带来很多新的启发。
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      原标题：PaperWeekly 第40期 | 对话系统任务综述与基于POMDP的对话系统

            作者丨李琳琳，赵世奇

文章来源丨中国中文信息学会青年工作委员会

注：本文的第一部分主要内容基于“Review of spoken dialogue systems”（López-Cózar et al., 2015）；第二部分翻译自英文原文“POMDP-based statistical spokendialog systems: A review”（Yong et al., 2013）。

1

引言

本文第一部分对对话系统的领域研究现状做一个领域综述，第二部分我们详细介绍一下当今对话领域的一个热门课题：基于 POMDP 的统计对话管理系统。首先，我们对对话系统涉及的五种主要技术做一个综合介绍；然后，我们简要讨论一下对话系统的发展历史及其在健康等领域的应用实例。由于对话系统的一个核心组成部分是用户，我们还会简单讨论一下用户建模及其类型；接下来我们讨论一下对话系统的研究趋势，包括语音识别、多模交互、以及对话管理系统的主流研发技术。在第二部分，我们集中介绍基于统计的 POMDP 对话系统所涉及的思想及具体建模方法。

2

对话系统概述

随着人机交互技术的进步，类似“环境智能（Ambient Intelligence）”这类课题更多的强调用户友好性和智能交互性。为了确保自然的智能交互，非常有必要研发安全可靠的交互技术以在人机之间建立沟通的桥梁。本着这个初衷，过去的几十年有很多研究致力于模仿人-人交互的模式来构建人机交互系统，我们称之为对话系统（Spoken Dialogue Systems, SDSs）（Lopez-Cozar &Araki, 2005; McTear, 2004; Pieraccini, 2012）。 

最早的对话系统仅仅处理简单的交流任务，比如提供飞行旅行信息（Hempel, 2008）。当今的对话系统已经越来越多的出现在更复杂的任务中，比如，智能环境（Intelligent Environments, Heinroth & Minker, 2013）, 车载系统（Geutner etal., 2002），个人助手（Janarthanam et al., 2013）， 智能家居（Krebber et al.,2004），及人机交互（Foster et al., 2014）等。对话系统涉及的另外一个重要课题是用户建模（Andrade et al., 2014）。 

本文第一部分我们对对话系统的领域研究现状做一个任务综述，并指出该领域的研究趋势，其中各小节内容如下：1）对话系统涉及的五种关键技术；2）对话系统的演进历史以及相关的科研项目；3）对话系统用户建模；4）对话系统课题的研究趋势；更智能化、多样化，且具有可移植性以及多模功能。本文的第二部分将讨论一种具体的数据驱动的统计对话系统。 

对话系统涉及的五种主要技术 

对话系统通常涉及五个主要的模块：

 
 	语音识别（ASR） 


 	口语理解（SLU） 


 	对话管理（DM） 


 	自然语言生成（NLG） 


 	文本生成语音（TTS） 




由于 ASR 模块和 TTS 模块涉及声音信号的处理，不是本文的重点，我们仅限于讨论 SLU, DM 以及 NLG 三个模块。需要说明的是，对话系统还常常有一个单独的模块来存储对话历史。 

口语理解（SLU） 

口语理解是语音识别模块的下游模块，其任务是获取输入语音信号的语义表示，该语义通常以 frame 的形式表示（Allen, 1995）。而每一个 frame 通常又包含多个槽位，例如，在飞机订票系统中，一个 SLU 的 frame 通常包含如下槽位：

 
 	speechActType 


 	departureCity 


 	destinationCity 


 	destinationCity 


 	departureDate 


 	arrivalDate 


 	airline 




一个示例 SLU 模块的输出如下：

 
 	speechActType：订票 


 	departureCity：北京 


 	destinationCity：上海 


 	…… 




SLU 模块的高精度实现是很困难的，因为语言中常常带有歧义、人称代词、指示代词、以及省略成分。该模块的实现有两种主流的方式，要么借助于句法分析，要么利用统计机器学习，也可以是两者结合（Griol et al., 2014）。SLU 模块也常常借助于对话历史模块的信息，其目的是搜索用户最近的对话历史找到当前 query 中没有显式提到的信息以更好的理解对话。 

同时，口语理解系统还应该具有较好的鲁棒性来处理语音识别的错误和噪音。相关的技术有，放宽语法检查尺度，仅关注关键词；或对识别的句子进行部分分析，提取关键成分。很多统计方法在这方面有所应用，如（Lemon & Pietquin, 2012）等。 

对话管理（DM）

口语理解的下游模块是对话管理器 DM。该模块的任务是决定系统如何回复给定的用户输入（McTear, 2004）, 例如，向用户提供信息，向用户发出询问以确认系统理解，或者请求用户换一种句型表达需求。在上述飞机订票的对话系统实例中，DM 可能会决定触发一个询问请求让用户来确认“出发城市”这个槽位的值是不是“北京”，其触发原因可能是语音识别系统对“北京”这个词的置信度值过低。 为了给用户提供信息，对话管理器通常需要查询数据库或者互联网，同时它还需要考虑对话历史模块提供的信息。例如，DM 模块可能根据对话历史上下文发出询问请求以补充缺失数据。对话管理模块模式可以有多种：rule-based, plan-based 和基于增强学习的（Frampton & Lemon, 2009）。本文的第二部分将详细讨论数据驱动的对话系统 POMDP。 

自然语言生成（NLG）

对话管理器的决策会输出给下游模块进行自然语言生成（NLG）。由于对话管理器的输出是抽象表达，我们的目标是将其转换为句法和语义上合法的自然语言句子，同时考虑对话上下文的连贯性（Lemon, 2011）。许多主流的自然语言生成系统是基于模板的，其根据句子的类型制定相应的模板（Baptist & Seneff, 2000）。这些模版的某些成分是固定的，而另一些成分需要根据对话管理器的输出结果进行填充。例如，下述模板可以用来生成句子以表示两个城市间的航班。 

我查到了<flightAmount>趟<departureDate>号<departureCity>到<destinationCity>的航班。 

在该模板中，尖括号部分需要根据对话管理器的输出值进行填充，填充后该 NLG 模块输出为：我查到了 30 趟 20 号从北京到上海的航班。 

考虑到对话系统的连贯性，NLG 在生成语句的时候通常需要根据对话上下文综合考虑。相关技术涉及如何省略表达，即，省略前文中已经提到概念，或者使用代词指代前文已经出现的名词。该过程依赖对话历史模块的存储信息。NLG 模块还需要过滤冗余重复信息，该过程又被称为句子聚合（Dalianis，1999）。除了基于模板的 NLG 技术以外，最近也有一些基于统计的方式进行自然语言生产，如（Dethlefs et al., 2013; Rieser et al., 2014）。由于篇幅限制，本文不对相关技术一一介绍。 

对话系统的发展历程 

对话系统的历史可以追溯到 18、19 世纪，最早是利用机械方式制造机器人来模仿人类行为，该学科的发展具有较长的演进史。 

早期系统以及科研项目

20 世纪初，Stewart（1922）发明了用电能产生声音的机器。20 世纪 40 年代出现了第一台计算机，随后图灵提出了智能计算机的概念（Turing, 1950）。60 年代第一次出现了处理自然语言的计算机系统，例如，ELIZA（Weizenbaum，1966）基于关键词提取以及预定义模板将用户输入转换为系统回答。而随着语音识别、自然语言处理和语音合成等技术的发展，80 年代第一次出现了对话系统，两个代表性项目是：美国的 DARPA 口语系统和欧洲的 Esprit SUNDIAL 系统。在这两个对话系统之后，MIT 和 CMU 相继进行了一系列对话系统的研究。90 年代，DARPA Communicator 项目由美国政府资助进行语音技术研发。到如今，SDSs 的研发已涉及更广的技术，包括智能推理、多模交互以及跨语种交互等等（Heinroth & Minker, 2013）。 

应用实例 

SDSs 有着广泛的应用实例，包括自动旅游旅行信息系统（Glass et al., 1995），天气预报系统（Zue et al., 2000），银行系统（Hardy et al., 2006; Melin et al., 2001）和会议协作系统（Andreani etal., 2006）等。我们仅就其在健康领域和 embodied agent 领域的应用做一个简要介绍。 

健康领域：SDSs 在医疗应用中能协助诊疗病人，例如，Bickmore & Giorgino (2006) 研发了对话诊断系统，该系统用对话方式和病人交流，诊断疾病。该研究对于不方便现场就诊的病人具有现实意义，同时有助于处理个人隐私和敏感信息问题。一些病人无法很好的当面与医护工作者交流，第一，因为诊疗时间非常有限；第二，病人有可能忌讳一些非常隐私的问题（比如酗酒、抑郁、艾滋病等）。但是，智能对话系统就能有效的解决这些问题（Ahmad et al., 2009）。 

过去的 20 年中，SDSs 已广泛的应用在医疗领域，如医疗咨询（Ghanem et al., 2005; Hubal & Day, 2006; Pfeifer & Bickmore,2010），慢性病监测（Black et al., 2005），辅助开药（Bickmore et al., 2010）, 饮食引导（Delichatsios etal., 2001），帮助戒烟（Ramelson et al., 1999），及医疗诊断（Maglogiannis et al., 2009）。 

Embodied Agent：SDSs 另一个常用场景是 Embodied Agent。该领域相关的系统原型有：COLLAGEN (Rich & Sidner, 1998), AVATALK (Hubal & Day, 2006) ，COMIC (Catizone et al., 2003)，以及智能对话系统NICE（Corradini et al., 2004）。 

用户建模 

用户建模是 SDSs 的一个重要课题，其过程不仅仅局限于在对话系统设计阶段建设静态的 profile，也可以根据用户状态建立动态 profile。SDSs 可以根据用户的语音信息，说话状态及情景建立大量的用户 profile 数据，然后利用这些数据理解用户对话，并预测用户行为。更具体来说，用户建模涉及情感建模（Balahur et al., 2014; Schuller & Batliner,2013; Moors et al., 2013），人物性格建模（Nass & Yen, 2012），和上下文场景建模（Zhu & Sheng, 2011）等主要技术。 

研究趋势 

语言是人类的特殊能力，SDSs 是 AI 领域的一个高难度题目，因为它涉及多个语言相关的子领域，如语音识别、语音合成、语言理解、语义表示、对话管理、语言生产、情感建模、以及多模交互。Grand View Research 公司做的一项研究调查报告显示2012年对话系统的市场市值大约为 3.5 亿美金，该公司预测到 2020 年会增长 31.7%。同时该项报告还指出，考虑到市场以及经济效应，人工客服领域将是未来 SDSs 的一个大方向。下面我们讨论一下 SDSs 主要研究方向。 

语音识别 

对话系统一个重要的组件是语音识别，其输出错误是 SDSs 所面临的第一个难题，未来如何降低语音识别噪音仍是一个大方向。其相关的技术有：降低背景噪音，预测用户输入，以及 ASR 系统情感识别（Batliner et al., 2010）。不同于传统的基于 HMM 的语音识别，新趋势越来越多的依赖深度学习（Dahl et al., 2011）。考虑到语音识别错误可能直接导致下游的对话管理器无法正确理解语义，降低语音识别噪音任重道远。 

多模交互 

口语理解是 SDSs 另一个重要组成部分，其输入不仅仅依赖于语音，还依赖于用户表情、动作等多模信号（Bui, 2006; Lopez-Cozar, 2005）。该方面的研究很多，如欧盟的 Horizon2020 项目的一个子领域是语言技术（ICT-22-2014），其致力于多模计算机交互。SDSs 多模技术还包括语义多模融合（Russ et al., 2005），以及借助多模信号降低语音识别模块噪音（Longe et al., 2012）。 

对话管理

对话管理器是协调人机交互的中心模块，它是一个相对成熟的研究课题，大致可分为如下四种类型（Jurafsky & Martin, 2009）：

 
 	基于有限状态和对话语法 


 	基于Frame的系统 


 	信息状态更新（ISU） 


 	马尔可夫决策过程（MDPs）和部分可观测的马尔可夫过程（POMDPs） 




有限状态模型认为对话是一个状态转移序列图，图中每一个结点表示隐含的对话状态，对应于系统行为（如回答、询问、确认、等等），结点之间的状态转移控制对话流。Nuance 的自动银行系统就是根据这种方法设计的（McTear, 2002）。有限状态模型常应用于自助语音服务系统，其优点是简单易实现，缺点是缺乏灵活性，难以处理复杂对话逻辑。 

Frame-based 系统在前面简单介绍过，其基本思想是填槽位。该方法可以在当前对话轮中填一个或者多个槽位，也可以覆写或修正前面对话轮的填充内容。基于Frame的对话管理系统还有一些衍生系统，如 agenda（Bohus & Rudnicky, 2003）， task structuregraphs，和 type hierarchies and blackboards (Rothkrantz et al., 2004) 等。 

ISU 方式利用“信息状态”将对话过程的所有可用信息进行建模（Larsson & Traum, 2000），即整合对话参与者的所有信息，而后建模对话行为。

以上三种对话管理模式都需要计算语言学专家设计并编写对话方案，该策略会增加对话系统的设计开发成本，同时也会降低系统的可维护性。为了克服这些局限性，近来出现了基于机器学习的对话管理系统，典型的代表是 MDP 和 POMDP。这些系统的基本思想是利用统计框架从大量的对话语料中自动学习对话管理模型（Young et al., 2013）。这种方式有两个主要的优点：第一，可以将不确定性表示引入到模型中，相对基于规则的系统，其对语音和语义理解的噪音有更好的鲁棒性。第二，这种框架具有自动学习功能，可以极大的降低人工开发成本。当然，这种方法也存在缺点，首先我们需要收集大量的对话数据，然后还需要对这些数据进行标注。在本文第二部分，我们集中讨论基于 POMDPs 的统计对话管理系统。

3

基于 POMDP 的统计对话管理系统

统计对话管理系统是一种数据驱动的方法，无需人工构建对话管理机制，具有较好的鲁棒性。部分可观察的马尔可夫决策过程（POMDPs）具有良好的数据驱动性，但问题是完整的建模和优化计算代价巨大，甚至不可实现。在实际过程中，需对 POMDP-based 的系统近似优化求解，以下内容将对 POMDP-based 的系统的领域现状做一个综合介绍。 

概述 

传统的 SDS 的主要组成部分如下图 1 所示。口语理解模块（SLU）将语言转换成抽象语义表示，即用户对话行为，而后系统更新其内部状态，然后系统通过决策规则确定系统行为，最后语言生成模块（NLG）将系统行为转化为自然语言字符串。其中，状态变量 包含跟踪对话过程的变量，以及表示用户需求的属性值（又称为slots）。在传统对话系统中，决策规则是通过流程图的方式实现的，图中的结点表示状态和行为，而边则表示用户输入（Oshry et al., 2009; Paek & Pieraccini, 2008）。
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▲ 图 1：对话系统的主要组成部分

尽管语音识别技术在过去的几十年不断进步，但是在噪音环境中（如公共场所或者汽车内）的语音识别错误率仍高达15%-30%（Lippmann, 1997; Black et al., 2011）。对话处理机制必须要处理噪音问题，包括自动检错和恢复。正因为如此，传统的基于流程图的对话管理系统非常难以制定和维护。

新型的对话管理系统基于部分可观察的马尔可夫决策过程（POMDPs）（Williams & Young, 2007），该方法假定对话过程是马尔可夫决策过程，也就是说，对话初始状态是, 每一个后续状态用转移概率来表示：。状态变量 是无法直接观察到的，它代表了对用户需求理解的不确定程度。系统把SLU的输出看作是一个带噪音的基于用户输入的观察值，这个观察值的概率为 ，这里的转移概率和生成概率用恰当的随机统计模型表示，又称为对话模型 M，而每个步骤中采取哪个行动则由另一个随机模型控制，该模型称之为对话策略 P。在对话过程中，每一步还需要一个回报函数来体现理想中的对话系统特性。对话模型 M 和对话策略 P 的优化是通过最大化回报函数的期望来实现的，该过程可以通过直接用户交互在线训练，也可以利用离线的语料库训练，详见下图 2：
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▲ 图 2：基于 POMDP 的对话系统

基于 POMDP 的对话系统融合了两个核心观点：置信状态跟踪和增强学习。这两个方面可以放在同一个框架下学习。与传统方式相比，该方法具有如下优点：

1. 置信状态为语音识别噪声提供了更好的鲁棒性（Williams & Yong, 2007）。置信状态在用户输入后的后验概率可以借助于一种称为“置信监督（belief monitoring）”的贝叶斯推理过程更新。在设计置信状态的过程中，可以借助模型先验概率去捕捉用户行为，而借助推理过程去探索所有的识别假设空间，如模糊网络和 N-best lists。其特点是，融合多轮证据以降低单个错误的影响。与传统方法不同，用户的反复行为是得到激励的，如果用户足够多次的重复一种表达，系统对他们所说的内容的置信度也会随之增加（前提是正确的假设候选出现在 N-best lists 中）。

2. 通过保存各个状态的置信分布，系统可以并行的追踪各种对话路径，它不是贪婪的选择当前最优解而是综合考虑各种状态的全局解。当用户输入一个负反馈信号时，当前最可能解的概率被降低，焦点会聚集到另外一个状态。因此，不需要回溯或者修改对话机制。强大的对话策略可以简单的嵌入置信状态到对话行为的映射中。

3. 显式的表达状态和行为能将回报函数和状态行为对关联起来。其回报综合值组成了对话效果的客观衡量标准，因此可以用离线语料库或者在线用户互动方式，借助增强学习提升效果。该方法具有最优的决策策略，避免了人工调优的劳动，可以容纳复杂的规划机制。

然而在实践中运用 POMDP 并不容易，有许多实际问题需要解决。SDS 的状态行为空间巨大，求解这个空间需要复杂的算法和软件。实时的贝叶斯推理也非常难，完整的 POMDP 的学习策略是不可实现的，因此必须利用近似法求解。优化基于 POMDP 的 SDS 的最直接方式是通过直接用户对话。但是，通常难以找到足够数量的用户帮助训练系统，所以实践中常常通过用户模仿器的方式来对参数模型进行优化。

部分可观察的马尔可夫决策过程

部分可观察的马尔可夫决策过程用一个多元组（S, A, T, R, O, Z, ）表示，其中 S 是状态集；A 是行为集合；T 表示转移概率 ；R 是回报的期望值；O 是观测值集合；Z 代表观测概率； 是几何衰减系数，其值在 0-1 之间；是置信状态的初始值。

POMDP 的过程如下：在每一个过程中，真实世界是一个无法观察的状态 。因为 是未知的，变量置信状态 表示所有可能状态的分布， 表示处在某个特定状态 的概率。系统基于 选择行为 ，得到一个激励值 ，然后转化到状态 ，这里 仅仅依赖于 和 。然后系统得到一个观察值 ，该值依赖于 和 。这个过程如图 3 所示：
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▲ 图 3：用 influence diagram 表示 POMDP；圆圈表示隐变量，带阴影的圆圈表示观测值，方块表示系统行为，棱形表示回报值，箭头表示因果关系。

给定置信状态 ，最近一次的系统行为以及观察值，新的置信状态的更新可以表示如下（Kaelblinget al., 1998）：
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这里 是正规化常量， 是系统没有任何行动之前的初始置信状态分布。

系统行为由 策略控制。最通用的策略是直接将置信状态和行为进行直接映射 ，或者通过一个概率函数进行对应 ，这里是在 置信状态 b 下采取行动 a 的概率，其满足 。

以置信状态 为开始的策略 的综合回报函数定义如下：
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该公式对应确定性策略（deterministic policy）；
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该公式对应随机策略（stochastic policy）。 最佳对话策略通过优化回报函数得到：
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该策略也称为 Bellman 优化公式（Bellman, 1957）。在 POMDP 参考文献中，寻找最优策略 的过程称之为“求解”和“优化”过程。Kaelbling et al. （1998）应用了精确求解方案，（Pineau et al., 2003; Smith & Simmons, 2004）提出了近似求解方案。但问题是通用的 POMDP 方法复杂度高，难以大规模的应用到实用对话系统。即使中小型规模，其涉及的状态、行为、和观察值很容易达到 量级。穷举 是不可实现的，因此，直接优化更新置信状态优化回报函数并不可行。通常情况下，我们需要简化模型近似求解。接下来我们将详细讨论。

置信状态表示和监测

本小节集中讨论图 2 中对话系统模型 M。实用 SDS 中，状态必须包含三种不同类型的信息：用户的目标，用户的真实意图，以及对话历史 （Williams& Young, 2007）。用户目标包含需要完成任务所有信息，用户真实意图是指用户实际想表达的意图而非系统识别出的意图，对话历史跟踪之前的对话流。由此，对话中的一个状态包含三个因子：

引入条件独立性假设以后，该过程可以表示为图 4。将状态分解成以上三个因子可以对状态转移矩阵进行降维，同时也减少了系统的条件依赖性。
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▲ 图 4：表示 SDS-POMDP 各个状态因子的 influence diagram

结合置信更新和状态因子两公式，SDS 的更新策略可以表示为：
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以上公式包含了对话系统的四个要素：

(a)观察模型表示给定用户真实表达 u，观察值 o 的概率。它包含了语音识别系统的错误率。

(b)用户模型表示在给定系统前一轮输出和当前系统状态下，用户真实表达u的概率。它建模了用户行为。

(c)目标转移模型表现了用户目标转换的可能性。

(d)历史模型：系统记忆的对话历史。

虽然状态因子模型极大的简化了 POMDP 模型的复杂度，但是它仍旧复杂，难以在实际的系统中应用。因此还需要进一步近似化处理，通常有两种常用技术：

 
 	N-best 方法，包括剪枝和重组（Gasic& Yong, 2011）


 	贝叶斯网络法（Thomson & Yong, 2010）




策略模型和增强学习

策略模型 P 提供了置信状态 b 和系统行为 a 的映射。我们的目标是寻找一个最优的策略最大化对话回报函数的综合期望。

POMDP 的置信空间是一个高维空间。置信空间中临近的点必须具有相同的行为值，因此，有必要用一种策略将置信空间的点进行区域划分，确保同区域的点具有相同的行为值。当然，该行为映射必须保证让每一个区域都有最佳的行为值。POMDP 系统的策略模型可以通过压缩置信空间（Crook & Lemon，2011）或者动态状态赋值（Doshi & Roy, 2008）实现。现实应用中，我们通常需要对策略进行简化表示以降低推理复杂度。

我们可以根据实际应用加一些限定条件。首先，通常的对话系统仅仅用到相对小的置信空间；第二，可行行为的范围在给定的置信空间内通常是限定的。由此，这里有一个精简的特征空间，我们称之为 summary space。其中，状态和行为都被简化以方便策略表示和优化（Williams & Yong, 2005; Williams & Yong, 2007）。Summary space 是全局问题空间的一个子空间，belief tracking 在整个问题空间中求解，而决策执行和策略优化仅在 summary space 中运行。问题空间和 summary space 中的运行方案如下：在置信更新后，问题空间中的置信状态 b 被映射为一个特征向量和候选行为集合 。策略从一系列的候选行为集合中选取，然后将 summary space 中的映射回原问题空间中一个完整的行为 a。

Summary space 的转换需要两个组成部分：问题空间中选择候选行为的机制，以及从置信状态和候选行为中抽取特征的函数。最简单的选取候选行为的方法是将可以对应到概念以及槽位（如：地点类型、食物类型、星级评价、等等）的对话行为（如：问候、问题、肯定、告知、等等）都包括在内，然后通过置信度对各个槽位赋值（Thomson & Young, 2010; Williams & Young, 2005）。该方法是全自动的，但它可能会包含一些错误的候选行为，如在对话的正中间进行问候，或者在没有被问到某个值的时候，对该值进行确认。另外一类选择候选行为的方法是 partial program（Andre & Russell, 2002; Williams, 2008），或者马尔可夫逻辑网络（Lison,2010）。这类方法可以在对话流中任意容纳人工知识，同时显式设定业务逻辑，比如，在进行资金转账之前要求输入用户密码。同时，限定候选行为空间能更快的收敛到最优策略，因为它已经将很多的错误候选排除在外（Williams, 2008）。但是，这些规则需要人工制定，而人工规则可能错误的将最优候选行为排除在外。作为一种折衷方案，有些系统允许每一个对话行为作为候选，但通过人工规则限定对话行为槽位（Yong et al., 2010）。

Summary space 转换的第二个重要组成部分是从置信状态以及候选行为中抽取特征的函数。我们通常为每一个对话行为构建一个二进制特征，也可以针对每一个有效的行动／槽位对，例如 confirm (food)。这种方式通常会产生 20-30 维的行为特征，其每一维表示一个唯一行为。状态特征通常是异构的，包含实数值，二进制值，和枚举类值。典型的状态特征包括：最重要的 N 个用户目标的置信度；各个槽位的 marginal belief；最重要的用户目标属性（如，匹配到的数据库实体的数量）；表示哪些系统行为可行的隐变量；对话历史属性值（如，是否已确认最重要的用户目标）；历史用户行为；或者上述特征的组合（Thomson & Yong, 2010; Williams & Yong, 2005; Williams, 2008;Yong et al., 2010）。通常系统具有 5 到 25 个特征，这些特征一般是手工选取的，也有些研究探索自动特征选取（Williams & Balakrishnan, 2009）。状态特征不仅仅局限于置信状态信息，也可以在置信状态以外寻找特征，如数据库中的信息，过去的对话历史，或者上下文信息。

给定一个特定的 summary space，策略可以用表示为一个显示的映射 ，或者表示为一个概率分布 ，后者行为的选取是通过对概率分布的抽样实现的。策略是 summary belief state（状态）及 action（行为）的函数，而不是原始问题空间的置信状态和行为。可以认为新函数是对原问题空间的近似，也可以认为是另一个马尔可夫过程，在这个过程中状态和行为是 summary state 和 summary action。

在显式的映射策略中，最常用的方法是寻找一个行为 a 以最大化 Q 函数（回报函数的数学期望），即：

这里的 Q 函数可以是带参数的，也可以是无参的。如果不带参数，置信状态会在一个离散的编码集 中, 对任意一个状态 都可以计算出其 Q 值。

有五种常用的方法来优化策略：1. planning under uncertainty；2. valueiteration；3. Monte-Carlo优化；4. 最小平方策略迭代（LSPI）；5. natural actor-critic （NAC）。这五种方式常常应用在 end-to-end 的对话系统中。除此之外，还有Q-learning（Scheffler & Young, 2002）和 SARSA（Henderson etal., 2008）等方法。由于篇幅限制，我们不对这些策略做一一介绍，感兴趣的读者可以阅读相关参考文献。

总的来说，planning under uncertainty 策略将置信状态作为概率分布，而 valueiteration 和 Monte-Carlo 优化需要首先将置信空间量化，LSPI 和 NAC 基于置信状态特征的线性模型进行函数近似。

用户模拟器

直接从语料库中学习对话策略存在很多问题，比如收集数据中的状态空间可能与策略优化数据不同。另外，这种方式无法在线互动学习。因此我们可以构建一个用户模拟器，让这个模拟器与对话系统直接进行互动。用户模拟器不仅仅可以用来学习对话系统，也可以用它来评估对话系统（Schatzmann et al., 2006）。用户模拟器通常运行在抽象对话行为层。给定一系列的用户行为和系统回复，其目标是对用户回复的概率分布进行有效的建模：

正如前文提到的，在实际系统中对话管理系统的观测值被噪音变量影响，因此用户回复同时被用户模型和噪音模型控制。模型 匹配在语料中的用户回复，另外需要error model 建模语音识别及理解错误（Hastie, 2012; Pietquin & Hastie, 2012; Schatzmann et al., 2005; Williams, 2008）。

系统和应用

前面的几个小节讲述了统计对话系统的几个主要模块，其相关的技术在随着时间进步完善。尽管在商业上推广这些技术有一定的难度，但是在具体的场景中已有一定范围应用。这里我们简单的提几个基于 POMDP 框架的对话系统。

这些系统大多都是非正式的inquiry系统，包括语音呼叫（Janarthanam et al., 2011），旅游信息（Thomson &Yong, 2010），日程安排（Kim & Lee, 2007）和汽车导航（Kim et al., 2008）等。POMDP 也可应用于基于命令控制的系统，如通过多模接口控制家电（Williams, 2007）。

POMDP 曾在 CMU 举办的“Let’s Go”竞赛任务中被应用，其为 Pittsburgh 区域的居民播报非忙时段的公交车信息（Thomson et al., 2010）。在该应用中，用户可能从多种不同的手机装置来电，且通话环境通常有噪音，结果显示，基于 POMDP 的系统明显优于传统系统（Black et al., 2011）。

小结

统计对话系统提出数据驱动的框架，该方式可以有效的降低人工编写复杂对话管理规则的开销，同时对在噪音环境中的语音识别错误具有良好的鲁棒性。通过一个显式的对不确定性建模的贝叶斯模型和一种回报驱动的策略优化机制，POMDP 建立了一个良好的对话系统框架。

但是，基于 POMDP 的对话系统非常复杂，通常需近似求解。这里有许多实际的研究问题，例如，如何在保持模型的复杂度的同时，让置信状态序列可解？如何减少策略学习的迭代次数，从而能在真实用户上训练模型而不是借助用户模拟器？同时，还需要将对话系统打包以及平台化以使得非专家也能使用这些技术。

除此之外，POMDP 框架严重依赖回报函数。原则上来说，这是对话系统的优点，因为它可以提供一个客观的目标机制定义对话系统的设计标准。但是，实际应用中，我们很难直接从用户那里获得可信的回报信号，即使是最简单的成功／失败也很难获得，比如，在被问到“系统是否回答了你所问的问题？”时，许多用户出于礼貌会直接说“是”，或者由于对系统不切实际的过高期望而直接回答“否”。回报函数可以基于用户满意度来获取，而该满意度值可以通过客观的可以衡量的特征进行回归计算获取，该方法在 PARADISE 系统（Levin et al., 1997）上有所应用，也有其他的研究（Singh et al., 1999）在这个思路框架下进行。尽管如此，很多经验告诉我们，根据真实用户反馈的在线学习策略必须要结合成熟的生物识别技术，用客观标准测量用户情感满意度。
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总结

本文对对话系统的领域研究现状做了一个整体介绍。对话系统的核心问题是处理多轮交互，让人机之间的互动高效、自然、智能。在本文中我们涉及了对话系统的主要任务模块，并做了简单的概述，同时指出了对话系统所面临的问题和挑战。我们还介绍了对话系统的演进历史及其应用实例，并从口语交流、多模交互和对话管理方面介绍了该领域的研究趋势。接下来，本文详细介绍了 POMDP 统计对话管理器的相关技术及领域现状，同时也指出了其中的问题及面临的挑战。
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前言

GAN，全称 Generative Adversarial Nets，中文名是生成对抗式网络。对于 GAN 来说，最通俗的解释就是“造假者-鉴别者”的解释，如艺术画的伪造者和鉴别者。一开始伪造者和鉴别者的水平都不高，但是鉴别者还是比较容易鉴别出伪造者伪造出来的艺术画。但随着伪造者对伪造技术的学习后，其伪造的艺术画会让鉴别者识别错误；或者随着鉴别者对鉴别技术的学习后，能够很简单的鉴别出伪造者伪造的艺术画。这是一个双方不断学习技术，以达到最高的伪造和鉴别水平的过程。 然而，稍微深入了解的读者就会发现，跟现实中的造假者不同，造假者会与时俱进地使用新材料新技术来造假，而 GAN 最神奇而又让人困惑的地方是它能够将随机噪声映射为我们所希望的正样本，有噪声就有正样本，这不是无本生意吗，多划算。

另一个情况是，自从 WGAN 提出以来，基本上 GAN 的主流研究都已经变成了 WGAN 上去了，但 WGAN 的形式事实上已经跟“伪造者-鉴别者”差得比较远了。而且 WGAN 虽然最后的形式并不复杂，但是推导过程却用到了诸多复杂的数学，使得我无心研读原始论文。这迫使我要找从一条简明直观的线索来理解 GAN。幸好，经过一段时间的思考，有点收获。 

在正文之前，先声明：笔者所有的 GAN 的知识，仅仅从网上的科普文所读而来，我并没有直接读过任何关于 GAN 的论文，因此，文中的结果可能跟主流的结果有雷同，也可能有很大出入，而且本文的讲述方法并不符合 GAN 的历史发展进程。严谨治学者慎入。

注：如无指明，本文所谈到的 GAN 都是广义的，即包括原始 GAN、WGAN 等等，对它们不作区分。文中出现的正样本、真实样本，都是指预先指定的一批样本，而生成样本则指的是随机噪声通过生成模型 G 变换所得的结果。
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一道面试题

一道经典的面试题是：如果有一个伪随机数程序能够生成 [0,1] 之间的均匀随机数，那么如何由它来生成服从正态分布的伪随机数？比如怎么将 U[0,1] 映射成 N(0,1)？

这道题不同的角度有不同的做法，工程上的做法有：同时运行 n 个这样的伪随机数程序，每步产生 n 个随机数，那么这 n 个数的和就近似服从正态分布了。不过，这里不关心工程做法，而关心理论上的做法。理论上的做法是：将 X∼U[0,1] 经过函数 Y=f(X) 映射之后，就有 Y∼N(0,1) 了。设 ρ(x) 是 U[0,1] 是概率密度函数，那么 [x,x+dx] 和 [y,y+dy] 这两个区间的概率应该相等，而根据概率密度定义，ρ(x) 不是概率，ρ(x)dx 才是概率，因此有
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那么：
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这里 Φ(y) 是标准正态分布的累积分布函数，所以：
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注意到累积分布函数是无法用初等函数显式表示出来的，更不用说它的逆函数了。说白了，Y=f(X) 的 f 的确是存在的，但很复杂。正态分布是常见的、相对简单的分布，但这个映射已经这么复杂了。如果换了任意分布，甚至概率密度函数都不能显式写出来，那么复杂度可想而知。
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神经大法好

现在我们将问题一般化：如何找到映射 Y=f(X)，把服从均匀分布 X 映射到指定的分布？在一般情形下，这个指定的分布是通过给出一批具体的分布样本 Z=(z1,z2,…,zN) 来描述的（比如，给出一批服从正态分布的随机数，而不是给出概率密度
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）。

这个问题相当一般化，跟 GAN 所做的事情也是一样的。也就是说，GAN 也是希望把均匀的随机噪声映射成特定分布，这个特定分布由一组“正样本”描述。这样的理解就可以回答我们开头的一个小问题了：为什么 GAN 可以将噪声变换成正样本？事实上 GAN 并不是学习噪声到正样本的变换，而是学习均匀分布到指定分布的变换。假如学习成功了，那么输入一个随机噪声，那么就变换成指定分布的数据，而通常来说我们指定的分布是一个比较“窄”的分布（比如指定的正样本是某一类图片的集合，但事实上图片无穷无尽，某一类的图片是相当窄的），所以都会映射到我们眼中的“正样本”去。

前面正态分布的例子已经表明，这个映射 f 通常都是很复杂的，因此没必要求它的解析解。这时候“神经大法”就登场了：熟悉神经网络的读者都知道，我们总可以用一个神经网络来拟合任意函数，因此，不妨用一个带有多个参数的神经网络 G(X,θ) 去拟合它？只要把参数 θ 训练好，就可以认为 Y=G(X,θ) 了。

可是，问题又来了：拟合什么目标呢？我们怎么知道 Y=G(X,θ) 跟指定的分布是很接近的呢？
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KL 距离？JS 距离？

让我们把问题再理清楚一下：我们现在有一批服从某个指定分布的数据 Z=(z1,z2,…,zN)，我们希望找到一个神经网络 Y=G(X,θ)，将均匀随机数 X 映射到这个指定分布中来。

需要特别指出，我们是要比较两个分布的接近程度，而不是比较样本之间的差距。通常来说，我们会用 KL 距离来描述两个分布的差异：设 p1(x),p2(x) 是两个分布的概率密度（当然，还有其他距离可以选择，比如 Wasserstein 距离，但这不改变下面要讨论的内容的实质），那么：
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如果是离散概率，则将积分换成求和即可。KL 距离并非真正的度量距离，但是它能够描述两个分布之间的差异，当它是 0 时，表明两个分布一致。但因为它不是对称的。有时候将它对称化，得到 JS 距离：
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咦？怎么又回到概率密度了？不是说没给出概率密度吗？没办法，公式就是这样，只好估算一下咯。假设我们可以将实数域分若干个不相交的区间 I1,I2,…,IK，那么就可以估算一下给定分布 Z 的概率分布。
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其中 #(zj∈Ii) 表示如果 zj∈Ii，那么取值为 1，否则为 0，也就是说大家不要被公式唬住了，上式就是一个简单的计数函数，用频率估计概率罢了。

接着我们生成 M 个均匀随机数 x1,x2,…,xM（这里不一定要 M=N，还是那句话，我们比较的是分布，不是样本本身，因此多一个少一个样本，对分布的估算也差不了多少。），根据 Y=G(X,θ) 计算对应的 y1,y2,…,yM，然后根据公式可以计算：
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现在有了 pz(Ii) 和 py(Ii)，那么我们就可以算它们的差距了，比如可以选择 JS 距离：
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注意 yi 是由 G(X,θ) 生成的，所以 py(Ii) 是带有参数 θ 的，因此可以通过最小化 Loss 来得到参数 θ 的最优值，从而决定网络 Y=G(X,θ)。
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神经距离

假如我们只研究单变量概率分布之间的变换，那上述过程完全够了。然而，很多真正有意义的事情都是多元的，比如在 MNIST 上做实验，想要将随机噪声变换成手写数字图像。要注意 MNIST 的图像是 28*28=784 像素的，假如每个像素都是随机的，那么这就是一个 784 元的概率分布。按照我们前面分区间来计算 KL 距离或者 JS 距离，哪怕每个像素只分两个区间，那么就有 2784≈10236 个区间，这是何其巨大的计算量！

终于，有人怒了：“老子干嘛要用你那逗比的 JS 距离，老子自己用神经网络造一个距离！”于是他写出带参数 Θ 的神经网络：
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也就是说，直接将造出来的 yi 和真实的 zi 都放进去这个神经网络一算，自动出来距离，多方便。这个思想是里程碑式的，它连距离的定义都直接用神经网络学了，还有什么不可能学的呢？

我们来看看，要是真有这么个 L 存在，它应该是怎么样的？首先，对于特定的任务来说，

是给定的，因此它并非变量，我们可以把它当做模型本身的一部分，因此简写成：
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接着，别忘记我们是描述分布之间的距离而不是样本的距离，而分布本身跟各个 yi 出现的顺序是没有关系的，因此分布之间的距离跟各个 yi 出现的顺序是无关的，也就是说，尽管 L 是各个 yi 的函数，但它必须全对称的！这是个很强的约束，当然，尽管如此，我们的选择也有很多，比如：
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也就是说，我们先找一个有序的函数 D，然后对所有可能的序求平均，那么就得到无序的函数了。当然，这样的计算量是 ��(M!)，显然也不靠谱，那么我们就选择最简单的一种：
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这便是无序的最简单实现，可以简单的理解为：分布之间的距离，等于单个样本的距离的平均。
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对抗来了

“等等，你的标题是 GAN，你讲了那么一大通，我怎么没感觉到半点 GAN 的味道呀？对抗在哪里？” 这位看官您别急，马上就有了。

前面说到，用神经网络来学习一个距离 L，最终简化版的形式，应该是这样的：
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问题是：D(Y,Θ) 怎么训练？别忘了，之前的 G(X,θ) 还没有训练好，现在又弄个 D(Y,Θ) 出来，越搞越复杂，小心跳到坑里出不来了。

对抗终于来了...

因为 D(Y,Θ) 的均值，也就是 L，是度量两个分布的差异程度，这就意味着，L 要能够将两个分布区分开来，即 L 越大越好；但是我们最终的目的，是希望通过均匀分布而生成我们指定的分布，所以 G(X,θ) 则希望两个分布越来越接近，即 L 越小越好。这时候，一个天才的想法出现了：互怼！不要怂，gan！

首先我们随机初始化 G(X,θ)，固定它，然后生成一批 Y，这时候我们要训练 D(Y,Θ)，既然 L 代表的是“与指定样本 Z 的差异”，那么，如果将指定样本 Z 代入 L，结果应该是越小越好，而将 Y 代入 L，结果应该是越大越好，所以：
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然而有两个目标并不容易平衡，所以干脆都取同样的样本数 B（一个 batch），然后一起训练就好：
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很自然，G(X,θ) 希望它生成的样本越接近真实样本越好，因此这时候把 Θ 固定，只训练 θ 让 L 越来越小：
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这就是天才的对抗网络！

需要指出的是：

1. 这里的 Loss 写法跟传统的 GAN 相反，习惯性的做法是让真实样本的LL越大越好，但这只不过跟本文差了个负号而已，不是本质的问题；

2. 从 GAN 开始，D 这个神经网络就被赋予了“判别器”的意义，但在这里 D 本身是没有意义的（正如我们不能说某个数是不是正态分布的），只有 D 的平均值 L 才代表着与真实分布的差距（我们只能根据一批数据来估计它是否服从正态分布），所以从这里也可以看到，GAN 不能单个样本地训练，至少成批训练，因为有一批样本才能看出统计特征；

3. 咋看上去 D 只是个二分类问题，而 G 则要把噪声映射为正样本，貌似 D 应该比 G 要简单得多？事实并非如此，它们两者的复杂度至少是相当的。我们可以直观考虑一下它们的工作原理：因为 D 的均值 L 直接就给出了输入的数据与指定分布的差异，而要真的做到这一点，那么 D 要把所有的“正样本”（在某种程度上）都“记住”了才行；而 G 要生成良好的正样本，基本上也是“记住”了所有的正样本，并通过随机数来插值输出。因此两个网络的复杂度应该是相当的（当然这里的“记住”是形象理解，不是真的强行记住了，不然就是过拟合了）；

4. 既然 L1 是真伪样本的分布差，那么 L1 越大，意味着“伪造”的样本质量越好，所以 L1 同时也指示着 GAN 训练的进程，L1 越大，训练得越好。（D 希望 L1 越小越好，G 希望 L1 越大越好，当然是 G 希望的结果，才是我们希望的。其实也可以这样理解，G 的损失 L2，其实就相当于 −L1，但是因为 D 的权重已经固定了，所以有关真实样本那一项是个常数，因此只剩下伪造样本那一项，即 L2，但 L2 是个绝对值，我们关心的是相对值，所以 −L1 是我们关心的，它越小越好，相当于 L1 越大越好。）
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别走，还没完

稍微思考一下，我们就发现，问题还没完。我们目前还没有对 D 做约束，不难发现，无约束的话 Loss 基本上会直接跑到负无穷去了。

因此，有必要给 D 加点条件，一个比较容易想到的方案是约束 D 的范围，比如能不能给 D 最后的输出加个 Sigmoid 激活函数，让它取值在 0 到 1 之间？事实上这个方案在理论上是没有问题的，然而这会造成训练的困难。因为 Sigmoid 函数具有饱和区，一旦 D 进入了饱和区，就很难传回梯度来更新 G 了。

最好加什么约束呢？我们应该尽可能从基本原理出发来找寻约束，尽量避免加入人工因素。我们回到距离的作用上来看：距离是为了表明两个对象的差距，而如果对象产生的微小的变化，那么距离的波动也不能太大，这应该是对距离基本的稳定性要求，“失之毫厘，谬以千里”是会产生浑沌的，数学模型不应该是这样。从这个角度来看，那个所谓的“JS 距离”，根据就不是距离了，因为就算对于伯努利分布 {0:0.1,1:0.9} 和 {0:0,1:1}，这两个相似的分布算出来的“距离”居然是无穷大（因为出现了 0.1/0 这一项）。

放到我们的 D 中，这个约束我们该怎么体现呢？假如某个样本不是 yi 而是 y′i，假设 ‖yi−y′i‖（用两竖表示欧式距离，因为 y 可能是个多元向量）并不是十分大，那么会对分布造成一定的影响。这个影响有多大呢？显然不会大，因为分布是一批样本的统计特征，如果只是稍微改变了一个样本，那么分布的变化显然不能大的。而我们知道，分布的距离用 D 的均值 L 来描述，只改变一个 yi，所造成的分布差正比于：
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我们希望 yi′→yi 时，自然地就有，怎么实现这一点呢？一个简单的方案是 D 满足以下约束：
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这里 α>0，而最简单的方案就是：
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这就是数学中常见的 Lipschitz 约束。如果能够满足这个约束，那么距离就能满足稳定性要求。注意这是个充分条件，不是必要条件，也可以使用其他方案。但不得不说，这是个简单明了的方案。而使得函数 D 满足 Lipschitz 约束的一个充分条件就是：

[image: ]
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“罚”出来的成果

[image: ]

当然惩罚是“软约束”，最终的结果不一定满足这个约束，但却会在约束上下波动。也就是说虽然我们指定了 C=1，但最终的 C 却不一定等于 1，不过会在 1 上下波动，而这也不过是一个更宽松的 Lipschitz 约束而已，我们不在乎 C 的具体大小，只要 C 有上界就好。另外，约束的加法不是唯一的，WGAN 的作者 Martin Arjovsky 在他的论文中提出的加法为：
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哪个好？实验结果好像都差不多。

不过，上面的惩罚项都是形式而已，我们还没给出具体的计算方法。理论上最好能够对所有的 y（全空间）都算一遍 

然后取平均，显然这是做不到的。那么只好用一个退而求其次的方案：只对真实样本 zi 和生成样本 yi 算。但这样约束范围貌似也太小了，所以干脆在真实样本和生成样本之间随机插值，希望这个约束可以“布满”真实样本和生成样本之间的空间，即：
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以及：
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这里的 εi 是 U[0,1] 的随机数，这应该已经是我们“力所能及”的最优的方案了。后面这个就是 Martin Arjovsky 提出的最新的 Lipschitz 约束的方案，而实验结果表明前一个方案效果也不错。目前它们的大名叫“WGAN-GP”，全称 Wasserstein Generative Adversarial Nets - Gradient Penalty。 

最后，有人会反驳，梯度有上界，只不过是 Lipschitz 约束的充分条件，为啥不直接将 Lipschitz 约束以差分形式加入到惩罚中去呢？（其实有这个疑问的最主要的原因，是很多深度学习框架并没有提供梯度函数；另外，尽管 tensorflow 提供了梯度函数，但如果判别器用的是 RNN，那么梯度函数也是不可用的。）事实上，这样做某种意义上更加合理，我觉得 Martin Arjovsky 直接用梯度，不过是想写得简单一点，这时候惩罚是：
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以及：
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这里 yi,j=εi,jyi+(1−εi,j)zi，也就是每步插值两次，然后用插值的结果算差分。
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然后呢？

暂时没有然后了，终于写完了。这便是我理解的 GAN。 

通过本文，我们可以一气呵成地直达 WGAN-GP，而不需要很多的历史知识和数学知识。有趣的是，我们的推导过程表明，WGAN-GP 其实跟 Wasserstein 距离没有直接的联系，尽管当初 WGAN 的作者是从 Wasserstein 距离将它们推导出来的。也就是说，WGAN 跟 W 没啥关系，这就尴尬了。另外，有人提问“WGAN 相比原始的 GAN 有什么优势？”，如果根据本文的理论推导，那么原始的 GAN 根本就不是 GAN，因为它不能改写为本文的某个特例。（原因在于，本文的推导基于分布的拟合，而原始 GAN 的推导基于博弈论，出发点不同。） 

这个 Loss 还有一定的改进空间，比如 Loss Sensitive GAN（LS-GAN），还有更广义的 CLS-GAN（将 LS-GAN 和 WGAN 统一起来了），这些推广我们就不讨论了。不过这些推广都建立在 Lipschitz 约束之上，只不过微调了 Loss，也许未来会有人发现比 Lipschitz 约束更好的对 D 的约束。
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WGAN-GP 的例子

最后，分享一个 WGAN-GP 的实现，以 MNIST为 数据集，读者可以自己改着玩：

https://github.com/bojone/gan/

训练进度显示：
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关于PaperWeekly

PaperWeekly是一个推荐、解读、讨论、报道人工智能前沿论文成果的学术平台。如果你研究或从事AI领域，欢迎在公众号后台点击「交流群」，小助手将把你带入PaperWeekly的交流群里。

      


PaperWeekly 第42期 | 基于知识图谱的问答系统关键技术研究 #04

作者丨崔万云学校丨复旦大学博士

研究方向丨问答系统，知识图谱

领域问答的基础在于领域知识图谱。对于特定领域，其高质量、结构化的知识往往是不存在，或者是极少的。本章希望从一般文本描述中抽取富含知识的句子，并将其结构化，作为问答系统的知识源。特别的，对于不同的领域，其“知识”的含义是不一样的。有些数据对于某一领域是关键知识，而对于另一领域则可能毫无意义。传统的知识提取方法没有考虑具体领域特征。 

本章提出了领域相关的富含知识的句子提取方法，DAKSE。DAKSE 从领域问答语料库和特定领域的纯文本文档中学习富含知识的句子表示。本章在真实数据上的实验验证了 DAKSE 可以以很高的准确率和召回率提取出富含知识的句子。本章还进一步将 DAKSE 的结果应用于领域信息提取，以自动提取结构化的领域知识。 

1. 概述

当我们在阅读文档搜索目标信息时，人类并不会以稳定的速度来浏览所有的词语。相反，人的眼睛会四处移动，定位文本的有意义部分，并建立一个整体的感知。扫视的能力能帮助人类跳过大量无用的信息，并专注于富含知识的句子。这引发了一个问题：机器如何像人类一样提取富含知识的句子？这个问题在本文中被称为富含知识句子的抽取问题。 

例如，当阅读示例 7.1 中的斯坦福大学的语料库时，AI 研究者会认为句子 s1 富含更多的信息，给予更多的关注。相比之下，大学生可能跳过 s1，但会关注 s2。因此，一个句子是否富含知识对于不同的用户是不同的。富含知识的句子提取系统需要为 AI 研究人员提取 s1，为大学生提取 s2。



从纯文本抽取知识的问题已经作为开放信息抽取（Open IE），关系抽取和句子抽取被进行了研究。开放信息抽取从纯文本中提取所有的结构化关系。关系抽取只提取指定的关系（例如来自知识库的谓词）。句子抽取提取有意义的句子，通常用于文档概括问题。富含知识的句子提取与这三个问题的专注点不同。 

与开放信息抽取相比，富含知识的句子抽取着重于抽取句子。如示例 7.1 所示， 一个句子是否富含知识取决于不同用户的需求。一个统一的开放信息抽取框架是不知道不同用户的需求的。在示例 7.1 中，开放信息抽取系统不能为不同的用户分别提取 s1 和 s2。因此，开放信息抽取不能直接用于富含知识的句子抽取。 

与关系抽取相比，富含知识的句子提取是无监督的。关系提取仅识别指定的关系， 而不同的用户关注不同的关系。在例子 7.1，通过知道“学费”对于在校大学生是富含 知识的关系，关系抽取系统可以从 s2 中为大学生抽取相应的知识。然而，对于不同的不同用户，他们有多样的需求，并且对于特定需求的一个定义良好的模式标注数据是不存在的。在大多数情况下，一个领域往往没有预定义模式和大量的标签数据。这使得对于来自不同用户的多种需求，关系提取是不适用的。 

与句子提取相比，富含信息的句子提取可以满足用户不同的兴趣。但是一个句子在句子抽取中是否“有意义”是和用户无关的。 

富含知识的句子抽取的关键是连接句子的知识和用户的需求。然而，这种需求对于不同的用户是不同的。而通常没有足够的数据来完全描绘一个人的特定需求。如示例 7.1 中所建议的，领域是自定义需求的关键特征。只有当抽取系统确定 s1 属于 AI 领域， 它才会将其识别对于AI研究者的富含知识的句子。本文的目的是识别领域相关的富含知识的句子（DKS）。 

为了使抽取方法能够处理领域需求，本章使用了领域问答语料库。在给定领域的 QA 语料库中，答案句子对于该领域肯定是富含知识的。系统学习答案句子的表示方法。如果某个句子具有类似的表示，它将被识别为 DKS。 

在学习一个领域的句子表示的时候，传统的模型包括 主题模型和语言模型。 但是它们不能直接用于富含知识句子的提取。富含知识句子的抽取问题和它们主要有两个区别：（1）QA 语料库的答案和句子在纯文本格式的表示不一样。一些元素通常在 答案中会被省略。比如在示例 7.1 中，答案中省略了实验室的名称。因此，直接学习答案的表示通常会导致纯文本中的句子识别的更多错误。（2）当从纯文本学习句子表示时，其上下文是重要的特征。传统模型的着重于表示句子本身，而没有考虑它的上下文。 

本文提出了一种数据驱动方法 DAKSE，它包含无监督的种子 DKS 标记和有监督的 DKS 分类。DAKSE 首先通过匹配纯文本句子和回答语句来标记种子 DKS。这样就弥合了它们之间的差距。然后系统进一步使用神经网络来学习 DKS 分类器。该网络包含用于对候选语句和其上下文句子建模的三个并行的 LSTM。 

应用：富含知识的句子抽取的结果不止可以判定一个句子对于用户是否是富含知识的，对以下几个 NLP 任务也是有益的： 

	领域信息抽取 开放信息抽取从给定语料库中提取所有结构化三元组。因此，如果开放信息抽取使用富含知识句子抽取系统抽取的句子，那么它就可以提取特定领域的三元组。


	问答系统 QA 系统依赖大量的问答语料对进行训练。但现有的问答语料对是有限的。因此，从纯文本自动生成问答语料对可以丰富 QA 语料库。而富含知识的句子实际上就是问题的答案。自动问题生成技术可以被进一步用来生成完整的 QA 对。


	自动摘要 文档摘要可以使用富含知识的句子提取作为预处理步骤，来识别有意义的句子。对领域知识的识别可以使得自动摘要更加定制化。




贡献 下面总结本章工作的贡献：

	本章提出了富含知识的句子抽取的问题，并且分析了它的领域相关性。


	本章提出了一种数据驱动方法 DAKSE，用于富含知识的句子抽取问题。本章使用 QA 语料库中的答案为给定领域生成种子 DKS。


	本章在真实数据集上评估了 DAKSE 提取出的句子的效果，包括客户服务领域（中国移动客户服务）和百科全书领域（百度百科）。本章还将结果应用于领域信息的提取。




本章结构 本章的其余部分组织如下：首先概述了 DAKSE 的系统架构。接着，本章描述了 DAKSE 如何在预处理步骤中使用领域 QA 语料库来标记训练数据。然后详细阐述用于 DKS 分类的神经网络模型。最后展示了两个领域的实验结果，并将结果应用于领域信息提取。

2. 相关工作及其不足

本章中的工作涉及几个相关主题，包括开放信息抽取，知识库中的关系抽取和句子抽取。


开放信息抽取 开放信息抽取系统使用自由关系而不是预定义的模式从自然语言文本中抽取结构化信息。结果以（Beijing, is the capital of, China）的三元组形式展示。 现在已经出现了许多经典的开放信息抽取系统。TextRunner 首先引入了开放信息抽取问题。Reverb 揭示了 TextRunner 的两个典型问题：不相关信息抽取和非信息抽取。 Reverb 通过添加句法约束来解决 TextRunner 的这两个典型错误。Stanford open IE 进一步利用句子的语言结构来解决了长程依赖问题。这些开放信息抽取系统在很少监督的情况下提取知识。但用户往往只关注一些特定的主题或领域。这些系统会给具有特定需求的用户带来很多无用的元组。

关系抽取 关系抽取问题是指从自然语言文本中学习实体关系。它们通常以有监督的方式学习，需要很多带标记的样本用于训练模型。使用关系的自然语言模式从文本中提取新的关系。该方法的学习过程是迭代式的，在每次迭代中学习新的模式和新的关系。使用强化学习来生成新查询，同时更新提取的值。在关系提取中，这些关系是预定义的（比如来自知识库）。但在本章的问题中，对每个用户的有意义的关系是未知的。 

句子抽取 专注于从文档中提取“有意义的”句子。该方法主要用于文档摘要任务。首先使用一个简单的贝叶斯分类器来提取句子和汇总文档。他们使用许多统计特征，如固定短语特征，大写字母特征来表示句子。自从那以后，很多方法被提出来解决这个问题，包括 TF-IDF 方法，基于图的方法，基于神经网络的方法。 这些句子提取方法从静态的角度考虑一个句子是否具有意义，“有意义”意味着一个句子可以总结文档。相反，本章认为某个句子是否有意义是动态的，它的意义取决于特定用户。也就是说，他们的方法没有考虑“领域”作为句子提取的特征。

3. 系统概览

图 7.1 展示了 DAKSE 的系统架构。在种子 DKS 标注模块中，系统利用 QA 语料库标记种子 DKS 来进行进一步训练。通过使用这些种子 DKS 作为训练数据，系统构建了一个深层神经网络（DKS 分类器）来学习这些种子 DKS 的表示。通过使用 DKS 分类器，DAKSE 在纯文本语料库中提取更多的 DKS。本节接下来会给出更多细节，同时给出一 个示例（例 7.2），展示 DAKSE 是如何工作的。



▲ 图 7.1：DAKSE 的系统架构

种子 DKS 标注是 DAKSE 识别种子 DKS 的预处理步骤。需要注意的是，在特定领域的 QA 语料库中的答案，对于该领域用户是富含知识的。但是由于答案和纯文本之间的差距，DAKSE 不直接使用这些答案作为种子 DKS。因为答案通常会省略元素，这使得它们的表示不同于纯文本的表示。这里系统认为如果纯文本语料库中的某个句子与至少一个 QA 语料库中的答案具有高相似性，那么它就是 DKS。通过这种方式，DAKSE 通过 QA 语料库来标记种子 DKS。然后在 DKS 分类器中学习这些种子 DKS 的表示。 

DKS 分类器通过使用种子 DKS 作为训练数据，DAKSE 从纯文本中抽取的 DKS 学习一个深层神经网络。该模型将句子及其上下文句子视为特征。

例 7.2. 在图 7.1，DAKSE 试图从文本语料库中提取 AI 领域的 DKS。首先，在种子 DKS 标记模块中，系统产生种子 DKS。需要注意的是，直接使用答案作为种子 DKS 在这种情况下效果不好。因为 s2 与答案完全不同，很难根据答案将 s2 分类为 DKS。 DAKSE 首先计算纯文本语句和答案之间的相似性。它通过识别出 s1 与答案具有高相似性，将 s1 标记为种子 DKS。然后 DAKSE 学习 s1 的分类器，并使用分类器在文本语料库中提取新的 DKS。由于 s1 和 s2 非常相似，s2 也被归类为 DKS。注意这里上下文特征也有助于分类。

4. 种子 DKS 标注

本节详细介绍种子 DKS 标注模块。该模块将纯文本语料库中的一些句子标记为种子 DKS。这些种子 DKS 会进一步用于训练 DKS 分类器。 

为了确定一个句子是否是 DKS，DAKSE 利用领域 QA 语料库。如前文所述，领域 QA 语料库中的答案是富含知识的。如果一个纯文本句子与至少一个领域 QA 语料库中的答案具有高相似性，DAKSE 就认为它是种子 DKS。这里相似度使用 BM25 计算。 

用 BM25 计算相似度给定一个纯文本语句 s1，一个回答语句 s2，和单词集合 w1 , ..., wn , 它们的 BM25 分数为：



这里 IDF(wi) 是 wi 的逆文档频率权重（与该单词在 QA 语料中出现的文档个数有关），f (wi, s1) 是 wi’s 在 s1 中的词频，|s1| 是 s1 的长度 , avgsl 是纯文本语料库的平均句子长度。k1 和 b 是超参数。它们分别被设置为常用值：1.5 和 0.75。 

如果存在一个答案语句 s2，使得 bm25 (s1,s2) > δ，那么系统标记这个纯文本语句 s1 为一个种子 DKS。根据前人经验，这篇论文设置 δ = 0.4。

5. DKS 分类器

本节详细说明 DKS 分类器。 DKS 分类器判断一个纯文本语料中的句子是否是一 个 DKS。它将种子 DKS 视为正确标准并从中学习。分类器考虑目标语句本身和其两个上下文语句作为分类的特征。系统为三个句子构建三个具有类似结构的三个并行网络（一个嵌入层和一个 LSTM 层）。然后系统在输出层中聚合它们的输出来生成目标句子的总得分。



▲ 图 7.2：为 DKS 分类器构建的神经网络

词向量层为分别为每个句子使用单独的嵌入矩阵。更正式的说，对于一个有前驱句子 s2 和后继句子 s3 的目标句子 s1，句子 si 中的单词 w 使用词向量矩阵 Mi 来做向量化：



这里 r(w) ∈ {0, 1}|V| 是 w 的 one-hot 表示，|V| 是词汇表大小。 

LSTM层 词向量层的结果被传递到 LSTM 层，LSTM 层用于对词序列的长依赖性进行建模。LSTM 层由存储器单元序列组成，每个单元从嵌入层和前驱单元获得输入。存储器单元具有四个基本元件：输入门，忘记门，状态存储单元和输出门。首先，忘记门接收来自嵌入层和前驱单元的输入，并且决定丢弃哪个值。然后输入门决定更新哪个值。状态存储单元存储更新的值。最后，输出门决定要输出什么。 

这里使用的 LSTM 版本来自于论文 [108]。该模型记忆单元有如下复合函数：



这里 σ 函数是一个 sigmoid 函数，i，f，o，c 分别是输入门，忘记门，输出门，单元激活向量，j 用于计算新的 c 值，W，b 是 LSTM 层的参数。

输出层：该层连接 LSTM 的结果，并使用 sigmoid 函数来确定目标语句的得分，来判断目标语句是否为 DKS。



这里 hp、hi、ha 是 LSTM 层的三个输出，σ 是 sigmoid 函数，Ws、bs 是该层的参数。 


模型训练 训练过程使用种子 DKS 标记模块标记出的种子 DKS 作为正样本训练数 据。模型将无意义的句子作为负样本训练数据。这些句子随机采样自中文小说。训练数据的更多细节可以在实验部分找到。模型使用二元交叉熵作为损失函数。令 X = {x1,...,xn} 为训练数据，这样每个 xi 包括目标语句和它的上一句语句和下一句语句，Y = {y1,y2,...,yn} 是它们对应的标签（0 或者 1）。对于参数 θ，xi 在输出层对应的输出分数为 score (xi;θ)。如果 score(xi;θ)≥0.5，模型预测 xi 的标签 fˆ(xi;θ)=1，否则为 0。对于参数 θ , 对应的目标函数为：



至于详细的实现，在训练过程使用随机参数初始化，利用反向传播算法来训练参数，使用 mini-batched AdaGrad 算法进行非凸优化，相应的学习率为 0.001，词向量的维度设置为 128，每个 LSTM 层包含 128 个单元。

6. 实验

6.1. 实验设置 

所有的实验在一个双路 Intel CPU E5-2620 v2 @ 2.10GHz，128GB 内存，GeForce GTX 980 GPU 的机器上运行。 

数据集：实验在两个领域应用 DAKSE：中国移动客户服务和百度百科。对于每个领域，实验首先通过种子 DKS 标记模块来标记种子 DKS。这些 DKS 被认为是正样本。然后实验添加相等数量的非 DKS 作为负样本。这些非 DKS 是从中文小说中随机选择的句子，小说中的句子通常来说不包含知识。



▲ 表 7.1：中国移动客服的前五 5DKSs

	中国移动客户服务包含中国移动公司的服务文档。纯文本语料库包含 363354 个句子。 QA 语料库包含 9570 个 QA 对，它们是来自中国移动呼叫中心的常见问题及其答案。


	百度百科是最大的中文百科。本实验从百度百科上抓取了 2074116 个句子。实验使用百度知道作为 QA 语料库，从中随机选取了 500000 个中的 QA 对。很多百度知道中的问题是和百度百科中的知识相关的。
基准实验：实验使用两个基础的方法来和 DAKSE 做对比。


	主题模型+SVM 实验使用 LDA 来计算每个句子的主题分布。这些主题分布之后会被当作该句子的特征，用于 SVM 分类。实验将种子 DKS 标注模块得到的句子作为正样本，加入小说中的句子作为负样本。


	语言模型 实验在种子 DKS 上训练出一个语言模型，对于一个新的句子，如果它的困惑度（Perplexity）小于一个给定的阈值，该模型认为它是一个 DKS。




6.2. 中国移动客户服务 

本小节评估 DAKSE 在中国移动客户服务语料上的效果。首先，实验给出提取的 DKS 的直观感受，然后评估抽取出来的 DKS 的有效性。 

DKS 概览：DAKSE 从纯文本语料库提取总共 63543 个 DKS。为了给出 DKS 的直观感受，表格 7.1 中列出了前 5 的 DKS（由 DKS 输出层中的分数排序，该分数表现了分类的置信度）。实验发现了一些有趣的结果如下：

	DAKSE 提取出了领域富含知识的句子。所有这些 DKS 都是客户服务领域的信息。


	DAKSE 提取了一些非常复杂的知识。例如 dks2 包含消息提醒关系中的不同角色：发送者（XXT 平台）、信息（服务将很快收费）、接受者等等。


	抽取出来的 DKS 覆盖多种类型。




实验结果的有效性：实验通过两种方式来评估 DAKSE 是否可以很好地区分 DKS 和非 DKS。首先，通过假设种子 DKS 是正确的，实验评估 DKS 分类器是否很好地提取出了 DKS。实验选择 80% 的样本进行训练，其余的用于测试。训练过程从小说中添加相等数量的负样本。结果表示在表 7.2 中。



▲ 表 7.2：中国移动客户服务结果评估

同时使用手工标注来评估 DKS 的有效性。实验随机选择 100 个 DKS。并邀请来自相关领域的志愿者标记 DKS 是否包含目标领域的有效知识。所有 DKS 被手动分成三种类型：(1) 正确 如果 DKS 是目标领域的有效知识；(2) 不相关 如果 DKS 包含知识，但与目标领域不相关；(3) 不正确 如果 DKS 没有包含知识信息。结果展示在表 7.3 中。



▲ 表 7.3：中国移动客户服务人工标签结果

表 7.2 和表 7.3 中的结果验证了 DAKSE 能够以很高的准确率和召回率抽取出 DKS。 这里手工标注的正确率略小于精度，因为表 7.2 中的正确标准中包含一些噪声（即一些标注为种子 DKS 的实际上是非 DKS）。 

6.3. 百度百科 

本节评估 DAKSE 在中文百度百科上的效果。与中国移动的客户服务相比，百科领域更为宽泛。实验使用该语料库来展示 DAKSE 在更一般领域的有效性。 

DKS概览：DAKSE 抽取共 1806239 个 DKS。表 7.4 列出了前 5 个 DKS，用来对抽取结果提供一些直观的展示。实验发现 DAKSE 为百度百科领域提取出了有效的 DKS。



▲ 表 7.4：百度百科前 5 的 DKS

实验结果的有效性：类似于中国移动客户服务中的度量方法，假设种子 DKS 是正确的。评估结果展示在表 7.5 中。表 7.6 中展示了手动标记的结果，该结果验证了本章方法的有效性。



▲ 表 7.5：百度百科的评估结果



▲ 表 7.6：百度百科的人工标注结果

6.4. 特征贡献 

DAKSE 将目标语句本身（Inner）和其上下文语句（Context）视为特征。 实验评估了这些特征在百度百科上做 DKS 分类的贡献，结果展示在图 7.3 中。这里 “Inner”指模型只使用目标句子作为特征。“Context”指模型只使用上下文作为特征。“Inner+Context”是本章提出的模型。 

这些模型的召回率几乎是一样的，然而通过添加上下文特征，精度有所提高。该结果验证了这两个特征的贡献。



▲ 图 7.3：特征贡献

6.5. 应用：领域信息抽取

开放信息提取系统是从自然语言语料库提取所有结构化元组。因此，通过使用 DKS 作为语料库，可以实现特定领域的信息提取，所有提取的元组都属于该特定领域。 

实验使用 Stanford Open IE 进行信息提取。由人手工来评估提取的元组是否正确。中国移动客户服务语料上抽取的元组精度为 74%。百度百科语料上抽取的元组精度为 62%。 

为了给出提取的元组的直观描述，表格 7.7 展示了来自中国移动客户服务语料库的 DKS 的元组中频率前 10 的关系，并将结果与原始文本语料库中抽取出的关系进行比较。结果表明，根据 DKS 抽取出的元组中的关系更加清晰。这些关系直接指向用户的需求（例如 can visit link for）。相比之下，直接从原始语料库中抽取出的关系更模糊。



▲ 表 7.7：中国移动客服服务语料中的前 10 关系

提取的前几个 DKS 的元组展示在表 7.8 中。可以看出，这些元组具有很高的质量并且与相应的领域相关。这些元组将是构建特定领域结构化知识库的良好数据源。这也验证了 DAKSE 有益于领域信息提取。



▲ 表 7.8：中国移动客服语料抽取出的信息

 7. 小结

本章研究了针对特定领域的富含知识的句子提取的问题。在没有给定领域的预定义模式的情况下，本章利用领域 QA 语料库标记种子 DKS，构建了 DAKSE 系统，实现了文本语料库中的 DKS 的自动识别。 

本章在两个不同的领域进行了充分的实验，结果验证 DAKSE 能够有效地识别 DKS。实验还将抽取出的结果应用于开放信息抽取技术上，提取出了特定领域的结构化的知识。
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研究方向丨编译器，程序语言

随着深度学习的发展，人工智能迎来了新一轮的热潮。在图像处理和自然语言处理方面，深度学习已经展现出强大的能力，成为了这些领域的主流方法。与此同时，深度学习也在编程领域开始得到应用。毕竟广义上，编程本身就是人工智能的一部分，机器如果可以学会自动编写程序，那么人工智能岂不是可以实现自举了？ 

在最近的新闻报道中，大家也会时不时看到一些报道说某个研究可以实现自动编程，甚至任务在不远的将来机器会代替代程序员的工作。实际情况是什么样的呢？本文将通过一些最进的研究探讨一下当前深度学习在编程领域的发展现状，尽可能让读者有一个客观的了解。本文的目的既不是讨论深度学习的技术细节，也不是要做一个全面的综述，而是通过几个典型的应用和相关文章来管中窥豹，看一看当前的现状和挑战。 

直观的看，编程语言与自然语言有很多相似的地方，比如都是有一个个符号（token）组成，都可以表达为语法树（parse tree）等等。但是相比在自然领域的应用，深度学习在程序分析或者自动编程领域并没有展现出它独特的优势。这与程序语言和自然语言的区别分不开。我们知道，自然语言具有大量的不确定性和歧义性，所以基于规则的方法很难处理大量的特殊情况。而程序语言则是人为的根据规则严格定义和设计的语言。在语法层面或者低端的语义方面，机器（比如编译器）都可以准确的解析和理解。因此，在这个层面上，基于规则的方法具有天然的优势。 

当然，随着程序变得越来越复杂，程序的行为也越来越难靠人工去分析，与此同时，在程序语言的使用上，程序员们需要去记忆或者查找的东西也越来越多。如果人工智能的方法可以让机器理解程序高层的逻辑或者语义，那么程序员就可以从重复低级的任务中解放出来。 

实际上，传统的 AI，比如基于逻辑推导的方法，或者基于统计的，贝叶斯推断的机器学习方法在程序生成，分析领域已经有很长的应用历史。深度学习在一些方向可以替代这些方法，达到更好的效果。接下来我们就选择几个典型的程序编程领域来探讨一下他的特点以及深度学习目前的发展。

1. 程序生成

第一个方向是程序生成，也就是让机器自动编写程序，这是当前AI发展的最大的挑战之一。不过这也是深度学习在程序编程领域最热门的方向。相比其他领域，程序生成更需要高级的“智能”，因此在这个领域，深度学习最可能超越传统方法。 

在这个领域下最主要的一类是归纳式程序合成（Inductive Program Synthesis, IPS）。在这种模式下，机器通过观察一系列输入输出的样例来生成一个程序，使得它的行为满足样例中的数据。 

使用深度学习的方法来做 IPS 有两类思路：一是 Google 的 Neural turing machines [1] 采用的思路，直接通过样例去训练一个深度学习网络，利用深度学习网络强大的表达能力去“模仿”真实的程序，使其行为与输入输出一致。也就是说最终生成的程序就是网络本身。 

正如 Yann LeCun 的观点认为深度学习的关键是可微分编程：

make traditional computing elements differentiable so they can be integrated in gradient-based learning systems.

这类方法的关键在于将程序的行为可微分化。我们知道程序的行为是离散的，每一次指令都是读出或者写入一个存储（比如寄存器，内存等）。只有让离散的行为可微分化，才能利用 back propagation 去训练模型。NTM 巧妙的利用了 [attention][distll] 机制将 RNN 模型和外部的存储阵列连接起来。每次的输入和输出操作都连接到所有的地址，而每个连接都有一个权重（weight）来决定它的有效性。每次输出的结果可以看作是输入和权重的运算，而权重则可以通过网路训练得到。因此，计算机的离散行为就（通过 attention 机制等）转换成了连续的可微分化操作。沿着这类思路的工作还有 [3] 和 [2] 等。



归纳编程的另一种思路是让神经网络生成程序，也就是说网络本身只是程序生成器，并不是程序本身。事实上，这也是归纳编程原本的定义。在神经网络还没有出现前之前这一领域就已经有很长的研究历史了。一个复杂的程序可以看成是由更基本的编程语言元素构成的，理论上我们可以采用枚举的方式用排列组合的方式将这些基本元素组合成程序，然后从中选择正确的程序。我们把所以程序组成的集合看作是“程序空间”，归纳编程的问题就是要在这个程序空间中执行搜索任务，找到一个满足约束的实例（约束包括程序本身的正确性以及满足输入输出）。 

很显然，对于我们常见的程序语言来说，这个空间不仅无限大而且非常稀疏。枚举的方法显然不可行。因此，现在处理归纳编程就要从两方面入手，一是缩小程序空间，二是设计更好的搜索算法。对于前者，我们可以看到当前的研究大多都是在一个自定义的领域语言上（DSL）来生成程序。相比实际的编程语言，这个 DSL 语言包含的元素会少很多，而且往往没有复杂的控制流。其次，在生成过程中，也会限定程序的长度。对于后者，人们常常使用的是基于规则的启发式搜索。这种方法需要大量的专家知识，因此在扩展性上比较差。而且，基于规则的方法无法自我进化。另一种方法就是基于机器学习的算法。本质上就是通过样例数据去学习程序的概率分布。比方说，如果数据样例中，输出都是输入的 2 倍，那么在程序空间中，y=2*x 这样的函数就有很高的概率。对于更复杂的程序，模型需要学习基本元素的出现概率以及他们之间的组合。 

相比基于规则的搜索，机器学习的方法具有良好的扩展性和自我进化，适合设计数据驱动的自动化模型。其中，深度神经网络由于具有强大的学习复杂概率分布的能力和良好的生成模式而被越来越多的用于程序生成。其中具有代表性的工作是来自微软的 Deepcoder [4] 以及 RobustFill [5] 。他们也是采用了自己设计的 DSL 语言来降低程序的复杂度，比如图 1，可以看到左边的 DSL 基本数据流是很简单的，而且文中限定了程序长度为 5。



此外，这类模型都采用了编码器-译码器的结构。编码器（某种神经网络，比如 LSTM）负责把输入输出的样例转化为模型内部的隐式表示（latent representation），而译码器（另一个 LSTM 模型）则利用这个内部表示预测和生成代码。



目前这些工作大部分还只是局限于实验室里自创的简单的 DSL 上。不过在某些特定场合下也可以找到应用。比如微软就将可以将 RobustFill 技术用在了 Excel 表格的自动填充上（如下图，表格可以根据几个样本推导出填充公式）。 



当然，除了从样本来学习程序，深度学习网络还可以结合它在其他领域的优势来创建更加复杂和智能的模型。比如最近的 Pix2code，通过将卷积网络和 LSTM 网络结合起来识别 UI 的图片，从而自动生成 DSL 代码，然后再进一步编译成实际的代码。类似的，也可以结合自然语言处理，去通过自然语言的逻辑描述去自动生成代码。

2. 代码补全及软件修复

由于程序的复杂性，机器自动编程还很难实用化。不过，让电脑辅助程序员完成工作倒是更加实用。比如 IDE 里的自动补全（Code completion）可以大大的提高程序员的效率。 

传统的自动补全（也是现在编辑器里用到的）基于文本或者语法。程序员必须知道做什么，而自动补全只是帮助程序员减少了打字或者简单的查找。随着软件的日益复杂，程序员往往要花费大量的时间来学习记忆现有的库函数和 API 接口，以及如果组合这些 API 调用实现某个功能。因此在工业界，人们急切希望能够提高编写程序的效率。比如 DARPA（美国国防部）就以及启动了项目自助在这一领域的研究。很多公司如微软，Google，Facebook 等也越来越重视编程工具的效率。如果能利用更复杂的机器学习模型，比如深度学习网络，机器可以根据上下文更加智能的预测程序员接下来该做什么，帮助程序员更加高效的完成任务。 

在这一类任务中，模型需要过学习现有的大量的软件库，比如 Github 上的某个语言的代码库，从而学习在当前上下文环境下的语句概率分布。因此本质上讲，这里的模型也是基于统计的方法。这里的挑战是如何将代码抽象为标准化的表达。尤其是代码中，变量名和函数名的处理。比如在 [7] 和 [8] 中都是利用了神经网络强大的长期记忆能力，使得模型相比之前的方法，能够捕获更长的上下文信息。在下面的例子中，加粗的部分整体完全是由算法提示的。也就是说，机器可以根据情景主动提示合适的 API 调用，而不像常规的自动补全，需要程序员先输入前面的字符。



除了自动补全，类似的方法还可以用于软件错误的检测和修复。因为既然可以根据上下文自动补全信息，自然可以让机器根据上下文检测错误。比如  DeepFix [9] 是一个端到端的解决方案。通过训练一个带有 attention 机制的序列到序列（Seq2seq）模型，可以用于预测程序中某个语法错误的位置以及正确的格式。这类工作还可以用于帮助在线编程学习系统检测和修复学生提交的代码中的大量语法错误 [10] 。不过，目前来看，这些修复都还是非常表面的语言使用错误。实际上这些错误都可以被编译器很好的找到。在这点上深度学习模型并没有特别大的优势。不过随着这个方向的发展，希望基于深度学习的模型能够理解程序的更高层面的语义，从而帮助程序员修复逻辑层面的错误。

3. 结语

编程语言和自然语言的区别决定了深度学习不同的发展状况。不过，深度学习在编程语言上的应用中可以使用到很多在自然语言处理上的技术，比如对符号的处理，词向量的表征等。在模型上很多都可以使用自然语言处理的模型，比如 RNN 模型和 CNN 模型都会用到，还有一些基于某些结构的模型如基于图或者树的神经网络模型等。

在应用上，深度学习已经被用于简单的程序生成，代码自动补全。但是更多的领域还没有太多深度学习的身影，比如程序性能的分析和优化。在这个方向，深度学习面临的第一个很大的挑战就是数据。我们知道深度学习在图像和自然语言处理领域的快速发展离不开大量高质量标记数据的产生。但是在程序分析领域，一方面是整个社区对深度学习的支持不足，另一方面，程序的很多行为特性与实际的系统紧密相关，因此，我们很少能看到大量高质量的公开数据可供研究。另一个挑战就是这个方向往往需要很多编程语言设计和编译器原理等背景知识，而且对每一种语言都要做专门的语法处理和大量的准备工作，这也极大的提高了研究的门槛。

可以预计，在短期内深度学习在编程领域还会继续发展，但是很难像其他领域一样达到非常突出的效果。让机器替代人类编程，估计还要很久。
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            大家好，我是思聪 · 格里尔斯，我将向您展示如何从世界上某些竞争最激烈的比赛中拿到金牌。我将面临一个月的比赛挑战，在这些比赛中缺乏正确的求生技巧，你甚至拿不到铜牌。这次，我来到了亚马逊热带雨林。 

当我和我的队友们进入这片雨林的时候，这场长达三个月的比赛已经进行了两个月，想要弯道超车，后来居上，那可不是件容易的事。我们最后在比赛结束的时候，获得了 Public Leaderboard 第一， Private Leaderboard 第六的成绩，斩获一块金牌。这个过程中，我们设计并使用了一套简洁有效的流程，还探索出了一些略显奇怪的技巧。 

使用这套流程，我们从 Public Leaderboard 一百多名起步，一路杀进金牌区，一直到比赛结束前，占据 Public Leaderboard 榜首数天，都没有遇到明显的阻力。在这篇文章里，我不仅会介绍这个流程本身，还会把我们产生这套流程的思路也分享出来，让大家看完之后，下次面对一个新问题，也知道该如何下手。 

在文章的结尾，我还会讲一讲我们比赛最后一夜的疯狂与刺激，结果公布时的懵逼，冷静之后的分析，以及最后屈服于伟大的随机性的故事。

1. 初探雨林：概述（Overview）与数据（Data）

[image: ]

探险的第一步是要弄清楚问题的定义和数据的形式，这部分看起来会比较繁琐，但是如果想要走得远，避免落入陷阱，这一步还是比较值得花功夫的，所以请大家耐心地看一下。如果是已经参加过这个比赛的读者，可以直接跳过这个部分。 

我们先看一下这个比赛的标题：

• Planet: Understanding the Amazon from Space 

• Use satellite data to track the human footprint in the Amazon rainforest 

翻译一下就是： 

• Planet（举办比赛的组织名）：从太空中理解亚马逊 

• 使用卫星数据来跟踪人类在亚马逊雨林中的足迹 

看来这是一个关于亚马逊雨林的卫星图像比赛，为了进一步了解问题，我们需要阅读的是比赛的 Overview 和 Data 两个部分。

1.1 描述（Deion）

Overview 的 Deion（描述）部分告诉了我们主办方的意图，原来是为了从卫星图片监控亚马逊雨林的各种变化，以便当地政府和组织可以更好保护亚马逊雨林。看我发现了什么，这个 Overview 的尾部附带有一个官方提供的 ipython notebook 代码的链接：

https://www.kaggle.com/robinkraft/getting-started-with-the-data-now-with-docs

这个 ipython notebook 有不少信息量，包含对数据的读取，探索，相关性分析，可以大致让我们对数据有一个基本的感觉，并且可以下载下来进一步分析，可以省上不少功夫。如果官方没有提供这样一个 notebook， Kernel 区一般也会有人发出自己的一些分析，实在没有最好也自己做一下这个步骤，因为这个可以为后面的一些决策提供信息。 

1.2 数据（Data）

然后我们可以先跳过 Overview 的其他部分，去看一下 Data 部分。Data 部分一般提供数据的下载和说明，先把数据点着下载，然后仔细阅读说明。其中训练集大概有四万张图像，测试集大概有六万张图像。数据说明包括了数据的构成和标签的来源。我们可以先看一下这张图：



这次比赛中的每个图像样本都是 256*256 像素，并且每个像素宽约对应地面的宽度大约是 3.7m。然后每个样本都有 jpg 和 tif 两种格式，tif 好像是比正常的 RGB通道多了一个红外线通道，嗯，可能会有用。 

数据的标签有 17 个类，其中 4 个天气类，7 个常见普通类，以及 6 个少见普通类。 

天气类包括：Clear，Partly Couldy，Couldy，Haze。其中只要有 Couldy的就不会有其他类别（因为被云覆盖住了什么都看不到）。 

常见普通类包括：Primary Rain Forest，Water (Rivers & Lakes)，Habitation，Agriculture，Road，Cultivation，Bare Ground。 

少见普通类包括：Slash and Burn，Selective Logging，Blooming，Conventional Mining，"Artisinal" Mining，Blow Down。 

普通类描述的是丛林中出现的各种景观，包括河流、道路、耕种用地、采矿基地等等。下面是一些样本的示例图，图中用红色字体打上了类别信息： 



官方还附带了这些类别的说明和相关新闻报道，其中类别的说明最好读一下，有助于对任务的理解。我们在最开始对每个类的含义和特性进行了分析，然而最后探索出来的方案并没有对不同类别进行针对性的处理。虽说如此，下次遇到一个新问题我们仍然会尝试进行分析。 

理论上每幅图都拥有一个天气类外加若干个普通类，所以这是一个 Multi-Label （多标签）的问题。其中少见普通类比较少，大概四万个样本中有的类甚至不到一百个。在最后的 Submission 中，我们要提交一个包含大概六万个样本的标签的 csv 文件，其中大约四万个用于 Public Leaderboard 的分数计算，两万个用于 Private Leaderboard 的分数计算。 

官方还提到数据是众包平台上标注的，所以会包含一些错误的标签，因为其中一些图像他们组织里的专家都分不清楚，更不要说众包标注的工人了，所以我们要意识到这是一个富含噪声的数据集。最后的比赛结果也证实了这一点，因为前63名的分数都在 93.0% 到 93.3% 之间，甚至都突破不了 94%。这里的分数是指什么呢？请看下一小节。 

1.3 评价指标（Evaluation）

弄清了问题的形式，接下来我们可以返回阅读 Overview 的剩下部分。Evaluation 告诉我们这次的评价指标是各个样本 F2-score 的均值，F2-score 的定义如下：



p 是精度（precision），表示我们预测出来的类出现在标签中的比例；r 是召回率（recall），表示标签中出现的类被我们预测出来的比例。F2-score 相对偏好召回率，所以在比较不确定的时候，预测多一点可能会比预测准一点来得好。 

1.4 奖金（Prize）与比赛时间线（Timeline） 

这次比赛的奖金第一名有 3 万美刀，第二名 2 万美刀，第三名 1 万美刀。虽然没有类似 Zillow 那个一百多万美刀那么惊人，但也是一笔不少的外快了。 

比赛开始于 4 月 20 日，7 月 13 号则是参加截止日期以及合队截止日期。一般来说，即便你是和几个小伙伴一起参赛，也不要急着太早合队，因为每个队伍每天只有固定的提交次数可用，不合队的话所有人加起来可以获得数倍的提交机会，这对于初期的方案探索是非常有益的。 

另外，7 月 13 日也同时是预训练模型声明截止的时间，因为图像类比赛经常会使用 ImageNet 上预训练过的模型，为了公平起见，所有人都只能使用讨论区一个置顶帖中声明过的预训练模型，如果选手所使用的预训练模型没在里面，那就要在截止时间前自觉去帖子里添加声明，否则视为作弊。 

比赛最后于 UTC 时间 7 月 20 号晚上 11 点 59 分结束，对于身在国内的我们来说，这意味着最后一天要通宵陪欧洲人民冲刺到早上八点。 

2. 痕迹与工具：讨论区（Discussion）和 Kernel 区

一个老练的探险队员要善于利用前人留下的信息。我们队里常说，一个能善于使用讨论区、工程能力不差并且有时间精力的人，应该有很大可能性拿到一个银牌。讨论区里包含着官方的一些申明通知，还有其他队伍的一些经验分享，Kernel 区包含了一些公开发布的代码。这些都是所有参赛队伍共享的信息，对于一个新手和后进场的队伍，从这里面获取足够信息可以取得比较好的开端。 

此外，常被忽略的一个点是，其他一些已经结束的类似比赛中，也包含了大量对这个比赛有用的信息。比如这个比赛是卫星图像的多标签分类比赛，那么其他卫星图像比赛or图像or多标签分类比赛的信息都会对这个比赛有用，这些比赛的讨论区经常包含了大量优秀的解决方案，这对我们后面设计方案会有帮助。 

最后要小心的是，讨论区里面的发言也不一定对，Kernel 区的代码可能也有些 bug，比如这次比赛有一些队伍因为使用了一个有 bug 的 submission 生成代码，最后都掉了八九百名，场面十分血腥。 

我们从参赛的时候从讨论区获取的一些有用信息如下： 

1. tif 图像数据在 RGB 通道之外包含红外通道，按理来说多使用上这个信息应该会提高效果，然而恰恰相反，讨论区的人说用了之后反而变差了，这可能是因为有些图片的红外通道跟 RGB 通道是错开的。所以到比赛结束我们也只是稍微尝试了一下去利用 tif 的红外通道，并没有在上面浪费太多时间。 

2. 其他队伍有可能使用了哪些预训练模型，每个模型的大体性能如何，这给我们提供了很有用的参考，比如我们在尝试了一些比较小规模的模型（如 ResNet18、ResNet34）之后，以为这些模型已经够了，再大再复杂的模型可能会过拟合，但是从讨论区我们看到，大模型还是有明显优势的，这就促使我们敢于花大量时间去跑那些笨重的 ResNet152、DenseNet161 等预训练模型。 

3. 从其他类似比赛的讨论区我们看到，高分队伍一般不会使用特别复杂的 Ensemble 方法，甚至会仅仅使用简单的 bagging 和 stacking（下面会讲），所以我们就把更多的精力花在单模型的调优。事实证明，即便到了比赛后期，还不断有一些更好的单模型新鲜出炉，使我们 Ensemble 后的效果猛地一窜，窜到了 Public Learderboard 前三乃至第一。

3. 探险开始：解决方案的规划和选择

以上准备可能会花上你一到两天的时间，但磨刀不误砍柴工，我们也差不多可以开始我们的征程了。

3.1 BCE Loss 训练 和 F2-Score 阈值调优

上面提到，这次比赛问题是 Multi-Label（多标签）分类问题，评价指标是 F2 Score，但 F2 Score 并不是可以直接优化的值，所以我们采取的方法是： 

1. 每个输出接 Sigmoid 层，分别预测每个类的概率，使用 Binary Cross Entropy Loss 优化。这其实是多标签分类问题的常见套路，本质是独立地对每个类做二分类学习。虽说不同类之间可能存在相互依赖，但我们假设这些依赖可以通过共享底层参数来间接实现。 

2. 在训练上述二分类任务时，由于正负样本数目不均衡，我们并不能直接拿 p = 0.5 作为二分类的阈值进行预测，而需要为每个类搜索一个合适的阈值，使得整体的 F2-Score 最大。具体来说，我们采取了讨论区放出的一个方案，贪婪地对每个类的阈值进行暴力搜索，逻辑如下： 

# 假装是 Python 的伪代码 

给定 17 个类的阈值构成的阈值向量，每个元素初始化为 0.2 

for 第 i=0 到第 i=16 的类： 

固定其他类的阈值不动 

在第i个类上分别尝试 0.01, 0.02, 0.03, ... 0.99 总共 100 个候选 

每个候选构成一个新的阈值向量，新的阈值向量可以在样本集上获得一个 F2 

找到 100 个 F2 中最高的，取其对应的候选阈值，就作为第i个类的阈值 

这样就把第 i 个位置的 0.2 改成了一个新的值，接着贪婪地处理下一个类 

这肯定不是最优的方案，但却已经足够好。虽然后期我们优化了讨论区的代码使用 GPU 加速计算，并尝试了诸如随机初始值、随机优化顺序然后多次随机取最好，步长大小调优，进化计算搜索等方法，但都因为提交次数限制没来得及测试。 

不过要注意的是，虽然我们以 BCE Loss 为训练目标，但实际上 BCE Loss 变低，F2-Score 却未必变高，可以想象一下，如果模型把一些本来就能被分对的样本的预测概率变得更搞，BCE Loss 是会降低，但 F2-Score 还是一样。 

为什么要强调这点呢？因为有队友在探索 Ensemble 方法的时候，看着 BCE Loss 不好就放弃了；再往后另一个队友重新实现了一样的 Ensemble 方法，看的是 F2-Score，却发现效果拔群！所以说，如果只看 Loss，不看最终评价指标，很容易做出误判，错过有用的方案，这对于其他问题来说也是成立的。 

另外讨论区也有人提到一种直接对 F2 Score 进行优化的方法，我们因为时间有限还没来得及进行尝试。 

3.2 划分训练集和验证集 

一开始将官方的训练数据（Train Data）划分训练集（Train Set）和验证集（Validation Set），或者均匀划分成 K 个部分，用于做 K 折交叉验证（K-Fold Cross Validation）。关键的是，随机划分结果要队伍内和方案间共享。不然的话，这个模型训练用的 K 折划分和那个模型训练用的K折划分不同，还怎么严格比较它们之间的优劣呢？而且这也是为后面数据分析和模型的 Ensemble（集成）做准备。 

这一次我们将数据平均划分了五折（编号 0-4），使用一折作为验证集，使用其他四个折作为训练集，可以有五种组合。然后探索初期方案期间，只使用其中一种组合，例如将第 0 折作为验证集，1-4 折作为训练集。 

在模型确定后，如果想用上全部数据作为训练，我们可以使用五种组合，每种组合用四折训练一个模型（对应下图中 4 个灰色大块），在剩下的一个折作为验证集预测（对应下图中 5 个蓝色小块），遍历五种组合后我们可以获得每一个折的验证集预测结果（还是对应下图中 5 个蓝色小块），因为这些验证结果都是从没有在它们上面训练过的模型预测出来的，我们把这个五个验证折拼在一起的结果称为 out-of-fold，包含整个训练集的验证结果（对应下图中的蓝色长块）。在 out-of-fold 上面进行阈值调优得到的 F2-Score 可以较好的代表模型的能力，可以真实地反映模型的泛化性能，多个模型的 out-of-fold 拼接在一起也可以作为第二阶段的集成学习的输入。
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在上面的 5 种组合上做了 5 次训练，测试的时候我们就有了 5 个模型，每个模型预测一遍测试集就得到了 5 个概率矩阵，每个概率矩阵的形状都是（测试集样本数 x 17）。我们可以将 5 个概率矩阵直接求平均后做二分类预测，也可以分别做完二分类预测，再做投票，来获得最终的多类预测结果。这个结果实际上用到了所有 5 个折的训练数据，会更加准确，也更加稳定。 

当然如果只是想用上所有数据的话，更简单的办法就是直接把整个训练集用这个模型跑一遍，再把训练好的模型模型对测试集作预测。不过我们没有采用这第二种方式，一来，所有训练样本都被这模型“看光了”，没有额外的验证集，难以评估其泛化性能；二来，我们认为第一种方法中，5 个模型的预测结果做了个简单的 Ensemble，会更稳定一点。 

折数划得越多，训练验证所需要的计算力和时间也就越多，最好根据问题和自身计算力做一个权衡。 

3.3 深度学习还是传统方法

通过调查我们可以发现，Kaggle 图像比赛现在基本被深度学习方法所统治。虽然在一些细节上传统方法还有发挥空间，但还是以 CNN（卷积神经网络）为主体。

3.4 框架选择与Model Zoo

虽然之前我主用 TensorFlow，不过 PyTorch 提供的 Model Zoo 使用起来很方便，代码比较轻量级，队内会用的人数也比较多，所以这次比赛我们最终采用了 PyTorch 作为主体框架——除了队内某个异端，他用 TensorFlow 为自己写了一个高效的 DataLoader。 

PyTorch 的 Model Zoo 提供了 AlexNet，VGG， Inception v3， SqueezeNet， ResNet， DenseNet 等架构的预训练模型参数。我们还嫌这些模型不够用，就尝试了从 TensorFlow 上迁移过来的的 Inception v4 和 Inception Res v2（Tensorflow-Model-Zoo.torch | GitHub） 。可惜的是，大概由于这两个模型走的不是“正规渠道”，是“偷渡”过来的，大概哪里出了偏差，总之训练结果一塌涂地，果断放弃。在这里我们呼吁大家支持正版。 

PyTorch 文档提供了不同模型在 ImageNet 上 Top-1、Top-5 的错误率，可以大概看出这些模型的能力，虽然这不一定和它们在比赛中的表现性能正相关。 

在我们这次比赛中，ResNet 表现最好，DenseNet 紧随其后，这不是偶然的。它们有一个引人注目的共同点，就是从底层到高层有 Skip-Connection，其中 ResNet 采用的是两路叠加，Densenet 是多路拼接。为什么重要呢？我们认为，第一是因为 Skip-Connection 可以自适应调节模型复杂度，避免过拟合，第二是因为 17 个类所利用的图像特征层次不同，比如 Cloudy 更偏向底层纹理特征，Water 和 Road 更偏向高层语义，而 Skip-Connection 有助于让底层特征到很高层仍然保留，而不会淹没在几十层网络的变换中。 

稍弱一点是 VGG 和 Inception v3，最弱的是 SqueezeNet 和 AlexNet。从 TensorFlow 上迁移过来 Inception v4 和 Inception Res v2 基本上不收敛，再次呼吁大家支持正版。 

3.5 预训练或随机初始化

我们一开始在 ResNet-18 这个轻量级的模型分别尝试预训练参数（Pretrained）和随机初始化参数（From Scratch）进行训练，结果发现，随机初始化的模型的收敛速度比预训练的模型要慢上十倍左右，最终收敛结果也差上一截。有队友还试着自己设计一些网络架构，但结果也远远比不上预训练模型。

所以做完这波实验后，我们也大概确定这次的比赛，跑 Model Zoo 将是主要的手段。听起来并不像自己设计网络结构那么激动人心，但我们也可以在上面做些一些魔改，魔改之后也取得了意料之外的提升，具体见下一节。 

3.6 预训练模型使用与改动 

使用预训练模型的时候要注意，PyTorch 文档中说明了这些模型都是在 224x224 的图像上进行预训练，而且要求图片要经过归一化并减掉某个均值、除以某个方差，然后才输入模型。如果想要模型能最大程度的利用预训练的信息，一定要对我们输入图片也做同样的操作。 

不过虽然模型的输入要求是 224x224，但一部分模型（比如 ResNet，DenseNet）的卷积层结束时会接一个 Global Average Pooling，将每个通道的 Feature Map 求平均，这样不管输入的图片尺寸多大，经过 Global Average Pooling 之后 Feature Map 的尺寸都会变成 1x1，所以理论上是可以直接使用的。 

然而这里有一个坑点是，PyTorch 预训练模型卷积层最后其实使用是一个 7x7 固定大小的 Average Pooling，并不是真正的 Global AveragePooling。要想输入其他尺寸大小的图，我们应该把该层替换成 AdaptiveAvgPool，并将输出设置大小为 1，这样就能保证无论上一层 Feature Map 尺寸是多少，出来的尺寸都会是 1x1。 

当然，有可能一下子缩到 1x1 太小了，损失了太多信息，所以我们也可以把 AdaptiveAvgPool 输出大小设置为 2 或 3，使得输出尺寸变成 2x2 和 3x3，这样的好处是保留下更多的信息。为了与之匹配，还需要改动后面整个全连接层的尺寸。我们后来在 Densenet 和 ResNet 上尝试这个改动，取得了不错的效果。 

以上是针对 ResNet 和 DenseNet 来说的，而像 VGG 这种模型，最后 Feature Map 是直接 Flatten（拉直）然后接全连接，我们如果要利用到后面的预训练全连接层信息，我们就只能将输入图片缩放成 224x224 了。 

除了更改 Pooling 输出尺寸，另一个尝试成功的魔改是关于全连接层的。ImageNet 模型最后一层是 1000 类，而我们需要的是 17 类输出，以往常见的做法是把最后一层全连接层换掉，换成一个 output size 为 17 的新全连接层，然后重新初始化它的参数。 

然而，我们的两个队友却因为偷懒发现了效果更好的做法，就是直接在预训练模型的 1000 维输出后面，直接就接上一个 1000x17 的全连接层。我们猜测，它效果好的原因是额外地保留下了全连接层的预训练信息。 

另外有些队友担心，这个比赛的大多数图片都可能被预训练模型识别为草地之类的 ImageNet 类别，所以可能基本上都只激活 1000 维中的少数几个，会很稀疏，这样其实应该是对训练不利的。针对这种疑虑，我们将很多比赛图片输入预训练模型后，发现它们在 1000 类上预测的概率值并不稀疏，所以应该没太大问题。不过，这种新做法也可能只对这次比赛任务有效，在其他任务上还是建议先试着把最后一层全连接换掉或是整个随机初始化，因为一般来说最后一层的可迁移性更差一点。 

至于具体要怎么在全连接层中加 Batchnorm、Dropout 就看个人选择了，我们在发现这个任务上没有太显著影响，后面大部分模型都没有加。 

我们在探索 Data 部分的时候可以得知，四个天气类会且只会出现一个，这很容易让我们想到将这四个类单独拿去来接一个 Softmax 层而不是 Sigmoid 层，使四个类概率和为 1，预测的时候只预测最大概率的天气类。但这样做实际效果并不好，因为我们上面提到过这次比赛的评价指标是 F2-Score，更希望有比较高的召回率而不是准确率，如果最高两个天气类非常接近，那把它们一起预测为正，虽然有一个肯定会猜错，但却可能可以取得更高的 F2-Score，总体上反而是划算的。

3.7 学习率与Batch Size 

关于模型的训练，我们使用的是 Adam 作为优化器，因为它对学习率有一定程度的自适应微调，收敛速度快，而且对一些小类的更新也比较友好。我们尝试了 1e-2, 1e-3, 1e-4, 1e-5, 几个范围后，大致确定了 1e-4 是一个比较好的初始学习率，后面我们对不同的模型调整初始学习率都是对这个值乘以 2、4 倍或除以 2、4 倍，主要是随着 Batch Size 等比例变化。 

我们的 Batch Size 大概是在 32 到 128 之间，取决于 GPU 是否能装得下多大。有时候我们也会将一些调低 Batch Size 到 32 做一下实验。 

3.8 数据增强（Data Augmentation） 

图像比赛的一个重头戏就是数据增强，我们为什么要做数据增强呢？ 我们的训练模型是为了拟合原样本的分布，但如果训练集的样本数和多样性不能很好地代表实际分布，那就容易发生过拟合训练集的现象。数据增强使用人类先验，尽量在原样本分布中增加新的样本点，是缓解过拟合的一个重要方法。 

需要小心的是，数据增强的样本点最好不要将原分布的变化范围扩大，比如训练集以及测试集的光照分布十分均匀，就不要做光照变化的数据增强，因为这样只会增加拟合新训练集的难度，对测试集的泛化性能提升却比较小。另外，新增加的样本点最好和原样本点有较大不同，不能随便换掉几个像素就说是一个新的样本，这种变化对大部分模型来说基本是可以忽略的。 

一些常见的图像数据增强方式有： 

• 亮度，饱和度，对比度的随机变化 

• 随机裁剪（Random Crop） 

• 随机缩放（Random Resize）

• 水平/垂直翻转（Horizontal/Vertiacal Filp） 

• 旋转（Rotation） 

• 加模糊（Blurring） 

• 加高斯噪声（Gaussian Noise） 

对于这个卫星图像识别的任务来说，最好的数据增强方法是什么呢？显然是旋转和翻转。具体来说，我们对这个数据集一张图片先进行水平翻转得到两种表示，再配合 0 度，90 度，180 度，270 度的旋转，可以获得一张图的八种表示。以人类的先验来看，新的图片与原来的图片是属于同一个分布的，标签也不应该发生任何变化，而对于一个卷积神经网络来说，它又是 8 张不同的图片。比如下图就是某张图片的八个方向，光看这些我们都没办法判断哪张图是原图，但显然它们拥有相同的标签。
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其他的数据增强方法就没那么好用了，我们挑几个分析： 

• 亮度，饱和度，对比度随机变化：在这个比赛的数据集中，官方已经对图片进行了比较好的预处理，亮度、饱和度、对比度的波动都比较小，所以在这些属性上进行数据增强没有什么好处。 

• 随机缩放：还记得我们在 Overview 和 Data 部分看到的信息吗？这些图片中的一个像素宽大概对应 3.7 米，也不应该有太大的波动，所以随机缩放不会有立竿见影的增强效果。 

• 随机裁剪：我们观察到有些图片因为边上出现了一小片云朵，被标注了 partly cloudy，如果随机裁剪有可能把这块云朵裁掉，但是 label 却仍然有 partly cloudy，这显然是在引入错误的标注样本，有百害而无一利。同样的例子也出现在别的类别上，说明随机裁剪的方法并不适合这个任务。 

一旦做了这些操作，新的图片会扩大原样本的分布，所以这些数据增强也就没有翻转、旋转那么优先。在最后的方案中，我们只用了旋转和翻转。并不是说其他数据增强完全没效果，只是相比旋转和翻转，它们带来的好处没那么直接。 

3.9 增强数据集与训练迭代数

按照一般的做法，数据增强的流程是一个 Epoch 一个 Epoch 地训练整个训练集，每次对输入的样本进行随机的数据增强，这也是本次比赛大多数队伍的做法。 

但是我们却采取了不同的做法，显著缩小了训练一个模型需要的时间，提高了我们在初期的方案迭代速度。首先，我们注意以下两个点： 

1. 采用的旋转和 90 度倍数的翻转，很容易可以遍历完所有八个情况，所以样本量刚好就是扩充八倍；反之，像光照，饱和度，对比度这些状态连续的数据增强，很难提前预计样本量扩充多少倍才合理，所以必须在训练过程中不断地随机增强。 

2. 模型如果第二次、第三次见到某个已经学得很好样本，有可能会过拟合到该样本，使验证集 Loss 反增。 

所以我们预先生成了八种方向的样本，把训练集扩充了八倍，再随机打乱，再这些样本都只训练一遍就停止，相当于只跑了一个 Epoch（当然这里的一个 Epoch 的时间等于原来八个 Epoch）。这样做之后就保证每个样本的 8 种方向都只被模型看过一遍，不给模型过拟合的机会，而且这样在时间上也节省了许多。如果是按正常的随机增强做法，可能你要等到很久之后才能把 8 个方向都随机到，而在此之前又会让模型多次见到同一样本的同一方向，既浪费了时间，又增加了过拟合的风险。 

在扩充的增强训练集上使用 Adam 优化器进行训练，我们观察到模型在过完整个增强训练集就收敛到一个接近最优的水平，然后继续训练下去验证集就会开始收敛或反增，这也支持了我们“只扫一遍”的想法大致是正确的。不过，有队友还是不满足于只扫一遍，于是就有了下面的改进。 

3.10 猛降50倍学习率，再过一遍训练集 

在 Loss 收敛的时候降低学习率继续训练，是深度学习一种常见的 Trick。像我们上面那样只将训练集过一遍，会导致一些样本只在前期模型还很不稳定的时候被见过，并没有很好地被学习。所以我们也想到用降低学习率的方式，将训练集再过一遍。一开始我们尝试了常见的做法，即降低 10 倍学习率，但发现还是会很快过拟合，所以就放弃了。直到后来我们队里有人试着将学习率降低 50、100 倍，可以让模型在过第二遍训练集的时候，既有第二次机会见到以前没学好的样本，又不会因为在已经学得很好的样本上过度训练而导致过拟合，将效果又提升了一截。 

后面一直到比赛结束，我们都使用了这套做法，即用初始学习率将训练集过一遍，再降低 50 倍学习率训练第二遍，总的训练时间相当于原来的 2 x 8 = 16 个 Epoch，相比之下，讨论区里面我们看到其他队伍采取传统的数据增强方法，需要跑上二三十个 Epoch。所以这套方法极大地节省了我们模型迭代和方案验证的时间。 

所以有的时候不是方法不行，只是你还不够用力。 

3.11 测试时数据增强（TTA / Test Time Augmentation）

上面我们提到训练时怎么使用数据增强，但是测试时数据增强（TTA）也可以对预测效果进行很大的提升。具体做法也比较简单，我们可以将一个样本的八个方向都进行预测，获得八个预测概率，接着可以将八个概率直接平均，也可以使用预测的类标签投票来获得最后结果。通过几轮测试，我们采取的是平均的方案，因为效果更好。 

3.12 测试数据集的F2 Score阈值搜索 

我们测试集的 F2 阈值是在 out-of-fold 的验证预测结果上搜索选取的。对于验证集我们也对每个样本预测八个方向的结果，然后把它们拼接成一个 32 万样本的验证集。我们观察到，在这个集合上搜索得到的阈值，比把八个方向预测结果平均得到 4 万样本的验证集上搜索得到的阈值有更好的泛化性能。 

整体上我们观察到的现象就是，搜索阈值时使用的样本数越大，这个阈值的泛化性能很可能也就越好，对于小样本来说，这个阈值很容易过拟合。想象只有一个样本的时候，我们很容易可以找个一组阈值让 F2 Score 为 1.0。 有另一种调整阈值的方式是使得让在 out-of-fold 验证集上预测出来各个类的个数和它们的标签中个数一样。我们没有尝试这种做法，因为我们预测出来的各个类占比和标签中的占比本来就十分接近。 

3.13 结果的存储、记录和分析 

到这里，我大致已经介绍完我们训练一个单模型流程，在开始介绍Ensemble（模型集成）前，我还是要介绍和强调一下结果的存储、记录和分析的重要性。 

结果的存储、记录和分析是新手很容易忽略的一个环节，一开始如果没注意好，到后面模型多起来的时候就容易手忙脚乱。 

以下是我们这次比赛记录的数值： 

• 模型超参：预训练模型类型，模型改动，输入图片大小，数据增强类型，Batch Size，学习率，迭代次数等； 

• 评价结果：K 折交叉验证各个折的 Loss，各个折的均值、方差，整个 out-of-fold 的 Loss 和 F2-score，做完 TTA 的 F2-score，Public Leaderboard 的 F2-score 等。 

我们希望，单模型本地 out-of-fold 的验证集上的 F2-Score，能够较好地反映 Public Leaderboarrd 的 F2-Score，这样我们无需耗费宝贵的提交机会就能对新方案的效果进行大致评估。事实上这两个 F2-Score 确实足够相关，如下面的散点图所示，虽然存在一些抖动，但整体上还是呈现一种正相关的关系。不过这里 out-of-fold 是由五折各种的验证集拼接在一起，八方向预测结果平均搜索阈值得到的 F2-Score，后期我们发现八方向预测结果拼接的搜索得到的验证 F2-Score 其实更加稳定，在 Public Leaderboard 的表现也更好。
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最后，我们发现验证和测试结果以及 submission 的格式的定义和文件名的管理也要注意，这一点我们队伍内一开始没有统一标准，比赛后期的合并结果和赛后的统计分析也花了一番功夫。

3.14 Ensemble：Average Bagging，Bagging Ensemble selection，Attention Stacking 

我们这次比赛，使用了三种 Ensemble，关于 Ensemble 的基本套路可以参考《分分钟带你杀入 Kaggle Top 1%》中模型集成（Ensemble）部分： 

1. 一开始模型比较少的时候，我们直接把不同模型的结果进行平均（Average Bagging）。 

2. 到后面模型比较多的时候，我们开始使用 Bagging Ensemble Selection。

3. 最后我们使用了 Stacking，我们这次用来做的 Stacking 算法除了 Logistic Regression、Rrige Regression，我们还试着自己设计了一种我们自己称之为 Attention Stacking 的算法。 

在做 Ensemble 阶段，对于每个样本我们有一个（模型数 x 17）大小的概率矩阵，我们的目标是获得一个长度 17 的概率向量。 

对于三种 Ensemble，我们对它们的建模分别为： 

1. Average Bagging：所有模型有相同的权重，将概率矩阵沿模型数维度进行平均。 

2. Bagging Ensemble Selection：每个模型有不同的权重，在 Selection 的过程中，有的模型可能被选到多次，有的模型也可能一次也没被选到，按照被选中次数为权重，概率矩阵沿模型维度进行加权平均。

3. Stacking：每个模型的每个类都有自己的权重，比如某个模型擅长对气象类进行区分，却对正常类性能很差，那显然这个模型在气象类和正常类的权重应该不一样。我们需要对每个类别单独学习一组函数或一组权重。

Logistic Regression、Rigde Regression 是对输入模型进行非线性的组合，为了探索其他可能性，我们也试着设计对输入模型进行线性组合的模型。 

我们称之为 Attention Stacking 的模型相对比较简单，对于每个类，我们初始化一组模型数长度的向量，对这个向量进行 Softmax，我们就获得一组求和为 1 权重，这样我们对这个类别所有模型的预测概率按这组权重进行加权平均，就可以得到这个类别的预测结果。因为这种加权求和的形式和流行的 Attention 机制有点像，我们就叫它 Attention Stacking，虽然它可能有其他更正式的叫法，但我们还没时间仔细查文献，所以暂且这么称呼。 

Stacking 阶段我们按照单模型阶段的五折划分进行了交叉验证，整个流程和单模型阶段有点像。不过 Stacking 阶段，按验证集的 F2-Score 进行 early stopping，在验证集上求阈值的阶段，我们有不同的两套方案： 

• 方案一：out-of-fold 的做法，这个方案还是在 out-of-fold 上搜索阈值，要注意的一点是，每个折的模型的测试输入要使用第一阶段对应的折的预测结果，确保产生搜索阈值用的验证集和测试集的输入概率矩阵由相同的第一阶段模型产生。 

• 方案二：非 out-of-fold 的做法，下图可以看做是一个将 Attention Stacking 每个类的权重拼在一起得到的矩阵，沿模型维度每列求和为 1。因为 Attention Stacking 的做的其实是对每个类不同模型预测结果的一种线性组合，我们可以把五折求出来的五个权重矩阵直接平均获得一个新的权重矩阵。然后用这个新的权重矩阵对所有训练数据和测试数据进行加权平均，在加权平均的训练数据上搜索阈值，应用在测试数据的加权平均结果上得到类预测。这种方案也保持了搜索阈值所用的集合与测试集预测结果产生的方式一致。 

经过我们的测试中，方案二比方案一表现得更好。
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到此，我们的方案也基本讲解完毕。最后，我想给大家讲讲我们比赛中的一些经历和对比赛结果的分析。

4. 学习，奋斗，结果与伟大的随机性

在上次参加 Quora Question Pairs 的过程中，我们在获得一些文本类比赛实战经验的同时，也对 Kaggle 比赛的流程和基本方法有了一定的了解，并将经验总结写成了《分分钟带你杀入Kaggle Top 1%》：

https://zhuanlan.zhihu.com/p/27424282

为了学习一些新的东西以及验证我们对 Kaggle 比赛套路的理解，我们选择了正在进行的 Planet: Understanding the Amazon from Space，这是一个图像多标签的分类任务，和 Quora Question Pairs 的文本二分类任务有很大不同。 

4.1 学习与前进 

在参加这个比赛前，我们队里并没有人有太多参加图像比赛的经验，关注到这个比赛的时候，三个月的比赛也只剩下一个月。一开始的十天，因为大家还有各种的项目工作没有完结，只有两三个队友零星地探索，游荡在 Public LB 一百多名。在剩下最后二十天的时候，我们陆续完成了手头的工作，腾出了时间和计算资源，全力地参加这个比赛。 

我们花了一两天搜集了这个比赛和其它类似比赛的信息，从中总结出了一些基本的套路。在探索和确定出基本方案后，我们队内各自独立地去实现和探索，每个人都有自己一套代码。保持代码和结果的独立，主要是为了合队的时候能够有更多样性的结果，这往往能给 Ensemble 结果带来较大的提升。我们发现，即使在这样一套不算复杂的解决方案中，大家对各种细节的理解也有很多不同，这些不同让我们每次合队时都有不小的提升。 

其实一开始我们只是想试试能不能拿块金牌，但我们很快发现，情况似乎有点失控。我们的方案似乎显得格外有效，不到一周，我们就进入了金牌区，接着有的队友只是对三四个模型 Bagging 了一下，就直接进入 Public LB 的前三，最夸张的时候，Public LB 前五名中有三名是我们的队的。 

在最后一周前合队完毕，我们窜到了第一名，从 0.93396 升到 0.93421，这个 Public LB 分数到一周后比赛结束时，也只有五支队伍能够超过。 情况似乎非常顺利，我和队友们都感觉自己优势很大，早已经不满足于金牌，还想要留在前三，甚至幻想最终夺冠。怀着这样的心态，我们来到了最后一夜，准备通宵战斗到早上八点结束。 

4.2 其他队伍

在前进的过程中，作为一只新晋队伍我们也关注着其他老牌队伍，其中有些在最后一天来了个大爆发，给了我们很大压力，下面就会说到。在此之前，先介绍其中几个队伍： 

Kyle 和我们队伍里的一名队员的 ID 重名，是上一次卫星图像比赛的冠军，在我们加入比赛的时候，他已经在第一名的位置盘踞许久。不过感觉他可能计算力资源不是很丰富，最后一周有点乏力，最后 Private LB 刚好留在金牌区内。 

deepsense.io 是上一次卫星图像比赛的第四名，好像是一个做图像的公司。 

ZFTurbo 是图像类比赛活跃的 GrandMaster（Kaggle 头衔），上一次卫星图像比赛的亚军，后面还与当时排名第三的 Stanislav Semenov 进行了组队，这支队伍十分强大。他们的队名也很会玩，一开始懒得起名，直接叫做 Team Name，他们在最后一天猛地提升到达了 Public LB 顶端之后，就改名为 Russian Bears，一个带着强烈战斗民族色彩的队名，这让我们严肃地考虑要不要改名为 Chinese Panda / Chinse Dragon / Make China Great Again 之类的，嗯，不过最后并没有改。他们最后是 Private LB 第三名，留在了奖金池内。ZFTurbo 赛后发布的一个拼图 Trick 也十分有趣，方法是找到一副图像切片周围邻接的切片，然后利用周围切片作为上下文，一起对中央图像进行预测。这个 trick 貌似是 ZFTurbo 在以往就惯用的套路了，看来他很热衷于拼图。 

team-amazon-forest 这支队伍在评论区从头到尾都十分活跃，尤其是 Heng CherKeng，在讨论区给大家提供了很多探索结果和技术细节。我们早期也从中获得不少启发，非常感谢他的分享，赛后讨论区也出现了对他的感谢帖。不过可能因为他分享了太多，后期被后面很多新晋队伍超过了，最后掉出金牌区。 

Urucu 队里有 Kaggle 积分全站排名第一的 Gilberto Titericz Junior，他们在比赛结束前十几分钟冲到了 Public LB 第三的位置，但却在 Private LB 中掉出了金牌区，十分可惜。 

Clear Sky 队伍里可能有一到两个华人，实力也十分强劲，也是我们关注的对象。

bestfitting 是一位名字开挂的选手，best fitting（最好的拟合），最后从 Public LB 的第九直接上升到了 Private LB 的第一，确实是 best fitting。他的赛后方案总结也包含了很多值得学习的地方。 

4.3 最后的战斗、结果分析和伟大的随机性 

我们因为参赛比较晚，经验相对不足，一直到最后一天都还有很多 Ensemble 方案没有来得及验证。再加上机房在最后三天因为暴雨短路停了一天，我们到比赛结束前几个小时才基本跑完了想要跑的大部分单模型。在等待单模型新鲜出炉的同时，队里几乎所有人都在通宵地验证分析各种 Ensemble 方案。 

在最后一天大家都只剩下 5 次 Submission 的机会，使用都十分谨慎，不像之前那么随意。一整个白天我们都在线下实现和验证 Ensemble 方案，压着不提交。我们还写了一个脚本，时刻监控着 Public LB 的变化和前十几名的 Submission 剩余次数，看到排名靠前的很多队伍也非常沉得住气，前面 12 个小时基本都没有提交，可以说变数非常地大。不过由于我们的分数与第二名的差距足足等于第二名到第九名的差距，所以我们也不怎么着急。 

然而，Russian Bears 仅仅第一次提交就打破了我们的平静，他们一举从 0.93320升到了 0.93348，看上去跟我们的分数 0.93348 是一样的，但是在后面没显示出来的小数位上赢了，占据第一，给了我们很大压力。我们心想，第一次提交就这么夸张，后面那还得了？不过他们后面剩下的四次尝试再也没有提升，让人暂时松了一口气。 

很快我们也尝试提交了两次，分别是不同的 Ensemble 方案，然而都没能打破记录，当时非常的紧张。经过讨论，我们决定暂时先不冒险，而是想办法回滚到前一天的代码，在那份代码上我们取得了当前的最佳分数 0.93348。但是由于之前太过大意，管理这份实现的没有记录下来究竟是哪一次 git commit 上跑出了最佳效果，因为觉得后面肯定会跑出更好的结果，却没想到现在要靠这份 Ensemble 代码来救场。 

中间花了几个小时，根据 git log 上面的提交时间、单模型文件的修改时间、微信聊天记录之间的比对，该队员终于戏剧性地恢复了之前的代码。之前这份 ensemble 方案仅仅使用了 57 个单模型，加入新的单模型之后，不出意外地提升了，达到 0.93449，重回 Public LB 第一。我们最后是用了 64 个模型进行 Ensemble，一个程序员看起来十分舒服的数。 

后面我们又在这份救场代码上尝试了两种改进，但是都没有再提升了。最后一份 Submission 文件生成完后，距离比赛结束还剩一个小时，我们非常恶趣味地等着看 Russian Bears 队伍的最后两次提交，然而他们提交了一次之后就不动了。一直等到最后半个小时我们实在等不下去，把最后一份 Submission 交了，结果才过了一分钟他们也交了最后一个的 Submission，似乎也是在恶趣味地等着我们。 

Urucu 也在最后十几分钟的时候提交了一个 0.93444，到达第三，成功加入 Public LB 0.93440+ 俱乐部。 

早上 8 点一过，我们刷新出 Private LB 的排名是第六，当时就懵逼了。虽然我们早就知道会存在抖动，选择的 Submission 也是在验证集和 Public LB 上表现都比较好的，但抖动还是比我们预计的要大得多。最后几天的提交基本在 0.93430 到 0.93450 之间，我们预估抖动可能会比 0.0002 大一点，因为 Private LB 只有两万样本，但抖动在我们的 Submission 中的是 0.001 左右，大概我们预估的 5 倍左右。事实上，从 BreakfastPirate 的一个分析贴看，这次比赛 Top 10% 的队伍的排名抖动程度（即 Public LB 和 Private LB 的差异）在整个 Kaggle 的历史上也可以排上前十，非常夸张。 

我们试着对这个结果进行了分析，下面是赛后对我们 Submission 进行分析画的散点图。

[image: ]

说明如下： 

• 横轴是 Public LB Score， 纵轴是 Private LB Score。 

• 橘色的点代表单模型提交，蓝色、红色、黄绿色的点代表多模型 Ensemble 的提交，红色的点是我们最后选中的两个 Submission，Kaggle 会根据每个参赛队伍选中的两个 Submission 中 Private LB 分数最高的，来计算最终排名。黄绿色的点是比赛中因为提交次数限制没有提交、赛后才提交的 Submission。 

• 蓝色斜线是对线性拟合曲线。 

• 铜色横线以上是铜牌区，银色横线以上是银牌区，金色横线以上是金牌区，绿色横线以上是奖金池。 

可以看到，我们最后一周提交的 Ensemble 模型都在金牌区以内，甚至有 3 个单模型也进入其中，分别是 ResNet50、ResNet101 和 ResNet152。我们最后一段时间有很多好的单模型没有提交，它们中应该也有可以进入金牌区的。 

我们赛中的提交有 6 个进入奖金池，其中最高一个的 F2-Score 为 0.93322，比 Private LB 第一名 bestfitting 最后的 Submission 0.93318 还高一点，当然我们相信其他队伍也应该和我们一样，有一些更好的 Submission 但是没有被选中。赛后提交的 4 个 Submission 中也有 2 个进入奖金池。 

上图可以看出 Public LB 到 Private LB 的抖动大概在 0.001 左右。

从 Private LB 第一的 bestfitting 的赛后方案总结看出，他对比赛的 Public LB 到 Private LB 可能的抖动（Shake up）使用模拟进行了估计，得出这个 F2-Score 的抖动大概在 0.001-0.0025，而 Public LB 前面的队伍的差别只有 0.0005-0.001，所以最后的排名出现较大抖动也十分正常。从最后的结果看来他的估计也是挺准的。 

造成这种抖动的原因应该是来着数据集中一些难以明确分类的样本，也就是 Data 部分提到的即使是官方组织内部的专家也难以区分的样本，比如河流和道路有时候完全分不清楚。这类样本的标注基本是随机的，让同一个人重新标注都可能标得不同。 

冠军选手 bestfitting 的这种模拟抖动分析十分值得我们学习，因为这一方面可以避免自己过分关注微小的提升，另一方面，如果已经知道随机抖动程度甚至都超过了前几名之间的细微差距，那我们最终选两个 Submission 时就不应该去理会 Public LB 最好的那个，而是先选一个稳妥方案的 Submission，再从其他不错的 Submission 中随机选一个，把胜负交给伟大的随机性来决定谁才是天选之人。

5. 队伍成员介绍

我们队伍总共 6 个人，都是中山大学潘嵘老师 CIS 实验室的研究生（这也是我们队名叫 SYSU CISLab 的原因），刘思聪、黄正杰、郑华滨、张晋斌是研二的学硕，吴晓晖和蒋礼斌是研一的专硕，每个人的贡献如下： 

刘思聪（@刘思聪）：主要负责模型设计、查找有用信息、队内任务分配协调。设计了单模型训练的基本流程，包括数据增强的类型和使用方式，发现在 Ensemble 阶段 Loss 和 F2-Score 的相关性和单模型差别比较大，Ensemble 阶段的 Attention Stacking 的设计实现，单模型的调优，多次随机搜索 F2-Score 阈值的方案设计。 

黄正杰（@ChingKitWong）：主要负责 K 折交叉验证设计，实验记录的分析和管理，Bagging Ensemble Selection 的实现，Attention Stacking 方案一的实现，单模型的调优，尝试使用进化计算搜索 F2-Score 的阈值。 

郑华滨（@郑华滨）：提出第二轮训练猛降 50 倍学习率的做法并验证其有效性。实现了 F2-Score 阈值搜索函数的 GPU 版本，大大加速了 ensemble 阶段根据 F2-Score 做 early stopping 的策略。设计实现了 Attention Stacking 方案二的设计和实现。对比了测试集 F2-Score 阈值的平均方案与拼接方案的效果差异。 

张晋斌（@一壶酒兮真狂士）：查找信息，探索其他可能的数据增强方法，尝试 Rigde Regression 的 Stacking。 

吴晓晖（@吴晓晖）：单模型调优，编写 Leaderboard 监控程序，赛后数据的分析和探索，多次随机搜索 F2-Score 阈值的方案实现与探索。 

蒋礼斌（@蒋礼斌）：修改模型结构，尝试修改 Resnet，DenseNet 卷积最后 Pooling 层，提升单模型在 Amazon 任务上的表现，队里最擅长单模型调优的人，最好的一批单模型基本都是他调出的。 

6. 结语

由于篇幅和时间限制，文中一些内容没有详细展开，对细节有疑惑或者发现有错误的地方，都欢迎大家在评论区指出。
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PaperWeekly 第45期 | 词义的动态变迁

作者丨龚虹宇

学校丨伊利诺伊大学香槟分校博士生

研究方向丨语义、抽象概念表示和文本分类

语言总是随着时间演变，词义不可避免地受到经济、政治或者文化因素的影响。一个很简单的例子就可以反映这种语言的动态演变现象：例如词语“丈夫”， 在古代汉语中指代成年或未成年的男性，而在现代汉语中则仅指已婚女子的配偶。特定的历史时期对于语义的理解非常重要，它提供了所谓的“时间线索”。来自迪士尼研究中心的 Robert Bamler 和 Stephan Mandt 的一篇近期工作就是关于如何表达动态语义。 

在近年的自然语言研究中，“词向量”的概念和技术得到了快速的发展和应用。词向量是词的向量表示，向量的一些几何性质能够很好的反映词的句法或者句义。 例如，两个词向量的差值对应词的关系，词向量的距离则对应词的相关或者相似性。如图1所示，对于选定的一组词，将其向量投影到空间中，词义相近的词向量在向量空间中表现出了有趣的聚类现象。例如国家名词聚成一类，大学名称则形成另一个聚类。

有很多工作包括 word2vec 和 GloVe 提出了不同词向量的训练方法，这些工作的基本思路却是一致的：句子中相邻的词对应的词向量的内积应该能反映语料的统计性质比如这些词共同出现的频率。

在介绍动态词义表达之前，我们会花费一点篇幅快速介绍 Skip-Gram 这个静态词向量训练模型，然后这个模型会被拓展到动态应用场景中。Skip-Gram 模型是在 word2vec 中提出的，对于同时处在同一个上下文窗口的两个词，它将其向量的内积作为逻辑 sigmoid 函数的输入，从而估算两个词同时出现的概率。该模型通过不断调整词向量来最大化训练语料中相邻词出现的概率。



▲ 图1：词向量的空间分布

Bayesian Skip-Gram 模型是 skip-gram 模型的基于图模型的一个变种，它假设所有的词向量都是由潜在向量生成的。这是图 2 a) 所示的静态的模型，即每一个词都只对应一个固定的词向量，表达一种特定的语义。

因为词义是随着时间而动态变化的，我们会很自然地想到用多个向量来表示词在不同时期的含义。因此，我们今天介绍的这篇文章提出将时间信息加入到 Bayesian Skip-Gram 模型中，通过建模潜在向量的时间变化，来捕获词向量随时间的迁移。

动态词义的训练语料是来自不同历史时期的文本的合集。在静态模型中，我们希望训练向量从而最大化训练语料的出现概率；动态模型的目标函数不仅包含语料的概率，而且包含了词向量的迁移概率。迁移概率是为了描述词义的动态变化。也就是说，词向量的训练是为了同时最大化训练语料的概率和词义变化的概率。

如图 2 b)，假设训练语料来自 T 个不同时期，我们可以想象动态模型是有 T 个静态的 Bayesian Skip-Gram 模型组成，每一个静态模型都连向下一个静态模型，模拟语义从当前时刻向下一时刻的迁移。 



▲ 图2：Bayesian Skip-Gram 模型 

在提出动态图模型之后， 我们需要估计模型中的参数比如词向量的生成概率和迁移概率。这篇工作中提出了两种近似的估计算法：筛选算法和平滑算法。前者仅仅使用观测到的文档训练当前模型，而后者则会使用语料中的所有文档。动态模型能够对每一时期生成一组词向量，词向量的质量可以从以下三个方面进行评估： 

（1）词义准确：任一时期的词向量需要准确对应该时期下的词义。比如，“丈夫”的早期词模型应该和“男性”等词接近，而其后期此模型应该和“配偶”等更为相似。 

（2）平滑迁移：因为语言经历的是一个缓慢的变化过程，因此词向量在向量空间中的变化轨迹是平滑而非突变的，“丈夫”一词在不同时期的语义有差别，但是都与”男性“这一概念相关。 

（3）拓展性：训练的词向量将被用来估计测试语料的概率，好的词向量需要能从训练语料拓展到测试语料，给出较高的测试语料概率。 

GoolgeNews 提供了大量带有时间标记的语料，这篇工作利用 1850 年到 2000 年之间的文档，利用上述介绍的动态模型训练了不同时期下的词向量。图 3 显示了“电脑”这一词向量在向量空间中的迁移，通过其相邻的词我们可以看出其词义的变化：它从早期跟“计算”，“机器“有关的概念迁移到了与”软件”和“文件”更为相关的概念。



▲ 图3：“电脑”的词义变迁

这期我们介绍的文章将静态的词向量的训练拓展到动态场景，建立了能够描述语言发展变化的图模型。更加深层次上， 这篇工作提供了动态建模的新思路，不仅仅是可以用于词义的动态建模，也可以应用到其他涉及时间序列的场景中。
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PaperWeekly 第46期 | 关于远程监督，我们来推荐几篇值得读的论文

说起关系抽取，就不得不提远程监督（distant supervision），将已有的知识库（比如 freebase）对应到丰富的非结构化数据中（比如新闻文本），从而生成大量的训练数据，从而训练出一个效果不错的关系抽取器。提到远程监督，下面的这篇工作就不得不提：

[1] Distant supervision for relation extraction without labeled data 

本文并非第一篇提出远程监督概念的 paper，但是第一个将远程监督概念应用到关系抽取任务中，并且提出了一个著名的假设。 

If two entities have a relationship in a known knowledge base, then all sentences that mention these two entities will express that relationship in some way. 

这个假设非常的大，其实很多的共现 entities 都没有什么关系，仅仅是出现在同一个句子中；而有的 entities 之间的关系其实并不仅仅只有一种，可能有多种，比如奥巴马和美国的关系，可能是 born in，也可能是 is the president of 的关系。 

基于这个假设条件下的关系抽取工作通常都存在两个明显的弱点： 

1. 基于文献 [1] 给出的假设，训练集会产生大量的 wrong labels，比如两个实体有多种关系或者根本在这句话中没有任何关系，这样的训练数据会对关系抽取器产生影响。 

2. NLP 工具带来的误差，比如 NER，比如 Parsing 等，越多的 feature engineering 就会带来越多的误差，在整个任务的 pipeline 上会产生误差的传播和积累，从而影响后续关系抽取的精度。 

关于问题（1）中 wrong labels 的问题，有的工作将关系抽取定义为一个 Multi-instance Multi-label 学习问题，比如工作 Multi-instance Multi-label Learning for Relation Extraction ，训练集中的每个 instance 都可能是一种 label。

而有的工作则是将问题定义为 Multi-instance Single-label 问题，假设共现的 entity 对之间只存在一种关系或者没有关系，一组包括同一对 entities 的 instances 定义为一个 Bag，每一个 Bag 具有一个 label，最终训练的目标是优化 Bag Label 的准确率。第一种假设更加接近于实际情况，研究难度也相对更大一些。 

关于问题（2）中的 pipeline 问题，用深度学习的思路来替代特征工程是一个非常自然的想法，用 word embedding 来表示句子中的 entity 和 word，用 RNN 或者 CNN 以及各种 RNN 和 CNN 的变种模型来对句子进行建模，将训练句子表示成一个 sentence vector，然后进行关系分类，近几年有几个工作都是类似的思路，比如：

[3] Relation Classification via Convolutional Deep Neural Network 

[4] Distant Supervision for Relation Extraction via Piecewise Convolutional Neural Networks 

[5] Neural Relation Extraction with Selective Attention over Instances 

[6] Distant Supervision for Relation Extraction with Sentence-Level Attention and Entity Descriptions

其中 [3] 是用 CNN 对句子进行建模然后进行分类学习，在表示中针对 entity 的位置定义了一种 position embedding，如图 1：



▲ 图1：用 CNN 来建模句子

[4] 是 [3] 的改进工作，对 CNN 的 pooling 进行了专门的改进，如图 2：



▲ 图2：PCNN 是文献 [3] 中 CNN 的改进版

[5] 的工作是在 [4] 的基础上采用了 attention 模型，对每个 Bag 中的 instance 进行了权重的学习，label 正确的 instance 贡献更多的力量，label 不正确的 instance 贡献就低，从而提高了分类的准确率，如图 3：



▲ 图3：基于 attention 的关系分类模型

[6] 是在 [4] [5] 的基础上添加了 entity 的描述信息来辅助学习 entity 的表示，从而提高了准确率，如图 4：



▲ 图 4：利用了 entity 的辅助信息来提升效果

用深度学习来进行解决特征表示的问题效果非常明显，但解决 pipeline 误差传播和积累的问题，其实有一个天然的思路就是 joint learning，将多个 step 的学习整合为同一个 task，从而降低中间过程的误差。近几年有以下几个工作可以关注一下：

[7] Modeling Joint Entity and Relation Extraction with Table Representation 

[8] CoType: Joint Extraction of Typed Entities and Relations with Knowledge Bases 

[9] Joint Extraction of Entities and Relations Based on a Novel Tagging Scheme

[7] 的工作和 [9] 的工作有一些类似的地方，都是将整个任务转化为一种序列标注任务，用自定义的标签重新定义了句子的实体和关系。[9] 的工作是 ACL 2017 的 outstanding paper，用了近几年流行的 seq2seq 来生成和推理标签，效果会比传统的 crf 等算法更好。



▲ 图5：文献 [7] 的标注方法



▲ 图 6：文献 [9] 的标注方法

[8] 的工作是将 entity 和 relation 分别映射在两个向量空间中，然后联合起来对 entity 和 relaiton 进行推理。如图 7：



▲ 图7：CoType 模型图

关系抽取是一类经典的 NLP 任务，也是构建高质量知识图谱的基础，针对关系抽取的研究工作非常多，远程监督是研究中的热点方法，本文收集了一些代表性的工作，即将上线的 PaperWeekly 社区将会推出一个【论文集】的功能，社区用户可以根据自己感兴趣的 topic，收集相关的 paper，我们也会不定期地放出更多精彩的 topic related 的 paper，每篇 paper 都会有用户的笔记、讨论、论文相关的数据集和开源代码， 敬请期待！

参考文献：

在 PaperWeekly 微信公众号后台回复“远程监督”，即可一键下载所有论文。

[1] Distant supervision for relation extraction without labeled data 

[2] Multi-instance Multi-label Learning for Relation Extraction 

[3] Relation Classification via Convolutional Deep Neural Network 

[4] Distant Supervision for Relation Extraction via Piecewise Convolutional Neural Networks 

[5] Neural Relation Extraction with Selective Attention over Instances 

[6] Distant Supervision for Relation Extraction with Sentence-Level Attention and Entity Descriptions 

[7] Modeling Joint Entity and Relation Extraction with Table Representation 

[8] CoType: Joint Extraction of Typed Entities and Relations with Knowledge Bases 

[9] Joint Extraction of Entities and Relations Based on a Novel Tagging Scheme
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PaperWeekly 第47期 | 开学啦！咱们来做完形填空：“讯飞杯”参赛历程

作者丨苏剑林

学校丨中山大学硕士生

研究方向丨NLP，神经网络

个人主页丨http://kexue.fm




1. 前言

从今年开始，CCL 会议将计划同步举办评测活动。笔者这段时间在一创业公司实习，公司也报名参加这个评测，最后实现上就落在我这里，今年的评测任务是阅读理解，名曰《第一届“讯飞杯”中文机器阅读理解评测》。

虽说是阅读理解，但事实上任务比较简单，是属于完形填空类型的，即一段材料中挖了一个空，从上下文中选一个词来填入这个空中。最后我们的模型是单系统排名第 6，验证集准确率为 73.55%，测试集准确率为 75.77%，大家可以在这里观摩排行榜。（“广州火焰信息科技有限公司”就是文本的模型）。 

事实上，这个数据集和任务格式是哈工大去年提出的，所以这次的评测也是哈工大跟科大讯飞一起联合举办的。哈工大去年的论文Consensus Attention-based Neural Networks for Chinese Reading Comprehension就研究过另一个同样格式但不同内容的数据集，是用通用的阅读理解模型做的（通用的阅读理解是指给出材料和问题，从材料中找到问题的答案，完形填空可以认为是通用阅读理解的一个非常小的子集）。 

虽然，在这次评测任务的介绍中，评测方总有意无意地引导我们将这个问题理解为阅读理解问题。但笔者觉得，阅读理解本身就难得多，这个就一完形填空，只要把它作为纯粹的完形填空题做就是了，所以本文仅仅是采用类似语言模型的做法来做。这种做法的好处是思路简明直观，计算量低（在笔者的 GTX1060 上可以跑到 batch size 为 160），便于实验。

2. 模型

回到模型上，我们的模型其实比较简单，完全紧扣了“从上下文中选一个词来填空”这一思想，示意图如下。



初步分析

首先留意到，这个任务就是从上下文中挑选一个词来填到空缺的位置，如：



熟悉自然语言处理的朋友会联想到，这个任务本身跟语言模型差不多，甚至说这个任务应该更简单一些，因为语言模型是从前 n 个词中预测下一个词，这个预测要遍历词表中所有词，而这个完形填空任务只需要从上下文中挑，大大缩小了收缩范围。当然，两者的焦点是不一样的，语言模型关心的是概率分布，而完形填空关心的是预测正确率。

上下文编码

按照经验，对于语言模型建模来说，LSTM 效果是最好的，因此这里同样使用 LSTM，为了更好地捕捉全局语义信息，堆叠了多层的双向 LSTM，当然，对于 NLP 来说，这都是套路了。 

首先，我们以“XXXXX”断开材料，分为上文和下文，然后上文和下文依次输入到同一个双向 LSTM 中（算两次，而不是拼在一起分别算），得到各自的特征。也就是说，上下文的 LSTM 是共享参数的。

为什么这样呢？原因很简单，因为我们自己在阅读上下文时，用的只是同一个大脑呀，没必要区别对待。有了一层 LSTM，那就可以层叠多个，这也是套路了。至于多少层适合，则需要看具体的数据集了。对于这个比赛任务来说，两层比单层有明显提升，而三层比两层则没有提高，甚至有些下降。 

最后，为了得到整段材料的特征向量（用来做下面的匹配），只需要将双向LSTM的最后的状态向量拼接起来，得到上下文各自的特征向量，然后将两个向量求平均，就得到全局特征向量。 

值得指出的是，如果换成论文Consensus Attention-based Neural Networks for Chinese Reading Comprehension里边的数据集（格式一样，内容换成了人民日报的），同样是本文的模型，LSTM 的层数需要 3 层，最终的准确率也比论文中最好结果有 0.5% 的提升。  

预测概率

接下来的一个问题是：怎么才能实现“在上下文中搜索”而不是在整个词表中搜索呢？

回忆我们做语言模型的时候，如果要在整个词表中搜索，那就要做一个全连接层，节点数是词表的单词数，然后 softmax 预测概率。我们可以这样看全连接层：我们为词表中的每一个词都分配一个与输出特征维度一样的向量，然后做内积运算，然后做 softmax。

也就是说，特征与词做配对，是通过内积来实现的。这就提供了参考思路：如果我们让 LSTM 输出的特征与词向量维度一样大，然后将这个特征与输入的词向量一一做内积（配对），然后就可以做 softmax 了，这样就实现了只在上下文搜索。

笔者一开始也是用这样的思路的，但这个思路的准确率只能到 69%～70%。后来分析了一下，原始的词向量经过多层的 LSTM 编码后，事实上已经远离了原来词向量的向量空间了，所以，与其“长途跋涉”地与输入的词向量配对，倒不如直接跟 LSTM 的中间状态向量配对？至少在同一层 LSTM 中，状态向量之间是比较接近的（指的是处于同一的向量空间），匹配起来应该容易一点。

实验证明了笔者的猜想，经过改进后的模型，在官方提供的验证集达到了 73%～74% 左右的准确率，测试集能达到 75％～76% 的准确率。后来再经过一段时间的实验，也没有明显提高，所以就把这个模型提交上去了。

实验细节

事实上笔者不是很懂调参，因此下面的代码的参数不一定是最优，期待有兴趣的调参高手能优化各个参数，给出更好的结果。笔者认为，哪怕对于本文的模型来说，我们自己给出的结果还不是最优的。

下面是在模型的实现中，一些较为重要的细节：



3. 代码

数据集：https://github.com/ymcui/cmrc2017

训练脚本：https://github.com/bojone/CCL_CMRC2017/blob/master/train.py

预测脚本：https://github.com/bojone/CCL_CMRC2017/blob/master/predict.py
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      原标题：深度强化学习实战：Tensorflow实现DDPG - PaperWeekly 第48期

            作者丨李国豪

学校丨中国科学院大学&上海科技大学

研究方向丨无人驾驶，强化学习

指导老师丨林宝军教授

1. 前言

本文主要讲解 DeepMind 发布在 ICLR 2016 的文章 Continuous control with deep reinforcement learning，时间稍微有点久远，但因为算法经典，还是值得去实现。

2. 环境

这次实验环境是 Openai Gym 的 Pendulum-v0，state 是 3 维连续的表示杆的位置方向信息，action 是 1 维的连续动作，大小是 -2.0 到 2.0，表示对杆施加的力和方向。目标是让杆保持直立，所以 reward 在杆保持直立不动的时候最大。笔者所用的环境为： 

 
 	Tensorflow (1.2.1) 


 	gym (0.9.2) 




请先安装 Tensorflow 和 gym，Tensorflow 和 gym 的安装就不赘述了，下面是网络收敛后的结果。



3. 代码详解

先贴一张 DeepMind 文章中的伪代码，分析一下实现它，我们需要实现哪些东西：



4. 网络结构（model）

首先，我们需要实现一个 critic network 和一个 actor network，然后再实现一个 target critic network 和 target actor network，并且对应初始化为相同的 weights。下面来看看这部分代码怎么实现：

critic network & target critic network



上面是 critic network 的实现，critic network



是一个用神经网络去近似的一个函数，输入是 s-state，a-action，输出是 Q 函数，网络参数是，在这里我的实现和原文类似，state 经过一个全连接层得到隐藏层特征 h1，action 经过另外一个全连接层得到隐藏层特征 h2，然后特征串联在一起得到 h_concat，之后 h_concat 再经过一层全连接层得到 h3，最后 h3 经过一个没有激活函数的全连接层得到 q_output。这就简单得实现了一个 critic network。



上面是target critic network的实现，target critic network



网络结构和 critic network 一样，也参数初始化为一样的权重，思路是先把 critic network 的权重取出来初始化，再调用一遍 self.__create_critic_network() 创建 target network，最后把 critic network 初始化的权重赋值给 target critic network。 

这样我们就得到了 critic network 和 critic target network。 

actor network & actor target network 

actor network和 actor target network



的实现与 critic 几乎一样，区别在于网络结构和激活函数。





这里用了 3 层全连接层，最后激活函数是 tanh，把输出限定在 -1 到 1 之间。这样大体的网络结构就实现完了。

5. Replay Buffer & Random Process（Mechanism）

接下来，伪代码提到 replay buffer 和 random process，这部分代码比较简单也很短，主要参考了 openai 的 rllab 的实现，大家可以直接看看源码。

6. 网络更新和损失函数（Model）

用梯度下降更新网络，先需要定义我们的 loss 函数。 

critic nework 更新



这里 critic 只是很简单的是一个 L2 loss。不过由于 transition 是 s, a, r, s'。要得到 y 需要一步处理，下面是预处理 transition 的代码。



训练模型是，从 Replay buffer 里取出一个 mini-batch，在经过预处理就可以更新我们的网络了，是不是很简单。y 经过下面这行代码处理得到。

actor nework更新



actor network 的更新也很简单，我们需要求的梯度如上图，首先我们需要critic network



对动作 a 的导数，其中 a 是由 actor network 根据状态 s 估计出来的。代码如下：





先根据 actor network 估计出 action，再用 critic network 的输出 q 对估计出来的 action 求导。 

然后我们把得到的这部分梯度，和 actor network 的输出对 actor network 的权重求导的梯度，相乘就能得到最后的梯度，代码如下：



也就是说我们需要求的 policy gradient 主要由下面这一行代码求得，由于我们需要梯度下降去更新网络，所以需要加个负号：



之后就是更新我们的 target network，target network 采用 soft update 的方式去稳定网络的变化，算法如下：





就这样我们的整体网络更新需要的东西都实现了，下面是整体网络更新的代码：

总体的细节都介绍完了，希望大家有所收获。另外，完整代码已放出，大家可以点击“阅读原文”访问我的 Github。
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            作者丨陆晨昱

单位丨义语智能科技（上海）有限公司

联系方式丨chenyu@deepbrain.ai

1. 引言

随着人工智能的大热，人机对话技术也受到了各界广泛的关注。在第六届全国社会媒体处理大会（SMP 2017）上，专委会举办了一场中文人机对话技术评测（ECDT）。评测包含两个任务，任务一为用户意图领域分类；任务二为特定域任务型人机对话在线评测。笔者代表我司参加了其中的任务一：意图分类。该任务的内容是根据用户请求的文本（通常为一个句子的长度）进行意图的分类，因而笔者就将其理解为文本分类了。 

在整个人机对话系统中，意图分类是非常重要的一环，其性能好坏直接影响后续功能模块的执行，进而影响整个系统的表现。传统的文本分类算法很大程度上依赖于精心挑选的特征和设置的规则，依靠人为加入的对某一特定语言的先验知识来实现分类。

随着深度学习的兴起，各种基于深度神经网络的分类模型在图像、语音等领域都取得了令人瞩目的成绩。近年来，深度学习也被广泛应用于自然语言处理领域，文本分类便是其中一个热门课题。 

文本分类是一个典型的序列分类问题。根据给定的字符序列，我们需要输出其对应的类别标签。常见的用于文本分类的深度学习模型有卷积神经网络、循环神经网络、注意力机制等。由于深度学习最大程度上简化了特征工程和预处理，模型结构与训练方法的选择是影响结果好坏的重要因素。 

在本次测评中，我司基于深度学习的文本分类模型在封闭与开放测试中均取得了第二名的成绩[1]。这里说句题外话，本来任务一设置开放与封闭测试两个子任务的初衷是允许参赛方在开放测试中可以使用额外的标注数据来训练模型。奈何我司人手不足，获取标注数据一事只好作罢。最终我司提交开放与封闭测试的是同一个模型，都只使用了封闭测试的标注数据。细心的读者可能会发现，我司在开放与封闭测试中的成绩是相同的。

言归正传，下面笔者就与大家分享在此次评测中收获的一些实践心得。

2. 模型结构

卷积神经网络[2]在序列分类任务中有着出色的表现。针对本次评测中意图分类任务的特点，模型无需具有长跨度的记忆能力。同时，相比循环神经网络，卷积神经网络有着更好的并行性能。因此在该任务中卷积网络是一个合理的选择。

由于自然语言处理中的输入是离散且稀疏的，建模能力较强的模型在文本分类任务上很容易发生过拟合。所以通常我们在模型的选取上偏向小而简单的模型，例如较少层数的卷积网络，甚至是一个简单的线性分类器往往反而效果更好。在实践过程中笔者发现，在文本分类任务上，简单的增加网络层数反而会引起模型的性能下降。

为了解决这个问题，使得在文本分类任务上应用更深更复杂的卷积网络成为可能，笔者进一步尝试了残差网络[3]。残差卷积网络的思想是通过在模块的输入输出之间引入跳跃连接，来让中间的卷积层学习一个残差函数。经过实验后发现，残差网络的加入确实能给多层卷积网络模型的效果带来显著的改善。



△ Figure 1：自抑制残差卷积模块结构

那么，有没有比传统的残差网络模块更优的结构呢？带着这个问题，笔者实验了不同结构的残差模块，提出了如图1所示的自抑制残差卷积模块（Self-Inhibiting Residual Convolution Block）。

与一般残差模块不同的是，我们将卷积操作的输出通过修正线性单元（relu）激活函数，然后取其负值与该模块的输入相加。由于 relu 函数非负的特性，在经过这样一个模块的处理后，输出相对输入是“被抑制”的。实验结果表明，该自抑制残差卷积模块相比传统的残差模块有更强的泛化能力，效果更好。



△ Figure 2：文本分类模型结构

最终的模型结构如图2所示，整个文本分类模型由多个串联的自抑制残差卷积模块与最大池化层交替构成。

其中，卷积与最大池化均为一维操作，作用于输入序列的“时间”轴上。在整个模型中，卷积核的大小统一为 3，最大池化的窗长统一为 2。模型的隐层大小与字嵌入、类嵌入维数均为 512。另外，残差网络要求模块的输入与输出大小匹配，因此在卷积与最大池化操作中，我们用 0 值填充输入序列的两端，使得这两种操作的输出与输入有相同的形状。

3. 训练流程

字向量预训练

与传统方法不同的是，基于深度学习的文本分类模型是数据驱动的。给定训练样本及标签，模型会学习到对分类任务有用的特征及规则。由于整个模型的参数是随机初始化的，且我们没有人为的引入任何语言的先验知识，在数据较少的情况下训练得到的模型可能泛化能力不足。

我们的模型中采用字作为输入单元，因此为了让模型对输入的字有一个初步的“认识”，可以采用无监督训练的方式对字向量做预训练。笔者采用的方法是用无标签的短文本语料训练一个变分自编码器[4]，而后取其中的字嵌入矩阵作为分类模型中字向量的初始值。当然，在后续的有监督训练中，经过预训练的字向量同分类模型中的其它随机初始化的参数一样进行更新迭代，进一步调优。

具体而言，在预训练阶段，我们准备了 6 亿量级的无标签短文本语料，构建了一个变分自编码器，将输入文本映射到连续的语义空间后，再用一个生成器重现原句子。同时，我们用一个标准的高斯分布作为先验来约束句子的语义表征。训练后的模型可用来采样生成短句子。当然，我们需要的只是这个模型中训练得到的字嵌入矩阵。

数据预处理

接下来是文本分类训练数据的预处理。由于我们采用字作为输入单元，因而无需对文本做分词。在预处理中，笔者仅做了去除标点符号这一操作。加入这一步骤的原因有二：其一是对数据进行检视后，我们认为标点符号并不包含对文本分类有用的信息；另外，我们用于预训练的无标签文本是不包含标点符号的，因此预训练得到的字向量中也不包含标点符号。

交叉熵训练

准备好训练数据后，我们采用传统的监督学习方式训练文本分类模型。训练的损失函数为输出分布与真实标签的交叉熵。训练中，笔者使用 adam 优化器[5]来做迭代优化，这也是当前主流的一个优化器。参数方面，学习率设定为 0.001，批（batch）大小设为 64，训练时长固定为 500 步。同时，为了减少训练时间，我们对不同长度的训练文本做了分组（bucketing）。

考虑到训练集中各类别样本的数量可能存在不均衡的情况，笔者在训练中调整了采样的策略：首先将不同类别标签的样本分组，采样时先随机挑选类别组，再从选中的类别组中选出一条样本。这样做可以保证最终每个批中不同类别的样本出现的概率是均等的。

集成学习

实验中，笔者进行了多次重复的训练过程，得到的模型在测试中的表现有小幅浮动。进一步检视模型分类错误的句子，笔者发现每个模型在出错的句子上不尽相同。为了进一步提升模型的性能，我们引入了集成学习[6]。在集成学习中，我们综合多个模型的决策来生成最终的结果。该方法可以避免单个模型的不足，显著提升整个系统的鲁棒性。

我们采用的是同构集成。训练中，我们构建了 32 个相同结构的分类模型并随机初始化以不同的参数。所有模型的字向量则统一加载由预训练得到的字嵌入矩阵。训练中的每一步我们都随机采样得到 32 个不同的批，分别输入不同模型进行并行训练。在测试阶段，我们将所有模型输出的概率分布的平均值作为最终的输出，并取其中的最大值所在类作为输出类别。

4. 结果分析



△ Table 1：模型分类错误的部分样本

通过对模型分类错误的句子的分析，我们可以提出一些可能带来改进的工作方向。由于评测中我们无法接触测试集，笔者用验证集作为测试集来测试模型。表1中列出了部分具有代表性的分类错误的样本。笔者粗略的将这些出错样本分为三类，并且认为这三类错误是在现有的解决方案框架下难以纠正的： 

1) 其中像是“可以帮买火车票吗”、“今天什么天气”应该属于样本有误。结合训练数据与类别含义来看，模型输出的类别更准确一些。 

2) “我想看电影台北飘雪”、“打开猫扑”这两个样本则是可能属于多个类别。如用户是想在线播放，则前一句应属于 cmd_video；若是想去电影院看，则应属于 cmd_cinemas。同理，猫扑可以是指网站，也可以是手机上的 app。在这种情况下，仅根据文本的信息无法做出可靠的正确分类。我们认为在实际产品中，需结合额外的场景信息或用户的上下文信息来做出判断。如信息缺失，则可以通过询问用户的方式来进一步确认。 

3) 由于训练样本数量较少，而某些类别包含大量的领域相关词汇的，是给定的训练样本远远无法覆盖的。这种情况导致了模型无法分清“三安光电”是股票还是视频，错认为“鼻息肉”是某一种菜名。针对这类错误，提升训练样本的数量可能可以带来一些改善。我们认为更好的办法是引入领域相关知识，例如构建股票名与常见病症名的数据库来做检索等。 

深度学习是一类强力的工具。然而在解决实际问题中，笔者认为仅依赖深度学习是远远不够的。基于对问题的深刻理解，将深度学习与传统方法、与业务、场景相结合，才能产出让用户满意的效果。
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1. 前言

2017 年 KDD，Sigir 以及 Recsys 会议被接收的论文早已公示，本文对这些会议中 Attention Model 相关的 10 篇论文进行了整理，主要包括 Attention Model 的变型与应用。其中文中部分内容不是原创，有争议的请联系我。

2. 写作动机

Attention Model 在 Image Caption、Machine Translation、Speech Recognition 等领域上有着不错的结果。那么什么是 Attention Model 呢？

举个例子，给下面这张图片加字幕（Image Caption）：一只黄色的小猫带着一个鹿角帽子趴在沙发上。可以发现在翻译的过程中我们的注意力由小猫到鹿角帽子再到沙发（小猫→鹿角帽子→沙发）。其实在很多和时序有关的事情上，人类的注意力都不是一成不变的，随着事情（时间）发展，我们的注意力不断改变。 



因此，从理论上来讲在使用深度学习来训练模型时，引入注意力机制（Attention Model）是很有帮助的。本文根据 2017 年三个顶会的 10 篇关于 Attention Model 的文章，给大家介绍一下 Attention Model 的发展和应用。 

这篇文章的预备知识是 Decoder-Encoder 模型。本文主要做一个介绍，基本不会有公式推导，旨在让大家对 Attention Model 的变型和应用有一个大概的印象。

3. 单层Attention Model

2014 年发表的文章 Neural Machine Translation by Jointly Learning to Align and Translate 使用了单层 Attention Model 解决机器翻译中不同长度的源语言对齐问题。使用 Attention Model 的基本思想是目标语言端的词往往只与源语言端部分词相关。而这个相关度通常用概率的形式表示。

这个过程基本为：首先计算当前上下文的环境与每个源语言词语的相关度（一个得分），然后使用 softmax 公式，将这个相关度转化为概率的形式，最后用得到的概率乘以对应源语言端词的隐含表示作为该词对预测目标的贡献，将所有源语言端的词贡献加起来作为预测下一个词的部分输入。

其中计算上下文环境与源语言词语的相关得分，是根据语言特性设计的一个对齐模型（Alignment Model），感兴趣的朋友可以深入了解一下。

通常情况下，单层 Attention Model 的不同之处主要在于相关分数计算方式的不同，接下来我们介绍三种通用的计算方式。同时在后文中，不再重复叙述 Attention Model 中根据相关分数计算输出向量的过程。



论文 Dipole: Diagnosis Prediction in Healthcare via Attention-based Bidirectional Recurrent Neural Networks，介绍了单个 Attention Model 在医疗诊断预测中的应用。

这个模型的输入是用户前 t 次的医疗代码（每次的医疗代码用 one-hot 的形式表示），输出是用户下一时刻的医疗诊断类型。使用 Attention Model 的思想是：用户下一时刻被诊断的疾病类型可能更与前面某一次或某几次的医疗诊断相关。论文模型框架如下。 

本篇论文和前一篇论文 Attention 模型的差别主要在于每个源输入单位与目标输出的相关分数计算方式。本文介绍了三种通用的得分计算公式（见下图右上角）：主要有和位置相关的计算方式（location-based）、与指定目标相关并通过点积计算得到的计算方式（General）以及与指定目标相关并通过拼接计算得到的计算方式（Concatenation-based）。



论文 Dynamic Attention Deep Model for Article Recommendation by Learning Human Editors’ Demonstration 介绍了单个 Attention Model 在新闻推荐/筛选领域的应用。该模型的输入是一个文章的文本和种类信息，输出是0/1，表示输入的新闻是否被选中（二分类问题）。

下图展示的是该模型的 Attention Model 部分，未展示的部分是处理输入数据的过程，该过程是通过 CNN 等模型将文本和种类特征处理成固定维度的隐含向量表示。

论文的整体思路为：根据新闻的文本信息和种类信息，考虑新闻的时效性和时间特征。它主要是基于两个假设：第一，用户在不同的日子可能会有不同的喜好，比如用户在周一更喜欢金融类的新闻，而在周五可能更喜欢娱乐相关的论文；第二，不同类型的新闻时效性也不同，金融相关的新闻时效性短，而娱乐类的新闻时效性长。 

该论文中 Attention Model 的作用是，在第 t 时刻，给定新闻的文本和种类信息，不仅仅考虑第 t 时刻的模型（假设考虑一周中不同日子的影响，则有 7 个模型），我们也考虑该新闻在其他时刻的影响，然后根据新闻在各个时刻下的影响度随着时间的变化，综合考虑该新闻被选择的概率。 但是这个模型人工干涉的部分太多，随着假设的增加，模型会越来越复杂。



论文 Enhancing Recurrent Neural Networks with Positional Attention for Question Answering 将 Attention Model 变形，然后应用于问答系统（Question Answer）。该模型输入为“问题”句子中所有词语的词向量，输出“回答”句子中所有词语的词向量。

该论文使用 Attention Model 的假设为：如果“问题”句子中某个单词出现在“回答”句子中，则在“回答”句子中该单词周围的词语影响度更大，且该影响度随距离变化呈高斯分布。

通过拟合高斯分布得到所有输入词的影响概率，然后将影响概率作为权重，和输入向量加权求和得到基于位置的影响向量，最后将得到的影响向量作为指定向量，计算所有输入单词的隐含向量与该指定向量的相关度，通过 Attention Model 计算得到的向量作为输入帮助完成预测。

这篇论文中，相关度的计算并没有使用上面提到的三种方法，而是根据问题的实际情况以及模型的前提假设进行变型。



论文 Video Question Answering via Attribute-Augmented Attention Network Learning 使用基于属性扩展的 Attention Model 来解决以给定视频作为背景材料的问题。

本文的基本思路是根据问题发现哪一部分视频和这个问题相关，从而能生成更加相关答案。本文的输入包括，多帧视频信息（视频每一帧通过 CNN 等模型得到固定维度的隐含向量表示）以及处理问题（文本信息）得到隐含向量表示，输出为回答中的多个单词。

其实这篇论文只简单地将每一帧视频处理成一个固定向量，且 multi-modal 部分的求和取平均有些过于简单。如果能更精确地分析每一帧画面相关的重点信息，结果应该会更加优化。



而接下来，我们要介绍多注意力机制（Hierarchical Attention 以及 Dual Attention）是如何更加精确地完成任务。

4. 多注意力机制（Hierarchical Attention & Dual Attention）

论文 A Context-aware Attention Network for Interactive Interactive Question Answering 介绍了如何用 Hierarchical Attention Model 完成 QA 任务。

该任务的输入是：给定文档（多个句子，每个句子由多个单词组成）的所有词向量，以及给定问题的隐含向量表示；输出是：回答句子中的一个个单词。

本文 Attention Model 部分的基本思路为：首先在给定的文档集中的每一个句子中，计算该句子中每一个单词和给定问题的相关度，通过这一层的 Attention Model 计算得到的向量作为每个句子的隐含向量表示；然后在给定的文档集中，计算每一个句子和给定问题的相关度，然后利用第二层 Attention Model 计算得到的向量作为 Context vector，用以生成回答。



论文 Leveraging Contextual Sentence Relations for Extractive Summarization Using a Neural Attention Model 介绍了如何使用 Hierarchical Attention Model 完成文章的摘要提取。

摘要提取这类任务的输入是一个文档中所有词向量，输出是 0/1，表示每一个句子是否作为摘要。摘要提取的一个关键是判断哪些词语或者哪些句子更具有代表性，更能代表其他词语或者句子，而通常的做法就是对于句子 t ，计算 [1,t-1] 以及 [t+1,] 与 t 的cosine相似度，作为判断 t 是否作为摘要的依据。

首先，对每一个词计算其对该句子的贡献率（影响概率），通过单词级别（word-level）的 Attention Model 计算生成的向量作为句子的隐含向量；而在句子级别计算每个句子和其前面 t-1 个句子的相似度，利用第二层 Attention 生成的上文相关向量，同时计算每个句子和其后面所有句子的相似度，利用第二层 Attention 生成的下文相关向量；最后将上文下文相关向量作为最终预测的一部分输入。 



上述文章中的 Attention Model 与前一篇论文类似，都是用了单词级别（word-level）和句子级别（sentence-level）的 Hierarchical Attention Model。

当然，这种 Hierarchical Attention Model 不仅可以使用在 NLP 领域，它在很多领域都有不错的发展。接下来这篇文章就介绍了 Hierarchical Attention Model 在医疗领域的应用。 

论文 Learning to Generate Rock Deions from Multivariate Well Logs with Hierarchical Attention 介绍了如何利用 Hierarchical Attention Model 帮助生成岩石描述。

该模型的输入是钻井得到的多类数据（每类数据的数值随时间或者其他维度不断变化）以及词典集中所有单词的词向量，输出为岩石描述的文本。它第一层 Attention Model 是为了判断，在预测下一个描述词时，每类数据中具体哪个数值与该描述词相关；而第二层 Attention Model 的意义在于判断在预测下一个描述词时，哪一类数据与该描述词相关。



前三篇论文都是关于 Hierarchical Attention Model，接下来介绍一篇关于 Dual Attention 的论文。论文 Interpretable Convolutional Neural Networks with Dual Local and Global Attention for Review Rating Prediction 介绍了如何将 Dual Attention Model 用于推荐系统。

这个模型有两个输入：User Network 的输入是该用户给出的所有评论；Item Network 的输入是该产品收到的所有评论。输出是该用户对给定产品的评分。

本文有一个假设：不同用户对喜爱或者厌恶情感的表达是不同的，比如一个用户喜欢打高分，不喜欢的产品他可能打 4 分，但是另一个用户喜欢打低分，他喜欢的产品也仅仅给 4 分，因此要根据用户真正的喜好来推荐，而不能仅仅把用户的评分作为依据。

本文的 Dual Attention Model，是一个平行的模型，不同于前三篇文章第一层 Attention Model 的输出是第二层 Attention Model 的输入。这个 Dual Attention 由一个 Local-Attention（L-Attn）和一个 Global-Attention（G-Attn）组成。L-Attn 旨在在滑动窗口中发掘出一些有意义的关键词（可以根据这些关键词发掘用户的喜好，比如“喜欢”、“裙子”）；而 G-Attn 旨在抓住用户的整体情感表达情况（假设中提到的）。

同理，在 Item Network 中也使用 L- 和 G-Attn 用来抓住一些和该产品有关的关键词以及其他用户对这个产品的一个整体喜好情况。然后将 Dual Attention Model 得到的输出拼接起来作为完成最终任务的输入。



5. 基于知识图谱或者领域知识的注意力机制（Knowledge-base Attention）

论文 Attentive Collaborative Filtering: Multimedia Recommendation with Item- and Component-Level Attention 介绍了基于领域知识的注意力机制如何用于推荐系统的。其中的 Attention Model 框架和上一节中介绍的 Hierarchical Attention Model 十分类似，唯一的不同就是它的输入使用了其他领域信息。

不同于传统的 CF 推荐模型，本文有如下假设：两个用户同时喜欢一件衣服，有人因为它的颜色，有人因为它的裁剪，在实际推荐中，精准分析将提升推荐准确性。因此某一个产品的隐含向量表示不再是固定不变的了，它会根据用户的喜好有不同的表现。模型的输入是用户之前购买的所有产品以及每个产品的多个特征表示，输出是用户喜欢该产品的可能性。 

首先，对于每一个输入的产品，计算用户特征向量和该产品每一个特征的相关度，通过第一层 Attention Model 计算得到的向量作为该产品的隐含表示；然后计算用户特征向量和所有输入产品的相关度，通过第二层 Attention Model 计算得到的向量作为用户的喜好特征，从而完成最终的推荐任务。



当我们要引入知识图谱或者领域知识时，并不代表模型会十分复杂，也不是说 Attention 的层数越高，模型越好。论文 GRAM: Graph-based Attention Model For Healthcare Representation Learning 就用了一个简单漂亮的模型完成了预测任务。

和小节 2 中提到的 Dipole 模型一样，这是一个医疗诊断预测问题。这个模型的输入是用户前 t 次的医疗代码（每次的医疗代码用 one-hot 的形式表示），输出是用户下一时刻的医疗诊断类型。但是有很多医疗代码数据稀疏甚至缺失，导致该医疗代码的隐含向量表示不能很好地完成预测任务。本文通过引入知识图谱信息一定程度地改善了这种情况。

首先引入外部知识图谱，这个知识图谱是一个有向无环图，每个节点的父节点表示了一种相关但更宽泛的定义/概念。当医疗代码 c_i 信息稀少或者缺失时，可以考虑使用更加宽泛的定义。而 Attention Model 就是用来判断 c_i,c_g,c_c,c_a（从叶子节点到根结点上所有节点）对预测任务的贡献度。



6. 总结

上文介绍了单层 Attention Model， 多层 Attention Model（包括 Hierarchical Attention 和 Dual Attention）以及引入知识图谱或者领域信息的 Attention Model 的一些变型和应用。可以发现，对于某一个问题或者时序任务，如果能针对任务提出合理的假设，Attention Model 会有很多种变型和应用的。
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AlphaGo Zero = 启发式搜索 + 强化学习 + 深度神经网络，你中有我，我中有你，互相对抗，不断自我进化。使用深度神经网络的训练作为策略改善，蒙特卡洛搜索树作为策略评价的强化学习算法。

1. 论文正文内容详细解析

先上干货论文：Mastering the Game of Go without Human Knowledge [1]，之后会主要以翻译论文为主，在语言上尽量易懂，避免翻译腔。

AlphaGo Zero，从本质上来说完全不同于打败樊麾和李世石的版本。

算法上，自对弈强化学习，完全从随机落子开始，不用人类棋谱。之前使用了大量棋谱学习人类的下棋风格）。

数据结构上，只有黑子白子两种状态。之前包含这个点的气等相关棋盘信息。

模型上，使用一个神经网络。之前使用了策略网络（基于深度卷积神经网）学习人类的下棋风格，局面网络（基于左右互搏生成的棋谱，为什么这里需要使用左右互搏是因为现有的数据集不够，没法判断落子胜率这一更难的问题）来计算在当前局面下每一个不同落子的胜率。

策略上，基于训练好的这个神经网，进行简单的树形搜索。之前会使用蒙特卡洛算法实时演算并且加权得出落子的位置。

1.1 AlphaGo Zero 的强化学习

1.1.1 问题描述

在开始之前，必须再过一遍如何符号化的定义一个围棋问题。

围棋问题，棋盘19×19=361 个交叉点可供落子，每个点三种状态，白（用1 表示），黑（用 -1 表示），无子（用0 表示），用描述此时棋盘的状态，即棋盘的状态向量记为（state 首字母）。



假设状态下，暂不考虑不能落子的情况， 那么下一步可走的位置空间也是 361 个。将下一步的落子行动也用一个 361 维的向量来表示，记为（action 首字母）。

公式1.2 假设其中1 在向量中位置为 39 ，则表示在棋盘 3行1列 位置落白子，黑白交替进行。

有以上定义，我们就把围棋问题转化为：任意给定一个状态，寻找最优的应对策略，最终可以获得棋盘上的最大地盘。

简而言之，看到，脑海中就是一个棋盘，上面有很多黑白子。看到，脑海中就想象一个人潇洒地落子。

1.1.2 网络结构

新的网络中，使用了一个参数为 θ（需要通过训练来不断调整） 的深度神经网络fθ。 

网络输入：19×19×17 0/1 值：现在棋盘状态的以及7步历史落子记录。最后一个位置记录黑白，0 白 1 黑。

网络输出（两个输出）：落子概率（362 个输出值）和一个评估值（[-1,1]之间）记为。

• 落子概率 P：向量表示下一步在每一个可能位置落子的概率，又称先验概率（加上不下的选择），即（公式表示在当前输入条件下在每个可能点落子的概率）。

• 评估值 v：表示现在准备下当前这步棋的选手在输入的这八步历史局面下的胜率（我这里强调局面是因为网络的输入其实包含历史对战过程）。

网络结构：基于 Residual Network（大名鼎鼎 ImageNet 冠军 ResNet）的卷积网络，包含 20 或 40 个 Residual Block（残差模块），加入批量归一化 Batch normalisation 与非线性整流器 rectifier non-linearities 模块。

1.1.3 改进的强化学习算法

自对弈强化学习算法（什么是强化学习[2]，非常建议先看看强化学习的一些基本思想和步骤，有利于理解下面策略、价值的概念，推荐系列笔记 [3]）。

在每一个状态，利用深度神经网络 fθ 预测作为参照执行 MCTS 搜索（蒙特卡洛搜索树算法 [4]），MCTS 搜索的输出是每一个状态下在不同位置对应的概率 π（注意这里是一个向量，里面的值是 MCTS 搜索得出的概率值），一种策略，从人类的眼光来看，就是看到现在局面，选择下在每个不同的落子的点的概率。如下面公式的例子，下在 (1,3) 位置的概率是 0.92 ，有很高概率选这个点作为落子点。



MCTS 搜索得出的落子概率比 fθ输出的仅使用神经网络输出的落子概率p更强，因此，MCTS 可以被视为一个强力的策略改善（policy improvement）过程。 

使用基于 MCTS 提升后的策略（policy）来进行落子，然后用自对弈最终对局的胜者 z作为价值（Value），作为一个强力的策略评估（policy evaluation）过程。 

并用上述的规则，完成一个通用策略迭代算法去更新神经网络的参数 θ，使得神经网络输出的落子概率和评估值，即更加贴近能把这盘棋局赢下的落子方式（使用不断提升的 MCST 搜索落子策略 π 和自对弈的胜者 z作为调整依据）。并且，在下轮迭代中使用新的参数来进行自对弈。 

在这里补充强化学习的通用策略迭代（Generalized Policy Iteration）方法。

• 从策略 π0开始 

• 策略评估（Policy Evaluation）- 得到策略 π0的价值 vπ0（对于围棋问题，即这一步棋是好棋还是臭棋） 

• 策略改善（Policy Improvement）- 根据价值 vπ0，优化策略为 π0+1（即人类学习的过程，加强对棋局的判断能力，做出更好的判断） 

• 迭代上面的步骤 2 和 3，直到找到最优价值 v∗，可以得到最优策略 π∗



△ Figure 1

图 a 表示自对弈过程 s1,…,sT。在每一个位置 st，使用最新的神经网络 fθ 执行一次 MCTS 搜索 αθ。根据搜索得出的概率 at∼πi 进行落子。终局 sT 时根据围棋规则计算胜者 z。πi 是每一步时执行 MCTS 搜索得出的结果（柱状图表示概率的高低）。

图 b 表示更新神经网络参数过程。使用原始落子状态作为输入，得到此棋盘状态下下一步所有可能落子位置的概率分布pt和当前状态下选手的赢棋评估值 vt。

以最大化 pt 与 πt 相似度和最小化预测的胜者 vt 和局终胜者 z 的误差来更新神经网络参数 θ （详见公式1），更新参数 θ ，下一轮迭代中使用新神经网络进行自我对弈。 

我们知道，最初的蒙特卡洛树搜索算法是使用随机来进行模拟，在 AlphaGo1.0 中使用局面函数辅助策略函数作为落子的参考进行模拟。在最新的模型中，蒙特卡洛搜索树使用神经网络 fθ 的输出来作为落子的参考（详见下图 Figure 2）。

每一条边（每个状态下的落子选择）保存的是三个值：先验概率，访问次数，行动价值。

每次模拟（模拟一盘棋，直到分出胜负）从根状态开始，每次落子最大化上限置信区间，其中



，直到遇到叶子节点 s′。

叶子节点（终局）只会被产生一次用于产生先验概率和评估值，符号表示即 fθ(s′)=(P(s′,⋅),V(s′))。 

模拟过程中遍历每条边时更新记录的统计数据。访问次数加一；更新行动价值为整个模拟过程的平均值，即



表示在模拟过程中从走到的所有落子行动。



△ Figure 2

图 a 表示模拟过程中遍历时选 Q+U 更大的作为落子点。 

图 b 表示叶子节点 sL 的扩展和评估。使用神经网络对状态 sL 进行评估，即 fθ(sL) = (P(sL,⋅),V(sL)) ，其中 P 的值存储在叶子节点扩展的边中。

图 c 更新行动价值Q 等于此时根状态所有子树评估值 V 的平均值。

图 d 表示当 MCTS 搜索完成后，返回这个状态下每一个位置的落子概率π，成比例于 N1/τ（N 为访问次数，τ 为控温常数）。

MCTS 搜索可以看成一个自对弈过程中决定每一步如何下的依据，根据神经网络的参数 θ 和根的状态去计算每个状态下落子位置的先验概率，记为，幂指数正比于访问次数，τ 是温度常数。

1.1.4 训练步骤总结

使用 MCTS 下每一步棋，进行自对弈，强化学习算法（必须了解通用策略迭代的基本方法）的迭代过程中训练神经网络。

• 神经网络参数随机初始化 θ0 

• 每一轮迭代 i⩾1，都自对弈一盘（见Figure-1） 

• 第 t 步：MCTS 搜索 πt=αθi−1(st) 使用前一次迭代的神经网络fθi−1，根据MCTS结构计算出的落子策略 πt 的联合分布进行【采样】再落子

• 在 T 步 ：双方都选择跳过；搜索时评估值低于投降线；棋盘无地落子。根据胜负得到奖励值 Reward rT∈{−1,+1}

• MCTS 搜索下至中盘的过程的每一个第 t 步的数据存储为，其中 zt=±rT表示在第t 步时的胜者 

• 同时，从上一步迭代时自对弈棋局过程中产生的数据（为训练数据，π,z 为标签）中采样（这里的采样是指选 Mini-Batch）来训练网络参数 θi

• 神经网络以最大化 pt 与 πt 相似度和最小化预测的胜者 vt 和局终胜者 z 的误差来更新神经网络参数 θ，损失函数公式如下：

其中 c 是 L2 正则化的系数。

1.2 AlphaGo Zero 训练过程中的经验

最开始，使用完全的随机落子训练持续了大概 3 天。训练过程中，产生 490 万场自对弈，每次 MCTS 大约 1600 次模拟，每一步使用的时间 0.4 秒。使用了 2048 个位置的 70 万个 Mini-Batches 来进行训练。训练结果如下，图3：



△ Figure 3

图 a 表示随时间 AlphaGo Zero 棋力的增长情况，显示了每一个不同的棋手 αθi 在每一次强化学习迭代时的表现，可以看到，它的增长曲线非常平滑，没有很明显的震荡，稳定性很好。图 b 表示的是预测准确率基于不同迭代第 i 轮的 fθi。图 c 表示的 MSE（平方误差）。

在 24 小时的学习后，无人工因素的强化学习方案就打败了通过模仿人类棋谱的监督学习方法为了分别评估结构和算法对结构的影响，得到了，下图 4：



△ Figure 4

dual-res 表示 AlphaGo Zero，sep-conv 表示 AlphaGo Lee（击败李世乭的）使用的网络结构（P+V 且分开）。

1.3 AlphaGo Zero 学到的知识

在训练过程中，AlphaGo Zero 可以一步步的学习到一些特殊的围棋技巧（定式），如图 5：



△ 图5

中间的黑色横轴表示的是学习时间，图 a 对应的 5 张棋谱展现的是不同阶段 AlphaGo Zero 在自对弈过过程中展现出来的围棋定式上的新发现。图 b 展示在右星位上的定式下法的进化。可以看到训练到 50 小时，点三三出现了，但再往后训练，b 图中的第五种定式高频率出现，在 AlphGa Zero 看来，这一种形式似乎更加强大。图 c 展现了前 80 手自对弈的棋谱伴随时间，明显有很大的提升，在第三幅图中，已经展现出了比较明显的围的倾向性。

1.4 AlphaGo Zero 的最终实力

之后，最终的 AlphaGo Zero 使用 40 个残差模块，训练接近 40 天。在训练过程中，产生了 2900 万盘的自对弈棋谱，使用了 310 万个 Mini-Batches 来训练神经网络，每一个 Mini-Batch 包含了 2048 个不同的状态。（覆盖的状态数是 63 亿（），但和围棋的解空间 相比真的很小，也从侧面反映出，围棋中大部分选择都是冗余的。在一个棋盘局面下，根据先验概率，估计只有 15-20 种下法是值得考虑的）。

被评测不同版本使用计算力的情况，AlphaGo Zero 和 AlphaGo Master 被部署到有4 个 TPUs 的单机上运行（主要用于做模型的输出预测 Inference 和 MCTS 搜索），AlphaGo Fan（打败樊麾版本）和 AlphaGo Lee（打败李世乭版本） 分布式部署到机器群里，总计有 176GPUs 和 48GPUs（Goolge 真有钱）。还加入了raw network，它是每一步的仅仅使用训练好的深度学习神经网的输出 pa 为依据选择最大概率点来落子，不使用 MCTS 搜索（Raw Network 裸用深度神经网络的输出已经十分强大，甚至已经接近了 AlphaGo Fan） 。

下图 6 展示不同种 AlphaGo 版本的棋力情况：



△ 图6

图 a 随着训练时间棋力的增强曲线，图 b 裸神经网络得分 3055，AlphaGo Zero 得分 5185，AlphaGo Master 得分 4858，AlphaGo Lee 得分 3738，AlphaGo Fan 得分 3144。

最终，AlphaGo Zero 与 AlphaGo Master 的对战比分为 89：11，对局中限制一场比赛在 2 小时之内（新闻中的零封是对下赢李世乭的 AlphaGo Lee）。

2. 论文附录内容

我们知道，Nature 上的文章一般都是很强的可读性和严谨性，每一篇文章的正文可能只有 4-5 页，但是附录一般会远长于正文。基本所有你的技术细节疑惑都可以在其中找到结果，这里值列举一些我自己比较感兴趣的点，如果你是专业人士，甚至想复现 AlphaGo Zero，读原文更好更精确。

2.1 自对弈训练工作流

AlphaGo Zero 的工作流由三个模块构成，可以异步多线程进行：深度神经网络参数θi 根据自对弈数据持续优化；持续对棋手 αθi 棋力值进行评估；使用表现最好的 αθ∗ 用来产生新的自对弈数据。

2.1.1 优化参数

每一个神经网络 fθi 在 64 个 GPU 工作节点和 19 个 CPU 参数服务器上进行优化。 

批次（batch）每个工作节点 32 个，每一个 mini-batch 大小为 2048。每一个 mini-batch 的数据从最近 50 万盘的自对弈棋谱的状态中联合随机采样。 

神经网络权重更新使用带有动量（momentum）和学习率退火（learning rate annealing）的随机梯度下降法（SGD），损失函数见公式 1。

学习率退火比率见下表：



动量参数设置为 0.9，L2 正则化系数设置为，优化过程每 1000 个训练步数执行一次，并使用这个新模型来生成下一个 Batch 的自对弈棋谱。

2.1.2 评估器

在使用检查点（checkpoint）新的神经网络去生成自对弈棋谱前，使用现有的最好网络来对它进行评估。评估神经网络fθi 的方法是使用fθi 进行 MCTS 搜索得出 αθi。

每一个评估由400 盘对局组成，MCTS 搜索使用 1600 次模拟，将温度参数设为无穷小 τ⇒0（目的是为了使用最多访问次数的落子下法去下，追求最强的棋力），如果新的选手 αθi 胜率大于 55%，将这个选手更新为最佳选手 αθ∗，用来产生下一轮的自对弈棋谱，并且设为下一轮的比较对象。

2.1.3 自对弈

通过评估器，现在已经有一个当前的最好棋手 αθ∗，使用它来产生数据。在每一次迭代中，αθ∗ 自对弈 25000 盘，其中每一步使用 1600 次 MCTS 模拟（每一步大约会花费 0.4 秒）。

前 30 步，温度 τ=1，与 MCTS 搜索中的访问次数成正比，目的是保证前 30 步下法的多样性。在之后的棋局中，温度设为无穷小。并在先验概率中加入狄利克雷噪声，其中 η∼Dir(0.03) 且 ϵ=0.25。这个噪声保证所有的落子可能都会被尝试，但可能下出臭棋。

投降阈值vrerign 自动设为错误正类率（如果 AlphaGo 没有投降可以赢的比例）小于 5%，为了测量错误正类（false positives），在 10% 的自对弈中关闭投降机制，必须下完。

2.2 搜索算法

这一部分详解的 AlphaGo Zero 的算法核心示意图（Figure2）。

每一个搜索树的中的节点包含一条边对应所有可能的落子，每一条边存储一个数据集。

分别表示 MCST 的访问次数、行动价值的总和、行动价值的均值和选择这条边的先验概率。

多线程执行多次模拟，每一次迭代过程先重复执行 1600 次 Figure 2 中的前 3 个步骤，计算出一个 π ，根据这个向量下现在的这一步棋。 

2.2.1 Selcet - Figure2a

MCTS 中的选择步骤和之前的版本相似，详见 AlphaGo 之前的详解文章[5]，这篇博文详细通俗的解读了这个过程。概括来说，假设 L 步走到叶子节点，当走第 t 步时，根据搜索树的统计概率落子。



其中计算使用 PUCT 算法的变体。



其中 cpuct 是一个常数。这种搜索策略落子选择最开始更趋向于高先验概率和低访问次数的，但逐渐的会更加趋向于选择有着更高行动价值的落子。

2.2.2 Expand and evaluate - Figure 2b

将叶子节点加到一个队列中等待输入至神经网络进行评估，，其中 di 表示一个 1 至 8 的随机数来表示双面反射和旋转选择（从 8 个不同的方向进行评估）。

队列中的不同位置组成一个大小为 8 的 mini-batch 输入到神经网络中进行评估。整个 MCTS 搜索线程被锁死直到评估过程完成。叶子节点被展开，每一条边被初始化为。之后将神经网络的输出值 v 传回。

2.2.3 Backup - Figure 2c

沿着回溯的路线将边的统计数据更新。



注解：在的更新中，使用了神经网络的输出 v，而最后的价值就是策略评估中的使用虚拟损失（virtual loss）确保每一个线程评估不同的节点。

2.2.4 Play - Figure 2d

进行了一次 MCTS 搜索后，AlphaGo Zero 才从状态下走出第一步，与访问次数成幂指数比例。



其中 τ 是一个温度常数用来控制探索等级（level of exploration）。搜索树会在接下来的走子中继续使用，如果孩子节点和落子的位置吻合，它就成为新的根节点，保留子树的所有统计数据，同时丢弃其他的树。如果根的评价值和它最好孩子的评价值都低于 vresign，AlphaGo Zero 就认输。

与之前的版本的 MCTS 相比，AlphaGo Zero 最大的不同是没有使用走子网络（Rollout），而是使用一个神经网络。

2.3 数据集

GoKifu 数据集：http://gokifu.com/

KGS 数据集：https://u-go.net/gamerecords/ 

2.4 图 5 更多细节



△ Figure 5a 中每种定式出现的频率图



△ Figure 5b 中每种定式出现的频率图

3. 总结与随想

AlphaGo Zero = 启发式搜索 + 强化学习 + 深度神经网络，你中有我，我中有你，互相对抗，不断自我进化。使用深度神经网络的训练作为策略改善，蒙特卡洛搜索树作为策略评价的强化学习算法。

之后提出一些我在看论文时带着的问题，最后给出我仔细看完每一行论文后得出的回答，如有错误，请批评指正。

3.1 问题与个人答案

Q: 训练好的 Alpha Zero 在真实对弈时，在面对一个局面时如何决定下在哪个位置？

A: 评估器的落子过程即最终对弈时的落子过程（自对弈中的落子就是真实最终对局时的落子方式）：使用神经网络的输出 p 作为先验概率进行 MCTS 搜索，每步1600次（最后应用的版本可能和每一步的给的时间有关）模拟，前 30 步采样落子，剩下棋局使用最多访问次数来落子，得到 π ，然后选择落子策略中最大的一个位置落子。

Q: AlphaGo Zero 的 MCTS 搜索算法和和上个版本的有些什么区别？

A: 对于 AlphaGo Zero 来说，最大的区别在于，模拟过程中依据神经网络的输出 p 的概率分布采样落子。采样是关键词，首先采样保证一定的随机特性，不至于下的步数过于集中。其次，如果模拟的盘数足够多，那这一步就会越来越强 其次，在返回（Bakcup）部分每一个点的价值（得分），使用了神经网络的输出 v。这个值也是策略评估的重要依据。

Q: AlphaGo Zero 中的策略迭代法是如何工作的？

A: 策略迭代法（Policy Iteration）是强化学习中的一种算法，简单来说：以某种策略（π0）开始，计算当前策略下的价值函数（vπ0）；然后利用这个价值函数，找到更好的策略（Evaluate 和 Improve）；接下来再用这个更好的策略继续前行，更新价值函数……这样经过若干轮的计算，如果一切顺利，我们的策略会收敛到最优的策略（π∗），问题也就得到了解答。



对于 AlphaGo Zero 来说，简单总结如下：策略评估过程，即使用 MCTS 搜索每一次模拟的对局胜者，胜者的所有落子都获得更好的评估值；策略提升过程，即使用 MCTS 搜索返回的更好策略π；迭代过程，即神经网络输出 p 和 v 与策略评估和策略提升返回值的对抗（即神经网络的训练过程）。

总的来说，有点像一个嵌套过程，MCST 算法可以用来解决围棋问题，这个深度神经网络也可以用来解决围棋问题，而 AlphaGo Zero 将两者融合，你中有我，我中有你，不断对抗，不对自我进化。

Q: AlphaGo Zero 最精彩的是哪部分？

A: 毫无悬念的，我会选择这个漂亮的公式。看懂公式每一项的来历，即产生的过程，就读懂了 AlphaGo Zero。这个公式你中有我，我中有你，这是一个完美的对抗，完美的自我进化。

第二我觉得很精彩的点子是将深度神经网络作为一个模块嵌入到了强化学习的策略迭代法中。最关键的是，收敛速度快，效果好，解决各种复杂的局面（比如一个关于围棋棋盘的观看角度可以从八个方向来看的细节处理的很好，又如神经网络的输入状态选择了使用历史八步）。

3.2 随想评论

随着 AlphaGo Zero 的归隐，DeepMind 已经正式转移精力到其他的任务上了。期待这个天才的团队还能搞出什么大新闻。

对于围棋这项运动的影响可能是：以后的学围棋手段会发生变化，毕竟世界上能复现 AlphaGo Zero 的绝对很多，那么 AlphaGo Zero 的实力那就是棋神的感觉，向 AlphaGo Zero 直接学习不是更加高效嘛？另，围棋受到的关注也应该涨了一波，是利好。

感觉强化学习会越来越热，对于和环境交互这个领域，强化学习更加贴近于人类做决策的学习方式。个人预测，强化学习会在未来会有更多进展。AlphaGo Zero 可能仅仅是一个开头。

4. 相关资料链接

[1]AlphaGo Zero论文

https://deepmind.com/documents/119/agz_unformatted_nature.pdf

[2] 什么是强化学习？

https://mubu.com/doc/WNKomuDNl

[3]强化学习系列笔记

http://www.cnblogs.com/steven-yang/p/6481772.html

[4]蒙特卡洛搜索树—走子演算

http://t.cn/RWMmLdM

[5] 深入浅出看懂 AlphaGo 如何下棋

http://t.cn/RWM8HaZ
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前言

如果问我哪个是最方便、最好用的词向量模型，我觉得应该是 word2vec，但如果问我哪个是最漂亮的词向量模型，我不知道，我觉得各个模型总有一些不足的地方。且不说试验效果好不好（这不过是评测指标的问题），就单看理论也没有一个模型称得上漂亮的。

本文讨论了一些大家比较关心的词向量的问题，很多结论基本上都是实验发现的，缺乏合理的解释，包括：

	如何去构造一个词向量模型？

	为什么用余弦值来做近义词搜索？

	向量的内积又是什么含义？

	词向量的模长有什么特殊的含义？

	为什么词向量具有词类比性质？（国王-男人+女人=女王）

	得到词向量后怎么构建句向量？词向量求和作为简单的句向量的依据是什么？



这些讨论既有其针对性，也有它的一般性，有些解释也许可以直接迁移到对 glove 模型和 skip gram 模型的词向量性质的诠释中，读者可以自行尝试。 

围绕着这些问题的讨论，本文提出了一个新的类似 glove 的词向量模型，这里称之为 simpler glove，并基于斯坦福的 glove 源码进行修改，给出了本文的实现，具体代码在 Github 上。 

为什么要改进 glove？可以肯定的是 glove 的思想是很有启发性的，然而尽管它号称媲美甚至超越 word2vec，但它本身却是一个比较糟糕的模型（后面我们也会解释它为什么糟糕），因此就有了改进空间。

1. 从条件概率到互信息

目前，词向量模型的原理基本都是词的上下文的分布可以揭示这个词的语义，就好比“看看你跟什么样的人交往，就知道你是什么样的人”，所以词向量模型的核心就是对上下文的关系进行建模。

除了 glove 之外，几乎所有词向量模型都是在对条件概率 P(w|context) 进行建模，比如 Word2Vec 的 skip gram 模型就是对条件概率 P(w2|w1) 进行建模。

但这个量其实是有些缺点的，首先它是不对称的，即 P(w2|w1) 不一定等于P(w1|w2)，这样我们在建模的时候，就要把上下文向量和目标向量区分开，它们不能在同一向量空间中；其次，它是有界的、归一化的量，这就意味着我们必须使用 softmax 等方法将它压缩归一，这造成了优化上的困难。 

事实上，在NLP的世界里，有一个更加对称的量比单纯的 P(w2|w1) 更为重要，那就是：



这个量的大概意思是“两个词真实碰面的概率是它们随机相遇的概率的多少倍”，如果它远远大于 1，那么表明它们倾向于共同出现而不是随机组合的，当然如果它远远小于 1，那就意味着它们俩是刻意回避对方的。

这个量在 NLP 界是举足轻重的，我们暂且称它为“相关度“，当然，它的对数值更加出名，大名为点互信息（Pointwise Mutual Information，PMI）：



有了上面的理论基础，我们认为，如果能直接对相关度进行建模，会比直接对条件概率P(w2|w1) 建模更加合理，所以本文就围绕这个角度进行展开。在此之前，我们先进一步展示一下互信息本身的美妙性质。

1.1 互信息的可加性

相关度（等价地，互信息）在朴素假设下，有着非常漂亮的分解性质。所谓朴素假设，就是指特征之间是相互独立的，这样我们就有 P(a,b)=P(a)P(b)，也就是将联合概率进行分解，从而简化模型。

比如，考虑两个量 Q,A 之间的互信息，Q,A 不是单个特征，而是多个特征的组合：Q=(q1,…,qk),A=(a1,…,al)，现在考虑它们的相关度，即：



用朴素假设就得到：



用贝叶斯公式，得到：



再用一次朴素假设，得到：



这表明，在朴素假设下，两个多元变量的相关度，等于它们两两单变量的相关度的乘积。如果两边取对数，那么结果就更加好看了，即：



也就是说，两个多元变量之间的互信息，等于两两单变量之间的互信息之和，换句话说，互信息是可加的。

1.2 插播：番外篇

为了让大家更直观地理解词向量建模的原理，现在让我们想象自己是语言界的“月老”，我们的目的是测定任意两个词之间的“缘分”，为每个词寻找最佳的另一半铺路。

所谓“有缘千里来相会，无缘见面不相识”，对于每个词来说，最佳的另一半肯定都是它的“有缘词”。怎样的两个词才算是“有缘”呢？那自然是“你的眼里有我，我的眼里也有你”了。

前面已经说了，skip gram 模型关心的是条件概率 P(w2|w1)，导致的结果是“w1 的眼里有w2，w2 的眼里却未必有 w1”，也就是说，w2 更多的是词语界的“花花公子”，如“的”、“了”这些停用词，它们跟谁都能混在一起，但未必对谁都真心。

因此，为了“你中有我，我中有你”，就必须同时考虑 P(w2|w1) 和 P(w1|w2)，或者考虑一个更加对称的量——也就是前面说的“相关度”了。所以“月老”决定用相关度来定量描述两个词之间的“缘分”值。 

接下来，“月老”就开始工作了，开始逐一算词与词之间的“缘分”了。算着算着，他就发现严重的问题了。 

首先，数目太多了，算不完。要知道词语界可是有数万甚至数十万、将来还可能是数百万的词语，如果两两的缘分都算一次并记录下来，那将要一个数十亿乃至数万亿的表格，而且这工作量也不少，也许月老下岗了也还不能把它们都算完，但从负责任的角度，我们不能忽略任意两个词在一起的可能性。 

其次，词与词之间的 N 次邂逅，相对于漫漫历史长河，也不过是沧海一粟。两个词没有碰过面，真的就表明它们毫无缘分了吗？现在没有，可不代表将来没有。作为谨慎的月老，显然是不能这么武断下结论的。

词与词之间的关系错综复杂，因此哪怕两个词没有碰过面，也不能一刀切，也得估算一下它们的缘分值。

2. 几何词向量

上述“月老”之云虽说只是幻想，但所面临的问题却是真实的。按照传统 NLP 的手段，我们可以统计任意两个词的共现频率以及每个词自身的频率，然后去算它们的相关度，从而得到一个“相关度矩阵”。

然而正如前面所说，这个共现矩阵太庞大了，必须压缩降维，同时还要做数据平滑，给未出现的词对的相关度赋予一个合理的估值。

在已有的机器学习方案中，我们已经有一些对庞大的矩阵降维的经验了，比如 SVD 和 pLSA，SVD 是对任意矩阵的降维，而 pLSA 是对转移概率矩阵 P(j|i) 的降维，两者的思想是类似的，都是将一个大矩阵 A 分解为两个小矩阵的乘积 A≈BC，其中 B 的行数等于 A 的行数，C 的列数等于 A 的列数，而它们本身的大小则远小于 A 的大小。

如果对 B,C 不做约束，那么就是 SVD；如果对 B,C 做正定归一化约束，那就是 pLSA。

但是如果是相关度矩阵，那么情况不大一样，它是正定的但不是归一的，我们需要为它设计一个新的压缩方案。借鉴矩阵分解的经验，我们可以设想把所有的词都放在 n 维空间中，也就是用 n 维空间中的一个向量来表示，并假设它们的相关度就是内积的某个函数（为什么是内积？因为矩阵乘法本身就是不断地做内积）。



其中加粗的 vi,vj 表示词 wi,wj 对应的词向量。从几何的角度看，我们就是把词语放置到了 n 维空间中，用空间中的点来表示一个词。

因为几何给我们的感觉是直观的，而语义给我们的感觉是复杂的，因此，理想情况下我们希望能够通过几何关系来反映语义关系。下面我们就根据我们所希望的几何特性，来确定待定的函数 f。

事实上，glove 词向量的那篇论文中做过类似的事情，很有启发性，但 glove 的推导实在是不怎么好看。请留意，这里的观点是新颖的——从我们希望的性质，来确定我们的模型，而不是反过来有了模型再推导性质。

2.1 机场-飞机+火车=火车站

词向量最为人津津乐道的特性之一就是它的“词类比（word analogy）”，比如那个经典的“国王-男人+女人=女王”（这项性质是不是词向量所必需的，是存在争议的，但这至少算是个加分项）。

然而中英文语境不同，在中文语料中这个例子是很难复现的，当然，这样的例子不少，没必要死抠“洋例子”，比如在中文语料中，就很容易发现有“机场-飞机+火车=火车站”，准确来说，是：



为什么词向量会具有这种特性呢？最近一篇文章《Skip-Gram – Zipf + Uniform = Vector Additivity》对这个现象做了理论分析，文章中基于一些比较强的假设，最后推导出了这个结果。现在我们要做的一件可能比较惊人的事情是：把这个特性直接作为词向量模型的定义之一。

具体来说，就是词义的可加性直接体现为词向量的可加性，这个性质是词向量模型的定义。我们是要从这个性质出发，反过来把前一部分还没有确定下来的函数 f 找出来。这样一来，我们不仅为确定这个 f 找到了合理的依据，还解释了词向量的线性运算特性——因为这根本是词向量模型的定义，而不是模型的推论。 

既然是线性运算，我们就可以移项得到“机场+火车=火车站+飞机”。现在我们来思考一下，单从语义角度来理解，这个等式究竟表达了什么？

文章开头已经提到，词向量模型的假设基本都是用上下文的分布来推导词义，既然“机场+火车=火车站+飞机”，那么很显然就是说，“机场”与“火车”它们的共同的上下文，跟“火车站”与“飞机”的共同的上下文，两者基本是一样的。

说白了，语义等价就相当于说“如果两个人的择偶标准是很接近的，那么他们肯定也有很多共同点”。到这里，f 的形式就呼之欲出了。

2.2 模型的形式

因为词与词的相关程度用相关度来描述，所以如果“机场+火车=火车站+飞机”，那么我们会有： 



这里的 w 是上下文的任意一个词，由于我们不特别关心词序，只关心上下文本身的平均分布，因此，我们可以使用朴素假设来化简上式，那么根据式（6）得到：



代入前面假设的式（8），得到：



这里 Vw 是任意的，因此上式等价于成立： 



加上连续性条件的话，那么上述方程的通解就是（求解过程在一般的数学分析书籍应该都可以找到）：



也就是指数形式。现在我们就得到如下结果：为了让最后得到的词向量具有可加性，那么就需要对相关度用指数模型建模：



等价地，对互信息进行建模：



至此，我们完成了模型的形式推导，从形式上看类似对互信息矩阵的 SVD 分解。

2.3 忘记归一化

我们没有像通常的概率模型那样，除以一个归一化因子来完成概率的归一化。这样造成的后果是：对于本文的模型，当然也包括 glove 模型，我们不能讨论任意有关归一化的事情，不然会导致自相矛盾的结果。 

事实上，这是一种以空间换取时间的做法，因为我们没有除以归一化因子来归一化，但又必须让结果接近归一化，所以我们只能事先统计好所有的共现项的互信息并存好，这往往需要比较大的内存。

而这步骤换来的好处是，所有的共现项其实很有限（“词对”的数目总比句子的数目要少），因此当你有大规模的语料且内存足够多时，用 glove 模型往往比用 word2vec 的 skip gram 模型要快得多。 

此外，既然本文的模型跟 word2vec 的 skip gram 模型基本上就是相差了一个归一化因子，那么很显然，本文的一些推导过程能否直接迁移到 word2vec 的 skip gram 模型中，基本上取决于 skip gram 模型训练后它的归一化因子是否接近于 1。
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前言

本文作者在更别致的词向量模型：Simpler GloVe - Part 1一文中提出了一个新的类似 GloVe 的词向量模型 — Simpler GloVe。

本期我们将带来该系列的后半部分，包括对该词向量模型的详细求解、结果展示，以及代码和语料分享。 

模型的求解

损失函数

现在，我们来定义 loss，以便把各个词向量求解出来。用 P̃ 表示 P 的频率估计值，那么我们可以直接以下式为 loss：



相比之下，无论在参数量还是模型形式上，这个做法都比 GloVe 要简单，因此称之为 Simpler GloVe。GloVe模型是：



在 GloVe 模型中，对中心词向量和上下文向量做了区分，然后最后模型建议输出的是两套词向量的求和，据说这效果会更好，这是一个比较勉强的 trick，但也不是什么毛病。最大的问题是参数 bi,b̂j 也是可训练的，这使得模型是严重不适定的。我们有：



这就是说，如果你有了一组解，那么你将所有词向量加上任意一个常数向量后，它还是一组解。这个问题就严重了，我们无法预估得到的是哪组解，一旦加上的是一个非常大的常向量，那么各种度量都没意义了（比如任意两个词的 cos 值都接近1）。

事实上，对 GloVe 生成的词向量进行验算就可以发现，GloVe 生成的词向量，停用词的模长远大于一般词的模长，也就是说一堆词放在一起时，停用词的作用还明显些，这显然是不利用后续模型的优化的。（虽然从目前的关于 GloVe 的实验结果来看，是我强迫症了一些。）

互信息估算

为了求解模型，首先要解决的第一个问题就是 P(wi,wj),P(wi),P(wj) 该怎么算呢？P(wi),P(wj) 简单，直接统计估计就行了，但 P(wi,wj) 呢？怎样的两个词才算是共现了？

当然，事实上不同的用途可以有不同的方案，比如我们可以认为同出现在一篇文章的两个词就是碰过一次面了，这种方案通常会对主题分类很有帮助，不过这种方案计算量太大。更常用的方案是选定一个固定的整数，记为 window，每个词前后的 window 个词，都认为是跟这个词碰过面的。

一个值得留意的细节是：中心词与自身的共现要不要算进去？窗口的定义应该是跟中心词距离不超过 window 的词，那么应该要把它算上的，但如果算上，那没什么预测意义，因为这一项总是存在，如果不算上，那么会降低了词与自身的互信息。

所以我们采用了一个小 trick：不算入相同的共现项，让模型自己把这个学出来。也就是说，哪怕上下文（除中心词外）也出现了中心词，也不算进 loss中，因为数据量本身是远远大于参数量的，所以这一项总可以学习出来。

权重和降采样

GloVe 模型定义了如下的权重公式：



其中 Xij 代表词对 (wi,wj) 的共现频数，Xmax,α 是固定的常数，通常取 Xmax=100,α=3/4，也就是说，要对共现频数低的词对降权，它们更有可能是噪音，所以最后 GloVe 的 loss 是：



在本文的模型中，继续沿用这一权重，但有所选择。首先，对频数作 α 次幂，相当于提高了低频项的权重，这跟 word2vec 的做法基本一致。值得思考的是 min 这个截断操作，如果进行这个截断，那么相当于大大降低了高频词的权重，有点像 word2vec 中的对高频词进行降采样，能够提升低频词的学习效果。

但可能带来的后果是：高频词的模长没学好。我们可以在《模长的含义》这一小节中看到这一点。总的来说，不同的场景有不同的需求，因此我们在最后发布的源码中，允许用户自定义是否截断这个权重。

Adagrad

跟 GloVe 一样，我们同样使用 Adagrad 算法进行优化，使用 Adagrad 的原因是因为它大概是目前最简单的自适应学习率的算法。 

但是，我发现 GloVe 源码中的 Adagrad 算法写法是错的。我不知道 GloVe 那样写是刻意的改进，还是笔误（感觉也不大可能笔误吧？）。

总之，如果我毫不改动它的迭代过程，照搬到本文的 Simpler GloVe 模型中，很容易就出现各种无解的 nan，如果写成标准的 Adagrad，nan 就不会出现了。 

选定一个词对 wi,wj 我们得到 loss：



它的梯度是：



然后根据 Adagrad 算法的公式进行更新即可，默认的初始学习率选为 η=0.1，迭代公式为：



根据公式可以看出，Adagrad 算法基本上是对 loss 的缩放不敏感的，换句话说，将 loss 乘上 10 倍，最终的优化效果基本没什么变化，但如果在随机梯度下降中，将 loss 乘上 10 倍，就等价于将学习率乘以 10 了。

有趣的结果

最后，我们来看一下词向量模型（15）会有什么性质，或者说，如此煞费苦心去构造一个新的词向量模型，会得到什么回报呢？

模长的含义

似乎所有的词向量模型中，都很少会关心词向量的模长。有趣的是，我们上述词向量模型得到的词向量，其模长还能在一定程度上代表着词的重要程度。我们可以从两个角度理解这个事实。

在一个窗口内的上下文，中心词重复出现概率其实是不大的，是一个比较随机的事件，因此可以粗略地认为：



所以根据我们的模型，就有：



所以：



可见，词语越高频（越有可能就是停用词、虚词等），对应的词向量模长就越小，这就表明了这种词向量的模长确实可以代表词的重要性。事实上，−logP(w) 这个量类似 IDF，有个专门的名称叫 ICF，请参考论文《TF-ICF: A New Term Weighting Scheme for Clustering Dynamic Data Streams》。 

然后我们也可以从另一个角度来理解它，先把每个向量分解成模长和方向：



其中 |v| 模长是一个独立参数，方向向量 v/‖v‖ 是 n−1 个独立参数，n 是词向量维度。由于参数量差别较大，因此在求解词向量的时候，如果通过调整模长就能达到的，模型自然会选择调整模长而不是拼死拼活调整方向。因此，我们有：



对于像“的”、“了”这些几乎没有意义的词语，词向量会往哪个方向发展呢？前面已经说了，它们的出现频率很高，但本身几乎没有跟谁是固定搭配的，基本上就是自己周围逛，所以可以认为对于任意词 wi，都有



为了达到这个目的，最便捷的方法自然就是 ‖v的‖≈0 了，调整一个参数就可以达到，模型肯定乐意。也就是说对于频数高但是互信息整体都小的词语（这部分词语通常没有特别的意义），模长会自动接近于 0，所以我们说词向量的模长能在一定程度上代表词的重要程度。

在用本文的模型和百度百科语料训练的一份词向量中，不截断权重，把词向量按照模长升序排列，前 50 个的结果是：



可见这些词确实是我们称为“停用词”或者“虚词”的词语，这就验证了模长确实能代表词本身的重要程度。这个结果与是否截断权重有一定关系，因为截断权重的话，得到的排序是：



两个表的明显区别是，在第二个表中，虽然也差不多是停用词，但是一些更明显的停用词，如“的”、“是”等反而不在前面，这是因为它们的词频相当大，因此截断造成的影响也更大，因此存在拟合不充分的可能性（简单来说，更关注了低频词，对于高频词只是“言之有理即可”。）。

那为什么句号和逗号也很高频，它们又上榜了？因为一句话的一个窗口中，出现两次句号“。”的概率远小于出现两次“的”的概率，因此句号“。”的使用更加符合我们上述推导的假设，而相应地，由于一个窗口也可能出现多次“的”，因此“的”与自身的互信息应该更大，所以模长也会偏大。

词类比实验

既然我们号称词类比性质就是本模型的定义，那么该模型是否真的在词类比中表现良好？我们来看一些例子。



这里还想说明一点，词类比实验，有些看起来很漂亮，有些看起来不靠谱，但事实上，词向量反映的是语料的统计规律，是客观的。而恰恰相反，人类所定义的一些关系，反而才是不客观的。

对于词向量模型来说，词相近就意味着它们具有相似的上下文分布，而不是我们人为去定义它相似。所以效果好不好，就看“相似的上下文分布 ⇆ 词相近”这一观点（跟语料有关），跟人类对相近的定义（跟语料无关，人的主观想法）有多大差别。当发现实验效果不好时，不妨就往这个点想想。

相关词排序

留意式（15），也就是两个词的互信息等于它们词向量的内积。互信息越大，表明两个词成对出现的几率越大，互信息越小，表明两个词几乎不会在一起使用。因此，可以用内积排序来找给定词的相关词。

当然，内积是把模长也算进去了，而刚才我们说了模长代表的是词的重要程度，如果我们不管重要程度，而是纯粹地考虑词义，那么我们会把向量的范数归一后再求内积，这样的方案更加稳定：



根据概率论的知识，我们知道如果互信息为 0，也就是两个词的联合概率刚好就是它们随机组合的概率，这表明它们是无关的两个词。对应到式（15），也就是两个词的内积为 0。

而根据词向量的知识，两个向量的内积为 0，表明两个向量是相互垂直的，而我们通常说两个向量垂直，表明它们就是无关的。所以很巧妙，两个词统计上的无关，正好对应着几何上的无关。这是模型形式上的美妙之一。

需要指出的是，前面已经提到，停用词会倾向于缩小模长而非调整方向，所以它的方向就没有什么意义了，我们可以认为停用词的方向是随机的。这时候我们通过余弦值来查找相关词时，就有可能出现让我们意外的停用词了。

重新定义相似

注意上面我们说的是相关词排序，相关词跟相似词不是一回事。比如“单身”、“冻成”都跟“狗”很相关，但是它们并不是近义词；“科学”和“发展观”也很相关，但它们也不是近义词。

那么如何找近义词？事实上这个问题是本末倒置的，因为相似的定义是人为的，比如“喜欢”和“喜爱”相似，那“喜欢”和“讨厌”呢？如果在一般的主题分类任务中它们应当是相似的，但是在情感分类任务中它们是相反的。再比如“跑”和“抓”，一般情况下我们认为它们不相似，但如果在词性分类中它们是相似的，因为它们具有相同的词性。

回归到我们做词向量模型的假设，就是词的上下文分布来揭示词义。所以说，两个相近的词语应该具有相近的上下文分布，前面我们讨论的“机场-飞机+火车=火车站”也是基于同样原理，但那里要求了上下文单词一一严格对应，而这里只需要近似对应，条件有所放宽，而且为了适应不同层次的相似需求，这里的上下文也可以由我们自行选择。

具体来讲，对于给定的两个词 wi,wj 以及对应的词向量 vi,vj，我们要算它们的相似度，首先我们写出它们与预先指定的 N 个词的互信息，即：



和：



这里的 N 是词表中词的总数。如果这两个词是相似的，那么它们的上下文分布应该也相似，所以上述两个序列应该具有线性相关性，所以我们不妨比较它们的皮尔逊积矩相关系数：



其中是 [image: ⟨vi,vk⟩¯]是⟨vi,vk⟩ 的均值，即：



所以相关系数公式可以简化为：



用矩阵的写法（假设这里的向量都是行向量），我们有：



方括号这一块又是什么操作呢？事实上它就是：



也就是将词向量减去均值后排成一个矩阵 V，然后算 V⊤V，这是一个 n×n 的实对称矩阵，n 是词向量维度，它可以分解（Cholesky分解）为：



其中 U 是 n×n 的实矩阵，所以相关系数的公式可以写为：



我们发现，相似度还是用向量的余弦值来衡量，只不过要经过矩阵 U 的变换之后再求余弦值。

最后，该怎么选择这 N 个词呢？我们可以按照词频降序排列，然后选择前 N 个。

如果 N 选择比较大（比如 N=10000），那么得到的是一般场景下语义上的相关词，也就是跟前一节的结果差不多；如果 N 选择比较小，如 N=500，那么得到的是语法上的相似词，比如这时候“爬”跟“掏”、“捡”、“摸”都比较接近。

关键词提取

所谓关键词，就是能概括句子意思的词语，也就是说只看关键词也大概能猜出句子的整体内容。假设句子具有 k 个词 w1,w2,…,wk，那么关键词应该要使得：



最大，说白了，就是用词来猜句子的概率最大，而因为句子是预先给定的，因此 P(w1,w2,…,wk) 是常数，所以最大化上式左边等价于最大化右边。继续使用朴素假设：



代入我们的词向量模型，就得到：



所以最后等价于最大化：



现在问题就简单了，进来一个句子，把所有词的词向量求和得到句向量，然后句向量跟句子中的每一个词向量做一下内积（也可以考虑算 cos 得到归一化的结果），降序排列即可。简单粗暴，而且将原来应该是 𝒪(k2) 效率的算法降到了 𝒪(k)。效果呢？下面是一些例子。



可以发现，哪怕是对于长句，这个方案还是挺靠谱的。值得注意的是，虽然简单粗暴，但这种关键词提取方案可不是每种词向量都适用的，GloVe 词向量就不行，因为它的停用词模长更大，所以 GloVe 的结果刚刚是相反的：内积（或 cos）越小才越可能是关键词。

句子的相似度

让我们再看一例，这是很多读者都会关心的句子相似度问题，事实上它跟关键词提取是类似的。

两个句子什么时候是相似的甚至是语义等价的？简单来说就是看了第一个句子我就能知道第二个句子说什么了，反之亦然。这种情况下，两个句子的相关度必然会很大。设句子 S1 有 k 个词w1,w2,…,wk，句子 S2 有 l 个词 wk+1,wk+2,…,wk+l，利用朴素假设得到：



代入我们的词向量模型，得到：



所以最后等价于排序：



最终的结果也简单，只需要将两个句子的所有词相加，得到各自的句向量，然后做一下内积（同样的，也可以考虑用 cos 得到归一化的结果），就得到了两个句子的相关性了。

句向量

前面两节都暗示了，通过直接对词向量求和就可以得到句向量，那么这种句向量质量如何呢？

我们做了个简单的实验，通过词向量（不截断版）求和得到的句向量+线性分类器（逻辑回归），可以在情感分类问题上得到 81% 左右的准确率，如果中间再加一个隐层，结构为输入 128（这是词向量维度，句向量是词向量的求和，自然也是同样维度）、隐层 64（relu 激活）、输出 1（而分类），可以得到 88% 左右的准确率。

相比之下，LSTM 的准确率是 90% 左右，可见这种句向量是可圈可点的。要知道，用于实验的这份词向量是用百度百科的语料训练的，也就是说，本身是没有体现情感倾向在里边的，但它依然成功地、简明地挖掘了词语的情感倾向。

同时，为了求证截断与否对此向量质量的影响，我们用截断版的词向量重复上述实验，结果是逻辑回归最高准确率为 82%，同样的三层神经网络，最高准确率为 89%，可见，截断（也就是对高频词大大降权），确实能更好地捕捉语义。



代码、分享与结语

代码I

本文的实现位于：https://github.com/bojone/simpler_glove 

源码修改自斯坦福的 GloVe 原版，笔者仅仅是小修改，因为主要的难度是在统计共现词频这里，感谢斯坦福的前辈们提供了这一个经典的、优秀的统计实现案例。事实上，笔者不熟悉 C 语言，因此所作的修改可能难登大雅之台，万望高手斧正。 

此外，为了实现上一节的“有趣的结果”，在 github 中我还补充了 simpler_glove.py，里边封装了一个类，可以直接读取 C 版的 simpler glove 所导出的模型文件（txt 格式），并且附带了一些常用函数，方便调用。

代码II

这里有一份利用本文的模型训练好的中文词向量，预料训练自百科百科，共 100 万篇文章，约 30w 词，词向量维度为 128。其中分词时做了一个特殊的处理：把所有数字和英文都拆成单个的数字和字母了。如果需要实验的朋友可以下载： 

链接：http://pan.baidu.com/s/1jIb3yr8

密码：1ogw

结语

本文算是一次对词向量模型比较完整的探索，也算是笔者的理论强迫症的结果，幸好最后也得到了一个理论上比较好看的模型，初步治愈了我这个强迫症。而至于实验效果、应用等等，则有待日后进一步使用验证了。 

本文的大多数推导，都可以模仿地去解释 word2vec 的 skip gram 模型的实验结果，读者可以尝试。事实上，word2vec 的 skip gram 模型确实跟本文的模型有着类似的表现，包括词向量的模型性质等。 

总的来说，理论与实验结合是一件很美妙的事情，当然，也是一件很辛苦的事情，因为就以上这些东西，就花了我几个月思考时间。
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基于神经网络的实体识别和关系抽取联合学习 | PaperWeekly #54

作者丨罗凌

学校丨大连理工大学博士生

研究方向丨深度学习，文本分类，实体识别

联合学习（Joint learning）一词并不是一个最近才出现的术语，在自然语言处理领域，很早就有研究者使用基于传统机器学习的联合模型（Joint model）来对一些有些密切联系的自然语言处理任务进行联合学习。例如实体识别和实体标准化联合学习，分词和词性标注联合学习等等。

最近，研究者们在基于神经网络方法上进行实体识别和关系抽取联合学习，我阅读了一些相关工作，在此和大家一起分享学习（本文中引用了一些论文作者 Suncong Zheng 的 PPT 报告）。

引言

本文关注的任务是从无结构的文本中抽取实体以及实体之间的关系（实体 1-关系-实体 2，三元组），这里的关系是我们预定义好的关系类型，例如下图：



目前有两大类方法，一种是使用流水线的方法（Pipelined Method）进行抽取：输入一个句子，首先进行命名实体识别，然后对识别出来的实体进行两两组合，再进行关系分类，最后把存在实体关系的三元组作为输入。

流水线的方法存在的缺点有：

1. 错误传播，实体识别模块的错误会影响到下面的关系分类性能；

2. 忽视了两个子任务之间存在的关系，例如图中的例子，如果存在 Country-President 关系，那么我们可以知道前一个实体必然属于 Location 类型，后一个实体属于 Person 类型，流水线的方法没法利用这样的信息；

3. 产生了没必要的冗余信息，由于对识别出来的实体进行两两配对，然后再进行关系分类，那些没有关系的实体对就会带来多余信息，提升错误率。 



理想的联合学习应该如下图：输入一个句子，通过实体识别和关系抽取联合模型，直接得到有关系的实体三元组。这种可以克服上面流水线方法的缺点，但是可能会有更复杂的结构。



联合学习

这里我主要关注的基于神经网络方法的联合学习，我把目前的工作主要分为两大类：1. 参数共享（Parameter Sharing）和 2. 标注策略（Tagging Scheme）。主要涉及到下面一些相关工作。



参数共享

论文《Joint Entity and Relation Extraction Based on A Hybrid Neural Network》，Zheng 等人利用共享神经网络底层表达来进行联合学习。

具体的，对于输入句子通过共用的 word embedding 层，然后接双向的 LSTM 层来对输入进行编码。然后分别使用一个 LSTM 来进行命名实体识别（NER）和一个 CNN 来进行关系分类（RC）。

相比现在主流的 NER 模型 BiLSTM-CRF 模型，这里将前一个预测标签进行了 embedding 再传入到当前解码中来代替 CRF 层解决 NER 中的标签依赖问题。

在进行关系分类的时候，需要先根据 NER 预测的结果对实体进行配对，然后将实体之间的文本使用一个 CNN 进行关系分类。所以该模型主要是通过底层的模型参数共享，在训练时两个任务都会通过后向传播算法来更新共享参数来实现两个子任务之间的依赖。



论文《End-to-End Relation Extraction using LSTMs on Sequences and Tree Structures》也是类似的思想，通过参数共享来联合学习。只是他们在 NER 和 RC 的解码模型上有所区别。

这篇论文 Miwa 等人同样是通过参数共享，NER 使用的是一个 NN 进行解码，在 RC 上加入了依存信息，根据依存树最短路径使用一个 BiLSTM 来进行关系分类。



根据这两篇论文的实验，使用参数共享来进行联合学习比流水线的方法获得了更好的结果在他们的任务上 F 值约提升了 1%，是一种简单通用的方法。论文《A Neural Joint Model for Entity and Relation Extraction from Biomedical Text》将同样的思想用到了生物医学文本中的实体关系抽取任务上。

标注策略

但是我们可以看到，参数共享的方法其实还是有两个子任务，只是这两个子任务之间通过参数共享有了交互。而且在训练的时候还是需要先进行 NER，再根据 NER 的预测信息进行两两匹配来进行关系分类。仍然会产生没有关系的实体对这种冗余信息。

出于这样的动机，Zheng 等人在论文《Joint Extraction of Entities and Relations Based on a Novel Tagging Scheme》中提出了一种新的标注策略来进行关系抽取，该论文发表在 2017 ACL 上，并入选了 Outstanding Paper。



他们通过提出了一种新的标注策略把原来涉及到序列标注任务和分类任务的关系抽取完全变成了一个序列标注问题。然后通过一个端对端的神经网络模型直接得到关系实体三元组。



他们提出的这种新的标注策略主要由下图中三部分组成：1）实体中词的位置信息{B（实体开始），I（实体内部），E（实体结尾），S（单个实体）}；2）关系类型信息{根据预先定义的关系类型进行编码}；3）实体角色信息{1（实体1），2（实体2）}。注意，这里只要不是实体关系三元组内的词全部标签都为“O”。



根据标签序列，将同样关系类型的实体合并成一个三元组作为最后的结果，如果一个句子包含一个以上同一类型的关系，那么就采用就近原则来进行配对。目前这套标签并不支持实体关系重叠的情况。



然后该任务就变成了一个序列标注问题，整体模型如下图。首先使用了一个 BiLSTM 来进行编码，然后使用了在参数共享中提到的 LSTM 来进行解码。



和经典模型不同的地方在于他们使用了一个带偏置的目标函数。当标签为“O”时，就是正常的目标函数，当标签不是“O”时，即涉及到了关系实体标签，则通过 α 来增大标签的影响。实验结果表明，这个带偏置的目标函数能够更准确的预测实体关系对。



总结

基于神经网络的实体识别和关系抽取联合学习主要由两类方法。其中参数共享的方法简单易实现，在多任务学习中有着广泛的应用。

Zheng 等人提出的新的标注策略，虽然目前还存在一些问题（例如无法识别重叠实体关系），但是给出了一种新的思路，真正的做到了两个子任务合并成了一个序列标注问题，在这套标注策略上也可以进行更多的改进和发展来进一步完善端到端的关系抽取任务。
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you: what about beijing?

Skylar: The weather for beijing today will be
mostly cloudy throughout the day with a low
temperature of 51 degrees and a high
temperature of 69 degrees. What would you like
to find out?

you: what about tomorrow?
Skylar: What would you like to find out?

you: weather
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Reference

Generated

Fix image resizing in

Fixed image preprocessing .

g preprocessing/image
- Fix test flakes Fix flaky test
B fix crash in the new warning Better warning teseage .
g message .
2 remove var not used . remove not used code .
& Better error msg better error message .
Merge pull request 4486

= 45abeb2 Update Debian Update Debian packaging
g | packaging description for new description for new bitcoin-cli
Z | bitcoin-cli (Johnathan Corgan )

ACHIWORIESFETed £ Add : Minor files to .gitignore

gitignore

Add a bunch of verbs which are L
o more likely to be xcomp than ‘Add a bunch of verbs which are
= b ‘more to be xcomp than vmod
£ - -
5 Adda b'net;l l:;; sfor optional this test do thing
5 [ crunchyroll ] Fix uploader and [ crunchyroll ] Fix uploader
& upload date extraction extraction
g [ extractor/common ] Improve [ extractor/common ] Improve
3 base url construction extraction
L [ mixcloud ] Use N N

nseode Titerals [ common ] Use unicodeliterals
3 fixed gec compilation fixed compile under linux
g Temove unused variables in Temove unused variable in the
OCL.PERF.TESTP () module
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XI5 an Rafian restawant near the river.
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System Ppl | BLEU
Winning WMT 14 system — phrase-based + large LM (Buck et al., 2014) 20.7
Existing NMT systems

RNNsearch (Jean et al., 2013 16.5
RNNsearch + unk replace 19.0
RNNsearch + unk replace + large vocab + ensemble 8 models 21.6
Ouwr NMT systems

Base 10.6 113
Base + reverse 12.6 (+1.3)

Ensemble 8 models + unk replace

719.0 (+0.9)

200 £472.9)
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Generative Adversarial
Networks (GANS)

Ian Goodfellow, OpenAlI Research Scientist
NIPS 2016 tutorial
Barcelona, 2016-12-4
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Skylar: The weather for beijing tomorrow will be
mostly cloudy throughout the day with a low
temperature of 47 degrees and a high
temperature of 75 degrees. What would you like
to talk about?

you: nice

Skylar: Depends on the situation. Being too
nice isn't good because people WILL take
advantage of you whether you or they realize it.
Do you now need bus route information in your

city?
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import pandas as pd
import jieba

Pos = pd.read excel('pos.xis', headersione)
neg = pd.read_excel( neg.<ls', hesder=ione)

Pos(1] = pos(7].apply(larbda s Jiebs.lcut(s, HMMFalse))

Reg(1] = neg(0].apply(iarids st Jieba.lcut(s, HMMeraise))

Pos(2] = pos(!].apply(vav.sent2vec) #1i7wzv.sentvocBMHES TR

neg(2] = neg(.).apply(v2v.sentzvec)

pos = np.hstack([np.array(list(pos(2])), np.array([[!] for i in pos(2]]1)])
neg = np.hstack([np.array(list(neg[2])), np.array([[0] for i in neg(2]11)])
data = np.vstack([pos, neg])

p.zandon, shuf £le (data)

. Layers import Dense
model = Sequential()

dd(Dense(: i, input_shapes(w2v.word_size, ), sctivations'relu'))
dd(Dense( 1, sctivations'signold ))

model.compile(loss="binary_crossentropy’,
optimizers'sdan’,
metrices('accuracy'])

batch_size = 125
Bodel €1t (data[116000, w2v.vord size], data[:16000,[w2v.vord
batch_sizesbatch size,
epochs=100,
validation datas(data[160001, w2v.word_size], data[16000s,(w2v.word_size]]))
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METHODS | NAMED ENTITIES _COMMON NOUNS _VERBS _PREPOSITIONS
HUMANS (QUERY)™ 0.520 0.644 0716 0.676
HUMANS (CONTEXT+QUERY)(*) 0816 0816 0.828 0.708
MAXIVOM FREQUENCY (CORPUS) 0120 0158 037503
MAXIMUM FREQUENCY (CONTEXT) 0335 0.281 0285 0215
SLIDING WINDOW 0168 019 o2 o0lol
WORD DISTANCE MODEL 0398 0364 0380 0237
KNESER-NEY LANGUAGE MODEL 0390 0544 0778 0768
KNESER-NEY LANGUAGE MODEL + CACHE 0.439 0577 0772 o067
EMBEDDING MODET. (CONTEXT-QUERY) 0253 0.259 040305
EMBEDDING MODEL (QUERY) 0351 0.400 o6ls 0535
EMBEDDING MODEL (WINDOW) 0362 0415 0637 0589
EMBEDDING MODEL (WINDOW+POSITION) 0.402 0506 0736 0670
LSTMS (QUERY) 0408 0541 05150302
LSTMS (CONTEXT+QUERY) 0418 0560 0818 0791
CONTEXTUAL LSTMS (WINDOW CONTEXT) 0.436 0582 0505 0806
MEWNNS (EXICAL MEVORY) 0o 7567 TTE 076
MEANNS (WINDOW MEMORY) 0.493 0554 0674
MEMNNS (SENTENTIAL MEMORY + PE) 0318 0305 9324
MEMNNS (WINDOW MEMORY + SELF-SUP.) 0.666 0.630 0.703
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LEARNING FACTORIAL CODES BY
PREDICTABILITY MINIMIZATION

(Neural Computation, 4(6):863-879, 1992)

Jiirgen Schmidhuber
Department of Computer Science
University of Colorado
Campus Box 430, Boulder, CO 80309, USA
yirgan@cs.colorado.edu
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Figure 3: Sequence-to-tree (SEQ2TREE) model
‘with a hierarchical tree decoder.
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Post Model Response(Original) Response(Translated)
WL, Seq2Seq A IR AT “This s a eal Valentine's day.
*’"”\“3"&*’”‘“”’9*& Like A Happy Valentine's Day!
‘What is more vulgar than Happiness [N Aha, this is too romantic!
Valenins day i omake | ECM |~ Sadess REBTENEIAT. Talsowant thiskindof Valatine’s day, sigh-
roception of the Valentine's “Disgust RIS “This s the so-called Valentine's day!
sy, Anger L B “This i shameles sow-off
Seq2Seq U ST RELAT TR “ARor knowing the truth, I burs o tears,
Like KA, AET ! Too lovely, it's too lovely.
’;’gf;jﬁﬁfﬁffm Happiness XARBEBIRT - I can't help laugh myselfto tears.
et i teas ECM [ Sadness |l SR i RN F ‘Afe knowing the ruth  burt it tear.
Disgust. RO R ? I this true?
Anger HaEE? ga. ‘What do you mean? I don’t understand.






OEBPS/Images/90c62b07b3b558de6bc0887a958f1794.jpg
Le(f) ==Y, ¥ P(p)logP7(pla)

A peP

= *E"(ﬂ)’);’“ %lvsﬂw(plﬂ) (.10)

=— gP(a) ’);, P(p|a)logPs (pla)





OEBPS/Images/be718343700a475c535937a8a563bc63.jpg
Highway Layer
Highway Layer

Highway Layers

Max output of
each filter

Multiple
convolution
filters of different
lenghts

Sequence of
character
embeddings





OEBPS/Images/e0357a9dfe743cadbb8b7f9aff5e2fca.jpg
3 () + bic+ by~ log Powr )

i

-y [(v. edte)+ (b‘ — (vie) — #) 18)

Wi

+(bi- 05 c)—i) o x]Z
5= (B 2%y





OEBPS/Images/c3200b90af75f703f981cb76c1f5fd5d.jpg
DG, 6 — DG, Ol < Clly = 'l





OEBPS/Images/af3cb0e8ae41e6944c960b079082454d.jpg
k k+l
<Z Vi v,-> (46)

=1 j=k+l





OEBPS/Images/b3266551e768d703be8f54828ff02027.jpg
byt 1(Geq1s ety huy1) = NP (0p41 [ugg1)
'P(Ut+1|gt+1,at)
: Z P(ge+1lgt, ae)

9t

: ZP(hHllgtH,qu,h,,u,)
hy

- be(ges he)





OEBPS/Images/2cfd109c9aeb9989243570fee82da83d.jpg





OEBPS/Images/ed3cc5ec6b5a77f8853d7a615c5a4e65.jpg
score(x;0) = G(Wy[hy, hi,ha) +b,) (1.4





OEBPS/Images/7ad93cefcc2ca9b984c0429e90e2a2db.jpg
15(p109,p2)) = KL(pi@llpa@ ) + 3 KL(p2lIpi )





OEBPS/Images/21c58c4d2b88422a4cd6d9eb5dd7631a.jpg
Reconstructor

Decoder

Encoder






OEBPS/Images/411d54f75297d4609c7be620ec25906f.jpg
Context: “Why?” “I would have thought you’d find him
rather dry,” she said. “I don’t know about that,” said
Gabriel. “He was a great craftsman,” said Heather. “That
he was,” said Flannery.

Target Sentence: “And Polish, to boot,” said
Target Word: Gabriel

Context: Both its sun-speckled shade and the cool grass
beneath were a welcome respite after the stifling kitchen,
and I was glad to relax against the tree’s rough, brittle
bark and begin my breakfast of buttery, toasted bread
and fresh fruit. Even the water was tasty, it was so clean
and cold.

Target Sentence: It almost made up for the lack of

Target Word: coffee
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D

DKS

dkss | Lower part of the middle member of the Wahweap Formation was formed in
the Middle Campanian Age, almost between 79.9 million years and 80.6 million
years from nowadays.

dks; | Cindy went on the ninth season of an NBC reality TV show named The Celebrity
Apprentice and donated all his prize money to the True Colors Fund.

dkss | Ascidiacea animals that are widely spread in our country include Lepto-
clinummitsukurii, Amarou-ciumconstellatum, Ascidialongistriata, Cionaintesti-
nalis, Botryllusssp, Styelacanops, Molgulamanhattensis, Chely-osoma, and
Botrylloidessimodensis.

dks | “Cifa is short for China International Freight Forwarder Association.

dksio | The merger between state-owned companies or between state-owned company

and non-state-owned companies, the enterprise afier merger is state-owned indus-

trial company.
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def __create_update_target_net_op(self):
source_vars = tf.get_collection(tf.GraphKeys.TRAINABLE_VARIABLES, scope=self.source_var_scope)

target_vars = tf.get_collection(tf.GraphKeys.TRAINABLE_VARIABLES, scope=self.target_var_scope)

update_target_net_op_list = [target_vars[i].assign(self.tauksource_vars[i]
+ (1-self.tau)xtarget_vars[i]) for i in range(len(source_vars))]

self.update_target_net_op = tf.group(xupdate_target_net_op_list)
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75(s) = argmax Q"j(s,0).
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Algorithm 1: Diverse Beam Search

1 Perform a diverse beam search with G groups using a beam width of B
2fort=1,...Tdo

// perform one step of beam search for first group without diversity

1 1
s | Y argmaxgy oy, 0 Diers) O0h )
4 forg=2, ... Gdo
// augment log-probabilities with diversity penalty
-1

O(yi ) « OO ) + XA YT, b€ [By]y €V and ), >0
// perform one step of beam search for the group

6 Y argmaxeys ye ) Yhelm) OO )

7 Return set of B solutions, ¥ir) = Uy, Y e
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Jiik HERf | AHESR | ANIEH
FEHHEA + SVM | 69% | 0% 31%
B E A 65% | 0% 35%
DAKSE 80% | 0% 20%
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Good quality summary output

S: a man charged with the murder last year of a british back-
packer confessed to the slaying on the night he was charged
with her killing , according to police evidence presented at a
court hearing tuesday . ian douglas previte , ## , is charged
with murdering caroline stuttle , ## , of yorkshire , england
T: man charged with british backpacker ’s death confessed
to crime police officer claims

O: man charged with murdering british backpacker con-
fessed to murder

S: following are the leading scorers in the english premier
league after saturday ’s matches : ## - alan shearer -Irb-
newcastle united -rrb- , james beattie .

T: leading scorers in english premier league

O: english premier league leading scorers

S: volume of transactions at the nigerian stock exchange
has continued its decline since last week , a nse official said
thursday . the latest statistics showed that a total of ##.###
million shares valued at ###.### million naira -Irb- about
#.#H### million us dollars -rrb- were traded on wednesday in
#3344 deals .

T: transactions dip at nigerian stock exchange

O: transactions at nigerian stock exchange down
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L(f) = LP(p)L(p) = LP(p)U(p.f) +r(p.)] 4.3)
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Some previous work has used the general concept of having two neural networks compete. The most
relevant work i inimization [26]. In predictability minimization, each hidden unit
ina neural network is tramed to be different from the output of a second network, which predicts
the value of Lhat hidden unit glven the value of all of the other hidden units. This work differs from

Jy y m in e i tant ways: 1) in this work, the competition between the
networks is the sole training cntenon and is sufficient on its own to train the network. Predictability
minimization is only a regularizer that encourages the hidden units of a neural network to be sta-
tistically independent while they accomplish some other task; it is not a primary training criterion.
2) The nature of the competition is different. In predictability minimization, two networks’ outputs
are compared, with one network trying to make the outputs similar and the other trying to make the
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Hierarchical Attention
* SeeBinetal. 2017

In different type of well logs,  Find which type of well
find the information. logs influence the result.

I | wordembeddings
LSTM attention:1%layer allention2~layer
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action_batch_for_grad = self.actor.predict_action_source_net(state_batch, sess)
action_grad_batch = self.critic.get_action_grads(state_batch, action_batch_for_grad, sess)
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def __create_get_action_grad_op(self):
self.get_action_grad_op = tf.gradients(self.q_output, self.input_action)
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Algorithm 1 DDPG algorithm

Randomly initialize critic network Q(s. a|0) and actor ju(s/0" ) with weights 69 and 67",
Initialize target network ' and ' with weights 69 < 09, 6" < v
Initialize replay buffer
for episode = 1, M do
Initialize a random process A for action exploration
Receive initial observation state 5,
fort=1.Tdo
Select action a, = ju(s,0") + A, according to the current policy and exploration noise
Execute action a, and observe reward r; and observe new state 5.1
Store transition (s, .. 5141) in R
Sample a random minibatch of N transitions (s;. a;, 7 5:.1) from R
Setyi =1y +9Q (5111, 1 (5151|016
Update critic by minimizing the loss: L = & 37, (; = Q(s;,a:(09))*
Update the actor policy using the sampled policy gradient:

Voud % 5 30 V0,00 s, omptn Vo510,

Update the target networks:
69 769+ (1- 7)Y
O ot 4 (1—T)p"

end for
end for
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When was Barack Obama’s wife born?

What are books written by author of Harry Potter?

What is the area of the capital of Britain?

How large is the capital of Germany?

What instrument do members of Coldplay play?

What is the birthday of the CEO of Google?

In which country is the headquarter of Google located?
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Figure 1: Input utterances and their logical forms
are encoded and decoded with neural networks.
An attention layer is used to learn soft alignments.





OEBPS/Images/94a161aa62cc3fea60d3dce058520de1.jpg
P(a)=Y P(alp)P(p)= Y, P(p) @1

pst f(p)=a





OEBPS/Images/703867a34f43e2253c3abb0e78127f9b.jpg





OEBPS/Images/ff951634da0b6ad608a88f7a41db9876.jpg
R ESERAE T
HRAEANESERS

WmiiELA AR FE FF A Ichatbot
http://www.cs.cmu.edu/~tianchez/





OEBPS/Images/84aaefaab65e7ca380a3ff372489dc3b.jpg
match score

- Hddeniayes

. “playerl

O
(¢]
O
O
O
[e]¢)
O

Input

2 Wy Wy Wy wE [

O000000000
FO0O0O00O00000
FOOOO000000

Oip Sn % En 9n %n %A A n Th

—





OEBPS/Images/a9d92e5f06156fe0d9d6ec0bc0714af7.jpg
(4.13)

! L) <L(f9)
| et st gy > £(£0)





OEBPS/Images/a81d0f6668066bf2534e089c278e9bf0.jpg
def __create_target_network(self):
# get source variales and initialize

source_vars = tf.get_collection(tf.GraphKeys.TRAINABLE_VARIABLES, scope=self.source_var_scope)
self.sess.run(tf.variables_initializer(source_vars))

# create target network and initialize it by source network
action_output = self._ create_actor_network()

target_vars = tf.get_collection(tf.GraphKeys.TRAINABLE_VARIABLES, scope=self.target_var_scope)

target_init_op_list = [target_vars[il.assign(source_vars[i]) for i in range(len(source_vars))]
self.sess.run(target_init_op_list)

return action_output
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Item- and Component-Level Attention
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« See Jingyuan et al. 2017
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HtemS that are representatve  wmp
to users’ preferences,

Feature-level Attention  Different users
mayike different parts of contents in
the same multimedia item. —

B m) = W GWauw + Wakt +2) 2






OEBPS/Images/3bf5f25a4582104ef0b380b63b0aacf3.jpg
Q(s,al6?)





OEBPS/Images/782ccfdbe95599cd8757b2d292e9bffd.jpg
shared embedding word table

embedding word | | embedding | word
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Figure 1: Left: Ilustration of the textGAN model, The discriminator is a CNN, the . ettt an
LSTM. Right: the structure of LSTM model





OEBPS/Images/8d65d34677491054159de5d9e377dda3.jpg
1D, 6) = DG, Ol < Clly = y'I|*





OEBPS/Images/d98098d8b9ad04508f871e7a7b894c7d.jpg
® =argénin % g [D(a,@) - D(yi,('))] + i(H 6D(3; ©) ” - 1)2





OEBPS/Images/40735eaeb04153d1ef75f88cddae090a.jpg
P(wi,wj)
P(wi)P(w;)

=f(<"i~"j>)

@®)





OEBPS/Images/d385b21b3174edfc182d1c1b18759a16.jpg
R
FEESIRER | | HACEER

SR
EXHEER






OEBPS/Images/a5a3c6f4a1adfcac2ff2d80c19010cce.jpg


OEBPS/Images/d7e8eeea1ee745dfcb369e543e874593.jpg
7(6) = ElRzlso, 0] = 3 Golunlso) - QF (se ),
ney






OEBPS/Images/2f6785ffc76c45440745eda7f4904a6f.jpg
LST™ J
Layer ’l ‘l
3

[ Embedding () ) [
Embedding (—)| ()

Embedding ~
Layer

[ 88 mim
s2






OEBPS/Images/8f439fa76811649db782d6b713ab1143.jpg
Time step t

| Time step t+1





OEBPS/Images/6912e9e0b43bca753d5d16261a83bfdb.jpg
K i

PMI(Q.4) = ) 3" PMI(g;.@) ™

i=1 j=1





OEBPS/Images/b5bddaa418ed254580539a3378b69a0d.jpg





OEBPS/Images/8856a7415821052ea2ce022ccb514b76.jpg
§§E§§§§§§§

1

occurrences

iHJJrHHﬂﬂﬂnﬁ






OEBPS/Images/0e3e89e6b97aae90f403ef3dd814b566.jpg
KBQA KBQA KBQA Bootstrapping
+KBA +Freebase | +DBpedia
R 4IMQA | 4IMQA | 4IM QA | 256M sentences
R 27126355 | 1171303 | 862758 471920
JE %L 2782 4690 1434 283
— N BHERPBAR S | 9751 250 602 4639






OEBPS/Images/53ad701ff07426da71e7bf9c6858124b.jpg
import os

class Reader): - |-
def __init__(self, (base_path): »
Self Jbase_path) = base_path Himom | [rcn |

def (process_file[self, (Filenane): < | [
= 0s.path. join(self! -LE ERi==

|_dlass_

g
Model soovs
T
.o oo
L id. attention 030 R |
REEER Reader 000] X
15‘\"% base_path | 002/
RN Ly basepan ) I |

G o —
. filename | 003

—{[TTTTT] ] b oo

base_path (*) BE067]
[

012
002
oon|





OEBPS/Images/621028ac351fd17530a6bf3b4095a25e.jpg





OEBPS/Images/1325d7aada5bcef98ababfad09f574e7.jpg
Multi-resolution Fusion

3x3 Conv
Al

Y

Sum

3x3 Conv
A

[Upsample] [Upsample!






OEBPS/Images/eedf5515cae261fff98a19389a85f94d.jpg


OEBPS/Images/d4da3e150ebf6aa46f6152c8ec175b6f.jpg
DKSs | can go through, can visit, contain, mainly contain, can visit link for, please send,
reply to, welcome to, directly reply to, be divide into

original | will, can, have, see, can get, will receive, can participate in, can use, can enjoy,
can apply for





OEBPS/Images/ed820086414ce72495d78dc05fe3d4d1.jpg





OEBPS/Images/f120fbf07935fdb0506de56e83b2a1eb.jpg
input

Asymmertic Convolution Layers

kix1

Bidirectional LSTM

LST™M

Lxd

1xd Slice ~~{LST™
7 filters # filters Channel
1xd k21
n filters n filters
d Softmax
1xd x1
n filters n filters






OEBPS/Images/29619d90c46b9b926a45e270e6b783fa.jpg
valid(k) = Y |{(s,p",0)|(s,p™,0) € SPOy,
seE (5.29)
3p,(s,p,0) € Infobox}|





OEBPS/Images/b769400ef4169cf96c9f21fdbab11383.jpg
QA corpus of Al > Seed DKS
Q: Who are some faculties in Labeling
Stanford Al lab?
A: .. Feifei Liis current the 1}
director. g
y

Text Corpus of Al DKS Classifier
s1: FeifeiLiis currently the
director of the Stanford Artificial (s1.82}
Intelligence Lab.

She works in the areas of
computer vision and cognitive
neuroscience...

s2: Yann LeCun is the director
of Al Research at Facebook
since December 2013

He works in the area of machine

leaming, computer vision, .. [

—

S collecti






OEBPS/Images/454a4727a4e9a32f64d6d7cdec219f6c.jpg


OEBPS/Images/15987a836ce3a7771bfae0484870cfec.jpg
A Neural Attention Model for

Summarization
* See Pengjieet al. 2017
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Accuracy (%)

Method All Instances Answer in Context

TEST CONTROL | TEST CONTROL
LAMBADA baselines (Paperno et al., 2016)
Random context word 1.6 0| NA N/A
Random capitalized context word 73 0| NA N/A
n-gram LM 0.1 19.1 | N/A N/A
n-gram LM + cache 0.1 19.1 | N/A N/A
LSTM 0 21.9 | N/A N/A
Memory network 0 85| N/A N/A
Our context baselines
Random non-stopword in context 5.6 0.3 6.7 22
First non-stopword in context 3.8 0.1 4.6 1.1
Last non-stopword in context 6.2 0.9 5 6.5
Most frequent non-stopword in context 11.7 04 | 144 8.1
Our language model baselines
n-gram LM (choose from context) 10.7 22| 131 34.8
n-gram LM + cache (choose from context) 11.8 22| 145 34.8
LSTM (choose from context) 9.2 24 | 111 16.9
Our neural reader results
Stanford Reader (Chen et al., 2016) 28.2 7.1 | 342 50.6
Modified Stanford Reader 37.0 7.8 | 44.8 535
Attention Sum Reader (Kadlec et al., 2016) 41.1 8.9 | 49.7 62.7
Gated-Attention Reader (Dhingra et al., 2016) | 45.4 AR EAS 62.5
Human* 86.0 -1 90.8 -
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def _ create_actor_network(self):
hl = tf.layers.dense(self.input_state,
units=self.hl_dim,
activation=self.activation,
kernel_initializer=self.kernel_initializer_1,
kernel_regularizer=self.kernel_regularizer,
name="hidden_1")

h2 = tf.layers.dense(hl,
units=self.h2_dim,
activation=self.activation,
kernel_initializer=self.kernel_initializer_2,
kernel_regularizer=self.kernel_regularizer,
name="hidden_2")

action_output = tf.layers.dense(h2,
units=self.action_dim,
activation=tf.nn.tanh,
# activation=tf.nn.tanh,
kernel_initializer=self.kernel_initializer_3,
kernel_regularizer=self.kernel_regularizer,
use_bias=False,
name="action_outputs")

return action_output
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Dual Local and Global Attention

« See Sungyong et al. 2017

The global attention scores
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Attributed-Augmented Attention

* See Yunan et al. 2017 & Mot step reasening process

0]

ined), then get mean of
these attribute vectors as the multimodal vector. Finally, calculatethe
weights of attentions for every frame according to the question.
Syt = 1anh(W gh + Wos +b)
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Dynamic Attention Deep Model

« See Huejian et al. 2017 Whencomestos articleat timet, we need

considerits influences before accordingto
its category and contextual information.
Overall Prediction [¥ *

Assigned
4 s Attention

4
O O O] somax
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= 5 For different types
y ) [of articles, their
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Net b highly different.
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'Document with Textual and Categorical Information comeppedenttmina il
have different speciality.





OEBPS/Images/2798a17ffab18d5b675da236834ec641.jpg
0.20

0.53

4,500

o
-
o

(o)) o0 N~ ©
— — — —
o o o o

Sew0921no sweb
[euoissajoid Jo JSIN

— o o o) N~

R m N = N

o o o o o
(9%) senow |euoisssjoid uo

Aoeinooe uoiolipaid

4,000
3,500
3,000

Bunes o3





OEBPS/Images/f10ffd08b38b57f654db773488dbf40a.jpg
o sepin 5 [0(200) ~0(1:0)] + & S

i=1

) 0D(y, ®)
dy

1)
y=e;y;+(1—€))z;





OEBPS/Images/d32538f650c5471928f068808b60e95e.jpg
pattern assignments:  Over specific

eat eat eat

$ibreakfast  $ilunch  $dinner

has assignment has assignment

verb phrases:

eat
dinner

eat
lunch

eat
breakfast

has entity

entity sets:

T— good matching——

poor matching

Good pattern

has entity

Over general

has assignment

has entity
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Figure 1: Principal components of a spoken dialog system.
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Context:

In 1870, Tesla moved to Karlovac, to attend school at the Higher Real Gymnasium,
where he was profoundly influenced by a math teacher Martin Sekulié.:32 The
classes were held in German, as it was a school within the Austro-Hungarian Military
Frontier. Tesla was able to perform integral calculus in his head, which prompted his
teachers to believe that he was cheating. He finished a four-year term in three years,
graduating in 1873.33

Query: Who was Tesla influenced by while in school?

Answer: Martin Sekulic
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 From Tag Sequence To Extracted Results
* Entities with the same relation type are combined into a triplet.
* If a sentence contains two or more triplets with the same relation type, every two
entities are combined into a triplet based on the nearest principle.
Leave identification of overlapping relations for future work.

Input sentencs

The United States President Trump will it the Apple I founded by Steyen Paul Jobs.

Tags: O BLPTEGD O

FinaResults:  (Uoreasnes oo ome)  ({hpgl n Compony Fownder, Seven Paut oba )
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 Tagging scheme transforms the extraction problem into a tagging task.
# An end-to-end tagging model is used to extract the results.

Input '_, Tagging End-to-End
Sentsnce, lm]_’ Tagging Model Result
|






OEBPS/Images/71357368a3825e7fd6d103921973f089.jpg
[Ivull* ~ —log P(w) (26)





OEBPS/Images/f3e96d11f07570da2e5c264fefc7cffc.jpg





OEBPS/Images/04e1cd5ea0660171931ad6fcf2409df8.jpg
Donald Trump <

Al

At age 30 in 1977, [Trump| married his first wife,
Caech model [Tvana] 5t the Marble Collgiate

Church
Jwas bom and raised in Queens, New York

iy

[Wharton School of the University of Pennsylvan)

(Entity1, Relation Type, Entity-2)
(Trump, Spouse, Ivana)

(Frump, Education, Pennsylvanic)






OEBPS/Images/76ddc731e7ec516e2dcf8709fea9ec2e.jpg
(14)





OEBPS/Images/83f0811e6107c17f8e900bf31700f5d4.jpg
s B F E





OEBPS/Images/94db804e4e375d855b6a60b76d77a28c.jpg


OEBPS/Images/574ef0878bcd2baaa129541fdd2c7e24.jpg


OEBPS/Images/a335214196e4bf9a0b3af4b61cc023b8.jpg
fx+y—2) =ffOif)





OEBPS/Images/e6f2ddc6a43d45eec46dfd4d89b3b50f.jpg
Emoji Usage over Time

-

e

o

%
anch  ARdrOIStock Emol Keyboara

\

o

-

e

o 03 Ema) Keybard

0030 Joen amo el W0 0u0l 007 san






OEBPS/Images/69c3ffa8babc61b99e5cab0fda5ee082.jpg
Jiik KE | AEE | F1H

LA + SVM | 098 | 0.86 | 092

B 073 | 092 | 0.82

DAKSE 099 | 097 0.98






OEBPS/Images/66ff4a615334b48b3b427e8ce4565fe6.jpg
CNN Dev CNN Test
samples mean variance samples  mean variance
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ae [int] An input-output example:

b ¢ FILTER (<0) a Input:
cMAP (+4) b [-17, -3, 4, 11, 0, -5, 13, 6, 6, -8, 11]
¢ SORT C Outpu:

& ¢ REVERSE & (-12, -20, -32, -36, -68]

Figure 1: An example program in our DSL that takes a single integer array as its input
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def get_transition_batch(self):
batch = self.replay_buffer.get_batch()
transpose_batch = list(zip(x*batch))
s_batch = np.vstack(transpose_batch[0])
a_batch = np.vstack(transpose_batch[1])
r_batch = np.vstack(transpose_batch[2])
next_s_batch = np.vstack(transpose_batch[3])
done_batch = np.vstack(transpose_batch[4])
return s_batch, a_batch, r_batch, next_s_batch, done_batch

def preprocess_batch(self, s_batch, a_batch, r_batch, next_s_batch, done_batch):
target_actor_net_pred_action = self.model.actor.predict_action_target_net(next_s_batch)
target_critic_net_pred_q = self.model.critic.predict_gq_target_net(next_s_batch, target_actor_net_pred_action)
y_batch = r_batch + self.discout_factor % target_critic_net_pred_q *x (1 - done_batch)
return s_batch, a_batch, y_batch

def train_model(self):
s_batch, a_batch, r_batch, next_s_batch, done_batch = self.get_transition_batch()
self.model.update(xself.preprocess_batch(s_batch, a_batch, r_batch, next_s_batch, done_batch))
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def _ create_loss(self):
source_vars = tf.get_collection(tf.GraphKeys.TRAINABLE_VARIABLES, scope=self.source_var_scope)
self.policy_gradient = tf.gradients(self.action_output, source_vars, -self.actions_grad)
self.grads_and_vars = zip(self.policy_gradient, source_vars)

def __create_train_op(self):
self.train_policy_op = self.optimizer.apply_gradients(self.grads_and_vars,
global_step=tf.contrib.framework.get_global_step())
train_op_vars = tf.get_collection(tf.GraphKeys.GLOBAL_VARIABLES,
scope= self.scope + "/" + self.train_op_scope) # to do: remove prefix
train_op_vars.extend(tf.get_collection(tf.GraphKeys.GLOBAL_VARIABLES, scope=self.train_op_scope))
self.sess.run(tf.variables_initializer(train_op_vars))
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dks,

You can guide customers to the corresponding service center in Shanghai to
upgrade their softwares, and then the phone will not receive IMEI messages
any more.

‘The XXT platform will inform trial users that the service will take fees soon,
with the following message: “Dear Parents, the XXT service, which reports
students” academic performance, will start taking fees from next month.
‘The fle is 10 yuan/month/person. Please reply QXJX to unsubscribe.”

Bk S

Fif iR

dkss

dksi

‘Three days before the appointed date, 10086 will send the first reminder
message: “Shanghai Mobile: Your leasing business will be expired in
XXXX (the date), the ID of rented phone is XXXXXXX."

For users who rent phones, we will send them two messages: the reminder
0 inform them the appoined date for return, and the reminder for renewing
the service.

FHRR

FifadRm

dkss

Receiving text messages or multimedia messages normally do not take G-
PRS flow fees. But receiving multimedia messages abroad will take inter-
national roaming GPRS network flow fees.

= 2iet]
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Jim walked 0.2 of a mile from school to David’s
house and 0.7 of a mile from David’s house to his
own house. How many miles did Jim walk in all?

Star Wars

Uncle Owen walked 0.2 of a mile from hangar to Luke
Skywalker’s room and 0.7 of a mile from Luke Sky-
walker’s room to his own room. How many miles did
Uncle Owen walk in all?

Cartoon
Finn squished 0.2 of a mile from cupboard to
Melissa’s dock and 0.7 of a mile from Melissa’s dock

to his own dock. How many miles did Finn squish in
all?

Western

Duane strolled 0.2 of a mile from barn to Madeline’s
camp and 0.7 of a mile from Madeline’s camp to his
own camp. How many miles did Duane stroll in all?
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How many people lived in ----+ population

What is the population of
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1 Mary moved to the bathroom.
2 John went to the hallway.

3 Where is Mary? bathroom

4 Daniel went back to the hallway.
5 Sandra moved to the garden.

6 Where is Daniel? hallway 4
7 John moved to the office.

8 sandra journeyed to the bathroom.
9 Where is Daniel? hallway 4
10 Mary moved to the hallway.

11 Daniel travelled to the office.
12 Where is Daniel?  office 11
13 John went back to the garden.
14 John moved to the bedroom.

15 Where is Sandra? bathroom

1 sandra travelled to the office.
2 Sandra went to the bathroom.

3 Where is Sandra? bathroom

Paperifesily
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AREF M KRR

How many people are there in Honolulu? population

(® What is the population of Honolulu? population

(© What is the total number of people in Honolulu? | population

@ When was Barack Obama born? dob

(® Who is the wife of Barack Obama? marriage—person—name

(® When was Barack Obama’s wife born? marriage—person—name
dob
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* Parameter Sharing

[1]'S. Zheng, Y. Hao, D. Lu, H. B30, . Xy, H. Hao, et al., Joint Entity and Relation Extraction
Based on A Hybrid Neural Network, feuracomputig. (2017) 1-5.

[2] M. Miwa, M. Bansal, End-to-End Relation Extraction using LSTMs on Sequences and
Tree Structures, ACL, (2016)

[3]F. Li, M. Zhang, G. Fu, D. Ji, A Neural Joint Model for Entity and Relation Extraction from
Biomedical Text, BMC Sioinformatics. 18 (2017).
= Tagging Scheme

[4]5. Zheng, . Wang, H. Bao, . Hao, . Zhou, 8. Xy, Jeint Extraction of Entities and Relations
Based on a Novel Tagging Scheme, Ac! (2017).
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Abby using a Google Nexus, texting Bill:

Just went on that datel €
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def _ create_loss(self):
self.loss = tf.losses.mean_squared_error(self.y, self.q_output)

def __create_train_op(self):
self.train_qg_op = self.optimizer.minimize(self.loss)

train_op_vars = tf.get_collection(tf.GraphKeys.GLOBAL_VARIABLES,
scope= self.scope + "/" + self.train_op_scope) # to do: remove prefix

train_op_vars.extend(tf.get_collection(tf.GraphKeys.GLOBAL_VARIABLES, scope=self.train_op_scope))
self.sess.run(tf.variables_initializer(train_op_vars))
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#pro | #ri | #par | R R* P p*
Xser 42 26 | 7 0.52 0.66 0.62 | 0.79
APEQ 26 8 |5 0.16 0.26 0.31 | 0.50
QAnswer 37 9 |4 0.18 0.26 0.24 | 0.35
SemGraphQA 31 7 |3 0.14 0.20 0.23 | 0.32
YodaQA 33 8 |2 0.16 0.20 0.24 | 0.30
R Rprg | R* Rjpp
KBQA+KBA 5 |1 0.10 042 |0.12 0.50 | 0.71 | 0.86
KBQA+Freebase | 6 5 |1 0.10 042 |0.12 0.50 | 0.83 | 1.00
KBQA-+DBpedia 8 |0 0.16 0.67 | 0.16 0.67 | 1.00 | 1.00
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#pro | #ri | #par | R Rprg | R* | Ry | P P*
squall2sparql | 96 77 | 13 0.78 1 0.95 | 091 |0.95 |0.80 | 0.94
SWIP 21 14 |2 0.14 | 024 | 0.16 | 0.24 | 0.67 | 0.76
CASIA 52 |29 029 | 0.56 | 0.37 | 0.61 | 0.56 | 0.71
RTV 55 30 | 4 0.30 | 0.56 | 0.34 | 0.56 | 0.55 | 0.62
gAnswer 76 32|11 [032]- 043 | - 042 ] 0.57
Intui2 9 |28 |4 0.28 | 0.54 |0.32 | 0.56 | 0.28 | 0.32
Scalewelis 70 1 |38 |0.01]|041 |0.39]|041 |0.01]0.56
KBQA+KBA | 25 17 | 2 0.17 |1 042 | 0.19 | 0.46 | 0.68 | 0.76
KBQA+FB 21 15 |3 0.15]0.37 | 0.18 | 0.44 | 0.71 | 0.86
KBQA+DBp |26 |25 |0 0.25 ] 0.61 | 0.25 | 0.61 | 0.96 | 0.96
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* See Fenglong et al. 2017
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Attention Layer

Figure 2: Global attentional model - at each time
step ¢, the model infers a variable-length align-
ment weight vector a; based on the current target
state h, and all source states k. A global context
vector ¢; is then computed as the weighted aver-
age, according to a;, over all the sou:=¢ States’
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void exampleMediaRecorder() throws IOException {
Camera camera = Camera.open();
camera. setDisplayOrientation(90);
camera.unlock();
surfaceHolder holder = getHolder();
holder.addCallback(this);
holder . setType(SurfaceHolder . SURFACE_TYPE_PU:
rec = new MediaRecorder();
rec.setCamera(camera);
rec. setAudioSource (MediaRecorder. AudioSource.
rec. setVideoSource (MediaRecorder. VideoSource.
rec. setOutputFormat (MediaRecorder . OutputForm:
rec.setAudioEncoder(1);
rec.setVideoEncoder(3);
rec.setoutputFile("file.mpa");
rec.setPreviewDisplay (holder.getsurface());
rec.setOrientationHint(90);
rec.prepare();
rec.start();
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 Parameter Sharing

= Easy to implement

= The commonly used way in neural network based mult-task learning
 Tagging Scheme

@ End to End (sequence labeling task)

= No error propagation

 No redundant information
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Context-aware Attention

* See Huayu etal. 2017 4 cnencelevelattention mechanismis

enabled to emphasize those sentences
thatare highly relevant to the question.
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B 7.0 QUTIRHE K FE ). . (s1) Feifei Li is currently the director of the Stanford
Artificial Intelligence Lab. ... (s2) Full-time undergraduate tuition was $42,690 for 2013-
2014 in Stanford. ...
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Figure 1: An illustration of standard beam search and the proposed diversity-promoting bﬁ@s?&me‘ﬁ\ﬂk&fﬂdﬁ;ﬁhe
hyperparameter for penalizing intra-sibling ranking. Scores are made up for illustration purposes.
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Finally, how is the submission related to the first work on
"adversarial" MLPs for modeling data distributions through
estimating conditional probabilities, which was called
"predictability minimisation" or PM (Schmidhuber, NECO
1992)? The new approach seems similar in many ways. Both
approaches use "adversarial" MLPs to estimate certain
probabilities and to learn to encode distributions. A difference
is that the new system learns to generate a non-trivial
distribution in response to statistically independent, random
inputs, while good old PM learns to generate statistically
independent, random outputs in response to a non-trivial
distribution (by extracting mutually independent, factorial
features encoding the distribution). Hence the new system
essentially inverts the direction of PM - is this the main
difference? Should it perhaps be called "inverse PM"?
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Figure 1: Bi-scale recurrent neural network
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Figure 5: Attention Decoder. The dashed lines
show how the current hidden state is passed to the
next decoding step. The current attention is com-
puted with the previous hidden state.
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Figure 6: RecAtt Decoder. The red thick line
denotes the recurrent attention path which passes
previous attention generated context to the atten-
tion unit. (TR
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Algorithm 1: Overall TL-DST Procedure

Tnput: N >0, K >0, M > 0,5 >
o Let Lox = [(Iht,5Y)...., (1§, s¥)] be a N-best
list of task lineages with at turn

while True do
My — agent_output():

put();
H  task frame_parsing(iie, K, M);

ext fetch(lg, 1. f5%,me,8) |
11 € Loumr, A* €M, f50 € A}

update(c™
erec, A‘eH 11 € A
Lo = [ = 75,57 x sF) |
(I, s7) € L(,H,r“ kieT,
sk € H);
Lo.e — prune(Lo., N);
et 1
end
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Passage: Britain’s decision on Thursday to drop extradition proceedings against Gen. Augusto Pinochet and allow him
to return to Chile is understandably frustrating ... Jack Straw, the home secretary, said the 84-year-old former dictator’s
ability to understand the charges against him and to direct his defense had been seriously impaired by a series of strokes.
.. Chile’s president-elect, Ricardo Lagos, has wisely pledged to let justice run its course. But the outgoing government of
President Eduardo Frei is pushing a constitutional reform that would allow Pinochet to step down from the Senate and retain
parliamentary immunity from prosecution. ...

Question: Sources close to the presidential palace said that Fujimori declined at the last moment to leave the country and
instead he will send a high level delegation to the ceremony, at which Chilean President Eduardo Frei will pass the mandate
to XXX.

Choices: (1) Augusto Pinochet (2) Jack Straw (3) Ricardo Lagos

Passage: Tottenham won 2-0 at Hapoel Tel Aviv in UEFA Cup action on Thursday night in a defensive display which
impressed Spurs skipper Robbie Keane. ... Keane scored the first goal at the Bloomfield Stadium with Dimitar Berbatov,
who insisted earlier on Thursday he was happy at the London club, heading a second. The 26-year-old Berbatov admitted the
reports linking him with a move had affected his performances ... Spurs manager Juande Ramos has won the UEFA Cup in
the last two seasons ...

Question: Tottenham manager Juande Ramos has hinted he will allow XXX to leave if the Bu]gana striker makes it clear he
is unhappy. o

Choices: (1) Robbie Keane (2) Dimitar Berbatov
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Figure 1: Neural network architecture of the proposed Attention-over-Attention Reader (AoA Reader).
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Algorithm 1 Lcam BPE operations

import e, collections

der get_stats (vocab) :
pairs = collections.defaultdict (int)
for word, freq in vocab.items()
ymbols = word.split()
for 1 in range(len(symbols)-1):
pairs(synbols[i],synbols(it1]] += freq
return pairs

def merge_vocab(pair, v_in):

v_out = ()

bigran = re.escape (' '.join(pair))

P = re.compile(r’ (2<!\8)' + bigram + £’ (21\8)")

for word in v_in.
w_out = p.sub(’'.join(pair), word)
v out [u_out] = v_in[word)

retarn v_out

voeab = (11 0 w </w>' Mower<hn ;2
Tmewe st /e, Wide st </i3)

fun_merges = 10
for i in range (num nerges)

pairs = get_stats (vocab)

best = max(pairs, key=pairs.get)

vocab = merge_vocab(best, vocab)

print (best)

oo
lo = o
low — low
er o er

Figure 1: BPE merge operations learned from dic-
tionary {'low’, ‘lowest’, ‘newer’, ‘wider’}.
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So there are multiple reasons why one might want to control the aggregate posterior g(z) to match a
predefined prior p(z). The authors achieve this by introducing an additional term in the autoencoder loss
function, one that measures the divergence between g and p. The authors chose to do this via adversarial
training: they train a discriminator network that constantly learns to discriminate between real code
vectors z produced by encoding real data, and random code vectors sampled from p. If g matches p
perfectly, the optimal discriminator network should have a large classification error.

Is this an overkill?

My main question about this paper was whether the adversarial cost is really needed here, because | think

it's an overkill. Let me explain:

Adversarial training is powerful when all else fails to quantify divergence between complicated, potentially
degenerate distributions in high dimensions, such as images or video. Our toolkit for dealing with images is
limited, CNN are the best tool we have, 5o it makes sense to incorporate them in training generative
‘models for images. GANs - when applied directly to images - are a great idea,

However, here adversarial training is applied to an easier problem: to quantiy the divergence between a
simple, fixed prior (e.g. Gaussian) and an emplrical distribution of latents. The latent space is usually lower-
dimensional, distributions better behaved. Therefore, matching to p(z) in latent space should be
considerably easier than matching distributions over images.
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Algorithm | Human score | p-value | BLEU-Z2 | p-value
MLE 04716 0.6670 —6
SeqGAN 05356 | 00034 | g739 | <10
Real data 0.601T 0746
Table 3: Obama political speech generation performance
Algorithm | BLEU-3 | p-value | BLEU4 | p-value
MLE 0.519 - 0416
<10 0.427 0.00014

SeqGAN | 0556

‘Table 4: Music generation performance comparison.

Algorithm | BLEU-4 | p-value | MSE | p-value
MLE 0.9210 6 | 2238
‘ ‘ <107 | 5p6z-] 9:00034,

SeqGAN | 09406
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Algorithm 1 Sequence Generative Adversarial Nets

Require: generator policy G; roll-out policy G; discriminator
D; a sequence dataset S = {X.}

1: Initialize Gy, Do with random weights 6, 6.
Pre-train G, using MLE on S

B8

: Generate negative samples using Gy for training Dy

5: Pre-train D) via minimizing the cross entropy

6: repeat
for g-steps do
Generate a sequence Yi.r = (y1,...,yr) ~ Gs
fortinl: T do
Compute Q(a = y:: s = Yi.—1) by Eq. (4)
1I:  endfor
12 Update generator parameters via policy gradient Eq. (8)
13:  endfor
14:  for d-steps do
15:  Use current Go to generate negative examples and com-
bine with given positive examples
16:  Train discriminator D), for k epochs by Eq. (5)
17:  endfor
18 86

19: until SeqGAN converges
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Figure 3: Local attention model — the model first
predicts a single aligned position p, for the current
target word. A window centered around the source
position p; is then used to compute a context vec-
tor ¢;, a weighted average of the source hidden
states in the window. The weights a; are inferred
from the current target state h; and those source
states R, in the window.
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Algorithm 1: Generative Adversarial Network [12]

EE

Seuswrs

data: {x1,...,Xq} ~ p(x),
Generative LSTM network G
Discriminative LSTM network Dy
while loop until convergence do
Sample mini-batch of inputs B = {x,,..
Sample noise N = {zv,....,zx,.}
Update discriminator & = argmirig

x5}
«en 108 Da(X) — 7 e log(1 - Da(Go (2))

Update generator © = argming — 3, . log 12354
end while
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Algorithm 2: 5 %% v # 73 f#

Data: g;
Result: o7*(q);

1 for g#9F # g A K E1%]|q| do

2 | P(e*(q:) < 6(ai);

3 if 5(¢;) = 1 then

4 | () —{ai}s

for ¢;#9F %4, do

r(gi,q;) < B¥eq g, 84%e” ;

if P(/*(q:)) < P(r(g:,q;))P(#/*(q;)) then
L (@)  *(4) O(a4)) ;

P(*(q:)) < P(r(gi,q;))P(2"(q))) 5

- )|

10 return </ *(q)
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| The special tags consist of three parts:
* Word position in the entity { B (begin), I (inside), E (end), S (single) }
= Relation type information { CF, CP, ...}
= Relation role information { 1 (entity 1), 2 (entity 2)}

Input Sentence: The United States President Trump willvisitthe Apple Ing founded by Steven Paul Jo

Tags: 0

FoalResults: (Unnes e o e ) (gl Campany founder Seven FaulTob)
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def _ create_critic_network(self):
hl = tf.layers.dense(self.input_state,

units=self.hl_dim,
activation=self.activation,
kernel_initializer=self.kernel_initializer_1,
# kernel_initializer=self.kernel_initializer,
kernel_regularizer=self.kernel_regularizer,
name="hidden_1")

# hl_with_action = tf.concat([hl, self.input_action], 1, name="hidden_1_with_action")

h2 = tf.layers.dense(self.input_action,
units=self.h2_dim,
activation=self.activation,
kernel_initializer=self.kernel_initializer_ 2,
# kernel_initializer=self.kernel_initializer,
kernel_regularizer=self.kernel_regularizer,
name="hidden_2")

h_concat = tf.concat([h1, h2], 1, name="h_concat")

h3 = tf.layers.dense(h_concat,
units=self.h3_dim,
activation=self.activation,
kernel_initializer=self.kernel_initializer_ 3,
# kernel_initializer=self.kernel_initializer,
kernel_regularizer=self.kernel_regularizer,
name="hidden_3")

# h2_with_action = tf.concat([h2, self.input_action], 1, name="hidden_3_with_action")

q_output = tf.layers.dense(h3,
units=1,
# activation=tf.nn.sigmoid,
activation = None,
kernel_initializer=self.kernel_initializer_4,
# kernel_initializer=self.kernel_initializer,
kernel_regularizer=self.kernel_regularizer,
name="q_output")

return q_output
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def __create_target_network(self):
# get source variales and initialize

source_vars = tf.get_collection(tf.GraphKeys.TRAINABLE_VARIABLES, scope=self.source_var_scope)
self.sess.run(tf.variables_initializer(source_vars))

# create target network and initialize it by source network
q_output = self.__create_critic_network()

target_vars = tf.get_collection(tf.GraphKeys.TRAINABLE_VARIABLES, scope=self.target_var_scope)

target_init_op_list = [target_vars[i].assign(source_vars[i]) for i in range(len(source_vars))]
self.sess.run(target_init_op_list)

return g_output





