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机器学习进阶笔记之一 | TensorFlow安装与入门
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引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。


『机器学习进阶笔记』系列是将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




CUDA与TensorFlow安装

 按以往经验，TensorFlow安装一条pip命令就可以解决，前提是有fq工具，没有的话去找找墙内别人分享的地址。而坑多在安装支持gpu，需预先安装英伟达的cuda，这里坑比较多，推荐使用ubuntu deb的安装方式来安装cuda，run.sh的方式总感觉有很多问题，cuda的安装具体可以参考。 注意链接里面的tensorflow版本是以前的，tensorflow 现在官方上的要求是cuda7.5+cudnnV4，请在安装的时候注意下。



Hello World

 import tensorflow as tf
 hello = tf.constant('Hello, TensorFlow!')
 sess = tf.Session()
 print sess.run(hello)




 首先，通过tf.constant创建一个常量，然后启动Tensorflow的Session，调用sess的run方法来启动整个graph。
 接下来我们做下简单的数学的方法：

 import tensorflow as tf
 a = tf.constant(2)
 b = tf.constant(3)
 with tf.Session() as sess:
     print "a=2, b=3"
     print "Addition with constants: %i" % sess.run(a+b)
     print "Multiplication with constants: %i" % sess.run(a*b)
 # output
 a=2, b=3
 Addition with constants: 5
 Multiplication with constants: 6




 接下来用tensorflow的placeholder来定义变量做类似计算：
 placeholder的使用见https://www.tensorflow.org/versions/r0.8/api_docs/python/io_ops.html#placeholder

 import tensorflow as tf
 a = tf.placeholder(tf.int16)
 b = tf.placeholder(tf.int16)
 add = tf.add(a, b)
 mul = tf.mul(a, b)
 with tf.Session() as sess:
     # Run every operation with variable input
     print "Addition with variables: %i" % sess.run(add, feed_dict={a: 2, b: 3})
     print "Multiplication with variables: %i" % sess.run(mul, feed_dict={a: 2, b: 3})
 # output:
 Addition with variables: 5
 Multiplication with variables: 6
 matrix1 = tf.constant([[3., 3.]])
 matrix2 = tf.constant([[2.],[2.]])
 with tf.Session() as sess:
     result = sess.run(product)
     print result




线性回归

 以下代码来自GitHub - aymericdamien/TensorFlow-Examples: TensorFlow Tutorial and Examples for beginners,仅作学习用

 import tensorflow as tf
 import numpy
 import matplotlib.pyplot as plt
 rng = numpy.random

 # Parameters
 learning_rate = 0.01
 training_epochs = 2000
 display_step = 50

 # Training Data
 train_X = numpy.asarray([3.3,4.4,5.5,6.71,6.93,4.168,9.779,6.182,7.59,2.167,7.042,10.791,5.313,7.997,5.654,9.27,3.1])
 train_Y = numpy.asarray([1.7,2.76,2.09,3.19,1.694,1.573,3.366,2.596,2.53,1.221,2.827,3.465,1.65,2.904,2.42,2.94,1.3])
 n_samples = train_X.shape[0]

 # tf Graph Input
 X = tf.placeholder("float")
 Y = tf.placeholder("float")

 # Create Model

 # Set model weights
 W = tf.Variable(rng.randn(), name="weight")
 b = tf.Variable(rng.randn(), name="bias")

 # Construct a linear model
 activation = tf.add(tf.mul(X, W), b)

 # Minimize the squared errors
 cost = tf.reduce_sum(tf.pow(activation-Y, 2))/(2*n_samples) #L2 loss
 optimizer = tf.train.GradientDescentOptimizer(learning_rate).minimize(cost) #Gradient descent

 # Initializing the variables
 init = tf.initialize_all_variables()

 # Launch the graph
 with tf.Session() as sess:
     sess.run(init)

     # Fit all training data
     for epoch in range(training_epochs):
         for (x, y) in zip(train_X, train_Y):
             sess.run(optimizer, feed_dict={X: x, Y: y})

         #Display logs per epoch step
         if epoch % display_step == 0:
             print "Epoch:", '%04d' % (epoch+1), "cost=", \
                 "{:.9f}".format(sess.run(cost, feed_dict={X: train_X, Y:train_Y})), \
                 "W=", sess.run(W), "b=", sess.run(b)

     print "Optimization Finished!"
     print "cost=", sess.run(cost, feed_dict={X: train_X, Y: train_Y}), \
           "W=", sess.run(W), "b=", sess.run(b)

     #Graphic display
     plt.plot(train_X, train_Y, 'ro', label='Original data')
     plt.plot(train_X, sess.run(W) * train_X + sess.run(b), label='Fitted line')
     plt.legend()
     plt.show()




逻辑回归

 import tensorflow as tf
 # Import MINST data
 from tensorflow.examples.tutorials.mnist import input_data
 mnist = input_data.read_data_sets("/tmp/data/", one_hot=True)

 # Parameters
 learning_rate = 0.01
 training_epochs = 25
 batch_size = 100
 display_step = 1

 # tf Graph Input
 x = tf.placeholder(tf.float32, [None, 784]) # mnist data image of shape 28*28=784
 y = tf.placeholder(tf.float32, [None, 10]) # 0-9 digits recognition => 10 classes

 # Set model weights
 W = tf.Variable(tf.zeros([784, 10]))
 b = tf.Variable(tf.zeros([10]))

 # Construct model
 pred = tf.nn.softmax(tf.matmul(x, W) + b) # Softmax

 # Minimize error using cross entropy
 cost = tf.reduce_mean(-tf.reduce_sum(y*tf.log(pred), reduction_indices=1))
 # Gradient Descent
 optimizer = tf.train.GradientDescentOptimizer(learning_rate).minimize(cost)

 # Initializing the variables
 init = tf.initialize_all_variables()

 # Launch the graph
 with tf.Session() as sess:
     sess.run(init)

     # Training cycle
     for epoch in range(training_epochs):
         avg_cost = 0.
         total_batch = int(mnist.train.num_examples/batch_size)
         # Loop over all batches
         for i in range(total_batch):
             batch_xs, batch_ys = mnist.train.next_batch(batch_size)
             # Run optimization op (backprop) and cost op (to get loss value)
             _, c = sess.run([optimizer, cost], feed_dict={x: batch_xs,
                                                           y: batch_ys})
             # Compute average loss
             avg_cost += c / total_batch
         # Display logs per epoch step
         if (epoch+1) % display_step == 0:
             print "Epoch:", '%04d' % (epoch+1), "cost=", "{:.9f}".format(avg_cost)

     print "Optimization Finished!"

     # Test model
     correct_prediction = tf.equal(tf.argmax(pred, 1), tf.argmax(y, 1))
     # Calculate accuracy
     accuracy = tf.reduce_mean(tf.cast(correct_prediction, tf.float32))
     print "Accuracy:", accuracy.eval({x: mnist.test.images, y: mnist.test.labels})

     # result :
     Epoch: 0001 cost= 29.860467369
     Epoch: 0002 cost= 22.001451784
     Epoch: 0003 cost= 21.019925554
     Epoch: 0004 cost= 20.561320320
     Epoch: 0005 cost= 20.109135756
     Epoch: 0006 cost= 19.927862290
     Epoch: 0007 cost= 19.548687116
     Epoch: 0008 cost= 19.429119071
     Epoch: 0009 cost= 19.397068211
     Epoch: 0010 cost= 19.180813479
     Epoch: 0011 cost= 19.026808132
     Epoch: 0012 cost= 19.057875510
     Epoch: 0013 cost= 19.009575057
     Epoch: 0014 cost= 18.873240641
     Epoch: 0015 cost= 18.718575359
     Epoch: 0016 cost= 18.718761925
     Epoch: 0017 cost= 18.673640560
     Epoch: 0018 cost= 18.562128253
     Epoch: 0019 cost= 18.458205289
     Epoch: 0020 cost= 18.538211225
     Epoch: 0021 cost= 18.443384213
     Epoch: 0022 cost= 18.428727668
     Epoch: 0023 cost= 18.304270616
     Epoch: 0024 cost= 18.323529782
     Epoch: 0025 cost= 18.247192113
     Optimization Finished!
     (10000, 784)
     Accuracy 0.9206




 这里有个小插曲，ipython notebook在一个notebook打开时，一直在占用GPU资源，可能是之前有一个notebook一直打开着，然后占用着GPU资源，然后在计算Accuracy的”InternalError: Dst tensor is not initialized.” 然后找了github上面也有这个问题InternalError: Dst tensor is not initialized.,可以肯定是GPU的memory相关的问题，所以就尝试加上tf.device(‘/cpu:0’)，将Accuracy这步拉到cpu上计算，但是又出现OOM的问题，最后nvidia-smi时，发现有一个python脚本一直占用3g多的显存，把它kill之后恢复了，之前还比较吐槽怎么可能10000*784个float就把显存撑爆呢，原来是自己的问题。

 这里逻辑回归，model是一个softmax函数用来做多元分类，大概意思是选择10当中最后预测概率最高作为最终的分类。

 其实基本的tensorflow没有特别好讲的，语法的课程什么可以去看看基本的文档，之后我会找一点经典有趣的tensorflow的代码应用来看看，毕竟『show me the code 』才是程序猿应有的态度。


本文由『UCloud内核与虚拟化研发团队』提供。



关于作者：

Burness（@段石石 ）， UCloud平台研发中心深度学习研发工程师，tflearn Contributor，做过电商推荐、精准化营销相关算法工作，专注于分布式深度学习框架、计算机视觉算法研究，平时喜欢玩玩算法，研究研究开源的项目，偶尔也会去一些数据比赛打打酱油，生活中是个极客，对新技术、新技能痴迷。 
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以上。


机器学习进阶笔记之二 | 深入理解Neural Style

来源：https://zhuanlan.zhihu.com/p/22493132

引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。


『机器学习进阶笔记』系列是将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




 前面《机器学习进阶笔记之一 | TensorFlow安装与入门 》 简单讲了下怎么在Ubuntu安装tensorflow gpu版本，也跑了下基于Mnist的比较基本的LR算法，但是Tensorflow可远远不止这些，它能做很多很有意思的东西，这篇文章主要针对Tensorflow利用CNN的方法对艺术照片做下Neural Style的相关工作。首先，我会详细解释下A Neural Algorithm of Artistic Style这篇paper是怎么做的，然后会结合一个开源的[Tensorflow的Neural Style版本][3]来领略下大神的风采。



A Neural Algorithm of Artistic Style

 在艺术领域，尤其是绘画，艺术家们通过创造不同的内容与风格，并相互交融影响来创立独立的视觉体验。如果给定两张图像，现在的技术手段，完全有能力让计算机识别出图像具体内容。而风格是一种很抽象的东西，在计算机的眼中，当然就是一些pixel，但人眼就能很有效地的辨别出不同画家不同的style，是否有一些更复杂的feature来构成，最开始学习DeepLearning的paper时，多层网络的实质其实就是找出更复杂、更内在的features，所以图像的style理论上可以通过多层网络来提取里面可能一些有意思的东西。而这篇文章就是利用卷积神经网络（利用pretrain的Pre-trained VGG network model）来分别做Content、Style的reconstruction，在合成时考虑content loss 与style loss的最小化（其实还包括去噪变化的的loss），这样合成出来的图像会保证在content 和style的重构上更准确。




文章大纲

 这里是整个paper在neural style的工作流，理解这幅图对理解整篇paper的逻辑很关键，主要分为两部分：

	Content Reconstruction: 上图中下面部分是Content Reconstruction对应于CNN中的a，b，c，d，e层，注意最开始标了Content Representations的部分不是原始图片（可以理解是给计算机比如分类器看的图片，因此如果可视化它，可能完全就不知道是什么内容），而是经过了Pre-trained之后的VGG network model的图像数据， 该model主要用来做object recognition， 这里主要用来生成图像的Content Representations。理解了这里，后面就比较容易了，经过五层卷积网络来做Content的重构，文章作者实验发现在前3层的Content Reconstruction效果比较好，d，e两层丢失了部分细节信息，保留了比较high-level的信息。


	Style Reconstruction： Style的重构比较复杂，很难去模型化Style这个东西，Style Represention的生成也是和Content Representation的生成类似，也是由VGG network model去做的，不同点在于a,b,c,d,e的处理方式不同，Style Represention的Reconstruction是在CNN的不同的子集上来计算的，怎么说呢，它会分别构造conv1_1(a),[conv1_1, conv2_1](b),[conv1_1, conv2_1, conv3_1],[conv1_1, conv2_1, conv3_1,conv4_1],[conv1_1, conv2_1, conv3_1, conv4_1, conv5_1]。这样重构的Style 会在各个不同的尺度上更加匹配图像本身的style，忽略场景的全局信息。




methods

理解了以上两点，剩下的就是建模的数据问题了，这里按Content和Style来分别计算loss，Content loss的method比较简单：

















其中F^l是产生的Content Representation在第l层的数据表示，P^l是原始图片在第l层的数据表示，定义squared-error loss为两种特征表示的error。

Style的loss基本也和Content loss一样，只不过要包含每一层输出的errors之和


其中A^l 是原始style图片在第l的数据表示，而G^l是产生的Style Representation在第l层的表示

定义好loss之后就是采用优化方法来最小化模型loss(注意paper当中只有content loss和style loss)，源码当中还涉及到降噪的loss： 


优化方法这里就不讲了，tensorflow有内置的如Adam这样的方法来处理



Tensorflow版本源码解读

项目github地址：<GitHub - anishathalye/neural-style: Neural style in TensorFlow!>

代码主要包括三个文件：neural_style.py, stylize.py, vgg.py。一些基本的接口代码我就不描述了，直接来核心代码：

g = tf.Graph()
with g.as_default(), g.device(‘/cpu:0’), tf.Session() as sess:
    image = tf.placeholder('float', shape=shape)
    net, mean_pixel = vgg.net(network, image)
    content_pre = np.array([vgg.preprocess(content, mean_pixel)])
    content_features[CONTENT_LAYER] = net[CONTENT_LAYER].eval(
        feed_dict={image: content_pre})




这里会调用imagenet-vgg-verydeep-19.mat这个model，在这个基础上通过vgg里面的net构建前文当中提到的abcde那五个卷积层conv1_1, conv2_1, conv3_1, conv4_1, conv5_1，net每个不同的key表示对应的层，然后ceontent_pre得到经过model输出后再经过abcde后的content的的feature

 for i in range(len(styles)):
     g = tf.Graph()
     with g.as_default(), g.device('/cpu:0'), tf.Session() as sess:
         image = tf.placeholder('float', shape=style_shapes[i])
         net, _ = vgg.net(network, image)
         style_pre = np.array([vgg.preprocess(styles[i], mean_pixel)])
         for layer in STYLE_LAYERS:
             features = net[layer].eval(feed_dict={image: style_pre})
             features = np.reshape(features, (-1, features.shape[3]))
             gram = np.dot(features.T, features) / features.size
             style_features[i][layer] = gram




 这里和content的feature的计算一样，只不过，由于计算loss的方法不同（style loss 为total loss包括每一层输出的loss），因此CONTENT_LAYER = 'relu4_2'``STYLE_LAYERS = ('relu1_1', 'relu2_1', 'relu3_1', 'relu4_1', 'relu5_1').

 然后就是最小化loss的过程：

 with tf.Graph().as_default():
     if initial is None:
         noise = np.random.normal(size=shape, scale=np.std(content) * 0.1)
         initial = tf.random_normal(shape) * 0.256
     else:
         initial = np.array([vgg.preprocess(initial, mean_pixel)])
         initial = initial.astype('float32')
     image = tf.Variable(initial)
     net, _ = vgg.net(network, image)

     # content loss
     content_loss = content_weight * (2 * tf.nn.l2_loss(
             net[CONTENT_LAYER] - content_features[CONTENT_LAYER]) /
             content_features[CONTENT_LAYER].size)
     # style loss
     style_loss = 0
     for i in range(len(styles)):
         style_losses = []
         for style_layer in STYLE_LAYERS:
             layer = net[style_layer]
             _, height, width, number = map(lambda i: i.value, layer.get_shape())
             size = height * width * number
             feats = tf.reshape(layer, (-1, number))
             gram = tf.matmul(tf.transpose(feats), feats) / size
             style_gram = style_features[i][style_layer]
             style_losses.append(2 * tf.nn.l2_loss(gram - style_gram) / style_gram.size)
         style_loss += style_weight * style_blend_weights[i] * reduce(tf.add, style_losses)
     # total variation denoising
     tv_y_size = _tensor_size(image[:,1:,:,:])
     tv_x_size = _tensor_size(image[:,:,1:,:])
     tv_loss = tv_weight * 2 * (
             (tf.nn.l2_loss(image[:,1:,:,:] - image[:,:shape[1]-1,:,:]) /
                 tv_y_size) +
             (tf.nn.l2_loss(image[:,:,1:,:] - image[:,:,:shape[2]-1,:]) /
                 tv_x_size))
     # overall loss
     loss = content_loss + style_loss + tv_loss

     # optimizer setup
     train_step = tf.train.AdamOptimizer(learning_rate).minimize(loss)




 和上文中提到的公式一一对应，除了多了一个total variation denoising，定义好 total loss后调用AdamOptimizer来进行迭代计算，最小化loss注意这里的代码还是按像素点计算，并未向量化，所以看起来会有点头疼，后面如果更加熟悉tensorflow后，我再来这儿试图改改，看看能不能把这里计算的部分做稍微高效点。

 如果想要详细了解这部分代码的童靴，可以clone这个项目下来，仔细研究研究，当做学习tensorflow。



Neural Style Demo




大家也可以用一些有意思的图片来多试试看看效果：）



Reference

1 Gatys, Leon A., Alexander S. Ecker, and Matthias Bethge. “A neural algorithm of artistic style.” arXiv preprint arXiv:1508.06576 (2015). 2 Pre-trained VGG network [http://www.vlfeat.org/matconvnet/models/beta16/imagenet-vgg-verydeep-19.mat](http://www.vlfeat.org/matconvnet/models/beta16/imagenet-vgg-verydeep-19.mat) [3][3] Neural Style with Tensorflow <GitHub - anishathalye/neural-style: Neural style in TensorFlow!>

  [3]: GitHub - anishathalye/neural-style: Neural style in TensorFlow!
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以上。


机器学习进阶笔记之三 | 深入理解Alexnet

来源：https://zhuanlan.zhihu.com/p/22659166

引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。


『机器学习进阶笔记』系列将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




 前面我们看了一些Tensorflow的文档和一些比较有意思的项目（《机器学习进阶笔记之二 | 深入理解Neural Style》），发现这里面水很深的，需要多花时间好好从头了解下，尤其是cv这块的东西，特别感兴趣，接下来一段时间会开始深入了解ImageNet比赛中中获得好成绩的那些模型： AlexNet、GoogLeNet、VGG（对就是之前在nerual network用的pretrained的model）、deep residual networks。



ImageNet Classification with Deep Convolutional Neural Networks

ImageNet Classification with Deep Convolutional Neural Networks 是Hinton和他的学生Alex Krizhevsky在12年ImageNet Challenge使用的模型结构，刷新了Image Classification的几率，从此deep learning在Image这块开始一次次超过state-of-art，甚至于搭到打败人类的地步，看这边文章的过程中，发现了很多以前零零散散看到的一些优化技术，但是很多没有深入了解，这篇文章讲解了他们alexnet如何做到能达到那么好的成绩，好的废话不多说，来开始看文章


这张图是基本的caffe中alexnet的网络结构，这里比较抽象，我用caffe的draw_net把alexnet的网络结构画出来了 



AlexNet的基本结构

 alexnet总共包括8层，其中前5层convolutional，后面3层是full-connected，文章里面说的是减少任何一个卷积结果会变得很差，下面我来具体讲讲每一层的构成：

	第一层卷积层 输入图像为227*227*3(paper上貌似有点问题224*224*3)的图像，使用了96个kernels（96,11,11,3），以4个pixel为一个单位来右移或者下移，能够产生5555个卷积后的矩形框值，然后进行response-normalized（其实是Local Response Normalized，后面我会讲下这里）和pooled之后，pool这一层好像caffe里面的alexnet和paper里面不太一样，alexnet里面采样了两个GPU，所以从图上面看第一层卷积层厚度有两部分，池化pool_size=(3,3),滑动步长为2个pixels，得到96个2727个feature。

	第二层卷积层使用256个（同样，分布在两个GPU上，每个128kernels（5*5*48）），做pad_size(2,2)的处理，以1个pixel为单位移动（感谢网友指出），能够产生27*27个卷积后的矩阵框，做LRN处理，然后pooled，池化以3*3矩形框，2个pixel为步长，得到256个13*13个features。

	第三层、第四层都没有LRN和pool，第五层只有pool，其中第三层使用384个kernels（3*3*256，pad_size=(1,1),得到256*15*15，kernel_size为（3，3),以1个pixel为步长，得到256*13*13）；第四层使用384个kernels（pad_size(1,1)得到256*15*15，核大小为（3，3）步长为1个pixel，得到384*13*13）；第五层使用256个kernels（pad_size(1,1)得到384*15*15，kernel_size(3,3)，得到256*13*13，pool_size(3，3）步长2个pixels，得到256*6*6）。




全连接层： 前两层分别有4096个神经元，最后输出softmax为1000个（ImageNet），注意caffe图中全连接层中有relu、dropout、innerProduct。

（感谢AnaZou指出上面之前的一些问题） paper里面也指出了这张图是在两个GPU下做的，其中和caffe里面的alexnet可能还真有点差异，但这可能不是重点，各位在使用的时候，直接参考caffe中的alexnet的网络结果，每一层都十分详细，基本的结构理解和上面是一致的。



AlexNet为啥取得比较好的结果

前面讲了下AlexNet的基本网络结构，大家肯定会对其中的一些点产生疑问，比如LRN、Relu、dropout， 相信接触过dl的小伙伴们都有听说或者了解过这些。这里我讲按paper中的描述详细讲述这些东西为什么能提高最终网络的性能。

ReLU Nonlinearity

一般来说，刚接触神经网络还没有深入了解深度学习的小伙伴们对这个都不会太熟，一般都会更了解另外两个激活函数（真正往神经网络中引入非线性关系，使神经网络能够有效拟合非线性函数）tanh(x)和(1+e^(-x))^(-1),而ReLU(Rectified Linear Units) f(x)=max(0,x)。基于ReLU的深度卷积网络比基于tanh的网络训练块数倍，下图是一个基于CIFAR-10的四层卷积网络在tanh和ReLU达到25%的training error的迭代次数：



实线、间断线分别代表的是ReLU、tanh的training error，可见ReLU比tanh能够更快的收敛

Local Response Normalization

使用ReLU f(x)=max(0,x)后，你会发现激活函数之后的值没有了tanh、sigmoid函数那样有一个值域区间，所以一般在ReLU之后会做一个normalization，LRU就是稳重提出（这里不确定，应该是提出？）一种方法，在神经科学中有个概念叫“Lateral inhibition”，讲的是活跃的神经元对它周边神经元的影响。


Dropout

Dropout也是经常挺说的一个概念，能够比较有效地防止神经网络的过拟合。 相对于一般如线性模型使用正则的方法来防止模型过拟合，而在神经网络中Dropout通过修改神经网络本身结构来实现。对于某一层神经元，通过定义的概率来随机删除一些神经元，同时保持输入层与输出层神经元的个人不变，然后按照神经网络的学习方法进行参数更新，下一次迭代中，重新随机删除一些神经元，直至训练结束 


Data Augmentation

其实，最简单的增强模型性能，防止模型过拟合的方法是增加数据，但是其实增加数据也是有策略的，paper当中从256*256中随机提出227*227的patches(paper里面是224*224)，还有就是通过PCA来扩展数据集。这样就很有效地扩展了数据集，其实还有更多的方法视你的业务场景去使用，比如做基本的图像转换如增加减少亮度，一些滤光算法等等之类的，这是一种特别有效地手段，尤其是当数据量不够大的时候。

文章里面，我认为的基本内容就是这个了，基本的网络结构和一些防止过拟合的小的技巧方法，对自己在后面的项目有很多指示作用。



AlexNet On Tensorflow

caffe的AlexNet可以到/models/bvlc_alexnet/train_val.prototxt 去看看具体的网络结构，这里我会弄点基于Tensorflow的AlexNet， 代码在：http://www.cs.toronto.edu/~guerzhoy/tf_alexnet/

from numpy import 
import os
from pylab import 
import numpy as np
import matplotlib.pyplot as plt
import matplotlib.cbook as cbook
import time
from scipy.misc import imread
from scipy.misc import imresize
import matplotlib.image as mpimg
from scipy.ndimage import filters
import urllib
from numpy import random


import tensorflow as tf
from caffe_classes import class_names

 train_x = zeros((1, 227,227,3)).astype(float32)
 train_y = zeros((1, 1000))
 xdim = train_x.shape[1:]
 ydim = train_y.shape[1]
 

net_data = load("bvlc_alexnet.npy").item()

 def conv(input, kernel, biases, k_h, k_w, c_o, s_h, s_w,  padding="VALID", group=1):
     '''From [https://github.com/ethereon/caffe-tensorflow](https://github.com/ethereon/caffe-tensorflow)
     '''
     c_i = input.get_shape()[-1]
     assert c_i%group==0
     assert c_o%group==0
     convolve = lambda i, k: tf.nn.conv2d(i, k, [1, s_h, s_w, 1], padding=padding)


     if group==1:
         conv = convolve(input, kernel)
     else:
         input_groups = tf.split(3, group, input)
         kernel_groups = tf.split(3, group, kernel)
         output_groups = [convolve(i, k) for i,k in zip(input_groups, kernel_groups)]
         conv = tf.concat(3, output_groups)
     return  tf.reshape(tf.nn.bias_add(conv, biases), conv.get_shape().as_list())



 x = tf.Variable(i)

 #conv1
 #conv(11, 11, 96, 4, 4, padding='VALID', name='conv1')
 k_h = 11; k_w = 11; c_o = 96; s_h = 4; s_w = 4
 conv1W = tf.Variable(net_data["conv1"][0])
 conv1b = tf.Variable(net_data["conv1"][1])
 conv1_in = conv(x, conv1W, conv1b, k_h, k_w, c_o, s_h, s_w, padding="SAME", group=1)
 conv1 = tf.nn.relu(conv1_in)

 #lrn1
 #lrn(2, 2e-05, 0.75, name='norm1')
 radius = 2; alpha = 2e-05; beta = 0.75; bias = 1.0
 lrn1 = tf.nn.local_response_normalization(conv1,
                                                   depth_radius=radius,
                                                   alpha=alpha,
                                                   beta=beta,
                                                   bias=bias)

 #maxpool1
 #max_pool(3, 3, 2, 2, padding='VALID', name='pool1')
 k_h = 3; k_w = 3; s_h = 2; s_w = 2; padding = 'VALID'
 maxpool1 = tf.nn.max_pool(lrn1, ksize=[1, k_h, k_w, 1], strides=[1, s_h, s_w, 1], padding=padding)


 #conv2
 #conv(5, 5, 256, 1, 1, group=2, name='conv2')
 k_h = 5; k_w = 5; c_o = 256; s_h = 1; s_w = 1; group = 2
 conv2W = tf.Variable(net_data["conv2"][0])
 conv2b = tf.Variable(net_data["conv2"][1])
 conv2_in = conv(maxpool1, conv2W, conv2b, k_h, k_w, c_o, s_h, s_w, padding="SAME", group=group)
 conv2 = tf.nn.relu(conv2_in)


 #lrn2
 #lrn(2, 2e-05, 0.75, name='norm2')
 radius = 2; alpha = 2e-05; beta = 0.75; bias = 1.0
 lrn2 = tf.nn.local_response_normalization(conv2,
                                                   depth_radius=radius,
                                                   alpha=alpha,
                                                   beta=beta,
                                                   bias=bias)

 #maxpool2
 #max_pool(3, 3, 2, 2, padding='VALID', name='pool2')
 k_h = 3; k_w = 3; s_h = 2; s_w = 2; padding = 'VALID'
 maxpool2 = tf.nn.max_pool(lrn2, ksize=[1, k_h, k_w, 1], strides=[1, s_h, s_w, 1], padding=padding)

 #conv3
 #conv(3, 3, 384, 1, 1, name='conv3')
 k_h = 3; k_w = 3; c_o = 384; s_h = 1; s_w = 1; group = 1
 conv3W = tf.Variable(net_data["conv3"][0])
 conv3b = tf.Variable(net_data["conv3"][1])
 conv3_in = conv(maxpool2, conv3W, conv3b, k_h, k_w, c_o, s_h, s_w, padding="SAME", group=group)
 conv3 = tf.nn.relu(conv3_in)

 #conv4
 #conv(3, 3, 384, 1, 1, group=2, name='conv4')
 k_h = 3; k_w = 3; c_o = 384; s_h = 1; s_w = 1; group = 2
 conv4W = tf.Variable(net_data["conv4"][0])
 conv4b = tf.Variable(net_data["conv4"][1])
 conv4_in = conv(conv3, conv4W, conv4b, k_h, k_w, c_o, s_h, s_w, padding="SAME", group=group)
 conv4 = tf.nn.relu(conv4_in)


 #conv5
 #conv(3, 3, 256, 1, 1, group=2, name='conv5')
 k_h = 3; k_w = 3; c_o = 256; s_h = 1; s_w = 1; group = 2
 conv5W = tf.Variable(net_data["conv5"][0])
 conv5b = tf.Variable(net_data["conv5"][1])
 conv5_in = conv(conv4, conv5W, conv5b, k_h, k_w, c_o, s_h, s_w, padding="SAME", group=group)
 conv5 = tf.nn.relu(conv5_in)

 #maxpool5
 #max_pool(3, 3, 2, 2, padding='VALID', name='pool5')
 k_h = 3; k_w = 3; s_h = 2; s_w = 2; padding = 'VALID'
 maxpool5 = tf.nn.max_pool(conv5, ksize=[1, k_h, k_w, 1], strides=[1, s_h, s_w, 1], padding=padding)

 #fc6
 #fc(4096, name='fc6')
 fc6W = tf.Variable(net_data["fc6"][0])
 fc6b = tf.Variable(net_data["fc6"][1])
 fc6 = tf.nn.relu_layer(tf.reshape(maxpool5, [1, int(prod(maxpool5.get_shape()[1:]))]), fc6W, fc6b)

 #fc7
 #fc(4096, name='fc7')
 fc7W = tf.Variable(net_data["fc7"][0])
 fc7b = tf.Variable(net_data["fc7"][1])
 fc7 = tf.nn.relu_layer(fc6, fc7W, fc7b)

 #fc8
 #fc(1000, relu=False, name='fc8')
 fc8W = tf.Variable(net_data["fc8"][0])
 fc8b = tf.Variable(net_data["fc8"][1])
 fc8 = tf.nn.xw_plus_b(fc7, fc8W, fc8b)


 #prob
 #softmax(name='prob'))
 prob = tf.nn.softmax(fc8)

 init = tf.initialize_all_variables()
 sess = tf.Session()
 sess.run(init)

 output = sess.run(prob)
 ################################################################################

 #Output:

 inds = argsort(output)[0,:]
 for i in range(5):
     print class_names[inds[-1-i]], output[0, inds[-1-i]]





 这个是基于原生tensorflow的一版代码，好长而且看着比较麻烦一点，还load了caffe里面生成的网络模型，比较麻烦，这里找了一版稍微简单的<【机器学习】AlexNet 的tensorflow 实现>:

 # 输入数据
 import input_data
 mnist = input_data.read_data_sets("/tmp/data/", one_hot=True)

 import tensorflow as tf

 # 定义网络超参数
 learning_rate = 0.001
 training_iters = 200000
 batch_size = 64
 display_step = 20

 # 定义网络参数
 n_input = 784 # 输入的维度
 n_classes = 10 # 标签的维度
 dropout = 0.8 # Dropout 的概率

 # 占位符输入
 x = tf.placeholder(tf.types.float32, [None, n_input])
 y = tf.placeholder(tf.types.float32, [None, n_classes])
 keep_prob = tf.placeholder(tf.types.float32)

 # 卷积操作
 def conv2d(name, l_input, w, b):
     return tf.nn.relu(tf.nn.bias_add(tf.nn.conv2d(l_input, w, strides=[1, 1, 1, 1], padding='SAME'),b), name=name)

 # 最大下采样操作
 def max_pool(name, l_input, k):
     return tf.nn.max_pool(l_input, ksize=[1, k, k, 1], strides=[1, k, k, 1], padding='SAME', name=name)

 # 归一化操作
 def norm(name, l_input, lsize=4):
     return tf.nn.lrn(l_input, lsize, bias=1.0, alpha=0.001 / 9.0, beta=0.75, name=name)

 # 定义整个网络 
 def alex_net(_X, _weights, _biases, _dropout):
     # 向量转为矩阵
     _X = tf.reshape(_X, shape=[-1, 28, 28, 1])

     # 卷积层
     conv1 = conv2d('conv1', _X, _weights['wc1'], _biases['bc1'])
     # 下采样层
     pool1 = max_pool('pool1', conv1, k=2)
     # 归一化层
     norm1 = norm('norm1', pool1, lsize=4)
     # Dropout
     norm1 = tf.nn.dropout(norm1, _dropout)

     # 卷积
     conv2 = conv2d('conv2', norm1, _weights['wc2'], _biases['bc2'])
     # 下采样
     pool2 = max_pool('pool2', conv2, k=2)
     # 归一化
     norm2 = norm('norm2', pool2, lsize=4)
     # Dropout
     norm2 = tf.nn.dropout(norm2, _dropout)

     # 卷积
     conv3 = conv2d('conv3', norm2, _weights['wc3'], _biases['bc3'])
     # 下采样
     pool3 = max_pool('pool3', conv3, k=2)
     # 归一化
     norm3 = norm('norm3', pool3, lsize=4)
     # Dropout
     norm3 = tf.nn.dropout(norm3, _dropout)

     # 全连接层，先把特征图转为向量
     dense1 = tf.reshape(norm3, [-1, _weights['wd1'].get_shape().as_list()[0]]) 
     dense1 = tf.nn.relu(tf.matmul(dense1, _weights['wd1']) + _biases['bd1'], name='fc1') 
     # 全连接层
     dense2 = tf.nn.relu(tf.matmul(dense1, _weights['wd2']) + _biases['bd2'], name='fc2') # Relu activation

     # 网络输出层
     out = tf.matmul(dense2, _weights['out']) + _biases['out']
     return out

 # 存储所有的网络参数
 weights = {
     'wc1': tf.Variable(tf.random_normal([3, 3, 1, 64])),
     'wc2': tf.Variable(tf.random_normal([3, 3, 64, 128])),
     'wc3': tf.Variable(tf.random_normal([3, 3, 128, 256])),
     'wd1': tf.Variable(tf.random_normal([4\*4\*256, 1024])),
     'wd2': tf.Variable(tf.random_normal([1024, 1024])),
     'out': tf.Variable(tf.random_normal([1024, 10]))
 }
 biases = {
     'bc1': tf.Variable(tf.random_normal([64])),
     'bc2': tf.Variable(tf.random_normal([128])),
     'bc3': tf.Variable(tf.random_normal([256])),
     'bd1': tf.Variable(tf.random_normal([1024])),
     'bd2': tf.Variable(tf.random_normal([1024])),
     'out': tf.Variable(tf.random_normal([n_classes]))
 }

 # 构建模型
 pred = alex_net(x, weights, biases, keep_prob)

 # 定义损失函数和学习步骤
 cost = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(pred, y))
 optimizer = tf.train.AdamOptimizer(learning_rate=learning_rate).minimize(cost)

 # 测试网络
 correct_pred = tf.equal(tf.argmax(pred,1), tf.argmax(y,1))
 accuracy = tf.reduce_mean(tf.cast(correct_pred, tf.float32))

 # 初始化所有的共享变量
 init = tf.initialize_all_variables()

 # 开启一个训练
 with tf.Session() as sess:
     sess.run(init)
     step = 1
     # Keep training until reach max iterations
     while step \* batch_size < training_iters:
         batch_xs, batch_ys = mnist.train.next_batch(batch_size)
         # 获取批数据
         sess.run(optimizer, feed_dict={x: batch_xs, y: batch_ys, keep_prob: dropout})
         if step % display_step == 0:
             # 计算精度
             acc = sess.run(accuracy, feed_dict={x: batch_xs, y: batch_ys, keep_prob: 1.})
             # 计算损失值
             loss = sess.run(cost, feed_dict={x: batch_xs, y: batch_ys, keep_prob: 1.})
             print "Iter " + str(step\*batch_size) + ", Minibatch Loss= " + "{:.6f}".format(loss) + ", Training Accuracy= " + "{:.5f}".format(acc)
         step += 1
     print "Optimization Finished!"
     # 计算测试精度
     print "Testing Accuracy:", sess.run(accuracy, feed_dict={x: mnist.test.images[:256], y: mnist.test.labels[:256], keep_prob: 1.})





 基于mnist 构建alexnet，这里的input可以去tensorflow的github上去找找，这一版代码比较简单。

 后来发现了tflearn里面有一个alexnet来分类Oxford的例子，好开心，在基于tflearn对一些日常layer的封装，代码量只有不到50行，看了下内部layer的实现，挺不错的，写代码的时候可以多参考参考，代码地址：https://github.com/tflearn/tflearn/blob/master/examples/images/alexnet.py.

 from __future__ import division, print_function, absolute_import

 import tflearn
 from tflearn.layers.core import input_data, dropout, fully_connected
 from tflearn.layers.conv import conv_2d, max_pool_2d
 from tflearn.layers.normalization import local_response_normalization
 from tflearn.layers.estimator import regression

 import tflearn.datasets.oxflower17 as oxflower17
 X, Y = oxflower17.load_data(one_hot=True, resize_pics=(227, 227))

 # Building 'AlexNet'
 network = input_data(shape=[None, 227, 227, 3])
 network = conv_2d(network, 96, 11, strides=4, activation='relu')
 network = max_pool_2d(network, 3, strides=2)
 network = local_response_normalization(network)
 network = conv_2d(network, 256, 5, activation='relu')
 network = max_pool_2d(network, 3, strides=2)
 network = local_response_normalization(network)
 network = conv_2d(network, 384, 3, activation='relu')
 network = conv_2d(network, 384, 3, activation='relu')
 network = conv_2d(network, 256, 3, activation='relu')
 network = max_pool_2d(network, 3, strides=2)
 network = local_response_normalization(network)
 network = fully_connected(network, 4096, activation='tanh')
 network = dropout(network, 0.5)
 network = fully_connected(network, 4096, activation='tanh')
 network = dropout(network, 0.5)
 network = fully_connected(network, 17, activation='softmax')
 network = regression(network, optimizer='momentum',
                      loss='categorical_crossentropy',
                      learning_rate=0.001)

 # Training
 model = tflearn.DNN(network, checkpoint_path='model_alexnet',
                     max_checkpoints=1, tensorboard_verbose=2)
 model.fit(X, Y, n_epoch=1000, validation_set=0.1, shuffle=True,
           show_metric=True, batch_size=64, snapshot_step=200,
           snapshot_epoch=False, run_id='alexnet_oxflowers17')





 使用tflearn版本的alexnet来做实验，从TensorBoard上得到的基本效果如下， alexnet graph 如下： 




Reference

 1,ImageNet Classification with Deep Convolutional Neural Networks

 2,<【机器学习】AlexNet 的tensorflow 实现> 

3,http://www.cs.toronto.edu/~guerzhoy/tf_alexnet/

4,https://github.com/tflearn/tflearn/blob/master/examples/images/alexnet.py

5,https://github.com/BVLC/caffe/blob/master/python/draw_net.py
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引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。


『机器学习进阶笔记』系列将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




 GoogLeNet是ILSVRC 2014的冠军，主要是直径经典的LeNet-5算法，主要是Google的team成员完成，paper见Going Deeper with Convolutions.相关工作主要包括LeNet-5、Gabor filters、Network-in-Network.Network-in-Network改进了传统的CNN网络，采用少量的参数就轻松地击败了AlexNet网络，使用Network-in-Network的模型最后大小约为29MNetwork-in-Network caffe model.GoogLeNet借鉴了Network-in-Network的思想，下面会详细讲述下。



Network-in-Network





 左边是我们CNN的线性卷积层，一般来说线性卷积层用来提取线性可分的特征，但所提取的特征高度非线性时，我们需要更加多的filters来提取各种潜在的特征，这样就存在一个问题，filters太多，导致网络参数太多，网络过于复杂对于计算压力太大。

 文章主要从两个方法来做了一些改良：1，卷积层的改进：MLPconv，在每个local部分进行比传统卷积层复杂的计算，如上图右，提高每一层卷积层对于复杂特征的识别能力，这里举个不恰当的例子，传统的CNN网络，每一层的卷积层相当于一个只会做单一任务，你必须要增加海量的filters来达到完成特定量类型的任务，而MLPconv的每层conv有更加大的能力，每一层能够做多种不同类型的任务，在选择filters时只需要很少量的部分；2，采用全局均值池化来解决传统CNN网络中最后全连接层参数过于复杂的特点，而且全连接会造成网络的泛化能力差，Alexnet中有提高使用dropout来提高网络的泛化能力。





 最后作者设计了一个4层的Network-in-network+全局均值池化层来做imagenet的分类问题.

 class NiN(Network):
     def setup(self):
         (self.feed('data')
              .conv(11, 11, 96, 4, 4, padding='VALID', name='conv1')
              .conv(1, 1, 96, 1, 1, name='cccp1')
              .conv(1, 1, 96, 1, 1, name='cccp2')
              .max_pool(3, 3, 2, 2, name='pool1')
              .conv(5, 5, 256, 1, 1, name='conv2')
              .conv(1, 1, 256, 1, 1, name='cccp3')
              .conv(1, 1, 256, 1, 1, name='cccp4')
              .max_pool(3, 3, 2, 2, padding='VALID', name='pool2')
              .conv(3, 3, 384, 1, 1, name='conv3')
              .conv(1, 1, 384, 1, 1, name='cccp5')
              .conv(1, 1, 384, 1, 1, name='cccp6')
              .max_pool(3, 3, 2, 2, padding='VALID', name='pool3')
              .conv(3, 3, 1024, 1, 1, name='conv4-1024')
              .conv(1, 1, 1024, 1, 1, name='cccp7-1024')
              .conv(1, 1, 1000, 1, 1, name='cccp8-1024')
              .avg_pool(6, 6, 1, 1, padding='VALID', name='pool4')
              .softmax(name='prob'))




 网络基本结果如上，代码见GitHub - ethereon/caffe-tensorflow: Caffe models in TensorFlow.
 这里因为我最近工作变动的问题，没有了机器来跑一篇，也无法画下基本的网络结构图，之后我会补上。这里指的提出的是中间cccp1和ccp2（cross channel pooling）等价于1*1kernel大小的卷积层。caffe中NIN的实现如下：

 name: "nin_imagenet"
 layers {
   top: "data"
   top: "label"
   name: "data"
   type: DATA
   data_param {
     source: "/home/linmin/IMAGENET-LMDB/imagenet-train-lmdb"
     backend: LMDB
     batch_size: 64
   }
   transform_param {
     crop_size: 224
     mirror: true
     mean_file: "/home/linmin/IMAGENET-LMDB/imagenet-train-mean"
   }
   include: { phase: TRAIN }
 }
 layers {
   top: "data"
   top: "label"
   name: "data"
   type: DATA
   data_param {
     source: "/home/linmin/IMAGENET-LMDB/imagenet-val-lmdb"
     backend: LMDB
     batch_size: 89
   }
   transform_param {
     crop_size: 224
     mirror: false
     mean_file: "/home/linmin/IMAGENET-LMDB/imagenet-train-mean"
   }
   include: { phase: TEST }
 }
 layers {
   bottom: "data"
   top: "conv1"
   name: "conv1"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 96
     kernel_size: 11
     stride: 4
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.01
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "conv1"
   top: "conv1"
   name: "relu0"
   type: RELU
 }
 layers {
   bottom: "conv1"
   top: "cccp1"
   name: "cccp1"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 96
     kernel_size: 1
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "cccp1"
   top: "cccp1"
   name: "relu1"
   type: RELU
 }
 layers {
   bottom: "cccp1"
   top: "cccp2"
   name: "cccp2"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 96
     kernel_size: 1
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "cccp2"
   top: "cccp2"
   name: "relu2"
   type: RELU
 }
 layers {
   bottom: "cccp2"
   top: "pool0"
   name: "pool0"
   type: POOLING
   pooling_param {
     pool: MAX
     kernel_size: 3
     stride: 2
   }
 }
 layers {
   bottom: "pool0"
   top: "conv2"
   name: "conv2"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 256
     pad: 2
     kernel_size: 5
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "conv2"
   top: "conv2"
   name: "relu3"
   type: RELU
 }
 layers {
   bottom: "conv2"
   top: "cccp3"
   name: "cccp3"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 256
     kernel_size: 1
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "cccp3"
   top: "cccp3"
   name: "relu5"
   type: RELU
 }
 layers {
   bottom: "cccp3"
   top: "cccp4"
   name: "cccp4"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 256
     kernel_size: 1
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "cccp4"
   top: "cccp4"
   name: "relu6"
   type: RELU
 }
 layers {
   bottom: "cccp4"
   top: "pool2"
   name: "pool2"
   type: POOLING
   pooling_param {
     pool: MAX
     kernel_size: 3
     stride: 2
   }
 }
 layers {
   bottom: "pool2"
   top: "conv3"
   name: "conv3"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 384
     pad: 1
     kernel_size: 3
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.01
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "conv3"
   top: "conv3"
   name: "relu7"
   type: RELU
 }
 layers {
   bottom: "conv3"
   top: "cccp5"
   name: "cccp5"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 384
     kernel_size: 1
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "cccp5"
   top: "cccp5"
   name: "relu8"
   type: RELU
 }
 layers {
   bottom: "cccp5"
   top: "cccp6"
   name: "cccp6"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 384
     kernel_size: 1
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "cccp6"
   top: "cccp6"
   name: "relu9"
   type: RELU
 }
 layers {
   bottom: "cccp6"
   top: "pool3"
   name: "pool3"
   type: POOLING
   pooling_param {
     pool: MAX
     kernel_size: 3
     stride: 2
   }
 }
 layers {
   bottom: "pool3"
   top: "pool3"
   name: "drop"
   type: DROPOUT
   dropout_param {
     dropout_ratio: 0.5
   }
 }
 layers {
   bottom: "pool3"
   top: "conv4"
   name: "conv4-1024"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 1024
     pad: 1
     kernel_size: 3
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "conv4"
   top: "conv4"
   name: "relu10"
   type: RELU
 }
 layers {
   bottom: "conv4"
   top: "cccp7"
   name: "cccp7-1024"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 1024
     kernel_size: 1
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.05
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "cccp7"
   top: "cccp7"
   name: "relu11"
   type: RELU
 }
 layers {
   bottom: "cccp7"
   top: "cccp8"
   name: "cccp8-1024"
   type: CONVOLUTION
   blobs_lr: 1
   blobs_lr: 2
   weight_decay: 1
   weight_decay: 0
   convolution_param {
     num_output: 1000
     kernel_size: 1
     stride: 1
     weight_filler {
       type: "gaussian"
       mean: 0
       std: 0.01
     }
     bias_filler {
       type: "constant"
       value: 0
     }
   }
 }
 layers {
   bottom: "cccp8"
   top: "cccp8"
   name: "relu12"
   type: RELU
 }
 layers {
   bottom: "cccp8"
   top: "pool4"
   name: "pool4"
   type: POOLING
   pooling_param {
     pool: AVE
     kernel_size: 6
     stride: 1
   }
 }
 layers {
   name: "accuracy"
   type: ACCURACY
   bottom: "pool4"
   bottom: "label"
   top: "accuracy"
   include: { phase: TEST }
 }
 layers {
   bottom: "pool4"
   bottom: "label"
   name: "loss"
   type: SOFTMAX_LOSS
   include: { phase: TRAIN }
 }




 NIN的提出其实也可以认为我们加深了网络的深度，通过加深网络深度（增加单个NIN的特征表示能力）以及将原先全连接层变为aver_pool层，大大减少了原先需要的filters数，减少了model的参数。paper中实验证明达到Alexnet相同的性能，最终model大小仅为29M。

 理解NIN之后，再来看GoogLeNet就不会有不明所理的感觉。



GoogLeNet

痛点

	越大的CNN网络，有更大的model参数，也需要更多的计算力支持，并且由于模型过于复杂会过拟合；

	在CNN中，网络的层数的增加会伴随着需求计算资源的增加；

	稀疏的network是可以接受，但是稀疏的数据结构通常在计算时效率很低



Inception module





Inception module的提出主要考虑多个不同size的卷积核能够hold图像当中不同cluster的信息，为方便计算，paper中分别使用1*1，3*3，5*5，同时加入3*3 max pooling模块。
然而这里存在一个很大的计算隐患，每一层Inception module的输出的filters将是分支所有filters数量的综合，经过多层之后，最终model的数量将会变得巨大，naive的inception会对计算资源有更大的依赖。
前面我们有提到Network-in-Network模型，1*1的模型能够有效进行降维（使用更少的来表达尽可能多的信息），所以文章提出了”Inception module with dimension reduction”,在不损失模型特征表示能力的前提下，尽量减少filters的数量，达到减少model复杂度的目的：



Overall of GoogLeNet






在tensorflow构造GoogLeNet基本的代码：

 from kaffe.tensorflow import Network

 class GoogleNet(Network):

 def setup(self):
     (self.feed('data')
          .conv(7, 7, 64, 2, 2, name='conv1_7x7_s2')
          .max_pool(3, 3, 2, 2, name='pool1_3x3_s2')
          .lrn(2, 2e-05, 0.75, name='pool1_norm1')
          .conv(1, 1, 64, 1, 1, name='conv2_3x3_reduce')
          .conv(3, 3, 192, 1, 1, name='conv2_3x3')
          .lrn(2, 2e-05, 0.75, name='conv2_norm2')
          .max_pool(3, 3, 2, 2, name='pool2_3x3_s2')
          .conv(1, 1, 64, 1, 1, name='inception_3a_1x1'))

     (self.feed('pool2_3x3_s2')
          .conv(1, 1, 96, 1, 1, name='inception_3a_3x3_reduce')
          .conv(3, 3, 128, 1, 1, name='inception_3a_3x3'))

     (self.feed('pool2_3x3_s2')
          .conv(1, 1, 16, 1, 1, name='inception_3a_5x5_reduce')
          .conv(5, 5, 32, 1, 1, name='inception_3a_5x5'))

     (self.feed('pool2_3x3_s2')
          .max_pool(3, 3, 1, 1, name='inception_3a_pool')
          .conv(1, 1, 32, 1, 1, name='inception_3a_pool_proj'))

     (self.feed('inception_3a_1x1',
                'inception_3a_3x3',
                'inception_3a_5x5',
                'inception_3a_pool_proj')
          .concat(3, name='inception_3a_output')
          .conv(1, 1, 128, 1, 1, name='inception_3b_1x1'))

     (self.feed('inception_3a_output')
          .conv(1, 1, 128, 1, 1, name='inception_3b_3x3_reduce')
          .conv(3, 3, 192, 1, 1, name='inception_3b_3x3'))

     (self.feed('inception_3a_output')
          .conv(1, 1, 32, 1, 1, name='inception_3b_5x5_reduce')
          .conv(5, 5, 96, 1, 1, name='inception_3b_5x5'))

     (self.feed('inception_3a_output')
          .max_pool(3, 3, 1, 1, name='inception_3b_pool')
          .conv(1, 1, 64, 1, 1, name='inception_3b_pool_proj'))

     (self.feed('inception_3b_1x1',
                'inception_3b_3x3',
                'inception_3b_5x5',
                'inception_3b_pool_proj')
          .concat(3, name='inception_3b_output')
          .max_pool(3, 3, 2, 2, name='pool3_3x3_s2')
          .conv(1, 1, 192, 1, 1, name='inception_4a_1x1'))

     (self.feed('pool3_3x3_s2')
          .conv(1, 1, 96, 1, 1, name='inception_4a_3x3_reduce')
          .conv(3, 3, 208, 1, 1, name='inception_4a_3x3'))

     (self.feed('pool3_3x3_s2')
          .conv(1, 1, 16, 1, 1, name='inception_4a_5x5_reduce')
          .conv(5, 5, 48, 1, 1, name='inception_4a_5x5'))

     (self.feed('pool3_3x3_s2')
          .max_pool(3, 3, 1, 1, name='inception_4a_pool')
          .conv(1, 1, 64, 1, 1, name='inception_4a_pool_proj'))

     (self.feed('inception_4a_1x1',
                'inception_4a_3x3',
                'inception_4a_5x5',
                'inception_4a_pool_proj')
          .concat(3, name='inception_4a_output')
          .conv(1, 1, 160, 1, 1, name='inception_4b_1x1'))

     (self.feed('inception_4a_output')
          .conv(1, 1, 112, 1, 1, name='inception_4b_3x3_reduce')
          .conv(3, 3, 224, 1, 1, name='inception_4b_3x3'))

     (self.feed('inception_4a_output')
          .conv(1, 1, 24, 1, 1, name='inception_4b_5x5_reduce')
          .conv(5, 5, 64, 1, 1, name='inception_4b_5x5'))

     (self.feed('inception_4a_output')
          .max_pool(3, 3, 1, 1, name='inception_4b_pool')
          .conv(1, 1, 64, 1, 1, name='inception_4b_pool_proj'))

     (self.feed('inception_4b_1x1',
                'inception_4b_3x3',
                'inception_4b_5x5',
                'inception_4b_pool_proj')
          .concat(3, name='inception_4b_output')
          .conv(1, 1, 128, 1, 1, name='inception_4c_1x1'))

     (self.feed('inception_4b_output')
          .conv(1, 1, 128, 1, 1, name='inception_4c_3x3_reduce')
          .conv(3, 3, 256, 1, 1, name='inception_4c_3x3'))

     (self.feed('inception_4b_output')
          .conv(1, 1, 24, 1, 1, name='inception_4c_5x5_reduce')
          .conv(5, 5, 64, 1, 1, name='inception_4c_5x5'))

     (self.feed('inception_4b_output')
          .max_pool(3, 3, 1, 1, name='inception_4c_pool')
          .conv(1, 1, 64, 1, 1, name='inception_4c_pool_proj'))

     (self.feed('inception_4c_1x1',
                'inception_4c_3x3',
                'inception_4c_5x5',
                'inception_4c_pool_proj')
          .concat(3, name='inception_4c_output')
          .conv(1, 1, 112, 1, 1, name='inception_4d_1x1'))

     (self.feed('inception_4c_output')
          .conv(1, 1, 144, 1, 1, name='inception_4d_3x3_reduce')
          .conv(3, 3, 288, 1, 1, name='inception_4d_3x3'))

     (self.feed('inception_4c_output')
          .conv(1, 1, 32, 1, 1, name='inception_4d_5x5_reduce')
          .conv(5, 5, 64, 1, 1, name='inception_4d_5x5'))

     (self.feed('inception_4c_output')
          .max_pool(3, 3, 1, 1, name='inception_4d_pool')
          .conv(1, 1, 64, 1, 1, name='inception_4d_pool_proj'))

     (self.feed('inception_4d_1x1',
                'inception_4d_3x3',
                'inception_4d_5x5',
                'inception_4d_pool_proj')
          .concat(3, name='inception_4d_output')
          .conv(1, 1, 256, 1, 1, name='inception_4e_1x1'))

     (self.feed('inception_4d_output')
          .conv(1, 1, 160, 1, 1, name='inception_4e_3x3_reduce')
          .conv(3, 3, 320, 1, 1, name='inception_4e_3x3'))

     (self.feed('inception_4d_output')
          .conv(1, 1, 32, 1, 1, name='inception_4e_5x5_reduce')
          .conv(5, 5, 128, 1, 1, name='inception_4e_5x5'))

     (self.feed('inception_4d_output')
          .max_pool(3, 3, 1, 1, name='inception_4e_pool')
          .conv(1, 1, 128, 1, 1, name='inception_4e_pool_proj'))

     (self.feed('inception_4e_1x1',
                'inception_4e_3x3',
                'inception_4e_5x5',
                'inception_4e_pool_proj')
          .concat(3, name='inception_4e_output')
          .max_pool(3, 3, 2, 2, name='pool4_3x3_s2')
          .conv(1, 1, 256, 1, 1, name='inception_5a_1x1'))

     (self.feed('pool4_3x3_s2')
          .conv(1, 1, 160, 1, 1, name='inception_5a_3x3_reduce')
          .conv(3, 3, 320, 1, 1, name='inception_5a_3x3'))

     (self.feed('pool4_3x3_s2')
          .conv(1, 1, 32, 1, 1, name='inception_5a_5x5_reduce')
          .conv(5, 5, 128, 1, 1, name='inception_5a_5x5'))

     (self.feed('pool4_3x3_s2')
          .max_pool(3, 3, 1, 1, name='inception_5a_pool')
          .conv(1, 1, 128, 1, 1, name='inception_5a_pool_proj'))

     (self.feed('inception_5a_1x1',
                'inception_5a_3x3',
                'inception_5a_5x5',
                'inception_5a_pool_proj')
          .concat(3, name='inception_5a_output')
          .conv(1, 1, 384, 1, 1, name='inception_5b_1x1'))

     (self.feed('inception_5a_output')
          .conv(1, 1, 192, 1, 1, name='inception_5b_3x3_reduce')
          .conv(3, 3, 384, 1, 1, name='inception_5b_3x3'))

     (self.feed('inception_5a_output')
          .conv(1, 1, 48, 1, 1, name='inception_5b_5x5_reduce')
          .conv(5, 5, 128, 1, 1, name='inception_5b_5x5'))

     (self.feed('inception_5a_output')
          .max_pool(3, 3, 1, 1, name='inception_5b_pool')
          .conv(1, 1, 128, 1, 1, name='inception_5b_pool_proj'))

     (self.feed('inception_5b_1x1',
                'inception_5b_3x3',
                'inception_5b_5x5',
                'inception_5b_pool_proj')
          .concat(3, name='inception_5b_output')
          .avg_pool(7, 7, 1, 1, padding='VALID', name='pool5_7x7_s1')
          .fc(1000, relu=False, name='loss3_classifier')
          .softmax(name='prob'))




代码在GitHub - ethereon/caffe-tensorflow: Caffe models in TensorFlow中，作者封装了一些基本的操作，了解网络结构之后，构造GoogLeNet很容易。之后等到新公司之后，我会试着在tflearn的基础上写下GoogLeNet的网络代码。


GoogLeNet on Tensorflow


 GoogLeNet为了实现方便，我用tflearn来重写了下，代码中和caffe model里面不一样的就是一些padding的位置，因为改的比较麻烦，必须保持inception部分的concat时要一致，我这里也不知道怎么修改pad的值（caffe prototxt），所以统一padding设定为same，具体代码如下：

 # -*- coding: utf-8 -*-

 """ GoogLeNet.
 Applying 'GoogLeNet' to Oxford's 17 Category Flower Dataset classification task.
 References:
     - Szegedy, Christian, et al.
     Going deeper with convolutions.
     - 17 Category Flower Dataset. Maria-Elena Nilsback and Andrew Zisserman.
 Links:
     - [GoogLeNet Paper](http://www.cv-foundation.org/openaccess/content_cvpr_2015/papers/Szegedy_Going_Deeper_With_2015_CVPR_paper.pdf)
     - [Flower Dataset (17)](http://www.robots.ox.ac.uk/~vgg/data/flowers/17/)
 """

 from __future__ import division, print_function, absolute_import

 import tflearn
 from tflearn.layers.core import input_data, dropout, fully_connected
 from tflearn.layers.conv import conv_2d, max_pool_2d, avg_pool_2d
 from tflearn.layers.normalization import local_response_normalization
 from tflearn.layers.merge_ops import merge
 from tflearn.layers.estimator import regression

 import tflearn.datasets.oxflower17 as oxflower17
 X, Y = oxflower17.load_data(one_hot=True, resize_pics=(227, 227))


 network = input_data(shape=[None, 227, 227, 3])
 conv1_7_7 = conv_2d(network, 64, 7, strides=2, activation='relu', name = 'conv1_7_7_s2')
 pool1_3_3 = max_pool_2d(conv1_7_7, 3,strides=2)
 pool1_3_3 = local_response_normalization(pool1_3_3)
 conv2_3_3_reduce = conv_2d(pool1_3_3, 64,1, activation='relu',name = 'conv2_3_3_reduce')
 conv2_3_3 = conv_2d(conv2_3_3_reduce, 192,3, activation='relu', name='conv2_3_3')
 conv2_3_3 = local_response_normalization(conv2_3_3)
 pool2_3_3 = max_pool_2d(conv2_3_3, kernel_size=3, strides=2, name='pool2_3_3_s2')
 inception_3a_1_1 = conv_2d(pool2_3_3, 64, 1, activation='relu', name='inception_3a_1_1')
 inception_3a_3_3_reduce = conv_2d(pool2_3_3, 96,1, activation='relu', name='inception_3a_3_3_reduce')
 inception_3a_3_3 = conv_2d(inception_3a_3_3_reduce, 128,filter_size=3,  activation='relu', name = 'inception_3a_3_3')
 inception_3a_5_5_reduce = conv_2d(pool2_3_3,16, filter_size=1,activation='relu', name ='inception_3a_5_5_reduce' )
 inception_3a_5_5 = conv_2d(inception_3a_5_5_reduce, 32, filter_size=5, activation='relu', name= 'inception_3a_5_5')
 inception_3a_pool = max_pool_2d(pool2_3_3, kernel_size=3, strides=1, )
 inception_3a_pool_1_1 = conv_2d(inception_3a_pool, 32, filter_size=1, activation='relu', name='inception_3a_pool_1_1')

 # merge the inception_3a__
 inception_3a_output = merge([inception_3a_1_1, inception_3a_3_3, inception_3a_5_5, inception_3a_pool_1_1], mode='concat', axis=3)

 inception_3b_1_1 = conv_2d(inception_3a_output, 128,filter_size=1,activation='relu', name= 'inception_3b_1_1' )
 inception_3b_3_3_reduce = conv_2d(inception_3a_output, 128, filter_size=1, activation='relu', name='inception_3b_3_3_reduce')
 inception_3b_3_3 = conv_2d(inception_3b_3_3_reduce, 192, filter_size=3,  activation='relu',name='inception_3b_3_3')
 inception_3b_5_5_reduce = conv_2d(inception_3a_output, 32, filter_size=1, activation='relu', name = 'inception_3b_5_5_reduce')
 inception_3b_5_5 = conv_2d(inception_3b_5_5_reduce, 96, filter_size=5,  name = 'inception_3b_5_5')
 inception_3b_pool = max_pool_2d(inception_3a_output, kernel_size=3, strides=1,  name='inception_3b_pool')
 inception_3b_pool_1_1 = conv_2d(inception_3b_pool, 64, filter_size=1,activation='relu', name='inception_3b_pool_1_1')

 #merge the inception_3b_*
 inception_3b_output = merge([inception_3b_1_1, inception_3b_3_3, inception_3b_5_5, inception_3b_pool_1_1], mode='concat',axis=3,name='inception_3b_output')

 pool3_3_3 = max_pool_2d(inception_3b_output, kernel_size=3, strides=2, name='pool3_3_3')
 inception_4a_1_1 = conv_2d(pool3_3_3, 192, filter_size=1, activation='relu', name='inception_4a_1_1')
 inception_4a_3_3_reduce = conv_2d(pool3_3_3, 96, filter_size=1, activation='relu', name='inception_4a_3_3_reduce')
 inception_4a_3_3 = conv_2d(inception_4a_3_3_reduce, 208, filter_size=3,  activation='relu', name='inception_4a_3_3')
 inception_4a_5_5_reduce = conv_2d(pool3_3_3, 16, filter_size=1, activation='relu', name='inception_4a_5_5_reduce')
 inception_4a_5_5 = conv_2d(inception_4a_5_5_reduce, 48, filter_size=5,  activation='relu', name='inception_4a_5_5')
 inception_4a_pool = max_pool_2d(pool3_3_3, kernel_size=3, strides=1,  name='inception_4a_pool')
 inception_4a_pool_1_1 = conv_2d(inception_4a_pool, 64, filter_size=1, activation='relu', name='inception_4a_pool_1_1')

 inception_4a_output = merge([inception_4a_1_1, inception_4a_3_3, inception_4a_5_5, inception_4a_pool_1_1], mode='concat', axis=3, name='inception_4a_output')


 inception_4b_1_1 = conv_2d(inception_4a_output, 160, filter_size=1, activation='relu', name='inception_4a_1_1')
 inception_4b_3_3_reduce = conv_2d(inception_4a_output, 112, filter_size=1, activation='relu', name='inception_4b_3_3_reduce')
 inception_4b_3_3 = conv_2d(inception_4b_3_3_reduce, 224, filter_size=3, activation='relu', name='inception_4b_3_3')
 inception_4b_5_5_reduce = conv_2d(inception_4a_output, 24, filter_size=1, activation='relu', name='inception_4b_5_5_reduce')
 inception_4b_5_5 = conv_2d(inception_4b_5_5_reduce, 64, filter_size=5,  activation='relu', name='inception_4b_5_5')

 inception_4b_pool = max_pool_2d(inception_4a_output, kernel_size=3, strides=1,  name='inception_4b_pool')
 inception_4b_pool_1_1 = conv_2d(inception_4b_pool, 64, filter_size=1, activation='relu', name='inception_4b_pool_1_1')

 inception_4b_output = merge([inception_4b_1_1, inception_4b_3_3, inception_4b_5_5, inception_4b_pool_1_1], mode='concat', axis=3, name='inception_4b_output')


 inception_4c_1_1 = conv_2d(inception_4b_output, 128, filter_size=1, activation='relu',name='inception_4c_1_1')
 inception_4c_3_3_reduce = conv_2d(inception_4b_output, 128, filter_size=1, activation='relu', name='inception_4c_3_3_reduce')
 inception_4c_3_3 = conv_2d(inception_4c_3_3_reduce, 256,  filter_size=3, activation='relu', name='inception_4c_3_3')
 inception_4c_5_5_reduce = conv_2d(inception_4b_output, 24, filter_size=1, activation='relu', name='inception_4c_5_5_reduce')
 inception_4c_5_5 = conv_2d(inception_4c_5_5_reduce, 64,  filter_size=5, activation='relu', name='inception_4c_5_5')

 inception_4c_pool = max_pool_2d(inception_4b_output, kernel_size=3, strides=1)
 inception_4c_pool_1_1 = conv_2d(inception_4c_pool, 64, filter_size=1, activation='relu', name='inception_4c_pool_1_1')

 inception_4c_output = merge([inception_4c_1_1, inception_4c_3_3, inception_4c_5_5, inception_4c_pool_1_1], mode='concat', axis=3,name='inception_4c_output')

 inception_4d_1_1 = conv_2d(inception_4c_output, 112, filter_size=1, activation='relu', name='inception_4d_1_1')
 inception_4d_3_3_reduce = conv_2d(inception_4c_output, 144, filter_size=1, activation='relu', name='inception_4d_3_3_reduce')
 inception_4d_3_3 = conv_2d(inception_4d_3_3_reduce, 288, filter_size=3, activation='relu', name='inception_4d_3_3')
 inception_4d_5_5_reduce = conv_2d(inception_4c_output, 32, filter_size=1, activation='relu', name='inception_4d_5_5_reduce')
 inception_4d_5_5 = conv_2d(inception_4d_5_5_reduce, 64, filter_size=5,  activation='relu', name='inception_4d_5_5')
 inception_4d_pool = max_pool_2d(inception_4c_output, kernel_size=3, strides=1,  name='inception_4d_pool')
 inception_4d_pool_1_1 = conv_2d(inception_4d_pool, 64, filter_size=1, activation='relu', name='inception_4d_pool_1_1')

 inception_4d_output = merge([inception_4d_1_1, inception_4d_3_3, inception_4d_5_5, inception_4d_pool_1_1], mode='concat', axis=3, name='inception_4d_output')

 inception_4e_1_1 = conv_2d(inception_4d_output, 256, filter_size=1, activation='relu', name='inception_4e_1_1')
 inception_4e_3_3_reduce = conv_2d(inception_4d_output, 160, filter_size=1, activation='relu', name='inception_4e_3_3_reduce')
 inception_4e_3_3 = conv_2d(inception_4e_3_3_reduce, 320, filter_size=3, activation='relu', name='inception_4e_3_3')
 inception_4e_5_5_reduce = conv_2d(inception_4d_output, 32, filter_size=1, activation='relu', name='inception_4e_5_5_reduce')
 inception_4e_5_5 = conv_2d(inception_4e_5_5_reduce, 128,  filter_size=5, activation='relu', name='inception_4e_5_5')
 inception_4e_pool = max_pool_2d(inception_4d_output, kernel_size=3, strides=1,  name='inception_4e_pool')
 inception_4e_pool_1_1 = conv_2d(inception_4e_pool, 128, filter_size=1, activation='relu', name='inception_4e_pool_1_1')


 inception_4e_output = merge([inception_4e_1_1, inception_4e_3_3, inception_4e_5_5,inception_4e_pool_1_1],axis=3, mode='concat')

 pool4_3_3 = max_pool_2d(inception_4e_output, kernel_size=3, strides=2, name='pool_3_3')


 inception_5a_1_1 = conv_2d(pool4_3_3, 256, filter_size=1, activation='relu', name='inception_5a_1_1')
 inception_5a_3_3_reduce = conv_2d(pool4_3_3, 160, filter_size=1, activation='relu', name='inception_5a_3_3_reduce')
 inception_5a_3_3 = conv_2d(inception_5a_3_3_reduce, 320, filter_size=3, activation='relu', name='inception_5a_3_3')
 inception_5a_5_5_reduce = conv_2d(pool4_3_3, 32, filter_size=1, activation='relu', name='inception_5a_5_5_reduce')
 inception_5a_5_5 = conv_2d(inception_5a_5_5_reduce, 128, filter_size=5,  activation='relu', name='inception_5a_5_5')
 inception_5a_pool = max_pool_2d(pool4_3_3, kernel_size=3, strides=1,  name='inception_5a_pool')
 inception_5a_pool_1_1 = conv_2d(inception_5a_pool, 128, filter_size=1,activation='relu', name='inception_5a_pool_1_1')

 inception_5a_output = merge([inception_5a_1_1, inception_5a_3_3, inception_5a_5_5, inception_5a_pool_1_1], axis=3,mode='concat')


 inception_5b_1_1 = conv_2d(inception_5a_output, 384, filter_size=1,activation='relu', name='inception_5b_1_1')
 inception_5b_3_3_reduce = conv_2d(inception_5a_output, 192, filter_size=1, activation='relu', name='inception_5b_3_3_reduce')
 inception_5b_3_3 = conv_2d(inception_5b_3_3_reduce, 384,  filter_size=3,activation='relu', name='inception_5b_3_3')
 inception_5b_5_5_reduce = conv_2d(inception_5a_output, 48, filter_size=1, activation='relu', name='inception_5b_5_5_reduce')
 inception_5b_5_5 = conv_2d(inception_5b_5_5_reduce,128, filter_size=5,  activation='relu', name='inception_5b_5_5' )
 inception_5b_pool = max_pool_2d(inception_5a_output, kernel_size=3, strides=1,  name='inception_5b_pool')
 inception_5b_pool_1_1 = conv_2d(inception_5b_pool, 128, filter_size=1, activation='relu', name='inception_5b_pool_1_1')
 inception_5b_output = merge([inception_5b_1_1, inception_5b_3_3, inception_5b_5_5, inception_5b_pool_1_1], axis=3, mode='concat')

 pool5_7_7 = avg_pool_2d(inception_5b_output, kernel_size=7, strides=1)
 pool5_7_7 = dropout(pool5_7_7, 0.4)
 loss = fully_connected(pool5_7_7, 17,activation='softmax')
 network = regression(loss, optimizer='momentum',
                      loss='categorical_crossentropy',
                      learning_rate=0.001)
 model = tflearn.DNN(network, checkpoint_path='model_googlenet',
                     max_checkpoints=1, tensorboard_verbose=2)
 model.fit(X, Y, n_epoch=1000, validation_set=0.1, shuffle=True,
           show_metric=True, batch_size=64, snapshot_step=200,
           snapshot_epoch=False, run_id='googlenet_oxflowers17')




 大家如果感兴趣，可以看看这部分的caffe model prototxt， 帮忙检查下是否有问题，代码我已经提交到tflearn的官方库了，add GoogLeNet(Inception) in Example，各位有tensorflow的直接安装下tflearn，看看是否能帮忙检查下是否有问题，我这里因为没有GPU的机器，跑的比较慢，TensorBoard的图如下，不像之前Alexnet那么明显（主要还是没有跑那么多epoch,这里在写入的时候发现主机上没有磁盘空间了，尴尬，然后从新写了restore来跑的，TensorBoard的图也貌似除了点问题， 好像每次载入都不太一样，但是从基本的log里面的东西来看，是逐步在收敛的，这里图也贴下看看吧）





 网络结构，也无法从TensorBoard上直接download下来，我这里就一步步自己截的图(勉强看看吧)，好傻：


为了方便，这里也贴出一些我自己保存的运行的log，能够很明显的看出收敛：






相关阅读推荐：

机器学习进阶笔记之三 | 深入理解Alexnet 


机器学习进阶笔记之二 | 深入理解Neural Style


机器学习进阶笔记之一 | TensorFlow安装与入门 
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以上。


机器学习进阶笔记之五 | 深入理解VGG\Residual Network

来源：https://zhuanlan.zhihu.com/p/23518167

引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。


『机器学习进阶笔记』系列将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




今天的文章是关于 VGG 和 Deep Residual 的两篇Paper解读。

VGGnet

VGG解读

 VGGnet是Oxford的Visual Geometry Group的team，在ILSVRC 2014上的相关工作，主要工作是证明了增加网络的深度能够在一定程度上影响网络最终的性能，如下图，文章通过逐步增加网络深度来提高性能，虽然看起来有一点小暴力，没有特别多取巧的，但是确实有效，很多pretrained的方法就是使用VGG的model（主要是16和19），VGG相对其他的方法，参数空间很大，最终的model有500多m，alnext只有200m，googlenet更少，所以train一个vgg模型通常要花费更长的时间，所幸有公开的pretrained model让我们很方便的使用，前面neural style这篇文章就使用的pretrained的model，paper中的几种模型如下：


可以从图中看出，从A到最后的E，他们增加的是每一个卷积组中的卷积层数，最后D，E是我们常见的VGG-16，VGG-19模型，C中作者说明，在引入1*1是考虑做线性变换（这里channel一致， 不做降维），后面在最终数据的分析上来看C相对于B确实有一定程度的提升，但不如D、VGG主要得优势在于

	减少参数的措施，对于一组（假定3个，paper里面只stack of three 3*3）卷积相对于7*7在使用3层的非线性关系（3层RELU）的同时保证参数数量为3*（3^2C^2）=27C^2的，而7*7为49C^2，参数约为7*7的81%。

	去掉了LRN，减少了内存的小消耗和计算时间





VGG-16 tflearn实现

 tflearn 官方github上有给出基于tflearn下的VGG-16的实现
     from future import division, print_function, absolute_import

 import tflearn
 from tflearn.layers.core import input_data, dropout, fully_connected
 from tflearn.layers.conv import conv_2d, max_pool_2d
 from tflearn.layers.estimator import regression

 # Data loading and preprocessing
 import tflearn.datasets.oxflower17 as oxflower17
 X, Y = oxflower17.load_data(one_hot=True)

 # Building 'VGG Network'
 network = input_data(shape=[None, 224, 224, 3])

 network = conv_2d(network, 64, 3, activation='relu')
 network = conv_2d(network, 64, 3, activation='relu')
 network = max_pool_2d(network, 2, strides=2)

 network = conv_2d(network, 128, 3, activation='relu')
 network = conv_2d(network, 128, 3, activation='relu')
 network = max_pool_2d(network, 2, strides=2)

 network = conv_2d(network, 256, 3, activation='relu')
 network = conv_2d(network, 256, 3, activation='relu')
 network = conv_2d(network, 256, 3, activation='relu')
 network = max_pool_2d(network, 2, strides=2)

 network = conv_2d(network, 512, 3, activation='relu')
 network = conv_2d(network, 512, 3, activation='relu')
 network = conv_2d(network, 512, 3, activation='relu')
 network = max_pool_2d(network, 2, strides=2)

 network = conv_2d(network, 512, 3, activation='relu')
 network = conv_2d(network, 512, 3, activation='relu')
 network = conv_2d(network, 512, 3, activation='relu')
 network = max_pool_2d(network, 2, strides=2)

 network = fully_connected(network, 4096, activation='relu')
 network = dropout(network, 0.5)
 network = fully_connected(network, 4096, activation='relu')
 network = dropout(network, 0.5)
 network = fully_connected(network, 17, activation='softmax')

 network = regression(network, optimizer='rmsprop',
                      loss='categorical_crossentropy',
                      learning_rate=0.001)

 # Training
 model = tflearn.DNN(network, checkpoint_path='model_vgg',
                     max_checkpoints=1, tensorboard_verbose=0)
 model.fit(X, Y, n_epoch=500, shuffle=True,
           show_metric=True, batch_size=32, snapshot_step=500,
           snapshot_epoch=False, run_id='vgg_oxflowers17')




 VGG-16 graph如下：



对VGG，我个人觉得他的亮点不多，pre-trained的model我们可以很好的使用，但是不如GoogLeNet那样让我有眼前一亮的感觉。



Deep Residual Network

Deep Residual Network解读

 一般来说越深的网络，越难被训练，Deep Residual Learning for Image Recognition中提出一种residual learning的框架，能够大大简化模型网络的训练时间，使得在可接受时间内，模型能够更深(152甚至尝试了1000)，该方法在ILSVRC2015上取得最好的成绩。

 随着模型深度的增加，会产生以下问题：

	vanishing/exploding gradient，导致了训练十分难收敛，这类问题能够通过norimalized initialization 和intermediate normalization layers解决；

	对合适的额深度模型再次增加层数，模型准确率会迅速下滑（不是overfit造成），training error和test error都会很高，相应的现象在CIFAR-10和ImageNet都有提及



 为了解决因深度增加而产生的性能下降问题，作者提出下面一种结构来做residual learning：



假设潜在映射为H(x)，使stacked nonlinear layers去拟合F(x):=H(x)-x，残差优化比优化H(x)更容易。
 F(x)+x能够很容易通过”shortcut connections”来实现。

 这篇文章主要得改善就是对传统的卷积模型增加residual learning，通过残差优化来找到近似最优identity mappings。

 paper当中的一个网络结构：





Deep Residual Network tflearn实现

 tflearn官方有一个cifar10的实现， 代码如下：

 from __future__ import division, print_function, absolute_import

 import tflearn

 # Residual blocks
 # 32 layers: n=5, 56 layers: n=9, 110 layers: n=18
 n = 5

 # Data loading
 from tflearn.datasets import cifar10
 (X, Y), (testX, testY) = cifar10.load_data()
 Y = tflearn.data_utils.to_categorical(Y, 10)
 testY = tflearn.data_utils.to_categorical(testY, 10)

 # Real-time data preprocessing
 img_prep = tflearn.ImagePreprocessing()
 img_prep.add_featurewise_zero_center(per_channel=True)

 # Real-time data augmentation
 img_aug = tflearn.ImageAugmentation()
 img_aug.add_random_flip_leftright()
 img_aug.add_random_crop([32, 32], padding=4)

 # Building Residual Network
 net = tflearn.input_data(shape=[None, 32, 32, 3],
                          data_preprocessing=img_prep,
                          data_augmentation=img_aug)
 net = tflearn.conv_2d(net, 16, 3, regularizer='L2', weight_decay=0.0001)
 net = tflearn.residual_block(net, n, 16)
 net = tflearn.residual_block(net, 1, 32, downsample=True)
 net = tflearn.residual_block(net, n-1, 32)
 net = tflearn.residual_block(net, 1, 64, downsample=True)
 net = tflearn.residual_block(net, n-1, 64)
 net = tflearn.batch_normalization(net)
 net = tflearn.activation(net, 'relu')
 net = tflearn.global_avg_pool(net)
 # Regression
 net = tflearn.fully_connected(net, 10, activation='softmax')
 mom = tflearn.Momentum(0.1, lr_decay=0.1, decay_step=32000, staircase=True)
 net = tflearn.regression(net, optimizer=mom,
                          loss='categorical_crossentropy')
 # Training
 model = tflearn.DNN(net, checkpoint_path='model_resnet_cifar10',
                     max_checkpoints=10, tensorboard_verbose=0,
                     clip_gradients=0.)

 model.fit(X, Y, n_epoch=200, validation_set=(testX, testY),
           snapshot_epoch=False, snapshot_step=500,
           show_metric=True, batch_size=128, shuffle=True,
           run_id='resnet_cifar10')




 其中，residual_block实现了shortcut，代码写的十分棒：

 def residual_block(incoming, nb_blocks, out_channels, downsample=False,
                    downsample_strides=2, activation='relu', batch_norm=True,
                    bias=True, weights_init='variance_scaling',
                    bias_init='zeros', regularizer='L2', weight_decay=0.0001,
                    trainable=True, restore=True, reuse=False, scope=None,
                    name="ResidualBlock"):
     """ Residual Block.

     A residual block as described in MSRA's Deep Residual Network paper.
     Full pre-activation architecture is used here.

     Input:
         4-D Tensor [batch, height, width, in_channels].

     Output:
         4-D Tensor [batch, new height, new width, nb_filter].

     Arguments:
         incoming: `Tensor`. Incoming 4-D Layer.
         nb_blocks: `int`. Number of layer blocks.
         out_channels: `int`. The number of convolutional filters of the
             convolution layers.
         downsample: `bool`. If True, apply downsampling using
             'downsample_strides' for strides.
         downsample_strides: `int`. The strides to use when downsampling.
         activation: `str` (name) or `function` (returning a `Tensor`).
             Activation applied to this layer (see tflearn.activations).
             Default: 'linear'.
         batch_norm: `bool`. If True, apply batch normalization.
         bias: `bool`. If True, a bias is used.
         weights_init: `str` (name) or `Tensor`. Weights initialization.
             (see tflearn.initializations) Default: 'uniform_scaling'.
         bias_init: `str` (name) or `tf.Tensor`. Bias initialization.
             (see tflearn.initializations) Default: 'zeros'.
         regularizer: `str` (name) or `Tensor`. Add a regularizer to this
             layer weights (see tflearn.regularizers). Default: None.
         weight_decay: `float`. Regularizer decay parameter. Default: 0.001.
         trainable: `bool`. If True, weights will be trainable.
         restore: `bool`. If True, this layer weights will be restored when
             loading a model.
         reuse: `bool`. If True and 'scope' is provided, this layer variables
             will be reused (shared).
         scope: `str`. Define this layer scope (optional). A scope can be
             used to share variables between layers. Note that scope will
             override name.
         name: A name for this layer (optional). Default: 'ShallowBottleneck'.

     References:
         - Deep Residual Learning for Image Recognition. Kaiming He, Xiangyu
             Zhang, Shaoqing Ren, Jian Sun. 2015.
         - Identity Mappings in Deep Residual Networks. Kaiming He, Xiangyu
             Zhang, Shaoqing Ren, Jian Sun. 2015.

     Links:
         - [http://arxiv.org/pdf/1512.03385v1.pdf]
             ([http://arxiv.org/pdf/1512.03385v1.pdf](http://arxiv.org/pdf/1512.03385v1.pdf))
         - [Identity Mappings in Deep Residual Networks]
             ([https://arxiv.org/pdf/1603.05027v2.pdf](https://arxiv.org/pdf/1603.05027v2.pdf))

     """
     resnet = incoming
     in_channels = incoming.get_shape().as_list()[-1]

     with tf.variable_op_scope([incoming], scope, name, reuse=reuse) as scope:
         name = scope.name #TODO

         for i in range(nb_blocks):

             identity = resnet

             if not downsample:
                 downsample_strides = 1

             if batch_norm:
                 resnet = tflearn.batch_normalization(resnet)
             resnet = tflearn.activation(resnet, activation)

             resnet = conv_2d(resnet, out_channels, 3,
                              downsample_strides, 'same', 'linear',
                              bias, weights_init, bias_init,
                              regularizer, weight_decay, trainable,
                              restore)

             if batch_norm:
                 resnet = tflearn.batch_normalization(resnet)
             resnet = tflearn.activation(resnet, activation)

             resnet = conv_2d(resnet, out_channels, 3, 1, 'same',
                              'linear', bias, weights_init,
                              bias_init, regularizer, weight_decay,
                              trainable, restore)

             # Downsampling
             if downsample_strides > 1:
                 identity = tflearn.avg_pool_2d(identity, 1,
                                                downsample_strides)

             # Projection to new dimension
             if in_channels != out_channels:
                 ch = (out_channels - in_channels)//2
                 identity = tf.pad(identity,
                                   [[0, 0], [0, 0], [0, 0], [ch, ch]])
                 in_channels = out_channels

             resnet = resnet + identity

     return resnet




 Deep Residual Network tflearn这个里面有一个downsample， 我在run这段代码的时候出现一个error，是tensorflow提示kernel size 1 小于stride，我看了好久， sample确实要这样，莫非是tensorflow不支持kernel小于stride的情况？我这里往tflearn里提了个issue issue-331

 kaiming He在新的paper里面提了proposed Residualk Unit，相比于上面提到的采用pre-activation的理念，相对于原始的residual unit能够更容易的训练，并且得到更好的泛化能力。



总结

 前面一段时间，大部分花在看CV模型上，研究其中的原理，从AlexNet到deep residual network,从大牛的paper里面学到了很多，接下来一段时间，我会去github找一些特别有意思的相关项目，可能会包括GAN等等的东西来玩玩，还有在DL meetup上听周昌大神说的那些neural style的各种升级版本，也许还有强化学习的一些框架以及好玩的东西。
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机器学习进阶笔记之六 | 深入理解Fast Neural Style

来源：https://zhuanlan.zhihu.com/p/23651687

引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。


『机器学习进阶笔记』系列将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




 前面几篇文章讲述了在Computer Vision领域里面常用的模型，接下来一段时间，我会花精力来学习一些TensorFlow在Computer Vision领域的应用，主要是分析相关pape和源码，今天会来详细了解下fast neural style的相关工作，前面也有文章分析neural style的内容，那篇算是neural style的起源，但是无法应用到实际工作上，为啥呢？它每次都需要指定好content image和style image，然后最小化content loss 和style loss去生成图像，时间花销很大，而且无法保存某种风格的model，所以每次生成图像都是训练一个model的过程。

而fast neural style中能够将训练好的某种style的image的模型保存下来，然后对content image 进行transform，当然文中还提到了image transform的另一个应用方向：Super-Resolution，利用深度学习的技术将低分辨率的图像转换为高分辨率图像，现在在很多大型的互联网公司，尤其是视频网站上也有应用。




Paper原理

 几个月前，就看了Neural Style相关的文章 深入理解Neural Style，Neural Algorithm of Aritistic Style 中构造了一个多层的卷积网络，通过最小化定义的content loss和style loss最后生成一个结合了content和style的图像，很有意思，而Perceptual Losses for Real-Time Style Transfer and Super-Resolution，通过使用perceptual loss来替代per-pixels loss使用pre-trained的vgg model来简化原先的loss计算，增加一个transform Network，直接生成Content image的style版本， 如何实现的呢，请看下图，容我道来：



整个网络是由部分组成：image transformation network、 loss netwrok；Image Transformation network是一个deep residual conv netwrok，用来将输入图像（content image）直接transform为带有style的图像；而loss network参数是fixed的，这里的loss network和 A Neural Algorithm of Artistic Style 中的网络结构一致，只是参数不做更新（PS：这里我之前可能理解有点小问题 —— neural style的weight也是常数，不同的是像素级loss和per loss的区别，neural style里面是更新像素，得到最后的合成后的照片），只用来做content loss 和style loss的计算，这个就是所谓的perceptual loss，作者是这样解释的，为Image Classification的pretrained的卷积模型已经很好的学习了perceptual和semantic information（场景和语义信息），所以，后面的整个loss network仅仅是为了计算content loss和style loss，而不像 A Neural Algorithm of Artistic Style 做更新这部分网络的参数，这里更新的是前面的transform network的参数，所以从整个网络结构上来看输入图像通过transform network得到转换的图像，然后计算对应的loss，整个网络通过最小化这个loss去update前面的transform network，是不是很简单？

 loss的计算也和之前的都很类似，content loss：


 style loss: 


style loss中的gram matrix:  


Gram Matrix是一个很重要的东西，他可以保证y^hat和y之间有同样的shape。 Gram的说明具体见paper这部分，我这也解释不清楚，相信读者一看就明白： 


相信看到这里就基本上明白了这篇paper在fast neural style是如何做的，总结一下：

	transform network 网络结构为deep residual network，将输入image转换为带有特种风格的图像，网络参数可更新。

	loss network 网络结构同之前paper类似，这里主要是计算content loss和style loss， 注意不像neural style里面会对图像做像素级更新更新。

	Gram matrix的提出，让transform之后的图像与最后经过loss network之后的图像不同shape时计算loss也很方便。






Fast Neural Style on Tensorflow

代码参考[OlavHN/fast-neural-style](https://github.com/OlavHN/fast-neural-style)，但是我跑了下，代码是跑不通的，原因大概是tensorflow在更新之后，local_variables之后的一些问题，具体原因可以看这个issue:<tf.train.string_input_producer breaks when num_epochs is set · Issue #1045 · tensorflow/tensorflow>.还有这个项目的代码都写在一起，有点杂乱，我将train和最后生成style后的图像的代码分开了，项目放到了我的个人的github neural_style_tensorflow，项目基本要求：


	python 2.7.x


	Tensorflow r0.10

	VGG-19 model

	COCO dataset



Transform Network网络结构


import tensorflow as tf

def conv2d(x, input_filters, output_filters, kernel, strides, padding=’SAME’):
with tf.variable_scope('conv') as scope:

    shape = [kernel, kernel, input_filters, output_filters]
    weight = tf.Variable(tf.truncated_normal(shape, stddev=0.1), name='weight')
    convolved = tf.nn.conv2d(x, weight, strides=[1, strides, strides, 1], padding=padding, name='conv')

    normalized = batch_norm(convolved, output_filters)

    return normalized

def conv2d_transpose(x, input_filters, output_filters, kernel, strides, padding=’SAME’):
with tf.variable_scope('conv_transpose') as scope:

    shape = [kernel, kernel, output_filters, input_filters]
    weight = tf.Variable(tf.truncated_norm
al(shape, stddev=0.1), name='weight')

    batch_size = tf.shape(x)[0]
    height = tf.shape(x)[1] * strides
    width = tf.shape(x)[2] * strides
    output_shape = tf.pack([batch_size, height, width, output_filters])
    convolved = tf.nn.conv2d_transpose(x, weight, output_shape, strides=[1, strides, strides, 1], padding=padding, name='conv_transpose')

    normalized = batch_norm(convolved, output_filters)
    return normalized

def batch_norm(x, size):

batch_mean, batch_var = tf.nn.moments(x, [0, 1, 2], keep_dims=True)
beta = tf.Variable(tf.zeros([size]), name='beta')
scale = tf.Variable(tf.ones([size]), name='scale')
epsilon = 1e-3
return tf.nn.batch_normalization(x, batch_mean, batch_var, beta, scale, epsilon, name='batch')

def residual(x, filters, kernel, strides, padding=’SAME’):
with tf.variable_scope('residual') as scope:
  
    conv1 = conv2d(x, filters, filters, kernel, strides, padding=padding)
    conv2 = conv2d(tf.nn.relu(conv1), filters, filters, kernel, strides, padding=padding)

    residual = x + conv2

    return residual

def net(image):

with tf.variable_scope('conv1'):
    conv1 = tf.nn.relu(conv2d(image, 3, 32, 9, 1))
with tf.variable_scope('conv2'):
    conv2 = tf.nn.relu(conv2d(conv1, 32, 64, 3, 2))
with tf.variable_scope('conv3'):
    conv3 = tf.nn.relu(conv2d(conv2, 64, 128, 3, 2))
with tf.variable_scope('res1'):
    res1 = residual(conv3, 128, 3, 1)
with tf.variable_scope('res2'):
    res2 = residual(res1, 128, 3, 1)
with tf.variable_scope('res3'):
    res3 = residual(res2, 128, 3, 1)
with tf.variable_scope('res4'):
    res4 = residual(res3, 128, 3, 1)
with tf.variable_scope('res5'):
    res5 = residual(res4, 128, 3, 1)
with tf.variable_scope('deconv1'):
    deconv1 = tf.nn.relu(conv2d_transpose(res5, 128, 64, 3, 2))
with tf.variable_scope('deconv2'):
    deconv2 = tf.nn.relu(conv2d_transpose(deconv1, 64, 32, 3, 2))
with tf.variable_scope('deconv3'):
    deconv3 = tf.nn.tanh(conv2d_transpose(deconv2, 32, 3, 9, 1))

y = deconv3 * 127.5

return y




使用deep residual network来训练COCO数据集，能够在保证性能的前提下，训练更深的模型。 而Loss Network是有pretrained的VGG网络来计算，网络结构：

 import tensorflow as tf
 import numpy as np
 import scipy.io
 from scipy import misc


 def net(data_path, input_image):
     layers = (
         'conv1_1', 'relu1_1', 'conv1_2', 'relu1_2', 'pool1',

         'conv2_1', 'relu2_1', 'conv2_2', 'relu2_2', 'pool2',

         'conv3_1', 'relu3_1', 'conv3_2', 'relu3_2', 'conv3_3',
         'relu3_3', 'conv3_4', 'relu3_4', 'pool3',

         'conv4_1', 'relu4_1', 'conv4_2', 'relu4_2', 'conv4_3',
         'relu4_3', 'conv4_4', 'relu4_4', 'pool4',

         'conv5_1', 'relu5_1', 'conv5_2', 'relu5_2', 'conv5_3',
         'relu5_3', 'conv5_4', 'relu5_4'
     )

     data = scipy.io.loadmat(data_path)
     mean = data['normalization'][0][0][0]
     mean_pixel = np.mean(mean, axis=(0, 1))
     weights = data['layers'][0]

     net = {}
     current = input_image
     for i, name in enumerate(layers):
         kind = name[:4]
         if kind == 'conv':
             kernels, bias = weights[i][0][0][0][0]
             # matconvnet: weights are [width, height, in_channels, out_channels]
             # tensorflow: weights are [height, width, in_channels, out_channels]
             kernels = np.transpose(kernels, (1, 0, 2, 3))
             bias = bias.reshape(-1)
             current = _conv_layer(current, kernels, bias, name=name)
         elif kind == 'relu':
             current = tf.nn.relu(current, name=name)
         elif kind == 'pool':
             current = _pool_layer(current, name=name)
         net[name] = current

     assert len(net) == len(layers)
     return net, mean_pixel


 def _conv_layer(input, weights, bias, name=None):
     conv = tf.nn.conv2d(input, tf.constant(weights), strides=(1, 1, 1, 1),
                         padding='SAME', name=name)
     return tf.nn.bias_add(conv, bias)


 def _pool_layer(input, name=None):
     return tf.nn.max_pool(input, ksize=(1, 2, 2, 1), strides=(1, 2, 2, 1),
                           padding='SAME', name=name)


 def preprocess(image, mean_pixel):
     return image - mean_pixel


 def unprocess(image, mean_pixel):
     return image + mean_pixel




 Content Loss：

 def compute_content_loss(content_layers,net):
     content_loss = 0
     # tf.app.flags.DEFINE_string("CONTENT_LAYERS", "relu4_2", "Which VGG layer to extract content loss from")
     for layer in content_layers:
         generated_images, content_images = tf.split(0, 2, net[layer])
         size = tf.size(generated_images)
         content_loss += tf.nn.l2_loss(generated_images - content_images) / tf.to_float(size)
     content_loss = content_loss / len(content_layers)

     return content_loss




 Style Loss：

 def compute_style_loss(style_features_t, style_layers,net):
     style_loss = 0
     for style_gram, layer in zip(style_features_t, style_layers):
         generated_images, _ = tf.split(0, 2, net[layer])
         size = tf.size(generated_images)
         for style_image in style_gram:
             style_loss += tf.nn.l2_loss(tf.reduce_sum(gram(generated_images) - style_image, 0)) / tf.to_float(size)
     style_loss = style_loss / len(style_layers)
     return style_loss




 gram：

 def gram(layer):
     shape = tf.shape(layer)
     num_images = shape[0]
     num_filters = shape[3]
     size = tf.size(layer)
     filters = tf.reshape(layer, tf.pack([num_images, -1, num_filters]))
     grams = tf.batch_matmul(filters, filters, adj_x=True) / tf.to_float(size / FLAGS.BATCH_SIZE)

     return grams




 在trainfast_neural_style.py main()中，net,  = http://vgg.net(FLAGS.VGG_PATH, tf.concat(0, [generated, images]))这部分有点疑问，按我的想法来说应该分别把generated、images作为input给到http://vgg.net，然后在后面去计算与content image 和style的loss，但是这里是直接首先把generated和原来的content images先concat by axis=0（具体可以查下tf.concat）然后在输出进行tf.split得到对应网络的输出，这个很有意思，想想CNN在做卷积的时候某个位置的值只与周围相关，共享weight之后，该层彼此之间不相关（可能在generated和image之间就边缘地方有些许pixels的影响，基本可以忽略，我的解释可能就是这样，有其他更合理的解释的小伙伴，请在本文下方留言），这个技巧感觉挺有用的，以后写相关代码的时候可以采纳。



后记

 代码图像生成效果不是很好，我怀疑是content和 style之间的weight大小的关系，还有就是可能是epoch数大小的问题，之后我会好好改下权重，看看能不能有点比较好的结果。

 —试过好多不同的版本，fast neural style确实效果要差一点。



——————
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机器学习进阶笔记之七 | MXnet初体验

来源：https://zhuanlan.zhihu.com/p/23938423

引言

前段时间，『机器学习进阶笔记』系列一直关注TensorFlow系统的技术实践（想看TensorFlow技术实践的同学可直接拉到文章底部看相关阅读推荐），帮助大家从零开始，由浅入深，走上机器学习的进阶之路。虽然之前都在夸TensorFlow的好，但其劣势也很明显——对计算力要求太高，虽然使用方便，但是显存占用太高，计算也不够快，做公司项目还好，自己玩一些好玩的东西时太费时间了。

简而言之，穷！














今天新开一篇，给大家介绍另一个优秀而强大的深度学习框架——MXnet，现在MXnet资源相对少一点，基于MXnet的有意思的开源项目也相对少一点，不过没关系，都不是问题，他的优点是足够灵活，速度足够快，扩展新的功能比较容易，还有就是造MXnet都是一群说得上名字的大牛，能和大牛们玩一样的东西，想想都很兴奋有没有！


那我们开始吧：）


前言

如何找到自己实用的丹炉，是一个深度修真之人至关重要的，丹炉的好坏直接关系到炼丹的成功与否，道途千载，寻一合适丹炉也不妨这千古悠悠的修真（正）之路。 为什么学mxnet？ 熟悉本人博客的都知道，前段时间一直在关注TensorFlow也安利了很多次TFlearn，为什么这次突然会写MXnet的东西呢？原因是没钱呀，TensorFlow计算力要求太高，虽然使用方便，但是显存占用太高，计算也不够快，做公司项目还好，自己玩一些好玩的东西时太费时间，不过现在MXnet资源相对少一点，基于MXnet的有意思的开源项目也相对少一点，不过没关系，都不是问题，另外一点就是造MXnet都是一群说得上名字的大牛，能和大牛们玩一样的东西，想想都很兴奋。

 MXnet的文档一直被一些爱好者喷，确实文档比较少，不过考虑到开发者都是业余时间造轮子（不，造丹炉！），很那像其他的框架有那么熟悉的文档，不过还好，在cv这块还是比较容易下手的。 这里有我从最近开始接触MXnet（其实很早就听说一直没有用过），学习的一些代码还有笔记mxnet 101,没有特别细致研究，只是了解怎么用在CV上，完整的做一个项目。



新的丹方—inception-resnet-v2

每一付新的丹方，无不是深度前辈们多年经验的结晶，丹方，很多时候在同样炼丹材料表现天差地别，也成为传奇前辈们的一个个标志。

 一看到这个名字就知道和resnet和inception（googlenet 即是inception-v1）逃脱不了干系，就是一个比较复杂的网络结构，具体多复杂？！玩过tflearn的去看看我写的代码，run下 然后从tensorboard的graph打开看看，（之前一个被merge的版本后来发现没有batch normalization）改了的提了PR但是在写博客的时候还没有被mergeadd inception-resnet-v2 in branch inception-resnet-v2 #450。总之就是”丹方”特别复杂，具体去结合Inception-v4, Inception-ResNet and the Impact of Residual Connections on Learning，了解过resnet和googlenet的网络结构的小伙伴应该很容易弄明白，以下tflearn的代码参考tf.slim下inception-resnet-v2。 基本的代码结构：

 # -*- coding: utf-8 -*-

 """ inception_resnet_v2.

 Applying 'inception_resnet_v2' to Oxford's 17 Category Flower Dataset classification task.

 References:
     Inception-v4, Inception-ResNet and the Impact of Residual Connections
     on Learning
   Christian Szegedy, Sergey Ioffe, Vincent Vanhoucke, Alex Alemi.

 Links:
     [http://arxiv.org/abs/1602.07261](http://arxiv.org/abs/1602.07261)

 """

 from __future__ import division, print_function, absolute_import
 import tflearn
 from tflearn.layers.core import input_data, dropout, flatten, fully_connected
 from tflearn.layers.conv import conv_2d, max_pool_2d, avg_pool_2d
 from tflearn.utils import repeat
 from tflearn.layers.merge_ops import merge
 from tflearn.data_utils import shuffle, to_categorical
 import tflearn.activations as activations
 import tflearn.datasets.oxflower17 as oxflower17
 def block35(net, scale=1.0, activation='relu'):
     tower_conv = conv_2d(net, 32, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_1x1')
     tower_conv1_0 = conv_2d(net, 32, 1, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_0a_1x1')
     tower_conv1_1 = conv_2d(tower_conv1_0, 32, 3, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_0b_3x3')
     tower_conv2_0 = conv_2d(net, 32, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_0a_1x1')
     tower_conv2_1 = conv_2d(tower_conv2_0, 48,3, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_0b_3x3')
     tower_conv2_2 = conv_2d(tower_conv2_1, 64,3, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_0c_3x3')
     tower_mixed = merge([tower_conv, tower_conv1_1, tower_conv2_2], mode='concat', axis=3)
     tower_out = conv_2d(tower_mixed, net.get_shape()[3], 1, normalizer_fn='batch_normalization', activation=None, name='Conv2d_1x1')
     net += scale * tower_out
     if activation:
         if isinstance(activation, str):
             net = activations.get(activation)(net)
         elif hasattr(activation, '__call__'):
             net = activation(net)
         else:
             raise ValueError("Invalid Activation.")
     return net

 def block17(net, scale=1.0, activation='relu'):
     tower_conv = conv_2d(net, 192, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_1x1')
     tower_conv_1_0 = conv_2d(net, 128, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_0a_1x1')
     tower_conv_1_1 = conv_2d(tower_conv_1_0, 160,[1,7], normalizer_fn='batch_normalization', activation='relu',name='Conv2d_0b_1x7')
     tower_conv_1_2 = conv_2d(tower_conv_1_1, 192, [7,1], normalizer_fn='batch_normalization', activation='relu',name='Conv2d_0c_7x1')
     tower_mixed = merge([tower_conv,tower_conv_1_2], mode='concat', axis=3)
     tower_out = conv_2d(tower_mixed, net.get_shape()[3], 1, normalizer_fn='batch_normalization', activation=None, name='Conv2d_1x1')
     net += scale * tower_out
     if activation:
         if isinstance(activation, str):
             net = activations.get(activation)(net)
         elif hasattr(activation, '__call__'):
             net = activation(net)
         else:
             raise ValueError("Invalid Activation.")
     return net


 def block8(net, scale=1.0, activation='relu'):
     """
     """
     tower_conv = conv_2d(net, 192, 1, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_1x1')
     tower_conv1_0 = conv_2d(net, 192, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_0a_1x1')
     tower_conv1_1 = conv_2d(tower_conv1_0, 224, [1,3], normalizer_fn='batch_normalization', name='Conv2d_0b_1x3')
     tower_conv1_2 = conv_2d(tower_conv1_1, 256, [3,1], normalizer_fn='batch_normalization', name='Conv2d_0c_3x1')
     tower_mixed = merge([tower_conv,tower_conv1_2], mode='concat', axis=3)
     tower_out = conv_2d(tower_mixed, net.get_shape()[3], 1, normalizer_fn='batch_normalization', activation=None, name='Conv2d_1x1')
     net += scale * tower_out
     if activation:
         if isinstance(activation, str):
             net = activations.get(activation)(net)
         elif hasattr(activation, '__call__'):
             net = activation(net)
         else:
             raise ValueError("Invalid Activation.")
     return net

 # Data loading and preprocessing
 import tflearn.datasets.oxflower17 as oxflower17
 X, Y = oxflower17.load_data(one_hot=True, resize_pics=(299, 299))

 num_classes = 17
 dropout_keep_prob = 0.8

 network = input_data(shape=[None, 299, 299, 3])
 conv1a_3_3 = conv_2d(network, 32, 3, strides=2, normalizer_fn='batch_normalization', padding='VALID',activation='relu',name='Conv2d_1a_3x3')
 conv2a_3_3 = conv_2d(conv1a_3_3, 32, 3, normalizer_fn='batch_normalization', padding='VALID',activation='relu', name='Conv2d_2a_3x3')
 conv2b_3_3 = conv_2d(conv2a_3_3, 64, 3, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_2b_3x3')
 maxpool3a_3_3 = max_pool_2d(conv2b_3_3, 3, strides=2, padding='VALID', name='MaxPool_3a_3x3')
 conv3b_1_1 = conv_2d(maxpool3a_3_3, 80, 1, normalizer_fn='batch_normalization', padding='VALID',activation='relu', name='Conv2d_3b_1x1')
 conv4a_3_3 = conv_2d(conv3b_1_1, 192, 3, normalizer_fn='batch_normalization', padding='VALID',activation='relu', name='Conv2d_4a_3x3')
 maxpool5a_3_3 = max_pool_2d(conv4a_3_3, 3, strides=2, padding='VALID', name='MaxPool_5a_3x3')

 tower_conv = conv_2d(maxpool5a_3_3, 96, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_5b_b0_1x1')

 tower_conv1_0 = conv_2d(maxpool5a_3_3, 48, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_5b_b1_0a_1x1')
 tower_conv1_1 = conv_2d(tower_conv1_0, 64, 5, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_5b_b1_0b_5x5')

 tower_conv2_0 = conv_2d(maxpool5a_3_3, 64, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_5b_b2_0a_1x1')
 tower_conv2_1 = conv_2d(tower_conv2_0, 96, 3, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_5b_b2_0b_3x3')
 tower_conv2_2 = conv_2d(tower_conv2_1, 96, 3, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_5b_b2_0c_3x3')

 tower_pool3_0 = avg_pool_2d(maxpool5a_3_3, 3, strides=1, padding='same', name='AvgPool_5b_b3_0a_3x3')
 tower_conv3_1 = conv_2d(tower_pool3_0, 64, 1, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_5b_b3_0b_1x1')

 tower_5b_out = merge([tower_conv, tower_conv1_1, tower_conv2_2, tower_conv3_1], mode='concat', axis=3)

 net = repeat(tower_5b_out, 10, block35, scale=0.17)tower_conv2_2 = conv_2d(tower_conv2_1, 96, 3, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_5b_b2_0c_3x3')

 tower_pool3_0 = avg_pool_2d(maxpool5a_3_3, 3, strides=1, padding='same', name='AvgPool_5b_b3_0a_3x3')
 tower_conv3_1 = conv_2d(tower_pool3_0, 64, 1, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_5b_b3_0b_1x1')

 tower_5b_out = merge([tower_conv, tower_conv1_1, tower_conv2_2, tower_conv3_1], mode='concat', axis=3)

 net = repeat(tower_5b_out, 10, block35, scale=0.17)

 tower_conv = conv_2d(net, 384, 3, normalizer_fn='batch_normalization', strides=2,activation='relu', padding='VALID', name='Conv2d_6a_b0_0a_3x3')
 tower_conv1_0 = conv_2d(net, 256, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_6a_b1_0a_1x1')
 tower_conv1_1 = conv_2d(tower_conv1_0, 256, 3, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_6a_b1_0b_3x3')
 tower_conv1_2 = conv_2d(tower_conv1_1, 384, 3, normalizer_fn='batch_normalization', strides=2, padding='VALID', activation='relu',name='Conv2d_6a_b1_0c_3x3')
 tower_pool = max_pool_2d(net, 3, strides=2, padding='VALID',name='MaxPool_1a_3x3')
 net = merge([tower_conv, tower_conv1_2, tower_pool], mode='concat', axis=3)
 net = repeat(net, 20, block17, scale=0.1)

 tower_conv = conv_2d(net, 256, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_0a_1x1')
 tower_conv0_1 = conv_2d(tower_conv, 384, 3, normalizer_fn='batch_normalization', strides=2, padding='VALID', activation='relu',name='Conv2d_0a_1x1')

 tower_conv1 = conv_2d(net, 256, 1, normalizer_fn='batch_normalization', padding='VALID', activation='relu',name='Conv2d_0a_1x1')
 tower_conv1_1 = conv_2d(tower_conv1,288,3, normalizer_fn='batch_normalization', strides=2, padding='VALID',activation='relu', name='COnv2d_1a_3x3')

 tower_conv2 = conv_2d(net, 256,1, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_0a_1x1')
 tower_conv2_1 = conv_2d(tower_conv2, 288,3, normalizer_fn='batch_normalization', name='Conv2d_0b_3x3',activation='relu')
 tower_conv2_2 = conv_2d(tower_conv2_1, 320, 3, normalizer_fn='batch_normalization', strides=2, padding='VALID',activation='relu', name='Conv2d_1a_3x3')

 tower_pool = max_pool_2d(net, 3, strides=2, padding='VALID', name='MaxPool_1a_3x3')
 net = merge([tower_conv0_1, tower_conv1_1,tower_conv2_2, tower_pool], mode='concat', axis=3)

 net = repeat(net, 9, block8, scale=0.2)
 net = block8(net, activation=None)

 net = conv_2d(net, 1536, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_7b_1x1')
 net = avg_pool_2d(net, net.get_shape().as_list()[1:3],strides=2, padding='VALID', name='AvgPool_1a_8x8')
 net = flatten(net)
 net = dropout(net, dropout_keep_prob)
 loss = fully_connected(net, num_classes,activation='softmax')


 network = tflearn.regression(loss, optimizer='RMSprop',
                      loss='categorical_crossentropy',
                      learning_rate=0.0001)
 model = tflearn.DNN(network, checkpoint_path='inception_resnet_v2',
                     max_checkpoints=1, tensorboard_verbose=2, tensorboard_dir="./tflearn_logs/")
 model.fit(X, Y, n_epoch=1000, validation_set=0.1, shuffle=True,
           show_metric=True, batch_size=32, snapshot_step=2000,
           snapshot_epoch=False, run_id='inception_resnet_v2_17flowers')

 tower_conv = conv_2d(net, 384, 3, normalizer_fn='batch_normalization', strides=2,activation='relu', padding='VALID', name='Conv2d_6a_b0_0a_3x3')
 tower_conv1_0 = conv_2d(net, 256, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_6a_b1_0a_1x1')
 tower_conv1_1 = conv_2d(tower_conv1_0, 256, 3, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_6a_b1_0b_3x3')
 tower_conv1_2 = conv_2d(tower_conv1_1, 384, 3, normalizer_fn='batch_normalization', strides=2, padding='VALID', activation='relu',name='Conv2d_6a_b1_0c_3x3')
 tower_pool = max_pool_2d(net, 3, strides=2, padding='VALID',name='MaxPool_1a_3x3')
 net = merge([tower_conv, tower_conv1_2, tower_pool], mode='concat', axis=3)
 net = repeat(net, 20, block17, scale=0.1)

 tower_conv = conv_2d(net, 256, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_0a_1x1')
 tower_conv0_1 = conv_2d(tower_conv, 384, 3, normalizer_fn='batch_normalization', strides=2, padding='VALID', activation='relu',name='Conv2d_0a_1x1')

 tower_conv1 = conv_2d(net, 256, 1, normalizer_fn='batch_normalization', padding='VALID', activation='relu',name='Conv2d_0a_1x1')
 tower_conv1_1 = conv_2d(tower_conv1,288,3, normalizer_fn='batch_normalization', strides=2, padding='VALID',activation='relu', name='COnv2d_1a_3x3')

 tower_conv2 = conv_2d(net, 256,1, normalizer_fn='batch_normalization', activation='relu',name='Conv2d_0a_1x1')
 tower_conv2_1 = conv_2d(tower_conv2, 288,3, normalizer_fn='batch_normalization', name='Conv2d_0b_3x3',activation='relu')
 tower_conv2_2 = conv_2d(tower_conv2_1, 320, 3, normalizer_fn='batch_normalization', strides=2, padding='VALID',activation='relu', name='Conv2d_1a_3x3')

 tower_pool = max_pool_2d(net, 3, strides=2, padding='VALID', name='MaxPool_1a_3x3')
 net = merge([tower_conv0_1, tower_conv1_1,tower_conv2_2, tower_pool], mode='concat', axis=3)

 net = repeat(net, 9, block8, scale=0.2)
 net = block8(net, activation=None)

 net = conv_2d(net, 1536, 1, normalizer_fn='batch_normalization', activation='relu', name='Conv2d_7b_1x1')
 net = avg_pool_2d(net, net.get_shape().as_list()[1:3],strides=2, padding='VALID', name='AvgPool_1a_8x8')
 net = flatten(net)
 net = dropout(net, dropout_keep_prob)
 loss = fully_connected(net, num_classes,activation='softmax')


 network = tflearn.regression(loss, optimizer='RMSprop',
                      loss='categorical_crossentropy',
                      learning_rate=0.0001)
 model = tflearn.DNN(network, checkpoint_path='inception_resnet_v2',
                     max_checkpoints=1, tensorboard_verbose=2, tensorboard_dir="./tflearn_logs/")
 model.fit(X, Y, n_epoch=1000, validation_set=0.1, shuffle=True,
           show_metric=True, batch_size=32, snapshot_step=2000,
           snapshot_epoch=False, run_id='inception_resnet_v2_17flowers')




 想要run下的可以去使用下tflearn，注意更改conv_2d里面的内容，我这里在本身conv_2d上加了个normalizer_fn，来使用batch_normalization。



MXnet 炼丹

不同的丹炉，即使是相同的丹方，炼丹的方式都不仅相同。

在打算用MXnet实现inception-resnet-v2之前，除了mxnet-101里面的代码，基本没有写过mxnet，但是没关系，不怕，有很多其他大神写的丹方，这里具体参考了symbol_inception-bn.py。首先，为了减少代码条数，参考创建一个ConvFactory，但是和inception-bn不同的是，inception-resnet-v2要考虑是否要激活函数的版本。所以inception-resnet-v2的ConvFactory如下：

 def ConvFactory(data, num_filter, kernel, stride=(1,1), pad=(0, 0), act_type="relu", mirror_attr={},with_act=True):
     conv = mx.symbol.Convolution(data=data, num_filter=num_filter, kernel=kernel, stride=stride, pad=pad)
     bn = mx.symbol.BatchNorm(data=conv)
     if with_act:
         act = mx.symbol.Activation(data = bn, act_type=act_type, attr=mirror_attr)
         return act
     else:
         return bn




 然后就简单了，按照网络一路往下写：

 def get_symbol(num_classes=1000，input_data_shape=(64,3,299,299)):
     data = mx.symbol.Variable(name='data')
     conv1a_3_3 = ConvFactory(data=data, num_filter=32, kernel=(3,3), stride=(2, 2))
     conv2a_3_3 = ConvFactory(conv1a_3_3, 32, (3,3))
     conv2b_3_3 = ConvFactory(conv2a_3_3, 64, (3,3), pad=(1,1))
     maxpool3a_3_3 = mx.symbol.Pooling(data=conv2b_3_3, kernel=(3, 3), stride=(2, 2), pool_type='max')
     conv3b_1_1 = ConvFactory(maxpool3a_3_3, 80 ,(1,1))
     conv4a_3_3 = ConvFactory(conv3b_1_1, 192, (3,3))
     maxpool5a_3_3 = mx.symbol.Pooling(data=conv4a_3_3, kernel=(3,3), stride=(2,2), pool_type='max')

     tower_conv = ConvFactory(maxpool5a_3_3, 96, (1,1))
     tower_conv1_0 = ConvFactory(maxpool5a_3_3, 48, (1,1))
     tower_conv1_1 = ConvFactory(tower_conv1_0, 64, (5,5), pad=(2,2))

     tower_conv2_0 = ConvFactory(maxpool5a_3_3, 64, (1,1))
     tower_conv2_1 = ConvFactory(tower_conv2_0, 96, (3,3), pad=(1,1))
     tower_conv2_2 = ConvFactory(tower_conv2_1, 96, (3,3), pad=(1,1))

     tower_pool3_0 = mx.symbol.Pooling(data=maxpool5a_3_3, kernel=(3,3), stride=(1,1),pad=(1,1), pool_type='avg')
     tower_conv3_1 = ConvFactory(tower_pool3_0, 64, (1,1))
     tower_5b_out = mx.symbol.Concat(*[tower_conv, tower_conv1_1, tower_conv2_2, tower_conv3_1])




 然后就不对了，要重复条用一个block35的结构，repeat函数很容易实现，给定调用次数，调用函数，参数， 多次调用就好了：

 def repeat(inputs, repetitions, layer, *args, **kwargs):
     outputs = inputs
     for i in range(repetitions):
         outputs = layer(outputs, *args, **kwargs)
     return outputs




 这里很简单，但是block35就有问题啦，这个子结构的目的要输出与输入同样大小的channel数，之前因为在tensorflow下写的，很容易拿到一个Variable的shape，但是在MXnet上就很麻烦，这里不知道怎么做，提了个issue How can i get the shape with the net?，然后就去查api，发现有个infer_shape，mxnet客服部小伙伴也让我用这个去做， 试了试，挺管用能够拿到shape，但是必须给入一个4d的tensor的shape，比如(64,3,299,299)，他会在graph运行时infer到对应symbol的shape，然后就这么写了:

 def block35(net, input_data_shape, scale=1.0, with_act=True, act_type='relu', mirror_attr={}):
     assert len(input_data_shape) == 4, 'input_data_shape should be len of 4, your \
                             input_data_shape is len of %d'%len(input_data_shape)
     _, out_shape,_ = net.infer_shape(data=input_data_shape)
     tower_conv = ConvFactory(net, 32, (1,1))
     tower_conv1_0 = ConvFactory(net, 32, (1,1))
     tower_conv1_1 = ConvFactory(tower_conv1_0, 32, (3, 3), pad=(1,1))
     tower_conv2_0 = ConvFactory(net, 32, (1,1))
     tower_conv2_1 = ConvFactory(tower_conv2_0, 48, (3, 3), pad=(1,1))
     tower_conv2_2 = ConvFactory(tower_conv2_1, 64, (3, 3), pad=(1,1))
     tower_mixed = mx.symbol.Concat(*[tower_conv, tower_conv1_1, tower_conv2_2])
     tower_out = ConvFactory(tower_mixed, out_shape[0][1], (1,1), with_act=False)

     net += scale * tower_out
     if with_act:
         act = mx.symbol.Activation(data = net, act_type=act_type, attr=mirror_attr)
         return act
     else:
         return net




 大家是不是感到很别扭，我也觉得很别扭，但是我一直是个『不拘小节』的工程师，对这块不斤斤计较，所以，写完这块之后也觉得就成了接下来就是block17， block8， 这里都很简单的很类似，就不提了。

 然后就接下来一段，很快就完成了：

 net = repeat(tower_5b_out, 10, block35, scale=0.17, input_num_channels=320)
 tower_conv = ConvFactory(net, 384, (3,3),stride=(2,2))
 tower_conv1_0 = ConvFactory(net, 256, (1,1))
 tower_conv1_1 = ConvFactory(tower_conv1_0, 256, (3,3), pad=(1,1))
 tower_conv1_2 = ConvFactory(tower_conv1_1, 384, (3,3),stride=(2,2))
 tower_pool = mx.symbol.Pooling(net, kernel=(3,3), stride=(2,2), pool_type='max')
 net = mx.symbol.Concat(*[tower_conv, tower_conv1_2, tower_pool])
 net = repeat(net, 20, block17, scale=0.1, input_num_channels=1088)
 tower_conv = ConvFactory(net, 256, (1,1))
 tower_conv0_1 = ConvFactory(tower_conv, 384, (3,3), stride=(2,2))
 tower_conv1 = ConvFactory(net, 256, (1,1))
 tower_conv1_1 = ConvFactory(tower_conv1, 288, (3,3), stride=(2,2))
 tower_conv2 = ConvFactory(net, 256, (1,1))
 tower_conv2_1 = ConvFactory(tower_conv2, 288, (3,3), pad=(1,1))
 tower_conv2_2 = ConvFactory(tower_conv2_1, 320, (3,3),  stride=(2,2))
 tower_pool = mx.symbol.Pooling(net, kernel=(3,3), stride=(2,2), pool_type='max')
 net = mx.symbol.Concat(*[tower_conv0_1, tower_conv1_1, tower_conv2_2, tower_pool])

 net = repeat(net, 9, block8, scale=0.2, input_num_channels=2080)
 net = block8(net, with_act=False, input_num_channel=2080)

 net = ConvFactory(net, 1536, (1,1))
 net = mx.symbol.Pooling(net, kernel=(1,1), global_pool=True, stride=(2,2), pool_type='avg')
 net = mx.symbol.Flatten(net)
 net = mx.symbol.Dropout(data=net,p= 0.8)
 net = mx.symbol.FullyConnected(data=net,num_hidden=num_classes)
 softmax = mx.symbol.SoftmaxOutput(data=net, name='softmax')




 感觉很开心，写完了，这么简单，大家先忽略先忽悠所有的pad值，因为找不到没有pad的版本，所以大家先忽略下。然后就是写样例测试呀，又是17flowers这个数据集，参考mxnet-101中如何把dataset转换为binary， 首先写个py来get到所有的图像list，index还有他的label_index，这个很快就解决了。

具体参考我这里的mxnet-101 然后就是拿数据开始run啦，Ready？ Go！

 咦,车开不起来，不对，都是些什么鬼？ infer_shape 有问题？ 没事，查api tensorflow中padding是”valid”和”same”，mxnet中没有， 没有…，要自己计算，什么鬼？没有valid，same，我不会呀！！！

写了这么久，就不写了？不行，找下怎么搞定，看了tensorflow的文档，翻了资料，same就是保证input与output保持一致，valid就无所谓，不需要设置pad，所以当tensorflow中有same的时候，就需要在mxnet中设置对应的pad值，kernel为3的时候pad=1， kernel=5，pad=2。这里改来改去，打印出每一层网络后的shape，前后花了我大概6个小时，终于让我一步一步debug出来了，但是不对，在repeat 10次block35后，怎么和tf.slim的inception-resnet-v2的注释的shape不同？

我了个擦，当时已经好像快凌晨4点了，本以为run起来了，怎么就解释不通呢？不会tensorflow的注释有问题吧？我了个擦，老美真是数学有点问题，提了个issue，很快就有人fix然后commit了 may be an error in slim.nets.inception_resnet_v2 #634，不过貌似到现在还没有被merge。

 一切ok，开始run了，用17flowers，很快可以收敛，没有更多的资源来测试更大的数据集，就直接提交了，虽然代码很烂，但怎么着也是一步一步写出来的，可是，始终确实是有点问题，后来经过github的好心人指点肯定也是一个大牛，告诉我Pooling 有个global_pool来做全局的池化，我了个擦，这么好的东西，tensorflow上可没有，所以tensorflow上用的是通过get_shape拿到对应的tensor的width和height来做pooling，我也二笔的在mxne它里面这样用，所以需要input_shape_shape来infer到所在layer的shape，来做全局池化，有了这个，我还infer_shape个什么鬼，blockxx里面也不需要了，channel数可以直接手工计算，传一个channel数就好了，get_symbol也可以保持和原来一样不需要传什么input_data_shape啦！！！

感谢zhreshold的提示，一切都ok，更改了，但是后面mxnet的大神在重构一些代码，还没有merge，不过没有关系，等他们ok了 我再把inception-resnet-v2整理下，再提pr（教练，我想当mxnet contributor）。

 def block35(net, input_num_channels, scale=1.0, with_act=True, act_type='relu', mirror_attr={}):
     tower_conv = ConvFactory(net, 32, (1,1))
     tower_conv1_0 = ConvFactory(net, 32, (1,1))
     tower_conv1_1 = ConvFactory(tower_conv1_0, 32, (3, 3), pad=(1,1))
     tower_conv2_0 = ConvFactory(net, 32, (1,1))
     tower_conv2_1 = ConvFactory(tower_conv2_0, 48, (3, 3), pad=(1,1))
     tower_conv2_2 = ConvFactory(tower_conv2_1, 64, (3, 3), pad=(1,1))
     tower_mixed = mx.symbol.Concat(*[tower_conv, tower_conv1_1, tower_conv2_2])
     tower_out = ConvFactory(tower_mixed, input_num_channels, (1,1), with_act=False)

     net += scale * tower_out
     if with_act:
         act = mx.symbol.Activation(data = net, act_type=act_type, attr=mirror_attr)
         return act
     else:
         return net




 一直到这里，inception-resnet-v2就写出来了，但是只是测试了小数据集，后来在zhihu上偶遇李沐大神，果断上去套近乎，最后拿到一个一台机器，就在测大一点的数据集，其实也不大，102flowers，之后会请沐神帮忙扩展一个大点的盘来放下ImageNet，测试一下性能，不过现在102flowers也还行，效果还不错。



丹成

金丹品阶高低，以丹纹记，不同炼丹材料丹纹不同，评判标准也不同，acc是最常用判断金丹品阶高低的手段。

 将102flower按9：1分成训练集和验证集，设置300个epoch(数据集比较小，貌似设置多点epoch才能有比较好的性能，看有小伙伴用inception-bn在imagenet上只需要50个epoch)，网络inception-resnet-v2确实大，如此小的数据集上300 epoch大概也需要1天，不过对比tensorflow那是快多了。 



编不下去了（predict）

 这里，会简单地写一个inference的例子，算作学习如果使用训练好的model，注意还是最好使用python的opencv，因为mxnet官方是用的opencv，使用cv2这个库，我在网上找的使用skimage的库，做出来的始终有问题，应该是brg2rgb的问题，使用cv2的cv2.cvtColor(img, cv2.COLOR_BGR2RGB之后会成功:

 import mxnet as mx
 import logging
 import numpy as np
 import cv2
 import scipy.io as sio

 logger = logging.getLogger()
 logger.setLevel(logging.DEBUG)
 num_round = 260
 prefix = "102flowers"
 model = mx.model.FeedForward.load(prefix, num_round, ctx=mx.cpu(), numpy_batch_size=1)
 # synset = [l.strip() for l in open('Inception/synset.txt').readlines()]


 def PreprocessImage(path, show_img=False):
         # load image
         img = cv2.imread(path)
         img = cv2.cvtColor(img, cv2.COLOR_BGR2RGB)
         mean_img = mx.nd.load('mean.bin').values()[0].asnumpy()
         print img.shape
         print mean_img.shape
         img = cv2.resize(img,(299,299))
         img = np.swapaxes(img, 0, 2)
         img = np.swapaxes(img, 1, 2)
         img = img -mean_img
         img = img[np.newaxis, :]
         print img.shape

         return img

     right = 0
     sum = 0
     with open('test.lst', 'r') as fread:
         for line in fread.readlines()[:20]:
             sum +=1
             batch  = '../day2/102flowers/' + line.split("\t")[2].strip("\n")
             print batch
             batch = PreprocessImage(batch, False)
             prob = model.predict(batch)[0]
             pred = np.argsort(prob)[::-1]
             # # Get top1 label
             # top1 = synset[pred[0]]
             top_1 = pred[0]
             if top_1 == int(line.split("\t")[1]):
                 print 'top1 right'
                 right += 1

     print 'top 1 accuracy: %f '%(right/(1.0*sum))




 使用第260个epoch的模型weight，这里因为手贱删除了9：1时的test.lst，只能用7：3是的test.lst暂时做计算，最后accuracy应该会比较偏高，不过这不是重点。



总结（继续编不下去了）

 在这样一次畅快淋漓的mxnet之旅后，总结一下遇到的几个坑，与大家分享：

	无法直接拿到tensor的shape信息，通过infer_shape，在设计代码时走了很多；

	im2rec时，准备的train.lst, test.lst未shuffle，在102flowers上我都没有发觉，在后面做鉴黄的training的时候发现开始training accuracy，分析可能是train.lst未shuffle的问题（以为在ImageRecordIter中有shuffle参数，就不需要），改了后没有training accuracy从开始就为1的情况；

	pad值的问题，翻阅了很多资料才解决，文档也没有特别多相关的，对于我这种从tensorflow转mxnet的小伙伴来说是个比较大的坑；

	predict的问题，找了mxnet github的源上的example，并不能成功，在找官网上的example发现使用的是cv2，并不是一些例子当中的skimage，考虑到mxnet在安装时需要opencv，可能cv2和skimage在一些标准上有差异，就改用cv2的predict版本，还有读入图片之后要cv2.cvtColor(img, cv2.COLOR_BGR2RGB).

	还是predict的问题，在mxnet中，构造ImageRecordIter时没有指定mean.bin，但是并不是说计算的时候不会减到均值图片在训练，开始误解为不需要减到均值图片，后来发现一直不正确，考虑到train的时候会自己生成mean.bin，猜测可能是这里的问题，通过mean_img = mx.nd.load('mean.bin').values()[0].asnumpy()读入后，在原始图片减去均值图，结果ok；但整个流程相对于tf.slim的predict还是比较复杂的。




优点

	速度快，速度快，速度快，具体指没有做测量，但是相对于tensorflow至少两到三倍；


	占用内存低， 同样batch和模型，12g的显存，tf会爆，但是mxnet只需要占用7g多点；

	im2rec很方便，相对于tensorflow下tfrecord需要写部分代码，更容易入手，但是切记自己生成train.lst, test.lst的时候要shuffle；

	Pooling下的global_pool是个好东西，tensorflow没有；





——————
That is all！之后会在ImageNet Dataset做一下测试，感觉会更有意思。

坐等更新，期待！
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机器学习进阶笔记之八 | TensorFlow与中文手写汉字识别

来源：https://zhuanlan.zhihu.com/p/24899387

引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。


『机器学习进阶笔记』系列将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




Goal

本文目标是利用TensorFlow做一个简单的图像分类器，在比较大的数据集上，尽可能高效地做图像相关处理，从Train，Validation到Inference，是一个比较基本的Example， 从一个基本的任务学习如果在TensorFlow下做高效地图像读取，基本的图像处理，整个项目很简单，但其中有一些trick，在实际项目当中有很大的好处， 比如绝对不要一次读入所有的 的数据到内存（尽管在Mnist这类级别的例子上经常出现)…

最开始看到是这篇blog里面的TensorFlow练习22: 手写汉字识别, 但是这篇文章只用了140训练与测试，试了下代码 很快，但是当扩展到所有的时，发现32g的内存都不够用，这才注意到原文中都是用numpy，会先把所有的数据放入到内存，但这个不必须的，无论在MXNet还是TensorFlow中都是不必 须的，MXNet使用的是DataIter，会在程序运行的过程中异步读取数据，TensorFlow也是这样的，TensorFlow封装了高级的api，用来做数据的读取，比如TFRecord，还有就是从filenames中读取， 来异步读取文件，然后做shuffle batch，再feed到模型的Graph中来做模型参数的更新。具体在tf如何做数据的读取可以看看reading data in tensorflow



这里我会拿到所有的数据集来做训练与测试，算作是对斗大的熊猫上面那篇文章的一个扩展。

Batch Generate

数据集来自于中科院自动化研究所，感谢分享精神！！！具体下载:


wget http://www.nlpr.ia.ac.cn/databases/download/feature_data/HWDB1.1trn_gnt.zip
wget http://www.nlpr.ia.ac.cn/databases/download/feature_data/HWDB1.1tst_gnt.zip




解压后发现是一些gnt文件，然后用了斗大的熊猫里面的代码，将所有文件都转化为对应label目录下的所有png的图片。（注意在HWDB1.1trn_gnt.zip解压后是alz文件，需要再次解压 我在mac没有找到合适的工具，windows上有alz的解压工具)。


import os
import numpy as np
import struct
from PIL import Image


data_dir = '../data'
train_data_dir = os.path.join(data_dir, 'HWDB1.1trn_gnt')
test_data_dir = os.path.join(data_dir, 'HWDB1.1tst_gnt')


def read_from_gnt_dir(gnt_dir=train_data_dir):
    def one_file(f):
        header_size = 10
        while True:
            header = np.fromfile(f, dtype='uint8', count=header_size)
            if not header.size: break
            sample_size = header[0] + (header[1]<<8) + (header[2]<<16) + (header[3]<<24)
            tagcode = header[5] + (header[4]<<8)
            width = header[6] + (header[7]<<8)
            height = header[8] + (header[9]<<8)
            if header_size + width*height != sample_size:
                break
            image = np.fromfile(f, dtype='uint8', count=width*height).reshape((height, width))
            yield image, tagcode
    for file_name in os.listdir(gnt_dir):
        if file_name.endswith('.gnt'):
            file_path = os.path.join(gnt_dir, file_name)
            with open(file_path, 'rb') as f:
                for image, tagcode in one_file(f):
                    yield image, tagcode
char_set = set()
for _, tagcode in read_from_gnt_dir(gnt_dir=train_data_dir):
    tagcode_unicode = struct.pack('>H', tagcode).decode('gb2312')
    char_set.add(tagcode_unicode)
char_list = list(char_set)
char_dict = dict(zip(sorted(char_list), range(len(char_list))))
print len(char_dict)
import pickle
f = open('char_dict', 'wb')
pickle.dump(char_dict, f)
f.close()
train_counter = 0
test_counter = 0
for image, tagcode in read_from_gnt_dir(gnt_dir=train_data_dir):
    tagcode_unicode = struct.pack('>H', tagcode).decode('gb2312')
    im = Image.fromarray(image)
    dir_name = '../data/train/' + '%0.5d'%char_dict[tagcode_unicode]
    if not os.path.exists(dir_name):
        os.mkdir(dir_name)
    im.convert('RGB').save(dir_name+'/' + str(train_counter) + '.png')
    train_counter += 1
for image, tagcode in read_from_gnt_dir(gnt_dir=test_data_dir):
    tagcode_unicode = struct.pack('>H', tagcode).decode('gb2312')
    im = Image.fromarray(image)
    dir_name = '../data/test/' + '%0.5d'%char_dict[tagcode_unicode]
    if not os.path.exists(dir_name):
        os.mkdir(dir_name)
    im.convert('RGB').save(dir_name+'/' + str(test_counter) + '.png')
    test_counter += 1




处理好的数据，放到了云盘，大家可以直接在我的云盘来下载处理好的数据集HWDB1. 这里说明下，char_dict是汉字和对应的数字label的记录。

得到数据集后，就要考虑如何读取了，一次用numpy读入内存在很多小数据集上是可以行的，但是在稍微大点的数据集上内存就成了瓶颈，但是不要害怕，TensorFlow有自己的方法：


def batch_data(file_labels,sess, batch_size=128):
    image_list = [file_label[0] for file_label in file_labels]
    label_list = [int(file_label[1]) for file_label in file_labels]
    print 'tag2 {0}'.format(len(image_list))
    images_tensor = tf.convert_to_tensor(image_list, dtype=tf.string)
    labels_tensor = tf.convert_to_tensor(label_list, dtype=tf.int64)
    input_queue = tf.train.slice_input_producer([images_tensor, labels_tensor])

    labels = input_queue[1]
    images_content = tf.read_file(input_queue[0])
    # images = tf.image.decode_png(images_content, channels=1)
    images = tf.image.convert_image_dtype(tf.image.decode_png(images_content, channels=1), tf.float32)
    # images = images / 256
    images =  pre_process(images)
    # print images.get_shape()
    # one hot
    labels = tf.one_hot(labels, 3755)
    image_batch, label_batch = tf.train.shuffle_batch([images, labels], batch_size=batch_size, capacity=50000,min_after_dequeue=10000)
    # print 'image_batch', image_batch.get_shape()

    coord = tf.train.Coordinator()
    threads = tf.train.start_queue_runners(sess=sess, coord=coord)
    return image_batch, label_batch, coord, threads




简单介绍下，首先你需要得到所有的图像的path和对应的label的列表，利用tf.convert_to_tensor转换为对应的tensor， 利用tf.train.slice_input_producer将image_list ,label_list做一个slice处理，然后做图像的读取、预处理，以及label的one_hot表示，然后就是传到tf.train.shuffle_batch产生一个个shuffle batch，这些就可以feed到你的 模型。 slice_input_producer和shuffle_batch这类操作内部都是基于queue，是一种异步的处理方式,会在设备中开辟一段空间用作cache，不同的进程会分别一直往cache中塞数据 和取数据，保证内存或显存的占用以及每一个mini-batch不需要等待，直接可以从cache中获取。



Data Augmentation

由于图像场景不复杂，只是做了一些基本的处理，包括图像翻转，改变下亮度等等，这些在TensorFlow里面有现成的api，所以尽量使用TensorFlow来做相关的处理：


def pre_process(images):
    if FLAGS.random_flip_up_down:
        images = tf.image.random_flip_up_down(images)
    if FLAGS.random_flip_left_right:
        images = tf.image.random_flip_left_right(images)
    if FLAGS.random_brightness:
        images = tf.image.random_brightness(images, max_delta=0.3)
    if FLAGS.random_contrast:
        images = tf.image.random_contrast(images, 0.8, 1.2)
    new_size = tf.constant([FLAGS.image_size,FLAGS.image_size], dtype=tf.int32)
    images = tf.image.resize_images(images, new_size)
    return images




Build Graph

这里很简单的构造了一个两个卷积+一个全连接层的网络，没有做什么更深的设计，感觉意义不大，设计了一个dict，用来返回后面要用的所有op，还有就是为了方便再训练中查看loss和accuracy， 没有什么特别的，很容易理解, labels 为None时 方便做inference。


def network(images, labels=None):
    endpoints = {}
    conv_1 = slim.conv2d(images, 32, [3,3],1, padding='SAME')
    max_pool_1 = slim.max_pool2d(conv_1, [2,2],[2,2], padding='SAME')
    conv_2 = slim.conv2d(max_pool_1, 64, [3,3],padding='SAME')
    max_pool_2 = slim.max_pool2d(conv_2, [2,2],[2,2], padding='SAME')
    flatten = slim.flatten(max_pool_2)
    out = slim.fully_connected(flatten,3755, activation_fn=None)
    global_step = tf.Variable(initial_value=0)
    if labels is not None:
        loss = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(out, labels))
        train_op = tf.train.AdamOptimizer(learning_rate=0.0001).minimize(loss, global_step=global_step)
        accuracy = tf.reduce_mean(tf.cast(tf.equal(tf.argmax(out, 1), tf.argmax(labels, 1)), tf.float32))
        tf.summary.scalar('loss', loss)
        tf.summary.scalar('accuracy', accuracy)
        merged_summary_op = tf.summary.merge_all()
    output_score = tf.nn.softmax(out)
    predict_val_top3, predict_index_top3 = tf.nn.top_k(output_score, k=3)

    endpoints['global_step'] = global_step
    if labels is not None:
        endpoints['labels'] = labels
        endpoints['train_op'] = train_op
        endpoints['loss'] = loss
        endpoints['accuracy'] = accuracy
        endpoints['merged_summary_op'] = merged_summary_op
    endpoints['output_score'] = output_score
    endpoints['predict_val_top3'] = predict_val_top3
    endpoints['predict_index_top3'] = predict_index_top3
    return endpoints




Train

train函数包括从已有checkpoint中restore，得到step，快速恢复训练过程，训练主要是每一次得到mini-batch，更新参数，每隔eval_steps后做一次train batch的eval，每隔save_steps 后保存一次checkpoint。


def train():
    sess = tf.Session()
    file_labels = get_imagesfile(FLAGS.train_data_dir)
    images, labels, coord, threads = batch_data(file_labels, sess)
    endpoints = network(images, labels)
    saver = tf.train.Saver()
    sess.run(tf.global_variables_initializer())
    train_writer = tf.train.SummaryWriter('./log' + '/train',sess.graph)
    test_writer = tf.train.SummaryWriter('./log' + '/val')
    start_step = 0
    if FLAGS.restore:
        ckpt = tf.train.latest_checkpoint(FLAGS.checkpoint_dir)
        if ckpt:
            saver.restore(sess, ckpt)
            print "restore from the checkpoint {0}".format(ckpt)
            start_step += int(ckpt.split('-')[-1])
    logger.info(':::Training Start:::')
    try:
        while not coord.should_stop():
        # logger.info('step {0} start'.format(i))
            start_time = time.time()
            _, loss_val, train_summary, step = sess.run([endpoints['train_op'], endpoints['loss'], endpoints['merged_summary_op'], endpoints['global_step']])
            train_writer.add_summary(train_summary, step)
            end_time = time.time()
            logger.info("the step {0} takes {1} loss {2}".format(step, end_time-start_time, loss_val))
            if step > FLAGS.max_steps:
                break
            # logger.info("the step {0} takes {1} loss {2}".format(i, end_time-start_time, loss_val))
            if step % FLAGS.eval_steps == 1:
                accuracy_val,test_summary, step = sess.run([endpoints['accuracy'], endpoints['merged_summary_op'], endpoints['global_step']])
                test_writer.add_summary(test_summary, step)
                logger.info('===============Eval a batch in Train data=======================')
                logger.info( 'the step {0} accuracy {1}'.format(step, accuracy_val))
                logger.info('===============Eval a batch in Train data=======================')
            if step % FLAGS.save_steps == 1:
                logger.info('Save the ckpt of {0}'.format(step))
                saver.save(sess, os.path.join(FLAGS.checkpoint_dir, 'my-model'), global_step=endpoints['global_step'])
    except tf.errors.OutOfRangeError:
        # print "============train finished========="
        logger.info('==================Train Finished================')
        saver.save(sess, os.path.join(FLAGS.checkpoint_dir, 'my-model'), global_step=endpoints['global_step'])
    finally:
        coord.request_stop()
    coord.join(threads)
    sess.close()




Graph



Loss and Accuracy




Validation

训练完成之后，想对最终的模型在测试数据集上做一个评估，这里我也曾经尝试利用batch_data，将slice_input_producer中epoch设置为1，来做相关的工作，但是发现这里无法和train 共用，会出现epoch无初始化值的问题（train中传epoch为None），所以这里自己写了shuffle batch的逻辑，将测试集的images和labels通过feed_dict传进到网络，得到模型的输出， 然后做相关指标的计算：


def validation():
    # it should be fixed by using placeholder with epoch num in train stage
    sess = tf.Session()

    file_labels = get_imagesfile(FLAGS.test_data_dir)
    test_size = len(file_labels)
    print test_size
    val_batch_size = FLAGS.val_batch_size
    test_steps = test_size / val_batch_size
    print test_steps
    # images, labels, coord, threads= batch_data(file_labels, sess)
    images = tf.placeholder(dtype=tf.float32, shape=[None, 64, 64, 1])
    labels = tf.placeholder(dtype=tf.int32, shape=[None,3755])
    # read batch images from file_labels
    # images_batch = np.zeros([128,64,64,1])
    # labels_batch = np.zeros([128,3755])
    # labels_batch[0][20] = 1
    #
    endpoints = network(images, labels)
    saver = tf.train.Saver()
    ckpt = tf.train.latest_checkpoint(FLAGS.checkpoint_dir)
    if ckpt:
        saver.restore(sess, ckpt)
        # logger.info("restore from the checkpoint {0}".format(ckpt))
    # logger.info('Start validation')
    final_predict_val = []
    final_predict_index = []
    groundtruth = []
    for i in range(test_steps):
        start = i* val_batch_size
        end = (i+1)*val_batch_size
        images_batch = []
        labels_batch = []
        labels_max_batch = []
        logger.info('=======start validation on {0}/{1} batch========='.format(i, test_steps))
        for j in range(start,end):
            image_path = file_labels[j][0]
            temp_image = Image.open(image_path).convert('L')
            temp_image = temp_image.resize((FLAGS.image_size, FLAGS.image_size),Image.ANTIALIAS)
            temp_label = np.zeros([3755])
            label = int(file_labels[j][1])
            # print label
            temp_label[label] = 1
            # print "====",np.asarray(temp_image).shape
            labels_batch.append(temp_label)
            # print "====",np.asarray(temp_image).shape
            images_batch.append(np.asarray(temp_image)/255.0)
            labels_max_batch.append(label)
        # print images_batch
        images_batch = np.array(images_batch).reshape([-1, 64, 64, 1])
        labels_batch = np.array(labels_batch)
        batch_predict_val, batch_predict_index = sess.run([endpoints['predict_val_top3'],
                        endpoints['predict_index_top3']], feed_dict={images:images_batch, labels:labels_batch})
        logger.info('=======validation on {0}/{1} batch end========='.format(i, test_steps))
        final_predict_val += batch_predict_val.tolist()
        final_predict_index += batch_predict_index.tolist()
        groundtruth += labels_max_batch
    sess.close()
    return final_predict_val, final_predict_index, groundtruth




在训练20w个step之后，大概能达到在测试集上能够达到：



相信如果在网络设计上多花点时间能够在一定程度上提升accuracy和top 3 accuracy.有兴趣的小伙伴们可以玩玩这个数据集。

Inference


def inference(image):
    temp_image = Image.open(image).convert('L')
    temp_image = temp_image.resize((FLAGS.image_size, FLAGS.image_size),Image.ANTIALIAS)
    sess = tf.Session()
    logger.info('========start inference============')
    images = tf.placeholder(dtype=tf.float32, shape=[None, 64, 64, 1])
    endpoints = network(images)
    saver = tf.train.Saver()
    ckpt = tf.train.latest_checkpoint(FLAGS.checkpoint_dir)
    if ckpt:
        saver.restore(sess, ckpt)
    predict_val, predict_index = sess.run([endpoints['predict_val_top3'],endpoints['predict_index_top3']], feed_dict={images:temp_image})
    sess.close()
    return final_predict_val, final_predict_index




运气挺好，随便找了张图片就能准确识别出来



Summary

综上，就是利用tensorflow做中文手写识别的全部，从如何使用tensorflow内部的queue来有效读入数据，到如何设计network， 到如何做train，validation，inference，珍格格流程比较清晰， 美中不足的是，原本打算是在训练过程中，来对测试集做评估，但是在使用queue读test_data_dir下的filenames，和train本身的好像有点问题，不过应该是可以解决的，我这里就pass了。另外可能 还有一些可以改善的地方，比如感觉可以把batch data one hot的部分写入到network，这样，减缓在validation时内存会因为onehot的sparse开销比较大。

感觉这个中文手写汉字数据集价值很大，后面感觉会有好多可以玩的，比如

	可以参考项亮大神的这篇文章端到端的OCR：验证码识别做定长的字符识别和不定长的字符识别，定长的基本原理是说，可以把最终输出扩展为k个输出， 每个值表示对应的字符label，这样cnn模型在feature extract之后就可以自己去识别对应字符而无需人工切割；而LSTM+CTC来解决不定长的验证码，类似于将音频解码为汉字

	最近GAN特别火，感觉可以考虑用这个数据来做某个字的生成，和text2img那个项目text-to-image



这部分的代码都在我的github上tensorflow-101，有遇到相关功能,想参考代码的可以去上面找找，没准就能解决你们遇到的一些小问题.



——————
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机器学习进阶笔记之九 | 利用TensorFlow搞定「倒字验证码」

来源：https://zhuanlan.zhihu.com/p/25344240

引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。



『机器学习进阶笔记』系列将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




前段时间心血来潮，想写几个爬虫，但是实操过的同学都知道，现在爬虫程序对很多网站都无效。

打开一看，其实是验证码问题，12306的坑爹验证码先不说，现在很多站都流行用“倒字验证码”：

















需要在一排汉字中找到,简单看了下，大概7个汉字，不定数个汉字是倒置的，需要人为指出哪些汉字是倒置的，和以往常规的验证码识别有点区别，有点意思！！！

今天就给大家分享一下，如何用TensorFlow搞定“倒字验证码”，问题很明确，主要是：

	数据问题？如何生成这些数据

	切字+单个分类器，还是直接输出所有的倒置情况（保证验证码字数一致）



数据准备

有天沙神在群里发了个链接，python生成汉字的代码， 正好用得上，改改然后很快就搞定了，代码如下：


# -*- coding: utf-8 -*-
from PIL import Image,ImageDraw,ImageFont
import random
import math, string
import logging
# logger = logging.Logger(name='gen verification')

class RandomChar():
    @staticmethod
    def Unicode():
        val = random.randint(0x4E00, 0x9FBF)
        return unichr(val)    

    @staticmethod
    def GB2312():
        head = random.randint(0xB0, 0xCF)
        body = random.randint(0xA, 0xF)
        tail = random.randint(0, 0xF)
        val = ( head << 8 ) | (body << 4) | tail
        str = "%x" % val
        return str.decode('hex').decode('gb2312')    

class ImageChar():
    def __init__(self, fontColor = (0, 0, 0),
    size = (100, 40),
    fontPath = '/Library/Fonts/Arial Unicode.ttf',
    bgColor = (255, 255, 255),
    fontSize = 20):
        self.size = size
        self.fontPath = fontPath
        self.bgColor = bgColor
        self.fontSize = fontSize
        self.fontColor = fontColor
        self.font = ImageFont.truetype(self.fontPath, self.fontSize)
        self.image = Image.new('RGB', size, bgColor)

    def drawText(self, pos, txt, fill):
        draw = ImageDraw.Draw(self.image)
        draw.text(pos, txt, font=self.font, fill=fill)
        del draw    

    def drawTextV2(self, pos, txt, fill, angle=180):
        image=Image.new('RGB', (25,25), (255,255,255))
        draw = ImageDraw.Draw(image)
        draw.text( (0, -3), txt,  font=self.font, fill=fill)
        w=image.rotate(angle,  expand=1)
        self.image.paste(w, box=pos)
        del draw

    def randRGB(self):
        return (0,0,0)

    def randChinese(self, num, num_flip):
        gap = 1
        start = 0
        num_flip_list = random.sample(range(num), num_flip)
        # logger.info('num flip list:{0}'.format(num_flip_list))
        print 'num flip list:{0}'.format(num_flip_list)
        char_list = []
        for i in range(0, num):
            char = RandomChar().GB2312()
            char_list.append(char)
            x = start + self.fontSize * i + gap + gap * i
            if i in num_flip_list:
                self.drawTextV2((x, 6), char, self.randRGB())
            else:
                self.drawText((x, 0), char, self.randRGB())
        return char_list, num_flip_list
    def save(self, path):
        self.image.save(path)



err_num = 0
for i in range(10):
    try:
        ic = ImageChar(fontColor=(100,211, 90), size=(280,28), fontSize = 25)
        num_flip = random.randint(3,6)
        char_list, num_flip_list = ic.randChinese(10, num_flip)
        ic.save(''.join(char_list)+'_'+''.join(str(i) for i in num_flip_list)+".jpeg")
    except:
        err_num += 1
        continue




为了简单，没有在生成的字加一些噪声，颜色什么的干扰的东西， 生成的图像差不多这样
















所以，接下来就是在tensorflow构建网络来识别了

模型

网络设计

受项亮的end2end定长的OCR识别的启发, 因为我这里的验证码都是长度为10的，所以我们只需要构造网络，最后的output有10个输出，每个输出为1个二类分类器：
其中，0表示正常，1表示倒置，这样就可以构造一个input到10个binary classification的网络，网络结构很简单（小伙伴们可以在这里都试试网络的设计，多试试黑科技），好吧，废话不多说，show you code：


def network():
    images = tf.placeholder(dtype=tf.float32, shape=[None, 28, 280, 1], name='image_batch')
    labels = tf.placeholder(dtype=tf.int32, shape=[None, 10], name='label_batch')
    endpoints = {}
    conv_1 = slim.conv2d(images, 32, [5,5],1, padding='SAME')
    avg_pool_1 = slim.avg_pool2d(conv_1, [2,2],[1,1], padding='SAME')
    conv_2 = slim.conv2d(avg_pool_1, 32, [5,5], 1,padding='SAME')
    avg_pool_2 = slim.avg_pool2d(conv_2, [2,2],[1,1], padding='SAME')
    conv_3 = slim.conv2d(avg_pool_2, 32, [3,3])
    avg_pool_3 = slim.avg_pool2d(conv_3, [2,2], [1,1])
    flatten = slim.flatten(avg_pool_3)
    fc1 = slim.fully_connected(flatten, 512, activation_fn=None)
    out0 = slim.fully_connected(fc1,2, activation_fn=None)
    out1 = slim.fully_connected(fc1,2, activation_fn=None)
    out2 = slim.fully_connected(fc1,2, activation_fn=None)
    out3 = slim.fully_connected(fc1,2, activation_fn=None)
    out4 = slim.fully_connected(fc1,2, activation_fn=None)
    out5 = slim.fully_connected(fc1,2, activation_fn=None)
    out6 = slim.fully_connected(fc1,2, activation_fn=None)
    out7 = slim.fully_connected(fc1,2, activation_fn=None)
    out8 = slim.fully_connected(fc1,2, activation_fn=None)
    out9 = slim.fully_connected(fc1,2, activation_fn=None)
    global_step = tf.Variable(initial_value=0)
    out0_argmax = tf.expand_dims(tf.argmax(out0, 1), 1)
    out1_argmax = tf.expand_dims(tf.argmax(out1, 1), 1)
    out2_argmax = tf.expand_dims(tf.argmax(out2, 1), 1)
    out3_argmax = tf.expand_dims(tf.argmax(out3, 1), 1)
    out4_argmax = tf.expand_dims(tf.argmax(out4, 1), 1)
    out5_argmax = tf.expand_dims(tf.argmax(out5, 1), 1)
    out6_argmax = tf.expand_dims(tf.argmax(out6, 1), 1)
    out7_argmax = tf.expand_dims(tf.argmax(out7, 1), 1)
    out8_argmax = tf.expand_dims(tf.argmax(out8, 1), 1)
    out9_argmax = tf.expand_dims(tf.argmax(out9, 1), 1)
    out_score = tf.concat([out0, out1, out2, out3, out4, out5, out6, out7, out8, out9], axis=1)
    out_final = tf.cast(tf.concat([out0_argmax, out1_argmax, out2_argmax, out3_argmax, out4_argmax, out5_argmax, out6_argmax, out7_argmax, out8_argmax, out9_argmax], axis=1), tf.int32)

    loss = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out0, labels=tf.one_hot(labels[:,0],depth=2)))
    loss1 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out1, labels=tf.one_hot(labels[:,1],depth=2)))
    loss2 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out2, labels=tf.one_hot(labels[:,2],depth=2)))
    loss3 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out3, labels=tf.one_hot(labels[:,3],depth=2)))
    loss4 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out4, labels=tf.one_hot(labels[:,4],depth=2)))
    loss5 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out5, labels=tf.one_hot(labels[:,5],depth=2)))
    loss6 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out6, labels=tf.one_hot(labels[:,6],depth=2)))
    loss7 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out7, labels=tf.one_hot(labels[:,7],depth=2)))
    loss8 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out8, labels=tf.one_hot(labels[:,8],depth=2)))
    loss9 = tf.reduce_mean(tf.nn.softmax_cross_entropy_with_logits(logits=out9, labels=tf.one_hot(labels[:,9],depth=2)))
    loss_list= [loss, loss1, loss2, loss3,loss4, loss5, loss6, loss7, loss8, loss9]
    loss_sum = tf.reduce_sum(loss_list)
    train_op = tf.train.AdamOptimizer(learning_rate=0.0001).minimize(loss_sum, global_step=global_step)
    accuracy = tf.reduce_mean(tf.cast(tf.reduce_all(tf.equal(out_final, labels), axis=1), tf.float32))
    tf.summary.scalar('loss_sum', loss_sum)
    tf.summary.scalar('accuracy', accuracy)
    merged_summary_op = tf.summary.merge_all()

    endpoints['global_step'] = global_step
    endpoints['images'] = images
    endpoints['labels'] = labels
    endpoints['train_op'] = train_op
    endpoints['loss_sum'] = loss_sum
    endpoints['accuracy'] = accuracy
    endpoints['merged_summary_op'] = merged_summary_op
    endpoints['out_final'] = out_final
    endpoints['out_score'] = out_score
    return endpoints




注意tf1.0和tf0.n里面有一些api接口改了，这里的代码是tf1.0的要改成0.n大概需要改下tf.concat，另外因为label是10为binary的数，所以这里很显然，loss续传重新设计，这里把10为的loss全加起来作为去优化的object func
其实我觉得这里可以用更多的方法，因为这里的label可以看出一个10位上的数据分布，因为我们的predict和原先的groundtruth的分布的差异，比如kl距离都可以尝试，我这里简单粗暴的直接加起来了，另外就是tf.reduce_all的使用
意思是只要其中有任意为false，则结果为false，恰好满足我这里必须10位都相同才视为识别正确
其他的代码没什么特别好说明的，想要学习这些api的直接run下代码就好了，再有不懂的直接在我文章下面留言，我会第一时间回复

模型训练


def train():
    train_feeder = DataIterator(data_dir=FLAGS.train_data_dir)
    test_feeder = DataIterator(data_dir=FLAGS.test_data_dir)
    with tf.Session() as sess:
        train_images, train_labels = train_feeder.input_pipeline(batch_size=FLAGS.batch_size, aug=True)
        test_images, test_labels = test_feeder.input_pipeline(batch_size=FLAGS.batch_size)
        endpoints = network()
        sess.run(tf.global_variables_initializer())
        coord = tf.train.Coordinator()
        threads = tf.train.start_queue_runners(sess=sess, coord=coord)
        saver = tf.train.Saver()

        train_writer = tf.summary.FileWriter('./log' + '/train',sess.graph)
        test_writer = tf.summary.FileWriter('./log' + '/val')
        start_step = 0
        if FLAGS.restore:
            ckpt = tf.train.latest_checkpoint(FLAGS.checkpoint_dir)
            if ckpt:
                saver.restore(sess, ckpt)
                print "restore from the checkpoint {0}".format(ckpt)
                start_step += int(ckpt.split('-')[-1])
        logger.info(':::Training Start:::')
        try:
            while not coord.should_stop():
                start_time = time.time()
                train_images_batch, train_labels_batch = sess.run([train_images, train_labels])
                feed_dict = {endpoints['images']: train_images_batch, endpoints['labels']: train_labels_batch}
                _, loss_val, train_summary, step = sess.run([endpoints['train_op'], endpoints['loss_sum'], endpoints['merged_summary_op'], endpoints['global_step']], feed_dict=feed_dict)
                train_writer.add_summary(train_summary, step)
                end_time = time.time()
                logger.info("[train] the step {0} takes {1} loss {2}".format(step, end_time-start_time, loss_val))
                if step > FLAGS.max_steps:
                    break
                if step % FLAGS.eval_steps == 1:
                    logger.info('========Begin eval stage =========')
                    start_time = time.time()
                    # can't run 
                    test_images_batch, test_labels_batch = sess.run([test_images, test_labels])
                    logger.info('[test] gen test batch spend {0}'.format(time.time()-start_time))
                    feed_dict = {
                        endpoints['images']: test_images_batch,
                        endpoints['labels']: test_labels_batch
                    }
                    accuracy_val,test_summary = sess.run([endpoints['accuracy'], endpoints['merged_summary_op']], feed_dict=feed_dict)
                    end_time = time.time()
                    test_writer.add_summary(test_summary, step)
                    logger.info( '[test] the step {0} accuracy {1} spend time {2}'.format(step, accuracy_val, (end_time-start_time)))
                if step % FLAGS.save_steps == 1:
                    logger.info('Save the ckpt of {0}'.format(step))
                    saver.save(sess, os.path.join(FLAGS.checkpoint_dir, 'my-model'), global_step=endpoints['global_step'])
        except tf.errors.OutOfRangeError:
            # print "============train finished========="
            logger.info('==================Train Finished================')
            saver.save(sess, os.path.join(FLAGS.checkpoint_dir, 'my-model'), global_step=endpoints['global_step'])
        finally:
            coord.request_stop()
        coord.join(threads)




训练过程会新建两个DataIterator的对象，这样就可以在训练的过程中对test的dataset来做训练的验证，训练过程的loss和accuracy见下图：





大家可以看看大概到了4000多个step的时候，train和val的batch就的accuracy就特别高了，可能是我这里的train和val的dataset都太simple的，所以模型的训练很快就可以达到很高的性能，为了测试这里的模型是不是扯淡，
照常写了validation来做所有test dataset的数据集上accuracy的验证

模型验证


def validation():
    # it should be fixed by using placeholder with epoch num in train stage
    logger.info("=======Validation Beigin=======")
    test_feeder = DataIterator(data_dir='../data/test_data/')
    predict_labels_list = []
    groundtruth = []
    with tf.Session() as sess:
        test_images, test_labels = test_feeder.input_pipeline(batch_size=FLAGS.batch_size,num_epochs=1)
        endpoints = network()
        sess.run(tf.global_variables_initializer())
        sess.run(tf.local_variables_initializer())
        coord = tf.train.Coordinator()
        threads = tf.train.start_queue_runners(sess=sess, coord=coord)
        saver = tf.train.Saver()
        ckpt = tf.train.latest_checkpoint(FLAGS.checkpoint_dir)
        if ckpt:
            saver.restore(sess, ckpt)
            logger.info('restore from the checkpoint {0}'.format(ckpt))
        logger.info('======Start Validation=======')
        try:
            i = 0
            acc_sum = 0.0
            while not coord.should_stop():
                i += 1
                start_time = time.time()
                test_images_batch, test_labels_batch = sess.run([test_images, test_labels])
                feed_dict = {endpoints['images']:test_images_batch, endpoints['labels']: test_labels_batch}
                labels_batch, predict_labels_batch, acc = sess.run([endpoints['labels'],endpoints['out_final'], endpoints['accuracy']], feed_dict=feed_dict)
                predict_labels_list += predict_labels_batch.tolist()
                groundtruth += labels_batch.tolist()
                acc_sum += acc
                logger.info('the batch {0} takes {1} seconds, accuracy {2}'.format(i, time.time()-start_time, acc))
        except tf.errors.OutOfRangeError:
            logger.info('==================Validation Finished===================')
            logger.info('The finally accuracy {0}'.format(acc_sum/i))
        finally:
            coord.request_stop()
        coord.join(threads)
    return {'predictions':predict_labels_list, 'gt_labels':groundtruth}




因为我这边太暴力了，在生成数据集的时候，训练数据100w（有生成异常，最终80多万张），测试数据60w（最后好像有40多w成功生成的）， 跑一次全测试数据集也好长时间，但是看了好久的输出，都是下面的结果，吓死我了，全是1：


模型inference

有点害怕是不是代码写错的原因，再次确认，写了个inference：


def inference(image):
    logger.info('============inference==========')
    temp_image = Image.open(image).convert('L')
    # temp_image = temp_image.resize((FLAGS.image_height, FLAGS.image_size),Image.ANTIALIAS)
    temp_image = np.asarray(temp_image) / 255.0
    temp_image = temp_image.reshape([-1, 28, 280, 1])
    sess = tf.Session()
    logger.info('========start inference============')
    # images = tf.placeholder(dtype=tf.float32, shape=[None, 280, 28, 1])
    endpoints = network()
    saver = tf.train.Saver()
    ckpt = tf.train.latest_checkpoint(FLAGS.checkpoint_dir)
    if ckpt:
        saver.restore(sess, ckpt)
    feed_dict = {endpoints['images']: temp_image}
    predict_val, predict_index = sess.run([endpoints['out_score'],endpoints['out_final']], feed_dict=feed_dict)
    sess.close()
    return predict_val, predict_index




随机找了张图像,然后做了下inference，结果是




这里稍微做下解释../data/test_data/092e9ae8-ee91-11e6-91c1-525400551618_69128.jpeg文件名前面有uuid+’_’+’label’组成，最开始我是把uuid部分用汉字表示，这样生成的图像既有汉字信息又有label信息，
在我本地mac上是ok的可以生成的，但是在ubuntu的云主机上，可能是汉字的不支持的原因，写入文件为汉字的时候，就生成不了，太忙了暂时没有解决这个问题。这里的label 69128转换为10位binary 就是0110001011,看看我的结果




所以好像是没有大的问题。

总结

照例做个总结，综上，这次主要是设计一个小的网络做一个单input，多output的网络，然后确定一个loss作为目标函数来最小化，整个网络很简单，但是确实是很有效，另外因为数据还有字数都是自己DIY的，当然不能直接使用，但是选择好合适字体，做一些扭曲变换，应该会很快cover到真正的生产环境上来，对此很有信心。

有兴趣的小伙帮可以fork下项目，然后探索下把倒字验证码搞定，以上的东西纯属抛砖引玉，有兴趣的小伙伴一起玩呀。

所有的代码都在tensorflow-101/zhihu_code，感觉有意思的star下吧，我们一起来玩。


——————


相关阅读推荐：

机器学习进阶笔记之八 | TensorFlow与中文手写汉字识别
机器学习进阶笔记之七 | MXnet初体验
机器学习进阶笔记之六 | 深入理解Fast Neural Style
机器学习进阶笔记之五 | 深入理解VGG\Residual Network
机器学习进阶笔记之四 | 深入理解GoogLeNet
机器学习进阶笔记之三 | 深入理解Alexnet 
机器学习进阶笔记之二 | 深入理解Neural Style
机器学习进阶笔记之一 | TensorFlow安装与入门 

本文由『UCloud内核与虚拟化研发团队』提供。



关于作者：

Burness（@想飞的石头）， UCloud平台研发中心深度学习研发工程师，tflearn Contributor & tensorflow Contributor，做过电商推荐、精准化营销相关算法工作，专注于分布式深度学习框架、计算机视觉算法研究，平时喜欢玩玩算法，研究研究开源的项目，偶尔也会去一些数据比赛打打酱油，生活中是个极客，对新技术、新技能痴迷。


你可以在Github上找到他：http://hacker.duanshishi.com/




福利时间

如果你想亲自上手，在云上部署体验以上技术实践过程，大U为大家争取到了100元 UCloud云服务代金券，够大家免费使用1个月的1核/2G/20G数据盘云主机。

立即 注册UCloud，在活动／邀请码一栏填入：zhihu-ucloud，即可获得代金券。

有需求的同学快去领代金券吧，有问题请添加UCloud运营小妹个人微信号：Surdur进行咨询。




「UCloud机构号」将独家分享云计算领域的技术洞见、行业资讯以及一切你想知道的相关讯息。欢迎提问&求关注 o(*////▽////*)q~


以上。


机器学习进阶笔记之十 | 那些TensorFlow上好玩的黑科技

来源：https://zhuanlan.zhihu.com/p/25644543

引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。

『机器学习进阶笔记』系列将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。




本文属于介绍性文章，其中会介绍许多TensorFlow的新feature和summit上介绍的一些有意思的案例，文章比较长，可能会花费30分钟到一个小时

Google于2017年2月16日（北京时间）凌晨2点在美国加利福尼亚州山景城举办了首届TensorFlow开发者峰会。Google现场宣布全球领先的深度学习开源框架TensorFlow正式对外发布V1.0版本，并保证Google的本次发布版本的API接口满足生产环境稳定性要求。



TensorFlow 在 2015 年年底一出现就受到了极大的关注，经过一年多的发展，已经成为了在机器学习、深度学习项目中最受欢迎的框架之一。自发布以来，TensorFlow不断在完善并增加新功能，直到在这次大会上发布了稳定版本的TensorFlow V1.0。这次是谷歌第一次举办的TensorFlow开发者和爱好者大会，我们从主题演讲、有趣应用、技术生态、移动端和嵌入式应用多方面总结这次大会上的内容，希望能对TensorFlow开发者有所帮助。

TensorFlow: 为大众准备的机器学习框架

TensorFlow在过去获得成绩主要有以下几点：

	TensorFlow被应用在Google很多的应用包括：Gmail, Google Play Recommendation, Search, Translate, Map等等；

	在医疗方面，TensorFlow被科学家用来搭建根据视网膜来预防糖尿病致盲（后面也提到Stanford的PHD使用TensorFlow来预测皮肤癌，相关工作上了Nature封面）；

	通过在音乐、绘画这块的领域使用TensorFlow构建深度学习模型来帮助人类更好地理解艺术；

	使用TensorFlow框架和高科技设备，构建自动化的海洋生物检测系统，用来帮助科学家了解海洋生物的情况；

	TensorFlow在移动客户端发力，有多款在移动设备上使用TensorFlow做翻译、风格化等工作；

	TensorFlow在移动设备CPU（高通820）上，能够达到更高的性能和更低的功耗；

	TensorFlow ecosystem结合其他开源项目能够快速地搭建高性能的生产环境；

	TensorBoard Embedded vector可视化工作

	能够帮助PHD/科研工作者快速开展project研究工作。



Google第一代分布式机器学习框架DistBelief不再满足Google内部的需求，Google的小伙伴们在DistBelief基础上做了重新设计，引入各种计算设备的支持包括CPU/GPU/TPU，以及能够很好地运行在移动端，如安卓设备、ios、树莓派 等等，支持多种不同的语言（因为各种high-level的api，训练仅支持Python，inference支持包括C++，Go，Java等等），另外包括像TensorBoard这类很棒的工具，能够有效地提高深度学习研究工作者的效率。

TensorFlow在Google内部项目应用的增长也十分迅速：在Google多个产品都有应用如：Gmail，Google Play Recommendation， Search， Translate， Map等等；有将近100多project和paper使用TensorFlow做相关工作


TensorFlow在过去14个月的开源的时间内也获得了很多的成绩，包括475+非Google的Contributors，14000+次commit，超过5500标题中出现过TensorFlow的github project以及在Stack Overflow上有包括5000+个已被回答 的问题，平均每周80+的issue提交。

过去1年，TensorFlow从最开始的0.5，差不多一个半月一个版本:


TensorFlow 1.0的发布

TensorFlow1.0也发布了，虽然改了好多api，但是也提供了tf_upgrade.py来对你的代码进行更新。TensorFlow 1.0在分布式训练inception-v3模型上，64张GPU可以达到58X的加速比，更灵活的高层抽象接口，以及更稳定的API。

New High Level API

对于新的抽象接口，TensorFlow相对于其他DeepLearning FrameWork做的比较好，layers能让人很容易build一个model，基于layer之上的包括TF.Learn里面仿照scikit-learn风格的各种estimator设计以及之后将融入TensorFlow 官方支持的Keras，能够让小伙伴用几行配置模型结构、运行方式、模型输出等等;在这层之上就有canned Estimator，所谓的model in box，比如lr，kmeans这类。




Broad ML Support

在TensorFlow中有一些高兴的机器学习的算法实现，如LR， SVM、 Random Forest，在TF.Learn中有很多常用的机器学习算法的实现，用户可以很快的使用，而且API风格和scikit-learn很类似，而且在后续的video提到会有分布式的支持。

XLA: An Experimental TensorFlow Compiler

TensorFlow XLA能够快速地将TensorFlow转成比较底层的实现（依赖device），这里后面有个talk，详细讲述了XLA。




广泛的合作

	Included in IBM’s PowerAI

	Support movidus myriad 2 accelerator

	Qualcomm’s Hexagon DSP (8倍加速，这里还请了Qualcomm的产品负责人来站台)



TensorFlow In Depth

TensorFlow在research和production上有很好的优势，如下图：




在模型训练上，1机8卡的性能无论是在一些标准的基准测试或者是真实数据上都有比较好的加速比：




当然在多机分布式训练上，能够达到64张GPU上58倍的加速比：




TensorFlow被一些顶尖的学术研究项目使用：

	Neural Machine Translation 


	Neural Architecture Search 


	Show and Tell





当然TensorFlow在生产上也被广泛应用：




如Mobile Google Translate，Gmail等等，也被国内外很多大厂使用做为模型训练的工具。


这些都是Jeff Dean在Keynote的内容讲到的内容，内容有点多，而且个人感觉这群google的小伙伴的ppt做的有点任性，不过谁叫他们牛逼呢，接下来几个talk比较有技术含量，相信各位会更加有兴趣。

有趣的应用案例

皮肤癌图像分类

皮肤癌在全世界范围内影响深远，患病人数众多，严重威胁身体机能。所幸医疗机构统计皮肤癌在早期的治愈率是98%，更值得庆幸的是在这样一个时代，智能终端能够在早期及时发现，及早预防（到2020，预计全球有61亿台智能手机）。


这位小哥做的工作是啥呢，他拿到了一批皮肤癌的数据，然后使用一个pretrained的inception-v3对数据来做finetuning，最后在手机上做inference:


最终结果：


使用Tensorflow在手机上很容易搭建，完成一个app用来做早起皮肤癌的检测：


最终相关成果发表在Nature，而且在Nature的封面，这是一个特别成功地通过计算机视觉及深度学习相关的技术，利用廉价的移动设备，能够很有效地检测是否有皮肤癌，大大节省了医疗检测的成本，相信在未来 会有更多相关的技术出现。


利用AI预测糖尿病，预防失明

这个talk讲的前面也提到的通过视网膜图像预测糖尿病，预防失明：





通过视网膜图片预测糖尿病是一个困难的问题，即使是专业的医生，也很难去判断，但是深度学习却可以帮助我们：




通过收集适量的医疗数据，构建一个26layers的深度卷积网络，我们可以让网络自动学习这些图像中的feature，来获得较高的分类准确率，而这个是人眼很难解决的。 这里有一个demo的演示：




模型最后的评估比专业医生对比，F-score为0.95，比专业医生的中位数0.91还高，这个太厉害了，相信不久会看到深度学习在医疗，尤其是这种病症图像分析上有很多惊人的成果。


Wide & Deep In Google Play

这项技术有段时间特别火，被用来做推荐相关的应用，首先解释下Memorization和Generalization:




模型的基本结构如下：




整个推荐会同时考虑到商品的相关性以及一些推理关系，例如老鹰会飞、麻雀会飞这类逻辑属于Memorization， 而说带翅膀的动物会飞这属于Genralization。

在具体的应用场景，如Google Play的App推荐：


这里构建一个如下图的网络来进行训练(joint training):




为啥要joint training，而不是直接用deep和wide的来做ensemble呢？ 这里做这个给出一个解释，因为wide和deep会相互影响，最后精确度会高，并且model会比较小：




而上面提到的Wide & Deep Learning Model在Tensorflow下仅仅只需要10行代码来实现(突然想起了那个100美元画一条线的故事)：




Magenta: 音乐和艺术生成

这个项目讲的是利用深度学习来做一些艺术相关的工作，项目地址:tensorflow-magenta 有一些很好玩的东西，如风格化，生成艺术家风格的音乐，利用深度学习模型模拟人类对艺术的想象力，创造出属于DeepLearning的艺术风格。 想要详细了解的可以看看这里的介绍welcome-to-magenta，还有前面提到的github上project。

DeepMind团队所做的一些开发工作

DeepMind在被Google收购之后，也选择TensorFlow作为其深度学习相关研究的平台，然后做了很多很有意思的东西：

Data Center Cooling

这是Google在全世界各地若干个数据中心之一:




然后这群Google的小伙伴做了些什么事情呢？



Google的小伙伴利用强化学习，是的！你没有听错，应用在AlphaGo上的一种技术来做数据中心冷却设备的自动控制,并且效果十分显著：


Gorila

Gorial是DeepMind下的一个强化学习的框架，基于TensorFlow的高级API实现，很稳定，只需要更改其中极少部分代码就可以完成新的实验，支持分布式训练，十分高效， 并且训练好的模型可以通过TensorFlow Serving快速地部署到生产环境。

AlphaGo

这个相信不说，大家都知道的，第一次在围棋上打败人类，然后升级版的Master 连续60盘不败，原理不说了，网络上很多分析文章，贴两张图聊表敬意：





WaveNet：语音音频合成

这里DeepMind的小哥演示了WaveNet的一些demo， 具体的可以参见这里来了解。 贴一些效果对比：



XLA以及Keras与TensorFlow的融合

XLA与TensorFlow的结合

TensorFlow的各方面的优势都很突出，除了在速度这块有些不足，如果，TensorFlow能在速度上做进一步优化，会怎么样呢 ？




是的，Google的开发者也意识到这个问题，于是有了这个XLA， XLA的优势：

	提高执行速度，编译子图会减少生命周期较短的op的时间，来至少TensorFlow执行是的时间；融合pipelined的op来减少内存的开销；

	通过分析和调节内存需求，来减少很多中间结果的缓存

	减少定制化op的依赖，通过提供自动化融合底层ops的性能来达到原先需要手工去融合定制化op的性能

	减少移动设备的内存占用，使用AOT编译子图来减少tensorflow执行时间，能够共享object/header file pair给其他应用，能够在Mobile Inference上减少几个数量级的内存占用

	提高了程序的可移植性，能够在不改变大部分tensorflow源码的前提下，很容易地更改以适应新的硬件设备，



XLA主要包括两种使用方式：JIT(Just in time)能够自动将Graph中的部分子图通过XLA融合某些操作来减少内存需求提高执行速度；AOT(Ahead of time)可以提前将Graph转换为可以执行的源码，减少生成的可执行文件的大小， 减少运行的时间消耗，一个很明显的应用场景是模型在移动设备上的Inference优化。

因为XLA原理涉及到编译器，这块不是我擅长的地方，所以这里就这样过了， 如果有兴趣的小伙伴可以关注下xla docs还有此次TensorFlow Dev Summit 上XLA的talkXLA: TensorFlow, Compiled! 最后贴几张XLA的一些评测性能：




Keras与TensorFlow的集成

Keras 是一个可以在很多平台上应用的深度学习框架，”An API Specify for building deep learning models across many platforms”。 TensorFlow已经会在官方TensorFlow支持，1.1会在tf.contrib,1.2会tf.keras，而且会支持TensorFlow Serving，是不是很心动。 Keras的作者在TensorFlow Dev Summit上讲了以下内容：




所以之后Keras的用户可以更快的在TensorFlow的框架下做出相应地模型，能更方便地进行分布式训练，使用Google的Cloud ML， 进行超参，还有更更重要的：TF-Serving。 这些feature现在好像还没有支持，不过应该很快了，大家可以期待下。 这里，Francois Chollet使用Keras构造了一个Video-QA的model，这个模型在Keras的官方文档也有描述，具体可以去那边看看，大概是这样一个场景:




这样一个场景，利用原生的python构造太难了，但是用Keras，只需要考虑设计你的模型，如何来完成类似的功能，完全不用担心coding的实现，如图是一个类似问题的一个简单地模型设计：




更详细一点：




而在Keras中如何实现呢


video = tf.keras.layers.Input(shape=(None, 150, 150, 3))
cnn = tf.keras.applications.InceptionV3(weights='imagenet', include_top=False, pool='avg)

cnn.trainable = False
encoded_frames = tf.keras.layers.TimeDistributed(cnn)(video)
encoded_vid = tf.layers.LSTM(256)(encode_frames)

question = tf.keras.layers.Input(shape=(100), dtype='int32')
x = tf.keras.layers.Embedding(10000, 256, mask_zero=True)(question)
encoded_q = tf.keras.layers.LSTM(128)(x)

x = tf.keras.layers.concat([encoded_vid, encoded_q])
x = tf.keras.layers.Dense(128, activation=tf.nn.relu)(x)
outputs = tf.keras.layers.Dense(1000)(x)

model = tf.keras.models.Mode([video, question], outputs)
model.compile(optimizer=tf.AdamOptimizer(), loss=tf.softmax_crossentropy_with_logits)




这里代码是无法在现在的tensorflow版本上跑的，如果想了解下keras上构建上述模型的简便性,可以看看这里. Keras在构造深度模型的方便是大家众所周知的，值得期待之后Keras在TensorFlow的更新：




TensorFlow High-Level APIs: Models in a Box

TensorFlow在灵活性、可扩展性、可维护性上做的很好，但是现在在高级api、模块式算法这块原先都还不足，但是Google Brain的工程师在这个talk上介绍了一些High-level API的相关工作。

	layers: 封装了一些层的操作，简化用原生TensorFlow源码，比如new 一个variable来做weight等等；

	Estimator or Keras: 封装了一些更高层的操作包括，train和evaluate操作，用户可以通过几行代码来快速构建训练和评估过程；

	Canned Estimators: 更高级API，所谓的Models in a box



















构造左图中所示的深度网络只需要如图右中的七行代码 同样，构建训练、评估、预测也很快可以通过api调用完成：


最后是Model in a Box


area = real_valued_column("square_foot")
rooms = real_valued_column("num_rooms")
zip_code = sparse_column_with_integerized_feature("zip_code", 100000)

regressor = LinearRegressor(feature_columns=[area, room, zip_code])
classifier.fit(train_input_fn)
classifier.evaluate(eval_input_fn)




一些其他技术以及生态

ML Toolkit

TensorFlow可能最开始被人知晓，就是因为大家都觉得他是一个深度学习的框架，其实不是，现在TensorFlow上还有很多机器学习的算法集成：




而且算法API的开发都是仿照scikit-learn的风格，有Python下做机器学习的小伙伴，可以很快的适应。 这里值得提出的，有趣TensorFlow对机器学习和深度学习模型的支持，小伙伴们可以特别容易地结合传统的机器学习方法和深度学习模型来一起训练：




分布式TensorFlow

TensorFlow在分布式性能上，前面也提到了，在1.0版本上有了很大的提升可以做到64块GPU上达到58倍的加速，这里先基本介绍下数据并行和模型并行：



	数据并行 每一个worker上有完整的模型，部分数据，参数的更新传给Params Server;

	模型并行 每一个worker上有部分的网络模型;



怎么在TensorFlow写分布式代码，这里我就不说了，很简单地配置，这里我讲下，可能大部分像我这样的小伙伴之前不太了解的一些彩蛋 在TensorFlow中做分布式训练的一些技巧，有过分布式train的经验应该会很感激这些黑科技： – Round-Robin variables – Load balancing and partitioning

上面说的是啥呢？ Params Server在保存模型的参数时，默认是每一个ps存一个variable，然后下一个到下个ps上存，但是就会存在很多问题，可能这个variable很小，但是另一个很大，这样你会发现ps和work 之间的带宽的占用差距很多，怎么解决呢？看下面几张图




说点题外话，为啥我在看到这里的时候特别激动呢，笔者之前在开展团队内部的分布式训练平台时就遇到这个问题，我们在测试AlexNet模型时，发现多个ps上的带宽占用差别极大，原因在与AlexNet模型的最后三个 全连接参数太多，造成了ps的不均衡。

上面说了下Distributed TensorFlow我特别激动的东西，之后talk的就是比较简单的了，如果在TensorFlow做分布式的job，文档里面都有，很简单，这里不提了 不对，这里还必须说下TensorFlow对于容灾的一个支持： 下图是几种分布式下机器挂掉的情况：







多麻烦是吧，但是没有关系，在TensorFlow下能够自动对这些进行一个快速的恢复，只需要更改一行代码


将模型布入生产环境

如何把训练好的模型快速部署在生产环境提供可用的服务，TensorFlow Serving就是专注在这块，我这里简单介绍下吧：


把训练好的模型提供生产环境可用的服务，通常有以下几个需求：

	长期稳定服务，低时延

	支持多个模型服务

	支持同一模型多版本

	保证计算时耗尽量小以保证一些实时性需求

	mini-batching的支持，以提高效率



TensorFlow Serving的设计就是为了解决这些需求，而且TensorFlow基于gRPC，支持多种语言。

TensorFlow生态

这部分讲了如果利用TensorFlow生态结合一些流程的框架比如Spark、Hadoop等等来更好地使用TensorFlow。

数据准备工作

支持的数据读取方法，从快到慢依次是： 1.tf.Example, tf.SequenceExample对象； 2.原生的读取CSV，JSON的OP 3.直接从Python feed数据（最简单）

如何在其他如Hadoop, Spark上支持TFRecords(Beam原生支持) 见tensorflow ecosystem

集群的管理

TensorFlow支持以下多种框架:




分布式存储


容器支持


模型导出

	SavedModel: 1,TensorFlow模型的标准保存格式；2，包括以下必须的assets，比如vocabularies（不太会翻，啥意思）；

	GraphDef： 通常在移动设备的模型保存比较通用



移动端以及嵌入式应用

Mobile and Embedded TensorFlow

这里介绍了怎么在移动设备比如安卓、IOS设备、树莓派上面怎么使用TensorFlow来做一些开发，具体的可能对移动设备程序开发的小伙伴们比较有用，我这里也不描述了，给个talk的 地址，有兴趣的可以去看看吧。

Hands On TensorBoard

这个talk主要是介绍了TensorBoard的一些应用，很多用法以前都没有尝试过，听演讲者描述之后受益匪浅。


# Define a simple convolutional layer 
def conv_layer(input, channels_in, channels_out): 
    w = tf.Variable(tf.zeros([5, 5, channels_in, channels_out])) 
    b = tf.Variable(tf.zeros([channels_out])) 
    conv = tf.nn.conv2d(input, w, strides=[1, 1, 1, 1], padding="SAME") 
    act = tf.nn.relu(conv + b) 
    return act
# And a fully connected layer 
def fc_layer(input, channels_in, channels_out): 
    w = tf.Variable(tf.zeros([channels_in, channels_out])) 
    b = tf.Variable(tf.zeros([channels_out])) 
    act = tf.nn.relu(tf.matmul(input, w) + b) 
    return act
# Setup placeholders, and reshape the data 
x = tf.placeholder(tf.float32, shape=[None, 784]) 
y = tf.placeholder(tf.float32, shape=[None, 10]) 
x_image = tf.reshape(x, [-1, 28, 28, 1])
# Create the network 
conv1 = conv_layer(x_image, 1, 32) 
pool1 = tf.nn.max_pool(conv1, ksize=[1, 2, 2, 1], strides=[1, 2, 2, 1], padding="SAME")
conv2 = conv_layer(pooled, 32, 64) pool2 = tf.nn.max_pool(conv2, ksize=[1, 2, 2, 1], strides=[1, 2, 2, 1], padding="SAME") 
flattened = tf.reshape(pool2, [-1, 7 * 7 * 64])
fc1 = fc_layer(flattened, 7 * 7 * 64, 1024) 
logits = fc_layer(fc1, 1024, 10)
# Compute cross entropy as our loss function 
cross_entropy = tf.reduce_mean( tf.nn.softmax_cross_entropy_with_logits(logits=logits, labels=y))
# Use an AdamOptimizer to train the network 
train_step = tf.train.AdamOptimizer(1e-4).minimize(cross_entropy)
# compute the accuracy 
correct_prediction = tf.equal(tf.argmax(logits, 1), tf.argmax(y, 1)) 
accuracy = tf.reduce_mean(tf.cast(correct_prediction, tf.float32))
# Initialize all the variables sess.run(tf.global_variables_initializer())
# Train for 2000 steps for i in range(2000): 
batch = mnist.train.next_batch(100)
# Occasionally report accuracy 
if i % 500 == 0: [train_accuracy] = sess.run([accuracy], feed_dict={x: batch[0], y: batch[1]}) 
    print("step %d, training accuracy %g" % (i, train_accuracy))
# Run the training step 
sess.run(train_step, feed_dict={x: batch[0], y_true: batch[1]})




很多小伙伴都写过类似的代码，构造网络，然后设定训练方式，最后输出一些基本的结果信息，如下：


step 0, training accuracy 10% 
step 500, training accuracy 12% 
step 1500, training accuracy 9% 
step 2000, training accuracy 13%




TensorFlow给你的不仅仅是这些，有一个特别棒的工具TensorBoard能够可视化训练过程中的信息，能让人直观的感受，当然需要一些简单的配置：

写入Graph


writer = tf.summary.FileWriter("/tmp/mnist_demo/1") 
writer.add_graph(sess.graph)




这里虽然能够可视化Graph，却感觉很杂乱，我们可以通过给一些node增加name，scope，让图变得更好看点：


def conv_layer(input, channels_in, channels_out, name="conv"): 
    with tf.name_scope(name): 
        w = tf.Variable(tf.zeros([5, 5, channels_in, channels_out]), name="W") 
        b = tf.Variable(tf.zeros([channels_out]), name="B") 
        conv = tf.nn.conv2d(input, w, strides=[1, 1, 1, 1], padding="SAME") 
        act = tf.nn.relu(conv + b) 
        return tf.nn.max_pool(act, ksize=[1, 2, 2, 1], strides=[1, 2, 2, 1], padding="SAME")

def fc_layer(input, channels_in, channels_out, name="fc"): 
    with tf.name_scope(name): 
        w = tf.Variable(tf.zeros([channels_in, channels_out]), name="W") 
        b = tf.Variable(tf.zeros([channels_out]), name="B") 
        return tf.nn.relu(tf.matmul(input, w) + b)
# Setup placeholders, and reshape the data 
x = tf.placeholder(tf.float32, shape=[None, 784], name="x") 
x_image = tf.reshape(x, [-1, 28, 28, 1]) 
y = tf.placeholder(tf.float32, shape=[None, 10], name="labels")
conv1 = conv_layer(x_image, 1, 32, "conv1") conv2 = conv_layer(conv1, 32, 64, "conv2")
flattened = tf.reshape(conv2, [-1, 7 * 7 * 64]) 
fc1 = fc_layer(flattened, 7 * 7 * 64, 1024, "fc1") 
logits = fc_layer(fc1, 1024, 10, "fc2")
with tf.name_scope("xent"): 
    xent = tf.reduce_mean( tf.nn.softmax_cross_entropy_with_logits(logits=logits, labels=y))
with tf.name_scope("train"): 
    train_step = tf.train.AdamOptimizer(1e-4).minimize(xent)
with tf.name_scope("accuracy"): 
    correct_prediction = tf.equal(tf.argmax(logits, 1), tf.argmax(y, 1)) 
    accuracy = tf.reduce_mean(tf.cast(correct_prediction, tf.float32))
writer = tf.summary.FileWriter("/tmp/mnist_demo/2") 
writer.add_graph(sess.graph)




















通过TensorFlow的api，收集更多的数据记录显示在TensorBoard中： tf.summary.scalar(‘cross_entropy’, xent) tf.summary.scalar(‘accuracy’, accuracy) tf.summary.image(‘input’, x_image, 3)


修改Conv的代码，将Weight，bias，act加入到histogram中：


def conv_layer(input, channels_in, channels_out, name="conv"): 
    with tf.name_scope(name): 
    w = tf.Variable(tf.zeros([5, 5, channels_in, channels_out]), name="W") 
    b = tf.Variable(tf.zeros([channels_out]), name="B") 
    conv = tf.nn.conv2d(input, w, strides=[1, 1, 1, 1], padding="SAME") 
    act = tf.nn.relu(conv + b) 
    tf.summary.histogram("weights", w) 
    tf.summary.histogram("biases", b) 
    tf.summary.histogram("activations", act) 
    return tf.nn.max_pool(act, ksize=[1, 2, 2, 1], strides=[1, 2, 2, 1], padding="SAME")




配置将训练过程中的数据写入：


merged_summary = tf.summary.merge_all() 
writer = tf.summary.FileWriter("/tmp/mnist_demo/3") 
writer.add_graph(sess.graph)

for i in range(2001): 
    batch = mnist.train.next_batch(100) 
    if i % 5 == 0: 
        s = sess.run(merged_summary, feed_dict={x: batch[0], y: batch[1]}) 
        writer.add_summary(s, i) 
        sess.run(train_step, feed_dict={x: batch[0], y: batch[1]})




Hyperparameter Search

这次这个TensorBoard的talk给我最大的收获就是用TensorBoard做Hyperparamter Search 是这么的方便， 这次talk中主要演示超参的两个方面：

	不同学习率

	不同网络结构



代码如下：


# Try a few learning rates 
for learning_rate in [1E-3, 1E-4, 1E-5]:
    # Try a model with fewer layers for use_two_fc in [True, False]: 
    for use_two_conv in [True, False]:
    # Construct a hyperparameter string for each one (example: "lr_1E-3,fc=2,conv=2) 
        hparam_str = make_hparam_string(learning_rate, use_two_fc, use_two_conv)
        writer = tf.summary.FileWriter("/tmp/mnist_tutorial/" + hparam_str)
        # Actually run with the new settings 
        mnist(learning_rate, use_two_fully_connected_layers, use_two_conv_layers, writer)




tensorboard --logdir /tmp/mnist_tutorial






Embedding Visualizer


embedding = tf.Variable(tf.zeros([10000, embedding_size]), name="test_embedding") 
assignment = embedding.assign(embedding_input)
config = tf.contrib.tensorboard.plugins.projector.ProjectorConfig() 
embedding_config = config.embeddings.add() 
embedding_config.tensor_name = embedding.name 
embedding_config.sprite.image_path = os.path.join(LOG_DIR, 'sprite.png') 
# Specify the width and height of a single thumbnail. 
embedding_config.sprite.single_image_dim.extend([28, 28]) 
tf.contrib.tensorboard.plugins.projector.visualize_embeddings(writer, config)

for i in range(2001): 
    batch = mnist.train.next_batch(100) 
    if i % 5 == 0: 
        [train_accuracy, s] = sess.run([accuracy, summ], feed_dict={x: batch[0], y: batch[1]}) 
        writer.add_summary(s, i) 
    if i % 500 == 0: 
        sess.run(assignment, feed_dict={x: mnist.test.images, y_true: mnist.test.labels}) 
        saver.save(sess, os.path.join(LOG_DIR, "model.ckpt"), i) 
    sess.run(train_step, feed_dict={x: batch[0], y_true: batch[1]})




Future for TensorBoard

未来TensorBoard，会在以下三个方面来做一些提升：

	在TensorBoard上集成Tensorflow的调试

	增加插件的支持

	企业级TensorBoard的支持



总结

照例总结下，从上面不难看出TensorFlow在过去一年的时间里确实做了很多很有意思的工作，无论是在Reasearch还是Production上，包括各种有意思的工具，其中收获最大的是利用TensorFlow来做超参的调节、还有Keras的新的支持、分布式的各种模型变量保存的优化方法、分布式容灾、XLA的支持是的模型更快，这么几天的时间花费感觉没有浪费，但是因为个人知识有限，如上面有错误或者不周到 的地方，欢迎指出，敬请谅解。
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十分感谢InfoQ的Tina Du对文章一些编辑工作，做了很多文字方面的总结。
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福利时间

如果你想亲自上手，在云上部署体验以上技术实践过程，大U为大家争取到了100元 UCloud云服务代金券，够大家免费使用1个月的1核/2G/20G数据盘云主机。

立即 注册UCloud，在活动／邀请码一栏填入：zhihu-ucloud，即可获得代金券。

有需求的同学快去领代金券吧，有问题请添加UCloud运营小妹个人微信号：Surdur进行咨询。




「UCloud机构号」将独家分享云计算领域的技术洞见、行业资讯以及一切你想知道的相关讯息。欢迎提问&求关注 o(*////▽////*)q~


以上。


机器学习进阶笔记之十一 | 利用TensorFlow实现智能数字识别

来源：https://zhuanlan.zhihu.com/p/26564510

引言

TensorFlow是Google基于DistBelief进行研发的第二代人工智能学习系统，被广泛用于语音识别或图像识别等多项机器深度学习领域。其命名来源于本身的运行原理。Tensor（张量）意味着N维数组，Flow（流）意味着基于数据流图的计算，TensorFlow代表着张量从图象的一端流动到另一端计算过程，是将复杂的数据结构传输至人工智能神经网中进行分析和处理的过程。

TensorFlow完全开源，任何人都可以使用。可在小到一部智能手机、大到数千台数据中心服务器的各种设备上运行。














『机器学习进阶笔记』系列将深入解析TensorFlow系统的技术实践，从零开始，由浅入深，与大家一起走上机器学习的进阶之路。
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3.  编写你的第一个Tensorflow项目——Mnist数字识别


	训练你的模型


	测试你的模型






Mnist数字识别介绍


人工智能技术已经逐渐渗透到生活中的方方面面，从大名鼎鼎的AlphaGo，再到身边的广告展示、新闻智能推荐等，人工智能技术已经被广泛运用于各行各业。近年来，人工智能技术在图像（物体识别、人脸识别等）、自然语言（语音识别、翻译、对话机器人）、智能医疗、智能推荐（广告、新闻、视频）等领域取得了飞速的发展。


在图像识别领域中，随着人类社会的信息量成几何级数增长，如果对图像的识别还仅仅是用人类的肉眼去判断的话，那其庞大的工作量对于我们人类来说，就是一个不可能完成的任务。但在今天，随着人工智能技术的快速发展，基于深度学习研究理论的技术日趋成熟并广泛应用，对海量图像的识别进行自动智能化识别，已成为了现实。


Mnist数字识别项目就正是属于图像识别领域，Mnist是一个入门级的计算机视觉数据集，它包含各种手写数字图片，如下图图1所示。

















图1


它也包含每一张图片对应的标签，告诉我们这个是数字几。比如，上图图1所示，这四张图片的标签分别是5、0、4、1。


在这个项目中，我们将通过深度学习通用框架Tensorflow，训练一个深度学习模型用于预测图片里面的数字是几。


通过这个项目，你除了可以见识计算机可以自动智能识别出图片中的数字是几，更重要的是，你可以了解深度学习框架Tensorflow的工作流程和深度学习的基本概念。本文档将从开始的准备工作到最后的项目部署一步一步手把手的教你完成这个项目，也将很详细地介绍所用代码的实现原理，让你对深度学习工作流程有个完整的体会。


好，相信你看到这里已经迫不及待摩拳擦掌跃跃欲试了吧？那我们将进入文档的下一步，一起来完成这个有趣的数字识别项目吧！Let’s go！


准备工作


1. 申请一台UCloud云主机


如下图图2所示，首先在你的浏览器地址上输入网址https://www.ucloud.cn/ 进入UCloud官网首页，然后点击页面右上方的登陆按钮（如未注册，需先注册）。


图2


进入用户登陆页面，填写你的用户名及密码，如下图图3所示。





图3






登录以后，选择产品的云主机UHost一栏，点击立即使用按钮，如下图图4所示。





图4


在点击后出现的页面中，选择主机管理一栏的创建主机按钮，如下图图5所示。




















图5
















在随后出现的页面中配置你当前申请的云主机的相关参数，最后根据页面右边栏的所需费用价格点击立即购买按钮进行购买，如下图图6所示。


图6


到现在为止你就已经申请好一台UCloud的云主机了，现在就可以启动并登陆你刚刚创建好的UCloud的云主机了，如下图图7所示。


图7













2. 配置Tensorflow环境


进入终端,如下图图8所示。


图8


首先获取软件包的列表，在命令行键入命令

sudo apt-get update




再安装python环境，在命令行键入命令

sudo apt-get install python





再依次安装Tensorflow环境的依赖包，依次在命令行键入如下命令:


sudo apt-get install python-pip

sudo apt-get install python-dev

wget https://storage.googleapis.com/tensorflow/linux/cpu/tensorflow-0.11.0-cp27-none-linux_x86_64.whl

sudo pip install tensorflow-0.11.0-cp27-none-linux_x86_64.whl





如果没有出现什么错误提示，那么到现在为止，Tensorflow环境就已经搭建好了。



编写你的第一个Tensorflow项目——Mnist数字识别


1. 训练你的模型


在名为Trainmodel.py文件下键入如下代码:


from __future__ import absolute_import
from __future__ import division
from __future__ import print_function
# Import data
from tensorflow.examples.tutorials.mnist import input_data
import tensorflow as tf


flags = tf.app.flags
FLAGS = flags.FLAGS
flags.DEFINE_string('data_dir','/tmp/data/', 'Directory for storing data')


mnist = input_data.read_data_sets(FLAGS.data_dir, one_hot=True)
sess = tf.InteractiveSession()


# Create the model
x = tf.placeholder(tf.float32, [None,784])
W = tf.Variable(tf.zeros([784, 10]))
b = tf.Variable(tf.zeros([10]))
y = tf.nn.softmax(tf.matmul(x, W) + b)


# Define loss and optimizer
y_ = tf.placeholder(tf.float32, [None,10])
cross_entropy = tf.reduce_mean(-tf.reduce_sum(y_* tf.log(y), reduction_indices=[1]))
train_step =tf.train.GradientDescentOptimizer(0.5).minimize(cross_entropy)


saver = tf.train.Saver()


# Train
tf.initialize_all_variables().run() 
for i in range(1000):
    batch_xs, batch_ys = mnist.train.next_batch(100)
    train_step.run({x: batch_xs, y_: batch_ys})


saver.save(sess,"./TFMnist_model")





在Trainmodel.py文件目录下，命令行使用python Trainmodel.py命令运行代码后，会在项目目录下生成训练模型文件，一个是名为TFMnist_model文件，另一个是名为TFMnist_model的meta文件，还有一个是checkpoint文件。至此为止，你的训练模型就已经训练完成了。



2. 测试你的模型


在名为Testmodel.py文件下键入如下代码:


import tensorflow as tf
# Import data
from tensorflow.examples.tutorials.mnist import input_data


flags = tf.app.flags
FLAGS = flags.FLAGS
flags.DEFINE_string('data_dir','/tmp/data/', 'Directory for storing data')


mnist =input_data.read_data_sets(FLAGS.data_dir, one_hot=True)


# Create the model
x = tf.placeholder(tf.float32, [None,784])
W = tf.Variable(tf.zeros([784, 10]))
b = tf.Variable(tf.zeros([10]))
y = tf.nn.softmax(tf.matmul(x, W) + b)


# Define loss and optimizer
y_ = tf.placeholder(tf.float32, [None,10])


saver = tf.train.Saver()


with tf.Session() as sess:
   saver.restore(sess, "./TFMnist_model")
   correct_prediction = tf.equal(tf.argmax(y, 1), tf.argmax(y_, 1))
   accuracy = tf.reduce_mean(tf.cast(correct_prediction,tf.float32))
   print('Testing------------\n')
   print('test accuracy: ')
   print(accuracy.eval({x: mnist.test.images, y_: mnist.test.labels}





在Testmodel.py文件目录下，命令行使用python Testmodel.py命令运行代码后运行代码后，就会在控制台上看到自己刚刚训练的模型，对测试数字识别的准确率了。

——————


相关阅读推荐：

机器学习进阶笔记之十 | 那些TensorFlow上好玩的黑科技


机器学习进阶笔记之九 | 利用TensorFlow搞定「倒字验证码」


机器学习进阶笔记之八 | TensorFlow与中文手写汉字识别


机器学习进阶笔记之七 | MXnet初体验


机器学习进阶笔记之六 | 深入理解Fast Neural Style


机器学习进阶笔记之五 | 深入理解VGG\Residual Network


机器学习进阶笔记之四 | 深入理解GoogLeNet


机器学习进阶笔记之三 | 深入理解Alexnet 


机器学习进阶笔记之二 | 深入理解Neural Style


机器学习进阶笔记之一 | TensorFlow安装与入门


本文由『UCloud内核与虚拟化研发团队』提供。



关于作者：

杨鸿渐（@杨鸿渐 ），UCloud应用创新部深度学习研发工程师。

在校期间参与过国家自然科委“863项目”论文查重项目，其中做过基于知识图谱的人选推荐。工作期间，参与过智能图片鉴黄项目及AI平台搭建。学习过程中，对Tensorflow及Keras深度学习框架很有兴趣，平时会写写爬虫和看看算法原理，有时也会去参加一些数据算法比赛。生活中，喜欢尝试新的事物和活动，没事练练拳击和吉他。





———征稿的分割线———


如果你也有一些技术实践经验想分享给大家，欢迎投稿给我们：）

UCloud机构号将提供 300云服务代金券赞助+500元/篇的转载费+全技术渠道推广资源！

你的文章将被更多技术同学阅读、点赞、感谢、分享！



征稿范围

题材不限，与「技术」及「云」相关即可，但文章不得少于500字，图文并茂为佳。可以是：


	不同云厂商产品使用体验及数据评测；

	项目部署到云平台前后数据分析对比；

	云上迁移/部署过程遇到的问题及解决方案；

	其他云上部署经验；



……



作品提交链接：http://cn.mikecrm.com/fj6KmCu



「UCloud机构号」将独家分享云计算领域的技术洞见、行业资讯以及一切你想知道的相关讯息。

欢迎提问&求关注 o(*////▽////*)q～


以上。
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A [ATraining Step: 1145 | total loss: (56 [1n@Es [32n1.89244E [

Toss: 1.89244 - ac
1146 | total loss:

iter: 0320/
32m1..88129)

Toss: 1.88129 - ac

0.3239 — iter

0384/1224
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Adapt deep neural network to read fundus images

‘Conv Network - 26 layers
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Serve models in production with TensorFlow Serving
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Fault tolerance

MonitoredTrainingSession automates the recovery process

# Distributed code.
server = tf.train.Server(.)
4s_chief = FLAGS. task_index
with tf.train.MonitoredTrainingSession(server . target, is_chief) as sess:
while not sess. should_stop():
sess. run(train_op)
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Model parallelism
Training deep LSTM models with 8 GPUs per worker
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What is happening

Keras compatibiity module introduced in TensorFlow:

Deep integration with TensorFlow features (e.g. Experiment)
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Example: Co-train KMeans and DNN

Keans training_0p. ONN taining.op
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Train Wide & Deep models in 10 lines of code

# Define wide model festures and crosses.

query = sparse_column_uith_hash_bucket("query", nun_buckets)
docid = sparse_colum_with_hash._bucket("docid", nun_buckets)
query_x_docid = crossed_column([query, docid), nun_buckets)
wide_cols = [query_x_doeid, ...]

# Define deep model features and enbedding

auery_enb olumn (query, dinension=32)

docid_enb = enbedding_column(docid, dinension=32) é =
deep_cols =i 5

(query_enb, docid_enb,
# Define model structure and start training
= DNNLinearConbinedClassifier (

wide_cols, deep_cols, dnn_hidden_units=[560, 200, 1001)
n.fit(train_data, labels, ...)






OEBPS/Images/9cc33688a7aaa40d82e6a7316ca9f3ff.jpg
Distributed Storage

Gl

©@ e

Google Cloud Storage f





OEBPS/Images/ef6e811f8d2e428d27ec0ea5dbc93481.jpg
C [ & =2 | httpsy/consolev3.ucloud.cn/unost/uhost

AAXD v

&
U
[=]






OEBPS/Images/081255b2af4b6041e4fb2a4d7dd93524.jpg
TensorFlow Performance++
Inception-v3 Training - Synthetic Data
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How do we
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but add

more speed?!

Photo by Lwp Kommunikdcio: https://goo.g/NOGI68





OEBPS/Images/8146bb7bcf864f2bb99fc56c824e33c5.jpg





OEBPS/Images/e23d7566033e1e1b34e78e4493274a8c.jpg
Evaluation

Policy Network Value Network
(Probabilty Distribution over moves)  (Real numbers: 0 White - 1 Black)

et
¥ i

@ ¥






OEBPS/Images/9f7b699f98875530bbbafa865b5065a4.jpg





OEBPS/Images/67aa91d52fb98cd154d010ae7a9d5e26.jpg
Fault tolerance

/30b:ps/task:0

/job:worker/task:0/ /]oo worker/task:1 /job:worker/task:2
(cnie)






OEBPS/Images/3ae56db20853e507266c5ae558a902f1.jpg
x1 convolutions

Filter
concatenation

3x3 convolutions

5x5 convolutions.

1x1 convolutions

Previous layer






OEBPS/Images/1d90ba66d6f4bc9bdf843bd2bbc745dc.jpg





OEBPS/Images/a7e29044be086f1157cd9bef4a8e39c1.jpg
U esnensane - C O R

€ 3 © @ =2 | hops/wwadoudnserproducunost i

UouD  =m rE ms w

o oas oaF -

F@RBURS rrovucts.
e ~ ZEHL UHost

R (UCoud st BUCIu AT RIEE, RENETES, LSRR
B

El
& s o
— —— Preeey
© mezumpi
- =
@

A U





OEBPS/Images/9ae13cb15eb86dfc52a2398df2c3ae5c.jpg
JIT model benchmarks GPU
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XLA: An Experimental TensorFlow Compiler
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Collect some summaries

summary (n):
a TensorFlow op that output protocol buffers containing
"sunmarized" data

Examples:
- tf.summary.scalar
- tf.sunmary. image
- tf.summary.audio
- tf.summary.histogram
- tf.sunmary. tensor
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| Momentum | epoch: 196 | loss: .69465 - ac
B30 [AB [ATraining Step: 3939 | total loss
onE=e [on

0.7479 — iter: 1152/1224
[1nES8 [32m0. 69540 [

Momentum | epoch: : 0.69540 - acc: 0.7481 — iter: 1216/1224
50 [AE0 [ATraining 2 | total loss: B8 [1nES [32m0. 704668 [
ImEE [om

| Momentum | epoch: 197 | loss: 0.70466 - acc:
AGSs [ATraining Step: 3941 | total loss:
e [on

[ESTES

| Momentun | epoch: 197 | loss: 0.69100 - ac
:d mlumnmg Step: 3942 | total loss

-[ZK
| Momentum | epoch: 197 | loss: 0.68025 - ac
[AESS [ATraining Step: 3943 | total loss:

0.7436 — iter: 1224/1224
[1m(E [32n0. 6910066 [

7490 — iter: 0064/1224
[1m(E [32m0. 680256 [

0.7553 — iter: 0128/1224
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<user, impression> that never o rarely
co-occurted via dense embeddings.
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Toy video QA problem

> What is the woman doing?
> packing

> What is the color of her shirt?

> black
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Disk Data
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Experiment Results

Table 1: Offline & online metrics of different models.
Online Acquisition Gain is relative to the control.

Model Offline AUC_Online Acquisition Gain
‘Wide (control) 0.726 0%
Deep 0.722 +29%
Wide & Deep 0.728 +3.9%
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Results

Carcinoma: 135 Images Melanoma: 130 images Melanoma: 111 Dermoscopy mages
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How DR is Diagnosed: Retinal Fundus Images
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Wide Linear
Models

Pinstall)

Generalization can be achieved by adding
less specific features like app category

The cross below can apply to altravel apps,
notjust Priceline or Kayak.
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Performance matters

Research
o lterate quickly
o Train models faster
o Runmore experiments in parallel

Production
o Server farms and embedded
o CPUs, GPUS, TPUs, and more
o Lowlatency serving
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JIT micro-benchmarks GPU






OEBPS/Images/f8713e5dfca34b00b3bb66e4b7aab83f.jpg
D

What is happening

Keras compatibility module introduced in TensorFlow:

Core TensorFlow layers and Keras layers are the same
Keras Model available in core TensorFlow.

Deep integration with TensorFlow features (e.g. Experiment)
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val 980, final_predict_index [980, 1836, 2351]
val 2686, final_predict_index [2686, 2688, 2690]

val 1417, final predict_index [1397, 1417, 1305]

eval on test dataset size: 223872

The accuracy 0.437223056032, the top3 accuracy 0.603134827044

-132: /data/ code/d1_opensource/toy_projects/chinese_rec/src$ vim train.py
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ConvNet Configuration

A ALRN B C D E
TTweight | 11 weight | I3 weight | 16 weight | 16 weight | 19 weight
layers layers layers layers layers layers

input (224 x 224 RGB image)

conv3-64 [ conv3-64 | conv3-64 | conv3-64 conv3-64 | conv3-64
LRN conv3-64 conv3-64 conv3-64 conv3-64

‘maxpool

conv3-128 | conv3-128 | conv3-128 | conv3-128 | conv3-128 | conv3-128
conv3-128 | conv3-128 | conv3-128 | conv3-128

maxpool

conv3-256 | conv3-256 | conv3-256 | conv3-256 | conv3-256 | conv3-256
conv3-256 | conv3-256 | conv3-256 | conv3-256 | conv3-256 | conv3-256
conv1-256 | conv3-256 | conv3-256
conv3-256

maxpool

conv3-512 | conv3-512 | conv3-512 [ conv3-512 | conv3-512 [ conv3-512
conv3-512 | conv3-512 | conv3-512 | conv3-512 | conv3-512 | conv3-512
convl-512 | conv3-512 | conv3-512
conv3-512

‘maxpool

conv3-512 | conv3-512 | conv3-512 | conv3-512 | conv3-512 | conv3-512
conv3-512 | conv3-512 | conv3-512 | conv3-512 | conv3-512 | conv3-512
convl-512 | conv3-512 | conv3-512
conv3-512

‘maxpool

FC-4096

FC-4096

FC-1000

soft-max

Table 2: Number of parameters (in millions).
Network AA-LRN [ B C D E
Number of parameters 133 133 [ 134 | 138 | 144






OEBPS/Images/1d32471b5c2acc4b536bb7745d948a77.jpg





OEBPS/Images/c8d3971a26b7949fc9b38e09056f69fd.jpg





OEBPS/Images/01dd2ced0c22ec08a2235d10405f146a.jpg
Round-robin variables

with tf.device(tf.train.replica_device_setter (ps_tasks=3)):

weights_1 = tf.get_variable("weights_1", [784, 100])
biases_1 = tf.get_variable("biases_1", [100])
weights_2 = tf.get_variable("weights_2", [100, 10])
biases_2 = tf.get_variable("biases 2", [10])
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tf.layers.conv2d(x, kernel_size=[5,5], ...)

tF.layers.max_pooling2d(x, kernel_size=[2,2],

tf.layers.conv2d(x, kernel_size=[5,5], ...)

tf. layers.max_pooling2d(x, kernel_size

2,21, ...)

tf.layers.dense(x, activation_fn=f

f.0n.relu)
tf.layers.dropout (x, 0.5)

tf. layers. dense (x)

f()
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