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增强学习入门1——基本概念

本文收录在无痛的机器学习第二季目录。

前言

这个系列是我和InfoQ合作的《无痛的增强学习入门》系列，现转载到知乎专栏中。首发地址在：无痛的增强学习入门：基本概念篇，欢迎围观。

作为机器学习中十分重要的一支，增强学习在这些年取得了十分令人惊喜的成绩，这也使得越来越多的人加入到学习增强学习的队伍当中。增强学习的知识和内容与经典监督学习、非监督学习相比并不容易，而且可解释的小例子比较少，本系列将向各位读者简单介绍其中的基本知识，并以一个小例子贯穿其中。

作为一个85后（暴露年龄），在年幼的时候我曾经接触一种游戏，这种游戏是一种棋类游戏，有一个棋盘，棋盘上有许多小格子，还有几个棋子和一个骰子。棋盘的样子大概是这样的：










图1    蛇棋的棋盘

这种棋被称为蛇棋，他的玩法大概是这样的：

	几个小伙伴一起玩，每个人有一个棋子，大家一开始把棋子放在图中标为“1”的格子中；

	每个人依次掷骰子，根据骰子的点数将自己的棋子向前行进相应的步数。如果现在我的棋子在“1”处，并且投掷出了“4”，那么我的棋子就可以到达“5”的位置；

	棋盘上有一些梯子，这些梯子十分重要，它的两边将棋盘上的两个格子相连，这样如果棋子落在其中的一个各自上时，就会自动走到梯子对应的另一个格子中。对于上面的例子，如果我的棋子在“1”处，并且投掷出2，那么我的棋子将到达“3”，由于“3”的位置有梯子，我将直接前进到梯子的另一段——“20”；

	最终的目标是到达“100”这个格子，如果在到达时投掷的数字超过了100，那么棋子将首先到达100，剩余的步数将反向前进。比方说我的棋子在“99”这个位置，如果我投掷出了“3”，那么我将先前进1步到达100，然后再后退2步，这样就到达了“98”。悲剧的是“98”处还有一个梯子，于是我的棋子将顺着梯子到达“81”。



从现在的角度来看，这个游戏的可玩性其实比较有限，游戏中也没有那么多跌宕起伏的情节，但是它确实是那一代人的一大娱乐。由此引出的一系列游戏棋——尤其是大富翁系列的游戏棋，真的影响了很多人。

说了那么多游戏规则和情怀的事情，下面就将来到正题：这东西和增强学习有什么关系？

蛇棋的游戏定义

实际上这个游戏就是增强学习的一个小案例。我们先不介绍增强学习的一些抽象概念，但从这个游戏入手。蛇棋中的棋盘和游戏规则是既定的，胜利规则也是既定的，这些内容帮助玩家建立对这个游戏的世界观，以及游戏的目标。

那么游戏的参与形式呢？就是掷骰子。实际上掷骰子这个问题是一个值得大书特书的问题，君不见，有些人掷骰子的时候要气沉丹田，有的要大喝一声，有的小心翼翼……尤其一个赌局上，每个人掷骰子的模样都不相同。对于这些不同的掷骰子方式，我们显然可以认为不同方式下骰子各个面出现的概率是不同的。为什么？这个就不用细谈了吧……

所以游戏中唯一决定玩家命运的操作出现了——掷骰子的手法。这里我们运用一点抽象，让玩家的手法暂时变成2种手法：一种可以均匀投掷出1～6这6个数字，另一种可以均匀投掷出1～3这3个数字。这样玩家相当于有了两个选择。

接下来看看游戏的最终获胜条件。一般来说游戏是多人一起玩的（一个人玩是什么鬼……），那么谁先到达“100”，谁就获得了胜利。换句话说，用最少的投掷次数到达“100”是每一个玩家的目标。为了达到这个目标，玩家最好能尽可能地“乘坐”更多的梯子上升，这样可以快速到达终点。一般来说游戏喜欢用一些数字或得分的形式记录玩家的表现，我们这里做一个约定，玩家每走一步，将获得-1分，也就是扣一分，到达重点后，将得到100分。这样先到达重点的玩家一定会有最高分，也就相当于TA获得胜利。

听完了上面的描述，“精通”开发的你一定忍不住想把上面的描述变成代码，于是我们就有了下面的这段代码：

import numpy as np

class Snake:
  def __init__(self, ladder_num, dice_ranges):
    self.ladder_num = ladder_num
    self.dice_ranges = dice_ranges
    self.ladders = dict(np.random.randint(1, 100, size=(ladder_num, 2)))
    reverse_ladders = [(v, k)for k,v in self.ladders.items()]
    for item in reverse_ladders:
      self.ladders[item[0]] = item[1]
    print 'ladders info:'
    print self.ladders
    print 'dice ranges:'
    print dice_ranges

  def start(self):
    self.pos = 1

  def action(self, act):
    step = np.random.randint(1, self.dice_ranges[act] + 1)
    self.pos += step
    if self.pos == 100:
      return 100, -1
    elif self.pos > 100:
      self.pos = 200 - self.pos

    if self.pos in self.ladders:
      self.pos = self.ladders[self.pos]
    return -1, self.pos

if __name__ == "__main__":
  env = Snake(10, [3,6])
  env.start()
  while Ture:
    reward, state = env.action(1)
    print reward, state
    if state == -1:
      break




这个代码主要定义了一个蛇棋类，其中包含3个函数：

	构造函数：需要传人两个参数——梯子数量和骰子数量。我们用一个dict存储梯子相连的两个格子的关系，用一个list保存可能的骰子的可投掷最大值。

	start()：将pos设置为“1”，也就是开始游戏

	action()：完成一次投掷，参数act表示玩家将采用何种手法。完成位置的更新后，函数将返回这一轮玩家的得分（-1或100）和玩家的最新位置



代码中的main函数用于展示一个蛇棋的游戏过程，运行如下所示：

ladders info:
{2: 99, 67: 73, 54: 82, 73: 67, 10: 58, 43: 86, 45: 95, 93: 23, 50: 59, 17: 92, 82: 54, 99: 2, 86: 43, 23: 93, 26: 73, 59: 50, 92: 17, 58: 10, 95: 45}
dice ranges:
[3, 6]
-1 7
-1 9
-1 15
-1 19
…………(以下省略若干中间结果)
-1 73
-1 77
-1 83
-1 88
-1 90
-1 96
-1 97
100 -1




最终玩家完成了一次游戏，在这次游戏中，玩家共进行了294次投掷才到达重点，最终得分-193分。从上面的梯子情况可以看出，有些梯子真的容易让人绝望：


99: 2
95: 45
92: 17




玩家多次掉入这种陷阱，才导致游戏进行了这么长时间。

作为好胜心很强的我们，肯定在想，刚才的游戏中，玩家只使用了一种手法啊，要是两种手法并用，甚至更多的手法并用，一定能提前完成游戏的。这就要涉及要一些策略了。

增强学习的概念

在经典的增强学习中，玩家作为Agent，要和环境Environment做一系列的交互。在每一个时刻，环境将给出一个当前的状态，玩家将根据状态做出决策，这个决策会影响环境，使得环境发生一定的改变，改变后的环境会反馈给玩家一个“奖励”Reward，这个奖励可以是正向的，也可以是负向的，它用于反馈用户当前的表现。环境同时还会反馈下一时刻的状态给玩家，这样玩家就可以做新一轮的决策了。这个过程由图2所示。













图2    增强学习的过程表示

看过了蛇棋，相信大家很容易就把蛇棋的游戏过程套用到上面流程中，这里就不重复一遍了，只是将图2中的关键实体做一个对应：

	Agent：玩家

	policy：策略，简单来说就选择哪种投掷手法

	action：策略最终决定的行动，具体的投掷手法

	Environment：棋盘，游戏规则，获胜策略等一篮子内容

	state transition：玩家投掷完骰子后，棋子的位置将发生变化，也就是状态的变化

	state，reward：棋盘变化后，新的棋子位置将发送给玩家，同时包含一个奖励：-1或者100



看到这里，我们可以把最终目标进行重新定义：如何确保在游戏结束前获得的reward总和最大。如果用[image: R_t]表示t时刻的奖励，游戏将在第T轮结束，那么游戏的目标就是最大化下面的公式：表示t时刻的奖励，游戏将在第T轮结束，那么游戏的目标就是最大化下面的公式：

[image: max \sum_{t=1}^T R_t]

那么该如何最大化呢？我们能否求出最优的“策略”来？下次我们将继续介绍。


广告时间

《深度学习轻松学：核心算法与视觉实践》，感谢支持！

我爱机器学习13群：550972653，欢迎加入～




增强学习入门2——形式化

本文收录在无痛的机器学习第二季目录。

前言

这个系列是我和InfoQ合作的《无痛的增强学习入门》系列，现转载到知乎专栏中。首发地址在：无痛的增强学习入门： 增强学习形式化 ，欢迎围观。

上一节我们以蛇棋为例，主要介绍了增强学习的核心流程，那就是Agent与Environment的交互。这一节我们需要进一步形式化这个过程，站在数学的角度分析这个问题的解决方案。对于增强学习来说，大家一般喜欢以马尔科夫决策过程这样一个模型作为形式化的手段。

2.1 MDP——策略与环境模型




我们再回到蛇棋中来。有哪些因素决定蛇棋最终获得分数的多少？其实就两个：一是选择投掷什么样的手法，二是投掷出的数目。第一个问题是玩家可以决定的，第二个是无法确定的，这里充满了随机性。

如果再进一步看，有哪些结果/状态决定了最终的得分呢？那就是每一步走到位置和每一步选择的投掷手法了。比方说上一节展示的游戏过程。我们用 [image: S_t] 表示t时刻游戏的状态，也就是行走到的位置，用 [image: a_t] 表示t时刻选择的手法，那么游戏过程就可以用一条状态-行动链条来表示了：













这个链条有两种状态转换的模型，一种是从状态到行动的转换，另一种是从行动到状态的转换，这两种转换分别对应了前面提到的两个决定因素。对于第一种转换来说，它通常被认为是由玩家的策略决定的，对于第二种转换来说，它通常是由环境决定的。下面就来看看详细形式化这两种转换。

所谓的策略，就是根据当前的状态选择“自认为”最好的行动，如果我们认为玩家会对每一个行动进行一次打分，那么玩家最终会选择打分最高的那种行动；如果我们认为玩家的每一个行动都有一定的概率，所有行动的概率总和为1，那么玩家在特定情况下就会选择概率最高的一种行动，形式化来说，就是选择：













这个公式的结果。可以看到这个条件概率还是比较复杂的，给定的条件比较复杂，我们需要对其做一定的化简。这里可以使用蛇棋中的状态之间无依赖的性质，也就是说，当前选择什么行动只和当前的状态有关，和前面的状态无关。这一点比较容易理解，如果我这一步在“55”，那么我只需要考虑55前面有什么情况就好，至于我从“1”如何走到“55”，这些并不需要我们关心，我们的目标十分明确，那就是尽快从“55”移动到“100”，于是上面的公式就变成了













这样问题就得到了简化。对于策略部分，我们要实现一个映射，使得对于每一个状态，我们能找到一个最优的行动方式。

下面一步就是环境了。当完成了行动确定后，这一步要完成真正的状态转移。这里也非常明显，下一步的状态并不受前一步状态影响，于是这里的状态转换就可以定义为：













比方说我们在“55”这个位置，我们如果选定“1-3”的骰子，假设骰子投掷结果是“均匀”的，那么接下来我们的棋子将以等概率出现在“56”，“57”，“58”这三个格子中。但是由于梯子的存在，落在这三个格子中的棋子可能会到达其他位置，所以实际当中我们需要考虑每一个格子到所有格子的概率。

了解了这两个过程，我们就可以重新看看MDP这个词了。马尔可夫决策过程包含了两层含义，其中的“马尔可夫”表示了状态间的依赖性，下一个状态只和前一个状态产生依赖，并不和更早的状态产生联系；而“决策”表示了其中的策略部分将有玩家决定，而其他部分保持随机性；而“过程”表示了时间的属性，每一轮的操作都将时间向前推进，状态更新，行动产生，然后状态再更新……

了解了这些，我们就来看看代码如何实现吧，下面这个函数展示了由蛇棋类提供的状态转换的表格的代码：

def state_transition_table(self):
     table = np.zeros((len(self.dice_ranges), 101, 101))
     ladder_move = np.vectorize(lambda x: self.ladders[x] if x in self.ladders else x)

     for i, dice in enumerate(self.dice_ranges):
         prob = 1.0 / dice
         for s in range(1, 100):
             step = np.arange(dice)
             step += s
             step = np.piecewise(step, [step > 100, step <= 100], [lambda x: 200 - x, lambda x: x])
             step = ladder_move(step)
             for final_move in step:
                 table[i, s, final_move] += prob
     table[:,100, 100]=1
     return table




2.2 状态与行动的评估




前面介绍了MDP，其实游戏的关键在于策略，如何行动。每一个行动一定需要一个行动准则，也就是说我们要能够量化某一个状态或者某一个行动的价值，这样才好让玩家做出明智的判断。所以接下来一个重要的工作就是量化这些价值。

幸运的是，模型已经帮助我们完成了最重要的一步——它提供了可以量化的某一时刻的反馈reward。虽然这和我们最终的目标有些不同，但是我们可以将其扩展使之称为我们的目标。前面我们已经提到，当我们落在非终点的位置上时，reward=-1，当我们落在终点时，reward＝100。于是这部分内容也可以写成代码的形式：

def reward_table(self):
    table = np.array([-1] * 101)
    table[100] = 100
    return table




到这里，我们有个状态转移的信息，有了每一步行动后的reward，可以说，基本的信息已经充足了。那么现在就可以求出我们的最优策略了么？还不行，现在的计算还不够方便。前面提到我们的策略是要将这个公式最大化：













这个公式并不是很容易计算的，如果时间轴是有限的，也就是说我们可以在有限步完成游戏，那么这个公式是可以计算的，但如果游戏有可能无限进行下去呢？比方说每次快到”100"这个位置时，投掷的骰子数目都很大，导致永远无法正好到达“100”这个位置？那么在这种情况下，我们就不能直接用上面的公式了。为了解决这个问题，我们要对降低未来回报对当期的影响，也就是对未来的回报乘以一个打折率。所以修正后的公式变成了：













那么这个公式形式和现实有什么对应呢？最直接的对应就是商业银行的储蓄了。我们知道把钱存入银行，银行是可以支付利息的（当然有时也有负利息）。我们假设银行的年利率是10%（现实中恐怕很难见到），于是我们存入100元，一年后它就变成了110元。如果我们希望一年后它变成100元，那么现在需要存入多少钱呢？大概是90.9元，这个数字比100元小一些。把这个思想搬过来，对于未来可以获得的某个Reward，换算到当下是要打折的。这个打折率一般来说是小于1的，这样一来长期回报的这个数列的和就变得有限了，只要有限我们就可以计算了。

解决了长期回报的可表示问题，下面一个问题是：能不能用一个数值表示这个公式呢？于是我们需要定义另外一个变量——长期回报（Return）。所谓的长期回报，是将当前状态以后所有的Reward全部加起来，得到一个汇总的值。有了这个值，我们就可以衡量每一个策略的价值（Value）了。每一个策略都对应着一种行动，行动过后，对应的Reward以及Return就能够估计出来，由于不同的行动对应着不用的Return，每种行动的高下可以进行比较，于是策略间的价值也就可以评估了。

根据MDP的模型形式，价值函数可以分为两种类型：

	状态价值函数 [image: V_{\pi}(s)] ：也就是求出当前状态s下按照某种策略的期望Return。


	状态-行动价值函数 [image: q_{\pi}(s,a)]  ：也就是求出当前状态s和行动a已知后，按照某种策略的期望Return。




这两种函数有什么关系么？下面就将这两个函数的形式展现出来。某个状态的价值函数，相当于依从某个策略把所有从这个状态出发的可能路径走一遍，将这些路径的长期回报进行”加权平均“，由于路径是无限的，因此这个过程相当于求期望：













由于增强学习的过程是一个马尔可夫决策过程，于是路径部分可以展开：

[image: V_{\pi}(s)=\sum_{path}\pi(a_0|s_0)p(s_1|s_0,a_0)…\sum_{t=1}^{\infty} \gamma^t R_{path[t]}]

这样的公式形式显然不够优雅，于是我们使用高中时使用的代换消元法，就可以得到：










两式相融合，再经过一些变换，可以得到：










公式中的 [image: R_1] 表示了到达下一状态时获得的Reward。通过这样的计算，我们发现状态价值函数是可以完成自我计算的。任意一个状态的价值可以由其他状态的价值得到，这个公式就被称为Bellman公式，是下面进行策略求解的基础公式之一。之所以被称为”之一“，是因为状态-行动价值函数同样有一个类似的公式：













这两个公式可以说是整个增强学习理论的基石，读者务必要对其有深入的了解。

2.3 表格版Agent




说了这么多，下面回到正题。我们的目标是针对一个问题，找到使其可以实现长期回报最大化的策略。对于蛇棋这样的问题，我们可以采用”做表格“的方式进行计算。所谓的做表格，就是将每一个状态相关的信息都进行单独计算单独考虑，不做汇总归纳。以下是我们的表格版Agent的初始化代码：

class TableAgent:
    def __init__(self, state_transition_table, reward_table):
        self.table = state_transition_table
        self.reward = reward_table
        self.state_num = self.table.shape[1]
        self.act_num = self.table.shape[0]
        self.policy = np.zeros(self.state_num, dtype=np.int)
        self.value_pi = np.zeros((self.state_num))
        self.value_q = np.zeros((self.state_num, self.act_num))
        self.gamma = 0.8




可以看出，一个Agent需要知道以下的信息：

	蛇棋中的状态转移情况：这是一个三维的数组，也就是存储的结构


	蛇棋中的Reward记录：这是一个一维数组


	蛇棋的状态数目：100个


	蛇棋的行动数目：看个人手法决定（\微笑\微笑）


	策略：我们会为每一个状态最终选择一个最优行动，如果有两个行动同时最优，那么会任选一个


	状态价值函数


	状态-行动价值函数


	打折率




到此为止，初始化就结束了。最后让我们一起明确一下求解最优策略的思路。前面说过，给定某个状态，求解最优策略，相当于求解：










将其中的策略变量摘掉，可以认为，对于任意的状态，求解










也就是说，为了求解行动，我们要先知道价值函数。

而价值函数的定义，在前面已经介绍了，它是在策略确定的时候计算得到的。嗯，听上去好像有点矛盾了……我们把这个问题交给下一节去解决。

广告时间




我的书《深度学习轻松学：核心算法与视觉实践》，感谢支持！

我爱机器学习13群：550972653，欢迎加入～






增强学习入门3——策略迭代法

本文收录在无痛的机器学习第二季目录。

前言

这个系列是我和InfoQ合作的《无痛的增强学习入门》系列，现转载到知乎专栏中。首发地址在：无痛的增强学习入门： 策略迭代 ，欢迎围观。

上一节我们曾简单介绍了计算最优策略的方法——先得到同一状态下不同行动的价值估计，再根据这些价值估计计算出最优的策略选择。本节将详细介绍采用这个战术实现的算法——策略迭代法（Policy Iteration）。

3.1 策略迭代法

在上面的计算思路中，我们要想知道最优的策略，就需要能够准确估计价值函数。然而如果想准确估计价值函数，又需要策略是最优，数字才能够估计准确。所以实际上这是一个鸡生蛋，蛋生鸡的问题。碰上这样无解的问题，我们往往需要一些“曲线救国”的问题。我们能不能把这个问题考虑成一个迭代优化的问题，通过一轮一轮的计算逐渐接近最优的结果呢？答案是可以的。

我们的假想思路是这样的：首先以某种策略开始，计算当前策略下的价值函数；然后利用这个价值函数，找到更好的策略；接下来再用这个策略继续前行，更新价值函数……这样经过若干轮的计算，如果一切顺利，我们的策略会收敛到最优的策略，问题也就得到了解答。下面我们先来实践一下这个思路。

为了实践这个思路并验证我们的结果，我们需要将蛇棋的难度降低。我们这里将梯子数量变为0，同时只需用两种骰子：可以投掷1-3的投掷手法和可以投掷1-6的投掷手法。对于这样的问题，我们可以直接猜测出最优的方案：在前进至97，98，99前，全部使用1-6的骰子显然可以获得最优的前进步数，而这三个位置最好使用1-3的骰子，因为这样有更大的概率一次性到达终点。

下面就来构建这种策略，并用两种相对简单的策略进行一下对比。两种简单的策略自然是一直使用其中的一种投掷手法不做变化。我们使用每一种策略随机进行1万局游戏，以下是对应的代码：

def simple_eval():
    env = Snake(0, [3,6])
    agent = TableAgent(env.state_transition_table(), env.reward_table())
    print 'return3={}'.format(eval(env,agent))
    agent.policy[:]=1
    print 'return6={}'.format(eval(env,agent))
    agent.policy[97:100]=0
    print 'return_ensemble={}'.format(eval(env,agent))




游戏最终的平均得分如下所示：

return3=49
return6=68
return_ensemble=70




可以看出，我们设想的策略获得了最高的平均得分，说明我们的思路确实有厉害之处。如果把寻找策略的事情交给算法呢？

我们来实现一下上面提到的优化算法的两个步骤，首先是计算当前策略的价值函数估计。我们采用了迭代的方式去求解，求解的方式就是采用了Bellman等式：

[image:  v(s_t)= \sum_a \pi (a|s_t) \sum_{s_{t+1}}p(s_{t+1}|s_t,a)[R_t+ \gamma v(s_{t+1})]]

由于有 [image: \gamma] 的存在，每个状态的价值最终将得到收敛，于是代码可以写作：

def policy_evaluation(self):
    # iterative eval
    while True:
        # one iteration
        new_value_pi = self.value_pi.copy()
        for i in range(1, self.state_num): # for each state
            value_sas = []
            for j in range(0, self.act_num): # for each act
                value_sa = np.dot(self.table[j, i, :], self.reward + self.gamma * self.value_pi)
                value_sas.append(value_sa)
            new_value_pi[i] = value_sas[self.policy[i]]
        diff = np.sqrt(np.sum(np.power(self.value_pi - new_value_pi, 2)))
        if diff < 1e-6:
            break
        else:
            self.value_pi = new_value_pi




完成了这一步，下一步就是根据前面的状态价值函数计算状态-行动价值函数：

[image: q(s_t,a_t)=\sum_{s_{t+1}}p(s_{t+1}|s_t,a_t)[R_t+\gamma v(s_{t+1})]]

完成计算后根据同一状态下的行动价值更新策略：

[image: \pi(s)=argmax_a q(s,a)]

这样就完成了状态的更新。代码如下所示：

def policy_improvement(self):
    new_policy = np.zeros_like(self.policy)
    for i in range(1, self.state_num):
        for j in range(0, self.act_num):
            self.value_q[i,j] = np.dot(self.table[j,i,:], self.reward + self.gamma * self.value_pi)
            # update policy
            max_act = np.argmax(self.value_q[i,:])
            new_policy[i] = max_act
            if np.all(np.equal(new_policy, self.policy)):
                return False
            else:
                self.policy = new_policy
                return True




串联起来，整个算法的执行如下所示：

def policy_iteration(self):
    iteration = 0
    while True:
        iteration += 1
        self.policy_evaluation()
        ret = self.policy_improvement()
        if not ret:
            break
        print 'Iter {} rounds converge'.format(iteration)




那么最终执行的结果如何呢？

def policy_iteration_demo():
    env = Snake(0, [3,6])
    agent = TableAgent(env.state_transition_table(), env.reward_table())
    agent.policy_iteration()
    print 'return_pi={}'.format(eval(env,agent))
    print agent.policy




结果为：

Iter 2 rounds converge
return_pi=70
[0 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




可以看出，它求出的策略结果和我们想象中的结果是一样的，说明这种算法在这个case上是没有问题的。这个算法就被称为策略迭代法。可以看出，每一轮迭代后，策略进行了一次更新，当策略无法更新时，迭代结束。算法的两个部分也分别被称为：策略评估部分和策略提升部分。

从上面的分析中，我们可以发现，策略评估部分实际上是没有问题的，主要的问题出现在策略提升上，我们能不能证明这种改进是一定得到最优结果的呢？当然是可以的。如果把每一轮迭代生成的策略形成一个策略组，并以迭代轮数进行编号，那么我们可以得到一个策略列 [image: \{\pi_t\}] ，我们不但可以证明随着t增大，这个策略列依价值函数最终收敛到最优的策略 [image: \pi^*] ，也就是说：

[image: lim_{t \rightarrow \infty} |v(\pi_t) - v(\pi^*)|=0]

而且我们可以证明这个策略列可以依价值函数一致收敛到最优策略，也就是说对于任意的数 [image: \epsilon] ，我们都存在一个k，使得当t>k时：

[image: |v(\pi_t)-v(pi^*)|<\epsilon]

换句话说，随着迭代进行，策略不断趋近于最优，每一轮迭代的策略都不会比前一轮迭代的策略差。这个证明就落在策略提升这一步了。

3.2 策略提升的证明

我们利用Bellman等式进行证明。假设现在有一个策略 [image: \pi] ，经过计算得到了对应的价值函数 [image: v(\pi)] ，并以此求出了对应的。这时我们发现存在一个状态 [image: \hat{s}] 和a，使得

[image: q(\hat{s},a) \geq q(\hat{s}, \pi(\hat{s}))]

那么我们就可以对这部分策略进行更新，得到一个新的策略 [image: \pi^+] ，这个策略除了在状态s的决策与原策略不同，其他完全一致，那么对于任意一个状态s来说，有：

[image:  v_{\pi^+}(s_t)= \sum_a \pi^+ (a|s_t) \sum_{s_{t+1}}p(s_{t+1}|s_t,a)[R_t+ \gamma v_{\pi^+}(s_{t+1})]]

[image: =\sum_a \pi (a|s_t) [\sum_{s_{t+1} \neq \hat{s}}p(s_{t+1}|s_t,a)[R_t+ \gamma v_{\pi^+}(s_{t+1})]+p(\hat{s}|s_t, a)[R_t + \gamma v_{\pi^+}(\hat{s})]]]

[image: \geq \sum_a \pi (a|s_t) [\sum_{s_{t+1} \neq \hat{s}}p(s_{t+1}|s_t,a)[R_t+ \gamma v_{\pi}(s_{t+1})]+p(\hat{s}|s_t, a)[R_t + \gamma v_{\pi}(\hat{s})]]

[image: = \sum_a \pi (a|s_t) \sum_{s_{t+1}}p(s_{t+1}|s_t,a)[R_t+ \gamma v_{\pi}(s_{t+1})]]

[image: =v_{\pi}(s_t)]

所以可以证明每一次策略提升都不会对当前策略的价值造成下降，同理可以证明如果策略 [image: \pi_1] 下状态的价值不高于策略 [image: \pi_2] 下状态的价值，且 [image: \pi_2] 下状态的价值又不高于 [image: \pi_3] ，那么 [image: \pi_1] 下状态的价值也不高于 [image: \pi_3] ，基于这种传递性，也可以得到策略迭代不断趋近最优的性质。

3.3 策略迭代的展示

上面证明了策略迭代的分布性质，下面就来看看上面那个例子中分布迭代的具体表现。我们假设一开始所有的策略都采用1-3的投掷手法，于是在第一轮策略评估中，我们共进行了94轮迭代，过程中的状态的迭代值在不断变化，我们以”50“这个位置为例，做一张94轮迭代下价值的变化值：










图1    第一轮策略评估时位置“50”的价值变化图

其中横轴为迭代轮数，纵轴为价值，可以看出随着迭代轮数的增加，价值总体趋于平稳。完成第一轮的策略提升后，实际上策略已经被更新为最优策略，于是在第二轮策略评估中，再经过94轮迭代，”50“位置的价值又经历了如下的变化：










图2    第二轮策略评估时位置“50”的价值变化图

看完了上面那个简单的例子，下面让我们回到复杂的例子中来，对于一个拥有10个梯子的问题，策略迭代会给我们如何的解答呢？

def policy_iteration_demo():
    env = Snake(10, [3,6])
    agent = TableAgent(env.state_transition_table(), env.reward_table())
    print 'return3={}'.format(eval(env,agent))
    agent.policy[:]=1
    print 'return6={}'.format(eval(env,agent))
    agent.policy[97:100]=0
    print 'return_ensemble={}'.format(eval(env,agent))
    agent.policy_iteration()
    print 'return_pi={}'.format(eval(env,agent))
    print agent.policy




结果如下：

return3=-45
return6=21
return_ensemble=31
return_pi=41
[0 1 0 0 0 1 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 0 1 0 1 1 1 1 1
 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 1 1 1 0 0 0]




可以看出，策略迭代的方法优于前面的三种方法，经过4轮迭代，它的策略已经将两种手法混合使用了。我们可以猜想，它一定是在靠近上升梯子附近使用1-3的投掷手法，在靠近下降梯子或者无梯子时使用1-6的投掷手法，对于最后几步自然是使用1-3的投掷手法。所以从最终的策略，我们也可以猜出棋盘的样子。

以上就是策略迭代的算法，除了这种算法之外，我们还有一些其他的方法，下一节我们就来介绍其他方法。
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4.1 N轮策略迭代

上一节我们介绍了策略的迭代的算法，它可以解决蛇棋的策略规划问题，帮助我们更好地完成游戏。从算法中可以看出，算法的主要时间都花费在策略评估上，对于一个简单的问题来说，这部分时间还算好，但是对于复杂的问题来说，这个步骤的时间实在有些多了。一个最直接的想法就是——我们能不能缩短这部分的时间？比方说，我们大概估计出当前策略下每个状态的价值函数就好，这样已经可以帮助我们找出最优的策略了，再做更精细的评估实际上并不必要？这就是这一节的主角——价值迭代法的思想来源。

回到前面的代码中，为了测量算法的用时，我们将在代码中注入一些计时的功能：

from contextlib import contextmanager
import time

@contextmanager
def timer(name):
    start = time.time()
    yield
    end = time.time()
    print '{} COST:{}'.format(name, end - start)




然后将策略迭代的代码进行改进：

def policy_iteration(self):
    iteration = 0
    while True:
        iteration += 1
        with timer('Timer PolicyEval'):
            self.policy_evaluation()
        with timer('Timer PolicyImprove'):
            ret = self.policy_improvement()
        if not ret:
            break




对于有10个梯子的问题，下面我们固定随机数，代码将变为：

def policy_iteration_demo():
    np.random.seed(0)
    env = Snake(10, [3,6])
    agent = TableAgent(env.state_transition_table(), env.reward_table())
    agent.policy_iteration()
    print 'return_pi={}'.format(eval(env,agent))
    print agent.policy




可以得到以下的时间消耗记录：

policy evaluation proceed 94 iters.
Timer PolicyEval COST:0.139311790466
Timer PolicyImprove COST:0.00118112564087
policy evaluation proceed 62 iters.
Timer PolicyEval COST:0.0768580436707
Timer PolicyImprove COST:0.000974178314209
policy evaluation proceed 46 iters.
Timer PolicyEval COST:0.0550677776337
Timer PolicyImprove COST:0.00197505950928
Iter 3 rounds converge
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




从时间记录可以看出，PolicyEval的时间远大于PolicyImprove，所以策略评估确实是花时间最大的地方。那么我们就从这里改起，首先限制策略评估的迭代轮数，上面的测试中，策略迭代进行了94轮，我们把它降低至50轮可以么？

将策略评估限制在50轮，我们得到了如下的输出（有省略）

policy evaluation proceed 46 iters.
Timer PolicyEval COST:0.0480210781097
Timer PolicyImprove COST:0.00193190574646
Iter 3 rounds converge
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




继续激进一点，把迭代轮数改到10呢？

policy evaluation proceed 11 iters.
Timer PolicyEval COST:0.011638879776
Timer PolicyImprove COST:0.00103783607483
Iter 4 rounds converge
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




那么剩下的就是最最激进的，把迭代轮数改到1呢？

policy evaluation proceed 2 iters.
Timer PolicyEval COST:0.00178599357605
Timer PolicyImprove COST:0.00106501579285
Iter 7 rounds converge
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




我们发现，随着策略评估的迭代轮数不断降低，算法的总迭代数在升高。当策略评估的迭代轮数在94时，算法总迭代数为3；而策略评估的迭代轮数在1时，算法总迭代数变成了7，但依然不影响它称为这些实验中最快的算法。

实际上，我们就可以把迭代轮数为1的策略评估称为价值迭代。为什么呢？在策略迭代问题中，每一轮算法过后，策略不一定是最优的，但价值一定是当前策略下的收敛值；而对于价值迭代来说，每一轮算法过后，价值都不一定能够收敛，同时策略在随着价值的更新而更新，但是价值一旦收敛，策略也随之收敛。所以此时我们关注的重点在于价值的计算上。我们希望一次性计算好价值函数，这样就能一步到位计算处最优策略来。

4.2 从动态规划的角度谈价值迭代

实际上上面的解释还是不够清晰。策略迭代对大家来说还是比较容易理解的，因为它的思想很清晰。而价值迭代算法看上去似乎是一个“贪心”算法，让人很不放心。一个最直接的问题就是：为什么策略和价值可以在都不完美的情况下不断改进达到最优？想要回答好这个问题，我们需要从“贪心”的对立面——动态规划去解释。

前面我们一直站在了策略的角度做分析，并且把价值迭代法定义为一轮迭代的策略迭代法，那么对于一轮迭代的算法，它的形式能否做一个改变呢？我们知道策略评估这一步完成了下面的计算：

[image:  v(s_t)= \sum_a \pi (a|s_t) \sum_{s_{t+1}}p(s_{t+1}|s_t,a)[R_t+ \gamma v(s_{t+1})]] 

而接下来的一步完成了策略改进的计算：

[image: q(s_t,a_t)=\sum_{s_{t+1}}p(s_{t+1}|s_t,a_t)[R_t+\gamma v(s_{t+1})]] 

[image: \pi(s)=argmax_a q(s,a)] 

我们能不能将这三个步骤结合起来，成为一个关于价值函数的更新步骤呢？

我们将后两个公式合并起来，可以得到：

[image: \pi(s)=argmax_a \sum_{s_{t+1}}p(s_{t+1}| s_t, a_t)[R_t + \gamma v(s_{t+1})]] 

由于最优策略的存在，实际上策略最终的选择是单一的，也就是说对于每一个状态，最优策略会采取某一种行动，这种行动不会比其他行动差。所以我们可以认为：

[image: v(s)=max_a q(s,a)] 

也就是说：

[image:  v(s) = max_a \sum_{s'} p(s' | s,a)[r(s,a,s') + \gamma \tilde{v}(s')]] 

经过这样的转换，我们终于将视角转换到了价值函数上。可以看到公式的左右两边都出现了价值函数，其中等号左边的价值函数是迭代更新后的价值函数，等号右边的价值函数是上一轮的价值函数。这时，这个公式就展示出动态规划的“气质”了。

动态规划类的问题相信很多人在学习算法的时候都接触过。计算机算法的一个主体思想就是分解问题，将问题划分成一个个小问题，然后用小规模下的解决方案解决小规模的问题。动态规划的思路也基本相同，它有两个核心的特点：最优子结构和重复子结构。

所谓的最优子结构，就是说一个子问题的最优解是可以得到的。对应蛇棋的问题，我们可以考虑“从某个位置出发行走一步能够获得的最大奖励”这个问题，由于只走一步，这个问题很容易计算。

所谓的重复子结构，就是说一个更大的问题是由一些小问题组成的，而求解不同的大问题时可能会用上同一个子问题，这样子问题被重复利用，从而减少了计算量。对应蛇棋的问题，我们进一步考虑“从某个位置出发行走两步能够获得的最大奖励”这个问题，这时的问题就可以利用上前面的子问题，于是计算公式就变成了：

”某个位置走两步的最大奖励“＝max([这一步的奖励 + 从到达位置出发走一步最大奖励 for 走法 in 可能的走法])

上面这个公式就用到了最优子结构的性质，而求解完所有位置也就会用到重复子结构的性质。同样地，由于打折率的存在，价值函数的绝对值存在上界，价值函数在这样更新中最终会得到收敛。

4.3 价值迭代的实现

价值迭代的代码如下所示：

def value_iteration(self):
  iteration = 0
  while True:
    iteration += 1
    new_value_pi = np.zeros_like(self.value_pi)
    for i in range(1, self.state_num): # for each state
      value_sas = []
      for j in range(0, self.act_num): # for each act
        value_sa = np.dot(self.table[j, i, :], self.reward + self.gamma * self.value_pi)
        value_sas.append(value_sa)
      new_value_pi[i] = max(value_sas)
    diff = np.sqrt(np.sum(np.power(self.value_pi - new_value_pi, 2)))
    if diff < 1e-6:
      break
    else:
      self.value_pi = new_value_pi
    print 'Iter {} rounds converge'.format(iteration)
  for i in range(1, self.state_num):
    for j in range(0, self.act_num):
      self.value_q[i,j] = np.dot(self.table[j,i,:], self.reward + self.gamma * self.value_pi)
    max_act = np.argmax(self.value_q[i,:])
    self.policy[i] = max_act




使用和上一节策略迭代同样的实验，它也能得到同样的结果，那么它的时间呢？

Iter 3 rounds converge
Timer PolicyIter COST:0.190360069275
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]
Iter 94 rounds converge
Timer ValueIter COST:0.0884821414948
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




可以看出价值迭代还是会比常规的策略迭代快一些，但是它并没有本节中的一轮策略迭代快。一轮策略迭代的时间为：0.023058891296。这是为什么呢？我们还能不能让时间更快？让我们在下一节解答这个问题。

私货时间

我的书《深度学习轻松学：核心算法与视觉实践》，感谢支持！

我爱机器学习13群：550972653，欢迎加入～




增强学习入门5——泛化策略迭代

本文收录在无痛的机器学习第二季目录。

前言

这个系列是我和InfoQ合作的《无痛的增强学习入门》系列，现转载到知乎专栏中。首发地址在：无痛的增强学习入门：泛化迭代 ，欢迎围观。




5.1 两个极端

在上一节我们卖了一个关子，那就是为什么价值迭代的运算速度反而不快。这一节我们将来解答这个问题。让我们回到问题，来看看前面介绍的两种算法的特点。

策略迭代法的中心是策略函数，通过策略评估+策略提升两个步骤使策略变得越来越好；价值函数通过自我更新、动态规划的方式不断迭代更新价值函数，并最终求出策略函数。我们可以看出两者的一些特点：

	两个方法都要求策略函数和价值函数

	最终最优的策略函数都是由价值函数得到的

	价值函数依据函数的数值收敛

	策略函数依据策略收敛



我们发现了一个关键：那就是两者都需要训练策略函数和价值函数，只是侧重点不同。策略迭代的核心是策略，为了使策略能够提升，价值函数可以求解得准确，也可以求解得不准确；价值迭代的核心是价值，算法的核心部分根本没有出现与策略有关的内容，直到最后才出现了策略。

两种方法都十分看重自己关心的那部分，而可以选择忽略另一部分，因此可以看出两个方法都比较极端。既然我们找到了两个极端的方法，那么我们可不可以找到两种方法的中间带呢？当然是可以的，这就是本节要介绍的泛化迭代法，英文一般称为Generalized Policy Iteration，但我觉得这个词里只出现Policy是不够准确的。

5.2 泛化迭代法







图1   泛化迭代示意图

上面图1展示了泛化迭代的一个基本形式。所谓的泛化迭代，是将解决这一类问题的算法归纳成一个算法族，并总结这一类算法的特点。图上展示了两条主线，下面一条线是策略的更新线，如果我们把策略想象成一个连续的空间，那么它就是从某套策略出发，连续地逼近最优策略-价值对。上面一条线是价值的更新线，因为我们前面遇到的问题中，价值函数是连续的，所以这条线并不难得到。

图中的折线主要表达了策略迭代的算法，我们选定某个策略，求解价值函数，然后更新策略，这样优化的轨迹会不断地在两条主线上跳动。而对于价值迭代的算法，则是一直在上面那条线上行走，如图2所示：







图2    价值迭代法的示意图

那么还有别的优化方法么？前面提到我们已知的两种方法是两个极端，它们就像一条线段的两个端点一样，其他的算法都可以由这两个方法加权平均得到，比方说下面这个算法，如图3所示：







图3    泛化迭代的示意图

我们先做几轮价值迭代，然后再做策略迭代，这样的方法同样可以得到正确的结果，但是可能会有更快的速度。

那么我们回到上一节的问题中，为什么价值迭代的方法会慢？

由于我们的蛇棋问题是一个离散的状态，对应的策略也是离散的，因此这个问题的示意图是这样的：







图4    蛇棋问题的泛化迭代图

由于策略是离散的，所以任意一个策略可能和某个范围内的价值函数对应，因此在价值函数优化到某一步时，已经可以得到最优的策略，然而按照价值函数算法的定义，我们要等到价值函数在数值上收敛。而随着优化过程不断进行，最后的优化将会变得比较艰难，因此这个算法需要的时间比较长。

5.3 实现

通过上面的分析，我们就可以尝试将两种算法结合起来。

def generalized_policy_iteration(self):
   self.value_iteration(10)
   self.policy_iteration(-1,1)




这个函数就是泛化优化的一种实现形式，它的算法是先执行10轮价值迭代的优化，然后进行策略迭代，同时策略迭代中的策略评估只进行一个循环的更新。经过这样的设计，我们可以看看它的用时：

np.random.seed(0)
env = Snake(10, [3,6])
agent = TableAgent(env.state_transition_table(), env.reward_table())
with timer('Timer PolicyIter'):
    agent.policy_iteration()
print 'return_pi={}'.format(eval(env,agent))
print agent.policy
print '================='
agent2 = TableAgent(env.state_transition_table(), env.reward_table())
with timer('Timer ValueIter'):
    agent2.value_iteration()
print 'return_pi={}'.format(eval(env,agent2))
print agent2.policy
print '================='
agent3 = TableAgent(env.state_transition_table(), env.reward_table())
with timer('Timer GeneralizedIter'):
    agent3.generalized_policy_iteration()
print 'return_pi={}'.format(eval(env,agent3))
print agent3.policy




从代码中可以看出，我们同时进行了3组实验，分别是策略迭代，价值迭代和我们给出的一种泛化迭代法，那么它们的结果如何呢？

Timer PolicyIter COST:0.186598777771
return_pi=84
=================
Timer ValueIter COST:0.0881521701813
return_pi=84
=================
Timer GeneralizedIter COST:0.0130021572113
return_pi=84




虽然实验比较粗糙，但是我们还是可以明显看出几个算法在时间上的差距。通过一定的设计，泛化迭代确实可以做到更快的计算和收敛。当然，泛化迭代带给我们的不止是更快的速度了。

5.4 从模型已知到无模型算法

前面我们接触过的问题有一个特点，那就是我们可以看到蛇棋的棋盘，换句话说，我们可以了解到整个游戏的全貌，当我们发现前方有一个梯子时，我们可以根据前方是上升梯子还是下降梯子来决定使用哪个骰子，或者使用遥控骰子。这时候我们相当于站在了上帝视角，能够看清一切情况。

但一个可悲的事实是，在很多实际问题中，我们无法得到游戏的全貌。这其中有几个原因，一是游戏的全貌可能十分复杂，复杂到我们难以把所有的状态罗列出来。比方说围棋问题，每一个格子上都可以有三个状态：无子，黑子和白子，那么19*19=361个格子，我们一共有 [image: 3^{361}] 个状态，这样数量的状态想要罗列清楚是十分困难的。另一种是中间的一些状态过渡的信息无法获得，比方说我们下面的进阶版蛇棋，在这个新版蛇棋中，我们将不再显示棋盘和骰子的投掷数目，每一次当玩家选择完所使用的手法后，玩家将直接得到棋子的下一个落脚点。也就是说：

[image: P(S_{t+1}|S_t,a_t)] 

这个公式将不再变得已知了。对于这样的盲棋，我们该如何解决？前面的学习算法很优雅，但是需要太多的环境信息，此时当我们去掉了这些信息，我们需要换个思路。而这个思路，才是增强学习的精髓。

增强学习的一大特点是才尝试中不断学习。在前面的问题中，我们的Agent并没有进行尝试，就可以直接完成学习的任务，Agent仿佛是一个战略指挥家，等到一切局势确定，开始战略部署。而现在，眼前的问题充满了迷雾，指挥家也不得不放下身段，亲自参与其中，通过尝试获得最优策略的经验。

那么新的算法的思路大致如下所示：

	确定一个初始算法（这和前面的算法一致）

	用这个算法进行游戏，得到一些游戏序列（episode）： [image: \{s_1,a_1,s_2,a_2,…,s_n,a_n\}] 

	一旦游戏的轮数达到一定数目，我们就可以认为这些游戏序列可以帮助我们对环境模型做一定的归纳总结。那么我们就可以对当前策略进行评估，得到对应的价值函数

	得到了价值函数，就可以重新进行策略改进了，这时候我们又回到了前面算法的路子上来。



接下来我们要接触两个算法：分别是蒙特卡罗法和策略迭代法。关于它们的内容我们下一节再说。




增强学习入门6——蒙特卡罗方法

本文收录在无痛的机器学习第二季目录。

前言

这个系列是我和InfoQ合作的《无痛的增强学习入门》系列，现转载到知乎专栏中。首发地址在：无痛的增强学习入门：蒙特卡罗方法 ，欢迎围观。

6 蒙特卡罗方法

6.1 真正的增强学习

本节我们来看看无模型的一种简单解决方法——蒙特卡罗法。从名字可以看出，当我们无法得到模型内容时，就需要通过不断模拟的方式得到大量相关的样本，并通过样本得到我们预期得到的结果。通过这样的方式，我们似乎又可以前进了。

在前面的策略迭代中，我们曾经总结了一轮迭代过程中的几个主要步骤：

	策略评估

	策略改进



其中与模型相关的是策略评估部分，既然没有了模型，我们就需要使用蒙特卡罗的方法得到。因为在之前的策略迭代法有模型信息，所以它只需要评估状态价值函数——也就是v(s)，然后根据Bellman公式：

[image: q(s,a)=\sum_{s′}p(s′|s,a)(R+v(s′))q(s,a)] 

求出状态-行动价值函数，并进行策略改进。现在我们没有了模型，不知道状态转移的情况，于是就需要对状态-行动价值函数进行估计。我们将

[image: q(s,a)=E_π[R1+R2+R3+...]] 

变换为：

[image: q(s,a)=\frac{1}{N}\sum^N_{i=1}[R^i_1+R^i_2+…]] 

也就是说，只要这个MDP是有终点的，我们就可以计算出每一个状态下的Return，然后利用大数据的力量求出估计值，然后得出策略评估的结果。

听上去是不是挺简单的？没错，精彩的还在后面。

6.2 蒙特卡罗法

接下来我们就实现一个简单的蒙特卡罗法的代码，更重要的是，我们最终还要拿这个算法的结果和策略迭代法进行比较，看看在不知道环境模型的情况下，蒙特卡罗法能否做到和策略迭代一样的效果。

前面对算法的流程已经有了介绍，我们的整理算法如下所示：

def monte_carlo_opt(self):
    while True:
        self.monte_carlo_eval()
        ret = self.policy_improve()
        if not ret:
            break




其中包含了两个子算法。其中policy_improve和前面的算法类似，都是完成：

π(s)=argmaxaq(s,a)

所以这里不再赘述，下面来看看monte_carlo_eval，这个方法又分成几个部分，首先要用当前的策略玩游戏，产生一系列的episode：

env.start()
state = env.pos
episode = []
prev_state = env.pos
while True:
    reward, state = env.action(self.policy_act(state))
    episode.append((reward, prev_state))
    prev_state = state
    if state == -1:
        break




产生episode之后，我们再来计算每一个状态的长期回报：

value = []
return_val = 0
for item in reversed(episode):
    return_val = return_val * self.gamma + item[0]
    value.append((return_val, item[1]))




最后，我们将每一个状态-行动对应的return记录在状态-行动价值函数上：

# every visit
for item in reversed(value):
    act = self.policy_act(item[1])
    self.value_n[item[1]][act] += 1
    self.value_q[item[1]][act] += (item[0] -  \
        self.value_q[item[1]][act]) /  \
        self.value_n[item[1]][act]




这里涉及到一个小的改变，因为我们要计算期望价值价值，将所有观测到的return进行平均，那么假设价值为V，数量为N，那么有

[image:  V_t = \frac{1}{N}\sum_{i=1}^t [R_1 + R_2 + … + R_t]] 

[image:  = \frac{1}{N} \sum_{i=1}^t [R_1+…R_{t-1}]+\frac{1}{N}R_t] 

[image: =\frac{1}{N} * (N-1)V_{t-1} +\frac{1}{N}R_t] 

[image: =V_{t-1}+\frac{1}{N}(R_t-V_{t-1})] 

这样每一时刻我们都可以求出当前所有观测值的平均数，而且这个公式和我们常见的梯度下降法也十分类似，其中的 [image: \frac{1}{N}] 像学习率，而 [image: R_t−V_{t−1}] 像目标函数的梯度。那么是不是真的可以这么考虑呢？当然是的。

以上就是我们进行一轮游戏的运算过程，实际上我们会有多轮游戏，我们先将游戏轮数设置为100，也就是说，每一次策略评估，我们都来玩100轮游戏，并根据这一百轮游戏的结果完成估计。这样，蒙特卡罗算法的基本框架就搭起来了。大家一定非常想看看它的效果，于是我们就来和策略迭代进行一次对比，：

def monte_carlo_demo():
    np.random.seed(0)
    env = Snake(10, [3,6])
    agent = MonteCarloAgent(100, 2, env)
    with timer('Timer Monte Carlo Iter'):
        agent.monte_carlo_opt()
    print 'return_pi={}'.format(eval(env,agent))
    print agent.policy
    agent2 = TableAgent(env.state_transition_table(), env.reward_table())
    with timer('Timer PolicyIter'):
        agent2.policy_iteration()
    print 'return_pi={}'.format(eval(env,agent2))
    print agent2.policy




最终的结果为：

Timer Monte Carlo Iter COST:0.128234863281
return_pi=81
[0 1 1 0 0 0 0 0 0 0 0 0 0 0 1 1 1 1 1 1 1 1 0 0 1 1 1 1 0 0 0 0 0 0 0 0 0
 0 0 0 1 1 0 1 0 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0 0 0 0 1 1
 1 1 1 1 1 1 1 1 0 1 1 1 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0]
policy evaluation proceed 94 iters.
policy evaluation proceed 62 iters.
policy evaluation proceed 46 iters.
Iter 3 rounds converge
Timer PolicyIter COST:0.329040050507
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




可以看出，蒙特卡罗的结果比策略迭代还是要差一些，下面我们就来看看它们差距的原因。

6.3 探索与利用

一直以来我们没有花大篇幅做增强学习原理方面的讨论，是因为前面的算法虽然漂亮，但它们并不能帮我们直接解决实际问题，我们遇到的实际问题大多数都是不知道环境模型，或者环境模型太过于复杂的。所以这涉及到增强学习的一个思路，用英文讲就是“try and error”。

由于不知道完整的环境信息，我们只能通过不断地尝试去增加对环境和问题的理解，并通过这些理解帮助我们做出更好的决策。这里面肯定会走不少弯路，而且有一些弯路甚至不易发觉。所以增强学习遇到的一个问题是，如何找到更好的解决问题的路径，并确认这样路径应该就是最优的路径。

回到蛇棋的问题上来，在前面的问题中，我们可以看到棋盘，所以我们可以精确求出每一个状态-行动的价值函数。但是对于无模型的问题，我们能不能保证遍历所有的状态行动呢？

对于这个问题，我们可以想象，一开始所有的价值函数都初始化为0，所有的策略均使用第一种投掷手法，如果我们固定这种手法不变，那么我们只能得到这种手法的return，那么除非这种手法估计得到的价值函数为负，不然新的手法将不会被选中，也不会进行任何的模拟尝试，这就为我们带来了麻烦。

所以，为了“雨露均沾”，我们必须让其他没有被选为最优策略的行动也参与到模拟游戏的过程中来，这样才能让每一个q(s,a)都有值，这样做策略改进菜有意义。

基于这个想法，我们改进了我们的策略模块，我们采用一种叫ϵ−greedyϵ−greedy的方法，首先用一个0到1的随机数进行判断，如果随机数小于某个ϵϵ，那么我们将采用完全随机的方式产生行动，而在其他情况下将选择当前的最优策略。代码如下：

def policy_act(self, state):
    if np.random.rand() < 0.05:
        return np.random.randint(self.act_num)
    else:
        return self.policy[state]




在这里，我们设定的ϵϵ是0.05，完成了这一步的修改，我们结果将会如何呢？

Timer Monte Carlo Iter COST:0.486936807632
return_pi=84
[0 1 1 1 0 1 1 1 1 0 0 1 1 0 0 1 1 1 1 1 0 1 1 1 1 0 0 1 1 1 1 1 0 1 1 0 0
 0 0 1 0 0 1 1 0 0 0 0 1 1 1 1 1 0 0 1 0 1 1 1 0 1 1 0 1 1 1 0 0 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 1 0 1 1 1 1 0 0 0 0]
policy evaluation proceed 94 iters.
policy evaluation proceed 62 iters.
policy evaluation proceed 46 iters.
Iter 3 rounds converge
Timer PolicyIter COST:0.325078964233
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




可以看出，虽然两种方法的最终策略不同，但是模拟得到的分数几乎相同。说明在增加了对不同方法的尝试后，算法真的会有大幅的提高。

这个问题在增强学习中也被称为是“探索与利用”的对立问题。所谓的探索是指不拘泥于当前的表现，选择一些其他的策略完成行动；利用就是持续使用当前的最优策略，尽可能地获得更多的回报。我们假设总的资源是有限的，比方说时间有限，可以进行模拟游戏的轮数有限，我们不能无止尽地探索，也不能短视地一直利用，那么就需要尝试在两者之间寻找一个平衡。

前面我们提到，蒙特卡罗方法需要模型有明确的终止状态，那么总有一些问题是没有终止状态的，或者说有些任务需要在线学习，也就是说边尝试边学习，这些场景并不是很适合蒙特卡罗方法。而且蒙特卡罗方法也有自己的小问题，那么下一节我们就来看看另一种解决无模型问题的方法。

私货时间

我的书《深度学习轻松学：核心算法与视觉实践》，终于等到双十一，半价赔本促销，感谢支持！




增强学习入门7——差分时序法

本文收录在无痛的机器学习第二季目录。

前言

这个系列是我和InfoQ合作的《无痛的增强学习入门》系列，现转载到知乎专栏中。首发地址在：无痛的增强学习入门：差分时序法 ，欢迎围观。

7.1 蒙特卡罗的方差问题

上一节我们介绍了蒙特卡罗法，它可以比较好地解决无模型场景下的蛇棋问题。当然，它也存在着一定的不完美，这些不完美体现在很多方面，接下来我们就来看一看其中的一个问题——估计值的方差问题。

前面我们已经知道，蒙特卡罗是用一系列的模拟游戏得到一些episode的回报信息，然后用这些回报信息求平均，就可以得到估计的价值函数。这个方法从理论上讲是没有问题的，它能够成立的根本在于概率论中的大数定理。大数定理也是没有问题的，可是大数定理只说明了收敛性，并没有说明收敛的速度。很显然，如果采样序列的方差比较大，那么想要让它收敛就需要更长的时间，如果采样序列的方差较小，那么收敛的速度也会相应地降低。

基于上面的分析，我们就来看看前面的蒙特卡罗法存不存在方差方面的问题。我们用上一节的方法进行计算，同时保存state=50,action=1的return值，将所有的值综合起来做成一个直方图，如图7-1所示。







图 7-1 蒙特卡罗法every-visit的return收集直方图

可以看出，return的跨度还是比较大，这样模型就不太容易收敛。

当然，跨度大和其他问题也有关系，其中一个关系就是episode中的采样频率。上一节采用的方法叫做"every-viist"，也就是说episode中的每一个state-action对都会参与到计算当中，这样就为统计带来了困难。因为在蛇棋这个游戏中，由于有梯子的存在，某一个位置可能被走过两次。比方说例子中的位置“50”，我们在计算的过程中没有区分第一次到达“50”和第二次到达“50”，而且将这两个return直接加在了一起，由于这两次的return一定有差异，因此这样的统计方式会让方差增大，从而难以收敛。

那么该如何应对这个问题呢？一个解决方案是把"every-visit"方法换掉，改成"first-visit"法。所谓的"first-visit"法就是只统计第一次出现的状态，对于后面出现的同一状态则不再统计。从方法的理念来说，同一个episode内因多次出现同一状态而造成方差增大的问题将得到解决。下面就来看看"first-visit"的结果：










图7-2 蒙特卡罗法first-visit的return收集直方图

从结果来看，first-visit的效果稍有提高，但是并没有明显的提高。因为即使只取一个不重复的状态，我们仍然会遇到不同情况的first-visit，每种之间的数值差距依旧很大。

既然蒙特卡罗法存在着这样一些遗憾，那么我们就来看看接下来介绍的方法：差分时序法（Temporal Difference）。

7.2 差分时序

差分时序法是一种结合了蒙特卡罗法和动态规划法的方法。从算法的主体结构来看，它同蒙特卡罗法类似，同样通过模拟episode的方式进行求解；从算法的核心思想来说，它有用到了增强学习中的经典公式——Bellman公式进行自迭代更新。

前面提到状态-行动价值函数的Bellman公式的形式为：

[image: q(s,a)=\sum_{s'}p(s'|s,a)[R + \sum_{a'} \pi(a|s')q(s',a')]] 

那么利用蒙特卡罗的方法，我们就可以将公式变为：

[image: q(s,a)=\frac{1}{N} \sum_{i=1}^N [R(s'_i)+q(s'_i,a'_i)]] 

当然，这个公式还可以变成前面蒙特卡罗法中实际应用的形式：

[image: q_t(s,a)=q_{t-1}(s,a)+\frac{1}{N}[R(s')+q(s',a')-q_{t-1}(s,a)]] 

从这个公式我们可以看出这个方法和蒙特卡罗、动态规划的关系来。下面我们就来实现这个方法，我们首先要实现的方法被称为"SARSA"，这个名字看上去有些奇怪，其实它来自于这个方法的五个关键因子：S(待求状态)，A(待求行动)，R(模拟得到的奖励)，S(模拟进入的下一个状态)，A(模拟中采取的下一个行动)。

7.3 On-policy：SARSA

接下来就来实现这个算法，其实它的实现过程也比较简单，这里只展现评估的过程：

for i in range(episode_num):
    env.start()
    state = env.pos
    prev_act = -1
    while True:
	act = self.policy_act(state)
	reward, state = env.action(act)
	if prev_act != -1:
	    return_val = reward + (0 if state == -1 else self.value_q[state][act])
	    self.value_n[prev_state][prev_act] += 1
	    self.value_q[prev_state][prev_act] += (return_val - \
		self.value_q[prev_state][prev_act]) / \
		self.value_n[prev_state][prev_act]

	    prev_act = act	
	    prev_state = state

	if state == -1:
	    break




那么这个代码的实现效果如何呢？我们同样写一段测试的代码。

def td_demo():
    np.random.seed(0)
    env = Snake(10, [3,6])
    agent = MonteCarloAgent(100, 2, env)
    with timer('Timer Temporal Difference Iter'):
	agent.td_opt()
    print 'return_pi={}'.format(eval(env,agent))
    print agent.policy

    agent2 = TableAgent(env.state_transition_table(), env.reward_table())
    with timer('Timer PolicyIter'):
	agent2.policy_iteration()
    print 'return_pi={}'.format(eval(env,agent2))
    print agent2.policy




为了试验效果，我们将SARSA算法中的迭代轮数增加到2000，最终的结果为：

Timer Temporal Difference Iter COST:3.8632440567
return_pi=80
[0 0 0 1 1 1 1 1 1 1 0 1 1 0 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1
 0 1 1 1 1 1 1 1 0 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0]
policy evaluation proceed 94 iters.
policy evaluation proceed 62 iters.
policy evaluation proceed 46 iters.
Iter 3 rounds converge
Timer PolicyIter COST:0.330899000168
return_pi=84
[0 1 1 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 0 0
 0 0 0 0 1 1 1 1 0 0 0 0 1 1 1 1 1 1 1 1 0 0 0 1 1 1 1 1 1 1 1 1 0 0 0 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 0 0 0]




从结果可以看出，SARSA算法的效果并不够好，当然我们还没有加入更多的策略来提升效果。不过看上去它的结果还不及蒙特卡罗，那么它和蒙特卡罗相比有什么优势呢？我们来看看前面提到的方差问题，再来看一看SARSA算法的结果图：










图7-3 TD法的return收集直方图

可以看出，这个方法的数值变动和前面相比要更为稳定一些，跨度比之前要小一些。

那么为什么TD系列的方法会在方差方面控制得更好一些呢？答案就在它的更新公式上。蒙特卡罗的计算方法由于使用了精确的return，所以在对价值的估计上更精确一些，但是同时它要一个序列的信息，而序列的信息存在更多的波动，所以方差会比较大；而TD方法只考虑了一步的计算，其余的计算均使用了之前的估计，所以当整体系统没有达到最优时，这样的估计都是存在偏差的，但是由于它只估计了一步，所以它在估计值方面受到的波动比较少，因此带来的方差也会相应减少许多。

所以前人们发现，蒙特卡罗法和TD法象征着两个极端——一个为了追求极小的误差而放松了方差，一个为了缩小方差而放松了误差。这个问题仿佛回到了机器学习的经典问题——bias和variance的权衡问题。

那么，除了SARSA这一种方法，还有没有别的算法呢？最后一节我们再来看看TD的另一种算法。

私货时间

我的书《深度学习轻松学：核心算法与视觉实践》，终于等到双十一，半价赔本促销，感谢支持！




反向增强学习入门1——基本概念

本文收录在无痛的机器学习第二季目录。

今天我们来聊一个新的内容，那就是反向增强学习。反向增强学习这个东西，从名字上看就知道，它和增强学习有很密切的关系。不熟悉增强学习的朋友可以回头看看专栏的增强学习系列内容，内容还在连载中。

增强学习的问题

反向增强学习也被称为模仿学习（Imitation Learning），学徒学习（Apprentice Learning），可以说它是来解决另一类增强学习问题的方法。既然如此，我们就回到增强学习的问题范畴中来。在学习增强学习的过程中，我们了解了它的基本架构：Agent、Environment、State、Action、Reward。通过这些概念，我们将整个增强学习的基石搭建好，即使到现在我们发明了许许多多不同的算法，我们依然在这个框架中进行改进，并没有跳出去。

那么这个框架究竟好不好呢？当然是好的，它已经帮助我们解决了很多很实际的问题，比方说很多电子游戏，利用增强学习的AI获得了很大的成功；但是我们也必须看到，目前应用比较广泛的，还就是游戏。大家数得上来的游戏——甚至现在星际2，Dota2这样的大型游戏也加入其中。那么我们就不禁去思考一个问题：为什么增强学习在游戏方面斩获颇丰？

这就要回到问题的本源——Reward上来。在游戏设计的世界中，Reward是一个极其关键的因素，游戏之所以吸引人，其中一个很重要的原因就是它会为玩家每一个小阶段的表现赋予一个评价或者得分。这些得分可以很及时地给予玩家量化的反馈，而这些量化的反馈也恰恰是增强学习算法十分需要的内容。

但是回到现实生活中来，我们的世界——到目前为止，还不是一个可以把一切内容都用量化的反馈概括的世界。很多时候，我们需要人为地把一些反馈量化出来，才能进行增强学习训练。但是实际上，这个过程有时并不是十分容易。

我之前曾经坚持了近两年的游泳，对这方面还算又一些经验。我们人类现在是如何学习游泳呢？很显然，如果我们报名游泳辅导班，老师会首先带领我们进行监督学习——在岸上划臂蹬腿，然后直接指出我们的动作和标准动作的差距。随着我们不断地学习，我们的姿势也在不断提高。当然，当我们下水之后，姿势标不标准可能就是另外一件事情了。

之后，当我们慢慢变成独立游泳，我们就进入了另外一种学习模式，这种学习模式就更接近增强学习了。在增强学习过程中，每一次我们完成游泳的动作，都要获得一定的反馈，但事实上，在真实的游泳过程中，这样的事情是不会存在的。一般来说，如果我们和小伙伴一起游泳比赛，倒是可以知道谁游得快、谁游得慢，从而知道自己的游泳过程和姿势是否正确，不过这个反馈还是比较弱的，那么能不能有一点更加及时有效的反馈呢？

想要有更及时有效的反馈，所要经历的尝试可就多了。增强学习本质上就是一个“try and error”的过程，想要学好，不呛点水什么的是学不好的。这就是增强学习的思路。那说了这么多增强学习，下面就来看看反向增强学习的学习思路了。

利用反向增强学习思维学习游泳

前面提到，我们可以在已知Reward的情况下求Value Function，进而求出Policy，但是如果Reward不是那么容易得到呢？反向增强学习给了我们一个逆向思维，我们不通过Reward求Policy，反过来，通过Policy求Reward怎么样？

听上去很荒谬，我们辛辛苦苦地想获得Reward，就是为了求解Policy，现在有了Policy，还回去求Reward干什么？当然，很多时候最优的Policy是无法得到的，但是最优Policy的采样是可以得到的。虽然我们不是孙杨，不能拥有他的游泳Policy，通过自己肌肉的控制力和爆发力完成完美的泳姿，但是我们可以拿起手中的拍摄装置，或者打开电视和视频网站，观看孙杨游泳比赛的慢动作回放。从某种意义上来说，这就是Policy的一部分采样。

实际上很多人也是用这种方法学习游泳的。在家认真学习高手的动作要领，并铭记于心，最后回到泳池一试身手。实际上，这就是一个完整的从反向增强学习到增强学习的过程。首先，从Policy的采样出发，我们学习到了Reward——什么样的姿势是正确的，当然其他的姿势多半不正确，接下来就可以利用这些学习到的Reward进行尝试，再学习到Policy。这样一轮结束了么？当然不是，此时我们可以认为自己的策略不如视频上学习到的Policy采样好，那么我们就可以找出一种解释来说明两者的差距，而这个解释就是Reward。

将上面的话整理成一个个小的步骤，就有：

	首先随机生成一个Policy，它就是我们未来要得到的Policy。

	通过比较“官方”的Policy采样和自己Policy采样的差别，学习得到第一版的Reward

	利用这一版的Reward提高自己Policy的水平——可以理解为Policy Improvement

	回到第二步，如果两者的差别已经不大，那么我们就可以停止学习



上面都是从通俗的角度对这个问题进行的描述，下面我们回归到一个更简单的问题，来看看数学视角下对这个问题的解答。

私货时间
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Wasserstein metric的通俗解释

本文收录在无痛的机器学习第二季目录。

Wasserstein GAN可以算是GAN界的一大突破了，有关它的介绍和使用心得的文章也已经满天飞了，感兴趣的童鞋随便一搜就能好多，今天就不说太多大家说过的内容，我们从一个十分通俗的角度来看看这个目标函数究竟做了些什么。

一个简单的例子

如果直接去看Wasserstein metric的定义，相信对实变函数、泛函分析、测度论等数学学科不熟悉的人来说简直是云里雾里：

[image: W(\mu, \upsilon)=\inf_{\gamma \in \Gamma (\mu, \upsilon)} \int_{M \times M}d(x,y) d \gamma(x,y)]

这公式都说了些什么，看到就头疼，看看旁边的解释，稍微明白一点，但还是晕晕乎乎的。下面我们就从一个简单的例子开始说起，然后慢慢过渡到这个公式上来。

我们使用最优运输里面的一个小例子，假设我国的某市要修建立交桥，修高速公路需要石头，现在已经查明城市附近有几个山头有石头，我们希望把石头采集来并运输到立交桥的几个建造地点，如图所示：










我们假设其他的工作都没有花费，只有运输这一步花费，那么从这些石头产生地把石头运到建桥处，怎么最省钱呢？

为了计算方便，我们需要再做一些设定：

	石头a处有100单位石头


	石头b处有50单位石头


	石头c处有100单位石头


	桥A处需要100单位石头


	桥B处需要50单位石头


	桥C处需要100单位石头







各个点的距离如下所示：

d(a,A)=10, d(a,B)=20, d(a,C)=30
d(b,A)=25, d(b,B)=25, d(b,C)=25
d(c,A)=20, d(c,B)=30, d(c,C)=10




我们假设每搬运1单位石头行走1单位距离，我们要花费1块钱，那么最优的搬运路径是什么，怎么最省钱？

这个问题其实也不算很复杂，我们令x[s][t]表示把s石头处运往t桥处的石头数量，那么就有下面的公式：

min 10*x[a][A]+20*x[a][B]+30*x[a][C]
   +25*x[b][A]+25*x[b][B]+25*x[b][C]
   +20*x[c][A]+30*x[c][B]+10*x[c][C]
s.t.
# 石头的约束
x[a][A]+x[a][B]+x[a][C]=100
x[b][A]+x[b][B]+x[b][C]=50
x[c][A]+x[c][B]+x[c][C]=100
# 桥的约束
x[a][A]+x[b][A]+x[c][A]=100
x[a][B]+x[b][B]+x[c][B]=50
x[a][C]+x[b][C]+x[c][C]=100




那么这个问题能不能求出最优解呢？当然可以，这道线性规划的问题就交给感兴趣的童鞋自行研究答案了。总之我们列出了公式，并给明了对应的约束条件，大家对这个问题应该已经十分清晰了。

不过话说回来，这个问题和Wasserstein有关系么？当然有。我们需要对上面的公式做一些抽象了。

首先是最小化的函数，我们用[image: d(s,t)]表示石头到桥的距离，用[image: m(s,t)]表示运输石头的数量，这样目标函数就变成了：

[image: min \sum_{\pi(s,t)}d(s,t)*m(s,t)]

其中的[image: \pi]表示了s,t的所有组合形式，这个问题下，我们有9种组合形式。

然后就是下面的约束内容了，我们再定义[image: s(x)]表示石头处拥有石头的数量，[image: t(x)]表示桥需要的石头数量，那么就有

[image: \sum_t m(s,t)=s(s), \forall s]

[image: \sum_s m(s,t)=t(t),\forall t]

怎么样，和上面的公式是不是靠近了不少？

升级版问题

下面我们要把问题升级一下，前面的数字都是几百几百的，和我们想要的公式不太一样，我们能不能把它们归一化一下，也就是说，把每个数字都除以它们的总和？

这样就有：

	石头a有0.4的石头（100/250）


	石头b有0.2的石头







……

	桥A需要0.4的石头（100/250）







……

这样带来一个好处，我们发现它从数值上和概率值很像了：

	首先这些值非0


	其次它们的加和为1


	当然还满足一些我们一般不关注的性质（次可数可加性）







嗯，专业来说这个就可以想象成概率测度函数了，我们完成了一个关键的变化，此时我们需要变换一下符号：

s(s)变成[image: \mu(s)]，表示对所有石头的“概率测度”，它的空间是a,b,c三处的石头

t(t)变成[image: \upsilon(t)]，表示对所头桥的“概率测度”，它的空间是A,B,C三处的桥

那么m(s,t)呢？看上去和我们学过的联合概率很像嘛，当然这里我们学术一点，管它叫积空间[image: \Gamma]，积空间上的“概率测度”函数就是之前的m(s,t)，我们现在管它叫[image: \gamma(s,t)]

好了，到这里，我们可以再看看我们对问题的描述了：

[image: min_{\gamma(s,t)} \sum_{(s,t) \in \Gamma} \gamma(s,t) * d(s,t)]

s.t.

[image: \sum_t\gamma(s,t)=\mu(s),\forall s]

[image: \sum_s \gamma(s,t)=\upsilon(t),\forall t]

嗯，感觉离最终想要的目标不远了。我们还发现了一个现象，如果把[image: \gamma]想象成一个联合分布，那么它的两个边缘分布分别就是[image: \mu(s)]和[image: \upsilon(t)]，这样两个约束条件也可以用一句话来描述了。

升级2.0的问题

下面完成问题解释的最后一步，前面看到的问题都是离散问题，我们能不能把它表示成连续的问题？我们有一片石头上，每一处都有若干的石头，我们有一片区域都要建桥，每个点上都可能需要石头，于是前面提到的[image: \mu(s)]、[image: \upsilon(t)]和[image: \gamma(s,t)]全部变成了连续分布，于是问题又变成了：

[image: min_{\gamma(s,t)} \int_{\Gamma}d(s,t)d\gamma(s,t)]

[image: s.t. \gamma(s,t)]要满足边缘分布的约束


嗯，到目前为止，两边的形状可以说是几乎一样了。但是似乎还差一点，剩下的那点实际上就是“高级数学”的抽象与归纳了。关于剩下的问题，我们下次再说。




神经网络的局部泛化

本文收录在无痛的机器学习第二季目录。

最近一直忙没有更新，后面要抓紧更新啦！

在N天之前的文章模型的过拟合 - 知乎专栏中，我曾经提到对神经网络的设想，结果发现多年前已经有文章对这个问题进行了比较深入的探讨，于是好奇心使我对这篇文章进行了研究。文章的名称叫做——《Intriguing properties of neural networks》，这篇文章的作者阵容放到今天还是非常强大的，比方说GAN的作者Ian Goodfellow……

在这篇文章之前，就已经有人提出有趣的想法：训练好的深层神经网络是对训练数据空间的泛化先验。这个说法和之前提到的假想比较类似。首先，深层网络通过学习训练数据使得训练数据的识别能够完美拟合，同时它还能保证训练数据附近的区域也能够识别正确。

当然，这个“附近的区域”是一个不够清晰的词汇，什么算作“附近”？没有度量就没有概念。我们能不能真的找到一种精确的度量，帮助我们衡量模型或者某一个模型层的“泛化”能力？文章中并没有给出一个十分精细的能力衡量方式，但是它给出了一个泛化下界的表达方式。

泛化能力的下界

我们知道Lipchitz条件的公式：

[image: |f(x)-f(y)| \leq L|x-y|]

如果模型是一个线性模型，[image: f(x)=Wx]，就有

[image: |W(x-y)| \leq L|x-y|]

当[image: x \neq y]时，有

[image: \frac{|W(x-y)|}{|x-y|} \leq L]

因为x,y处于同于同一个空间，而且我们需要考虑临域的函数波动情况，所以

[image: |x-y|=r]

这个r可以想像成图像数据的一个小波动。前面提过，我们需要保证模型在小波动下不改变输出的标签，因此上面的公式最终变成了：

[image: \frac{|Wr|}{|r|} \leq L]

这个公式看上去就比较亲切了。W可以看作由输入空间到输出空间的一个线性算子，那么上式的左边就是在求W的范数：

[image: ||W||=sup_{r \in X} \frac{|Wr|}{|r|}]

于是问题变成了做线性算子的谱分析，当然，这是泛函分析里面的称呼，我们可以换一个更通俗的称呼，对于上面这个问题，我们要求的是矩阵W的绝对值最大的特征值。

为什么是绝对值最大的特征值？

这个问题回到了线性代数上，我们都知道矩阵的特征值公式：

[image: We= \lambda e]

当矩阵W与自己的特征向量相乘时，其效果相当于对特征向量的“长度”做变化，如果与一个非特征向量相乘，那么我们可以想象，这个向量可以被分解成几个特征向量的线性组合，最终还是可以通过特征值的公式表示回来：

[image: Wd=W*\sum_i \beta_i e_i=\sum_i \beta_i W e_i=\sum_i \beta_i \lambda_ie_i]

所以它的最终公式变为

[image: \frac{|Wd|}{|d|}=\frac{|\sum_i \beta_i \lambda_i e_i|}{|\sum_i \beta_i e_i|}]

到了这一步可以看出，如果W不乘以一个特征值，那么它基本不可能达到最大值，所以最大值一定出现在特征向量上：

[image: \frac{|We|}{|e|}=\frac{|\lambda e|}{|e|}=|\lambda|]

这么看来，我们选择绝对值最大的特征值即可，所以有：

[image: \lambda_{max}=sup_r \frac{|Wr|}{|r|} <=L]

所以绝对值最大的特征值代表了这个线性算子的波动的最大值，这个数字越大，说明算子的波动程度越大，在深层模型的累积下，局部的泛化性越有可能弱。

站在整体网络的角度

上面我们看完了一层网络的计算方式，下面就来看看一个网络整体的泛化下界。我们假设一个网络由K层组成，由于上面我们推导的矩阵可以直接套用到全连接层上，我们接下来先假设所有的线性运算都是全连接层，不包括卷积层，后面再将卷积层加入。这个网络的计算公式为：

[image: \phi(x) = \phi_K ( \phi_{K-1}(... \phi_1(x;W_1);W_2)...;W_K)]

其中的[image: \phi(x)]表示了线性部分的全连接层。如果每一层都满足：

[image: \forall x,r, ||\phi_k(x;W_k)-\phi_k(x+r;W_k)|| \leq L_k||r||]

那么对于整个网络，就有：

[image: ||\phi_(x;W_k)-\phi_(x+r;W_k)|| \leq L||r||]

并且

[image: L=\prod_{k=1}^K L_k]

从这个公式可以看出，一般来说，每多一层网络，这个L都会变大。如果[image: L_k]小于1，那么模型的震荡就会小一些（但是小于1很难）。

卷积层的泛化下界

全连接层的计算相对容易些，因为矩阵乘法是大家比较熟悉的，但是卷积层呢？卷积操作看上去比较复杂，似乎运算比较困难了，论文给出的解答也比较晦涩，这里可以详细提一下。

我们假设输入的数据维度为C*N*N，卷积参数为C*D*K*K，其中C代表输入的feature map数，D代表输出的feature map数，N为图像的维度，K为图像卷积核的维度。我们不考虑stride和pad的问题，因此stride=1,pad保持图像不变。

卷积操作的计算和全连接层的方法不同，因此我们需要让他们的运算形式相近，然后利用上面的方式求解。这时候我们就需要利用图像处理中的2维傅立叶变换了。我们用[image: w_{c,d}]表示一个K*K的卷积核，我们对每一个卷积核进行傅立叶变换，这样每个K*K的卷积核变成了N*N的频率矩阵，我们用[image: \hat{w_{c,d}}]表示。

这个时候，对于每个输出的像素，它等于输入的feature map的相同位置的特征值与对应的[image: \hat{w_{c,d}}]所在位置的权重相乘求和，如果图像输入设为x，图像输出为y，那么有：

[image: y[d,h,w]=\sum_{c=1}^Cx[c,h,w]*\hat{w}[c,d,h,w]]

[image: =x[:,h,w]*\hat{w}[:,d,h,w]]

进一步泛化，将输出维度d去掉，就有：

[image: y[:,h,w]=\hat{W}[:,:,h,w]*x[:,h,w]]

这时候右边第一项是一个矩阵，实际上代表了参数，第二项是一个向量，是输入数据，通过这样的变换，卷积的操作形式同全连接一样了，下面的目标就是求

[image: ||\hat{W}[:,:,h,w]||=sup_W \frac{|Wx|}{|x|}]

求完了这个，还没有完，我们发现每一个h,w位置都有一个参数矩阵W，最后还要在这些W的范数中取出一个最大的，用来代表卷积层的泛化下界：

[image: ||W||=max_{h,w}||\hat{W}[:,:,h,w]||]

这样最终的求解结果才算完成。

当然，这其中没有推导stride不等于1的情况，大家可以套路情况自己计算下

总结

通过这一串理论推导，我们真的估计出了一个网络层对应的Lipchitz条件数，文章中作者用这个方法计算了AlexNet各个网络的条件数，其中第一层卷积最小，它的参数维度为3*96*11*11，L值为2.75，第5层卷积最大，参数维度为384*256*3*3，L值为11。这里面也可以看出一些模型泛化的效果来。

我们花了大力气求出了这些数字，最后还是要回到论文提出的核心点来：模型的网络层的L值比较高（斜率上界为11的非线性模型），那么在训练数据的附近，很可能出现一些盲点：将训练数据经过微小的调整，就可以让模型判断错误。关于这个实验，我们也在前面的文章寻找CNN的弱点 - 知乎专栏中提到过，下一回我们就沿着这篇文章，看看对抗这种盲点数据的训练方法。

广告时间

更多精彩尽在《深度学习轻松学：核心算法与视觉实践》！




Adversarial Training-Fast gradient sign method

本文收录在无痛的机器学习第二季目录。

在上一次的神经网络的局部泛化 - 知乎专栏中，我们一起计算了全连接层参数和卷积层参数的norm，这个值可以表示所在网络层对模型输入波动的抵抗能力，而在更早的文章寻找CNN的弱点 - 知乎专栏中，我们也提到了CNN模型的弱点，如何找到一些特殊的case，使得这些从某个训练数据演变出来的图片被错误识别。另外，同样的一篇之前的文章：CNN-反卷积（1） - 知乎专栏，我们分析了反卷积操作，以及梯度的含义。今天提到的一篇文章和上面的几篇文章都有关系，它试图帮助我们找到模型的一些盲点，用简单快捷的方法找到一些“应该可以搞定”但是没有搞定的case。

这篇文章叫做《Explaining and harnessing adversarial examples》,作者团队和上一篇文章的作者是一班人马。Ian Goodfellow同学真的和“adversarial”这个词有缘，先是做Adaversarial training，又是做GAN。

让我们直接进入主题——如何快速找到模型的盲点？所谓的盲点，就是找到一些输入数据，这些数据这样的特点：让人看很容易得出正确答案，而让模型却会识别错误。更要命的是，一般会有一个和它长得差不多的数据，这个数据可以被模型正确识别。一般来说，后面提到的这个数据存在于训练数据或者预测数据中，而前面提到的识别错误的数据是人为生成的。

前面我们提到过一种找到这类数据的方法，这种方法的思想源自遗传算法，需要反复地迭代，也需要模型去判别。而这篇文章中提到的方法则显得更加的直接有效，同时在理论上也更说的通，这个方法被称为Fast gradient sign method，简称FGSM。

它的方法用到了反向梯度的思想。假设我们现在拥有一张图片X，它的label为Y，同时模型的参数以[image: \theta]代替，那么输入数据对目标函数的偏导数为：

[image: \nabla_x J(\theta,x,y)]

利用当今的各种开源工具，我们可以设法求出这个数值来。这个数值有什么意义？它表示了对于输入数据而言，目标函数变化的方向和强度。如果图像的数据沿着这个方向进行变化，那么它的变化，相对于其他方向而言，对目标函数值的影响是最大的。换句话说，这样移动最容易改变最终的识别值。

既然如此，那么可以想象，沿着这个方向移动，肯定存在某个步长[image: \eta]，使得某个新输入数据

[image: x'=x+\eta \nabla_x J(\theta,x,y)]

和原始数据的识别结果不同。我们将[image: \eta]设到非常大时，这个情况肯定会出现。那么如果[image: \eta]设置得不那么大时，这个情况还会出现么？这个就是我们要考虑的问题了。

如果模型不做特殊的处理，对于上面这个公式，我们并不需要很大的[image: \eta]就可以找到x'这样的输入。由于[image: \eta]很小，所以对于人眼来说，x'和x的差距并不大，有时人眼甚至无法感知两张图片的明显区别，但是对于CNN模型来说，识别的错误还是发生了。

从前面章节的分析可以看出，[image: \eta]的大小和模型参数的范数（norm）也有关系。范数越大，[image: \eta]的取值就可能越小，模型的盲区就越可能比较多。




解决问题

遇到这样的问题怎么办？显然我们希望模型可以变得更加鲁棒。一个最简单的方法，就是生成这些数据，并且把这些数据加入到训练数据中。这样模型就会正视这些数据，并且尽可能地拟合这些数据，最终完成了模型拟合，这些盲区也就覆盖住了。

那么数据生成的公式是什么样的呢？所谓的FGSM是这样生成数据的：

[image: x'=x+\eta* sign(\nabla_x J(\theta,x,y))]

尽管计算梯度时不同的方向维度的梯度幅度不同，在生成数据时，各个方向被统一归一化成相同的数量。这样可以确保在修改图片时，每个像素的修改量尽量相同，修改得更均匀些。

除了这个方法，另外一个方法就是直接将这部分数据的影响整合到目标函数中：

[image: \hat{J}(\theta,x,y)=\alpha J(\theta,x,y)+(1-\alpha) J(\theta, x + \eta * sign(\nabla_x J(\theta,x,y)))]

可以看出，这个目标函数中，除了数据本身的loss部分，还有被修改后的输入的loss，保持两部分的loss平衡的参数为[image: \alpha]。

这个方法带来了什么样的好处？如果我们让[image: \eta]在某个范围内随机取值，那么基本上每一个训练数据附近的一个临域内，我们都可以保持它的识别正确。这样模型的鲁棒性也有了一定的提升。

当然，说到这里，大家也会想到另外一种解决问题的方法，那就是数据增强的方法。如果我们对每一张输入数据随机加入高斯噪声，是不是也可以同样地解决这个问题呢？换句话说，我们的目标函数可以变成：

[image: \hat{J}(\theta,x,y)=\alpha J(\theta,x,y)+(1-\alpha) J(\theta, x + \Delta x)]

于是我们陷入了思考，这样是不是就可以解决问题呢？这个公式看上去目标函数更为简洁，为什么要用gradient呢？

广告时间

更多精彩尽在《深度学习轻松学：核心算法与视觉实践》！




CTC——下雨天和RNN更配哦

本文收录在无痛的机器学习第二季目录。

前面我们一直在讲CNN的事情，从今天开始，我们要尝试扩展新方向了！这个新方向就是RNN。介绍RNN的时候，我的内心还是充满紧张的。因为相对而言RNN的理解还是会比CNN弱一些。但是万事开头难，然后中间难，最后结尾难。所以我们一起开车了。

RNN的结构我们放在后面介绍，我们先来看一下RNN和CNN相比的特点：对输入输出的维度不必限定。这一点和CNN很不相同。虽然不限定维度的输入输出带来了极大的灵活性，但是也带来了一些其他的问题。当然这些问题我们放在后面慢慢说。下面我们来关注一下CTC的背景。

这个问题就是对齐问题。比方说对于OCR，我们利用RNN进行识别，我们会得到一连串的输出结果，但是真实的结果可能比这一连串输出要少，所以我们需要做一个对齐的工作：哪些RNN输出对应着同一个真实结果？




关于这个问题，我们可以使用CTC解决。我们先来约定下各种变量的名字，不然一会儿会要晕掉的：

我们把RNN输出的内容就称为R，RNN会随着时间的推进不断记忆前面的信息从而后面的结果，我们在此定义RNN经过的时间长度为T，那么RNN输出结果中的一个维度就确定了。

RNN的另一个维度和输出的类别数量有关。在CNN的分类问题中，我们经常使用softmax层输出表示输入内容对所有类别的概率，这里我们同样用RNN输出这样的信息，我们定义类别的数量为C，那么现在我们就可以确定主角之一的三围，哦不是二围了：C*T。

这个二维的RNN输出要匹配的是真正的ground_truth，我们直接给出它的维度：1*L。它的长度为L，其中每一个时刻有一个类别。那么我们的目标就是把C*T和1*L这两个东西对上，并求出RNN输出结果的Loss和梯度。

说到这种形式的序列问题，我们很容易想起ML人民的老朋友：马尔科夫链。实际上在CTC横空出世前，很多人喜欢把两者匹配的问题转换成一个HMM（隐马尔科夫模型）的问题。CTC的套路实际上和HMM有点相近。

好了，下面我们首先来介绍CTC的一个核心思想：

CTC的核心思想

CTC的核心思想是什么？好吧我们这里很显然地知道T是大于等于L的（这个很显然吧），那么用脚想也会知道，RNN的结果里肯定存在着一些冗余信息，比方说在相邻的2个时刻，我们实际上预测了同一个类别，这是很容易发生的事情。那么我们就需要制定一个套路，来帮助我们去掉那些冗余信息。

套路第一步，就是定义一个额外的类别，这个类别叫做blank。我们可以想象在进行手写识别时，字与字之间会存在着一些空隙，语音识别时的字与字之间也会存在着一些间断。我们可以把其中的这些间断的状态定义为blank。为了让匹配的过程更加全面，我们可以在ground_truth的每一个输出类别的前后加上blank，以表示这些字之间存在着的某种间断。

当然了，你说我们还会遇到某些极端情况，那就是字与字之间没有blank，这时候硬塞一个blank也不是很合适啊。所以在一般情况下，字与字之间的blank是可有可无的。但是有一个情况除外，那就是重复的字。在中文中，这种看似有点卖萌的叠字实际上还是出镜率很高的。

比方说你在街上看到一只小狗，长得还挺萌的（我觉得泰迪还蛮萌），于是你气沉丹田，说了一个字——“狗～～”，这种间完全没有中断，于是大家除了觉得你有点神经病之外，只会觉得你说了一个字。但是你如果面如桃花般地说“狗狗～”，相信这两个字之间总会存在一个小小的空隙，让人们把你和上面那位气功大师分别开来。而拆成两个字的关键就是着中间有一个停顿。所以为了区分一段时间内的输出是一个状态还是两个状态，我们需要一个停顿，一个blank。

当然，关于blank的好处，官方文章写了好多。这里直接照抄实在没什么意思，大家去看文章就好。好了套路一结束了。

下面是套路二：现在我们要把C*T和1*（2L+1）对应起来了。但是这个时候它们的维度还是不一样，怎么办？下面我们就要开始变身了。首先我们确保重叠字中间有一个blank，这时候ground_truth的长度为L'。理论上这时候的L'还是小于等于T的。但是马上我们的ground_truth要变身了，我们要通过变身让ground_truth的长度最终等于T。变身的规则主要是复制。ground_truth下的每一个输出都可以从原本的1个输出变成多个输出，同时每一对输出之间都可以加入blank。

听上去有点复杂，我们来举个例子。假如我们说了一段话，这话有8个时刻，也就是说T=8，我们实际说出来的字是“无痛的机器学习”，有7个字，根据刚才的规则，我们需要扩充一个字让它的长度也等于8。我们用B表示blank。那么首先扩充的方法是加入blank：

B无痛的机器学习    无B痛的机器学习    无痛B的机器学习    无痛的B机器学习
无痛的机B器学习    无痛的机器B学习    无痛的机器学B习    无痛的机器学习B

其实真要把上面的复制念出来还是笑点满满的，除了加一个B，我们还可以复制本身存在的字：

无无痛的机器学习    无痛痛的机器学习    无痛的的机器学习    无痛的机机器学习
无痛的机器器学习    无痛的机器学学习    无痛的机器学习习

念完了这一组话，我TM脑子里就只剩一个人了——东北F4，你值得拥有：










好了，通过这种方法我们完成了对齐。既然已经对齐了，我们就来计算ground_truth扩充后所有可能结果的概率，并且把这些概率加起来，得到我们预测结果的总概率。对于每一个序列，由于对齐后序列中每一个输出的内容间相互独立，所以我们直接把softmax层的输出连乘起来就好了。最后就是一个乘加的工作，大家用意念去想一想就会明白。

到这里，CTC的核心思想也就差不多了。下面留给了我们一个艰巨的问题，刚才这个case比较简单，万一遇上复杂的情况，难道我们还要一个一个地把ground_truth扩展么？

看来我们要上点高科技了。

广告时间

更多精彩尽在《深度学习轻松学：核心算法与视觉实践》！




CTC实现——compute ctc loss（1）

本文收录在无痛的机器学习第二季目录。

上一次我们介绍了关于CTC的一些基本问题，下面我们还是落到实处，来介绍一个经典的CTC实现代码——来自百度的warp-ctc。这次百度没有作恶……

CTC：前向计算例子

这里我们直接使用warp-ctc中的变量进行分析。我们定义T为RNN输出的结果的维数，这个问题的最终输出维度为alphabet_size。而ground_truth的维数为L。也就是说，RNN输出的结果为alphabet_size*T的结果，我们要将这个结果和1*L这个向量进行对比，求出最终的Loss。

我们要一步一步地揭开这个算法的细节……当然这个算法的实现代码有点晦涩……

我们的第一步要顺着test_cpu.cpp的路线来分析代码。第一步我们就是要解析small_test()中的内容。也就是做前向计算，计算对于RNN结果来说，对应最终的ground_truth——t的label的概率。

这个计算过程可以用动态规划的算法求解。我们可以用一个变量来表示动态规划的中间过程，它就是：

[image: \alpha^T_i]：表示在RNN计算的时间T时刻，这一时刻对应的ground_truth的label为第i个下标的值t[i]的概率。


这样的表示有点抽象，我们用一个实际的例子来讲解：

RNN结果：[image: [R_1,R_2,R_3,R_4]]，这里的每一个变量都对应一个列向量。

ground_truth：[image: [g_1,g_2,g_3]]

那么[image: \alpha^2_1]表示[image: R_2]的结果对应着[image: g_1]的概率，当然与此同时，前面的结果也都合理地对应完成。

从上面的结果我们可以看出，如果[image: R_2]的结果对应着[image: g_1]，那么[image: R_1]的结果也必然对应着[image: g_1]。所以前面的结果是确定的。然而对于其他的一些情况来说，我们的转换存在着一定的不确定性。

CTC：前向计算具体过程

我们还是按照上面的例子进行计算，我们把刚才的例子搬过来：

RNN结果：[image: [R_1,R_2,R_3,R_4]]，这里的每一个变量都对应一个列向量。

ground_truth：[image: [g_1,g_2,g_3]] 

alphabet：[image: [g_0(blank),g_1,g_2,g_3]]

按照上面介绍的计算方法，第一步我们先做ground_truth的状态扩展，于是我们就把长度从3扩展到了7，现在的ground_truth变成了：

[image: [blank,g_1,blank,g_2,blank,g_3,blank]]

我们的RNN结果长度为4，也就是说我们会从上面的7个ground_truth状态中进行转移，并最终转移到最终状态。理论上利用动态规划的算法，我们需要计算4*7=28个中间结果。好了，下面我们用[image: P^T_i]表示RNN的第T时刻状态为ground_truth中是第i个位置的概率。

那么我们就开始计算了：

T=1时，我们只能选择[image: g_1]和blank，所以这一轮我们终结状态只可能落在0和1上。所以第一轮变成了：

[image: [P^1_0,P^1_1,0,0,0,0,0]]

T=2时，我们可以继续选择[image: g_1]，我们同时也可以选择[image: g_2]，还可以选择[image: g_1]和[image: g_2]之间的blank，所以我们可以进一步关注这三个位置的概率，于是我们将其他的位置的概率设为0。[image: [0,(P^1_0 +P^1_1)P^2_1,P^1_1P^2_2,P^1_1P^2_3,0,0,0]]

T=3时，留给我们的时间已经不多了，我们还剩2步，要走完整个旅程，我们只能选择[image: g_2]，[image: g_3]以及它们之间的空格。于是乎我们关心的位置又发生了变化：

[image: [0,0,0, (P^1_1P^2_2+P^1_1P^2_3)P^3_3, P^1_1P^2_3P^3_4, P^1_1P^2_3P^3_5, 0]]

是不是有点看晕了？没关系，因为还剩最后一步了。下面是最后一步，因为最后一步我们必须要到[image: g_3]以及它后面的空格了，所以我们的概率最终计算也就变成了：

[image: [0,0,0, 0,0, ((P^1_1P^2_2+P^1_1P^2_3)P^3_3+P^1_1P^2_2P^3_4+P^1_1P^2_2P^3_3)P^4_5, P^1_1P^2_3P^3_5P^4_6]]

好吧，最终的结果我们求出来了，实际上这就是通过时间的推移不断迭代求解出来的。关于迭代求解的公式这里就不再赘述了。我们直接来看一张图：







(注：T=2时的第一个红色方框应该有一条线连接T=3的第一个红色方框，感谢@WXB506 指出) 

于是乎我们从这个计算过程中发现一些问题：

首先是一个相对简单的问题，我们看到在计算过程中我们发现了大量的连乘。由于每一个数字都是浮点数，那么这样连乘下去，最终数字有可能非常小而导致underflow。所以我们要将这个计算过程转到对数域上。这样我们就将其中的乘法转变成了加法。但是原本就是加法的计算呢？比方说我们现在计算了loga和logb，我们如何计算log(a+b)呢，这里老司机给出了解决方案，我们假设两个数中a>b，那么有

[image: log(a+b)=log(a(1+\frac{b}{a}))=loga+log(1+\frac{b}{a})]

[image: =loga+log(1+exp(log(\frac{b}{a})))=loga+log(1+exp(logb - loga))]

这样我们就利用了loga和logb计算出了log(a+b)来。

另外一个问题就是，我们发现在刚才的计算过程当中，对于每一个时间段，我们实际上并不需要计算每一个ground-truth位置的概率信息，实际上只要计算满足某个条件的某一部分就可以了。所以我们有没有希望在计算前就规划好这条路经，以保证我们只计算最相关的那些值呢？

如何控制计算的数量？

不得不说，这一部分warp-ctc写得实在有点晦涩，当然也可能是我在这方面的理解比较渣。我们这里主要关注两个部分——一个是数据的准备，一个是最终的数据的使用。

在介绍数据准备之前，我们先简单说一下这部分计算的大概思路。我们用两个变量start和end表示我们需要计算的状态的起止点，在每一个时间点，我们要更新start和end这两个变量。然后我们更新start和end之间的概率信息。这里我们先要考虑一个问题，start和end的更新有什么规律？

为了简化思考，我们先假设ground_truth中没有重复的label，我们的大脑瞬间得到了解放。好了，下面我们就要给出代码中的两个变量——

T：表示RNN结果中的维度

S/2：ground_truth的维度（S表示了扩展blank之后的维度）

基本上具备一点常识，我们就可以知道T>=S/2。什么？你觉得有可能出现T<S/2的情况？兄弟，这种见鬼的事情如果发生，你难道要我们把RNN的结果拆开给你用？臣妾不太能做得到啊……

好了，既然接受了上面的事实，那么我们就来举几个例子看看：

我们假设T=3，S/2=3，那么说白了，它们之间的对应关系是一一对应，说白了这就和blank位置没啥关系了。在T=1时，我们要转移到第一个结果，T=2，我们要转移到第二个结果……

那么我们还有别的情况么？下回更精彩。

广告时间

更多精彩尽在《深度学习轻松学：核心算法与视觉实践》！




CTC实现——compute ctc loss（2）

本文收录在无痛的机器学习第二季目录。

如何控制计算的数量？cont.

好，废话少说我们书接上回。不明真相的小朋友先看这个：

下面我们假设T=4，S/2=3，好玩的地方来了。T比S/2多一个，也就是说我们允许冗余出现了，那么我们可能的形式也就变多了。我们可以增加一个blank，我们也可以在没有label位置原地打一轮酱油。选择更多，欢乐更多。

虽然选择变多，但是着并不意味着我们可以选择任意一种状态转移的方式，至少：

	在T=2时，我们至少要转移到第一个结果


	在T=3时，我们至少要转移到第二个结果


	在T=4时，兄弟我们准备下车了




这其实就是对start的限制。源代码中有这样一句话：

int remain = (S / 2) + repeats - (T - t);




这里我们先忽略repeats，那么remain这个变量其实是在计算label数量和剩余时间的差。如果用这样的语言来表达刚才的那个问题，我们语言就变成这个样子：

	当时间还剩4轮时（包括第4轮），我们在哪都无所谓（实际上是从T=1开始计算的）


	当时间还剩3轮时（包括第3轮），我们至少要转移到第一个结果（index=1）


	当时间还剩2轮时（包括第2轮），我们至少要转移到第二个结果（index=3）


	当时间还剩1轮时（包括第1轮），我们至少要转移到第三个结果（index=5）




好了，这里我们看出其中的含义了。我们再啰嗦一下，看看这些变量随T的变化情况：

	T=1，remain=0，start+=1


	T=2，remain=1，start+=2


	T=3，remain=2，start+=2




现在我们已经十分清楚了，当remain>=0时，start都要向前走，限制我们计算前面状态的概率，因为这些概率已经没有意义了。下面的代码也是这样描述的：

if(remain >= 0)
    start += s_inc[remain];




那么这个s_inc是什么东西？它就是我们需要提前准备好的计算量。我们知道经过扩充的label序列中，所有的非空label都处在奇数的index上，而填充的blank都处在偶数的index上（我们是0-based的计算方法，matlab选手请退散……），所以对于上面的问题，当start=0时，下一步我们会从0跳到1，此后我们会从1到3，3到5，跳转的步数都是2，所以基于这个思路，我们就可以把s_inc这个数组生成出来。当然，我们的前提是没有重复。下面我们会说重复的问题的。

我们上面说了这么多，重点把start的变化介绍清楚了。下面我们来看看end。其实end的原理也类似，我们还是用刚才的废话套路来介绍站在end视角的世界：

	在T=1时，我们最多能到第一个结果


	在T=2时，我们最多能转移到第二个结果


	在T=3时，我们最多能转移到第三个结果


	在T=4时，我们已经掌握了整个世界……oh yeah



好了，可以看出end的变化形式，每个时刻end都可以+2，直到到达最后一个非blank的label，end变成了+1，然后end就不用动了，等着start动就可以了……（怎么感觉有点污？天哪……）

那么end变化的条件是什么呢？

if(t <= (S / 2) + repeats)
    end += e_inc[t - 1];




我们还是忽略repeats，那么就十分清楚了，如果当前时刻小于等于label数，那么尽管前进，如果大于了，基本上也就到头了，这时候end就不用动了。

好了，前面我们终于说完了简单模式下start和end的移动规律，下面我们来看看带重复模式下的变化方法。

重复，重复

重复会带来什么样的变化呢？说白了如果有重复的label出现，那么两个连续重复的label中间就要至少出现一个blank。换句话说，每出现一个重复，我们的S/2就要加一，于是我们再看一眼这两个计算公式：

int remain = (S / 2) + repeats - (T - t);
if(remain >= 0)
    start += s_inc[remain];
if(t <= (S / 2) + repeats)
    end += e_inc[t - 1];




我们把repeats和S/2归到一起，这时候就能看明白了。

同理，在计算s_inc和e_inc的时候，由于有repeats的存在，它们从过去的+2变成了两个+1。也就是说先从label跳到blank，再跳到下一个label。这样就可以解释s_inc和e_inc的初始化策略了：

int e_counter = 0;
int s_counter = 0;

s_inc[s_counter++] = 1;

int repeats = 0;

for (int i = 1; i < L; ++i) {
    if (labels[i-1] == labels[i]) {
        s_inc[s_counter++] = 1;
        s_inc[s_counter++] = 1;
        e_inc[e_counter++] = 1;
        e_inc[e_counter++] = 1;
        ++repeats;
    }
    else {
        s_inc[s_counter++] = 2;
        e_inc[e_counter++] = 2;
    }
}
e_inc[e_counter++] = 1;




好了，到此我们才算把CTC中compute ctc loss这部分介绍完了。教科书上的一个公式看着简单，落实到代码就似乎充满了trick。希望看懂了这个计算的你大脑没有阵亡。

广告时间

更多精彩尽在《深度学习轻松学：核心算法与视觉实践》！




Dynamic Network Surgery实验

本文收录在无痛的机器学习第二季目录。

感谢@我爱机器学习对本文的审阅。

这一次我们来看看网络压缩的一个方案——来自英特尔实验室的一篇做模型压缩的论文以及相关的实验：Dynamic Network Surgery for Efficient DNNs

算法原理

论文中对网络压缩算法的介绍还是很高大上的，但是这些高大上的内容和最终的实现相比还是有一些距离。本着减少痛苦的原则，让我们用大白话来介绍这个算法的具体过程。

模型压缩是希望用最少的参数做同样的事，这对于在一些特殊的设备上运行深度学习模型来说是很有帮助的。比方说在手机上跑一个VGG模型，恐怕存放这个模型的所需的空间就能让人吓一跳。从另外一方面讲，深度学习的模型中不是每一个参数都那么有用，我们可以适当地关闭一些影响力不大的参数，同时又能保持精度不会有大的变动，那么这就是一个令人满意的结果。

具体来说怎么做呢？我们给每一个参数添加一个配对参数——Mask。这个Mask可以和参数进行点乘，从而得到被Mask过滤后的参数。如果Mask上的值为1，那么对应位置的参数将被保留，如果Mask上的值为0，那么对应位置的参数将被清除。

有了Mask，我们问题又来了，每一个参数应该设置成什么值呢？一个直观的方案是根据参数数值的大小来判断，一般来说数值越大，它所起到的作用也越大。所以柿子要捡软的捏，我们可以设定一个阈值，把比阈值小的参数关闭掉，只保留大数值的参数。

但是这又带来了一个新的问题。虽然这些被关闭的参数数值都很小，但是累积起来也是一个很可观的数字，我们这样把它们关闭掉，还是有可能造成精度损失的。于是乎，当我们把一些参数关闭后，我们还需要重新训练，让参数在新的环境适应——也许会有新的参数变得很小，从而被关闭，当然也有可能有些被关闭的参数死灰复燃，变得重要起来。所以设置Mask的值和重新训练两个步骤需要交替进行。

说到这里我们就不由地想起Online Learning来。虽然最终的目的不太相同，但是大家都有个共同的心愿，就是给目标函数加一个参数的L0范数。曾经的截断梯度方法也利用了和上面有点类似的思想：

每隔一段时间（窗口），我们对所有的参数进行一遍考察，如果参数的数值太小，我们就将其设为0，关闭掉这个特征对应的参数。

所不同的是，由于截断梯度法所面临的是Online Learning，这个参数说截断就截断了；而我们这里的方法只是加上一个Mask，并不真正删除权重值。不过看上去这两个领域的思想也许能擦出更多的火花。

MNIST实验

我们来看看文章对应的代码效果如何。代码的位置为yiwenguo/Dynamic-Network-Surgery。

代码中存在一点小问题，根据编译的提示进行修改就可以了，这里就埋个雷不详细介绍了，供大家随意踩。










（基于模板原创的哟……）

压缩的Layer有一些参数，其中我们接下来比较关注的是cRate。当我们把一个已经训练过的模型拿过来以后，我们会计算每个Layer参数的均值mean和标准差std。如果一个参数的绝对值小于：

[image: threshold1=0.9*(mean+cRate*std)]时，


这个参数将被关闭，当这个参数的绝对值大于：

[image: threshold2=1.1*(mean+cRate*std)]时，


这个参数将会被重新打开。如果cRate越大，我们的压缩效果会越好。

其实关于这个问题我很想换一个复杂的数据集做实验的，但是由于给出的代码没有CUDNN版的实现，而Caffe的非CUDNN版实在慢不少，所以我们就用一个简单的数据集——MNIST举例好了。

首先我们用LeNet训练一个处理MNIST的模型，这个用一个普通版本的caffe就可以训练完成，最终在测试集的精确率是99.16%。

接下来我们要做网络压缩和重训练。我们可以列出一些实验的结果：

当cRate＝1时，在测试集的精度几乎不受任何损失，但参数的比例已经降低到：

conv1：28.8%
conv2：18.08%
ip1：7.83%
ip2：23.26%




当cRate＝2时，在测试集的精度几乎不受任何损失，但参数的比例已经降低到：


conv1：15.8%
conv2：8.46%
ip1：2.97%
ip2：11.96%




当cRate＝3时，精度降到98.71%，但参数的比例已经降低到：

conv1：4.8%
conv2：2.1%
ip1：1.2%
ip2：4.8%




当cRate=4时，直接导致训练失败。基本上这就是模型压缩的极限了，由于参数最多的地方在全连接层，所以最终的模型体积和两个ip层相关。

因为没有CUDNN版的实现，所以想把这个压缩功能用在你的模型上，还需要点时间。这个坑留给各位，让我们自己动手实现一个CUDNN版本的Layer吧！

广告时间

更多精彩尽在《深度学习轻松学：核心算法与视觉实践》！




ResNext与Xception——对模型的新思考

本文收录在无痛的机器学习第二季目录。

很早以前我曾写过一篇关于CNN网络结构的文章——CNN--结构上的思考，后来在书中也提到基于ResNet思想的网络结构演变，今天就来看一看在此之后的又一股有关网络结构的思潮。如果说前面的几次网络结构的演变都是在外部进行探索，那么这一次的微创新则是聚焦于模型内部了。今天两个主角就是曾经的两大经典模型——ResNet和Inception（GoogLeNet）的后代——ResNext和Xception。

模型发展的回顾

前面介绍的模型主要站在更为宏观的角度，然后不断地进入围观的世界。我们面对的数据是一个三维的张量（Tensor），它有三个维度：通道（Channel），长（Height），宽（Width）。这三个维度统一起来形成了我们要分析处理的数据。

在卷积操作爆发之前，神经网络的主要运算方式是全连接，也就是说，每一次运算过程中，输出的每一个元素都要受三个维度共同的影响（当然，一般来说全连接是没有三个维度的，这个只是做一个比方）。后来前辈们发现了卷积操作的妙用，于是大家开始广泛采用卷积操作。在卷积操作中，每一个输出的元素中，三个维度的影响力如下：

1 所有的通道

2 局部的高度

3 局部的宽度

这就是我们最初见到的卷积操作。如果用图来表示两种操作的差异，我们可以下面这张图来表示：




卷积一战成名。此后，前辈开始发明各种各样的网络，这些网络都以卷积操作作为基本操作体。于是一系列的模型结构诞生了。模型在自身规模方面有了很大的发展，终于追上了处理器（GPU）的处理速度。经过这些年的发展，架构和招式修炼到了一定境界，那么是不是该回过头来看看这个基本操作体了？

通道的局部性

前面看到，我们发现了数据的局部相关性，所以卷积操作出现，代替了全连接的大部分工作，使得模型在能够抽取大量有用特征的同时，还能保证模型参数的精简。于是在高和宽两个维度，局部性得到了有效的验证。那么一个自然而然的问题就来了——通道信息是否也具有局部性？换句话说，在处理通道时，我们是不是也可以像处理长宽一样，不把所有的信息考虑在内，像下面这张图这样？













今天要介绍的这两个新生代模型告诉我们，这个想法是有道理的。

在ResNext模型中，作者提出了Cardinality这个概念，它表示了通道分成的组。假如说我们本来有这样一段模型结构：













此时中间的计算是经典的卷积操作，所有的通道信息合并处理，也相当于把通道分成了1组，如果想要将通道分成两组，那么运算过程中，在中间的层次，我们会得到两个结果，这两个结果分别计算，最后合并起来（concatenate）或者加和起来（sum）：













对于Xception模型中，作者提出了“depth-wise separable convolution”的结构，也就是说，在做卷积计算的时候，每一个通道内的数据做单独计算，也就是说，如果有N维通道输出，那么Cardinality就等于N。

两个模型的其他方面各有异同，但思路上却十分一致，都是要对通道下手，把convolution进化成为group convolution。

Group Conv的优点

前面提到了卷积之于全连接的优点，那么成组的卷积之于卷积的优点是不是类似呢？看上去是的。和全连接把所有的信息考虑在内类似，卷积操作把所有的通道信息考虑在内，也可能是一种信息浪费。我们曾经了解过，不同的卷积参数会产生不同的卷积效果，因而在不同的通道中，最终的输出结果也有所不同。但是卷积参数比较有限，产生的输出结构难免会有一定的相关性，因此将这些相关的特征放在一起考虑，有时并不一定会产生更好的效果，反而可能会造成一定程度的过拟合。因此，在通道维度做局部化的考量也是一个不错的思路。

但是随之而来的一个问题是——通道毕竟不同于长和宽，后两者有明确物理意义上的局部性，而通道的局部性却是人为想象出来的，因此这种做法难免会有些缺乏说服力，到底怎么处理通道这一维呢？

ShuffleNet的解决方案

有关group conv的解决方案也在不断探索中，其中ShuffleNet做出了一定的尝试。下图是直接从它的论文中截取的，可以从图(b)中看出，在完成一次group conv之后，通道的顺序会发生一定的变化。作者并不是让相近的几个通道一直做信息的汇集，而是不断地交换相邻的通道，从某种意义上，这样得到的通道融合会更加地均匀。













对通道的展望

看了这些论文的展示，下面我们就要认真地思考一个问题，如何更好地处理通道这个维度？显然，完全孤立各个通道和把所有通道考虑在内是走了两个极端，那么中间的状态是什么？ImageNet 2017的冠军模型SENet也对通道做了处理，它们的做法比较有趣，采用了“Squeeze-Excitation”的方法：

Squeeze操作将通道信息压缩成一个数（average pooling，相当于1阶矩），然后对这个通道汇总信息做全连接操作，得到各个通道的权重；

Excitation操作把这些权重赋给每一个通道，这种给通道加权的方式也是一种操纵通道的方式。

相信这种方法为他们最终的成功提供了帮助，但也可以看出，这种方法通过轻量级的通道与通道之间的交互来定义通道的重要程度。它所使用的信息只有一个一阶矩，如果想要做的更好是不是可以再增加一些信息呢？是不是还有别的方法呢？这些都是值得我们思考的。

私货时间

我的书《深度学习轻松学：核心算法与视觉实践》，感谢支持！

我爱机器学习13群：550972653，欢迎加入～












聊点轻松的——新代iPhone与优化

本文收录在无痛的机器学习第二季目录。

好久没有写一些轻松的话题文章了，这次借着新一代iPhone的发布，来聊一聊它们和优化的一点关系。

众所周知（当然不知就让你知一下），前两天新一代的iPhone亮相了。不同于以前的一次一系列的发布方式，这一回呈现在大家面前的有两个系列：iPhone 8和iPhone X（10），且不说小9被冷落在一旁无人问津，也不说好端端地数字被变成了罗马数字，我们就来看一看两款手机的主要新特点：

iPhone 8：一堆非刚需改进，被大家亲切地称呼为iPhone 7.1

iPhone X：刘海全面屏，Face ID啥啥啥，贵得一塌糊涂也吸引了最多的眼球

（关于Face ID多说一句，今年苹果的一篇将基于GAN的增强眼部识别的论文拿了CVPR 17的Best Paper，其实也可以猜到他们在面部识别下了很大的功夫，所以出来这个功能倒也是情理之中）

看了很多人给出的评价，都觉得对iPhone 8 的兴趣不大，对iPhone X的价格望而却步。我们先来看看iPhone 8，如果我们用优化问题的框架来描述，那么iPhone 8是什么样子呢？

max obj(iPhone)

s.t. 长相，交互方式等等...




也就是说，我们希望某些指标有所提升，但是其他很多的东西是要和上代保持兼容的，毕竟iPhone的用户非常多，重新搞一套学习成本也实在有些大。目标函数可以是性能，可以是一些基础功能的满意度，约束条件就是就是一些基本的操作。

那么如果回过头来看看iPhone 7呢？我们发现两个手机的约束和目标其实差不多。甚至再往回看看iPhone 6，其实也差不多。作为大屏时代的三款旗舰手机，他们的主要升级方向是一致的。

那么从模型训练的角度来看，我们可以理解为，苹果公司一直在“训练”一个叫iPhone的模型，他们的目标函数和对应的约束早已确定了。由于他们是一个公司，因此他们需要每年dump一个checkpoint的模型，拿出去售卖赚钱。于是大家手中拿着的其实是iPhone-checkpoint6，iPhone-checkpoint7，iPhone-checkpoint8而已，不同代之前的差异主要在于训练的轮数。

基于这个想法，我们就可以理解，iPhone7是iPhone6进行“finetune”后的版本，iPhone8同理也是这样。这样解释有什么好处呢？从训练优化的角度，我们更容易理解为什么大家在说苹果“缺乏创新”了。

大家对训练和优化都有一定的了解，一旦模型接近收敛，再做更多的训练不一定能再有多大的提升了。所以iPhone8的“创新乏力”，实际上是基于"iPhone7"的几乎收敛产生的。

当然大家一定会说：不是还有很多可以创新的地方么？你们可不可以大刀阔斧地改革一下？答案是不行的，这也是训练优化中的一个问题——iPhone系列应该是陷入了局部最优。顺着这条优化路径，他们已经尽可能地完成了“梯度下降”，到现在为止，梯度真的所剩不多了，所以留给他们的改进也有点少了。

这时候大家肯定会想，能不能跳出思维的惯性，来点破坏性的创新？优化方法中也有一些增强探索减少利用的方法，但是对于目前的形式，重利用少探索对于公司会更加稳妥。所以这个局部最优店还是不要跳出来为好。

那么问题来了。这样下去会被人骂吃老本的，怎么办？于是iPhone X诞生了。可以说，iPhone X和前面的系列的目标函数大体相同，但是唯一不同的是，它是可以重头训练的。由于loss surface的改变，重新训练的iPhone X不再踏入之前的局部最优，而是冲向了新的局部最优。当然，一般来说这个新的局部最优会更好些，但在未来的某一时刻，它也同样会存在一些局限性。

这个问题主要想说的就是这种迭代式的开发和优化的工作流程，实际上当大的基调确定后，后面的精雕细琢并不能实质性地改变事物，只能在局部改进。所以面对这样的困境，多产品线的思路可以从一定程度缓解这个问题。所以从增强学习的角度来说：

利用策略——iPhone 8

探索策略——iPhone X（单押*1）

两个产品名也很嘻哈（单押*2）




好了，闲聊结束，没钱的我选择继续观望……

私货时间

我的书《深度学习轻松学：核心算法与视觉实践》，感谢支持！




聊点轻松的——这其实是个招聘贴

最近被大佬点赞，招来了大量的关注者，在此非常感谢大家的关注。专栏自16年7月开张到现在，积累了70多篇文章，一路走来自己也得到了很大的成长，也感谢各位对专栏提出的宝贵意见。

2017年也快要过去了，这一年来忙于很多事，专栏的更新整体偏慢，后面会适当加快一些。在此放出新的一季（此时是一年了）的目录贴，后面还会增加一部分内容，将这一季的内容增加到至少25篇吧：无痛的机器学习第二季目录

今年来到了新的公司，遇到了全新的挑战，也是全新的机会。借着自己的专栏为团队做一回宣传。对下面岗位感兴趣的朋友可以发简历到我的邮箱：

fengchaodavid@didichuxing.com




滴滴出行大数据技术部地图组

	致力于结合前沿技术解决出行问题

	来自国内知名高校的博士硕士，大牛云集

	团队成员有大量顶会发文经历

	滴滴最高技术代表团队之一






1. 算法研究员／数据科学家

职责：

1、深入理解机器学习的理论和方法，能够从原理上改造当前的机器学习算法，应用于滴滴的业务场景中。

2、设计并开发大规模机器学习系统，针对海量的出行数据进行高效的模型训练

3、参与线上系统的开发，与工程师一起打造滴滴的核心服务系统

4、指导实习生进行原创性研究，包括新算法、新技术或者新产品的研究




要求：

1、计算机、数学相关专业硕士、博士

2、深入理解机器学习的理论和方法，能够从原理上对机器学习算法进行改进，

3、至少精通c/c++，python，java, scala中的一门语言

4、有独立思考能力，有强大的自驱能力，有挑战世界难题的信心和激情

加分项：

5、有大数据竞赛经验者优先

6、有并行、分布式机器学习系统设计经验优先

7、在机器学习数据挖掘顶级会议、顶级期刊发表过文章优先




2. 招聘算法工程师／架构师 实习生 北京滴滴大数据核心岗位

职责：

1、设计并开发大规模机器学习系统，高效的实现各种基础的机器学习模型以及深度学习模型的训练

2、设计并开发高效的在线机器学习服务系统，每天百亿级别的访问量，毫秒级的单次访问响应时间




要求：

1、计算机相关专业本科毕业及以上

2、了解常用的机器学习模型和算法，有一定的数学建模能力

3、至少精通c/c++，python，scala中的一门语言

4、有团队精神，对未知技术的探索有激情

加分项：

5、精通并行系统及架构设计的，有大数据竞赛经验者优先

6、精通并行，分布式机器学习服务系统设计开发

7、有顶会paper或者ACM金牌优先




希望能在这里找到未来一同合作的伙伴！
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