
实验楼 R 教程合集


R语言进行数据挖掘

            本课程主要介绍在多个数据实例的基础上实现R语言进行数据挖掘，同时介绍了数据挖掘的流程以及当前流行的数据挖掘方法。


第 1 节 介绍


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou


2. 环境介绍


本实验环境采用带桌面的Ubuntu Linux环境，实验中会用到程序：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令


	GVim：非常好用的编辑器，最简单的用法可以参考课程Vim编辑器


	R:在命令行输入'R'进入交互式编程环境，下面的代码都是在该环境中运行。




3. 环境使用


使用R语言交互式环境输入实验所需的代码及文件，使用LX终端（LXTerminal）运行所需命令进行操作。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍


本门课程翻译自《R and Data Mining: Examples and Case Studies》这本书。这一节课主要介绍一些基本的概念以及数据挖掘中的方法，包括数据挖掘的一般步骤和当前常用的数据挖掘技术。


三、基本概念及操作


1、数据挖掘


概念：数据挖掘是从大量数据中获取有用信息的一个过程。它是一门跨越许多领域的学科，涉及到的领域包括统计学，机器学习，信息检索，模式识别以及生物信息学。数据挖掘在许多领域中被广泛使用，例如零售，金融，信息交流以及社会媒体。


数据挖掘主要的技术包括分类和预测、聚类、异常点检测、关联规则、序列分析、时间序列分析以及文本挖掘，也有一些新的技术例如社交网络分析和情感分析。更多关于数据挖掘技术的细节可以下载Data Mining: Concepts and Techniques这本书。


2、R


R为统计计算和画图提供了一个免费的软件环境。它拥有5606个包，里面的包可以在官网CRAN中下载。浏览CRAN Task Views找到需要使用的包。


R语言的另一个指南是R Reference Card for Data Mining，该书提供给了R语言用于数据挖掘逻辑包函数的全局索引。


3、数据集


3.1 保存和加载R数据


R里面的数据可以使用save()函数保存为.Rdata文件，并可以使用函数load()加载该.Rdata文件到R中。也可以使用函数rm()移除数据对象。实例如下：


# 将1-10赋值给对象a
> a<-1:10
# 保存文件为“dumData.Rata”
> save(a,file="dumData.Rdata")
# 移除数据对象
> rm(a)
# 重新加载数据对象
> load("dumData.Rdata")
> print(a)



打印结果如下图所示：


[image: 此处输入图片的描述]


3.2 从.csv文件中导入或者导出数据


下面的例子建立了一个数据框df1，并使用.csv()函数将它保存为一个.csv文件，然后使用read.csv()函数将该数据框加载到df2对象中。


# 初始化向量
> var1 <- 1:5
> var2 <- (1:5) / 10
> var3 <- c("R", "and", "Data Mining", "Examples", "Case Studies")
# 使用data.frame()将三个向量组合成一个数据框
> df1 <- data.frame(var1, var2, var3)
# 命名数据框的列名
> names(df1) <- c("VariableInt", "VariableReal", "VariableChar")
> write.csv(df1, "dummmyData.csv", row.names = FALSE)
> df2 <- read.csv("dummmyData.csv")
> print(df2)



输出结果如下图所示：


[image: 此处输入图片的描述]


3.3 使用包‘xlsx’读写excel文件


下面的例子创建了一个拥有三个表格的excel文件“iris.xlsx”，使用函数write.xlsx()将鸢尾花的数据写入文件，并且每一个表格里面对应一种鸢尾花。当添加第二个表格和第三个表格的时候，为了防止第一张表格的内容被覆盖，需要使用参数append=T向已经存在的文件中添加新的表格。最后，使用函数read.xlsx()从表格“setosa”中读取数据。


# 加载包
> library(xlsx)
# 列表显示花的种类
> table(iris$Species)
# 将不同种类的鸢尾花数据写入对象，并将对象写入execl文件
> setosa <- subset(iris, Species == "setosa")
> write.xlsx(setosa, file="iris.xlsx", sheetName="setosa", row.names=F)
> versicolor <- subset(iris, Species == "versicolor")
> write.xlsx(versicolor, file="iris.xlsx", sheetName="versicolor",
+ row.names=F, append=T)
> virginica <- subset(iris, Species == "virginica")
> write.xlsx(virginica, file="iris.xlsx", sheetName="virginica",
+ row.names=F, append=T)
# 读取文件中表格里面的数据
> a <- read.xlsx("iris.xlsx", sheetName="setosa")
# 打印表格名称为‘setosa’的前6行数据
> head(a)



如下图所示：


[image: 此处输入图片的描述]


第 2 节 数据探索


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou


2. 环境介绍


本实验环境采用带桌面的Ubuntu Linux环境，实验中会用到程序：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令


	GVim：非常好用的编辑器，最简单的用法可以参考课程Vim编辑器


	R:在命令行输入‘R’，进入R语言的交互式环境，下面的代码都是在交互式环境运行。




3. 环境使用


使用R语言交互式环境输入实验所需的代码及文件，使用LX终端（LXTerminal）运行所需命令进行操作。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍


这一节课主要介绍使用R语言探索数据。首先查看数据的维度、结构以及R数据对象，其次是基本的统计量和图表。接下来是多元数据的分析包括多变量分布、多变量箱型图以及散点图。在后面的例子中将会介绍绘制水平图、热图和3D图，并将图表保存为各种形式的文件。


三、课程内容


1、观察数据


这一章我们将会用到‘iris’（鸢尾花）数据集，这个数据集属于R中自带的数据，因此不需要额外的加载。首先，查看数据的维度和结构，使用函数dim()和names()可以分别得到数据的维度和数据的列表名称也就是变量名称。使用函数str()和函数attribute()可以查看数据的结构和属性。


> dim(iris)  # 维度
> names(iris) # 列名
> str(iris) # 结构
> attributes(iris) # 属性



接下来，查看数据的前5行，使用head()查看数据的前面几行，使用tail()可以查看数据的后面几行。


> iris[1:5,]  # 查看1-5行数据
> head(iris)  # 查看前6行数据
> tail(iris)  # 查看后6行数据



其次，我们可以通过单独的列名称检索数据，下面的代码都可以实现检索‘Sepal.Length’（萼片长度）这个属性的前面10个数据。


> iris[1:10,'Sepal.Length']
> iris$Sepal.Length[1:10]  # 一般比较常用的检索方式



结果如下图所示：


[image: 此处输入图片的描述]


2、分析单个变量的分布


每一个数值变量的分布都可以使用函数summary()查看，该函数可以得出变量的最小值、最大值、均值、中位数、第一和第三四分位数。


> summary(iris)



结果显示如下：


[image: 此处输入图片的描述]


同样，均值、中位数以及范围可以通过函数mean()、median()以及range()分别实现，下面的代码是通过quantile()实现四分位数和百分位数。


> quantile(iris$Sepal.Length)
# 实现10%和30%以及65%的分位数
> quantile(iris$Sepal.Length,c(.1,.3,.65)) 



接下来，我们使用var()查看‘Sepal.Length’的方差，并使用函数hist()和density()查看该属性的直方图分布和密度分布。


> var(iris$Sepal.Length) # 方差
> hist(iris$Sepal.Length) # 直方图
> plot(density(iris$Sepal.Length)) # 密度分布图



变量的频数可以通过函数table()查看，使用pie()画饼状图或使用barplot()画条形图。


> table(iris$Species)
> pie(table(iris$Species))
> barplot(table(iris$Species))



条状图如下图所示：


[image: 此处输入图片的描述]


3、分析多元数据


在观察完单变量的分布之后，我们需要研究两个变量之间的关系。下面我们将会使用函数cov()和cor()计算变量之间的协方差和相关系数。


> cov(iris$Sepal.Length, iris$Petal.Length)
# 计算1-4列属性之间的协方差
> cov(iris[,1:4])  
# 计算萼片长度和花瓣长度之间的相关系数
> cor(iris$Sepal.Length, iris$Petal.Length)  
> cor(iris[,1:4]) # 计算4个属性之间的相关系数



使用aggregate()计算每种鸢尾花的萼片长度的统计数据。


# summary这个参数表明使用的是summary()函数查看数据分布状态
> aggregate(Sepal.Length ~ Species, summary, data=iris)  



结果显示如下：


[image: 此处输入图片的描述]


使用函数boxplot()绘制箱线图也称箱须图来展示中位数、四分位数以及异常值的分布情况。


> boxplot(Sepal.Length~Species, data=iris)



如下图所示：


[image: 此处输入图片的描述]


上图中，矩形盒中间的横条就是变量的中位数，矩形盒的上下两个边分别是上、下四分位数也称第一四分位数和第三四分位数，最外面的上下两条横线分别是最大值和最小值，至于在virginica这类鸢尾花上面的箱线图外面的一个圆圈就是异常值。


使用plot()函数可以绘制两个数值变量之间的散点图，如果使用with()函数就不需要在变量名之前添加‘iris$’，下面的代码中设置了每种鸢尾花观测值的点的颜色和形状。（了解函数或者模块的用法可以通过输入‘?function’）：


# 参数col根据鸢尾花种类设置点的颜色，pch将种类转化为数值型设置点的形状
> with(iris, plot(Sepal.Length, Sepal.Width, col=Species, pch=as.numeric(Species)))



效果图如下：


[image: 此处输入图片的描述]


当点比较多的时候就会有重叠，我们可以在绘图前使用jitter()往数据中添加一些噪声点来减少数据的重叠：


> plot(jitter(iris$Sepal.Length), jitter(iris$Sepal.Width))



通过函数pair()绘制散点图矩阵。


> pairs(iris)



4、拓展


这一节将会学习一些有趣的图，包括3D图、热图和平行坐标图。


> library(scatterplot3d)  # 加载包
> scatterplot3d(iris$Petal.Width, iris$Sepal.Length, iris$Sepal.Width)  # 3d图
# dist()函数用来计算不同鸢尾花数据的相似度
> distMatrix <- as.matrix(dist(iris[,1:4]))
> heatmap(distMatrix)
# 绘制平行坐标图
> library(MASS)
> parcoord(iris[1:4], col=iris$Species)
> library(lattice)
> parallelplot(~iris[1:4] | Species, data=iris)



5、将图标保存到文件


在数据分析中会产生很多图片，为了能够在后面的程序中用到那些图表，需要将它们保存起来。R提供了很多保存文件的函数。下面的例子就是将图表保存为pdf文件。另外，可以使用函数ps()和postscript()将图片保存为ps文件，使用bmp()、jpeg()、png()以及tiff()可以保存为对应的图片格式文件。注意画完图以后需要使用函数graphics.off()或者dev.off()关闭画图设备。


# 创建一个myPlot.pdf文件，并在里面画图，画完图后关闭图片设备
> pdf("myPlot.pdf")
> x <- 1:50
> plot(x, log(x))
> graphics.off()



这里的myPlot.pdf可以使用浏览器打开查看。


第 3 节 决策树和随机森林


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou


2. 环境介绍


本实验环境采用带桌面的Ubuntu Linux环境，实验中会用到程序：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令


	GVim：非常好用的编辑器，最简单的用法可以参考课程Vim编辑器


	R:在命令行终端输入‘R’,进入R的交互式环境，下面的代码都是在交互式环境运行。




3. 环境使用


使用R语言交互式环境输入实验所需的代码及文件，使用LX终端（LXTerminal）运行所需命令进行操作。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍


这一节课学习利用包party、rpart和randomForest建立预测模型。首先使用包party建立决策树，并使用决策树分类。并使用包rpart再建立一次决策树，然后给出一个实例使用包randomForest训练出一个随机森林模型。


三、课程内容


1、使用包party建立决策树


这一节学习使用包party里面的函数ctree()为数据集iris建立一个决策树。属性Sepal.Length（萼片长度）、Sepal.Width（萼片宽度）、Petal.Length（花瓣长度）以及Petal.Width（花瓣宽度）被用来预测鸢尾花的Species（种类）。在这个包里面，函数ctree()建立了一个决策树，predict()预测另外一个数据集。


在建立模型之前，iris（鸢尾花）数据集被分为两个子集：训练集（70%）和测试集（30%）。使用随机种子设置固定的随机数，可以使得随机选取的数据是可重复利用的。


# 观察鸢尾花数据集的结构
> str(iris)
# 设置随机数起点为1234
> set.seed(1234)
# 使用sample函数抽取样本，将数据集中观测值分为两个子集
> ind <- sample(2, nrow(iris), replace=TRUE, prob=c(0.7, 0.3))
# 样本的第一部分为训练集
> trainData <- iris[ind==1,]
# 样本的第二部分为测试集
> testData <- iris[ind==2,]



加载包party建立一个决策树，并检测预测见过。函数ctree()提供一些参数例如MinSplit, MinBusket, MaxSurrogate 和 MaxDepth用来控制决策树的训练。下面我们将会使用默认的参数设置去建立决策树，至于具体的参数设置可以通过?party查看函数文档。下面的代码中，myFormula公式中的Species（种类）是目标变量，其他变量是独立变量。


> library(party)
# 符号'~'是连接方程或公式左右两边的符号
> myFormula <- Species ~ Sepal.Length + Sepal.Width + Petal.Length + Petal.Width
# 建立决策树
> iris_ctree <- ctree(myFormula, data=trainData)
# 检测预测值
> table(predict(iris_ctree), trainData$Species)



显示结果如下：


[image: 此处输入图片的描述]


由上图可知，setosa（山鸢尾）40观测值全部正确预测，而versicolor（变色鸢尾）有一个观测值被误判为virginica（维吉尼亚鸢尾），virginica（维吉尼亚鸢尾）有3个观测值被误判为versicolor（变色鸢尾）。


# 打印决策树
> print(iris_ctree)
# 绘制决策树（见图4.1）
> plot(iris_ctree)
# 绘制决策树简图（见图4.2）
> plot(iris_ctree, type="simple")



[image: 此处输入图片的描述]


                                 图4.1



[image: 此处输入图片的描述]


                           图4.2



在图4.1中，每一个叶子的节点的条形图都显示了观测值落入三个品种的概率。在图4.2中，这些概率以每个叶子结点中的y值表示。例如：结点2里面的标签是“n=40 y=(1,0,0)”，指的是这一类中一共有40个观测值，并且所有的观测值的类别都属于第一类setosa（山鸢尾）。


接下来，需要使用测试集测试决策树。


# 在测试集上测试决策树
> testPred <- predict(iris_ctree, newdata = testData)
> table(testPred, testData$Species)



结果如下：


[image: 此处输入图片的描述]


从上图的结果可知，决策树对变色鸢尾和维吉尼亚鸢尾的识别仍然有误判。因此ctree()现在的版本并不能很好的处理部分属性不明确的值，在实例中既有可能被判到左子树，有时候也会被判到右子树上。


2、使用包rpart建立决策树


rpart这个包在本节中被用来在'bodyfat'这个数据集的基础上建立决策树。函数raprt()可以建立一个决策树，并且可以选择最小误差的预测。然后利用该决策树使用predict()预测另外一个数据集。


首先，加载bodyfat这个数据集，并查看它的一些属性。


> data("bodyfat", package = "TH.data")
> dim(bodyfat)
> attributes(bodyfat)
> bodyfat[1:5,]



跟第1节一样，将数据集分为训练集和测试集，并根据训练集建立决策树。


> set.seed(1234)
> ind <- sample(2, nrow(bodyfat), replace=TRUE, prob=c(0.7, 0.3))
> bodyfat.train <- bodyfat[ind==1,]
> bodyfat.test <- bodyfat[ind==2,]
> library(rpart)
# 编写公式myFormula
> myFormula <- DEXfat ~ age + waistcirc + hipcirc + elbowbreadth + kneebreadth
# 训练决策树
> bodyfat_rpart <- rpart(myFormula, data = bodyfat.train,
+ control = rpart.control(minsplit = 10))
# 画决策树
> plot(bodyfat_rpart)
# 添加文本标签
> text(bodyfat_rpart, use.n=T)



结果如下图所示：


[image: 此处输入图片的描述]


                           图4.3



选择预测误差最小值的预测树，从而优化模型。


> opt <- which.min(bodyfat_rpart$cptable[,"xerror"])
> cp <- bodyfat_rpart$cptable[opt, "CP"]
> bodyfat_prune <- prune(bodyfat_rpart, cp = cp)
> plot(bodyfat_rpart)
> text(bodyfat_rpart, use.n=T)



优化后的决策树如下：


[image: 此处输入图片的描述]


                          图4.4



对比图4.3和图4.4的结果就会发现，优化模型后，就是将hipcirc<99.5这个分层给去掉了，也许是因为这个分层没有必要，那么大家可以思考一下选择预测误差最小的结果的决策树的分层反而没有那么细。               


之后，优化后的决策树将会用来预测，预测的结果会与实际的值进行对比。下面的代码中，使用函数abline()绘制一条斜线。一个好的模型的预测值应该是约接近真实值越好，也就是说大部分的点应该落在斜线上面或者在斜线附近。


# 根据测试集预测
> DEXfat_pred <- predict(bodyfat_prune, newdata=bodyfat.test)
# 预测值的极值
> xlim <- range(bodyfat$DEXfat)
> plot(DEXfat_pred ~ DEXfat, data=bodyfat.test, xlab="Observed",
+ ylab="Predicted", ylim=xlim, xlim=xlim)
> abline(a=0, b=1)



绘制结果如下：


[image: 此处输入图片的描述]


3、随机森林


我们使用包randomForest并利用鸢尾花数据建立一个预测模型。包里面的randomForest()函数有两点不足：第一，它不能处理缺失值，使得用户必须在使用该函数之前填补这些缺失值；第二，每个分类属性的最大数量不能超过32个，如果属性超过32个，那么在使用randomForest()之前那些属性必须被转化。


也可以通过另外一个包'cforest'建立随机森林，并且这个包里面的函数并不受属性的最大数量约束，尽管如此，高维的分类属性会使得它在建立随机森林的时候消耗大量的内存和时间。


> ind <- sample(2, nrow(iris), replace=TRUE, prob=c(0.7, 0.3))
> trainData <- iris[ind==1,]
> testData <- iris[ind==2,]
> library(randomForest)
# Species ~ .指的是Species与其他所有属性之间的等式
> rf <- randomForest(Species ~ ., data=trainData, ntree=100, proximity=TRUE)
> table(predict(rf), trainData$Species)



结果如下：


[image: 此处输入图片的描述]


由上图的结果可知，即使在决策树中，仍然有误差，第二类和第三类话仍然会被误判，可以通过输入print(rf)知道误判率为2.88%，也可以通过输入plot(rf)绘制每一棵树的误判率的图。


最后，在测试集上测试训练集上建立的随机森林，并使用table()和margin()函数检测预测结果。


> irisPred <- predict(rf, newdata=testData)
> table(irisPred, testData$Species)
# 绘制每一个观测值被判断正确的概率图
> plot(margin(rf, testData$Species))



显示结果如下：


[image: 此处输入图片的描述]


思考：随机森林与决策树的分类方法的优缺点。


第 4 节 回归


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou


2. 环境介绍


本实验环境采用带桌面的Ubuntu Linux环境，实验中会用到程序：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令


	GVim：非常好用的编辑器，最简单的用法可以参考课程Vim编辑器


	R:在命令行输入‘R’进入交互式环境，下面的代码都是在交互式环境运行。




3. 环境使用


使用R语言交互式环境输入实验所需的代码及文件，使用LX终端（LXTerminal）运行所需命令进行操作。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍


这一节课主要介绍回归模型中基本的概念以及不同回归模型的例子。具体内容如下：



	建立一个线性回归模型来预测CPI数据


	是logistic模型


	广义线性模型（GLM）


	非线性模型




更多关于回归分析中的R函数的介绍可以参考《回归分析中的R函数》。


三、课程内容


1、线性回归


线性回归就是使用下面的预测函数预测未来观测量：


[image: 此处输入图片的描述]


其中，x1,x2,...,xk都是预测变量（影响预测的因素），y是需要预测的目标变量（被预测变量）。


线性回归模型的数据来源于澳大利亚的CPI数据，选取的是2008年到2011年的季度数据。


# rep函数里面的第一个参数是向量的起始时间，从2008-2010，第二个参数表示向量里面的每个元素都被4个小时间段。
> year <- rep(2008:2010, each=4)
> quarter <- rep(1:4, 3)
> cpi <- c(162.2, 164.6, 166.5, 166.0,
+ 166.2, 167.0, 168.6, 169.5,
+ 171.0, 172.1, 173.3, 174.0)
# plot函数中axat=“n”表示横坐标刻度的标注是没有的
> plot(cpi, xaxt="n", ylab="CPI", xlab="")
# 绘制横坐标轴
> axis(1, labels=paste(year,quarter,sep="Q"), at=1:12, las=3)



接下来，观察CPI与其他变量例如‘year(年份)’和‘quarter(季度)’之间的相关关系。


> cor(year,cpi)
> cor(quarter,cpi)



输出如下：


[image: 此处输入图片的描述]


由上图可知，CPI与年度之间的关系是正相关，并且非常紧密，相关系数接近1；而它与季度之间的相关系数大约为0.37，只是有着微弱的正相关，关系并不明显。


然后使用lm()函数建立一个线性回归模型，其中年份和季度为预测因素，CPI为预测目标。


# 建立模型fit
> fit <- lm(cpi ~ year + quarter)
> fit



输出结果如下：


[image: 此处输入图片的描述]


由上面的输出结果可以建立以下模型公式计算CPI：


[image: 此处输入图片的描述]


其中，c0、c1和c2都是模型fit的参数分别是-7644.488、3.888和1.167。因此2011年的CPI可以通过以下方式计算：


> (cpi2011 <- fit$coefficients[[1]] + fit$coefficients[[2]]*2011 +
+ fit$coefficients[[3]]*(1:4))



输出的2011年的季度CPI数据分别是174.4417、175.6083、176.7750和177.9417。


模型的具体参数可以通过以下代码查看：


# 查看模型的属性
> attributes(fit)
# 模型的参数
> fit$coefficients
# 观测值与拟合的线性模型之间的误差，也称为残差
> residuals(fit)



除了将数据代入建立的预测模型公式中，还可以通过使用predict()预测未来的值。


# 输入预测时间
> data2011 <- data.frame(year=2011, quarter=1:4)
> cpi2011 <- predict(fit, newdata=data2011)
# 设置散点图上的观测值和预测值对应点的风格（颜色和形状）
> style <- c(rep(1,12), rep(2,4))
> plot(c(cpi, cpi2011), xaxt="n", ylab="CPI", xlab="", pch=style, col=style)
# 标签中sep参数设置年份与季度之间的间隔
> axis(1, at=1:16, las=3,
+ labels=c(paste(year,quarter,sep="Q"), "2011Q1", "2011Q2", "2011Q3", "2011Q4"))



预测结果如下：


[image: 此处输入图片的描述]


上图中红色的三角形就是预测值。


2、Logistic回归


Logistic回归是通过将数据拟合到一条线上并根据简历的曲线模型预测事件发生的概率。可以通过以下等式来建立一个Logistic回归模型：


[image: 此处输入图片的描述]


其中，x1,x2,...,xk是预测因素，y是预测目标。令[image: 此处输入图片的描述]，上面的等式被转换成：


[image: 此处输入图片的描述]


使用函数glm()并设置响应变量(被解释变量)服从二项分布（family='binomial,'link='logit'）建立Logistic回归模型，更多关于Logistic回归模型的内容可以通过以下链接查阅：



	R Data Analysis Examples - Logit Regression


	《Logistic Regression (with R)》




3、广义线性模型


广义线性模型（generalized linear model, GLM)是简单最小二乘回归（OLS)的扩展，响应变量（即模型的因变量）可以是正整数或分类数据，其分布为某指数分布族。其次响应变量期望值的函数（连接函数）与预测变量之间的关系为线性关系。因此在进行GLM建模时，需要指定分布类型和连接函数。这个建立模型的分布参数包括binomaial（两项分布）、gaussian（正态分布）、gamma（伽马分布）、poisson(泊松分布)等。


广义线性模型可以通过glm()函数建立，使用的数据是包‘TH.data’自带的bodyfat数据集。


> data("bodyfat", package="TH.data")
> myFormula <- DEXfat ~ age + waistcirc + hipcirc + elbowbreadth + kneebreadth
# 设置响应变量服从正态分布，对应的连接函数服从对数分布
> bodyfat.glm <- glm(myFormula, family = gaussian("log"), data = bodyfat)
# 预测类型为响应变量
> pred <- predict(bodyfat.glm, type="response")
> plot(bodyfat$DEXfat, pred, xlab="Observed Values", ylab="Predicted Values")
> abline(a=0, b=1)



预测结果检验如下图所示：


[image: 此处输入图片的描述]


由上图可知，模型虽然也有离群点，但是大部分的数据都是落在直线上或者附近的，也就说明模型建立的比较好，能较好的拟合数据。


4、非线性回归


如果说线性模型是拟合拟合一条最靠近数据点的直线，那么非线性模型就是通过数据拟合一条曲线。在R中可以使用函数nls()建立一个非线性回归模型，具体的使用方法可以通过输入'?nls()'查看该函数的文档。


第 5 节 介绍


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou


2. 环境介绍


本实验环境采用带桌面的Ubuntu Linux环境，实验中会用到程序：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令


	GVim：非常好用的编辑器，最简单的用法可以参考课程Vim编辑器


	R:在命令行输入‘R’进入交互式环境，下面的代码都是在交互式环境运行。




3. 环境使用


使用R语言交互式环境输入实验所需的代码及文件，使用LX终端（LXTerminal）运行所需命令进行操作。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍


这一节课主要介绍一些聚类的方法，包括k-均值聚类、k-中心点聚类、层次聚类和密度聚类。前面两节是介绍采用k-均值算法和k-中心点算法给鸢尾花数据聚类；第三节是关于使用相同的数据采取层次聚类算法的例子；最后一节介绍密度聚类和DBSCAN聚类算法思想，并演示如何使用DBSCAN算法聚类，并使用这个聚类模型给新的数据分类。


三、课程内容


1、K-Means聚类


这一节介绍使用鸢尾花数据进行k-均值聚类。


首先进行数据预处理：


> library(cluster)
# 建立一个新的鸢尾花数据集
> iris2 <- iris
# 移除数据集中关于种类的划分
> iris2$Species <- NULL
# 将数据进行k-均值聚类分为3类
> (kmeans.result <- kmeans(iris2, 3))
# 将k-Means聚类的结果与实际数值进行对比
> table(iris$Species, kmeans.result$cluster)



对比结果显示：


[image: 此处输入图片的描述]


上图显示setosa（山鸢尾）可以很容易从其他花种中区分开，但是versicolor（变色鸢尾）和virginica（维吉尼亚鸢尾）就比较难以区分。


接下来，绘制数据分布和它们各自的中心点。注意鸢尾花一共有四个属性，下面的代码是根据前面两个属性：萼片长度和萼片宽度画出的聚类图。我们还需要注意的是由于初始中心点的选择是随机的，因此聚类的结果随着初始值的不同而不同。


> plot(iris2[c("Sepal.Length", "Sepal.Width")], col = kmeans.result$cluster)
# 画聚类中心（簇中心）
> points(kmeans.result$centers[,c("Sepal.Length", "Sepal.Width")], col = 1:3,
+ pch = 8, cex=2)



（这里的point函数是在plot的前提下执行，因此plot出来的空白画板大家不要关掉哦，否则point的时候会报错）


聚类图如下：


[image: 此处输入图片的描述]


2、k中心点聚类


本节介绍使用函数pam()和pamk()实现k中心点聚类算法。k中心点聚类和k均值聚类算法很接近，它们之间主要的区别是：在k均值算法中，它的中心代表一个类，而在k中心点算法中将与类中心对象最接近的点作为一个类。


PAM（Partitioning Around Medoids）是k中心点聚类中一个经典算法，它的思想是基于距离聚类，具有良好的抗噪声、抗偏离点的能力。它的弱点是不能处理大量的数据，但是经过改良的算法CLARA算法选取数据的多个样本，在每个样本上都使用PAM算法，然后选取最好的聚类结果。PAM和CLARA这两个算法在R中可以通过包‘cluster’中的函数pam()和clara()实现，这两个函数都需要指定聚类的数量k。但是在包'fpc'中的函数pamk()可以通过调用pam()或者clara()选择效果最优的聚类数。


使用下面的代码找到鸢尾花数据聚类情况：


> library(fpc)
> pamk.result <- pamk(iris2)
# 聚类数量
> pamk.result$nc
# 检验聚类情况
> table(pamk.result$pamobject$clustering, iris$Species)
> layout(matrix(c(1,2),1,2)) # 一张图被分割为两个部分
> plot(pamk.result$pamobject)
# 将绘制的两个图表合并在一张图上显示
> layout(matrix(1))  



输出结果如下：


[image: 此处输入图片的描述]


上面的例子中，pamk()将数据集分为两类：一类是‘setosa’，另外一类是‘versicolor’和‘virginica’的混合数据。上图中，左半部分的图是一个二维的聚类图，里面的紫线显示了两个类别之间的距离。右半部分的图是这两个类的投影图，轮廓线si越接近1就说明该观测值聚类情况非常好；si越接近0就说明该观测值不容易被区分，处于两个类别之间。si为负值就说明该数据被错误分类。Si(i=1,2)分别代表第一类和第二类的平均投影情况，它们分别是0.81和0.62说明聚类情况良好。


接下来令聚类数量k=3使用pam()函数聚类。


> pam.result <- pam(iris2, 3)
> table(pam.result$clustering, iris$Species)
> layout(matrix(c(1,2),1,2)) 
> plot(pam.result)
> layout(matrix(1)) 



显示结果如下：


[image: 此处输入图片的描述]


上图左半部分显示：第一类花‘setosa’能很好的与另外两类花区分，第二类和第三类花就有一些相似的地方，也就是说这两类鸢尾花的一些数据不能被正确的判别。


根据上面使用pamk()和pam()的两个聚类例子很难判断哪一种聚类方法更好，这取决于目标问题和各自的经验与知识领域。在这个例子中，pam()函数似乎更好一点，能够将鸢尾花聚为3类。所以pamk()不一定能给出最好的聚类数量。我们需要知道的是pam()函数使用的时候，是通过人为的方式设置了k=3，如果在不知道鸢尾花数据分类的情况下，聚类效果又是不一样的。


3、层次聚类


这一节学习使用函数hclust()对鸢尾花数据集进行层次聚类。


首先，从鸢尾花数据集中抽取40个样本，这样就会避免聚类图上的点拥挤甚至重叠在一起，像之前一样也要把数据集中花的种类去掉，然后对数据进行分层聚类：


> idx <- sample(1:dim(iris)[1], 40)
> irisSample <- iris[idx,]
> irisSample$Species <- NULL
# method="ave"指的是取对象之间的平均距离为组间距离
> hc <- hclust(dist(irisSample), method="ave")
> plot(hc, hang = -1, labels=iris$Species[idx])
# 将聚类树分为3类
> rect.hclust(hc, k=3)
# 返回分类结果
> groups <- cutree(hc, k=3)



绘制的聚类树状图如下：


[image: 此处输入图片的描述]


同k均值聚类结果一样，"setosa"这类花能被轻易的识别，第二类和第三类花仍然不能够很好的被区分。


4、基于密度的聚类


使用包‘fpc’可以实现DBSCAN算法从而对数值型数据进行聚类。基于密度的聚类算法的目标是将一个高密度分布的数据区域划分为一类，依次类推，从而达到将数据分为几类的效果。在DBSCAN算法中有以下两个重要参数：



	eps：可达距离，定义邻域的大小


	MinPts：领域eps内所有满足为一类点的数量最小值要求。




如果给定点a邻域内的样本点数不超过MinPts，那么a就是一个核心对象。所有在a点附近的点如果是密度可达的，也就是说到点a的距离小于或者等于可达距离eps，那么这些点就被划分到a这一类。


密度聚类的优势在于它可以发现各种形状和大小的类并且对噪声不敏感。而k均值算法倾向于发现相同大小的球形类分布的数据群。


下面是关于鸢尾花数据集的基于密度的聚类算法实现：


> library(fpc)
> iris2 <- iris[-5] # 移除分类标签
> ds <- dbscan(iris2, eps=0.42, MinPts=5)
# 将聚类结果与原始类标签进行对比
> table(ds$cluster, iris$Species)



对比结果如下：


[image: 此处输入图片的描述]


上表中，第一列中的1-3分别是已经分好的3类，而0代表噪声和异常值，也就是没有被分到任何类的对象。


> plot(ds, iris2)



[image: 此处输入图片的描述]


上图中黑色的圆圈就是噪声（异常值）。


另外一种显示聚类结果的方式是使用包fpc内的函数plotcluster()，我们可以观察到不同类的数据已经被标签识别。


> plotcluster(iris2, ds$cluster)



分类散点图：


[image: 此处输入图片的描述]


在分析新数据与类之间的相似性的基础上，聚类模型可以给新数据进行分类。下面的例子就是从鸢尾花数据集中抽取10个样本，并结合加一些噪声组成一个新的数据集用来分类。其中，函数runif()可以生成均匀分布的噪声数据。


# 设置随机种子，随机产生10个鸢尾花样本
> set.seed(435)
> idx <- sample(1:nrow(iris), 10)
# 移除第5列（分类属性）
> newData <- iris[idx,-5]
> newData <- newData + matrix(runif(10*4, min=0, max=0.2), nrow=10, ncol=4)
# 给新数据分类
> myPred <- predict(ds, iris2, newData)
# 将聚类结果画图显示
> plot(iris2[c(1,4)], col=1+ds$cluster)
> points(newData[c(1,4)], pch="*", col=1+myPred, cex=3)
# 检验聚类效果
> table(myPred, iris$Species[idx])



[image: 此处输入图片的描述]


                图4.1



[image: 此处输入图片的描述]


                      图4.2



由图4.1的结果可知，有8（3+3+2）个新样本数据被正确聚类。图4.2中‘*’符号代表新的样本数据，不同颜色分别代表不同的类，黑色是噪声点。


第 6 节 异常值检测


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou


2. 环境介绍


本实验环境采用带桌面的Ubuntu Linux环境，实验中会用到程序：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令


	GVim：非常好用的编辑器，最简单的用法可以参考课程Vim编辑器


	R:在命令行输入‘R’进入交互式环境，下面的代码都是在交互式环境运行。




3. 环境使用


使用R语言交互式环境输入实验所需的代码及文件，使用LX终端（LXTerminal）运行所需命令进行操作。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍


这一节主要讲解如何使用R检测异常值。主要内容如下：



	单变量异常值检测


	使用局部异常因子进行异常值检测


	通过聚类的方法检验异常值


	检验时间序列数据里面的异常值




三、课程内容


1、单变量异常值检测


这一节主要讲单变量异常值检测，并演示如何将它应用到多元（多个自变量）数据中。使用函数boxplot.stats()实现单变量检测，该函数根据返回的统计数据生成箱线图。在上述函数的返回结果中，有一个参数out，它是由异常值组成的列表。更明确的说就是里面列出了箱线图中箱须线外面的数据点。其中参数coef可以控制箱须线从箱线盒上延伸出来的长度，关于该函数的更多细节可以通过输入?boxplot.ststs查看。


画箱线图：


> set.seed(3147)
# 产生100个服从正态分布的数据
> x <- rnorm(100)
> summary(x)
# 输出异常值
> boxplot.stats(x)$out
# 绘制箱线图
> boxplot(x)



箱线图如下：


[image: 此处输入图片的描述]


上图中的四个圆圈代表四个异常值，接下来尝试检验多元变量中的异常值。


> y <- rnorm(100)
# 生成一个包含列名分别为x与y的数据框df
> df <- data.frame(x, y)
> rm(x, y)
> head(df)
# 连接数据框df
> attach(df)
# 输出x的异常值
> (a <- which(x %in% boxplot.stats(x)$out))
# 输出y中的异常值
> (b <- which(y %in% boxplot.stats(y)$out))
> detach(df)  # 断开与数据框的连接
# 输出x,y相同的异常值
> (outlier.list1 <- intersect(a,b))
> plot(df)
# 标注异常点
> points(df[outlier.list1,], col="red", pch="+", cex=2.5)
# x或y中的异常值
> (outlier.list2 <- union(a,b))
> plot(df)
> points(df[outlier.list2,], col="blue", pch="x", cex=2)



在一个应用中，如果有三个或者3个以上自变量，异常值最终的列表应该根据各个单变量异常检测到的异常数据的总体情况而产生。在现实应用中，要将理论和程序运行结果一起考虑从而检验出比较合适的异常值。


2、使用LOF（局部异常因子）检测异常值


LOF（局部异常因子）是一种基于密度识别异常值的算法。算法思想是：将一个点的局部密度与分布在它周围的点的密度相比较，如果前者明显的比后者小，那么这个点相对于周围的点来说就处于一个相对比较稀疏的区域，这就表明该点事一个异常值。LOF算法的缺点是它只对数值型数据有效。


使用包DMwR和包dprep中的lofactor()可以计算LOF算法中的局部异常因子。


> library(DMwR)
# 移除"Species"这个鸢尾花类别列数据
> iris2 <- iris[,1:4]
# k是计算局部异常因子所需要判断异常点周围的点的个数
> outlier.scores <- lofactor(iris2, k=5)
# 绘制异常值得分的密度分布图
> plot(density(outlier.scores))
# 挑出得分排前五的数据作为异常值
> outliers <- order(outlier.scores, decreasing=T)[1:5]
# 输出异常值
> print(outliers)



接下来对鸢尾花数据进行主成分分析，并利用产生的前两个主成分绘制成双标图来显示异常值。


> n <- nrow(iris2)
> labels <- 1:n
# 除了异常值以外所有的数据用'.'标注
> labels[-outliers] <- "." 
> biplot(prcomp(iris2), cex=.8, xlabs=labels)



输出结果如下：


[image: 此处输入图片的描述]


上面的代码中，prcomp()实现对数据集iris2的主成分分析，biplot()取主成分分析结果的前两列数据也就是前两个主成分绘制双标图。上图中，x轴和y轴分别代表第一、二主成分,箭头指向了原始变量名，其中5个异常值分别用对应的行号标注。


我们也可以通过pairs()函数绘制散点图矩阵来显示异常值，其中异常值用红色的'+'标注:


# 使用rep()生成n个'.'
> pch <- rep(".", n)
> pch[outliers] <- "+"
> col <- rep("black", n)
> col[outliers] <- "red"
> pairs(iris2, pch=pch, col=col)



散点图矩阵：


[image: 此处输入图片的描述]


3、通过聚类检测异常值


检测异常值的另外一种方式就是聚类。先把数据聚成不同的类，选择不属于任何类的数据作为异常值。例如，基于密度的聚类DBSCAN算法的实现就是将与数据稠密区域紧密相连的数据对象划分为一个类，因此与其他对象分离的数据就会作为异常值。


也可以使用K均值算法实现异常值的检测。首先通过把数据划分为k组，划分方式是选择距离各自簇中心最近的点为一组；然后计算每个对象和对应的簇中心的距离（或者相似度），并挑出拥有最大的距离的点作为异常值。


使用鸢尾花数据集，结合k均值算法进行异常值检验的代码如下：


> iris2 <- iris[,1:4]
> kmeans.result <- kmeans(iris2, centers=3)
# 输出簇中心
> kmeans.result$centers
# 分类结果
> kmeans.result$cluster
# 计算数据对象与簇中心的距离
> centers <- kmeans.result$centers[kmeans.result$cluster, ]
> distances <- sqrt(rowSums((iris2 - centers)^2))
# 挑选出前5个最大的距离
> outliers <- order(distances, decreasing=T)[1:5]
# 输出异常值
> print(outliers)
> print(iris2[outliers,])
# 画出聚类结果
> plot(iris2[,c("Sepal.Length", "Sepal.Width")], pch="o",
+ col=kmeans.result$cluster, cex=0.3)
# 绘制类（簇）中心，用'*'标记
> points(kmeans.result$centers[,c("Sepal.Length", "Sepal.Width")], col=1:3,
+ pch=8, cex=1.5)
# 画出异常值，用'+'标记
> points(iris2[outliers, c("Sepal.Length", "Sepal.Width")], pch="+", col=4, cex=1.5)



结果显示如下：


[image: 此处输入图片的描述]


4、检测时间序列中的异常值


本节介绍如何从时间序列数据中检测出异常值。首先使用函数stl()对时间序列数据进行稳健回归方法分解，然后识别出异常值。实现代码如下：


# 使用稳健回归拟合
> f <- stl(AirPassengers, "periodic", robust=TRUE)
> (outliers <- which(f$weights<1e-8))
# 绘图布局
> op <- par(mar=c(0, 4, 0, 3), oma=c(5, 0, 4, 0), mfcol=c(4, 1))
> plot(f, set.pars=NULL)
> sts <- f$time.series
> 画出异常值，用红色的'x'标记
> points(time(sts)[outliers], 0.8*sts[,"remainder"][outliers], pch="x", col="red")
> par(op) # reset layout



[image: 此处输入图片的描述]


上图中，remainder（残留项）对应的图就是经过分解后去除seasonal（季节）、trend（趋势）影响后保留下来的不受约束的数据，也就是噪声数据。


5、思考


试着思考其他的异常值检验算法，并查询R中其他的包是否可以很好的检测到异常值。


第 7 节 时间序列与数据挖掘


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou


2. 环境介绍


本实验环境采用带桌面的Ubuntu Linux环境，实验中会用到：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令


	GVim：非常好用的编辑器，最简单的用法可以参考课程Vim编辑器


	R:在命令行输入‘R’进入交互式环境，下面的代码都是在交互式环境运行


	数据：本节实验会用到symthetic_control，需先进行下载：




# 下载数据
wget http://labfile.oss.aliyuncs.com/courses/360/synthetic_control.tar.gz   
# 解压数据到当前文件夹
tar zxvf synthetic_control.tar.gz



3. 环境使用


使用R语言交互式环境输入实验所需的代码及文件，使用LX终端（LXTerminal）运行所需命令进行操作。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍



	R中的时间序列数据


	将时间序列分解为趋势型、季节型以及随机型


	在R中构建ARIMA模型，并用其预测未来数据


	介绍动态时间规划（DTW），然后使用DTW距离以及欧式距离处理时间序列从而实现层次聚类。


	关于时间序列分类的三个例子：一个是使用原始数据，一个是使用经过离散小波变换（DWT）后的数据，另外一个是KNN分类。




三、课程内容


1、R中的时间序列数据


使用ts这个类可以抽取等时间距离的样本，当参数frequency=7的时候说明选取样本的频率单位是周（7天），以此类推，频率为12和4分别生成月度和季度数据。具体实现如下：


# 生成1-30的整数，频率是12也就是月度数据，从2011年3月开始
> a <- ts(1:30, frequency=12, start=c(2011,3))
> print(a)
# 转换为字符串型
> str(a)
# 输出该时间序列的属性
> attributes(a)



执行结果如下：


[image: 此处输入图片的描述]


2、时间序列分解


时间序列分解就是将时间序列按趋势性、季节性、周期性和不规则性依次分解。其中，趋势部分代表的是长期趋势，季节性指的是时间序列数据呈现季节性波动，周期性指的是指数据呈现周期性波动，不规则部分就是残差。


下面讲解一个关于时间序列分解的例子，使用的数据AirPassengers由Box & Jenkins国际航班从1949年到1960年的乘客数据组成。里面有144个观测值。


> plot(AirPassengers)
# 将数据预处理成月度数据
> apts <- ts(AirPassengers, frequency=12)
# 使用函数decompose()分解时间序列
> f <- decompose(apts)
# 季度数据
> f$figure
> plot(f$figure, type="b", xaxt="n", xlab="")
# 使用当前的时间区域给月份赋予名称
> monthNames <- months(ISOdate(2011,1:12,1))
# 使用月份名称标记x轴
# side=1表示设置x轴，at指的是范围从10-12，las表示分割的单位刻度为2
> axis(1, at=1:12, labels=monthNames, las=2)
> plot(f)



结果如下：


[image: 此处输入图片的描述]


上图中，observed标注的表表示原始的时间序列分布图，往下第二个图是显示数据的呈现上升趋势图，第三个季节图显示数据受一定的季节因素影响，最后一个是在移除趋势和季节影响因素后的图。


思考：R里面还有哪些包，哪些函数可以实现时间序列的分解，并试着使用那些函数实现分解，并将分解结果进行对比。


3、时间序列预测


时间序列预测就是基于历史数据预测未来事件。一个典型的例子就是基于股票的历史数据预测它的开盘价。在时间序列预测中有两个比较经典的模型分别是：自回归移动平均模型（ARMA）和差分整合移动平均自回归模型（ARIMA）。


下面使用单变量时间序列数据拟合ARIMA模型，并用该模型预测。


# 参数order由（p,d,q）组成，p=1指的是自回归项数为1，list内容是季节seasonal参数
> fit <- arima(AirPassengers, order=c(1,0,0), list(order=c(2,1,0), period=12))
# 预测未来24个月的数据
> fore <- predict(fit, n.ahead=24)
# 95%的置信水平下的误差范围（U,L）
> U <- fore$pred + 2*fore$se
> L <- fore$pred - 2*fore$se
# col=c(1,2,4,4)表示线的颜色分别为黑色，红色，蓝色，蓝色
# lty=c(1,1,2,2)中的1，2指连接点的先分别为实线和虚线
> ts.plot(AirPassengers, fore$pred, U, L, col=c(1,2,4,4), lty = c(1,1,2,2))
> legend("topleft", c("Actual", "Forecast", "Error Bounds (95% Confidence)"),col=c(1,2,4), lty=c(1,1,2))



预测结果如下：


[image: 此处输入图片的描述]


4、时间序列聚类


时间序列聚类就是基于密度和距离将时间序列数据聚类，因此同一个类里面的时间序列具有相似性。有很多衡量距离和密度的指标比如欧式距离、曼哈顿距离、最大模、汉明距离、两个向量之间的角度（内积）以及动态时间规划（DTW）距离。


4.1 动态时间规划距离


动态时间规划能够找出两个时间序列的最佳的对应关系，通过包'dtw'可以实现该算法。在包dtw中，函数dtw(x,y,...)计算动态时间规划并找出时间序列x与y之间最佳的对应关系。


代码实现：


> library(dtw)
# 平均生成100个在0-2*pi范围的序列idx
> idx <- seq(0, 2*pi, len=100)
> a <- sin(idx) + runif(100)/10
> b <- cos(idx)
> align <- dtw(a, b, step=asymmetricP1, keep=T)
> dtwPlotTwoWay(align)



a与b这两个序列的最佳对应关系如下图所示：


[image: 此处输入图片的描述]


4.2 合成控制图的时间序列


合成控制图时间序列数据集synthetic_control.data存放于当前工作目录/home/shiyanlou下，它包含600个合成控制图数据，每一个合成控制图都是由60个观测值组成的时间序列，那些合成控制图数据被分为6类：



	1-100：正常型；


	101-200：周期型；


	201-300：上升趋；


	301-400：下降趋势；


	401-500：上移；


	401-600：下移。




首先，对数据进行预处理：


> sc <- read.table("synthetic_control.data", header=F, sep="")
# 显示每一类数据的第一个样本观测值
> idx <- c(1,101,201,301,401,501)
> sample1 <- t(sc[idx,])



合成控制图时间序列样本数据分布如下：


[image: 此处输入图片的描述]


4.3 使用欧式距离层次聚类


首先从上面的合成控制图每一类数据中随机选取10个样本进行处理：


> set.seed(6218)
> n <- 10
> s <- sample(1:100, n)
> idx <- c(s, 100+s, 200+s, 300+s, 400+s, 500+s)
> sample2 <- sc[idx,]
> observedLabels <- rep(1:6, each=n)
# 使用欧式距离层次聚类
> hc <- hclust(dist(sample2), method="average")
> plot(hc, labels=observedLabels, main="")
# 将聚类树划分为6类
> rect.hclust(hc, k=6)
> memb <- cutree(hc, k=6)
> table(observedLabels, memb)



聚类结果与实际分类对比：


[image: 此处输入图片的描述]


                图4.1



图4.1中，第1类聚类正确，第2类聚类不是很好，有1个数据被划分到第1类，有2个数据划分到第3类，有1个数据划分到第4类，且上升趋势（第3类）和上移（第5类）并不能很好的被区分，同理，下降趋势（第4类）和下移（第6类）也没有被很好的被识别。


4.4 使用DTW距离实现层次聚类


实现代码如下：


> library(dtw)
> distMatrix <- dist(sample2, method="DTW")
> hc <- hclust(distMatrix, method="average")
> plot(hc, labels=observedLabels, main="")
> rect.hclust(hc, k=6)
> memb <- cutree(hc, k=6)
> table(observedLabels, memb)



聚类结果如下：


[image: 聚类结果]


                    图4.2



对比图4.1和4.2可以发现，由后者的聚类效果比较好可看出在测量时间序列的相似性方面，DTW距离比欧式距离要好点。


5、时间序列分类


时间序列分类就是在一个已经标记好类别的时间序列的基础上建立一个分类模型，然后使用这个模系去预测没有被分类的时间序列。从时间序列中提取新的特征有助于提高分类模系的性能。提取特征的方法包括奇异值分解（SVD）、离散傅里叶变化（PFT）、离散小波变化（DWT）和分段聚集逼近（PAA）。


5.1 使用原始数据分类


我们使用包party中的函数ctree()来给原始时间序列数据分类。实现代码如下：


# 给原始的数据集加入分类标签classId
> classId <- rep(as.character(1:6), each=100)
> newSc <- data.frame(cbind(classId, sc))
> library(party)
> ct <- ctree(classId ~ ., data=newSc,controls = ctree_control(minsplit=30, minbucket=10, maxdepth=5))
> pClassId <- predict(ct)
> table(classId, pClassId)
# 计算分类的准确率
> (sum(classId==pClassId)) / nrow(sc)
> plot(ct, ip_args=list(pval=FALSE),ep_args=list(digits=0))



输出决策树：


[image: 此处输入图片的描述]


5.2 提取特征分类


接下来，我们使用DWT（离散小波变化）的方法从时间序列中提取特征然后建立一个分类模型。小波变换能处理多样变化的频率数据，因此具有自适应性。


下面展示一个提取DWT系数的例子。离散小波变换在R中可以通过包wavelets实现。包里面的函数dwt()可以计算离散小波的系数，该函数中主要的3个参数X、filter和boundary分别是单变量或多变量的时间序列数据、使用的小波过滤方式以及分解的水平，函数返回的参数有W和V分别指离散小波系数以及尺度系数。原始时间序列可以通过函数idwt()逆离散小波重新获得。


> library(party)
> library(wavelets)
> wtData <- NULL
# 遍历所有时间序列
> for (i in 1:nrow(sc)) {
+ a <- t(sc[i,])
+ wt <- dwt(X=a, filter="haar", boundary="periodic")
+ wtData <- rbind(wtData, unlist(c(wt@W, wt@V[[wt@level]])))
+ }
> wtData <- as.data.frame(wtData)
> wtSc <- data.frame(cbind(classId, wtData))
# 使用DWT建立一个决策树，control参数是对决策树形状大小的限制
> ct <- ctree(classId ~ ., data=wtSc,controls = ctree_control(minsplit=30, minbucket=10, maxdepth=5))
> pClassId <- predict(ct)
# 将真实分类与聚类后的类别进行对比
> table(classId, pClassId)



[image: 此处输入图片的描述]


5.3 K-NN分类


K-NN算法也可以用于时间序列的分类。算法流程如下：



	找出一个新对象的k个最近邻居


	然后观察该区域内拥有相同属性的数量最多的类代表该区域所属的类




但是，这种直接寻找k个最近邻居的算法时间复杂度为O(n**2)，其中n是数据的大小。因此，当处理较大数据的时候就需要一个有效索引的方式。包'RANN'提供一个快速的最近邻搜索算法，能够将算法的时间复杂度缩短为O(n log n)。
下面是在没有索引的情况下实现K-NN算法：


> k <- 20
# 通过在第501个时间序列中添加噪声来创建一个新的数据集
> newTS <- sc[501,] + runif(100)*15
# 使用‘DTW’方法计算新数据集与原始数据集之间的距离
> distances <- dist(newTS, sc, method="DTW")
# 给距离升序排列
> s <- sort(as.vector(distances), index.return=TRUE)
# s$ix[1:k]是排行在前20的距离，表哥输出k个最近邻居所属的类
> table(classId[s$ix[1:k]])



输出结果如下：


[image: 此处输入图片的描述]


由上图输出表格数据可知，20个邻居中有19个数据都属于第6类，因此将该类时间序列划分到第六类时间序列中。


思考：经过学习这么多时间序列分类，请思考以上时间序列分类方法的利与弊。


R语言股票数据分析

            利用股票的历史数据，通过R语言建立模型，并对数据进行分析、模型的检验从决定未来的交易行为


第 1 节 用时间序列预测股票收益


一、实验说明


1. 环境配置


建议使用字符界面学习本次实验。在命令行输入下面的命令下载数据文件：


wget http://labfile.oss.aliyuncs.com/courses/358/data.csv



2. 环境登录


无需密码自动登录，系统用户名shiyanlou


3. 环境介绍


本实验环境采用字符界面的Ubuntu Linux环境，主要用到：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令。


	数据：来源于雅虎网站提供的s&p500指数的从1970年到2009年的历史数据data.csv。




>R语言：R是用于统计分析、绘图的语言和操作环境。R是属于GNU系统的一个自由、免费、源代码开放的软件，它是一个用于统计计算和统计制图的优秀工具。


3. 环境使用


直接在命令行输入R就可以进入R语言的交互式环境并编写代码，也可以通过编写脚本的形式例如将代码写入test.r这个脚本文件，在命令行输入Rscript test.r即可运行代码，为了方便解释函数的功能，本项目的代码全部在交互式环境中实现。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍


本课程翻译自《Data Mining with R:
learning by case studies》的第三章——预测股市收益的部分内容，所有的代码都可以通过官网下载。


建议在练习本项目之前学习R语言教程以及用R语言进行数据挖掘。


>标准普尔500指数（英语：S&P 500，Standard & Poor's 500 index），又译为史坦普500指数，是一个由1957年起记录美国股市的平均记录，观察范围达美国的500家上市公司。


本项目使用s&p500来代表股票市场，并试图建立一个基于每天股票行情数据的股票预测模型。我们将使用不同的模型来预测未来的股票行情，将预测的结果与实际的交易规则相结合，从而发现其中的买卖信号。


项目的知识点：


（1）学习如何用R语言处理股票数据


（2）学习如何解决时间序列问题


（3）学习如何建立股票交易模型并获取交易信号


三、时间序列预测


本项目中研究的s&p500数据就是一组时间序列数据，这类数据的特点是每一个观测值都是以时间为顺序排列的数字，也就是说它是一组变量Y的时间序列观测值：


[image: 公式1.1]


其中， yt是序列变量y在t时刻的值。


时间序列分析的主要目标是以过去的观测值[image: 表达式]来建立一个模型并预测未来的观测值[image: 表达式]。在这次项目中研究的股票数据通常被称为多元时间序列，因为我们有多个变量在同一时间被记录，它们分别是开盘价(Open)，最高价(High)，最低价(Low)，收盘价(Close)和成交量(Volume)。我们将会利用这些多元变量的数据建立模型，本例是利用单个时间序列数据建立模型。


在金融时间序列分析中，一般是把重点放在预测一个风险比较低的收盘价上面，另外，为了避免趋势的影响，采用收盘价的增长率（或者对数比）作为基本的时间序列建模，而不是仅仅是取它的绝对值。下面我们将定义两个备选目标向量:


[image: 公式1.2和1.3]


我们将会采用公式(1.2)，因为它对用户来说有一个更直观的解释。接下来，我们将集中建立一个由关于收盘价t阶差分的移动h天增长率的时间序列模型:


[image: 公式1.4]


总而言之，我们的时间序列数据将由以下观测值组成:


[image: 公式1.5]


用R语言定义一个函数，得到延迟h阶的收盘价格增长率（也叫收益率）向量（以一只股票的收盘价为例）


# 加载‘data.csv’数据文件
> ibm <- read.csv(‘data.csv’,header=T)
# 创建一个函数h.returns，有两个参数一个是向量x和延迟时间h，h的初始值为1
> h.returns <- function(x,h=1) {
# diff函数是取x的h阶差分，diff(x,lag=h)=x(t)-x(t-lag)
+ diff(x,lag=h)/x[1:(length(x)-h)]
+}



接下来我们将使用h.returns()函数生成一组数据集，用来建立一个预测‘s&p500’的收盘价在未来h天的增值率模型。最常用的方法就是使用距离最近的过去时间序列数据作为模型的输入变量观测值从而获得一组未来的时序数据。因此我们的模型将尝试根据最近一段时间的收盘价增长率预测h天的增长率，这种数据预测方法通常被称为时间延迟嵌入法。


函数embed()就是被用来创建一系列时间序列嵌入的数据框，以下例子将会阐述该函数的用法（输入代码的过程中可以通过键盘中的上下箭头显示重复使用的代码）：


> embed(c(45,677,34,2,-76,-23,0,45,-3445),dim=5)



输出结果如下：


[image: 此处输入图片的描述]


根据以上函数的结果显示可知，我们可以使用参数dim来设置嵌入的大小或者维度，从而将一个向量转换成一个dim维的矩阵。


将embed()函数与我们之前已经定义好的函数h.returns()一起使用就可以建立一个新的函数embeded.dataset()，用来生成存储延迟一阶嵌入10维的收盘价增长率矩阵的数据框：


#定义embeded.dataset函数，hday是延迟阶数，emb是嵌入的维数
> embeded.dataset <- function(data,quote=’Close’,hday=1,emb=10) {
# 将1阶差分后的收盘价增长率向量嵌入11维返回成一个矩阵给ds
+ ds <- data.frame(embed(h.returns(data[,quote],h=hday), emb+hday))
+ ds <- ds[,c(1,(1+hday):(hday+emb))]
# 定义列名，分别是延迟1阶的向量，和延迟1阶嵌入1-10维的向量
+ names(ds) <- c(paste(’r’,hday,’.f’,hday,sep=""),
+ paste(’r’,hday,’.t’,0:(emb-1),sep=""))
+ ds$Date <- data[(hday+emb):(nrow(data)-hday),’Date’]
+ ds
+ }
> ibm.data <- embeded.dataset(ibm,hday=1)



3.1 建立时间序列模型


由数据框ibm.data可知，我们可以使用多元回归方法来建立一个鉴于过去数据预测未来收益的模型，在此之前需要研究一下该数据框的属性。


下图显示的是收盘价1阶差分、嵌入1维的增长率向量箱型图，代码如下：


# r1.f1指的是收盘价延迟1阶、嵌入1维的增长率
> boxplot(ibm.data$r1.f1,boxwex=0.15,ylab=’1-day returns of Closing price’)
> rug(jitter(ibm.data$r1.f1),side=2)



显示结果：


[image: 图2]


由上图可知，数据存在对称的长拖尾（离群点非常多），大部分的数据都在向外发散。


由于我们的数据集是用先前的h天的增长率信息作为预测时间序列下一个数据的依据，这里可以使用自回归方法来进一步观察数据，ACF函数在默认情况下绘制一个时间延迟的变量自相关图。


> acf(ibm.data$r1.f1,main=’’,ylim=c(-0.1,0.1))



显示结果：


[image: 图3]


上图显示的是变量r1.f1的自相关图。虚线部分表示95%的置信区间的自相关系数的临界值，由上图可得，有显著的相关系数的值很少，因此并不能很好的作为预测变量r1.f1的条件，但是自相关指的是线性相关，因为我们在本次项目中并不使用线性相关，所以这里的线性相关图仍然能带来有用利的信息，上图中给出的一个很重要的信息就是建模中需要关注的变量个数。


分析过后，我们增加变量个数，使用一阶差分后的嵌入24维的时间序列：


> ibm.data <- embeded.dataset(ibm,hday=1,emb=24)
> acf(ibm.data$r1.f1,main=’’,ylim=c(-0.1,0.1))



结果表明，虽然有部分自相关系数的值比较明显，但是总体上仍然很小（相关系数越远离0表示相关关系越明显）。


模型一、神经网络


>神经网络是一种运算模型，由大量的节点（或称“神经元”，或“单元”）和之间相互联接构成。每个节点代表一种特定的输出函数，称为激励函数。每两个节点间的连接都代表一个对于通过该连接信号的加权值，称之为权重（weight），这相当于人工神经网络的记忆。网络的输出则依网络的连接方式，权重值和激励函数的不同而不同。而网络自身通常都是对自然界某种算法或者函数的逼近，也可能是对一种逻辑策略的表达。


我们尝试建立一个提前一天预测收盘价收益行情的模型——神经网络，神经网络是金融预测中最常使用的模型，因为它能很好的解决非线性问题，包nnet是R中最常使用的神经网络工具。


现在我们将会阐述如何在R语言中建立神经网络模型从而进行预测。为了实现这个目标，需要将数据分为训练集和测试集，以1990年为分水岭分别取前20年的数据（1970年到1990年初）和剩下的20年数据（1990年到2009年底）。


# 将数字类型数据转换成字符型再转化成合格的日期类型
> ibm.data$Date = as.Date(as.character(ibm.data$Date),format=”%d/%m/%Y”) 
# 训练集
> ibm.train <- ibm.data[ibm.data$Date < ’1990-01-01’,] 
# 测试集
> ibm.test <- ibm.data[ibm.data$Date > ’1989-12-31’,]  



为了使用使用nnet()函数获得一个神经网络模型预测1天的数据，使用如何代码：


> library(nnet)
# r1.f1 ~.指的是r1.f1这个因变量与ibm.train中其他所有自变量之间的公式关系
# -ncol(ibm.train)指的是除了r1.f1这一列的数据以外，其他变量都需要计算到神经网络模型中
> nn <- nnet(r1.f1 ~.,data=ibm.train[,-ncol(ibm.train)],
+ linout=T,size=10,decay=0.01,maxit=1000)



神经网络模型输出如下：


[image: 此处输入图片的描述]


在本例中该函数将建立一个由10个隐藏单元（参数size）组成单隐层的神经网络。此外，权数将会以0.01的速度更新（参数decay），参数liout=T是指目标变量是连续的，maxit这个参数是指权重收敛算法中最大迭代次数为1000。请注意我们已经删除了ibm.data这个数据集的最后一列数据也就是时间，该信息是在本次案例中是无关的，除非是研究季节等时间效应。


nnet()这个函数创建了一个连接10个隐藏单元以及24个输入单元的神经网络（本例中的预测变量数量），这些单元将会被合并连接到单个输出单元并产生261个连接。


# 得出连接上的权重
> summary(nn)  
# 神经网络nn可以用来对测试集进行预测
> nn.preds <- predict(nn,ibm.test)  
# 画出真实值与预测值之间的分布图
> plot(ibm.test[,1],nn.preds,ylim=c(-0.01,0.01),
+ main=’Neural Net Results’,xlab=’True’,ylab=’NN predictions’)
> abline(h=0,v=0); abline(0,1,lty=2)





输出结果如下：


[image: 此处输入图片的描述]


在后面的章节中将会讨论如何评价时间序列模型，显然上图的点如果是在虚线上将会是最好的结果，这代表了预测值与真实值之间的零误差。


深度学习神经网络请参考《Neural Networks for Time Series
Prediction》。


* 模型二、投影寻踪回归*


让我们尝试使用另一个多元回归方法—— 投影寻踪回归。


>投影寻踪是处理和分析高维数据的一类新兴的统计方法，其基本思想是将高维数据投影到低维（1～3维）子空间上，寻找出反映原高维数据的结构或特征的投影，以达到研究和分析高维数据的目的。


我们可以通过以下代码建立这个模型：


> pp <- ppr(r1.f1 ~ ., data=ibm.train[,-ncol(ibm.train)],nterms=5)
> pp.preds <- predict(pp,ibm.test)



我们可以使用ppr()函数建立一个投影寻踪回归模型。这个函数有一些参数。参数nterms设置变量的不同线性组合的数量，也可以使用参数max.terms来设置线性组合的最大组合数量。再添加最大组合数量以后，系统会通过移除较差线性组合来获得组合数量为nterm的模型。


同样，使用函数predict来获得模型的预测值。可以通过以下输入来查看线性组合情况：


summary(pp)



输出结果部分截图如下：


[image: 此处输入图片的描述]


从上面的summary()函数的输出结果中的组合系数可以看出，ppr()建立的模型中的线性组合数有5个，可以通过变量的系数和线性组合的系数得出模型。


模型三、多元自适应回归(MARS)


最后，我们将使用多元自适应回归模型。这是添加型回归模型的另一个例子，该模型有点复杂，可以通过以下公式表达：


[image: 此处输入图片的描述]


其中，第一个求和代表单一变量的求和，第二个求和是指添加第二个变量的求和,依次类推......


MARS模型在R中可以通过包mda实现，下面的代码是使用训练集的数据建立MARS模型并用测试集进行预测：


> library(mda)
> m <- mars(ibm.train[,2:10],ibm.train[,1])
> m.preds <- predict(m,ibm.test[,2:10])



不过，MARS函数并不是严格遵从R的语法，实际上这个函数的第一个参数是一个包含输入变量的数据框，第二个参数是各自的目标变量。


3.2 评估时间序列模型


通常，我们会将可用的时间序列数据分割成不同的时间窗口，利用历史数据建立模型并利用后面的时间序列数据进行测试。在本例中，我们的数据是从1970年一直到2009年的股票历史数据，我们将会设置一个时间点t作为测试时间的开始。t时间以前的数据将会用来得到一个预测模型，t之后的数据只是用来测试。


我们需要的是一个评价模型的指标比如均方误差之类的，而归一化均方差也通常能很好的测量模型的误差，在时间序列分析中比较常用的指标是Theil U coefficient（泰尔U系数），它是一个处理时间序列问题的归一化均方误差，我们将使用以下等式来调整我们的模型预测：


[image: 此处输入图片的描述]


其中，[image: 此处输入图片的描述]代表Y在t+h这个时间点的预测值。


泰尔系数的定义如下：


[image: 此处输入图片的描述]


其中，[image: 此处输入图片的描述]是提前h天的模型预测值，我们的目标是归一化均方——泰尔系数的值越小于1越好。


下面使用神经网络模型的预测值计算泰尔系数：


> naive.returns <- c(ibm.train[nrow(ibm.train),1],
+ ibm.test[1:(nrow(ibm.test)-1),1])
> theil <- function(preds,naive,true) {
+ sqrt(sum((true-preds)^2))/sqrt(sum((true-naive)^2))
+ }
> theil(nn.preds,naive.returns,ibm.test[,1])



结果输出为：0.6928834。


一般在预测市场趋势的时候，我们比较关心的是预测的准确率比如第二天到底是上涨还是下跌。在这里将使用命中率来预测非零的收益，并且有正有负（代表预测市场的上涨和下跌的准确率），使用以下R代码得到这些指标：


# 定义一个预测收盘价收益命中率函数
> hit.rate <- function(preds,true) {
+ length(which(preds*true > 0))/length(which(true != 0))
+ }
# 定义一个预测上涨的命中率
> positive.hit.rate <- function(preds,true) {
+ length(which(preds > 0 & true > 0))/length(which(true > 0))
+ }
# 定义一个预测下跌的负命中率
> negative.hit.rate <- function(preds,true) {
+ length(which(preds < 0 & true < 0))/length(which(true < 0))
+ }
> hit.rate(nn.preds,ibm.test[,1])
> positive.hit.rate(nn.preds,ibm.test[,1])
> negative.hit.rate(nn.preds,ibm.test[,1])



我们可以将上面的这些评价指标全部加入到以下函数的结构中：


> timeseries.eval <- function(preds,naive,true) {
+ th <- sqrt(sum((true-preds)^2))/sqrt(sum((true-naive)^2))
+ hr <- length(which(preds*true > 0))/length(which(true != 0))
+ pr <- length(which(preds > 0 & true > 0))/length(which(true > 0))
+ nr <- length(which(preds < 0 & true < 0))/length(which(true < 0))
# 预测的收益不为零的数量
+ n.sigs <- length(which(preds != 0))
# 预测股票上涨的比例
+ perc.up <- length(which(preds > 0)) / n.sigs
# 预测股票下跌的比例
+ perc.down <- length(which(preds < 0)) / n.sigs
+ round(data.frame(N=length(true),Theil=th,HitRate=hr,PosRate=pr,NegRate=nr,
+ Perc.Up=perc.up,Perc.Down=perc.down),
+ 3)
+ }



上面的代码中使用round()函数来设置结果的显示形式。Perc.Up和Perc.Down分别指模型中预测市场上涨或者下跌的比例。


在这个时间序列中，考虑的问题都是以年为单位，测试时间历尽20年，但是在金融背景下我们需要的是这段时间内的每年的市场趋势。可以通过以下代码实现：


> annualized.timeseries.eval <- function(preds,naive,test) {
+ res <- timeseries.eval(preds,naive,test[,1])
+
+ years <- unique(substr(test[,’Date’],1,4))
+ for(y in years) {
+ idx <- which(substr(test[,’Date’],1,4)==y)
+ res <- rbind(res,timeseries.eval(preds[idx],naive[idx],test[idx,1]))
+ }
+
+ row.names(res) <- c(’avg’,years)
+ res
+}
> annualized.timeseries.eval(nn.preds,naive.returns,ibm.test)



输出结果如下：


[image: 神经网络性能]


该函数告诉我们，神经网络的性能在这20年里面并不稳定，此外，根据这个表的结果我们可以清楚地观察到泰尔系数与命中率之间的不统一，例如泰尔系数在2008年表现较为乐观，这时候的命中率达到46.0%，而泰尔系数较为差的时间在1996年，此时的命中率反而较高为55.9%。


3.3 选择模型


前面的预测中已经有三个回归模型提前一天预测s&p500指数数据并且有了评价模型的指标，那么接下来就是选择一个合适的模型。


模型的选择需要考虑两个问题：



	哪些数据应该作为训练集，哪些数据作为测试集？



	为确保评估的可靠性，应该选择怎样的指标？





在3.1节和3.2节已经部分的回答了这两个问题，但是模型的选择不应该只是依赖于测试集，因为这样不够全面，因此我们打算将训练分为两个阶段，一个阶段用来作为模型的变量数据，另外一个阶段用来选出“最好”的模型。一旦选择结束，我们就可以使用所有的训练集用在“最好”的模型上。


先将前面的20年数据分为两个部分，第一部分由最初的12年（1970-1981）组成模型中的变量数据，第二部分是剩下8年（1982-1989）数据用来选择最佳模型。最后再次使用全部的20年数据来训练最佳模型，该模型就是我们整个数据挖掘过程的结果。


首先获取时间段：


> first12y <- nrow(ibm.data[ibm.data$Date < ’1982-01-01’,])
# 训练模型的数据集
> train <- ibm.train[1:first12y,]
# 选择模型的数据集
> select <- ibm.train[(first12y+1):nrow(ibm.train),]



尝试调节神经网络函数中的size和decay这两个参数。以下代码是尝试size和decay这两个参数的12种不同组合，并将均方差和命中率存储在数据框中：


> res <- expand.grid(Size=c(5,10,15,20),
+ Decay=c(0.01,0.05,0.1),
+ MSE=0,
+ Hit.Rate=0)
# 利用上面的12种组合生成12种神经网络
> for(i in 1:12) {
+ nn <- nnet(r1.f1 ~ .,data=train[,-ncol(train)],linout=T,
+ size=res[i,’Size’],decay=res[i,’Decay’],maxit=1000)
+ nn.preds <- predict(nn,select)
+ res[i,’MSE’] <- mean((nn.preds-select[,1])^2)
+ res[i,’Hit.Rate’] <- hit.rate(nn.preds,select[,1])
+ }



expand.grid()函数用来生成不同因变量的所有组合，评估模型的指标可通过使用annualized.timeseries.eval()这个函数算出，但是由于里面的参数变量的数量会对输出数据会有干扰，因此在本模型中我们试图使用两个统计量来评价模型，一个是回归精度，一个是市场准确率信号。前者不是之前使用的泰尔系数而是均方误差，因为前面已经用20年数据测试了这个指标，事实证明并不是很准确。


通过输入res查看最后的结果,如下图所示：


[image: 此处输入图片的描述]


由上图可知，回归精度的结果波动不大（都是在0.000123处波动），最好的情况就是误差最小、命中率最高，根据上图结果可知倾向于选择20个隐藏单元和0.1的衰变率。


利用前12年的数据建立三个模型：


> nn <- nnet(r1.f1 ~ .,data=train[,-ncol(train)],linout=T,size=20,decay=0.1,maxit=1000)
> nn.preds <- predict(nn,select)
> pp <- ppr(r1.f1 ~ ., data=train[,-ncol(train)],nterms=5)
> pp.preds <- predict(pp,select)
> m <- mars(train[,2:20],train[,1])
> m.preds <- predict(m,select[,2:20])
> naive.returns <- c(train[first12y,1],select[1:(nrow(select)-1),1])



接下来就是用后面的8年数据选择模型，分别输入以下命令，得出三个模型的评价结果：


> annualized.timeseries.eval(nn.preds,naive.returns,select)



[image: 此处输入图片的描述]


> annualized.timeseries.eval(pp.preds,naive.returns,select)



[image: 此处输入图片的描述]


> annualized.timeseries.eval(m.preds,naive.returns,select)



[image: 此处输入图片的描述]


无论从哪个指标来看，神经网络模型在回归预测中显著的好于另外两个模型，但是这种模型并不能给予一个很好的预测市场信号。实际上，神经预测模型能够很好的预测好的市场行情，并且可以通过MARS模型预测市场的交易信号。但是我们仍然需要把这些有价值的信息应用在市场交易中。


3.4 从预测到交易行为


这一节的目的是基于前面已经建立好的数据挖掘模型来建立一个股票交易系统，因此最终的模型将通过这个系统的输出结果评估。


建立这个系统的第一步是将预测市场的信号转化为实际的交易行为。这些行为主要是：购买、出售或者持有。考虑到数据的局限性，我们不能做出日内交易的策略。因此，我们决定在每天的市场交易结束后做出决策并在第二天开盘前公开我们的交易行为。


下面的代码将是使用阈值化方法产生的交易信号矢量来预测市场变化：


> buy.signals <- function(pred.ret,buy=0.05,sell=-0.05) {
+ sig <- ifelse(pred.ret < sell,’sell’,
+ ifelse(pred.ret > buy,’buy’,’hold’))
+ factor(sig,levels=c(’sell’,’hold’,’buy’))
+ }



通过上面的函数buy.signals()可以用来产生一系列上面建立的三个模型预测结果的交易信号。


四、评价交易信号


我们可以将系统给出的交易信号与实际的市场趋势进行对比来检查交易行为。下面将会选择一个周期的数据将实际市场趋势与MARS模型预测结果进行对比。


> mars.actions <- buy.signals(m.preds,buy=0.01,sell=-0.01)
> market.moves <- buy.signals(select[,1],buy=0.01,sell=-0.01)
> table(mars.actions,market.moves)



输出结果如下：


[image: 此处输入图片的描述]


我们使用函数table()以获得一个列联表，该表可以显示我们按照模型预测采取的行动与市场实际的走势对比。我们可以看到，在26（=8+11+7）个卖出行为中,市场上只有8个相对应的实际股票卖出行为。而在总共26个场合下，实际上有11个可能是可以持有股票的，有7个可能是可以买入股票，说明此时的股市很好，有上涨的空间，如果此时我们根据模型的预测在这26个场合下都是卖出股票，那么我们将可能失去钱或者说不能获得更大的利益！但是，这些预测至少让我们更多的了解市场趋势，因为它也是根据每个正确（或不正确）的猜测得出的相关观察量。这意味着即使我们对市场走势的命中率不是很好，我们仍然可能赚钱。下面的两个函数将为我们提供关于交易信号更多的信息：


# 定义一个函数计算交易行为的准确率，不同行为的数量，以及买卖信号的平均收益比
> signals.eval <- function(pred.sig,true.sig,true.ret) {
+ t <- table(pred.sig,true.sig)
+ n.buy <- sum(t[’buy’,])
+ n.sell <- sum(t[’sell’,])
+ n.sign <- n.buy+n.sell
+ hit.buy <- round(100*t[’buy’,’buy’]/n.buy,2)
+ hit.sell <- round(100*t[’sell’,’sell’]/n.sell,2)
+ hit.rate <- round(100*(t[’sell’,’sell’]+t[’buy’,’buy’])/n.sign,2)
+ ret.buy <- round(100*mean(as.vector(true.ret[which(pred.sig==’buy’)])),4)
+ ret.sell <- round(100*mean(as.vector(true.ret[which(pred.sig==’sell’)])),4)
+ data.frame(n.sess=sum(t),acc=hit.rate,acc.buy=hit.buy,acc.sell=hit.sell,
+ n.buy=n.buy,n.sell=n.sell,ret.buy=ret.buy,ret.sell=ret.sell)
+ }
# 计算每年的所得数据
> annualized.signals.results <- function(pred.sig,test) {
+ true.signals <- buy.signals(test[,1],buy=0,sell=0)
+ res <- signals.eval(pred.sig,true.signals,test[,1])
+ years <- unique(substr(test[,’Date’],1,4))
+ for(y in years) {
+ idx <- which(substr(test[,’Date’],1,4)==y)
+ res <- rbind(res,signals.eval(pred.sig[idx],true.signals[idx],test[idx,1]))
+ }
+ row.names(res) <- c(’avg’,years)
+ res
+ }
> annualized.signals.results(mars.actions,select)



显示结果如下：


[image: 此处输入图片的描述]


从上面的显示结果可以发现，交易信号并不能很准确的预测市场行为（买入行为竟然有负值，卖出行为也存在正值！除了1983年的预测较为理想以外）。


如果我们把这个评价函数应用到投影寻踪法和神经网络预测上，将会得到以下结果：


> annualized.signals.results(buy.signals(pp.preds,buy=0.01,sell=-0.01),select)



[image: 此处输入图片的描述]


> annualized.signals.results(buy.signals(nn.preds,buy=0.01,sell=-0.01),select)



[image: 此处输入图片的描述]


结果再次显示不好的结果，神经网络都没有产生任何交易信号。


五、总结


数据挖掘是一个循环过程。不同的数据挖掘步骤通常用来反馈并改善整体性能。通过该项目的不太令人满意的交易表现可知，我们需要尝试循环我们的数据挖掘过程，以提高预测性能。所以通过获取收盘价比率的滞后值预测第二天的收益显然是不够准确的去预测非线性域中的股票报价。因此，我们需要丰富我们的数据类型来改进我们的模型（比如引入移动平均价格等），后面的课程中将会研究股市模型中的一些有用的技术指标。


绘制文字云

            使用R语言中的文本分词包‘Rwordseg’对名著内容进行词频分析，再使用包‘wordcloud’绘制词云，实现数据可视化


第 1 节 绘制文字云


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou


2. 环境介绍


本实验环境采用带桌面的Ubuntu Linux环境，实验中会用到程序：



	LX终端（LXTerminal）: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令


	GVim：非常好用的编辑器，最简单的用法可以参考课程Vim编辑器


	R:在命令行输入‘R’进入交互式环境，下面的代码都是在交互式环境运行。




3. 环境使用


使用R语言交互式环境输入实验所需的代码及文件，使用LX终端（LXTerminal）运行所需命令进行操作。


实验报告可以在个人主页中查看，其中含有每次实验的截图及笔记，以及每次实验的有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您学习的真实性证明。


二、课程介绍


本次项目课是在学习了R语言教程、用R语言进行数据挖掘之后的又一个项目课练习。主要学习使用分词包Rwordseg对莎士比亚的名著《仲夏夜之梦》中的内容进行单词频数统计，提取关键词，并进行数据清洗，最后使用包wordcloud根据关键词出现的频数对该书绘制标签云图，从而在一定程度上了解名著。


三、课程内容


>“文字云”也称“词云”就是对网络文本中出现频率较高的“关键词”予以视觉上的突出，形成“关键词云层”或“关键词渲染”，从而过滤掉大量的文本信息，使浏览网页者只要一眼扫过文本就可以领略文本的主旨。


1、环境准备


数据准备


在命令行终端输入以下命令行，并解压文件：


# 下载summer压缩包
$ wget http://labfile.oss.aliyuncs.com/courses/375/summer.tar.gz
# 解压文件
$ tar -zxvf summer.tar.gz



[image: 此处输入图片的描述]


解压后的summer.txt文档就是本次项目使用的数据，是莎士比亚的名著《仲夏夜之梦》的英文电子档。


R的逻辑包准备


项目中需要用到的分词包Rwordseg用于对文本中的词进行频数统计
，该包是R中的中文分词包，这里面用于英文文档的提取是因为文本挖掘包tm运行环境在R-3.1.0以上，而实验楼ubuntu系统自带的R版本比较低。因此，在英文单词比较少的情况下，使用中文分词包同样可以达到比较好的分词效果。


Rwordseg包依赖于rJava包，并且需要预装好java环境，以及java环境变量的配置。


首先，安装rJava方法如下：


由于网络原因配置R安装包的CRAN源,将下面内容添加到/usr/lib/R/etc/Rprofile.site


# set a CRAN mirror  
 local({r <- getOption("repos")  
       r["CRAN"] <- "http://mirrors.aliyuncs.com/CRAN/"  
       options(repos=r)})  



安装rJava:


# 进入R语言环境
$ sudo R
# 安装rJava包
> install.packages('rJava')



具体的从本地安装Rwordseg包的流程如下：


# 下载Rworgseg的安装包
$ wget http://labfile.oss.aliyuncs.com/courses/375/Rwordseg_0.2-1.tar.gz
# 解压
$ gunzip Rwordseg_0.2-1.tar.gz
# 进入R语言的交互式环境
$ sudo R
# 从本地安装逻辑包
> install.packages('Rwordseg_0.2-1.tar',repos=NULL,type='source')



2、数据清洗


英文中很多单词并没有实际上的关键词作用，例如冠词the、人称代词he等单词并不能指向实际的意义，它们只是构成一句话的语法组成元素，那么这一类的词就需要被剔除，被清洗，这就是数据清洗，清洗对文本关键词提取没有影响的单词。


文本分词


分词在英文中就是单词或者词组（本文主要是单词），一个单词在文中出现的频率越高就越证明它在文章中占有的地位，也就是关键字。其中文本分词包Rwordseg用于提取单词。


下面使用Rwordseg对文档进行分词统计（输入?function可以查询函数的具体使用方法）：


# 加载包
> library(Rwordseg)
# 以字符串形式读入文本
> text<-readLines('summer.txt')
# 清除所有空字符串的行
> res <- text[text!=""]
# 使用segmentCN函数对字符串res进行分词归类
> words <- unlist(lapply(X=res,FUN=segmentCN))
# 以空字符串为分隔符对字符串分割并对每个单词位置进行赋值
> word <- lapply(X=words,FUN=strsplit," ")  
# 计算每个单词的频数
> v <- table(unlist(word))
# 按照单词出现的频数（词频）降序排列
> v <-sort(v,decreasing=T)
# 将数据存储为数据框的形式，数据由单词和对应的频数组成
> datas <- data.frame(word=names(v),freq=v)



[image: 此处输入图片的描述]


数据预处理


数据预处理就是噪声数据清除。首先，观察数据集的分布：


> summary(datas$freq)
> length(datas$freq)
> head(datas,100)



结果显示部分截图如下：


[image: 此处输入图片的描述]


由上图中summary函数的输出结果可知，频数的分布并不均匀，中位数为1，说明文中有一半左右的单词都只是出现了一次而已，单词出现一次的可以忽略不计，且第3分位数为3，也就是说3362个单词中，关键词主要分布在频数为3-475的单词中，因此需要将数据集中频数比较低的数据剔除。


观察head函数的运行结果，频数排名前22的单词均是冠词、人称代词、连接词、介词之类与文章内容无关的单词，从第23个开始，与文章有关的单词才开始出现，因此需要将这一类组成英文句子语法结构的单词剔除。


首先，使用subset函数实现数据集的初步筛选，剔除频数低的单词（关于subset函数的使用可以输入?subset查看函数文档）。再剔除与文章无关的单词


# 使用sunset函数选取关键词分布区域
> newdatas <- subset(datas,freq>=3)
# 剔除与文章无关的单词
> newdatas <- newdatas[-c(1:22),]
> nrow(newdatas)
> head(newdatas,30)



[image: 此处输入图片的描述]


由length函数的输出结果可知，清洗数据后保留了990个单词，由于初次清洗后的数据集仍然比较大，而且根据head函数查看排名前30的数据中仍然有很多与文章内容无关的单词，因此需要抽样；但是剔除这些单词，观察一些大写的单词：LYSANDER、HERMIA、BOTTOM、THESEUS这些专有名词都是需要关注的关键词，可能是人名或者地名。


# 设置随机种子
> set.seed(3000)
# 抽样后使用floor函数对抽样结果取整
> sample_1 <- floor(runif(30,min=1,max=990))
# 新的数据集样本
> new_sample <- newdatas[c(sample_1,1),]



[image: 此处输入图片的描述]


这里的抽样数量选择31（30+1），是取总体数量990的开平方31，其中由于排名第一的love这个单词是与文章内容有关的关键词，因此需要加入到样本中。因此选取的样本数据集应该就是将floor抽取的行号和第1行所代表的数据。


3、绘制文字云


# 加载词云包
> library(wordcloud)
# 参数scale设置字体的大小，col设置字体颜色为彩虹色
> wordcloud(words=new_sample$word,freq=new_sample$freq,scale=c(10,.5),col=rainbow(length(new_sample$freq)))



输出结果如下：


[image: 此处输入图片的描述]


上图中仍然有诸如have、our、what、some这类不具有明显意义的单词，但是它仍然能给我们带来一定的信息，像love、PUCK、HIPPOLYTA、dead和die出现的概率就很高，从某个层面上反映了《仲夏夜之梦》这个故事主题。


四、作业


观察大写单词的频数，并且尝试提取大写单词组成的数据集，并总结单词背后的意义。


R语言教程

            R是属于GNU系统的一个自由、免费、源代码开放的软件，它是一个用于统计计算和统计制图的优秀工具。本实验课程基于张丹的R语言系列博客制作。


一、实验说明


1. 环境登录


无需密码自动登录，系统用户名shiyanlou 


2. 环境介绍


本实验环境采用Ubuntu Linux桌面环境，实验中会用到桌面上的程序： 


1.命令行终端: Linux命令行终端，打开后会进入Bash环境，可以使用Linux命令 


2.Firefox及Opera：浏览器，可以用在需要前端界面的课程里，只需要打开环境里写的HTML/JS页面即可 


3.gvim：非常好用的Vim编辑器，最简单的用法可以参考课程Vim编辑器 


4.gedit及Brackets：如果您对gvim的使用不熟悉，可以用这两个作为代码编辑器，其中Brackets非常适用于前端代码开发 


3. 环境使用


使用编辑器输入实验所需的代码及文件，使用命令行终端运行所需命令进行操作。 


“实验记录”页面可以在“我的主页”中查看，每次实验的截图及笔记，以及有效学习时间（指的是在实验桌面内操作的时间，如果没有操作，系统会记录为发呆时间）。这些都是您在实验楼学习的真实性证明。 


4. 参考文档


本实验课程基于张丹的R语言系列博客制作：



	http://blog.fens.me/series-r/




推荐阅读作者的R语言著作：



	《R的极客理想-工具篇》




二、 R的语言介绍


R语言是一门统计语言，主要用于数学建模、统计计算、数据处理、可视化等几个方向，R语言天生就不同于其他的编程语言。R语言封装了各种基础学科的计算函数，我们在R语言编程的过程中只需要调用这些计算函数，就可以构建出面向不同领域、不同业务的、复杂的数学模型。掌握R语言的语法，仅仅是学习R语言的第一步，要学好R语言，需要你具备基础学科能力(初等数学，高等数学，线性代数，离散数学，概率论，统计学)+业务知识(金融，生物，互联网)+IT技术(R语法，R包，数据库，算法)。所以把眼光放长点，只有把自己的综合知识水平提升，你才能真正地学好R语言。换句话说，一旦你学成了R语言，你将是不可被替代的。


1. R的知识体系结构概览


R的知识体系结构是复杂的，要想学好R，就必须把多学科的知识综合运用，所以最大的难点不在于语言本身，而在于使用者的知识基础和综合运用的能力。


首先，从宏观上让我们先看一下R的知识体系结构的全貌，然后再分别解释每个部分的细节。


[image: Alt text]


注：此图仅仅是我对R语言的理解，不排除由于个人阅历有限，观点片面的问题。


图中我将R语言知识体系结构分为3个部分：IT技术 + 业务知识 + 基础学科。



	IT技术：是计算机时代必备的技术之一，R语言就是一种我们应该要掌握的技术。


	业务知识：是市场经验和法则，不管你在什么公司，都会有自己的产品、销售、市场等，你要了解你的公司产品有什么，客户是谁，怎么才能把产品卖给你的客户。


	基础学科：是我们这十几年在学校学的理论知识，当初学的时候并不知道是为了什么，毕业后如果你还能掌握一些知识并实际运用，那么这将是你最有价值的竞争力。




每个部分知识单独看都有其局限性，但如果能把知识两两结合起来，就构成了我们现在社会的各种技术创新点。



	IT技术+业务知识：创造了阿里巴巴的电子商务帝国，腾讯全生态链的社交网络。


	IT技术+基础学科：创造了Google搜索的神话，华尔街金融不败的帝国。当然，R语言只是一门计算机语言技术，不能独自承担改写历史的重任，但R语言实给了我们很大的想像空间，让我们能动手去了解这个世界的规律，找到无穷无尽的交叉点，创造出新的帝国。




如果你和我一样，都能站在这个角度来学习和使用R语言，那么我们一定可以成为并肩向前的同路人。我们正在努力改变着未来。


2. R语言基础的知识


蓝图总是宏大和美好的，具体落实也将是困难重重的。希望大家持之以恒坚持学习！


R语言基础的知识，包括R语言的语法，R语言核心包的使用，R语言的内核编程，R语言包的开发，以及R语言的虚拟机。


2.1 R语言的语法


语法是我们了解R语言的第一步，和所有人一样，我也在很短的时间就适应R的语法规则，数据结构，基本类型，常用函数等等。但其实R的语法上的坑远比你知道的多得多。


我举个例子，看谁能准确的回答。比如，最基础的符号操作"=","<-","<<-" ，三者有什么区别，分别在什么时候用？不要偷偷说问题太偏了，实际根本用不到。我的代码里处处都在用这3个符号，只是你不知道而已。在学习R的时候，不要用已经掌握的C,Java,Python的经验直接去套R的语法，掉坑里的就是这些人。要重头开始学，一路上没有捷径。


R语言是函数式语言，语法自由，命名自由，使用简单，这只是对于普通用户来说的。作为一个有理想的极客，怎么能只停留在语法上呢！R是完全面向对象的，你了解什么是面向对象吗？R的面向对象打破了R原有的自由，但又要兼容原有的自由语法，多么纠结的设计啊，你能体会到吗？并不是记住了R的语法，就代表掌握了R语言。里面各种坑，只有自己踩了，再自己爬出来，才是真正的成长。


2.2 R语言核心包的使用


R语言同其他语言一样，在软件启动时，为我们提供了7个核心包，包括了众多的基础函数，如数学计算函数，统计计算函数，日期函数，包加载函数，数据处理函数，函数操作函数，图形设备函数等。通过search()函数，可以查看到R启动时默认加载7个核心包。


注：在终端中输入R即可进入R语言编程环境，输入q()退出环境。


> search()
[1] ".GlobalEnv"        "package:stats"     "package:graphics"
[4] "package:grDevices" "package:utils"     "package:datasets"
[7] "package:methods"   "Autoloads"         "package:base"



这7个核心包，就是我们构建复杂模型的基础。由于这几个核心包比较底层，很多函数都是用C语言封装的没有R的源代码，而且除了官方文档，几乎没有其他更详细的文档介绍，所以这几个核心包就是学习的门槛，不要觉得某些函数会用了就行了，背后还有更深一层意义。


再问个问题，R的所有操作都是函数操作，那么“a<-1:10”语句会被解析对应什么函数？


> a<-1:10;a
 [1]  1  2  3  4  5  6  7  8  9 10



答案是，"1:10"对应"seq(1:10)"，"<-"对应assign()。


> assign('b',seq(1:10));b
 [1]  1  2  3  4  5  6  7  8  9 10



掌握这种对应关系的意义在于，因为R是解释型语言，我们可以通过传递一个函数A的句柄，让其他的函数B动态调用这个函数A，这就是动态语言中的闭包特性的使用思路。在JavaScript中，已经被广泛使用了，但在R语言中，却只有核心包的一些函数在使用这种语法。在R语言中，这种需要有计算机背景知识的地方还有很多，特别是在考虑如何提升R性能的部分。所以，不要太轻易就说自己掌握了R语言，多想想如何才能把其他语言的基础带到R语言的世界里。


2.3 R语言的内核编程


R语言的内核编程，又是一个比较复杂的计算机学科的问题。R的内核编程应该包括哪些内容呢，除了刚才说的R的语法和R的核心包，还有面向对象编程，量向化计算，特殊数据类型，环境空间等。


面向对象编程，是一种对现实世界理解和抽象的方法，主要用于解决复杂问题的设计及实现。在Java的世界里，从2003年开始我接触Java的时候，社区就已经在聊面向对象的程序设计了。对于R语言来说，直到2010年发布的2.12版本，才最终有了RC类型的面向对象实现。面向对象的成熟，标志着R已经具备了构建复杂大型应用的能力，但如何真正地把面向对象用好，似乎也并不是统计人擅长的。有能力写出像HadleyWickham面向对象代码的人，在R的圈子里，实在是极少数的。


量向化计算，是R语言特有的一种并行计算方式。在R中，向量是R的基本数据类型(vector)，当你对一个向量进行操作时，程序会对向量中每个元素进行分别计算，计算结果以向量的形式返回。比如，最常见的两个等长的向量相加。


> 1:10+10:1
 [1] 11 11 11 11 11 11 11 11 11 11



向量化计算，在R中有很广泛的应用场景，基本可以取代循环计算，高效的完成计算任务。我们定义两个向量，先相加再求和，run1()函数用向量化计算实现，run2()用循环方法实现。


> a<-1:100000
> b<-100000:1

> run1<-function(){  # 向量化计算
+   sum(as.numeric(a+b))
+ }

> run2<-function(){  # 循环计算
+   c2<-0
+   for(i in 1:length(a)){
+     c2<-a[i]+b[i]+c2
+   }
+   c2
+ }

> system.time(run1())
用户  系统  流逝
0.000 0.000 0.001 

> system.time(run2())
用户  系统  流逝
0.190 0.002 0.396



通过运行程序，我们可以清楚地看出，向量化计算要比循环快(上述时间根据机器的不同可能会有所不同)。当算法越复杂数据量越大的时候，计算的时间差距会越明显的。R的编程中的一条法则就是用向量计算代替所有的循环计算。


特殊数据类型，R语言中除了那些基本的数据类型，还有一些高级的数据类型，并不是不常用，而是你不知道。


S3类型，S4类型，RC类型分别对应R语言支持的三种面向对象编程的数据结构。


环境类型(environment)，由内核定义的一个数据结构，由一系列的、有层次关系的框架(frame)组成，每个环境对应一个框架，用来区别不同的运行时空间(scope)。


环境空间，在进行R包开发时，是必备的一个知识点。每个环境空间都是环境类型的一个实例。每个R包都会被加载到一个环境空间中，形成有层次关系的、可调用的空间结构。


我们定义的函数和变量，都会存在于R的环境空间中，通过ls()就可以看到当前环境空间中的这些变量，比如，刚才量向化计算定义的变量和函数。


> ls()
[1] "a"    "b"    "run1" "run2"



除了我们自己定义的变量和函数，环境空间中还有很多其他的变量和函数，比如sum(), length(),system.time()等，这些函数我们可以直接使用，但是它们并不在当前环境空间中，所以直接用ls()是查看不到的。当我们切换到base的环境空间时，就可以找到sum()的函数定义了。


> ls(pattern="^sum$",envir=baseenv())
[1] "sum"



R语言内核编程，如同其他语言一样，有很多的知识细节，并不是只有我提到的这几点。但由于缺少文档，同时R核心技术的不普及，所以知道的人就不多，会用的人更少。我也在每天探索，期待发现更多的秘密。


三、小结


R语言是一门统计语言，主要用于数学建模、统计计算、数据处理、可视化等几个方向，R语言天生就不同于其他的编程语言，要学好R语言，需要你具备基础学科能力(初等数学，高等数学，线性代数，离散数学，概率论，统计学)+业务知识(金融，生物，互联网)+IT技术(R语法，R包，数据库，算法)。


四、练习


请深入了解R语言可以应用在哪些方面。


实验中有任何问题欢迎到实验楼问答提问。


一、基础


R是一种语法非常简单的表达式语言(expression language),大小写敏感。
可以在R环境下使用的命名字符集依赖于R所运行的系统和国家(系统的locale 设置)、允许数字、字母、“.”和“_”


1.命名


命名必须以”.”或者字母开头，以”.”开头时第二个字符不允许是数字。


2.基本命令


基本命令要么是表达式（expressions），要么就是赋值（assignments）。



	表达式：命令将被解析，并将结果显示在屏幕上，同时清空该命令所占内存。


	赋值：命令将被解析，并把值传给变量，但结果不会自动显示在屏幕上。




命令可以被”;”隔开或者另起一行。基本命令可以通过大括弧{},放在一起构成一个复合表达式。


注释：一行中以井号”#”开头
换行：如果一条命令在一行结束的时候在语法上还不完整，换行提示符，默认是+


3. 基本的对象


R创建和控制的实体被称为对象。它们可以是变量，数组，字符串，函数，或者其他通过这些实体定义的一般性的结构。



	矩阵（matrix）或者更为一般的数组（array）是多维的广义向量。实际上，它们就是向量，而且可以同时被两个或者更多个索引引用，并且以特有的方式显示出来。


	因子（factor）为处理分类数据提供的一种有效方法。


	列表（list）是一种泛化（generalform）的向量。它没有要求所有元素是同一类型，许多时候它本身就是向量和列表类型。列表为统计计算的结果返回提供了一种便利的方法。


	数据框（data frame）是和矩阵类似的一种结构。在数据框中，列可以是不同的对象。可以把数据框看作是一个行表示观测个体并且（可能）同时拥有数值变量和分类变量的‘数据矩阵’。许多实验数据都可以很好的用数据框描述，处理方式是分类变量而响应值是数值变量。


	函数（function）是可以保存在项目工作空间的R对象。该对象为R提供了一个简单而又便利的功能扩充方法。当编写你自己的函数在R会话过程中，对象是通过名字创建和保存的。objects(),ls()可以显示当前会话的对象名字。rm()可以删除对象。




对象持久化


R会话中创建的所有对象可以永久地保存在一个文件中以便于以后的R会话调用。在每一次R会话结束的时候，你可以保存当前所有可用的对象。如果你想这样做，这些对象将会写入当前目录下一个叫.RData的文件中，并且所有在这次会话中用过的命令行都会被保存在.Rhistory的文件中。当R再次在同一目录下启动，这些对象将从这个文件中重新导入工作空间。同时，相关的历史命令文件也会被导入。


二、向量和赋值


向量是由一串有序数值构成的序列


> x <- c(10.4, 5.6, 3.1, 6.4, 21.7);x
[1] 10.4 5.6 3.1 6.4 21.7



函数c()完成的赋值语句，这里的函数c()可以有任意多个参数，而它返回的值则是一个把这些参数首尾相连形成的向量。


赋值也可以用函数assign()实现。


> assign("x", c(10.4, 5.6, 3.1, 6.4, 21.7));x
[1] 10.4 5.6 3.1 6.4 21.7



赋值符<-,->可以看作是该命令一个语义上的缩写。


> c(10.4, 5.6, 3.1, 6.4, 21.7) -> x;x
[1] 10.4 5.6 3.1 6.4 21.7



1.向量运算


在算术表达式中使用向量将会对该向量的每一个元素都进行同样的算术运算。出现在同一个表达式中的向量最好是长度一致。如果他们的长度不一样，该表达式的值将是一个和其中最长向量等长的向量。表达式中短的向量会被循环使用以达到最长向量的长度。对于一个常数就是简单的重复。


> x <- 1:5
> y <- 1:3
> v <- 2*x + y + 1;v
[1] 4 7 10 10 13



2.逻辑向量


逻辑向量元素可以被赋予的值,有TRUE，FALSE 和NA 逻辑向量可以由条件式（conditions）产生 temp <- x > 13


> temp <- 1 < 3;temp
[1] TRUE



3.字符向量


字符向量就是字符串，可以用双引号和单引号作分割符。


paste():可以把单独的字符连成字符串，可以有任意多的参数。参数中的任何数字都将被显式地强制转换成字符串，而且以同样的方式在终端显示。默认的分隔符是单个的空格符。


修改分隔符换成空字符""


> labs <- paste(c("X","Y"), 1:10, sep="");labs
[1] "X1" "Y2" "X3" "Y4" "X5" "Y6" "X7" "Y8" "X9" "Y10"



4.索引向量：通过索引值可以选择和修改一个数据集的子集


一个向量的子集元素可以通过向量名后面的方括号中加入索引向量得到。如果一个表达式的结果是向量，则我们可以直接在表达式的末尾方括号中加入索引向量以得到结果向量的子向量.



	逻辑向量:索引向量必须和被挑选元素的向量长度一致。向量中对应索引向量元素为TRUE的元素将会被选中，而那些对应FALSE的元素则被忽略。




> x <- c(TRUE, TRUE, FALSE, TRUE, FALSE)
> y <- x[x];y
[1] TRUE TRUE TRUE




	正整数向量:索引向量必须是1,2,…,length(x)的子向量。索引向量中索引对应的元素将会被选中，并且在结果向量中的次序和索引向量中的次序一致。这种索引向量可以是任意长度的，结果向量的长度和索引向量完全一致。




> x <- 1:10
> x[1:5]
[1] 1 2 3 4 5




	负整数向量:这种索引向量指定被排除的元素而不是包括进来。




> x <- 1:10
> x[-(1:5)]
[1] 6 7 8 9 10




	字符串向量:这可能仅仅用于一个对象可以用names属性来识别它的元素。名字向量的子向量可以像上面第二条提到的正整数标签一样使用。




> fruit <- c(5, 10, 1, 20) 
> names(fruit) <- c("orange”, “banana”, “apple”, “peach”) 
> lunch <- fruit[c(“apple”,“orange”)];lunch
apple orange
    1     5



三、运算符


算术运算符：


+ - * /



逻辑运算符：


<，<=，>，>=，==,!=, &, |, ! 



数学函数：


log，exp，sin，cos，tan，sqrt ，max ，min，range，length，sum，prod，var



注：var(x): 等价于sum((x-mean(x))^2)/(length(x)-1)


四、控制语句


1.条件语句:if


if (expr1) expr2 else expr3



2.循环控制：for,repeat,while


for (name in expr1) expr2



其中name 是循环变量，expr1是一个向量表达式，而expr2常常是根据虚拟变量name而设计的成组表达式。在name访问expr1所有可以取到的值时，expr2都会运行。


例如使用for和if：


> for (i in 1:5) {
+     if (i %% 2 == 0) {
+         print(paste(i, "is even"))
+     } else {
+         print(paste(i, "is odd"))
+     }
+ }
[1] "1 is odd"
[1] "2 is even"
[1] "3 is odd"
[1] "4 is even"
[1] "5 is odd"



警告：相比其他程序语言，R代码里面很少使用for(),执行效率很低


repeat expr
while (condition) expr



while例子：


> x <- 1:5
> sum <- 0
> i <- 1
> while (i <= length(x)) {
+     sum <- sum + x[i]
+     i <- i + 1
+ }
> sum
[1] 15



repeat例子：


> x <- 1:5
> sum <- 0
> i <- 1
> repeat {
+     if (i > length(x)) {
+         break
+     }
+     sum <- sum + x[i]
+     i <- i + 1
+ }
> sum
[1] 15



关键字break：可以用于结束任何循环，甚至是非常规的。它是结束repeat 循环的唯一办法。
关键字next：可以用来结束一次特定的循环，然后直接跳入"下一次"循环，类似大家熟悉的continue。


五、 生成正则序列


1:30语句等价于向量c(1,2,…,29,30)，30:1语句可用来产生一个逆向的数列。
seq：数列生成中最为常用的工具


> seq(1,5,1)
[1] 1 2 3 4 5



rep：把一个数的完整拷贝多次，保持数列顺序


> x <- 1:3
> rep(x, times=2)
[1] 1 2 3 1 2 3



六、缺损值


在某些情况下，向量的元素可能有残缺。当一个元素或者值在统计的时候"不可得到"（not available）或者"值丢失"（missing value），相关位置可能会被保留并且赋予一个特定的值NA。任何含有NA 数据的运算结果都将是NA。
函数is.na(x)返回一个和x同等长度的向量。它的某个元素值为TRUE 当且仅当x中对应元素是NA。


> z <- c(1:3,NA); ind <- is.na; ind
[1] FALSE FALSE FALSE TRUE



第二种"缺损"值，也称为非数值NaN(Not a Number)


0/0 或 Inf



七、 对象


1.内在属性：模式和长度


R操作的实体是对象。实数或复数向量，逻辑向量和字符串向量之类的对象属于"原子"型的对象，因为它们的元素都是一样的类型或模式。R的对象类型包括数值型，复数型，逻辑型,字符型和原生型。向量必须保证它的所有元素是一样的模式。因此任何给定的向量必须明确属于逻辑性，数值型，复数型，字符型或者原生型。


列表是任何模式的对象的有序序列。列表被认为是一种"递归"结构而不是原子结构,因为它们的元素可以以它们各自的方式单独列出。函数和表达式也是递归结构。


所有对象都有模式(mode)和长度(length)两个内在属性


> x <- 1:3
> mode(x)
[1] "numeric"
> length(x)
[1] 3



2.外部属性


attributes(x):给出对象当前定义的非内在属性的列表。
attr(object, name): 可以用来设置对象的外部属性。


> z<-c(1:3,NA)
> attr(z, "name") <- "abc"
> attributes(z)
$name
[1] "abc"



3.对象的类属性


R里面的所有对象都属于类(class)，可以通过函数class(x)查看。
对于简单的向量，类是对应的模式(mode)："numeric"，"logical"，"character" 或者"list"，其他的类型，像"matrix"，"array"，"factor" 和"data.frame" 就可能是其他值。


八、因子(factor)


假定我们有一份来自澳大利亚所有州和行政区的信息样本以及他们各自所在地的州名。


> state <- c("tas", "sa", "qld", "nsw", "nsw", "nt")



在字符向量中，"有序"意味着以字母排序的。


创建因子factor：


> statef <- factor(state)
> statef
[1] tas sa  qld nsw nsw nt 
Levels: nsw nt qld sa tas



levels():可以用来得到因子的水平（levels）。


> levels(statef)
[1] "nsw" "nt"  "qld" "sa"  "tas"



函数tapply()和不规则数组


为计算样本中每个州的平均收入，我们可以用函数tapply()：


> incomes <- c(60, 49, 40, 61, 64, 60)
> incmeans <- tapply(incomes, statef, mean)
> incmeans
nsw   nt  qld   sa  tas 
62.5 60.0 40.0 49.0 60.0



函数tapply() 可以用来处理一个由多个分类因子决定的向量下标组合。


九、小结


R语言中使用的命名字符集依赖于R所运行的系统和国家(系统的locale 设置)、允许数字、字母、“.”和“_”，命名必须以”.”或者字母开头，以”.”开头时第二个字符不允许是数字，<-，->，R语言的基本对象有矩阵、因子、列表、数据框和函数，assign()都可以赋值，c()可以有任意多个参数，而它返回的值则是一个把这些参数首尾相连形成的向量，paste()可以把单独的字符连成字符串，可以有任意多的参数，运算符有算术运算符、逻辑运算符、数学函数，控制语句有if...else,for,while,repeat,seq()是数列生成中最为常用的工具，rep()把一个数的完整拷贝多次，并保持数列顺序，在某些情况下，向量的元素可能有残缺。当一个元素或者值在统计的时候"不可得到"（not available）或者"值丢失"（missing value），相关位置可能会被保留并且赋予一个特定的值NA，对象有内在属性和外在属性，因子中常用levels()和tapply()操作。


十、练习


请熟练使用R语言基本对象的常用操作。


实验中有任何问题欢迎到实验楼问答提问。


一、 数组


数组可以看作是带有多个下标类型相同的元素集合。
维度向量(dimension vector)是一个正整数向量。如果它的长度为k，那么该数组就是k-维的。


向量只有在定义了dim属性后才能作为数组在R中使用。
假定，z是一个含1500个元素的向量


> z<-seq(1,1500)
> dim(z) <- c(3,5,100)
> attributes(z)
$dim
[1]   3   5 100



对dim属性的赋值使得该向量成一个3×5×100的数组。


1.数组索引


数组元素可以通过给定数组名及其后方括号中用逗号隔开的下标访问。可以根据索引数组去给数组中不规则的元素集合赋值或者将数组中特定的元素返回到一个向量中。


2.array()


除了用设定一个向量dim属性的方法来构建数组，它还可直接通过函数array将向量转换得到。


假定向量h有24个或更少的数值，那么命令


> h <- seq(1,24)
> Z <- array(h, dim=c(3,4,2))



等价于


> dim(h) <- c(3,4,2)



3.向量和数组混合运算



	表达式运算是从左到右进行的。


	短的向量操作数将会被循环使用以达到其他操作数的长度。


	有且只有短的向量和数组在一起，数组必须有一样的属性dim，否则返回一个错误。


	向量操作数比矩阵或者数组操作数长时会引起错误。


	如果数组结构给定，同时也没有关于向量的错误信息和强制转换操作，结果将是一个和它的数组操作数属性dim一致的数组。




4.数组的外积


数组一个非常重要的运算就是外积运算（outer product）。如果a和b是两个数值数组，它们的外积将是这样的一个数组：维度向量通过连接两个操作数的维度向量得到；数据向量则由a的数据向量元素和b的数据向量元素的所有可能乘积得到。外积是通过特别的操作符%o%实现：


> a <- 1:3
> b <- 1:3
> ab <- a %o% b
> ab <- outer(a, b, "*")
> ab
     [,1] [,2] [,3]
[1,]    1    2    3
[2,]    2    4    6
[3,]    3    6    9



命令中的乘法操作符可以被任意一个双变量函数代替。


> x<-c(1,2,3);y<-c(2,3,4)
> f <- function(x, y) cos(y)/(1 + x^2)
> z <- outer(x, y, f)



两个常规向量的外积是一个双下标的数组(就是矩阵，最大秩为1)。


5.数组的广义转置


函数aperm(a, perm) 可以用来重排一个数组a


B <- aperm(z, c(2,1))



等价操作


t(z)



二、矩阵


矩阵是一个双下标的数组。R包括许多只对矩阵操作的操作符和函数。例如上面提到的t(X)就是矩阵的转置函数。函数nrow(A)和ncol(A)将会分别返回矩阵A的行数和列数。


1.矩阵相乘


操作符%*% 用于矩阵相乘。
如果A和B是大小一样的方阵，那么


A * B



将是一个对应元素乘积的矩阵，而


A %*% B



则是一个矩阵积。如果x是一个向量，那么


x %*% A %*% x



通过上述数组外积中的z和x试试下列代码：


> z * z
> z %*% z
> x %*% z %*% x



crossprod():可以完成"矢积"运算，也就是说crossprod(X,y) 和t(X) %*% y 等价，而且在运算上更为高效。
diag():返回以该向量元素为对角元素的对角矩阵。


2.解线性方程和求逆


求解线性方程组是矩阵乘法的逆运算。当下面的命令运行后，


b <- A %*% x



如果仅仅给出A和b，那么x就是该线性方程组的根。在R里面，用命令


solve(A,b)



矩阵的逆可以用下面的命令计算


solve(A)



三、小结


R语言中数组可以看作是带有多个下标类型相同的元素集合。 维度向量(dimension vector)是一个正整数向量。如果它的长度为k，那么该数组就是k-维的。向量只有在定义了dim属性后才能作为数组在R中使用。除了用设定一个向量dim属性的方法来构建数组，它还可直接通过函数array将向量转换得到，outer()可以做外积运算，aperm()可以做数组的广义转置，等价于t()，%%可以做矩阵的相乘，crossprod()可以完成"矢积"运算，也就是crossprod(X,y) 和t(X) %% y 等价，而且在运算上更为高效，diag()返回以该向量元素为对角元素的对角矩阵，使用solve()可以对矩阵求逆。


四、练习


请举出一个使用solve()解线程方程的例子。


实验中有任何问题欢迎到实验楼问答提问。


一、对数据进行运算的常用函数：


1.round() 四舍五入


例： 


> x <- c(3.1416, 15.377, 269.7)
> round(x, 0)                #保留整数位
[1] 3 15 270
> round(x, 3)                #保留到三位小数
[1] 3.142 15.377 269.700



2.trunc() 取整


floor() 向下取整
ceiling() 向上取整
例： 


> xx <- c(3.60, 12.47, -3.60, -12.47)

> trunc(xx)
[1] 3 12 -3 -12
> floor(xx)
[1] 3 12 -4 -13
> ceiling(xx)
[1] 4 13 -3 -12



3.logb(a, b) 以b为底的对数，省略b表示自然数


log() 自然对数
log10() 以10为底的常用对数
例：


> logb(8, 2)
[1] 3
> log(8); logb(8)
[1] 2.079442
[1] 2.079442
> log10(100); logb(100, 10)
[1] 2
[1] 2



4.sqrt()平方根 exp()指数


> sqrt(4)
[1] 2
> exp(1)
[1] 2.718282



5.求弦函数


sin()正弦
cos()余弦
tan()正切
asin()反正弦
acos()反余弦
atan()反正切
sinh()双曲正弦
tanh()双曲正切


6.nchar()字符长度


例： 


> xx <- 'ShiYanLou is good!'
> nchar(xx)
[1] 18



7.substring()取子字符串


例：


> substring(xx, 1, 9)
[1] "ShiYanLou"



8.paste()连接字符


语法是：paste(..., sep = " ", collapse = NULL)


例1：


> x <- 'ShiYanLou'; y <- 'is'; z <- 'good!'
> paste(x, y, z)
[1] "ShiYanLou is good!"



例2：


> paste(c('x', 'y'), 1:4, sep = '')
[1] "x1" "y2" "x3" "y4"



例3：


> paste('x', 1:4, sep = '', collapse = '+')
[1] "x1+x2+x3+x4"



更多函数可查看：http://doc.fens.me/cos/R-refcard.pdf


二、小结


R语言中有常用的一些函数，round()可以四舍五入，trunc()取整，floor()向下取整，ceiling()向上取整，logb(a, b) 求以b为底的对数，省略b表示自然数，sqrt()求平方根，exp()求指数，求弦函数如sin()正弦、cos()余弦等，nchar()求字符长度，substring()求取子字符串，paste()可以连接字符。


三、练习


请再举出三个常用函数的例子。


实验中有任何问题欢迎到实验楼问答提问。


一、R的扩展包


1. plyr (数据处理)


plyr是一个数据处理的包，可以把大的数据集通过一些条件拆分成小的数据集的功能包。


数据集baseball(http://www.baseball-databank.org/)
21,699 records covering 1,288 players, spanning 1871 to 2007


举例：击球得分：RBI(Run batted in)


$ sudo R
> install.packages("plyr")
> library(plyr)
> ?baseball
> ddply(baseball, .(lg), c("nrow", "ncol"))
> rbi <- ddply(baseball, .(year), summarise, mean_rbi = mean(rbi, na.rm = TRUE))
> plot(mean_rbi ~ year, type = "l", data = rbi)



[image: Alt text]


2. stringr (字符串处理)


stringr是一个字符串处理的包，可以方便地进行各种字符串的操作。


> install.packages("stringr")
> library(stringr)
> fruits <- c("one apple", "two pears", "three bananas");fruit
[1] "one apple" "two pears" "three bananas"
> str_replace(fruits, "[aeiou]", "-")
[1] "-ne apple" "tw- pears" "thr-e bananas"
> str_replace_all(fruits, "[aeiou]", "-")
[1] "-n- -ppl-" "tw- p--rs" "thr-- b-n-n-s"
> str_replace_all(fruits, "([aeiou])", "")
[1] "n ppl" "tw prs" "thr bnns"
> str_replace_all(fruits, "([aeiou])", "\\1\\1")
[1] "oonee aapplee" "twoo peeaars" "threeee baanaanaas"
> str_replace_all(fruits, "[aeiou]", c("1", "2", "3"))
[1] "1n1 1ppl1" "tw2 p22rs" "thr33 b3n3n3s"
> str_replace_all(fruits, c("a", "e", "i"), "-")
[1] "one -pple" "two p-ars" "three bananas"



3. ggplot2 (可视化)


ggplot2专业级的可视化绘图包


> install.packages("ggplot2")
> library(ggplot2)
> g<-ggplot(mtcars, aes(x=factor(cyl), fill=factor(vs)))
> g+geom_bar(position="dodge")



[image: Alt text]


二、小结


R语言中有很多扩展包，如plyr包可以做数据处理，stringr包可以做字符串处理，ggplot2是专业级的可视化绘图包。


三、练习


请再举出一个常用扩展包的例子。


实验中有任何问题欢迎到实验楼问答提问。
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VATES:
var2<-(1:5)/10

varac-c('R’, 'and’, 'Data Hintng','Examples’, 'Case Study')
dfic-data. frane(var1,var2,var3)
names(df1)<-c('VariableIn', 'VariableReal ', ‘Varablechar"
write.csv(dfL, ' dunnypata.

f2<-read.csv(* dunmybata.csv')
print(df2)
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4
1

k<-20

newTS<-sc[501, ]+runif(100)*15
distances<-dist(newTS,sc,method='DTW")
s<-sort(as.vector(distances),index.return=TRUE)
table(classId[s$ix[1:k]])

. ) s

shiyanlou.com
19





OEBPS/Images/41ab82b4e0f0d22832be0f6ac282e16b.jpg
> annualtzed.ttneséries.;val(nn.;);ea;,naive:reéurns;selecti
N Theil Hitrate PosRate NegRate Perc.Up Perc.Down

avg 2022 ©.723  6.532 1 [ 1 [
1982 253 0.751  0.447 1 [ 1 [
1983 253 0.767  0.546 1 [ 1 [
1984 253 0.750  0.447 il [ 1 [
1985 252 0.737 0.544 1 [ 1 [
1986 253 ©.748  0.561 i [ 1 [
1987 253 0.723  0.565 d [ 1sp o
1988 253 0.689  0.546 1 [ ’ = %ﬁ*ﬁ
1989 252 0.692 0.599 1 [ Flamoscom
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> datas<-data.frame(wore
> summary (datassfreq)
Min. 1st Qu. Median  Mean 3rd Qu.  Max
1.000 1.000 1.000 5.352 3.000 475.000
> length(datas$freq)

ames (v) , freg=v)

[1] 3362
> head(datas, 106]]
word freq
the the 475
1 I 469 <
w5 ) STHRRE
to to 277 shiyanlou.com

of of 256
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> annualized.timeseries.eval(pp.preds,naive.returns,select)
N Theil Hitrate PosRate NegRate Perc.Up Perc.Down

avg 2022 0.732 ©.511 0.556 0.460 0.549  0.451
1982 253 0.768 ©.490 0.522 ©0.464 0.530  0.470
1983 253 0.735 ©.514 0.540 ©0.482 0.534  0.466
1984 253 0.759 .53 0.522 0.536 0.490 0.510
1985 252 0.728 ©.536 0.581 0.482 0.552  0.448
1986 253 0.763 ©.518 0.563 ©0.459 0.553  0.447
1987 253 0.717 ©.514 0.573 0.436 © ;mﬁ
1988 253 0.708  0.478 ©.533 0.412 0.557 - 76443
1989 252 ©.726 ©0.508 0.596 0.376 0. .39
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> summary(iris)
Sepal..Length

Hin.  14.300
15t Qu.:5.100
Hedian :5.800
Hean  :5.843
3rd Qu.:6.408.
Hax. 17,900

Spectes
setosa

Sepal.width

Hin

15t qu.

Medtan
Hean

3rd Qu.

2
a
3.

5
3

000
-0

Petal. Length
M. :1.000
15t Qu.:1.600
Median :a.350
ean  :3.758

".“"iigﬁ’g.z.m

Petal.idth
Hin. :0.100
15t Qu. 0,300
Hedtan :1.300
Mean  :1.199

“s00
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> tabl;(predict(iris_Etree) % tfainDataSSpecieé)

setosa versicolor lrginica

setosa 40
versicolor 0 E) ’ smynnlo com
virginica (] 1
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Library(wavelets)
weData<-NULL

For(t 1n 1:nrou(se)) {
a<-t(scl1,])
wee-dut(a, filte

“pertodic')
weData<- rbind(tbata, unttst(c(wted, utev[ [wtalevel]])))

1

WtDatas-as.data. frane(wtdata)

weSce-data. frane(cbind(class1d, wtData))
cte-ctree(classld ~ .,datasutsc
controls=ctree_control(ntnsplit-30, ninbucket
pClasside-predice(ct)
table(class1d,pclassId)

6, naxdepth:

o
vessid T h A e s
T =
G ’ gﬁ
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> ind<-sample(2,nrow(iris),replac
> trainbata<-iris[ind==1,]

> testData<-iris[ind==2,]

> library(randonForest)
randonForest 4.6-10

Type rfNews() to see new features/changes/bug fixes.

> rf<-randomForest(Species~.,data=trainData,ntree=100,proximity=TRUE)

> table(predict(rf),trainDatasspecies)
ST 7
SLAw

hiyanlou.com

setosa versicolor virginica
setosa 36 o o
versicolor o 31 2
virginica 0 1 34
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> annualized.signals.results(mars.actions,select)

n.sess acc acc.buy acc.sell n.buy n.sell

avg 2022 45.24
1982 253 50.00
1983 253  NaN
1984 253  NaN
1985 252 NaN
1986 253 66.67
1987 253 50.00
1988 253 33.33
1989 252 25.00

5
50.0
NaN
NaN
NaN
100.0
37.5
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] NaN
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> Library(xlsx)
- table(irtssspectes)

setosa verstcolor virgintca
so s0 S0

> setosa<-subset(iris, Species=='setosa’)

> write.xlsx(setosa, flle='{ris.xlsx" , sheetiane:

> versicolors-subset(iris, Species=="versicolor')

- write.xlsx(verstcolor, f{le='{ris.xlsx" ,sheetha

ndeT)

> virginicac-subset(iris, Spectes=='virginica')

- write.xlsx(virgtnica, file="tris.xlsx', sheetiane="virgintca’ , row. nane:

=)

> a<-read.xlsx('irts.xlsx" , sheethan

> head(a)

etosa’, ron.nanes=F)

verstcolor ", rou.nanes=F, appel

+append|

setosa’)

Sepal.Length Sepal.uidth Petal.Length Petal.Hidth Spectes
1 5.1 3.8 1.4 02 set

2 s ‘o 4 et 3

1 a7 32 13 etoss = o)\

: o b i o7 sersiiyanlou.com
: 54 3 17 W4 satoes
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text<-readLines('summer.txt')
res <- text[text!=""]

words <- unlist(lapply(X=res, FUN=segmentCN))

word <- lapply(X=words, )
rror in match.fun(FUN) : argument "FUN
word <- lapply(X=words, FUN=strsplit,
Vv <- table(unlist(word))

v <- sort(v,decreasin
datas<-data.frame(wor

)
ames(v), freg=v)

is missingq with no default

’ SCIORE

shiyanlou.com
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Coefficients of ridge terms:
term 1 term 2 term 3 term 4 term 5
0.0020496132 0.0029102440 0.0009772461 0.0016053458 0.0019738535
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> newdatas<-subset(datas, freq>=3)
> newdatas<-newdatas[-c(1:22),]
> nrow(newdatas)

[11 996
> head(newdatas, 30)
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> a<-ts(1:30,frequency=12,start=c(2011,3))
> a

Jan Feb Mar Apr May Jun Jul Aug Sep Oct Nov Dec
2011 ! 2 5 4 5 6 7 8 9 10
2012 11 12 13 14 15 16 17 18 19 260 21 22
2013 23 24 25 26 27 28 29 30
> str(a)
Time-Series [1:30] from 2011 to 2014: 1 23456 7 8 9 10 ...
> attributes(a)
Stsp
[1] 2011.167 2013.583 12.000

Sclass ” i*ﬁ%

[11 htsE shiyanlou.com
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> ibm.data<-embeded.dataset(ibm, hday=1)

Error in 1:(length) : NA/NaN argument

> ibm<-read.csv('data.csv', header=T)

h.returns<-function(x,h=1){

diff(x,lag=h)/x[1:(length(x)-h)]

}

embed(c(45,677,34,2,-76,-23,0,45, -3445) ,dim=5)
[,11 [,2] [,3] [,4] [,5]

[1,1 -76 2 34 677 45

[2,] -23 -76 2 34 67

3.1 o -23 -76 2 & ggﬁ&

4,1 45 0 -23 -76 Diniai con

[5,] -3445 45 0 -23 -76

>
N
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> set.seed(3000)
> sample 1<-floor(runif(30,min=1,max=990))
> new_sample<-newdatas[c(sample_1,1),]
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> a<-1:10
> save(a,file="dumData.data")
> rm(a)

> d("d .d,
1::né(aumbata ata” *3ﬁ$§

ghiveglougon
[1] 3 4 5 6





OEBPS/Images/ea1d3a9365c1e0dcdf553cf9a59426ab.jpg
> annualized.timeseries.eval(m.preds,naive.returns,select)
N Theil Hitrate PosRate NegRate Perc.Up Perc.Down

avg 2022 0.777 ©.502 0.532 0.469 0.531 0.469
1982 253 0.792 0.518 0.540 0.500 0.518 0.482
1983 253 0.739 0.482 0.504 0.456 0.526 0.474
1984 253 0.757 0.490 0.513 0.471 0.522 0.478
1985 252 ©.737 ©.528 0.581 0.465 0.560 0.440
1986 253 0.768 0.526 0.556 ©0.486 0,538 0.462
1987 253 0.801 0.518 ©0.538 @

.491 2 Eﬁ 74
1988 253 0.743 0.446 0.445 0.447 98, .- 0.510

yanlou

1989 252 0.757 ©.512 ©.5760 0.426 6.571 0.429
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aggregate(sepal.Length ~ Specles,summary,data=iris)
Spectes Sepal.Length.Mtn. Sepal.Length.1st Qu. Sepal.Length.Hedian
4.800

Setosa
verstcolar
virginica

4.300
4.900
4.900
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> library(nnet)

> nn<-nnet(rl.fl ~ .,data=ibm.train[,-ncol(ibm.train)],
+ linout=T,size=10,decay=0.01,maxit=1000)

# weights: 261

initial value 2922.755796

iter 10 value 0.976398 gm&
iter 20 value 0.586542 shiyanlou.com
iter 30 value 0.496451
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clusplot(pam(x = sdata, k = k, diss = diss))
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> cor(year,cpi)
[1] @.9096316

> corfquarter,cpt)
[1] ©.3738028





